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La classification d’objets (individus ou variables) est l’une des approches les plus
utilisées pour explorer les données multivariées. Les stratégies de classification non su-
pervisée les plus courantes sont la Classification Ascendant Hiérarchique (CAH) et la
classification non hiérarchique des centres mobiles (k-means), utilisées pour identifier des
groupes d’objets similaires dans un ensemble de données pour le partitionner en groupes
homogènes. La Classification Topologique de Variables proposée, notée CTV, est basée
sur la notion de graphes de voisinage. Certaines variables sont plus ou moins corrélées ou
liées selon le type quantitatif et/ou qualitatif des variables. Cette approche topologique
d’analyse des données peut alors être utile pour la réduction de dimension et la sélection de
variables. Il s’agit d’une analyse hiérarchique topologique de regroupement d’un ensemble
de variables de tout type. Des exemples sur données réelles illustrent cette approche dont
les résultats sont comparés à ceux d’autres approches de classification de variables.

Mots-clés. Classification, mesure de proximité, matrice d’adjacence, graphe de voisi-
nage, variables mixtes.

Abstract. The clustering of objects (individuals or variables) is one of the most
important approaches to exploring multivariate data. The most common unsupervised
clustering strategies are Hierarchical Ascending Clustering (HAC) and k-means partition-
ing used to identify groups of similar objects in a dataset to divide it into homogeneous
groups. The proposed Topological Clustering of Variables, called TCV, studies an ho-
mogeneous set of variables defined on the same set of individuals, based on the notion
of neighborhood graphs. Some the variables are more-or-less correlated or linked accord-
ing to the type quantitative or qualitative of the variables. This topological approach
of data analysis can then be useful for dimension reduction and variable selection. Its a
topological hierarchical clustering analysis of a set of variables of any type. Examples on
real data illustrate this approach whose results are compared with those of other variable
classification approaches.

Keywords. Clustering, proximity measure, adjacency matrix, neighborhood graph,
mixed variables.

1 Introduction

La présente étude propose une approche topologique pour la classification de variables
CTV, sans aucune restriction sur le type des variables, quantitatives, qualitatives ou un
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mélange des deux. Outre les méthodes classiques et bien connues consacrées à la clas-
sification d’objets, il existe des approches spécifiquement dédiées à la classification de
variables telles que la procédure de classification Varclus implémentée sous SAS (Varclus
procédure (2018)), l’approche ClustOfVar (Chavent et al.(2012)), l’approche CLV (Vi-
gneau et Qannari(2003)) pour regrouper les variables autour des composantes latentes et
l’approche Clustatis ((Llobell and Qannari (2019)), mais à notre connaissance, aucune
approche n’est proposée dans un contexte topologique.

Le processus consiste à créer des groupes de variables similaires, c’est-à-dire portant
la même dimension d’information, les variables d’un même groupe sont les plus liées les
unes aux autres tandis que les variables des différents groupes sont les plus orthogonales
que possible. L’objectif ici est d’analyser les structures sous-jacentes des données, de
constituer une synthèse des informations portées par les variables en vue d’une réduction
de dimension et/ou d’une sélection de variables explicatives. Contrairement à la clas-
sification d’individus qui se fait généralement à partir d’un seul ensemble de variables
homogènes relatives à un même thème, la classification de variables permet de traiter
plusieurs ensembles de variables homogènes de plusieurs thèmes différents.

Les mesures de similarité jouent un rôle important dans de nombreux domaines de
l’analyse des données, les résultats de toute opération de structuration, de regroupement
ou de classification d’objets dépendent fortement de la mesure de proximité choisie. Des
études factorielles topologiques ont été proposées notamment dans le contexte de l’analyse
discriminante (Abdesselam (2019)), des analyses des correspondances simples et multiples
(Abdesselam (2019)) et de l’analyse en composantes principales (Abdesselam (2020)),
mais aucune sur la classification topologique de variables.

L’approche CTV est illustrée par des exemples sur données réelles dont les résultats
sont comparés avec ceux de différentes approches connues de classification de variables.

2 Contexte topologique

L’analyse topologique des données est une approche basée sur le concept de graphe de
voisinage. Etant données une mesure de proximité et une structure topologique choisie,
on peut faire correspondre un graphe topologique induit sur l’ensemble des objets.

Soit E = {x1, · · · , xj, · · · xp, y11, · · · , y1m1 , · · · , yq1, · · · , yqmq} un ensemble de vari-
ables mixtes, constitué de p variables quantitatives {xj}j=1,p et de q variables qualitatives
{yk}k=1,q, où m =

∑q
k=1 mk est le nombre total de modalités et mk désigne le nombre

de modalités de la variablee yk. A l’aide d’une mesure de proximité notée u, on peut
définir une relation de voisinage notée Vu qui est une relation binaire sur E × E où les
sommets sont les variables et les arêtes sont définies par une relation de voisinage. Il
existe de nombreuses définitions pour construire cette relation binaire de voisinage, par
exemple, l’Arbre de Longueur Minimale (ALM), le Graphe de Gabriel (GG), ou encore le
Graphe des Voisins Relatifs (GVR) (Toussaint (1980)). On peut établir la matrice dite
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d’adjacence Vu associée à u, d’ordre p+m, binaire et symétrique, où toutes les paires de
variables voisines (xk, xl)k,l=1,p dans E, satisfont la propriété GVR suivante :

Vu(x
k, xl) =

{
1 si u(xk, xl) ≤ max[u(xk, xt), u(xt, xl)]; ∀xk, xl, xt ∈ E, xt %= xk et xt %= xl

0 sinon.

Figure 1: GVR d’un ensemble de variables mixtes - Matrice d’adjacence associée

La mesure de proximité u génère une structure topologique sur les variables dans E
qui est totalement décrite par la matrice d’adjacence Vu.

La Figure 1 illustre un exemple d’un ensemble de huit objets, trois variables quanti-
tatives {x1, x2, x3} et cinq variables indicatrices {x41, x42, x51, x52, x53} de deux variables
qualitatives {x4, x5}, qui vérifient la propriété des GVR. Par exemple, pour la première
variable quantitative x1 et la première variable indicatrice x41, Vu(x1, x41) = 1, cela signifie
sur le plan géométrique que l’hyper-Lunule, intersection des deux hypersphères centrées
sur les deux points-variables x1 et x41, est vide.

2.1 Matrices d’adjacence de référence

Trois approches topologiques selon le type de variables considérées, quantitatives ou
qualitatives ou un mélange des deux, sont proposées. Elles sont basées sur la matrice
d’adjacence Vu∗ associée à la mesure de proximité u∗ inconnue dite de référence. L’objectif
ici est de décrire la structure topologique de corrélation ou de dépendance entre les vari-
ables considérées.

• Soit {xj}j=1,p un ensemble de p variables quantitatives observées sur n individus-
objets. Dans ce cas, la matrice d’adjacence Vu! est définie à partir du test t de Student
du coefficient de corrélation linéaire ρ de Bravais-Pearson :

Vu!(x
k, xl) =

{
1 si p-valeur = P [| Tn−2 |>t-valeur] ≤ α ; ∀k, l = 1, p
0 sinon. (1)

où la p-valeur désigne le seuil de signification α du test bilatéral d’hypothèses nulle et
alternative, H0 : ρ(xk , xl) = 0 vs. H1 : ρ(xk , xl) %= 0 et Tn−2 la statistique de test de
Student à ν = n− 2 degrés de liberté.
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• Soit {yk}k=1,q un ensemble de q variables qualitatives observées sur n =
∑q

k=1 nk

individus selon mk modalités et qui totalisent m =
∑q

k=1 mk modalités. La matrice
d’adjacence Vu! est établie à partir du tableau de Burt et de l’écart à l’indépendance.

Vu!(y
kr, yls) =

{
1 si Bkr ls

Bkr ..
≥ Bkr ..

nq2 ; ∀k, l = 1, q ; r = 1,mk et s = 1,ml

0 sinon. (2)

Bkr ls = Σn
i=1y

kr
i ylsi , élément de la matrice de Burt qui correspond au nombre d’individus

qui possède la modalité r de yk et la modalité s de yl,
Bkr .. = Σq

l=1Σ
ms
s=1bkr ls désigne la marge ligne de la modalité r de yk,

Bkr ls
Bkr ..

désigne le profil-ligne de la modalité r de yk,
Bkr ..
nq2 est le profil-moyen de la modalité r de yk, nq2 est le nombre total.

• Soit {x1, · · · , xj, · · · , xp, y1, · · · , yk, · · · , yq} un ensemble de données mixtes con-
stitué de p variables quantitatives et q variables qualitatives, observées sur n individus.

Le traitement simultané de données mixtes ne peut pas être réalisé directement par
les méthodes conventionnelles d’analyse des données. Ainsi, dans un premier temps, les
données qualitatives sont transformées en données quantitatives, en utilisant l’analyse
en composantes principales mixte (Abdesselam (2008)), basée sur la maximisation du
critère mixte, proposé en termes de carrés de corrélation par Saporta (Saporta 1990)) et
géométriquement en termes de cosinus carrés des angles par Escofier (Escofier (1979)). On
peut également effectuer une analyse factorielle des données mixtes développée par Pagès
(Pagès (2004)). La matrice d’adjacence Vu! est ensuite établie à partir de la matrice de
corrélation de l’ensemble des variables, quantitatives et qualitatives transformées, selon
l’expression (1).

3 Classification topologique

Afin de décrire les similitudes entre les variables et les regrouper en groupes homogènes,
on applique la technique dite du thémascope (Lebart (1989)), qui consiste en un en-
châınement méthodologique d’une méthode de classification sur les composantes prin-
cipales d’une méthode d’analyse factorielle, en l’occurence ici une analyse factorielle
topologique suivie d’une classification ascendante hiérarchique (HAC) selon le critère de
Ward (Ward (1963)).

L’analyse factorielle topologique sous-jacente est soit une ACPT si les variables sont
quantitatives (Abdesselam (2020)), soit une ACMT si les variables sont qualitatives (Ab-
desselam (2019)) ou une ACPMT si les variables sont mixtes (Abdesselam (2008, 2020)).

Pour la méthode d’analyse factorielle topologique sous-jacente, on effectue la tech-
nique du Multidimensional Scaling (MDS), à savoir l’analyse factorielle sur un tableau de
similarité (Caillez and Pagès (1976)), la matrice d’adjacence de référence Vu! associée à
la mesure de proximité u∗, la mesure la plus adaptée aux données considérées.
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L’approche hiérarchique CTV et son dendrogramme sont facilement programmables à
partir des procédures ACP et CAH des logiciels SPAD, SAS ou R.

Dans le cas de la CTV sur variables quantitatives, on considère que deux variables
positivement ou négativement corrélées sont liées, on prend donc en compte le signe de la
corrélation entre variables. Il est à noter que la procédure Varclus de SAS inclut également
cette option et que c’est une méthode de classification descendante hiérarchique (CDH).

4 Exemple illustratif - Cas de variables quantitatives

Les données utilisées (Govaert (2003)) concernent 38 marques françaises d’eau en bouteille
décrites par 8 variables homogènes représentant les teneurs en ions (mg/l) affichées sur les
étiquettes des bouteilles. L’objectif ici est de donner une partition en classes de teneurs
en ions des marques de bouteilles d’eau.

Table 1: Matrice des corrélations (p-valeurs) - Matrice d’adjacence
CA MG NA K SULF NO3 HCO3 CL

CA 1.0000

MG 0.6672 1.0000
(< .0001)

NA 0.0042 0.5649 1.0000
(0.9757) (< .0001)

K 0.1072 0.6703 0.8817 1.0000
(0.4358) (< .0001) (< .0001)

SULF 0.8997 0.5629 -0.0957 -0.0546 1.0000
(< .0001) (< .0001) (0.4872) (0.6923)

NO3 -0.0473 -0.1756 -0.0830 -0.1529 -0.1288 1.0000
(0.7317) (0.1998) (0.5469) (0.2650) (0.3486)

HCO3 0.1491 0.6583 0.9474 0.8866 -0.0573 -0.0541 1.0000
(0.2774) (< .0001) (< .0001) (< .0001) (0.6776) (0.6947)

CL 0.0578 0.52094 0.5646 0.7187 -0.0276 -0.1053 0.4794 1.0000
(0.6749) (< .0001) (< .0001) (< .0001) (0.8406) (0.4443) (0.0002)

Vu∗ =





1
1 1
0 1 1
0 1 1 1
1 1 0 0 1
0 0 0 0 0 1
0 1 1 1 0 0 1
0 1 1 1 0 0 1 1





Figure 2: ACPT & CTV - Dendrogramme des teneurs en ions des marques d’eau

Le Tableau 1 présente les matrices des corrélations et d’adjacence Vu! associée à la
mesure de proximité u! la plus adaptée aux données considérées, construite à partir de
l’expression (1). La figure 2 illustre la représentation des variables sur le premier plan
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principal de l’Analyse en Composantes Principales Topologique (ACPT). Le cercle de
corrélation sur les deux premiers facteurs TPCA donne un aperçu des groupes de vari-
ables corrélées et non corrélées, une CAH selon le critère de Ward est ensuite appliquée
sur les composantes principales de l’ACPT. Le dendrogramme issu de la CTV permet de
visualiser et d’identifier la structure topologique des variables. Les indices d’agrégation
de la CTV suggèrent une partition des 8 variables en 3 classes. On voit que les variables
Calcium et Sulfates sont positivement corrélées ainsi que les variables Chlorures, Carbon-
ates, Potassium, Sodium et Magnésium. La variable Nitrates qui constitue à elle seule la
deuxième classe, est corrélée négativement avec les deux autres classes de variables.

A titre de comparaison, la Figure 3 illustre les arbres hiérarchiques des approches
Varclus de SAS, ClusOfVar, CLV et Clustatis. Pour une partition en 3 classes, les con-
stitutions des classes sont les mêmes sauf pour l’approche Varclus.

L’approche CTV en 3 classes présente un pourcentage de la variance totale expliquée
(R2 = 89.33%) bien plus grand que ceux des quatre autres approches, les classes de la
CTV sont ainsi beaucoup plus homogènes.

Figure 3: Dendrogrammes : Varclus, ClustOfVar, CLV et Clustatis

5 Conclusion & Perspective

Une nouvelle approche de classification de variables dans un contexte topologique est pro-
posée, elle vient ainsi enrichir les méthodes conventionnelles de classification de données
quantitatives, qualitatives ou encore mixtes. Il serait intéressant d’étendre cette ap-
proche topologique à d’autres méthodes d’analyse de données, notamment dans le cadre
de l’analyse des données évolutives.
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Tester la symétrie des marginales des
distributions pour des images digitales de bruit
grâce aux périmètres d’ensembles de niveaux
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Résumé. Notre étude porte sur des images digitales dont la valeur des pixels est supposée
donnée par une suite de variables aléatoires indépendantes et identiquement distribuées
dans une fenêtre d’observation fixée. On commence par proposer un estimateur non bi-
aisé du périmètre qui ne prend pas en considération les effets de bord induits par la
fenêtre d’observation. L’étude du premier et second moment de cet estimateur nous per-
met d’établir un résultat de normalité asymptotique auto-normalisé muni d’une matrice
de covariance explicite et accessible empiriquement. Ce Théorème Central Limite nous
permet de construire un test statistique consistant et accessible afin de tester la symétrie
des distributions marginales. Dans un second temps, on s’intéresse au comportement
asymptotique du périmètre dans un régime limite particulier.
Mots-clés. Images binaires, Franchissements, Ensembles de niveaux, Test de symétrie,
Procédure de seuillage.

Abstract. In this paper we consider digital images for which the pixels values are given
by a sequence of independent and identically distributed variables within an observation
window. We proceed to the construction of an unbiased estimator for the perimeter with-
out border effects. The study of the first and second moments of the perimeter allows
to prove auto-normalised asymptotic normality results with an explicit covariance matrix
consistently estimated. Theses Central Limit Theorems permit to built a consistent and
empirical accessible test statistic to test the symmetry of the marginal distribution. Fi-
nally the asymptotic perimeter behaviour in large threshold limit regime is also explored.
Several numerical studies are provided to illustrate the proposed testing procedures.
Keywords. Binary image, Crossings, Excursion sets, Test of symmetry, Threshold pro-
cedure
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1 Introduction

La modélisation stochastique des images par des champs aléatoires permet la mise en
place d’un cadre statistique intéressant pour les différentes problématiques de traitements
d’images telles que le débruitage d’images, la reconnaissance de formes, la segmentation
ou encore la classification. En particulier, l’étude des attributs géométriques des objets
a suscité un grand intérêt ces dernières années. Moralement, ses caractéristiques peu-
vent s’interpréter comme l’aire, le périmètre et la caractéristique d’Euler (i.e. le nombre
de composantes connexes - le nombre de trous) d’une image en noir et blanc obtenue en
seuillant l’image en niveau de gris à un niveau fixé (voir [5] pour une introduction formelle
de ces objets). Ces nouvelles images en noir et blanc peuvent représenter les ensembles
d’excursions d’un champ aléatoire sous-jacent. Ses caractéristiques géométriques, aussi
appelées les courbures de Lipschitz-Killing (LK), sont des descripteurs de forme robustes
avec un large domaine d’application dont la médecine (e.g. l’étude de mammographies
digitales synthétiques 2D [3, 4]).
D’importants résultats ont déjà été démontrés dans le cadre de champs aléatoires lisses
supposés stationnaires en particulier pour le champ aléatoire Gaussien (voir [1]). Dans ce
cadre, la moyenne théorique ainsi que la variance des courbures LK peuvent être calculées
explicitement en fonction des paramètres du champ et peuvent être estimées de manière
consistante à partir des images. De plus, des résultats de type Théorème Central Limite
ont été démontrés ce qui a permis d’établir de nombreux tests statistiques.
Dans cet article, on se place dans un cadre discret où l’on considère des images digi-
tales pour lequel la notion de bruit blanc est bien définie. Plus précisément, on suppose
que la valeur des pixels (Xi,j)1≤i,j≤m est donnée par une suite de variables aléatoires
indépendantes et identiquement distribuées dans une fenêtre d’observation S, comme par
exemple dans l’étude du résidu d’une procédure de débruitage ou d’une régression linéaire
ou encore la différence de deux images (e.g dans le cadre de l’étude de l’activité cérébrale).
Ainsi, on souhaite tester l’hypothèse naturelle de symétrie qui est de savoir si les Xi,j sont
tirés suivant une loi symétrique. L’hypothèse de symétrie des marginales est appelé hy-
pothèse nulle H0. être capable de tester formellement l’hypothèse de symétrie est un sujet
important qui trouve des applications dans nombreux domaines, puisque cette hypothèse
contient des nombreuses informations sur le champ sous-jacent.

2 Cadre mathématique

Soit m un entier relatif avec m ≥ 2. On se place sur le carré unité S = [0, 1]2 et on divise
S en m2 carrés de cotés de longueur 1/m, i.e,

C(m)
i,j := [ i− 1

m
,
i

m
]× [j − 1

m
,
j

m
], pour i, j ∈ {1, . . . ,m}.
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Chaque Cm
i,j est appelé cellule et S = ∪

1≤i,j≤m
Cm

i,j. Soit (Xi,j)1≤i,j≤m une suite de variables

aléatoires définies sur le même espace de probabilité (Ω,A,P). Les variables (Xi,j)1≤i,j≤m

sont supposées indépendantes et identiquement distribuées. La valeur de chaque pixel
Xi,j est associé à une cellule Ci,j. Dans la Figure 1, Xi,j ∼ U(0, 1) et m = 20.

Figure 1: De gauche à droite: Image de taille (20 × 20) réalisation d’un bruit blanc
Uniforme (représentation en 2D et 3D) et l’image binaire obtenue pour une valeur de
seuil t = 0.5.

Soit t ∈ R une valeur de seuil fixée, pour former l’image binaire associée, on introduit une
matrice aléatoire Z(t) de taille m×m :

Z(m)
i,j (t) := {Xi,j≥t}, pour i, j ∈ {1, . . . ,m}.

Alors, Zi,j(t) suit une loi Binomiale de paramètre (1, pt), avec

pt := P(Zi,j(t) = 1) = P(Xi,j ≥ t) = 1− F (t−),

où F est la fonction de répartition associée à Xi,j. Ainsi, à chaque cellule Cm
i,j, on associe

une couleur noire ou blanche suivant que la cellule associée Zi,j(t) est égale à 0 ou 1.

Périmètre d’une image binaire étant donné l’image binaire Z = Z(t) obtenue pour
un seuil t ∈ R. Comme présenté dans l’article [2], le périmètre de l’image Z peut être
défini comme étant égale à la somme de toutes les arêtes des cellules Zm

i,j qui appartiennent
à la frontière de la partie noire de l’image binaire Z. Pour cela on peut introduire les
quantités:

f (t)

1 (l, k) = {(Zl,k−1(t)= 0 ∩ Zl,k(t)= 1) ∪ (Zl,k−1(t)= 1 ∩ Zl,k(t)= 0)}

pour compter les contributions horizontales et

f (t)

2 (k, l) = {(Zk−1,l(t)= 0 ∩ Zk,l(t)= 1) ∪ (Zk−1,l(t)= 1 ∩ Zk,l(t)= 0)}

pour compter les contributions verticales.
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Definition 2.1. On note P (1)
m (t) =

∑m
l=1

∑m
k=2 f

(t)

1 (l, k) la somme de toutes contributions
horizontales et P (2)

m (t) =
∑m

l=1

∑m
k=2 f

(t)

2 (k, l) la somme des contributions verticales, alors,
la valeur du périmètre et du périmètre normalisé est donnée par les formules suivantes

Pm(t) := P (1)
m (t) + P (2)

m (t), P̌m(t) :=
1

m2
(P (1)

m (t) + P (2)
m (t)) .

3 Statistiques du périmètre d’une image binaire

Le premier moment du périmètre est alors donné par :

Proposition 3.1. L’espérance du périmètre normalisé dans la Définition (2.1) est donnée
par

E(P̌m(t)) = 4pt(1− pt)

(
1− 1

m

)
:= µP̌(pt,m). (1)

On remarque alors que si Xi,j est tiré suivant une loi continue d’axe de symétrie θ ∈ R,
i.e pθ−t = 1 − pθ+t, ∀t ∈ R. Alors, µP̌(pθ−t,m) = µP̌(pθ+t,m) et donc, t (→ µP̌(pt,m)
admet un axe de symétrie en θ. Ceci implique que le ratio (P̌m(θ− t))/(P̌m(θ+ t)) devrait
être distribué aux alentours de 1 dans le cas symétrique.

L’étude de la covariance du périmètre nous permet d’établir un TCL.

Theorem 3.2. Soit r un entier positif, m ≥ 2 et t1, . . . , tr ∈ R, alors,

m









P̌m(t1)
P̌m(t2)

...
P̌m(tr)




−





E(P̌m(t1))
E(P̌m(t2))

...
E(P̌m(tr))








L−−−→

m→∞
N (0, Σ"

r) ,

avec
L−→ représentant la convergence en loi et N (0, Σ"

r) la distribution Gaussienne en
dimension r centré de matrice de covariance Σ"

r donnée par

Σ"
r(i, j) := 4pmax(ti,tj)(1−pmin(ti,tj))

(
4−14pmin(ti,tj)(1−pmax(ti,tj))+6(pmin(ti,tj)−pmax(ti,tj))

)
.

La dernière brique nécessaire pour construire un test accessible est l’estimation de pt. Elle
est donnée par la définition suivante.

Definition 3.3. étant donné t ∈ R, on partitionne l’image Z en m2/4 sous images Zi
2

de taille (2 × 2). On dénote par P̌ i
2(t) la valeur du périmètre normalisé de chaque sous

image. Soit Sm(t) :=
4
m2

∑
i P̌ i

2(t) et g : [0, 1] → R la fonction continue, définie par

x (→ g(x) =






1

2

(
1−

√
1− 2x

)
si x < 1

2 ,

1

2
sinon.
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Alors, pour t > θ avec θ la valeur médiane de la distribution, on définit un estimateur de
p(t) basée sur le périmètre par

p̂P
m(t) := g(Sm(t)).

On arrive à montrer que l’estimateur p̂P
m(t) est asymptotiquement normal.

4 Test de symétrie basé sur le périmètre

On définit l’hypthèse nulle H0(t) pour t ∈ R tel que, 0 < pt+θ <
1
2 ,

H0(t) : pθ−t = 1− pθ+t,

avec θ la valeur médiane de la distribution.

Soit t ∈ R tel que 0 < pt+θ <
1
2 et notons Rm,θ(t) :=

P̌m(θ − t)

P̌m(θ + t)
, alors sous H0(t),

m (Rm,θ(t)− 1)
d,H0−−−→
m→∞

N
(
0, σ2(θ + t)

)
,

avec

σ2(θ + t) =
(2pθ+t − 1)(3pθ+t − 2)

pθ+t(1− pθ+t)2
.

Soit α ∈ (0, 1) et q1−α/2 tel que P(N (0, 1) ≤ q1−α/2) = 1 − α/2. On peut donc définir
un test statistique de niveau α par

φP
m(σ) =

{
| m
σ(θ+t) (Rm,θ(t)− 1)| ≥ q1−α/2

},

et un test accessible de niveau α en utilisant p̂P
m(t) dans la Définition (3.3)

φP
m(σ̂

P) = {
| m

σ̂P
m(θ+t)

(Rm,θ(t)− 1)| ≥ q1−α/2

}. (2)

Dans la Figure 2 nous presentons des résultats numériques sous H0 et H1.

Idées en perspectives En explorant l’équivalence entre la variance du périmètre et
sa moyenne dans un régime limite particulier, on arrive à construire un test pour larges
niveaux qui permet de se défaire de l’estimation de la variance dans le test φP

m(σ̂
P) (voir

équation (2)). Nous sommes actuellement en train d’étudier le comportement du premier
et second moment du périmètre dans un champ Gaussien corrélé.
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Figure 2: Sous l’hypothèse H0 et H1. On estime, pour différents seuils t, pour 500
simulations Montecarlo et pour m = 512, la valeur empirique moyenne de PH0(t)(φ

P
m = 1)

pour une distribution de marginale Gaussienne N (0, 1) (à gauche) et la valeur moyenne
de PH1(t)(φ

P
m = 1) pour une distribution exponentielle E(1) (à droite), pour φP

m(σ̂
P) dans

l’équation (2).
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Résumé. Dans les modèles Tweedie et géométriques Tweedie, le paramètre de puis-
sance commun p ! (0, 1) est un indicateur de sélection automatique de distribution. Il
sépare principalement deux sous-classes de distributions semi-continues (1 < p < 2)
et positives continues (p ≥ 2). Nous explorons des outils de diagnostiques basés sur le
test du rapport de vraisemblance et le test de Kolmogorov-Smirnov afin de discriminer
des distributions très proches dans chaque sous-classe de ces deux modèles selon des
valeurs de p. Basés sur l’unique égalité des indices de variation, nous discriminons
également les distributions gamma et géométrique gamma avec p = 2 des familles
Tweedie et géométriques Tweedie, respectivement. Nous effectuons une étude de si-
mulation pour évaluer les procédures de discrimination dans ces sous-classes de deux
familles. En se basant sur les probabilités de faire une sélection correcte, les distribu-
tions semi-continues (1 < p ≤ 2) au sens large se distinguent nettement plus que les
distributions continues sur-variées (p > 2). Pour terminer, deux jeux de données à des
fins d’illustration sont étudiés.

Mots-clés. Distance Kolmogorov-Smirnov, Test du rapport de vraisemblance, Pro-
babilité de faire une sélection correcte, Indice de variation, Indice de masse en zéro.

Abstract. In both Tweedie and geometric Tweedie models, the common power pa-
rameter p ! (0, 1) works as an automatic distribution selection. It mainly separates two
subclasses of semicontinuous (1 < p < 2) and positive continuous (p ≥ 2) distributions.
We explore diagnostic tools based on the maximum likelihood ratio test and minimum
Kolmogorov-Smirnov distance methods in order to discriminate very close distribu-
tions within each subclass of these two models according to values of p. Grounded
on the unique equality of variation indices, we also discriminate the gamma and geo-
metric gamma distributions with p = 2 in Tweedie and geometric Tweedie families,
respectively. We perform a numerical comparison study to assess the discrimination
procedures in these subclasses of two families. Based on probabilities of correct selec-
tion, semicontinuous (1 < p ≤ 2) distributions in the broad sense are significantly more
distinguishable than the over-varied continuous (p > 2) ones. Finally, two datasets for
illustration purposes are investigated.

Keywords. Kolmogorov-Smirnov distance, Likelihood ratio test, Probability of cor-
rect selection, Variation index, Zero-mass index.

1

15

(



1 Introduction
Les modèles Tweedie et géométriques Tweedie fournissent des familles paramétriques

flexibles de distributions pour traiter principalement des données asymétriques à droite
et peuvent traiter des données continues avec une masse en zéro (Tweedie, 1984 ;
Jørgensen et Kokonendji, 2011). Le paramètre de puissance commun p !]0, 1[, appelé
le paramètre de Tweedie est connecté à l’indice de stabilité (géométrique) commun
α = (2 − p)/(1 − p), joue un rôle intrinsèque dans les deux modèles. En effet, p est un
indicateur qui distingue chaque distribution dans chaque famille. La famille Twee-
die comprend de nombreuses distributions spéciales, notamment gaussienne, Poisson,
gamma décentrée, gamma et inverse gaussienne. La famille géométrique Tweedie, à
son tour, provient de sommes géométriques de variables aléatoires Tweedie et peut être
considérée comme un mélange exponentiel de la famille Tweedie (Abid et al., 2020). Des
distributions particulières représentent la version géométrique de celles de Tweedie.

Comme préliminaires à une procédure de discrimination entre deux distributions,
il est nécessaire que les deux distributions aient des caractéristiques communes telles
que les supports et les allures des densités. Plus précisément, pour les familles de
distributions de Tweedie et de géométriques Tweedie, nous considérerons les indices
de masse en zéro et de variation récemment introduits par Abid et al. (2020) pour une
variable aléatoire non négative Y. Rappelons que l’indice de masse en zéro est défini
par ZM(Y) := P(Y ≤ y) ∈ [0, 1] pour y→ 0. Ainsi, ZM→ " lorsque y→ 0 désigne une
distribution semi-continue si " > 0 et une distribution absolument continue si " = 0.
Quant à l’indice de variation exprimé par VI(Y) = VarY/(EY)2 ∈]0,+∞[, il est défini
par rapport à la distribution exponentielle standard. En fait, Y est dite sur-, équi- et
sous-variée par rapport à la loi exponentielle avec une moyenne EY si VI > 1, VI = 1 et
VI < 1, respectivement.

L’idée de discriminer deux distributions a été initialement proposée dans le travail
pionnier de Cox (1961). Et depuis, plusieurs auteurs ont abordé la discrimination entre
deux distributions bien proches. La plupart de ces disriminations sont basés sur le test
du rapport de vraisemblance maximale (LRT) et la distance minimale de Kolmogorov-
Smirnov (KSD). L’objectif de cet article est de discriminer entre et dans les sous-classes
des modèles Tweedie et géométriques Tweedie en utilisant les méthodes maximum
LRT et minimum KSD. Ces modèles ont déjà été comparés dans le cadre des modèles
linéaires généralisés (Kokonendji et al., 2020). Les sections 2 et 3 présentent certaines
caractéristiques des deux modèles avec le cas commun de p = 2. La section 4 décrit les
procédures proposées de discrimination et la probabilité estimée de faire une sélection
correcte (PCS). La section 5 résume les résultats numériques et les axes d’application.
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2 Propriétés de la famille Tweedie
Dans cette section, nous présentons certaines caractéristiques des modèles Tweedie

continus et semi-continus. Soit X une variable aléatoire d’une distribution Tweedie,
notée Twp(m,φ). Sa fonction de densité est donnée par

fTwp(x; m,φ) = ap(x;φ) exp[{xψp(m) − Kp(ψp(m))}/φ]1Sp(x), (1)

où φ > 0 est le paramètre de dispersion, p ∈] − ∞, 0] ∪ [1,+∞[ est l’indice Tweedie
déterminant la distribution, Sp est le support de la distribution, ap(x;φ) est la fonction
de normalisation, Kp est la fonction cumulative, ψp est la fonction inverse de K′p et
m = K′p(θ) est la moyenne de X. Notons que K′p(·) définit un difféomorphisme entre son
domaine canonique Θp et son image Mp := K′p(Θp) qui est son domaine des moyennes.
Bien que les densités de Tweedie ne sont généralement pas explicites, leurs fonctions
cumulantes sont simples. Les deux ensembles Sp et Mp dépendent de p. Pour p = 0, p = 1,
1 < p < 2 et p ≥ 2, le support consiste à la droite réelle R, des entiers naturels N, des
réelles positives ou nulles [0,+∞[ et strictement positives ]0,+∞[, respectivement. Les
domaines des moyennes dans ces cas sont les supports convexes de Sp correspondants.
Néanmoins, pour p < 0, on a Sp = R et Mp =]0,+∞[. Tableau 1 présente les sous-classes
des modèles Tweedie.

Modèles (géométriques) Tweedie α = α(p) p Sp Mp

(Géométrique) Extrême stable 1 < α < 2 p < 0 R ]0,+∞[
(Laplace asymétrique/) Gaussien α = 2 p = 0 R R
[N’existe pas] α > 2 0 < p < 1
(Géométrique) Poisson α = −∞ p = 1 N ]0,+∞[
(Géométrique) Poisson-gamma-composé α < 0 1 < p < 2 [0,+∞[ ]0,+∞[
(Géométrique) gamma décentré α = −1 p = 3/2 [0,+∞[ ]0,+∞[
(Géométrique) Gamma α = 0 p = 2 ]0,+∞[ ]0,+∞[
(Géométrique Mittag-Leffler/) Positive stable 0 < α < 1 p > 2 ]0,+∞[ ]0,+∞[
(Ressel-Kendall/) Inverse Gaussien α = 1/2 p = 3 ]0,+∞[ ]0,+∞[

Tableau 1: Résumé des modèles Tweedie et de géométriques Tweedie, y compris leur
indice de stabilité commun α = α(p), puissance p, support des distributions Sp et
domaine des moyennes Mp.

Étant donnée la moyenne m de X ∼ Twp(m,φ), sa variance est φmp. Ainsi,

VI(Twp) = φmp−2
(
! 1 ⇔ φ ! m2−p

)
. (2)

Les comportements de VI(Tw) dans (2) sont des sur-variations pour tous p !]0, 1] et
une équi-variation pour p = 2. Le cas spécial de VI(Y) = φ dans (2) correspondant à la
distribution gamma (p = 2) ne dépend pas de la moyenne m.
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3 Propriétés de la famille géométrique Tweedie
Pour cette section, nous nous intéressons aux modèles géométriques Tweedie conti-

nus et semi-continus résultant des sommes géométriques des variables de Tweedie. Soit
Z ∼ GTwp(m̃, φ̃) la variable géométrique Tweedie de paramètre de puissance p !]0, 1[,
de paramètre de dispersion φ̃ > 0 et de moyenne m̃. On a donc la représentation
suivante :

Z =
G∑

j=1

Tj,

où T1,T2, . . . sont des variables Tweedie indépendantes et identiquement distribuées
à Twp(m,φ) et G est une variable aléatoire géométrique, indépendante des Tj, avec la
fonction de masse de probabilité P(G = g) = q(1− q)g−1, pour g = 1, 2, . . . et q ∈]0, 1[. De
plus, la famille géométrique Tweedie est intérprétée comme un mélange exponentiel
(voir, par exemple, Abid et al., 2020, Proposition 2.1) et elle est donc exprimée par la
formulation hiérarchique suivante

X ∼ Exponentielle(1) et Z|(X = x) ∼ Twp(xm̃, x1−pφ̃).

La fonction de densité de Z ∼ GTwp(m̃, φ̃) est donnée en fonction de (1) par

fGTwp(z; m̃, φ̃, p) =
∫ ∞

0
exp(−x) fTwp(z; xm̃, x1−pφ̃)dx.

Cette densité n’a toujours pas de forme explicite, sauf pour p ∈ {0, 1, 2, 3}. La méthode
de Monte Carlo fournit une approximation très raisonnable f̂GTwp de fGTwp , grâce à la
disponibilité de la densité de Tweedie fTwp via la fonction R dtweedie.

Etant donné la moyenne m̃ de Z ∼ GTwp(m̃, φ̃), sa variance est m̃2 + φ̃m̃p. D’où,

VI(GTwp) = 1 + φ̃m̃p−2
(
! 1 ⇔ φ̃ ! 0

)
. (3)

En considérant la possibilité d’obtenir φ̃, les comportements de VI(GTw) dans (3) des
modèles géométriques Tweedie étendus sont clairement sur-, équi- et sous-variations
pour p !]0, 1], p = 2 et p ∈] −∞, 0]∪]1, 2], respectivement. Toutefois, la fonction densité
associée fGTwp n’existe pas pour φ̃ < 0. Notons que, tout comme les modèles Tweedie
avec p = 2 dans (2), l’indice de variation VI(GTw) dans (3) pour le cas particulier p = 2
correspondant à la distribution géométrique gamma est égal à 1 + φ̃ et ne dépend
pas de la moyenne m̃. Pour p = 2 et étant donnés les modèles m̃ = m > 0, les deux
indices de variation pour Tweedie (2) et géométrique Tweedie (3) coı̈ncident lorsque
leurs paramètres de dispersion diffèrent de +1 au sens de géométrique Tweedie. Plus
conventionnellement, on peut écrire Tw2(m,φ) ≈ GTw2(m, 1 + φ) pour φ ≥ 1 et tout
m > 0.
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4 Procédures de discrimination
Pour diagnostiquer le modèle d’ajustement approprié parmi deux distributions

données pour un jeu de données, deux techniques sont envisagées impliquant le maxi-
mum LRT et le minimum KSD comme critères d’optimalité. Considérons un échantillon
aléatoire Y1,Y2, . . . ,Yn qui appartient à l’une des distributions parentes fp(y; m,φ). Pour
p > 1 fixé, les estimateurs du maximum de vraisemblance de la moyenne et du pa-
ramètre de dispersion sont donnés par

m̂ =
1
n

n∑

i=1

Yi et φ̂ = arg max
φ>0

Lp(m̂,φ),

où Lp(m̂,φ) est la fonction de vraisemblance profilée calculée en m̂. La statistique du
rapport de vraisemblance, également appelée la statistique de Cox, est définie par

LTpj,pj′ = log




Lpj(m̂j, φ̂ j)

Lpj′ (m̂j′ , φ̂ j′)


 .

La règle de décision pour discriminer entre deux distributions ayant des densités
fpj et fpj′ est de choisir fpj si LTpj,pj′ > 0, et de rejeter fpj en faveur de fpj′ sinon. Notons
que, contrairement au LRT, le test KSD peut considérer plus de deux distributions
compétitives pour décrire les données. Le KSD est, quant à lui, défini par

KSpj = sup
−∞<y<+∞

|̂Fpj(y; m̂j, φ̂ j) − F̃(y)|, j ∈ {1, . . . , &},

avec & ≥ 2, F̂pj(·; m̂j, φ̂ j) la fonction de distribution de fpj(·; m̂j, φ̂ j) et F̃(·) la fonction de
distribution empirique calculée directement à partir des données. L’indice du modèle
j0 ayant la distance minimale est donc sélectionné comme modèle gagnant :

j0 = arg min
j∈{1,...,&}

KSpj .

Les performances des méthodes maximum LRT et minimum KSD sont étudiées
par les PCS à partir de simulations. En pratique, nous générons (Y(1)

n , . . . ,Y
(N)
n ), où Y(k)

n
sont k-échantillons aléatoires de taille n qui appartiennent à fp. Nous répétons les deux
procédures, LRT et KSD, pour chaque Y(k)

n , k = 1, . . . ,N. Le PCS qui correspond à la
proportion de fois fp est choisi comme modèle gagnant et peut être évalué par :

P̂CSp =
1
N

N∑

k=1

1{Y(k)
n est correctement classifié}.
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5 Simulations et applications
Nous appliquerons les méthodes LRT et KSD pour discriminer entre les modèles

communs de Tweedie et géométriques Tweedie d’une part et dans chaque sous-classes
des modèles Tweedie et géométriques Tweedie d’autre part. D’abord, nous considérons
la discrimination entre gamma Tw2(m,φ) et géométrique gamma GTw2(m̃, φ̃) vérifiant
φ̃ = 1+φ. Puis, nous supposons que la distribution parente est Twp et les distributions
alternatives sont Twp+ε, avec ε > 0 tel que Twp et Twp+ε sont de même type (voir Table
1). Ce qui vise à détecter l’évolution de la discrimination entre les distributions pour
chaque type : 1 < p < 2 and p > 2. Finalement, nous supposons que la distribution
parente est GTwp et les distributions alternatives sont GTwp+ε, avec ε > 0 tel que GTwp
et GTwp+ε sont de même type.

Nous comparons dans chaque configuration l’évolution du PCS pour différentes
combinaisons de paramètres et de tailles d’échantillons. La méthode LRT s’est avérée
plus performante que KSD. De plus, les distributions semi-continues (1 < p ≤ 2) au sens
large sont nettement plus distinguables que celles continues sur-variées (p > 2) des deux
familles respectives. Nous analysons deux jeux de données. Concernant le premier, les
distributions gamma Tw2 et géométrique gamma GTw2 sont comparées. Pour le second,
les deux sous-classes semi-continues (1 < p < 2) de Tweedie et géométrique Tweedie
sont considérées en suggérant différentes valeurs de p.
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Sur l’apprentissage d’une matrice d’affinité
bistochastique en clustering
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Résumé. Nous nous intéressons à la tâche de clustering du point de vue graphe à
l’instar du partionnement spectral (spectral clustering). Dans ce cas, la matrice d’affinité
qui mesure l’intensité du lien (arête du graphe) pour chaque paire d’éléments (sommets
du graphe) joue un rôle crucial. Plusieurs travaux antécédents ont montré l’intérêt de
transformer une matrice d’affinité initiale de sorte à satisfaire certaines propriétés. La
bistochasticité est une condition pertinente à cet égard. Dans ce travail, nous mettons
en avant une autre condition: l’idempotence. Par la suite, En utilisant les propriétés
existantes entre les matrices bistochastiques et idempotentes d’une part, et leurs matrices
Laplaciennes associées d’autre part, nous proposons une nouvelle méthode d’apprentissage
non-supervisé de matrice d’affinité. Notre procédure d’optimisation repose sur la méthode
des multiplicateurs de Lagrange avec directions alternées (ADMM). Des résultats expérimentaux
montrent l’intérêt pratique de notre approche.

Mots-clés. Clustering, Matrice d’affinité, Bistochasticité, Idempotence, ADMM.

Abstract. We are interested in graph based clustering such as spectral clustering. In
this context, the affinity matrix that provides the strenght of the similarity between each
pair of elements plays a crucial role. Several previous works have showed that transforming
a given affinity matrix so that it becomes double stochastic was beneficial. In this work,
we highlight another property: idempotency. By leveraging the relationships between
double stochastic and idempotent matrices on the one hand, and their related Laplacian
matrices on the other hand, we introduce a new unsupervised learning method for affinity
matrices. Our learning algorithm is based on ADMM. Some experimental results are
provided in order to demonstrate the interest of our proposal.

Keywords. Clustering, Affinity matrix, Double stochasticity, Idempotency, ADMM.

1 Contexte et travaux antérieurs

La tâche de clustering consiste à partitionner un ensemble d’éléments en des sous-ensembles
homogènes appelés clusters. Soit un ensemble de n vecteurs {xi}i=1,...,n appartenant à
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Rp, que nous cherchons à analyser. Nous nous intéressons à la partition en k clusters
C = {C1, . . . , Ck} qui minimise le critère SSE (Sum of Squared Errors) suivant :

k∑

j=1

∑

xi∈Cj

‖φ(xi)− cj‖2 (1)

où φ : Rp → F est une projection des {xi} dans un espace de grande dimension F,
cj =

∑
xi∈Cj

φ(xi)/nj est le vecteur moyen du cluster Cj qui est de cardinal nj et ‖.‖ est
la norme Euclidienne dans F.

Le critère SSE peut être formalisé à l’aide de la matrice de noyau K de terme général
Kii′ = 〈φ(xi),φ(xi′)〉 = κ(xi,xi′) où κ : Rp×Rp → R est une fonction noyau. Il s’agit dans
ce cas de déterminer X, la matrice de Rn×n qui minimise la fonction objectif suivante:

Tr(K(In −X)) (2)

où Tr est l’application trace dans Rn×n, In est la matrice identité d’ordre n, et X est de
terme général:

Xii′ =

{
1/nj si xi et xi′ sont dans Cj,
0 sinon.

(3)

La matrice X ainsi définie possède plusieurs propriétés. Plus précisément [5] montre
que la minimisation du SSE peut s’exprimer de façon équivalente comme suit:

min
X∈Rn×n

Tr(K(In −X)) (4)

s.t. X ≥ 0n,X = X#,Xen = en,X = X2,Tr(X) = k.

où 0n est la matrice nulle d’ordre n, (X ≥ 0n) ⇔ (Xii′ ≥ 0, ∀i, i′ = 1, . . . , n), X# est la
matrice transposée de X et en est le vecteur rempli de 1 de dimension n.

La matriceX recherchée est ainsi non-négative, symétrique, bistochastique (les sommes
de chaque ligne et de chaque colonne valent 1), idempotente et de trace égale à k le nom-
bre de clusters désiré. En fait, il existe une bijection entre l’ensemble des partitions d’un
ensemble de n éléments et l’ensemble des classes d’équivalence des matrices bistochas-
tiques et idempotentes pour la relation X ∼ Y si et seulement si il existe une matrice de
permutation P telle que X = PYP# [6].

Par exemple la partition {(a, e), (b, c, d)} peut être représentée par les matrices bis-
tochastiques et idempotentes suivantes appartenant à la même classe d’équivalence:





a b c d e

a 1/2 0 0 0 1/2

b 0 1/3 1/3 1/3 0

c 0 1/3 1/3 1/3 0

d 0 1/3 1/3 1/3 0

e 1/2 0 0 0 1/2




∼





a e b c d

a 1/2 1/2 0 0 0

e 1/2 1/2 0 0 0

b 0 0 1/3 1/3 1/3

c 0 0 1/3 1/3 1/3

d 0 0 1/3 1/3 1/3
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Le problème ainsi formulé, donne un point de vue graphe à la tâche de clustering: K
(à condition d’être non-négative -comme pour le noyau Gaussien par exemple-) peut être
vue telle une matrice d’adjacence pondérée d’un graphe sans structure particulière et X
peut être interprétée comme la matrice d’adjacence pondérée d’un graphe représentant
une partition des sommets. Il s’agit alors d’approximer K par X au sens de la norme
de Frobenius. En effet, soit Tr(X#Y) = 〈X,Y〉F le produit scalaire de Frobenius dans
Rn×n. Si X vérifie les contraintes stipulées dans (4), alors il est facile de montrer que:

min
X

Tr(K(In −X)) ⇔ min
X

‖K−X‖2F (5)

Le modèle d’optimisation (4), appelé 0-1 Semi-Definite Program dans [5], est NP-
difficile en raison de la nature discrète et de l’idempotence de la matrice X. En pratique,
une démarche heuristique permettant de résoudre de façon approchée (4) consiste à (i)
définir un problème relaxé solutionnable en temps polynomial, (ii) discrétiser la solution
optimale du problème relaxé afin d’obtenir une solution réalisable du problème initial.

De nombreuses méthodes d’apprentissage de matrice d’affinité et de clustering découlent
de cette démarche. Dans ce travail nous nous penchons plus particulièrement, sur les
approches présentées dans [9] et [10]. Ces travaux reviennent à remplacer K par une
matrice X non-négative, symétrique et bistochastique (étape (i)). Autrement dit, la con-
trainte d’idempotence est abandonnée, le nombre de cluster k n’est alors plus associé à
la trace et les contraintes restantes sont toutes linéaires. Des procédures efficaces sont
proposées pour déterminer X: dans [9] il s’agit d’une version symétrique de l’algorithme
de Sinkhorn-Knoop [6] dénoté SSK, alors que dans [10] est introduit l’algorithme DSN
(Double Stochastic Normalization). Plus précisément, l’algorithme de Sinkhorn-Knoop
vise à minimiser la divergence de Kullback-Leibler entre K et X alors que l’approche
DSN résulte de la minimisation de la distance de Frobenius entre K et X. Une fois
X déterminée une méthode de discrétisation est utilisée. Le spectral clustering qui, en
bref, applique l’algorithme des k-means sur les k premiers vecteurs propres de X est une
approche classique à cet égard (étape (ii)).

2 Approche proposée

Contrairement aux deux approches précédentes, nous cherchons à tenir compte de la con-
trainte d’idempotence tout en évitant de se ramener à un problème NP-difficile. Néanmoins,
nous ne considérons pas le nombre de clusters k comme paramètre de notre modèle et
n’imposons donc pas Tr(X) = k. L’approximation basée sur la distance de Frobenius
reste centrale dans notre approche qui vise, en somme, à définir un problème relaxé du
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modèle suivant:

min
X∈Rn×n

‖K−X‖2F (6)

s.t. X ≥ 0n,X = X#,Xen = en,X = X2.

X étant bistochastique, la matrice des degrés vaut In et la matrice Laplacienne associée
à X est donnée par LX = In − X. Clairement, le problème (6) peut être reformulé de
façon équivalente en fonction de LX comme suit :

min
LX∈Rn×n

‖In −K− LX‖2F (7)

s.t. LX ≤ In,LX = L#
X,LXen = nn,LX = L2

X.

où nn est le vecteur nul de dimension n.
Nous exploitons à présent les relations algébriques existantes entre X et LX. En

effet, ces deux matrices étant symétriques et idempotentes, elles représentent des pro-
jections orthogonales. De façon plus singulière, l’une est l’unique projecteur orthogonale
complémentaire de l’autre et vice-versa: l’image de X est le noyau de LX, l’image de LX

est le noyau de X et nous avons la relation suivante, centrale dans notre travail:

XLX = 0n (8)

Nous proposons de relaxer (6) et (7) en considérant le modèle suivant:

min
X,LX∈Rn×n

1

2
‖K−X‖2F +

1

2
‖In −K− LX‖2F +

µ

2
‖XLX‖2F

s.t.






X ≥ 0n,X = X#,Xen = en,
LX ≤ In,LX = L#

X,LXen = nn,
X+ LX = In.

(9)

où µ > 0 est un paramètre de pénalité.
Notre modèle intitulé DSNI (Doubly Stochastic and Nearly Idempotent), consiste

en un apprentissage joint de X et de sa matrice Laplacienne associée LX. Il est facile
de montrer que sous la condition X + LX = In, les trois propriétés qui suivent sont
équivalentes: X = X2, LX = L2

X, XLX = 0n. Cependant, ces propriétés étant la source
première de la complexité des problèmes (6) et (7), nous ne les intégrons pas dans les
contraintes de notre modèle. Pour pallier à ce manque, nous ajoutons, en revanche,
un terme de pénalité dans la fonction objectif, ‖XLX‖2F , afin d’encourager les solutions
obtenues à être ainsi quasi-idempotentes.

Le problème DSNI (9) étant bi-convexe, nous pouvons utiliser la méthode ADMM
(voir par exemple [2]) comme procédure d’optimisation. Les différentes étapes sont alors
les suivantes:
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0. Initialisation: X0 ← K (en ayant au préalable annuler les valeurs négatives de K le
cas échéant).

1. Déterminer Lt+1
X avec Xt fixé:

Lt+1
X ← argmin

LX∈Rn×n

1

2
‖In −K− LX‖2F +

µ

2
‖XtLX‖2F +

ρ

2
‖Xt + LX − In +Ut‖2F

s.t. LX ≤ In,LX = L#
X,LXen = nn. (10)

2. Déterminer Xt+1 avec Lt+1
X fixé:

Xt+1 ← argmin
X∈Rn×n

1

2
‖K−X‖2F +

µ

2
‖XLt+1

X ‖2F +
ρ

2
‖X+ Lt+1

X − In +Ut‖2F

s.t. X ≥ 0n,X = X#,Xen = en. (11)

3. Déterminer Ut+1:

Ut+1 ← Ut +Xt+1 + Lt+1
X − In (12)

4. Répéter 1., 2., 3. tant qu’une condition d’arrêt n’est pas satisfaite.

Les sous-problèmes (10) et (11) peuvent être résolus efficacement par projections suc-
cessives sur des ensembles convexes (voir par exemple [1]).

3 Validation empirique de l’approche proposée

Nous avons testé notre approche sur plusieurs jeux de données réels classiques disponibles
en ligne1. Le protocole expérimental est le suivant: calcul de K en utilisant un noyau
Gaussien; approximation de K par une matrice d’affinité bistochastique X obtenue par
SSK ou DSN ou DSNI (sauf pour la baseline); application du spectral clustering [3] sur
X en fixant k au nombre correct de clusters; comparaison de la partition obtenue et de
la vérité terrain en utilisant la mesure NMI (Normalized Mutual Information). Pour le
noyau Gaussien, l’hyperparamètre σ2 est fixé à p et pour DSNI le paramètre de pénalité
µ est fixé à

√
n.

Les résultats obtenus sont donnés dans la Table 1. La colonne SC représente la baseline
et utilise le spectral clustering directement sur K la matrice de noyau Gaussien. Sur
l’ensemble des jeux de données, nous constatons que DSNI donne de meilleurs résultats
que SSK et DSN ce qui valide l’intérêt de notre modèle.

1https://archive.ics.uci.edu/ml/index.php
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Dataset n p k SC SSK DSN DSNI
Glass 214 9 6 0.253 0.276 0.243 0.297

Ionosphere 351 34 2 0.038 0.066 0.076 0.131
Breast cancer 569 30 2 0.010 0.010 0.010 0.670

Yeast 1484 8 10 0.070 0.258 0.256 0.263
Digits 1797 64 10 0.015 0.044 0.743 0.767

Table 1: Statistiques des jeux de données et mesures NMI des différentes méthodes.
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Résumé. Les interruptions de traitement analytiques (ATI) sont couramment utilisées
pour évaluer l’efficacité de nouveaux vaccins thérapeutiques contre le VIH. Ces procédures
nécessitent alors la détermination de critères de jugement synthétiques permettant de
rendre compte de cette efficacité par comparaison entre différents bras de vaccination
tels que l’aire sous la courbe de charge virale moyennée sur le temps de suivi (nAUC).
Cependant, dû à la nécessité de remettre les patients à risque sous traitement, l’existence
de données manquantes au hasard (MAR) monotone est inévitable au cours d’ATI pouvant
mener à des résultats biaisés des tests de comparaison. Cette étude a pour objectif de
présenter une méthode évaluant la différence de nAUC entre deux bras de vaccination à
partir des dynamiques marginales de groupes estimées par des modèles à effets mixtes.
L’application de cette méthode sur des simulations d’essais randomisés à deux bras de
vaccination a été menée afin d’en vérifier les propriétés statistiques et de montrer sa
supériorité vis-à-vis de méthodes adhoc communément utilisées ainsi que d’un test non-
paramétrique. Son application sur données réelles a permis de confirmer cette conclusion.
Mots-clés. VIH, efficacité vaccinale, AUC, données manquantes, modèle à effets mixtes,
test statistiques

Abstract. Analytic treatment interruption (ATI) are commonly used to evaluate new
HIV therapeutic vaccins efficacy. These protocols require the choice of summary end-
points, such as the area under the HIV RNA load curve normalized by follow-up time
(nAUC), to assess this efficacy by comparing them between different vaccine arms. Ho-
wever, monotonic missing at random (MAR) data are unavoidable during ATI leading to
potential biased results for comparison tests. This study aimed to present a method eva-
luating the difference of nAUC between two vaccine arms based on marginal dynamics of
group level estimated by mixed effects models. In order to evaluate its statistical proper-
ties, the method was applied on simulated two-armed randomized vaccine trials where the
difference of AUC between the two vaccine arms as well as the missingness were varied.
Simuations allowed to show its supriority compared to commonly used adhoc approaches
and non-parametric test. Its application on real data allowed to confirm this conclusion.
Keywords. HIV, vaccine efficacy, AUC, missing data, mixed effects models, statistical
test
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1 Introduction

1.1 Contexte
Le développement de vaccins thérapeutiques est un aspect important dans la recherche

de stratégies du contrôle viral du VIH à long terme. Ces derniers ont pour objectif la di-
minution voir l’élimination complète de l’infection virale jusqu’à présent rendu impossible
par l’existence d’un réservoir viral persistant. L’absence de biomarqueurs reconnus capable
de prédire le contrôle virologique en l’absence de traitement antiretroviraux (ART) fait
des interruptions de traitement analytiques (ATI) l’unique moyen d’évaluer la capacité
d’une nouvelle stratégie à contrôler la virémie après arrêt d’ART. Dans ce type d’étude,
un choix judicieux de critère de jugement virologique est l’aire sous la courbe de charge
virale normalisée par le temps de suivi (nAUC).

1.2 Impact des données manquantes sur la statistique de test
Ces essais sont régis par des critères éthiques stricts afin de minimiser les risques en-

courus par les patients, tels que des critères de reprise prématurée des ART. Ces reprises
précoces de traitement au cours de l’ATI, basées sur des règles définies dans le protocole,
notamment pour éviter des niveaux de charges virales trop élevées pour garantir un risque
minimal aux patients, sont traitées comme une sortie de l’étude et génère par conséquent
des données manquantes monotones. Notre connaissance quasi déterministique du proces-
sus d’exclusion, tel que le niveau de charge virale maximal autorisé, attribue le caractère
manquantes au hasard (MAR) à ces données. D’un point de vue statistique, la non-prise
en compte des données manquantes dans des tests classiques d’égalité de moyennes de
nAUCs mène à de mauvaises propriétés statistiques telles que des erreurs de type-I éle-
vées, des pertes de puissance ou encore un biais sur les résultats du test [1].

2 Objectifs
Nous avons pour objectif de proposer une méthodologie statistique pour tester l’effica-

cité de ces vaccins en comparant les dynamiques de charge virales entre les différents bras
de vaccination. A ces fins, nous nous basons sur un critère de jugement facilement mesu-
rable, précis et interprétable capable de résumer les dynamiques de charge virale, l’AUC
normalisée sur la période d’interruption de traitement (nAUC). En 2014, Bell. et al [2] ont
mis en évidence l’intérêt d’utiliser des méthodes basées sur le maximum de vraisemblance
pour réduire le biais induit par les données manquantes de type MAR et MNAR dans
le calcul de l’AUC. En se basant sur ces résultats, nous construisons un test statistique,
construit sur les dynamiques marginales de nos données longitudinales estimées par un
modèle à effets mixtes, permettant de conclure de l’existence d’une différence de nAUC
entre nos deux groupes d’intérêt en présence de données MAR monotones.
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3 Méthodes

3.1 Définition du nAUC par méthode d’interpolation
On considère un essai clinique comptabilisant N patients répartis au sein de G groupes

de vaccination. On note Yij,g la mesure de charge virale du sujet i appartenant au group
g à son jème temps de mesure, i ∈ {1, · · · , N}, g ∈ {1, · · · , G}. En définissant {tj,g} =
∪i∈g({tij,g}) comme l’ensemble des temps de mesures observés dans le groupe g avec
j ∈ {1, · · · ,mg}, on définit le nAUC à l’échelle des groupes, et son approximation par la
méthode des trapèzes communément utilisée, par

nAUCg =
1

Tg

∫ Tg

0

Y g(t)dt #
1

Tg

mg∑

j=2

(tj,g − tj−1,g)

2
(Y j,g + Y j−1,g)

où Y g correspond à la moyenne des observations dans le groupe et Tg au temps de suivi.

3.2 Estimation du nAUC par modèle à effets mixtes
On considère un modèle à effets mixtes linéaire (MEM) pour décrire nos données

d’intérêt Y définie par la formulation matricielle Y = X0γ + Xβ + Zb + ε où X et
X0 sont respectivement les matrices de design pour les effets fixes spécifiques et non-
spécifiques aux groupes et Z celles des effets aléatoires avec β, γ et b leurs vecteurs de
coefficients de régression respectifs. On suppose le modèle d’erreur ainsi que les effets
aléatoires indépendants, centrés, normalement distribués de variances respectives Θ et Ω.
Par construction, la matrice X et le vecteur β sont définis comme X = diag(X1, · · · ,XG)
et βT = (β1T

, · · · ,βGT
) avec Xg et βg, les grandeurs spécifiques à chaque groupe. En

définissant l’estimation de la dynamique marginale du groupe g par µ̂g = E(Ŷg) =

X [g]
0 γ̂ +Xgβ̂g et les poids de l’approximation de l’intégrale par ωg = (w1,g, · · · , wmg ,g)

T ,
l’approximation du nAUC du groupe g peut alors s’exprimer comme

n̂AUCg =
1

Tg
wT

g µ̂g wj,g =






tj+1,g − tj,g
2

, j = 1
tj,g − tj−1,g

2
, j = mg

tj+1,g − tj−1,g

2
, sinon

3.3 La statistique de test
On veut identifier si deux groupes de traitement distincts peuvent être différencier

par leur valeur moyenne d’aire sous la courbe. Par conséquent, on définit nos hypothèses
d’intérêt pour deux groupes comparés g1 et g2 comme l’égalité (H0) et la différence (H1)
de leur nAUC. La présence de censure informative par sortie d’étude impactant le temps
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de suivi au sein et entre chaque groupe, la statistique de test est construite de manière
à comparer les nAUC de g1 et g2 sur le même intervalle de temps. Pour cela, on note
T = min(Tg1 , Tg2) et on définit n̂AUC

rest
g = n̂AUCg

∣∣∣
Tg=T

pour g ∈ {g1, g2}. De part les
hypothèses de normalité des modèles à effets mixtes et leur estimation par des méthodes
de maximum de vraisemblance, on peut construire la Z-statistique normalement distribuée
donnée par

Z =
n̂AUC

rest
g2 − n̂AUC

rest
g2√

Var
(
n̂AUC

rest
g2 − n̂AUC

rest
g2

) ∼ N (0, 1)

4 Simulations et Résultats
Nous avons testé notre méthode en l’appliquant sur des données simulées à partir d’un

modèle à effets mixtes impliquant 2 groupes de vaccination où les effets fixes spécifiques
aux groupes et les effets aléatoires sont modélisés par des fonctions B-splines cubiques
comme décrit ci-dessous.

Yij,g =γ0 + 1[g=1]

K1∑

k=1

β1
kφ

1
k(tij,1) + 1[g=2]

K2∑

k=1

β2
kφ

2
k(tij,2) + b0i +

Ki∑

k=1

bkiΨ
i
k(tij,g) + εij

où Kg et Ki sont le nombre de fonctions de bases des courbes splines des effets fixes et
aléatoires, les φg

k et Ψi
k sont les kème fonctions de bases de splines respectivement des

effets fixes et aléatoires avec βg
k et bki leurs coefficients de régression respectifs.

Pour nos simulations, le nombre de noeuds internes des bases de splines à l’échelle des
groupes (φg

k) et individuelle (Ψi
k) a été fixé à 2 menant à Kg = Ki = 5, ∀g ∈ {1, 2} et

i ∈ {1, · · · , N}. Les positions de ces noeuds ont été fixées à (0.25, 5.62) semaines pour
les bases des effets fixes et à (2.0, 4.5) semaines pour les effets aléatoires. Par ailleurs,
nous avons défini la matrice de variance-covariance des effets aléatoires Ω comme matrice
diagonale telle que Ω = σ2

b IKi+1.
Afin de vérifier le bon comportement de notre méthode vis-à-vis des conditions de simu-
lation et de sa capacité à gérer les données manquantes, plusieurs jeux de données ont été
simulés, sous différentes conditions. Pour chaque condition de simulation, la charge virale
au cours de l’ATI a été mesurée à intervalle de temps constant tel que t = (0, 1, 2 · · · , 24)T
et considérant le nombre de sujets par groupe variant entre ng = 20, 50 et 100. De plus,
nous avons fixé la variance des termes d’erreurs telle que Θ = σ2

eI où σ2
e = 0.2. Les

différents jeux de données considérés ont été simulés de manière à faire varier la dif-
férence de nAUC entre les deux groupes de traitement telle que ∆nAUC = 0,−0.1 et
−0.25 log10 cp/ml. L’impact de la variabilité des données au sein de chaque groupe sur
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la robustesse de la méthode a également été évaluée en testant la variance des nAUC
égale à 0.02 et 0.1. Par ailleurs, en fixant γ0 = −0.44 et choisissant différentes va-
leurs des paramètres de populations (β1,β2) nous a permis de faire varier ∆nAUC.
Ainsi, fixer β1 = (−0.55, 4.72, 4.96, 5.18, 4.64) pour toutes les simulations et β2 = β1,
(−0.54, 4.61, 4.85, 5.07, 4.54) et (−0.52, 4.46, 4.69, 4.90, 4.39) nous a permis de cibler les
différentes valeurs de ∆nAUC respectivement souhaitées.
Pour chaque combinaison de ng, ∆nAUC et Var(nAUC) nous avons testé la méthode en
considérant les données complètes, les données censurées à gauche par la présence d’une
limite de détection (LOD) fixée à 50 cp/ml, ainsi que les données MAR monotones. Ces
données manquantes ont été générées telle que pour tout sujet i au temps j, la variable Yij,g

est considérée comme manquante si Yij,g ∈ {Yij,g | ∃j
′ ! j, {Yij′ ,g " α} ∩ {Yij′−1,g " α}},

où α représente le seuil fixe de sortie d’étude. En terme plus littérale, un patient est
considéré comme exclu définitivement de l’étude si son niveau de charge virale excède le
seuil α au cours de deux mesures consécutives. Trois valeurs du seuil α ont été testés :
α = 100.000, 50.000 et 10.000 cp/ml (equiv. 5, 4.7 et 4 log10 cp/ml). La considération
de ces trois valeurs de seuil a permis en particulier d’évaluer notre méthode pour des
pourcentages de patients quittant l’étude allant de 5 à 100% en fonction des conditions
de simulations. Contrairement aux données manquantes monotones traitées comme don-
nées non disponibles (NA) n’impactant pas littéralement l’estimation du modèle à effets
mixtes, l’approximation des paramètres de ce dernier en présence de données censurées à
gauche par LOD requiert l’utilisation de méthodes déjà développées incluant la probabi-
lité de données censurées dans le calcul de la vraisemblance ([3, 4, 5, 6]). A ces fins, nous
avons utilisé le package R lmec [7] pour estimer nos modèles.

La robustesse de la méthode à estimer la différence d’aire sous la courbe normalisée
par le temps de suivi a été évaluée au moyen des erreurs de Type-I et des puissances
ainsi que par l’estimation du biais de ∆nAUC et de son erreur standard. Par la suite,
nous avons comparé ces grandeurs obtenus par notre méthode avec celles obtenues par
des méthodes adhoc se basant sur les estimations individuelles des nAUC telles que la
méthode LOCF imputant les données manquantes à la dernière valeur connues ou la mé-
thode d’imputation à la moyenne. Nous avons également comparé les résultats de notre
test paramétrique avec ceux obtenus par le test non-paramétrique développé par Vardi et
al. [8] correspondant à un test par permutation à l’échelle individuelle avec calcul d’AUC
sur des temps restreints de suivi tels que défini dans notre méthode.

La comparaison des résultats entre les différentes méthodes montre des erreurs de
Type-I équivalentes et en adéquation avec les valeurs nominales attendues pour toutes
les méthodes et pour toutes les conditions de simulation en l’absence de censure de suivi.
La considération de données censurées par sortie d’étude montre les limites des méthodes
adhoc avec une inflation de leur erreur de Type-I sous certaines conditions. Seul un pour-
centage de censure de suivi supérieur à 50% permet de différencier notre méthode du
test non-paramétrique qui présente alors des résultats plus robustes que ce dernier. Ces

5

31

!



résultats sont confirmés par des valeurs de biais et d’erreurs standard de ∆nAUC plus
faibles dans le cas de notre méthode.

Afin de montrer l’applicabilité de la méthode proposée sur des données réelles, nous
l’avons utilisée pour évaluer l’efficacité de vaccins testé au cours de deux essais cliniques de
vaccination thérapeutique contre le VIH. Les résultats obtenus montre alors la supériorité
de notre méthode vis-à-vis des méthodes adhoc et du test non-paramétrique à détecter
une différence d’AUC existante.
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Abstract. The goal of this work is to replace this experimental step-by-step improvement process by 
a numerical one based on a predictive model of weld’s quality. Our contribution is to show 
that we can take benefit of this intrinsic variability to develop a valuable prediction model 
overperforming classical ones. 
Our approach, referred to as uncertain trees, consists in introducing a generalization of standard 
regression trees introduced in (Breiman et al., 1984) dealing with uncertain input variables. 
One considers that an observation, even though it belongs to a given physical region, can still 
be associated to any region with a certain weight that depends on the distance between the 
observation and the statistical region. We prove that the method is theoretically well grounded, 
in particular regarding the consistency of uncertain trees (convergence of the approximation 
towards the unknown function to predict), which we establish extending results already known 
in the classical context (Györfi et al., 2002; Scornet et al., 2015). 
Experiments conducted on classical data sets illustrate the good behavior of uncertain trees 
with respect to other classical approaches as standard decision trees or soft decision trees (Irsoy 
et al., 2012). We make use here of 12 data sets, namely Abalone (AB), Ailerons (AL), Bike-Day 
(BD), Bike-Hour (BH), Boston (BO), Diabetes (DI), Facebook Comments (FC), Forest Fires (FF), 
Ozone (OZ), Skill (SK), Super Conductor (SC) and Video Transcoding (VT), all commonly used 
in regression tasks. 
 
We also present the performances of uncertain regression trees in the case of the Ultimate Tensile 
Strength variable prediction. Uncertain trees significantly outperform both standard 
and soft trees, on almost all data sets. 
Finally we intend to develop an uncertain version of Gradient Boosted Trees to learning welding 
mechanical prediction with both quantitative and qualitative variables. The question of adding 
uncertainty output analysis as in (Meinshausen, 2006; Zheng, 2012) will also be discussed. 

  

Keywords. Welding quality; Uncertain inputs; Ensemble methods. 
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3 Centre de Mathématiques Appliquées (CMAP), Ecole Polytechnique and CNRS,
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Résumé. Dans cette étude nous proposons une nouvelle paramétrisation du générateur
d’un réseau antagoniste génératif (GAN) adaptée aux données issues d’une distribution
à queue lourde. Nous apportons une analyse de l’erreur d’approximation en norme uni-
forme d’un quantile extrême par le GAN ainsi construit. Des simulations numériques sont
réalisées sur des données réelles et simulées.

Mots-clés. Théorie des valeurs extrêmes, réseau de neurones, modèle génératif

Abstract. In this study, we propose a new parametrization for the generator of a
Generative adversarial network (GAN) adapted to data from heavy-tailed distributions.
We provide an analysis of the uniform error between an extreme quantile and its GAN
approximation. Numerical experiments are conducted both on real and simulated data.

Keywords. Extreme value theory, neural networks, generative models

1 Introduction

In this paper we are interested in approximating the quantile function qX defined by
qX(u) := F←

X (u) = inf{x : FX(x) ≥ u}, for all level of quantiles u ∈ [0, 1), where FX is
an unknown cumulative distribution function on X ⊆ R. Clearly, extreme quantiles are
observed as u → 1 and will be our region of interest. The objective is, starting from an
i.i.d. sample set {Xi ∈ X}ni=1, to build a generator Gθ : Z → X from a parametric family
of functions G = {Gθ}θ∈Θ and mapping a random variable Z : Z → Rd with known
density pZ to the data support X . In this study, we shall consider Z ∼ U(0, Id) and
denote by pθ the density associated with Gθ (Z). Then, for each pθ, θ ∈ Θ, is a potential
candidate to approximate pX = F ′

X . In a neural network architecture, this setting is
related to Generative Adversarial Networks (GAN) [7].
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Let X be a random variable associated with FX supposed to be continuous and strictly
increasing. We focus on the case of heavy-tailed distributions, i.e. when FX is attracted
to the maximum domain of Pareto-type distributions with tail-index γ > 0. From [2], the
survival function F̄X := 1− FX of such a heavy-tailed distribution can be expressed as

(H1): F̄X(x) = x−1/γ#X(x), where #X is a slowly-varying function at infinity i.e. such
that #X(λx)/#X(x) → 1 as x → ∞ for all λ > 0.

In such a case, F̄X is said to be regularly-varying with index −1/γ at infinity, which is
denoted for short by F̄X ∈ RV−1/γ. The tail-index γ tunes the tail heaviness of the dis-
tribution function FX . Assumption (H1) is recurrent in risk assessment, since actuarial
and financial data are most of the time heavy-tailed, see for instance the recent stud-
ies [1, 3] or the monographs [6, 9]. As a consequence of the above assumptions, the tail
quantile function x (→ qX(1 − 1/x) is regularly-varying with index γ at infinity, see [5,
Proposition B.1.9.9], or, equivalently,

qX(u) = (1− u)−γL

(
1

1− u

)
, (1)

for all u ∈ (0, 1) with L a slowly-varying function at infinity. Clearly qX(u) → ∞ as u → 1
but is pretty smooth elsewhere. This type of function does not seem to be consistent with
a neural network approximation framework since the latter mainly consists in making a
linear combination of bounded functions, which is very unlikely to approximate diverging
functions. This argument is confirmed by the Universal Approximation Theorem [4]
stating that a one hidden layer neural network can approximate any continuous function
on a compact set.

2 Contribution

In order to build a tail-index function which may be well approximated by a neural
network, the quantile function (1) is rewritten in a logarithmic scale and normalized to
avoid exploding issues at the boundaries. Without of loss of generality, one can assume
that η := P(X ≥ 1) )= 0 and, since, we focus on the upper tail behavior of X, introduce
the random variable Y = X given X ≥ 1. It follows that the quantile function of Y is
given by qY (u) = qX(1 − (1 − u)η), for all u ∈ (0, 1). Thus, we define the Tail-Index
function (TIF) as

fTIF(u) := −
log qX

(
1− (1− u)η

)

log(1− u2)− log 2
,

for all u ∈ (0, 1). The main contribution of this work is to combine the TIF analysis
based on Extreme Value Theory with GANs in order to address the general issue of
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neural network approximation for extremes. Let ϕTIF : R2 → R be the non-linear TIF
transformation with

ϕTIF(x, u) :=

(
1− u2

2

)−x

.

In addition, let e ∈ R6 be a vector of functions mapping from [0, 1] to R and α ∈ R6 be
a vector of parameters. Thus, we define the Tail-GAN with a generator GTIF

ψ : Rd → R
where the j-th output component is defined as

GTIF(j)
ψ (Z) = ϕTIF

(
G(j)

ψ (Z), Z(j)
)
,

and ψ = (θ,α) with

G(j)
ψ (Z) = G(j)

θ (Z) +
〈
e
(
Z(j)

)
, α

〉
.

The selection of functions in e and optimal parameter α is based on the following approx-
imation results dealing with the regularity properties of fTIF and the construction of its
regularized extension.

3 Approximation results

Our first result describes the behaviour of fTIF in the neighborhood of 0 and 1.

Proposition 1 Under (H1), fTIF is a continuous and bounded function on [0, 1]. Be-
sides, fTIF(0) = 0 and fTIF(u) → γ as u → 1.

Focusing on the behavior of the first derivative of the TIF, extra assumptions on FX , or
equivalently on L, are necessary such that fTIF is differentiable. Consider the Karamata
representation of the slowly-varying function L [5, Definition B1.6]:

L(x) = c(x) exp

(∫ x

1

ε(t)

t
dt

)
,

where c(x) → c∞ as x → ∞ and ε is a measurable function such that ε(x) → 0 as x → ∞.
Our second main assumption then writes:

(H2): c(x) = c∞ > 0 for all x ≥ 1 and ε(x) = xρ#(x) with # ∈ RV0 and ρ < 0.

The assumption that c is a constant function is equivalent to assuming that L is normal-
ized [8] and ensures that L is differentiable. The condition ε ∈ RVρ with ρ < 0 entails
that L(x) → L∞ ∈ (0,∞) as x → ∞. Besides, (H2) entails that FX satisfies the so-called
second-order condition which is the cornerstone of all proofs of asymptotic normality in
extreme-value statistics. We shall also consider the assumption:

3

37

#



(H3): # is normalized.

The latter condition ensures that # is differentiable on (0, 1) and thus that L and qX are
twice differentiable on (0, 1). Our second result provides the behaviour of the first order
derivative of fTIF in the neighborhood of 0 and 1.

Proposition 2 Assume (H1) and (H2) hold. Then, fTIF is continuously differentiable
on (0, 1) and

∂uf
TIF(0) =

γ + ε (1/η)

log(2)
,

∂uf
TIF(u) → ∞ as u → 1. (2)

It is possible to build regularized version of fTIF by removing the diverging components
in the neighborhood of u = 1. To this end, consider

fR(u) := fTIF(u)− 〈e(u), α〉 , (3)

where e : R → R6 is not described here for the sake of conciseness. Regularity properties
of fR are established in the next Proposition.

Proposition 3

(i) If (H1) holds, then

lim
u→0

fR(u) = lim
u→1

fR(u) = 0. (4)

(ii) If, moreover, (H2) holds with ρ < −1, then fR is continuously differentiable on [0, 1]
and

lim
u→0

∂uf
R(u) = lim

u→1
∂uf

R(u) = 0. (5)

(iii) If, moreover, (H3) holds with ρ < −2, then fR is twice continuously differentiable on
[0, 1].

Given the above regularity properties, it is possible to establish the convergence rate of
the uniform error for a one hidden layer neural network depending on the parameter ρ.

Theorem 4 Let σ be a ReLU function. There exists a neural network with J neurons
and real coefficients {γj,λj, bj}j=1,...,J such that:

1. For −2 < ρ < −1,

sup
t∈[0,1]

∣∣∣∣∣f
R(t)−

J∑

j=1

γjσ (λjt+ bj)

∣∣∣∣∣ = O (Jρ) ,
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2. for ρ ≤ −2,

sup
t∈[0,1]

∣∣∣∣∣f
R(t)−

J∑

j=1

γjσ (λjt+ bj)

∣∣∣∣∣ = O
(
J−2

)
.

Numerical experiments will be presented in the communication in order to compare the
realizations of traditional GANs with our Tail-GAN in two situations: simulated data
from heavy-tailed distributions and real financial data from public source.
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Résumé. En analyse des données, la grande dimensionalité est souvent un obstacle
délicat à surmonter qui être résolu en représentant les données dans un espace de dimen-
sion inférieure en utilisant des méthodes de projection comme la régression des moindres
carrés partiels (PLS) [1] ou en ayant recours à des méthodes de sélection de variables
comme l’approche lasso [2]. La Sparse Partial Least Squares (SPLS) vise à résoudre le
problème d’interpretation des coefficients en combinant les deux procédures. Plusieurs
implémentations ont été proposées [3, 4, 5]. Cependant, des problèmes de précision de
prédictions et de bonne interprétation des coefficients surgissent dans ces travaux. C’est
pourquoi nous avons développé la Dual Sparse Partial Least Squares, une méthode flexi-
ble qui permet d’obtenir des prédictions plus précises et une meilleure interprétation des
coefficients grâce à leur parcimonie. Dans cet article, nous présentons la théorie derrière
Dual-SPLS et certains résultats d’applications sur des ensembles de données pétrolières
réelles.

Mots-clés. Moindres carrés partiels, parcimonie, régression, norme duale, algorithme
lasso.

Abstract. In data analysis, high dimensionality is often a delicate obstacle to over-
come which can be solved by representing the data in a lower dimensional space using
projection methods like the Partial Least Squares regression (PLS) [1] or by resorting to
variable selection methods like the lasso approach [2]. The Sparse Partial Least Squares
(SPLS) aims at solving the interpretation problem of the coefficients by combining the
two latter. Several implementations have been proposed [3, 4, 5]. However, problems of
accuracy of predictions and correct interpretation of regression coefficients arise in these
approaches. Hence we developed the Dual Sparse Partial Least Squares, a flexible method
that results in more accurate predictions and better interpretation of the coefficients due
to their sparsity. In this paper we present the theory behind Dual-SPLS and some ap-
plicative results on petroleum data sets.

Keywords. Partial Least Squares, sparsity, regression, dual norm, lasso algorithm.
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1 Introduction

Regression analysis helps in inferring relationships between data sets, with the addi-
tional objective of extracting interpretable information. However, a recurrent problem
haunting statistical data analysis is data high dimensionality. One can choose to tackle
this issue by using dimension reduction methods, like the PLS procedure [1], allowing to
represent the data in a lower dimensional space. It reduces the dimensionality by select-
ing derived components. It is an iterative method that deals with highly correlated data
and results in accurate outcomes. Algorithms are generally straightforward and simple
to handle without matrix inversion. However, regression coefficients are frequently hard
to interpret (see section 3). Another suggestion often considered is variable selection, like
in the lasso [2]. It performs regularization in order to enhance the prediction accuracy,
while simplifying the interpretation of the regression coefficients due to the sparsity of the
representation. Nevertheless, the lasso is very sensitive to the type of data and does not
always result in interpretable coefficients: in fact, it selects at most n variables before it
saturates [6]. Sparse Partial Least Squares (SPLS) [3, 4, 5] combines both approaches by
adding to the PLS framework a selection step inspired by the lasso. It is represented by
the following optimization problem:

ŵ = argmin
w∈Rp

{−Ĉov(Xw,y) + λs‖w‖1}, for wTw = 1, (1)

under the orthogonality constraint of components, with sparsity parameter λs > 0.
Lê Cao et al. (2008) [3] and Chun and Keleş (2010) [4] developed SPLS approaches

that both give an approximate solution. Thus, Durif et al. [5] conceived a similar method
in the context of classification that solves exactly Problem (1) in the univariate response
case. Nonetheless, it can be applied in the regression. It however appears to be time
consuming on high dimensional data.
Inspired by these methodologies, we devised a new strategy called Dual Sparse Par-
tial Least Squares (Dual-SPLS) that provides prediction accuracy equivalent to the PLS
method along with easier interpretation of regression coefficients thanks to the sparsity of
the results. Moreover, it generalizes the above mentioned approaches on the theoretical
point of view.

We first present the main ingredients of the Dual-SPLS. We then show some results
of applications on petroleum data sets.

2 Dual Sparse Partial Least Squares

The proposed method originated from noticing the similarity between the variational
formulation of the PLS (with the PLS1 methodology) and the expression of the dual norm
of a vector.
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Let Ω(·) be a norm on RP . The associated dual norm, denoted Ω∗(·), is defined, for any
z ∈ RP , as:

Ω∗(z) = max
w

(zTw) s.t. Ω(w) = 1. (2)

Meanwhile, the optimization problem solved by the PLS method for the first component
writes:

max
w

(yTXw) s.t. ‖w‖2 = 1. (3)

Comparing (2) and (3), one notices that optimizing the PLS criterion amounts to finding
the vector w1 that goes with the conjugate of the "2-norm of z where z = XTy, which
can be exploited in evaluating different norm expressions.
As in the lasso approach, we consider the combination of the "1 and "2 norms:

Ω(w) = λ‖w‖1 + ‖w‖2 . (4)

The closed form solution can be expressed with the soft thresholding operator. Since we
are dealing with a vector, we can consider each coordinate p ∈ {1, . . . , P} of w and the
solution can be written as:

wp

‖w‖2
=

1

µ
δp(|zp|− ν)+ (5)

where δ is the vector of the signs of z, µ guarantees the normality constraint in (2) and
ν = λµ. This is relevant since we can compare ν to zp, and therefore shrink to zero the
coefficients that correspond to the small coordinates of z (compared to ν), which enforces
sparse regression coefficients.

However, the main challenge resides in setting the parameter ν, which affects the
amount of shrinkage. We propose to choose it iteratively and adaptively according to
the number of variables that we would like to keep in the active set at each iteration. In
other words, for each number i of desired components, an optimal νi is chosen to impose a
given proportion of null coefficients. The Dual-SPLS method is implemented in the form
of Algorithm 1.

Algorithm 1 Dual-SPLS algorithm for Ω(w) = λ‖w‖1 + ‖w‖2
Input: X1,y, I (number of components)
for i = 1, . . . , I do
zi = XT

i y (weight vector)
Find ν in the adaptive way
zν = (δp(|zp|− ν)+)p∈ (applying the threshold)

µ = ‖zν‖2 λ =
ν

µ
wi =

µ

ν‖zν‖1 + ‖zν‖22
zν (loadings)

ti = Xiwi/‖Xiwi‖ (scores)
Xi+1 = Xi − tTi tiXi (deflation)

end for
Compute regression coefficients
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3 Results and discussions

3.1 Data sets

The data set is composed of 243 NMR spectra of refined oil samples. Each spectrum is
originally represented by more than 65000 variables. However, we have pretreated them by
eliminating irrelevant parts, removing repeated observations and normalizing amplitudes
between 0 and 1, which leaves us with around 21000 variables and 182 observations. Our
aim is to predict the density of these oil samples.

3.2 Benchmark

We assess the efficiency of the Dual-SPLS by computing the root mean square error
(RMSE) for prediction performance and then we examine the interpretation of the coef-
ficients by comparing them to the original raw spectra. The evaluation is organized as a
benchmark comparing the following methods together: PLS [1], sPLS of Lê Cao et. al.
(as implemented in mixOmics) [3], SPLS of Keleş et. al. (as implemented in spls) [4],
SPLS of Durif et. al. (as implemented in plsgenomics) [5] and lasso in glmnet package
[2]. In Figure 1, the calibration and validation sets are chosen adequately. The figure is
divided into two parts: the left part corresponds to the RMSE values of the validation set
according to the number of components and the right part represents the coefficients of
each regression. For PLS related methods we select 6 components. As for Figure 2, the
calibration and validation sets are chosen randomly. We applied the regression methods
for 100 repetition in order to represent the boxplots and compare the results.

Figure 1: Benchmark of (sparse) PLS methods on the NMR data set: prediction error
according to the number of component (left), raw data and coefficients localization (right).
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In the Figures 1 and 2 , we require a 99 % proportion of null coefficients while applying
the Dual-SPLS and use cross validation to choose the adequate amount of penalization λs

for each of the other cases. Note that the x-axis is not represented with chemically-sound
units due to preprocessing.

From Figure 1 (left), all methods almost match the prediction accuracy of the PLS from
two components on, except for spls from the plsgenomics package [5] whose predictions are
slightly less accurate. The lasso algorithm provides RMSE values around 0.09 according
to the choice of shrinkage parameter. We even notice that the closest results to the
PLS are those from the new approach. To compare coefficients localization, we select
six components for PLS-related methods as the RMSE curves tend to plateau above this
value. On Figure 1 (right), we see similarities between the PLS coefficients and the raw
spectra, however, no information concerning the localization of the most relevant variables
can be extracted. The Dual-SPLS solves this problem with sparse results that selects the
most important variables. As for the rest of the methods, the results are misleading and
does not properly indicate which variable are best to keep.

Figure 2: Benchmark of (sparse) PLS methods on the NMR data set: prediction error
boxplots using random calibration.

From Figure 2, where we compare the boxplots of the methods applied for six compo-
nents (for PLS-related methods), we conclude the same: the prediction accuracy of the
PLS is the most similar by using the Dual-SPLS.
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4 Conclusions

The Dual-SPLS introduces a general framework providing a novel family of regression
methods that encompasses the standard PLS method. It offers the possibility to use
a quantity of different norm shapes. In the case of a norm inspired by the lasso, it
already preserves the prediction accuracy of the PLS and previously proposed sparse PLS
methodologies. On NMR data it shows to be even sparser with better localized and more
interpretable coefficients. The next steps will consist first in implementing and sharing
this method as an R package, and second in evaluating the gain in performance by using
other norms mimicking the fused or the group lasso.
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1 Introduction

The objective of spatial sampling is to collect samples, i.e. subsets of individ-
uals from a population, in the 2-dimensional space, in order to estimate some
population characteristics. Spatial sampling is strongly linked to environmental
sampling. Such expression states that the data spatial location is a fundamental
information, and that sampling techniques for environmental data are mutuated
from the theory of spatial sampling. Under the viewpoint of the reference pop-
ulation, environmental sampling focuses on natural populations. Examples can
be found in biology, geography, landscape studies, forestry, and in the study of
environmental dangers such as wildfires, earthquakes, polluting agents.

In finite population inference, the design-based context aims at estimating
population quantities, considered as unknown but fixed. In this case the only
source of randomness is the probability of the samples, which is related to the
inclusion/extraction probabilities of each population element. Information may
be available for moving such individual probabilities from equality. In particular,
information related to space may be organized in this respect.

The link between sampling and entropy has been extensively debated in
statistics (Shewry and Wynn, 1987; Lee, 2006). The search for sampling plans
with high entropy is an important task in survey sampling design-based theory.
Sample selection should follow the idea of randomization: a sampling design
should assign a non-null probability to as many samples as possible. A widely
accepted measure of randomness of a sampling design is its entropy (Tillé and
Haziza, 2010; Tillé and Wilhelm, 2017): a sampling design has high entropy
when there is a high amount of uncertainty or surprise in the sample to select.
Conditional Poisson sampling has been identified as the maximum entropy sam-
pling design when the sample size is fixed (Hajek, 1981; Tillé, 2006; Tillé and
Wilhelm, 2017). Maximum entropy sampling has been deepened in computer
science and received important contributions in such field (Ko et al., 1995).

Under a different perspective, entropy is a popular heterogeneity measure
since a long time, with reference to any kind of random variables. After being
firstly introduced in information theory (Shannon, 1948), it rapidly became
popular in many applied sciences to measure the degree of heterogeneity among
observations. In its original proposal, entropy does not take space into account.
A rather recent research field aims at accounting for space in entropy measures.
In this spirit, a sequel of papers (Altieri et al., 2018a, 2019a,b) exploits the
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decomposition of bivariate distributions linked to entropy in order to quantify
the contribution of spatial association to the entropy of a variable. Euclidean
distances between spatial locations are employed for constructing the second
variable. Such spatial entropy measures are employed in this exposition to
improve a sequential spatial design.

In what follows we refer to the basic concept above as ”spatial entropy”, while
the entropy of the sampling design is to be named, rather, sampling entropy.
The two entropies need to be distinguished, as they refer to different aspects of
the data. Spatial entropy refers to the spatial correlation of the study variable.
Sampling entropy refers to the randomness of the potential samples; it regards
the chances of selecting population units, irrespective of the value they possess
for the variable under study.

The simulation study and all computations are implemented via the R soft-
ware, with the help of the packages SpatEntropy (Altieri et al., 2018b) and
BalancedSampling (Grafström and Lisic, 2018).

2 Recalling some theory

Spatially Correlated Poisson Sampling is a sequential (adaptive) technique that
modifies the initial first order inclusion probabilities of the elements of a finite
population according to the scheme described as follows.

Starting from the first population unit, for which a Bernoulli draw with
probability π1 is proposed, after the draw an indicator function is I1 = 1 if
the unit is sampled, and 0 otherwise. Then, at the general step k = 2, . . . , N ,
the values for I1, . . . , Ik−1 are known and unit k is sampled with probability

π(k−1)
k , i.e. with an inclusion probability that was updated at the previous step,

when sampling unit k − 1. The inclusion probabilities for all remaining units
l = k + 1, . . . , N are updated:

π(k)
l = π(k−1)

l − (Ik − π(k−1)
k )b(l)k . (1)

This way, at each step k the inclusion probabilities of the visited units 1, . . . , k
leave the room to the corresponding indicator functions. At step N , the vector

becomes π(N)
1 , . . . ,π(N)

N = I1, . . . , IN , which indeed sums to n.
Stressing on space, a geographical distance between population units is intro-

duced for evaluating the component b(l)k , a factor that influences their selection
in the sample. Negative correlation weights are attributed to units that are
close in space in order to obtain the spatial spreading that is desirable for sam-
pling. A ”maximal weight strategy” has been proposed (Grafström, 2012), that
produces samples of fixed size n =

∑
k∈U πk and is very efficient, provided that

close units carry similar values.
We propose to enhance space highlighting in (1) by building a new weighting

system that exploits the theory of spatial entropy (Altieri et al., 2018a, 2019a,b).
For a certain transformation Z of the variable under study X, for which the
entropy

H(Z) = E[I(pZ)] =
I∑

i=1

p(zi) log

(
1

p(zi)

)
. (2)
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can be constructed, a system of distances summarized by the variable W is also
defined. Such entropy H(Z) can be decomposed as

H(Z) = SMI(Z,W ) +H(Z)W . (3)

The first component of (3), called Spatial Mutual Information, is defined as

SMI(Z,W ) =
M∑

m=1

p(wm)SPI(Z|wm) (4)

where each mth component SPI(Z|wm), i.e. the Spatial Partial Information,
describes the relationship of Z with a specific distance class wm of W :

SPI(Z|wm) =
R∑

r=1

p(zr|wm) log

(
p(zr|wm)

p(zr)

)
. (5)

.
In general, when SMI(Z,W ) is high, the value carried by a sampled unit

gives us information about what to expect from its neighbouring units; the
stronger the mutual information, the smaller our interest in sampling neigh-
bouring units. A peculiar aspect of SMI(Z,W ) is that it can be decomposed
into the partial terms SPI(Z|wm) of (5) at different distance ranges. Thanks to
such decomposition, the distance ranges for the variable under study can be de-
cided according to the problem and the corresponding SPI(Z|wm) terms chosen

as contributions to weights b(l)k . This way, partial spatial information assumes
the role of auxiliary variable for building a well founded weighting system for
sampling. Each SPI(Z|wm) is always positive, and tunes sampling neighbour-
ing units with a strength that depends on the spatial correlation of the study
variable at the chosen distances.

Weights b(l)k are assigned starting from one of theM SPI terms. In particular,
if units k and l are in the mth distance range, then

b(l)k =
SPI(Z|wm)

C
for d(k, l) ∈ wm (6)

where C is a normalizing constant so that
∑N

l=k+1 b
(l)
k = 1 for all k, i.e. the tri-

angular weight matrix is row-standardized. The easiest solution is that the nor-

malizing constant is just the sum of the unnormalized weights: C =
∑N

l=k+1 b̃
(l)
k

with b̃(l)k = SPI(Z|wm) for d(k, l) ∈ wm.
Units are ordered according to some labelling in space. For instance, if

spatial units are arranged over a grid, unit 1 can be the top-left unit, unit 2 can
be at its right, or below, and so on. Different labelling orders return different
updates in the inclusion probabilities of the remaining units; the method holds
for any starting point and labelling criterion, as long as the distance between
all pairs of units is well defined.

3 Simulation and results

In order to explore the potential improvement of spatially correlated Pois-
son sampling (SCPS) with the help of spatial partial information-based (SPI)
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Compact Regular Multicluster Random

Figure 1: Basic different configurations for the same πP = 0.5

Table 1: Spatial partial information at the four distance classes.
[0, 1] ]1, 2] ]2, 5] ]5, 20

√
2]

Compact 0.786 0.687 0.455 0.010
Regular 0.509 0.918 <0.001 <0.001

Multicluster 0.146 0.057 0.008 <0.001

Random 0.020 0.010 0.001 <0.001

weights, we run a comparative study. Simulated binary datasets are employed to
estimate the variable mean (i.e. the proportion for binary data) and to evaluate
the MSE of the estimator.

Consider N = 400 realizations of a binary variable X with half outcomes
x0 = 0 and half x1 = 1. The true mean/proportion ism(X) =

∑
k xk/400 = 0.5.

Realizations are arranged over a square observation area gridded by 20 × 20
pixels; each pixel is assumed to be a 1 × 1 square. Realizations are organized
according to four different spatial configurations that produce different spatial
entropy values, as in Altieri et al. (2019b). The first one is the most clustered
spatial distribution, named ”compact”,obtained by assigning x0 values to the
pixels located at the left part of the window and x1 values to pixels located
at the right part. The second one is the most ”regular” spatial distribution,
corresponding to a chessboard, obtained by assigning x0 values to pixels adjacent
to x1-valued pixels, and vice versa. The third one is a ”multicluster” distribution
with 16 clusters, whose centroids are regularly distributed over the area; then,
x0 values are assigned to pixels surrounding the centroids and x1 values to the
remaining pixels. The last one is a ”random” pattern without spatial correlation
whatsoever, obtained by assigning x0 or x1 values to pixels via simple random
sampling without replacement from the generated sequence. The four datasets
are displayed in Figure 1.

Four distance classes are chosen over the observation area: w1 = [0, 1],
w2 =]1, 2], w3 =]2, 5], w4 =]5, 20

√
2], where 20

√
2 is the maximum distance

over the observation window. Reasons for choosing such classes are found in
the fundamentals of spatial statistics, and are discussed in Altieri et al. (2018a,
2019b). Spatial partial information terms (5) are computed, following Altieri
et al. (2019b), and the resulting values are shown in Table 1, which contains
important characteristics of the population.

Afterwards, 100 samples of fixed size n = 40 are drawn from each dataset.
The initial inclusion probabilities are constant: πk = n/N for all units k. Then,
a sample is drawn from each dataset using the sequential approach of SCPS,
where the weight assigned to each pair of units comes from the SPI value in
Table 1, according to the distance between units. The SPI values are rescaled
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Figure 2: HT estimate for m(X) = 0.5; first line with SPI, second line with
maximal weight

Table 2: Mean Squared Error of the HT estimates.
Maximal weights SPI weights

Compact .0004 .0009
Regular .0053 .0057

Multicluster .0055 .0028

Random .0049 .0052

so that they sum to 1 for each population unit, and the constraint for positive
weights is checked. The SCPS is implemented, updating the remaining units’
inclusion probabilities sequentially, until all population units have been either
sampled or rejected and a sample size of n is reached.

All results are compared to SCPS with maximal weights as implemented by
the R package BalancedSampling [REF]. Note that the 100 samples produced
with the maximal weights system are the same across spatial configurations,
since such weights only consider the distance between units and not the strength
of the spatial correlation.

We compare the two weighting systems, with the sample size constrained to
be n for all samples, thanks to the sequential technique and to the sum-to-1
constraint for the weights. The HT estimate for the variable mean is displayed
in Figure 2, where the thick vertical line marks the true mean m(X) = 0.5. The
MSE has been computed over the simulated samples, with results displayed in
Table 2. Results with the maximal weight tevnhique are winning in the case
of a compact spatial scheme. Since it is based only on the distance, a strong
positive correlation between the values of the variable is hidden in this case.
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Modélisation des profils respiratoires de patients
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Résumé. La Bronchopneumopathie chronique obstructive (BPCO) est un important
enjeu de santé publique. Cette maladie chronique est parmi les principales causes de morta-
lité dans le monde. Les patients atteints de la BPCO présentent une limitation importante
de la fonction respiratoire avec des conséquences majeures sur la qualité de vie. Les exacer-
bations sont des évènements aigus caractérises par une aggravation des symptômes au delà
des variations quotidiennes. A chaque nouvelle exacerbation, la qualité de vie se dégrade
et les chances d’une nouvelle exacerbation augmentent. Certains auteurs ont montré une
augmentation de la fréquence respiratoire moyenne dans les jours précédant une exacer-
bation, ouvrant la possibilité de l’identification précoce de ces évènements. Néanmoins,
les résultats obtenus présentent encore des performances faibles. Dans ce contexte, nous
nous sommes intéressés sur comment enrichir cet apprentissage grâce à l’utilisation d’un
dispositif de suivi en continu. Dans un premier moment, nous étudions la possibilité de
prendre en compte des variables autres que la fréquence respiratoire à fin de mieux décrire
les signaux respiratoires avec des approches supervisées et non supervisées. Il ressort de
cette première partie que l’amplitude inspiratoire permet d’améliorer la classification des
séquences de respirations tout en consommant peu de ressources en mémoire et capa-
cité de calcul. Une fois les variables à surveiller (débit d’oxygène, fréquence respiratoire
et amplitude de l’inspiration mesurées toutes les cinq minutes) choisies et implémentées
dans le dispositif, nous démontrons qu’il est possible de décrire des profils respiratoires
individuels à travers de modèles de Markov à états cachés, qui permettent de mettre en
évidence l’individualité des patients, tout en tenant en compte deux état physiologique
distincts : le repos et l’effort.
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Mots-clés. Télésurveillance, détection de nouveauté, modèle de Markov caché, profil
respiratoire

Abstract. Chronic Obstructive Pulmonary Disease (COPD) is an important public
health issue. This chronic disease is among the leading causes of death in the world.
Patients with COPD present a significant limitation of respiratory function with major
consequences on the quality of life. Exacerbations are acute events characterized by worse-
ning of symptoms beyond daily variations. With each new exacerbation, the quality of life
deteriorates and the chances of a new exacerbation increase. Some authors have shown an
increase in the mean respiratory rate in the days preceding an exacerbation, opening the
possibility of early identification of these events. Nevertheless, the results obtained still
show poor performance. In this context, we are interested in how to enrich this learning
through the use of a continuous monitoring system. First, we study the possibility of ta-
king into account variables other than the respiratory rate in order to better describe the
respiratory signals in supervised and unsupervised approaches. It emerges from this first
part that the inspiratory amplitude makes it possible to improve the classification of the
sequences of breaths while consuming few resources in memory and computing capacity.
Once the variables to be monitored chosen and implemented in the device (oxygen flow,
respiratory rate and amplitude of inspiration measured every five minutes), we demons-
trate that it is possible to describe individual respiratory patterns through hidden Markov
models, which make it possible to highlight the individuality of the patients, while taking
into account two distinct physiological states : rest and effort.

Keywords. Telemonitoring, novelty detection, hidden Markov model, respiratory pat-
tern

1 Introduction

La Bronchopneumopathie chronique obstructive (BPCO) est une maladie respiratoire
chronique évitable et traitable, caractérisée par une obstruction permanente et progressive
des voies aériennes. Dans le monde, la BPCO est parmi les principales causes de morbidité
et de mortalité, représentant un problème de santé publique majeur [Global Initiative
for Chronic Obstructive Lung Disease 2017 ; Rabe et al. 2007].

La BPCO résulte en un déclin accéléré de la fonction respiratoire chez un grand nombre
de malades [Rabe et al. 2007]. L’évolution de la difficulté respiratoire mène souvent à
une réduction des activités quotidiennes et à la dégradation de la qualité de vie.

Les périodes de détérioration aiguë des symptômes sont appelées exacerbations. Les
exacerbations sont définies par une aggravation de l’état d’un patient au-delà des varia-
tions quotidiennes, d’une durée supérieure à 48 heures ou conduisant à une modification
du traitement habituel [Société de Pneumologie de Langue Française 2010]. Les
exacerbations mènent à une aggravation importante de la maladie. A chaque nouvelle
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exacerbation, les chances de faire une nouvelle exacerbation et le risque de mortalité
augmentent, au même temps que les fonctions pulmonaires se débilitent. L’identification
précoce d’une exacerbation permet de débuter le traitement plus tôt, ce qui a une influence
significative pour une récupération rapide [Wilkinson et al. 2004].

Plus précisément, certains auteurs ont trouvé une corrélation entre l’augmentation de
la fréquence respiratoire et un événement d’exacerbation [Yañez et al. 2012 ; Borel et al.
2015]. Si les spécificités sont bonnes (93% et 89,7% respectivement), les sensibilités sont
cependant faibles (respectivement 66% et 46,2%).

Par ailleurs, dans l’optique d’une médecine personnalisée et la moins invasive possible,
il est souhaitable de recueillir des données à domicile et sans intervention nécessaire ni
du patient ni du corps médical. Ceci est possible notamment via le dispositif TeleOx®,
habituellement utilisé pour le télésuivi de patients sous oxygénothérapie de longue durée
et qui enregistre des signaux de débit et pression dans le circuit à oxygène pendant 45s
toutes les cinq minutes. Ce signal est une version très bruitée de la respiration, mais
obtenue tout au long de l’utilisation de l’oxygène et sans manipulation. Des versions
adaptées du firmware ont été utilisées afin soit de stocker les signaux bruts de pression
et débit à 10 Hz, soit d’en extraire les fréquences et amplitudes de respiration médianes.
Tous les protocoles ont été approuvés par des comités compétents et tous les participants
ont fourni un consentement éclairé de participation à l’étude.

La présente étude se propose d’explorer les signaux respiratoires recueillis par ce dis-
positif afin de 1) déterminer si la prise en compte de variables autres que la fréquence
respiratoire permettent d’améliorer la classification des séquences de respirations et 2)
modéliser les profils respiratoires individuels des patients.

2 Choix des variables

Une question qui se pose en amont de la prédiction d’exacerbations est de définir
comment résumer chaque portion de 45s de signal afin de bien caractériser un changement
de respiration tout en étant le plus économe possible, TeleOx® étant limité en mémoire
et capacité de calcul.

En raison de la rareté des évènements d’exacerbations, l’étude sur le choix de variables
a été mené sur un autre type de changement de l’équilibre charge-capacité des muscles
respiratoires : l’effort physique. Les signaux bruts de 20 sujets sains et de 8 patients
atteints de la BPCO ont été enregistrés sous deux protocoles permettant d’isoler, de
façon certaine pour les sujets sains et de façon approximative pour les sujets BPCO, des
périodes de repos et des périodes d’effort.

Chaque fenêtre de 45s de mesure, pour laquelle un label repos ou effort est disponible,
est résumée par quatre valeurs possibles :

— la fréquence respiratoire, calculée comme l’inverse de la médiane des longueurs des
respirations identifiées [Soler et al. 2019]
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— l’amplitude, correspondant à la médiane des amplitudes à l’inspiration, calculées
comme la distance entre les minima du signal de pression et une ligne de base
estimée

— un vecteur (µ̂, Φ̂, θ̂) ∈ R3 correspondant à l’estimation d’un modèle ARIMA(1,1,1).
— le vecteur de sa transformation de Fourier discrète, limité aux fréquences inférieures

à 2Hz.
Afin d’identifier les indicateurs les plus efficaces pour différencier repos et effort, tout en

limitant l’influence de la méthode de classification choisie, deux approches sont étudiées.
— une classification supervisée est menée à l’aide de SuperLearner [van der Laan,

E. C. Polley et Hubbard 2007 ; E. Polley et al. 2018]. Cette méthode nous
permet de combiner un ensemble de modèles, dont différents modèles linéaires
généralisés, des k-NN à noyau, des forêts aléatoires ou XGBoost, via une combi-
naison linéaire dont les poids sont estimés par validation croisée.

— une approche one-class plus proche du cas d’utilisation pratique, où seules des
données au repos sont utilisées pour l’apprentissage. La méthode retenue est alors
basée sur la distance de Mahalanobis [McLachlan 1999 ; Aggarwal 2017].

Pour les sujets sains, la fréquence respiratoire seule obtient la pire performance pour
la classification des périodes de repos et effort (AUC respectives de 0.69 et 0.68 en su-
pervisé ou one-class), alors que tous les autres indicateurs, seuls ou combinés, présentent
des meilleurs résultats. Les coefficients de Fourier ou la combinaison de la fréquence res-
piratoire avec l’amplitude obtiennent par exemple de bien meilleures performances (AUC
au-delà de 0.98 ou de 0.90).

Les performances sur les données des patients atteints de la BPCO sont inférieures
à celles obtenues sur les données des sujets sains. Cela peut être expliqué par plusieurs
facteurs qui demanderont à être confirmés : i. les horaires concernant les périodes repos
et sport sont approximatifs ii. pour certains patients, grands insuffisants respiratoires,
toute activité du quotidien, comme se lever, prendre une douche ou marcher, peut être
déjà considérée comme leur effort physique maximal iii. à l’opposé, l’activité physique
programmée pendant la journée est optimisée par un professionnel de santé pour ne pas
dépasser leurs limitations respiratoire et musculaire, et donc paradoxalement, peut être
un moindre effort que les mouvements du quotidien.

Malgré ces limites, on retrouve aussi que la performance obtenue avec la fréquence
respiratoire comme seul indicateur est à nouveau très inférieure à celles obtenues en la
combinant avec l’amplitude et/ou les coefficients ARIMA, ou en considérant les coefficients
de Fourier.

En première conclusion, il ressort de cette étude que la fréquence respiratoire seule est
un indicateur insuffisant pour la détection automatique de changements de la respiration.
L’ajout de n’importe quel indicateur décrit ci-dessus est capable d’améliorer le pouvoir
de classification, notamment celui de l’amplitude qui est implémentable dans TeleOx®

sans en modifier les caractéristiques techniques pour avoir la possibilité de modéliser des
profils respiratoires individuels.
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3 Profils respiratoires individuels

Basé sur les conclusions précédentes, des nouveaux enregistrements ont été réalisés en
utilisant la nouvelle version du firmware de TeleOx®, capable d’enregistrer des mesures
de débit d’oxygène, fréquence respiratoire et amplitude de l’inspiration toutes les cinq
minutes. Pour cette partie de l’étude, les patients ont été équipés avec deux dispositifs
TeleOx® : un pour une source fixe, utilisée exclusivement dans la chambre du patient, et
un pour une source portable, utilisée lors des déplacements. Les données acquises sur les
deux TeleOx® mais correspondant à un même patient sont combinées et triées par date.

La base de données étudiée comprend 27 enregistrements. Les durées de suivi étant
très variables, seulement les 14 derniers jours d’enregistrements de chaque patient sont
gardés pour les analyses suivantes.

Afin de prendre en compte le débit d’oxygène utilisé, variable au long du temps et
influent sur le profil respiratoire des patients, on propose un nouvel indicateur, appelé
l’oxygénation estimée, défini par débit ∗

√
amplitude.

Ensuite, les séries temporelles de fréquence et oxygénation estimée acquises pendant
les 7 premières journées sont utilisées pour entrâıner des modèles de Markov à 2 états
cachés [Rabiner et Juang 1986] individuels. On émet l’hypothèse que, si ces deux états
cachés correspondent aux états repos et effort, les paramètres du modèle ont des sens
réels :

— Les probabilités de transition correspondent aux probabilités de passer d’un état
à l’autre. Il est attendu que les probabilités de rester à l’effort alors qu’on est à
l’effort soit supérieure à la probabilité de changer d’état. Idem pour le repos.

— Les distributions d’émission donnent la relation entre les états cachés et les obser-
vations. Il est espéré que les observations en fréquence respiratoire et oxygénation
estimée soient différentes selon l’état physiologique.

Les séries appartenant à la deuxième semaine ont les états cachés prédits selon ce
modèle individuel. Ces prédictions sont comparées aux sources à oxygène étant à l’origine
de chaque mesure : la source portable correspond à l’effort et la fixe au repos. Encore une
fois, ces labels sont approximatifs, le patient pouvant réaliser des activités physiques à
l’intérieur de sa chambre ou bien se reposer à l’extérieur.

L’AUC obtenue pour tous les patients confondus est de 0,72, indiquant que cette
modélisation permet de décrire le profil respiratoire d’un individu par rapport à ses états
physiologiques de repos et effort. Il ressort également l’importance de la modélisation
personnalisée, les paramètres estimés étant différents d’un patient à l’autre.

4 Perspectives

Ces études préliminaires permettent de proposer un outil et un algorithme pour mettre
en place un suivi à long terme. Pour optimiser le télésuivi, modéliser l’état de base d’un
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patient permettrait de quantifier l’évolution journalière du profil respiratoire et, potentiel-
lement, l’identification d’un changement important de l’état de santé, comme c’est le cas
de l’exacerbation. La modélisation de l’état stable n’a pas été possible dans cette étude
puisque l’inclusion des patients a été réalisée alors qu’ils étaient tous en post-exacerbation,
mais d’autres travaux sont en cours pour confirmer cette hypothèse.

Bibliographie

Aggarwal, C. C. (2017). Outlier Analysis. 2nd. Springer Publishing Company, Incorpo-
rated.

Borel, J. C. et al. (2015). “Parameters recorded by software of non-invasive ventilators
predict COPD exacerbation: a proof-of-concept study”. Thorax 70.3, p. 284-286.

Global Initiative for Chronic Obstructive Lung Disease (2017). Pocket guide
to COPD diagnosis, management, and prevention.

McLachlan, G. J. (1999). “Mahalanobis distance”. Resonance 4 (6), p. 20-26.
Polley, E. et al. (2018). SuperLearner: Super Learner Prediction. R package version

2.0-24. url : https://CRAN.R-project.org/package=SuperLearner.
Rabe, K. F. et al. (2007). “Global Strategy for the Diagnosis , Management , and Pre-

vention of Chronic Obstructive Pulmonary Disease GOLD Executive Summary”. 176,
p. 532-555.

Rabiner, L. et Juang, B. (1986). “An introduction to hidden Markov models”. IEEE
ASSP Magazine 3.1, p. 4-16.
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Résumé. Nous étudions le problème de l’inférence de la structure d’indépendance
conditionnelle entre les entrées d’un vecteur aléatoire gaussien, principalement dans le but
d’obtenir des groupes de variables indépendantes. Cela peut se traduire par l’estimation
d’une matrice de précision (inverse de la matrice de covariance) avec une structure bloc-
diagonale. Cette approche se base sur des techniques de théorie spectrale des graphes
et de clustering spectral. Nous proposons une nouvelle loi a priori, le prior de Fiedler,
qui satisfait une propriété de shrinkage vers les matrices de précision à structure bloc-
diagonale. Nous comparons le shrinkage induit par ce prior de Fiedler et par le Graphical
Lasso, et comparons leurs performances sur un ensemble de données simulées.

Mots-clés. Modèles graphiques, matrice de précision, valeur de Fiedler, théorie spec-
trale des graphes.

Abstract. We study the problem of inferring the conditional independence structure
between the entries of a Gaussian random vector. Our focus is on finding groups of
independent variables. This can be translated into the estimation of a precision matrix
(inverse of the covariance matrix) with a block-diagonal structure. We borrow ideas from
spectral graph theory and spectral clustering and propose a novel prior called Fiedler prior
showing shrinkage properties towards block-diagonal precision matrices. We compare the
shrinkage induced by our prior and the popular Graphical Lasso prior, and compare their
performance on a simulated dataset.

Keywords. Graphical models, Precision matrix, Fiedler value, Spectral graph theory.

1 Introduction

Understanding the dependence structure among large numbers of variables is an important
topic in many different application areas, such as ecology, neuroscience, genetics. In a
graphical model, the dependence structure of a random vector Y = (Y1, . . . , Yp) can be
represented by a graph G with nodes {1, . . . , p}, where each node i corresponds to a
random variable Yi and edges represent the probabilistic relationships between nodes.
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If there is not an edge connecting nodes i and j it means that, conditionally on Y \
{Yi, Yj}, Yi and Yj are independent. When Y is assumed to be a Gaussian random vector,
the objective of the inference is the precision matrix Σ−1, the inverse of the covariance
matrix, which encodes conditional (in)dependencies: Σ−1

ij = 0 if and only if Yi and Yj are
independent given Y \ {Yi, Yj}. For a recent review, see Maathuis et al. (2018).

In the Bayesian setting, a prior distribution is assumed on Σ−1 that encourages its
off-diagonal entries to be zero or close to zero. Two strategies are commonly employed:
shrinkage priors and graph-based priors. The former approach can be understood as
a generalization of commonly used shrinkage priors (such as the Lasso prior) in linear
regression to positive definite matrices. See, for instance, Wang (2012); Li et al. (2019)
and references therein. In the latter approach, instead, a prior is assumed for G and,
conditionally to G a prior on Σ−1 is assumed such that an absence of the edge between
nodes i and j in G implies Σ−1

ij = 0. See Mohammadi and Wit (2015) and references
therein. Each approach has its pros and cons. Generally speaking, posterior inference in
graph-based models is less efficient because they require transdimensional Markov chain
Monte Carlo (MCMC) sampling strategies (Green, 1995) in a huge dimensional parameter
space. On the other hand, models based on shrinkage priors usually lead to simpler and
more efficient MCMC algorithms, but the estimates of G obtained from Σ−1 might be
worse (Mohammadi and Wit, 2015).

We propose a novel shrinkage prior for Bayesian graphical modeling, called Fiedler
prior, which is particularly useful for estimating sparse precision matrices Σ−1 with a
block-diagonal structure. We borrow ideas from spectral clustering (Von Luxburg, 2007)
and define the prior based on the spectrum of a transformation of the precision matrix.
This allows Fiedler prior to enforce block-diagonal structure on the precision matrix.

There exist several methods for sparse covariance matrix estimation based on approx-
imating the precision matrix in a block-diagonal way. These approaches usually follow
a two-step procedure, first detecting the block-diagonal structure and then applying the
Graphical Lasso (hereafter referred to as G-Lasso) algorithm to each block for estimating
the precision matrix (see eg Devijver and Gallopin, 2018).

2 The Bayesian graphical model

Before presenting the main contribution of this work, let us introduce some preliminary
definitions and results.

2.1 Graph Laplacian and Fiedler value

Given a weighted graph with weights W = {wij}pi,j=1, wij ≥ 0, define its unnormalized
Laplacian as L = D − W , where D = diag(

∑
j w1j, . . . ,

∑
j wpj). The analysis of the

eigenvalues λ1 ≤ . . . ≤ λp of L and the associated eigenvectors is formalized in the field
of spectral graph theory, cf. Spielman (2012).
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It is well known that λ1 = 0 for any L. The multiplicity of the eigenvalue 0 corresponds
to the number of connected components in the graph (see, e.g., Von Luxburg, 2007,
Proposition 2). In particular, the graph is connected if and only if the second smallest
eigenvalue of L, known as the Fiedler value or algebraic connectivity, satisfies λ2 > 0.
Moreover, the eigenspace associated with 0 is spanned by the indicator vectors of those
components. This is the key motivation underlying spectral clustering.

2.2 The Fiedler prior

In this section, we formalize the Fiedler prior, a prior over partial correlation matrices.
The entries of the partial correlation matrix Ω are elements of [−1, 1] which are expressed
as a function of Σ−1 by

ωij = −Σ−1
ij

/√
Σ−1

ii Σ
−1
jj . (1)

Formally, let L(|Ω|) be the Laplacian matrix associated to the matrix |Ω| with entries
|ωij|, and let λ1(Ω), . . . ,λp(Ω) denote its eigenvalues. Then Ω follows the Fiedler prior
with parameters δ = (δ1, . . . , δp) if it has density

p(Ω|δ) = 1

Z
exp

(
−

p∑

j=1

δjλj(Ω)
)

(2)

with respect to the standard Lebesgue measure on the space of [−1, 1]-valued symmetric
matrices. Note that Z = Z(δ) is finite almost surely because the support of p(Ω) is
bounded. Since λ1 = 0 for any Ω, we will always set δ1 = 0. The original idea that
initiated the definition and study of this prior is the use of the Fiedler value for penalized
maximum likelihood estimation in neural networks (Tam and Dunson, 2020).

To transpose (2) to precision matrices, we use an approach similar to the one in
Barnard et al. (2000), who instead work on the covariance matrix Σ. We decompose
Σ−1 into a partial correlation matrix and an inverse-scale matrix: Σ−1 = TΩT , where
T = diag(τ1, . . . , τp). The conditional dependencies can be read equivalently from Ω or
Σ−1. Our prior specification is completed by assuming

τj
iid∼ Exp(η), j = 1, . . . , p, (3)

where Exp(η) is the exponential distribution with mean η−1.
As a simple illustration, we compare the marginal distribution on the off-diagonal

entries ωij under G-Lasso and Fiedler priors. Since both priors involve intractable nor-
malizing constants, we use an MCMC algorithm to sample from them. In particular,
for the G-Lasso prior we simulate from the prior on Σ−1 defined in Wang (2012) and
compute ωij as in (1). For both priors we assume p = 15, for the Fiedler prior we fix
δ = (0, δ, δ, δ, 0, . . . , 0) with δ = 25. For the G-Lasso prior, we employ a double expo-
nential kernel with parameter λ. Figure 1 shows the marginal distributions for different
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Figure 1: Marginal priors for the off-diagional entries {ωij, j > i} under the Fiedler prior
and the G-Lasso prior, for different values of the hyperparameters.

values of the parameters. Note that the G-Lasso prior shows the usual tradeoff between
local and global shrinkage: to obtain shrinkage for values that are close to 0, also the
values that are far from 0 are significantly shrunk (see the tails for λ = 2). On the con-
trary, observe how the tails of the Fiedler prior are significantly heavier than the ones of
the G-Lasso for both choices of λ, showing that good shrinkage of small values can be
achieved without overshrinking the signal of large values.

3 Numerical illustrations

We present a simple simulation study to show the difference between the Fiedler prior and
the G-Lasso. We simulated n = 250 observations independently from a six-dimensional
zero centered normal distribution with precision matrix equal to

Σ−1 =

[
A, 0
0, A

]
, A =




3, 1.5, 1.5
1.5, 3, 1.5
1.5, 1.5, 3



 . (4)

Such a model separates the variables into two blocks: the first three and the last three.
We considered different prior specifications for Σ−1. A “well-specified” and a “misspec-

ified” Fiedler prior with respective parameters δ = (0, δ, 0, . . . , 0) and δ = (0, δ, δ, . . . , 0).
Such parameters δ imply that they make use of only λ2, or both λ2 and λ3, respectively,
which should yield two or three separate groups of variables, respectively. Finally, we
considered the G-Lasso with double exponential parameter λ.
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δ δ λ

Figure 2: Coefficients of the MAP estimates of Σ−1 as a function of the values δ or
λ under the tree models: from left to right, well-specified Fiedler, misspecified Fiedler,
and G-Lasso. Orange lines and blue lines refer to the estimates of the nonzero and zero
off-diagonal elements of Σ−1, respectively. The vertical black line indicates when all the
estimates of the zero entries in (4) are below 10−5 in absolute value.

We computed the maximum a posteriori (MAP) estimate of Σ−1 for various values of
δ and λ and looked at the values of the entries of Σ−1 as a function of δ and λ.

Figure 2 reports the plots of the “paths” for the tree priors employed. The G-Lasso
prior shows the usual overshrinking phenomenon: to estimate values close to zero for
the zeros in Σ−1, all the values are shrunk to small values. The well-specified Fiedler
behaves correctly: it shrinks to zero the correct terms in Σ−1 without “penalizing” the
nonzero entries. This shows exactly how the Fiedler prior works: it encourages sparsity
only to separate components of the graph associated with Σ−1. Once the components are
separated, the other variables are free to assume any large value. Finally, the misspecified
Fiedler shows an in-between behavior. In order to recover the two-block structure in Σ−1

also some of its nonzero entries are shrunk. This suggests that great care must be taken
in carefully choosing the parameter δ.

4 Discussion and future work

In this work, we presented a novel prior for partial correlation matrices, namely the Fiedler
prior, and showed an application to Bayesian graphical modeling for Gaussian variables.
The Fiedler prior is particularly suited to detect block-diagonal structures.

Several interesting questions are still open. First of all, the choice of parameter δ
seems to be crucial. Assuming a prior distribution on it is unpractical due to the in-
tractable normalizing constant in (2). Hence, a suitable prior elicitation strategy, as well
as sensitivity analysis, must be devised. Second, MCMC computation based on gradient
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information is burdensome due to the need of computing the gradient of the eigendecom-
position of Ω. To this end, we might exploit an approximate gradient formulation based
on the Rayleigh quotient characterization, as done in Tam and Dunson (2020).
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Résumé. De nos jours, dans pratiquement tous les domaines tels que la finance,
la médecine, l’écologie, l’industrie..., il est impossible d’éviter des risques ! Par
exemple, en finance, le "risque" signifie souvent la possibilité de perdre de l’ar-
gent. En hydrologie, le risque peut par ailleurs représenter la quantité d’eau
dépassant le niveau de remplissage maximum d’un barrage. La Conditionnal
Covariate Tail Expectation (ou CCTE) est une mesure de risque qui quantifie un
coût moyen associé à d ≥ 1 facteurs de risque non nécessairement homogènes.
Dans notre cadre d’étude, la zone de risque est représentée par un ensemble
de niveau inférieur associé à une fonction de profondeur statistique multiva-
riée. Nous proposons un estimateur consistant de la CCTE avec une vitesse de
convergence : cet estimateur fait intervenir une estimation de l’ensemble de ni-
veau associé à la profondeur en question via une méthode plug-in. Une étude
sur simulation vient compléter l’étude des performances de notre estimateur.

Mots-clés. Estimation plug-in, fonction de profondeur multivariée, théorie du
risque.

Abstract. Nowadays, in almost all fields such as finance, medicine, ecology,
industry.., it is not possible to avoid risks. For instance, in finance, risk often
means that there is potential for money loss. In hydrology, risk could represent
the amount of water which exceeds the maximum storage level of a dam. The
Conditionnal Covariate Tail Expectation (CCTE) is a risk measure that quanti-
fies an expected cost associated to d ≥ 1 risk factors which are heterogeneous in
nature. In our setting, the risk region in the problem at hand is represented by
a depth-based lower level set. We provide a consistent estimator of the CCTE
with a rate of convergence : this estimator involves a plug-in approach when es-
timating the lower level set. A simulation study complements the performances
of our estimator.
Key-Words. Plug-in estimation, multivariate depth function, risk theory.

1 Introduction
La théorie du risque est une branche de la statistique qui s’intéresse aux évè-
nements peu probables. Le but principal recherché est de pouvoir gérer la part
d’incertude de certains évènements, ce qui permet la mise en place de mesures
de prévention. La théorie du risque est appliquée dans divers domaines, par
exemple, en hydrologie pour prévoir les crues, en finance pour protéger la valeur
du portefeuille après un investissement, etc...
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Usuellement, une mesure de risque est une application définie sur un ensemble
de variables aléatoires à valeurs réelles. Il est à noter que, pour un phénomène,
la prise en compte d’un seul facteur de risque pourrait considérablement affectée
l’exactitude du modèle à l’étude. Modéliser la structure de dépendance de don-
nées multivariées permet alors d’obtenir des résultats significatifs et réprésenta-
tifs dans l’analyse du risque. Par exemple en hydrologie, plusieurs phénomènes
sont décrits par le biais de deux ou plusieurs variables corrélées. Ces dernières
sont considérées jointement afin de représenter efficacement ces phénomènes
hydrologiques. Ainsi, la probabilité de réalisation d’un risque ne peut pas être
estimée sur la base de l’analyse univariée. La littérature de risques hydrologiques
a été largement étudiée dans un cadre multivarié et traite principalement un ou
plusieurs des éléments suivants : (1) montrer l’importance et l’utilité du cadre
multivarié, (2) trouver un modèle de distributions multivariées approprié afin de
modéliser les risques, et (3) définir et étudier des temps de retour miltivariés (cf.
Chebana and Ouarda (2011)). L’étude de risques amène à l’étude de "régions"
quantiles : celle des risques univariés via des quantiles univariés a été largement
traitée dans la littérature. Quant aux risques multivariés, l’étude de quantiles
multivariés a gagné beaucoup d’attention ces dernières décénies, notamment les
quantiles basés sur une loi de probabilité multivariée (cf. Belzunce et al. (2007),
Dehaan and Huang (1995), Cousin and Di Bernardino (2013)), ou encore les
quantiles basés sur une fonction de profondeur (cf. Zuo and Serfling (2000)).

Il est pertinent d’analyser le comportement d’un coût modélisé par une variable
aléatoire réelle Y (par exemple, la somme d’argent gagnée ou perdue dans un
investissement sur une certaine période), et ce par rapport à d ≥ 1 facteurs de
risque différents X ∈ Rd. Intuitivement, la variable de coût Y va dépendre des
facteurs de risques du phénomène étudié. Dans un cadre d’étude général, La-
loë et al. (2015) proposent d’analyser le comportement d’une variable aléatoire
réelle Y qui dépend d’un vecteur aléatoire de risques X ∈ Rd. Plus précisé-
ment, la Covariate Conditionnal Tail Expectation suivante définie une mesure
de risque :

CCTEF,α(Y,X) := E[Y |X ∈ LFX (α)],α ∈ (0, 1), (1.1)

où,
LFX (α) :=

{
x ∈ Rd : FX(x) ≥ α

}
, (1.2)

est l’ensemble de niveau (supérieur) associé à la fonction de répartion FX := F
du v.a X ∈ Rd.

2 Depth-based Covariate Conditionnal Tail Ex-
pectation

L’utilisation d’une mesure de risque basée sur les ensembles de niveau d’une
fonction de répartition nous restreint à considérer uniquement des orientations
particulières du risque (cf. Figure 2, graphe gauche). Par exemple, on peut consi-
dérer des températures très basses ou très élévées, mais pas les deux à la fois.
Afin de contourner ce problème de dépendance en une direction canonique, au
lieu de considérer des ensembles de niveau de la forme LFX (α), des ensembles
de niveau de la forme LFRX (α) ont été étudiés dans la littérature, où R est
une matrice de rotation dans Rd (cf. Torres et al. (2020)). Une telle matrice
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de rotation R permettrait de mettre en évidence d’autres zones de risque dans
Rd ; cependant, dans ce cas, la CCTE dépendrait encore d’une orientation via la
rotation R. Pour cela, afin d’étudier une mesure de risque complètement indé-
pendante de l’orientation, nous proposons une approche nouvelle en considérant
la CCTE pour des ensembles de niveau associés à une fonction de profondeur
statistique multivariée (au sens de la Définiton 2.1 dans Zuo and Serfling (2000),
cf. Figure 1), et qui est notée

D : Rd × P(Rd) → R+,

avec P := P(Rd) désignant l’ensemble des mesures de probabilités sur Rd.
En efffet, une fonction de profondeur ordonne des données selon leur degré de
centralité, et fournit un ordre statistique du centre vers l’extérieur (cf. Zuo and
Serfling (2000)).

−2 −1 0 1 2

−2
−1

0
1

2
3

X

Y

Some depth function to Gaussian bivariate data

Figure 1 – Régions de profondeur faible à élévée (zones jaunes/blanches à
rouges/oranges respectivement) pour des vecteurs gaussiens dans R2.
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Figure 2 – Ensembles de niveaux (supérieurs) pour une fonction de réparti-
tion et ensembles de niveaux inférieurs pour une profondeur respectivement (de
gauche à droite respectivement).

Afin d’étudier les zones de risque via une fonction de profondeur, il faut s’in-
téresser aux régions de faible profondeur sur lesquelles nous pouvont étudier le
comportement de la covariable de coût Y. En d’autres termes, considérant un
niveau α > 0, une mesure de probabilité P sur Rd, nous considérons l’ensemble
de niveau

LD(α) :=
{
x ∈ Rd : D(x,P ) ≤ α

}
. (2.1)

Étant donné une suite d’estimateurs consistants (P̃n)n≥1 de P , nous proposons
d’estimer LD(α) par l’ensemble

Ln,D(α) := Ln(α) =
{
x ∈ Rd : Dn(x) := D(x, P̃n) ≤ α

}
, n ≥ 1. (2.2)

3 Estimation et vitesse de convergence
Soit X un vecteur aléatoire de loi P ∈ P(Rd), Y une va réelle, et α > 0.
Dans notre cadre d’étude, on s’interesse à l’estimation de la CCTE basée sur
les ensembles de niveau d’une profondeur, définie par :

CCTED,α(Y,X) := E[Y |X ∈ LD(α)]. (3.1)

Soient n1, n2 ≥ 1. Soient deux échantillons,

S̃n1 := (X̃i)i=1,..,n1 de même loi que X, et (3.2)
Sn2 := ((Yi,Xi))i=1,..,n2 de même loi que (Y,X),

tels que les (Yi,Xi)i et les (X̃i)i soient indépendants. Considérons Ln1(α) un
estimateur (calculé à partir de S̃n1) de LD(α). On peut alors construire à partir
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de l’échantillon Sn2 un estimateur pour la CCTE (3.1) :

ĈCTE
n1,n2

D,α (Y,X) := ESn2
[Y |X ∈ Ln1(α)] =

n2∑

i=1

Yi1Xi∈Ln1 (α)

n2∑

i=1

1Xi∈Ln1 (α)

, (3.3)

sous réserve que, pour n1, n2 ≥ 1, P-p.s.
∑n2

i=1 1Xi∈Ln1 (α)
> 0.

Notre premier résultat lie la vitesse de convergence de la ĈCTE à celle de Ln(α).
On suppose que :

(H0) il existe une suite de réels strictement positifs (vn)n≥1 telle que

vn · P[X ∈ Ln(α)∆LD(α)]
P−−−−→

n→∞
0,

où A∆B = (A\B)∪ (B\A) désigne la différence symétrique entre les ensembles
A et B.

On dérive alors la vitesse de convergence pour la ĈCTE dans le théorème sui-
vant.

Théorème 1. Soient α > 0 et P ∈ P(Rd). On suppose que

P[X ∈ LD(α)] > 0.

Sous l’hypothèse (H0), en supposant qu’il existe un r ≥ 2 tel que Y est r-
intégrable, on a :

n
r−1
2r ∧ v

r−1
r

n

∣∣∣ĈCTE
n

D,α(Y,X)− CCTED,α(Y,X)
∣∣∣ P−−−−→

n→∞
0.

Il est également possible de remplacer (H0) par une convergence au sens de la
mesure de Lebesgue, à condition de faire des restrictions sur la loi de X ∼ P.
On note λd la mesure de Lebesgue sur Rd, et lorsque P est continue on note f
la densité de X :

(H1) : (i) ∃ (vn)n≥1 une suite de réels strictement positifs telle que

vn · λd(Ln(α)∆LD(α))
P−−−−→

n→∞
0, et

(ii) ∃ p > 1, ‖f‖p,λ :=

(∫

Rd

f(x)pdx

) 1
p

< +∞.

Théorème 2. Soit α > 0, P ∈ P(Rd). On suppose que

P[X ∈ LD(α)] > 0.

Sous l’hypothèse (H1), et en supposant qu’il existe un r ≥ 2 tel que Y est
r-intégrable, on a :

n
r−1
2r ∧ v

(p−1)(r−1)
pr

n

∣∣∣ĈCTE
n

D,α(Y,X)− CCTED,α(Y,X)
∣∣∣ P−−−−→

n→∞
0.
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En contrôlant la distance de Haussdorf entre Ln et LD on est également capable
de lier la vitesse de convergence de la ĈCTE en fonction de celle d’un estimateur
Dn de D (théorème ci-dessous).

Théorème 3. Sous ceratines hypothèses techniques sur la profondeur D (plus
précisemment, sur son comportement au voisinage du niveau α ainsi que sa
consistance) on a,

λd(L(α)∆Ln(α)) = O
n→∞

(‖Dn −D‖∞,Rd), P-p.s.

Par conséquent, il s’agit d’étudier la vitesse de convergence de ‖Dn −D‖∞ vers
zéro en probabilité. Ceci nous permettra de conclure sur la vitesse de conver-
gence de la CCTE. Notre objectif final sera donc de proposer des profondeurs et
leurs estimateurs permettant d’estimer efficacement notre CCTE. Enfin, nous
proposerons une étude sur simulation pour illustrer nos résultats.
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Résumé. Les forêts aléatoires, d’une part, et les réseaux de neurones, d’autre part,
ont rencontré un grand succès dans la communauté de l’apprentissage machine pour leurs
performances prédictives. Des combinaisons des deux approches ont été proposées dans la
littérature, conduisant notamment aux forêts dites profondes (DF) (Zhou & Feng,2019).
Dans ce travail, notre objectif n’est pas de comparer les performances des forêts profondes
avec celles d’autres méthodes, mais d’étudier les mécanismes sous-jacents de ce modèle.
En outre, nous montrons que l’architecture des forêts profondes peut généralement être
simplifiée en réseaux de forêts peu profonds, plus simples et plus efficaces sur le plan al-
gorithmique. Malgré une certaine instabilité, ces derniers peuvent surpasser les méthodes
prédictives standard reposant sur des arbres de décision. Nous étudions théoriquement
une architecture simplifiée : nous présentons un cadre théorique dans lequel un réseau
d’arbres peu profond améliore les performances des arbres de décision classiques. Pour
ce faire, nous établissons des bornes théoriques sur le risque pour des arbres classiques et
des réseaux d’arbres. Ces bornes révèlent l’intérêt des architectures de réseaux d’arbres
lorsque les données sont très structurées, et à condition que la première couche, servant
d’encodeur, soit suffisamment riche.

Mots-clés : Forêts profondes, apprentissage profond, forêts aleatoires, réseaux de
neurones, modèles hybrides, apprentissage statistique.

Abstract. Random forests on the one hand, and neural networks on the other hand,
have met great success in the machine learning community for their predictive perfor-
mance. Combinations of both have been proposed in the literature, notably leading to
the so-called deep forests (DF) (Zhou & Feng,2019). In this paper, our aim is not to
benchmark DF performances but to investigate instead their underlying mechanisms.
Additionally, DF architecture can be generally simplified into more simple and com-
putationally efficient shallow forest networks. Despite some instability, the latter may
outperform standard predictive tree-based methods. We theoretically study a simplified
architecture: we exhibit a theoretical framework in which a shallow tree network is shown
to enhance the performance of classical decision trees. In such a setting, we provide tight
theoretical lower and upper bounds on its excess risk. These theoretical results show the
interest of tree-network architectures for well-structured data provided that the first layer,
acting as a data encoder, is rich enough.
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Keywords: Deep Forest, deep learning, random forests, neural network, hybrid mo-
dels, statistical learning.

1 Introduction

Récemment, plusieurs approches ont été proposées pour envisager des réseaux de neurones
(DNNs) avec des modules non différentiables. Parmi elles, l’algorithme Deep Forest ?,
qui utilise des forêts aléatoires (RF pour “Random Forest”) en guise de neurones, a reçu
beaucoup d’attention ces dernières années dans diverses applications telles que le traite-
ment d’images hyperspectrales ?, l’imagerie médicale ?, les interactions médicamenteuses
?? ou encore la détection de fraudes ?.

Les forêts profondes (DF pour ”Deep Forest”) ? consistent en une procédure hybride
dans laquelle des forêts aléatoires sont utilisées comme composants élémentaires (neu-
rones) d’un réseau de neurones. Chaque couche de DF est composée d’un assortiment de
forêts de Breiman et de forêts complètement aléatoires (CRF) ?, entrâınées les unes à la
suite des autres, voir Figure 1.

Figure 1: Architecture des forêts profondes (le schéma provient de ?). Le vecteur de sortie
de chaque couche est concaténé avec les entrées avant d’être passés à la couche suivante.

Les méthodes DF présentent de bonnes performances en pratique, ce qui suggère que
l’empilement de RF et l’extraction des caractéristiques de ces estimateurs à chaque couche
du réseau est un moyen prometteur de tirer parti de leurs performances dans le cadre des
réseaux neuronaux. Les travaux afférents aux DF représentent cependant exclusivement
des contributions algorithmiques sans compréhension formelle des mécanismes moteurs
à l’œuvre dans les cascades de forêts. La procédure reste en effet complexe : plusieurs
couches sont empilées, chacune étant composée d’estimateurs RF non paramétriques, eux-
mêmes complexes. Les raisons du gain de performance accordé par de telles architectures
restent donc opaques.

L’objectif de ce travail n’est pas de faire une étude exhaustive des performances de
prédiction des DFs ? mais plutôt de comprendre comment l’empilement d’arbres en réseau
peut aboutir à une procédure d’apprentissage compétitive.
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Contributions. Dans cette étude, nous analysons l’avantage de combiner les arbres
dans une architecture réseau à la fois théoriquement et numériquement. Nos principaux
objectifs sont (i) de quantifier les avantages potentiels de la DF par rapport à la RF,
et (ii) de comprendre les mécanismes à l’œuvre dans des architectures aussi complexes.
Nous montrons en particulier qu’une configuration peu profonde peut aboutir aux mêmes
performances que la configuration par défaut des DF. Nous montrons aussi que la per-
formance de la méthode globale dépend essentiellement de la structure des premières
couches. Pour une architecture simplifiée, et dans un cadre théorique supposant une cer-
taine structure des données, nous établissons des bornes inférieures et supérieures pour
les risques d’un arbre et d’un réseau d’arbres. Nous prouvons ainsi qu’un réseau d’arbres
peu profond peut être plus performant qu’un arbre individuel dans le cas spécifique de
données structurées si le premier arbre du réseau joue le rôle d’un encodeur efficace.

2 Analyse numérique des architectures DF

Une grande profondeur est-elle nécessaire ? Nous éprouvons numériquement les
DF avec différents nombres de couches sur des jeux de données réels : une version simplifiée
des DF à peu de couches donne des résultats équivalents à ceux d’une DF profonde,
tout en permettant une réduction drastique du nombre de paramètres des méthodes.
Pour la plupart des jeux de données, envisager les DF à deux couches constitue déjà une
amélioration par rapport à l’algorithme RF de base.

A la recherche du meilleur sous-modèle. Nous conduisons ensuite une analyse
approfondie du rôle de chaque couche dans la performance globale des DF : dans une
architecture à L couches, nous pointons, pour chaque expérience, la couche offrant les
meilleures prédictions. Globalement, sur la plupart des jeux de données, nous observons
que les sous-modèles à une ou deux couches donnent les meilleures performances.

La meilleure performance des premiers sous-modèles peut s’expliquer par la pauvreté
de la nouvelle représentation créée par chaque couche : dans un cadre de classification
multi-label, la dimension du nouveau vecteur de variables créées correspond au nombre
de classes multiplié par le nombre de forêts qui peut être faible, suivant l’architecture,
devant le nombre de caractéristiques d’entrée ; d’autre part, les différentes forêts au sein
d’une couche sont susceptibles de produire des sorties similaires.

Compréhension précise de l’influence de l’encodage dans un réseau d’arbres
à deux couches. Afin d’appréhender finement l’influence de la profondeur des arbres
en DF, nous étudions une architecture simplifiée : un réseau d’arbres CART, composé de
deux couches comptant un seul arbre CART par couche.

Pour chaque échantillon, l’arbre de première couche produit un vecteur de probabilités
(ou un scalaire dans un cadre de régression), que l’on peut assimiler à un “encodage” des

3

72

(



données d’entrée et qui est passé à l’arbre de la seconde couche avec les données brutes.
On observe que lorsque l’encodage est de mauvaise qualité (i.e. l’arbre de la première

couche est de profondeur sous-optimale), le second arbre ne peut pas améliorer les résultats
du premier arbre tant qu’il n’est pas assez développé pour contrer l’effet de l’encodage.

3 Etude théorique d’un réseau d’arbres peu profond

Dans cette section, nous nous concentrons sur l’analyse théorique d’une architecture
simplifiée : notre objectif est de mettre en exergue des situations dans lesquelles un
réseau d’arbres à deux couches est plus performant qu’un arbre individuel. Parce que
la deuxième couche d’un réseau d’arbres permet de rassembler les feuilles d’arbres de la
première couche avec des distributions similaires, utiliser un réseau d’arbres semble judi-
cieux lorsque l’ensemble de données a une structure très spécifique, dans laquelle le même
lien entre l’entrée et la sortie peut être observé dans différentes sous-parties de l’espace
d’entrée.

Architecture étudiée. Nous nous concentrons sur deux arbres centrés en cascade
(voir des partitions correspondantes sur Figure 2) et nous tentons de déterminer l’influence
du premier arbre (d’encodage) sur les performances de l’ensemble du réseau d’arbres. Le
prédicteur résultant composé des deux arbres en réseau, de profondeurs respectives k et k′,
formés sur les données (X1, Y1), . . . , (Xn, Yn) est désigné par r̂k,k′,n. Soit r(x) = E[Y |X =
x] la fonction de régression à estimer et pour toute fonction f , le risque quadratique
associé est noté R(f).

Distribution des données. On considère un échantillon Dn = {(X1, Y1), . . . , (Xn, Yn)}
de copies i.i.d. d’un couple générique (X, Y ) avec X ∼ U([0, 1]2) et Y ∈ {0, 1}. L’espace
d’entrée [0, 1]2 est arbitrairement découpé en cellules blanches et noires, cf Figure 2. Si X
tombe dans une case noire (resp. blanche) Y suit alors une loi de Bernoulli de paramètre
p (resp. 1 − p). Ainsi, la distribution des données est parametrée par k! (avec 2k

!
le

nombre total de cellules), p et NB le nombre de cellules noires (cf. Figure 2). La fonction
de régression correspondante est donc constante par morceaux sur [0, 1]2 prenant deux
valeurs possibles p ou 1− p.

Principaux résultats. Nous étudions la performance d’un arbre individuel vs. celle
d’un réseau d’arbres pour l’estimation de la fonction de régression précédente. Nous
distinguons essentiellement deux cas : lorsque la profondeur du premier arbre est sous-
optimale (k < k!) ou bien lorsque le premier arbre est assez développé (k ≥ k!). Pour le
premier cas, le biais du premier arbre sera maximal lorsque la distribution des données
comptera autant de cases noires que de cases blanches réparties de manière régulière, i.e.
dans le cas d’une distribution structurée suivant un damier régulier.
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(a) Depth 4 (b) Depth 6 (c) Depth 8

Figure 2: Distribution des données selon un damier “généralisé” avec k! = 6 et NB = 40
cellules noires . La partition du (premier) arbre d’encodage de profondeur 4, 6 et 8 (de
gauche à droite) est affichée en bleu. La profondeur optimale d’un seul arbre centré pour
cette structure de données est de 6 (milieu).

Proposition 1 (Bornes sur le risque quand k < k!). Ici nous supposons que les données
sont tirées selon un damier régulier contenant autant de cases noires et blanches, de
paramètres k!, NB = 2k

!−1 et p > 1/2. Dans ce cas, chaque feuille du premier arbre
contient autant de cellules blanches que noires et la prédiction dans chaque feuille est
proche de 1/2 en moyenne. Le second arbre est alors aussi biaisé (à moins de le développer
jusqu’à la profondeur optimale k!).

Proposition 2 (Bornes sur le risque quand k ≥ k!). On considère un damier généralisé
(avec un nombre et un positionnement arbitraires des cellules noires) de paramètres k!,
NB et p > 1/2.

1. Soit un arbre simple r̂k,0,n de profondeur k ∈ N!. On a

R(r̂k,0,n) ≤
2kp(1− p)

n+ 1
+
(
p2 + (1− p)2

) (1− 2−k)n

2
,

et

R(r̂k,0,n) ≥
2k−1p(1− p)

n+ 1
+

(
p2 + (1− p)2 − 2kp(1− p)

n+ 1

)
(1− 2−k)n

2
.

2. On considère un réseau d’arbre r̂k,1,n. On a

R(r̂k,1,n) ≤ 2 · p(1− p)

n+ 1
+

2k+1εn,k,p
n

+

(
NB

2k!
p2 +

2k
! −NB

2k!
(1− p)2

)
(1− 2−k)n

où εn,k,p = n(1− 1−e−2(p− 1
2 )2

2k )n.

De plus la borne inférieure est du même ordre de grandeur que la borne supérieure.
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D’après cette proposition, lorsque le premier arbre n’est pas biaisé, le second arbre à
l’aide d’une seule coupe sert de réducteur de variance, améliorant le risque global d’un
facteur 2k comparé à celui d’un arbre individuel. Notons que cette réduction de la variance
ne peut pas être obtenue en faisant la moyenne de nombreux arbres, comme dans une
structure standard de forêts aléatoires centrées. Cela montre l’avantage des architectures
à couches d’arbres par rapport aux méthodes d’ensemble classiques.
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Résumé. En radiobiologie, un ”fold change” est défini comme une mesure de différence
entre l’état irradié et non-irradié d’une certaine entité biologique au cours du temps.
L’objectif de ce travail est de proposer une méthode de clustering des fold changes afin
d’identifier les principales modalités de réponse de cellules endothéliales suite à une ir-
radiation in vitro à travers différents omiques: gènes, protéines et métabolites. Notre
approche est basée sur le clustering des lois de probabilité des fold changes qui sont sup-
posées gaussiennes. Nous proposons une modification de la méthode de clustering des
lois basée sur la distance de Wasserstein tout en tenant compte des corrélations entre les
variables estimées à partir des données omiques. La performance de la nouvelle méthode
est évaluée et comparée à celle de la méthode de clustering k-means basée sur la distance
de Wasserstein.

Mots-clés. Irradiation in vitro, données omiques, analyse des données fonctionnelles,
clustering, distance de Wasserstein.

Abstract. In radiobiology, a fold change is defined as a measure of difference between
irradiated and non-irradiated condition for a certain biological entity over time. The goal
of this work is to propose a fold change clustering method in order to identify major
response modalities of endothelial cells after in vitro radiation exposure through tran-
scriptomic, proteomic and metabolomic data. Our approach is based on clustering fold
changes’ probability distributions that are assumed to be Gaussian. We propose a modi-
fication of distribution clustering method based on Wasserstein distance while taking into
account correlations between variables estimated from an omics data set. Performance
of the new method is evaluated and compared to the baseline Wasserstein distance-based
k-means clustering.

Keywords. In vitro irradiation, omics data, functional data analysis, clustering,
Wasserstein distance.
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1 Introduction

More than 200 000 patients undergo radiotherapy in France every year. This treatment,
however, is associated with undesirable effects for the healthy tissues situated in close
proximity to the irradiated tumors. It is thus of interest to compare different radiation
treatment configurations characterized by differences in dose, volume, energy, etc. in
order to ultimately suggest a treatment associated with minimal risks for patients.

The study of radiation response can be split into different scales, and this work focuses
on the radiation response of endothelial cells, previously identified as a key actor in the
appearance of radiation adverse effects. To investigate this cellular response, multiple
omics data sets (transcriptomic measuring gene expression, proteomic for protein expres-
sion, etc.) were collected for several time points. The common feature of all data sets is
the presence of two experimental conditions: irradiated and non-irradiated (control). The
quantity of interest that will be distinguished is radio-induced fold change: a measure of
irradiation effect represented by the difference between the two experimental conditions
over time.

In the course of this project, functional ANOVA model is used to estimate the fold
changes as temporal curves. These estimations are thus subject to uncertainties that
should be considered in subsequent investigations, such as clustering. The goal is then to
deduce specific temporal characteristics of the fold changes for different biological metrics,
in particular to determine the most characteristic time points that will be used for further
experiments. Since the behavior shown by the curves appears to be extremely variable, it
is reasonable to perform data clustering as means of distinguishing multiple characteristic
types of omics radiation responses. In this preliminary work, we introduce a distribution-
based clustering problem starting from the classical Wasserstein distance, and propose an
alternative algorithm performing temporal curve clustering in the presence of uncertainties
and joint correlations.

2 Functional ANOVA model

Consider an observation from one of the studied data sets characterized by the following
quantities: i ∈ {1, 2, ..., N} where N is the number of considered biological entities,
replicate j ∈ {1, 2, ..., nr}, and experimental condition k = 0 if control and k = 1 if
irradiated. Here the example of transcriptomic data set will be given, in this case i refers
to a specific gene, N is the number of genes present in the study, and nr = 3. Let yikj(t)
be a realization of the expression of a gene i under experimental condition k for replicate
j at time point t ∈ +. We consider the following model :

yikj(t) = µ(t) + k=1α(t) + βik(t) + εikj(t). (1)

The variables appearing in the model are as follows : µ(t) is the grand mean function,
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α(t) is the global fold change (that is, present in all genes), βik(t) is the individual gene
effect. We can thus define local fold change for a gene i: ∆i(t) = βi1(t)− βi0(t).

This model corresponds to a two-way functional ANOVA (f-ANOVA) model [1], with
the general form presented below:

yikj(t) = µ(t) + αk(t) + βi(t) + θik(t) + εikj(t). (2)

In this model we can distinguish the main-effect of irradiation αk(t) = k=1α(t), the
main-effect of a gene βi(t) = βi0(t), and the interaction-effect between irradiation and a
gene: θik(t) = 0 if k = 0 and θik(t) = ∆i(t) if k = 1.

The model can be rewritten in the following form allowing for direct estimation of
regression parameters as presented in [2]:

Y (t) = Zγ(t) + ε(t), (3)

with Y (t) =





y101(t)
y102(t)
y103(t)
y111(t)
y112(t)
y113(t)
y201(t)

...
yN13(t)





, γ(t) =





µ(t)
α(t)
β10(t)
β11(t)

...
βN0(t)
βN1(t)




and Z =

1 1

0 0 0 1 1 1 0 0 0 1 0 1 1 1

1 1 1 0 0

0 0 0 1 1 1 0 0

0 0 1 1 1 0 0 0

0 0 1 1 1









t

.

3 Fold Change Clustering

The task of identification of different groups of genes with respect to their response to
irradiation can be translated into that of clustering fold changes of genes. A fold change
of a gene i will be denoted as Γi = (Γi(t1), ...,Γi(tp)) , p ∈ N∗. With respect to the f-
ANOVA model described in the previous section, a fold change of a gene is defined as
a sum of a global and a local fold change: Γi(t) = α(t) + ∆i(t). In this section time is
discrete and t1, ..., tp are the observed time points. Fold changes are estimated from the
data for p time points with associated uncertainties. In order to take into account the
uncertainty of this estimation, the fold changes are considered to be normally distributed:
Γi ∼ N (µΓi ,ΣΓi). The task is therefore to perform distribution clustering which requires
choosing an appropriate distance.

Associated with a number of appealing properties, the Wasserstein distance allows to
compare probability distributions and is defined as follows:

W 2
2 (P1, P2) = inf

J

∫
‖x− y‖2dJ(x, y), (4)

where J is a joint distribution of random variables with marginals P1 and P2. In other
words, the Wasserstein distance between probability distributions P1 and P1 is the quan-
tity E‖X − Y ‖2 (where X and Y are random variables such that X ∼ P1 and Y ∼ P2)
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minimized over the set of all possible joint distributions of X and Y (for details see [3]).
The benchmark goal is to perform a Wasserstein distance-based k-means clustering of
distributions of fold changes Γ = (Γ1, ...,ΓN).

On the one hand, from the biological perspective it is justified to assume that some
groups of genes are mutually dependent, which is why it is of interest to take the corre-
lations between genes into account when performing clustering. On the other hand, the
presence of multiple replicates in the data set allows to estimate the joint distributions
of all variable pairs representing a fold change while taking into account the correlations
between genes, i.e. Cov(yikj(t), yi′kj(t)) %= 0 for i %= i′. For these reasons, the following
distance will be considered:

d22(P1, P2) = d22(X, Y ) = E‖X − Y ‖2. (5)

Instead of minimizing the expected value of the norm over the set of all possible joint
distributions, the latter is calculated for the actual joint distribution, which is considered
to be known. In particular, for Gaussian variables Γi ∼ N (µΓi ,ΣΓi) and Γj ∼ N (µΓj ,ΣΓj),
the distance can be developed in the following way:

d22(Γi,Γj) = E‖Γi − Γj‖2 = ‖µΓi − µΓj‖2 + Tr(ΣΓi) + Tr(ΣΓj)− 2Tr(K), (6)

where K is such that appears in the covariance matrix of Γij ∼ N
([

µΓi

µΓj

]
,

[
ΣΓi K
KT ΣΓj

])
,

the joint distribution of Γi and Γj. Covariance matrices ΣΓi = (σ2
Γi
(tl, tm)) ∈ Rp×p, ΣΓj =

(σ2
Γj
(tl, tm)) ∈ Rp×p and K = (ρΓiΓj(tl, tm)) ∈ Rp×p are assumed to be symmetric positive

definite and are initially considered as diagonal due to the following characteristic of the
experimental setting and hence the data set: the in vitro extraction of omic expressions
is a destructive process, which implies that a measure at each time point is performed on
a different pool of endothelial cells. Thus, the measures at two distinct time points could
be considered as independent. This assumption will be relaxed in future investigations in
order to include more biologically realistic temporal correlations. The distance estimate
that will be used in clustering can then be written explicitly:

̂d22(Γi,Γj) =
p∑

l=1

(µ̂Γi(tl) − µ̂Γj(tl))
2 +

p∑

l=1

σ̂2
Γi(tl)

+
p∑

l=1

σ̂2
Γj(tl)

− 2
p∑

l=1

ρ̂ΓiΓj(tl). (7)

Unfortunately, it is impossible to combine the k-means approach with the distance esti-
mate presented above. As soon as the first k barycenters are calculated, the distances
that have to be considered are no longer those between the pairs of observed fold changes,
but those between every fold change and the barycenters associated with every one of
the k clusters. These barycenters are not observed, their distributions are Gaussian and
represented only by a mean vector and a covariance matrix each. The joint distributions
are thus inaccessible, making it impossible to calculate the necessary distances. We will
thereupon concentrate on implementing the following algorithms:
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• Wasserstein distance-based k-means: this option can be considered as a bench-
mark, while keeping in mind that in this case the correlations between genes are not
taken into account.

• d̂2
2-based k-medoids: the previously mentioned problem can be solved by replacing

barycenters with medoids, that is the observed fold changes that are the closest to
every fold change in the given cluster. In this case the only needed distances are those
between the pairs of observed fold changes, providing access to the joint distributions’
estimates. Hence, we can use the distance based on the distribution estimate for
clustering while taking into account the correlations between genes.

The first option was implemented according to the algorithm described in [3]. In the
implementation of the k-medoids version, the initialization step was performed in the
same way, the rest of the algorithm was implemented according to Partitioning Around
Medoids (PAM) algorithm (e.g. see [4]). A slight modification was introduced with the
goal of improving performance.

4 Preliminary results & Further work

(a) Functional representations of 7 fold changes closest
to the global fold change (their medoid in red).

(b) Comparison of functional representations of the medoid
(k-medoids) and the barycenter (k-means) with the global
fold change in the case of single cluster.

Figure (1)

We have tested the algorithms on the transcriptomic data set and compared results.
The centroids in the case of a single cluster have been studied for the purpose of testing
the performance of the medoid search part of k-medoids algorithm as well the barycenter
search part of k-means algorithm. Both the medoid and the barycenter are expected to be
close to the global fold change α. Functional versions of fold changes including the medoid
curve and the barycenter were compared. The medoid detected by the k-medoids version
of the algorithm is very close to the global fold change, it appears to be the closest one
out of all fold changes (see Figure 1a). The barycenter detected by the k-means version
of the algorithm is exactly the same as the global fold change (see Figure 1b). It can be
concluded that the barycenter is a better approximation of the global fold change, which is
also expected since the medoid is chosen among the existing gene fold changes whereas the
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barycenter is estimated without this constraint. All of the previous arguments considered,
it can be concluded that both algorithms successfully perform the part of the clustering
procedure that corresponds to updating centroids for given clusters.

Some preliminary comparative results in case of multiple clusters are available. Figure
2a presents costs functions that are being optimized by each algorithm demonstrating
steady decline with the growing number of clusters. A cost function summing pairwise

distances d̂2
2 within every cluster was used to compare clustering success for different num-

bers of clusters. Figure 2b shows that an elbow for this cost function in case of k-medoids
algorithm appears at 4 clusters whereas in case of k-means at 6 clusters. Obtaining fewer
clusters in the first case is consistent with the idea of taking correlations into account and
as a result identifying redundant information.

(a) Native cost functions for both methods. (b) Costs comparison.

Figure (2)

Currently various simulation studies are conducted in order to test and compare the
robustness and the sensitivity of the two clustering techniques by introducing several
levels of correlations in the joint distributions at a given time point. The next step of this
case study is to estimate covariances with respect to time based on a markovian model,
incorporate them into the covariance matrices and perform fold change clustering while
accounting for all possible variable correlations.
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Résumé. Considérons un mélange de modèles de régression linéaire généralisée à
sorties binaires : P(Y = 1|X = x) =

∑K
k=1 ωkg(〈x, βk〉+ bk), dont les paramètres sont tra-

ditionnellement estimés en maximisant la vraisemblance. Nous proposons une estimation
alternative basée sur l’adéquation des moments croisés empiriques avec leurs analogues
théoriques. L’identitifiabilité, la consistance ainsi que la normalité asymptotique sont
démontrées. Les simulations effectuées sont très encourageantes quant à l’intérêt pratique
de la méthode, implémentée dans un package R disponible sur le CRAN.

Mots-clés. Mélange, régression binaire, moments

Abstract. We consider finite mixtures of generalized linear models with binary out-
put: P(Y = 1|X = x) =

∑K
k=1 ωkg(〈x, βk〉 + bk), which parameters are usually estimated

by maximizing the likelihood. We propose an alternative estimation based on the adequa-
tion of the empirical cross-moments with their theoretical counterparts. Identifiability,
consistency as well as asymptotic normality are proved. Simulations run are very promis-
ing concerning the practical interest of the method, implemented in a R package available
on CRAN.

Keywords. Mixture, binary regression, moments

1 Introduction

Le modèle de régression logistique (ou de régression linéaire généralisée) est très populaire
dans divers domaines. Quand les données étudiées proviennent de plusieurs groupes la-
tents, utiliser des modèles de mélanges est une manière courante de gérer l’hétérogénéité.
Beaucoup d’algorithmes ont ainsi été développés pour estimer les paramètres de tels
modèles, la plupart basés sur la maximisation de la (log-)vraisemblance via un algo-
rithme E-M. L’objectif de ce travail est d’explorer une approche alternative d’estimation
des paramètres basée sur les moments croisés jusqu’à l’ordre 3, dans le cadre des méthodes
basées sur les tenseurs − voir par exemple Anandkumar et al (2014).
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Soit X ∈ Rd le vecteur des covariables et Y ∈ {0, 1} la sortie binaire. Selon un modèle
de régression binaire, la probabilité conditionnelle P(Y = 1|X = x) est donnée par
g(〈β, x〉 + b), où β ∈ Rd est le vecteur des coefficients de régression, b ∈ R désignant
l’ordonnée en zéro. Le package que nous avons développé permet d’utiliser les liens logit
et probit, où g est donnée respectivement par g(z) = ez/(1+ ez) et g(z) = Φ(z) avec Φ la
fonction de répartition de la loi gaussienne standard N (0, 1).

Si maintenant l’on souhaite modéliser des populations hétérogènes, fixons K le nombre de
populations et ω = (ω1, · · · ,ωK) leurs poids tels que ωj ≥ 0, j = 1 . . . , K et

∑K
j=1 ωj = 1.

L’expression précédente se généralise naturellement en

P(Y = 1|X = x) =
K∑

k=1

ωkg(〈βk, x〉+ b) .

Notons θ = (ω, β, b) l’ensemble des paramètres.

Trois résultats théoriques sont démontrés dans Auder et al (2020) : l’identifiabilité (à
partir des moments croisés), la convergence et la normalité asymptotique. Cependant,
nous préférons ici nous concentrer sur les aspects pratiques de la méthode d’estimation,
décrite ci-après. Afin de simplifier les choses et sans perdre de généralité, la covariable X
sera supposée suivre une loi gaussienne standard : X ∼ N (0, 1). Les résultats peuvent
s’étendre à dautre distributions, mais ce n’est pas l’objet de cette communication.

2 Méthode d’estimation

2.1 Idée générale

Commençons par définir les moments croisés : en notant ej le jeme vecteur de la base
canonique de Rd, ceux-ci s’écrivent ainsi :

– M1(θ) := Eθ[Y X],

– M2(θ) := Eθ

[
Y
(
X ⊗X −

∑
j∈[d] ej ⊗ ej

)]
, and

– M3(θ) := Eθ

[
Y
(
X ⊗X ⊗X −

∑
j∈[d] [X ⊗ ej ⊗ ej + ej ⊗X ⊗ ej + ej ⊗ ej ⊗X]

)]
.

Le produit tensoriel s’effectue composante par composante, généralisant le produit ma-
triciel. Par exemple ej ⊗ ej est une matrice et X ⊗ ej ⊗ ej un tenseur d’ordre 3.
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Seuls les moments basés sur la vraie valeur du paramètre (θ") sont utiles. Mais comme
ce paramètre est inconnu, on approche empiriquement les vrais moments croisés :

M̂1 =
1

n

n∑

i=1

YiXi

M̂2 =
1

n

n∑

i=1

[
Yi(Xi ⊗Xi −

∑

j∈[d]

ej ⊗ ej)
]

M̂3 =
1

n

n∑

i=1

[
Yi(Xi ⊗Xi ⊗Xi −

∑

j∈[d]

[
Xi ⊗ ej ⊗ ej + ej ⊗Xi ⊗ ej + ej ⊗ ej ⊗Xi

]
)
]
.

D’autres part, les moments théoriques peuvent s’exprimer simplement à partir de θ :

M1(θ) =
K∑

k=1

ωkE[g′
(
〈X, βk〉+ bk

)
] βk ,

M2(θ) =
K∑

k=1

ωkE[g′′
(
〈X,µk〉+ bk

)
] βk ⊗ βk ,

M3(θ) =
K∑

k=1

ωkE[g(3)
(
〈X, βk〉+ bk

)
] βk ⊗ βk ⊗ βk .

Voir l’article pour les détails des calculs. Il est alors naturel d’utiliser un estimateur des
moindres carrés, minimisant les écart des Mi(θ) aux M̂i.

2.2 Précisions

Considérant la somme de carrés suivante :

Qn(θ) =
∑

j∈[d]

{
M̂1[j]−M1(θ)[j]

}2

+
∑

j,k∈[d]

{
M̂2[j, k]−M2(θ)[j, k]

}2

+
∑

j,k,l∈[d]

{
M̂3[j, k, l]−M3(θ)[j, k, l]

}2

,

avec [d] = [1, . . . , d] l’ensemble des entiers de 1 à d, d étant la dimension des covariables.
Une première idée consiste à minimiser Qn(θ) directement :

θ̂n = argmin
θ∈Θ

Qn(θ). (1)

Les termes dans la somme contribuent inégalement, car il y a plus de combinaisons
d’indices pour les moments d’ordre supérieur. On peut alors penser à pondérer chaque
groupe de termes : cela mène déjà à certaines améliorations. Cependant, on peut aller
plus loin en réécrivant le problème de minimisation. Définissons pour tout θ et i = 1, . . . , n

M̃i(θ) = Yi




Xi

Xi ⊗Xi −
∑

j∈[d] ej ⊗ ej
Xi ⊗Xi ⊗Xi −

∑
j∈[d]

[
Xi ⊗ ej ⊗ ej + ej ⊗Xi ⊗ ej + ej ⊗ ej ⊗Xi

]



−




M1(θ)
M2(θ)
M3(θ)
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comme un vecteur colonne. Posons alors le problème de minimisation suivant (Hansen 1982).

Soit W une matrice symétrique définie positive de taille d+ d2 + d3. Écrivons

QW
n (θ) =

(
1

n

n∑

i=1

tM̃i(θ)

)
W

(
1

n

n∑

i=1

M̃i(θ)

)
,

et définissons

θ̂Wn = argmin
θ∈Θ

QW
n (θ). (2)

On remarque alors que si W est la matrice identité, on retrouve Qn(θ). Si W est diagonale
on obtient la première idée mentionnée ci-dessus.

3 Algorithme

À ce stade se pose la question du choix de la matrice W . Hansen (1982) démontre
que la matrice W minimisant la variance asymptotique de l’estimateur est donnée par
W (θ") = (E[M̃i(θ)tM̃i(θ)])−1. Cette matrice optimale n’est pas accessible mais peut être
approchée empiriquement par

Ŵ (θ̂) =

(
1

n

n∑

i=1

M̃i(θ̂)
tM̃i(θ̂)

)−1

,

avec θ̂ une estimation préliminaire des paramètres, par exemple avec W = Id.

L’algorithme consiste alors à obtenir une première estimation des paramètres (avec W =
Id par exemple), elle-même initialisée avec les directions de la matrice β estimées depuis
les données : µk = βk/ ‖βk‖. On recalcule alors la matrice W selon la formule précédente,
puis survient la seconde et dernière itération.

Algorithme d’estimation des paramètres
Entrée: X, Y, K, g
1 : Estimer les directions µ1, . . . , µK via l’algorithme InitDir
2 : Minimiser QWinit

n (θ) en partant partant des directions trouvées en 1.
(S’arrêter ici si Winit est considérée assez précise)
3 : Re-calculer W en utilisant les paramètres ω, β et b obtenus
4 : Ré-exécuter l’étape 2.

Sortie: Les paramètres estimés θ̂

Voir l’article Auder et al (2020) concernant les détails de l’étape d’estimation des directions
(un calcul algébrique qui sort du cadre de cette communication).
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4 Expériences numériques

Nous comparons l’algorithme du paragraphe précédent avec celui plus classique basé sur
la maximisation de la log-vraisemblance implémenté dans le package R flexmix (2019).
Des jeux de données simulés sont utilisés à cet effet, de dimension 5 et 10. En dimension
5 nous simulons 2 groupes, puis 3 en dimension 10. Les données sont prises équiréparties
dans chaque groupe, et les matrices β contiennent des coefficients aléatoires variant entre
-4 et 4. Par exemple dans le cas d = 10 :

β =





1 2 −1
2 −3 1
−1 0 3
0 1 −1
3 0 0
4 −1 0
−1 −4 2
−3 3 0
0 2 1
2 0 −2





Afin de comparer les erreurs d’estimation, nous affichons dans la table suivante l’erreur
L1 sommée sur les composantes de chaque paramètre. C’est-à-dire que pour ω l’erreur af-
fichée est

∑K
k=1 |ωk− ω̂k|. De même pour b, et pour β en considérant cette matrice colonne

par colonne. Les paramètres sont obtenus en moyennant sur N = 100 réplications pour
différentes valeurs de n. Ensuite, on retire 2% des plus grandes valeurs, qui sont très rares
et biaiseraient trop le résultat visuel − pour les deux méthodes.

Les performances sont comparables, avec un léger avantage à flexmix dans le cas logit,
et à notre algorithme − package R morpheus (2020) − dans le cas probit (non montré
ici). Les temps d’exécution sont en général meilleurs pour morpheus. Étant donné que
l’estimation par maximum de vraisemblance est asymptotiquement optimale, c’est un
résultat très encourageant.
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d = 5 d = 10

n p β1 β2 b p β1 β2 β3 b

5.103
1.8e-2 2.1e+0 1.6e+0 3.9e-1 4.9e-2 5.2e+0 3.8e+0 1.2e+1 7.8e+0
6.0e-4 2.7e-1 7.0e-2 6.3e-3 1.3e-1 1.6e+2 1.8e+2 1.4e+0 4.3e+0

104
2.5e-2 7.1e-1 9.7e-1 4.6e-1 3.3e-2 3.9e+0 3.4e+0 7.4e+0 2.7e+0
1.8e-3 3.3e-2 4.2e-2 6.9e-3 1.3e-1 2.2e+0 1.8e+0 4.8e-1 7.3e-2

105
5.8e-2 4.1e-1 2.6e-1 3.5e-2 1.7e-2 1.1e+0 6.8e-1 2.0e+0 2.7e-1
5.9e-5 2.2e-2 1.7e-2 2.4e-3 1.3e-1 4.6e-2 9.6e-2 9.3e-2 5.5e-3

5.105
1.9e-2 2.0e-1 8.0e-2 9.4e-3 1.6e-2 9.1e-1 1.0e+0 7.9e-1 7.6e-2
2.3e-4 5.0e-3 6.1e-3 3.9e-3 1.3e-1 2.8e-2 1.7e-2 1.7e-2 2.5e-3

106
7.0e-2 5.3e-1 4.0e-1 1.9e-2 7.5e-3 7.8e-1 8.7e-1 2.7e-1 7.8e-2
7.0e-5 2.5e-3 7.0e-3 2.5e-3 1.3e-1 5.4e-2 2.0e-2 1.0e-2 3.4e-3

Table 1: Lien logit. Somme des erreurs pour notre algorithme (en haut) et flexmix (en
bas) moyennées sur N = 100 réplications, pour des valeurs croissantes de n.
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Résumé. Nous étudions le problème de l’inférence bayésienne pour l’analyse des
Distributions Spectrales d’énergie des galaxies. Nous proposons un modèle statistique et
une nouvelle version de lÉchantillonage Préférentiel Adaptatif Multiple qui stabilise la
convergence de l’algorithme en introduisant une suite de distributions cibles auxiliaires
bien choisies. Cette modification permet à la fois une diminution du nombre nécessaires
d’évaluations de la vraisemblance ainsi qu’une plus grande robustesse à une mauvaise
initialisation et au fléau de la dimension. L’association de cet algorithme et d’une ap-
proximation de la vraisemblance à l’aide de réseaux de neurones permet d’accélérer et
d’automatiser l’analyse.

Mots-clés. Inférence Bayésienne,échantillonage Préférentiel Adaptatif, Tempering,
Astrophysique des galaxies

We study bayesian inference for galaxy Spectral Energy Distribution analysis. We
propose a statistical model and a new version of the Adaptive Importance Sampling
algorithm stabilising convergence by introducing a well chose sequence of auxiliary target
distributions. This modification allows for reducing the number of likelihood evaluations,
moderates the curse of dimensionality and is more robust against poor initializations.
The combination of this algorithm with a Neural Network approximation of the likelihood
allows to accelerate and automate inference.

Keywords. Bayesian inference, Adaptive Importance Sampling, Tempering, Astro-
physics of galaxies

L’étude de la distribution spectrale d’énergie (Spectral Enegy Distribution ou SED)
d’une galaxie est le meilleur moyen d’étude de ses propriétés physiques. Des modèles
physiques complexes permettent en effet de relier les principales propriétés d’histoire et
de composition des éléments constitutifs d’une galaxie (étoiles, gaz, poussières) à sa SED.
On observe ensuite partiellement la SED via differents instruments de mesures (télescopes,
spectrographes) à différentes longueurs d’ondes, et on cherche à estimer les paramètres
des modèles physiques à partir de ces observations partielles.
Du point de vue statistique, il s’agit donc pour chaque galaxie observée, d’ajuster une
courbe théorique, dépendant de paramètres physiques θ, à des mesures échantillonnées
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irrégulièrement le long de cette courbe, et issues de deux procédés de mesure, la spectro-
graphie et la photométrie. Nous proposons une méthode d’inférence bayésienne basée sur
(i) l’approximation par un réseau de neurones des courbes théoriques issues du modèle
physique, donc le coût de calcul était trop long, sur (ii) un modèle de bruit gaussien
autour de cette courbe théorique, et sur (iii) une pondération des différents points de
mesure sur la SED, pour tenir compte des deux moyens de mesures, et de l’hétérogénéité
de l’échantillonnage en longueur d’onde le long de la courbe.

Cette configuration nécessite l’emploi d’outils d’intégration numérique adaptés. Le
parallèlisme naturel des réseaux de neurones sur GPU n’est absolument pas exploité par
un algorithme MCMC, qui doit attendre à chaque itération la nouvelle valeur proposée de
θ pour lancer le calcul de la courbe théorique. En revanche, les algorithmes particulaires
comme Population Monte Carlo (Cappé et al. 2004), Sequential Monte Carlo (Doucet et
al.(2001)) ou Adaptive Multiple Importance Sampling (Cornuet et al. 2012) sont adaptés
ici, puisqu’ils envoient, à chaque itération, toute une population de valeurs de θ pour
lesquelles ils souhaitent connâıtre la valeur de la SED théorique. Nous nous concentrons
ici sur les algorithmes échantillonages préferentiels adaptatifs, mais l’initialisation et la
calibration de la loi de proposition de ces algorithmes est un problème difficile. Notre
contrainte est de proposer un algorithme suffisamment stable pour pouvoir traiter au-
tomatiquement beaucoup de galaxies et obtenir autant de distribution a posteriori que de
galaxies à étudier. Par exemple, l’algorithme d’initialisation proposé par Cornuet et al.
(2012) dans la section 4 est instable, et très coûteux en nombre d’évaluations de la SED
théorique. Nous proposons donc une nouvelle méthode qui ralentit la course vers la loi a
posteriori et stabilise la calibration de la loi de proposition.

La première partie de ce résumé présente le modèle statistique, et la seconde partie
présente notre algorithme d’échantillonage préférentiel.

1 Modélisation de la distribution spectrale d’énergie
d’une galaxie

Nous décrivons ici succinctement les données, le calcul de la courbe théorique que l’on
ajuste aux données et le modèle statistique.

Pour une galaxie d’étude, on dispose d’un vecteur x ∈ Rd de flux d’énergie mesurés
à différentes longueurs d’onde. Ce vecteur x = (xph, xsp) ∈ Rd1 × Rd2 se décompose en
deux sous-vecteurs qui correspondent aux deux procédés de mesure (photométrie, spec-
trométrie) pour un flux d’énergie. La Figure 1 montre la répartition des longueurs d’onde
observées par chaque procédé de mesure et des courbes théoriques ajustées aux données.
Pour une valeur θ du vecteur des paramètres physiques, on note SED(θ) ∈ Rd les valeurs de
flux proposées par le modèle physique aux longueurs d’onde observées, voir Figure 2. Et,
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Figure 1: Illustration des différents types de mesures.
Les rectangles rouges représentent des mesures photométriques (peu nombreuses mais couvrant
une part importante du spectre), les bleus des mesures spectroscopiques (beaucoup plus nom-
breux mais beaucoup plus concentrés). La courbe noire est une SED théorique ajustée aux
données par maximum de vraisemblance, et les courbes colorées représente la décomposition de
la SED selon ses contributions (étoiles, poussière, gaz). L’une des mesures photométrique n’est
compatible avec aucune SED théorique

comme pour les observations, on décompose SED(θ) = (SEDph(θ), SEDsp(θ)) ∈ Rd1×Rd2 .
Le modèle de bruit dépend du procédé de mesure. Ce qui revient à considérer deux

vraisemblances partielles

fph
(
xph

∣∣θ
)
= Nd1

(
xph

∣∣SEDph(θ),Σph

)
,

fsp
(
xsp

∣∣θ
)
= Nd2

(
xsp

∣∣SEDsp(θ),Σsp

)
.

Nous supposons que ces deux erreurs gaussiennes multivariées sont indépendantes, que la
matrice Σph est diagonale, alors que nous considérons une structure de corrélation dans
Σsp qui tient compte de la distance courte entre les différentes longueurs d’onde observées
par spectroscopie. Par ailleurs, les observations issues de la spectroscopie sont beaucoup
plus nombreuses (d2 # d1), et concentrées dans une petite partie du spectre. Pour ne pas
sur-ajuster la courbe théorique dans cette région très riche en données, nous proposons de
pondérer les contributions à la vraisemblance de chacun des procédés de mesure via leurs
taux de couverture relatifs, ∆λph et ∆λsp. En posant r = ∆λsp

/
∆λph, la vraisemblance

que nous considérons est donc

L(θ|x) = fph
(
xph

∣∣SEDph(θ)
)
f r
sp

(
xsp

∣∣SEDsp(θ)
)
, (1)

ce qui revient à augmenter artificiellement la matrice de covariance Σsp. Enfin, nous
considérons une distribution a priori p(θ) généralement uniforme pour tenir compte de
contraintes physiques sur les valeurs des paramètres (positivité, âge,. . . ).
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Figure 2: Calcul de la SED théorique.
Le logiciel CIGALE (Boquien et al, 2019 ; où les références de la figure sont données) calcule
une distribution spectrale d’énergie (SED) en trois étapes (les trois lignes). La première
étape convolue l’histoire de formation stellaire (SFH) par un modèle de population stellaire
pour obtenir la courbe théorique bleue. La seconde étape considère les effets de la poussière
interstellaire sur la lumière ainsi émise : cela donne une courbe de flux (en rouge). La troisième
étape calcule les emissions dûes au gaz nébulaire. La courbe théorique résultante est la somme
de ces trois composantes.

2 Échantillonage Préférentiel Adaptatif Multiple Tempéré

Décrivons maintenant l’algorithme d’échantillonnage de la loi a posteriori π(θ) ∝ p(θ)L(θ|x).
Rappelons que l’évaluation numérique de la vraisemblance repose sur le calcul de

SED(θ). Ce dernier vecteur, issu d’une fonction bôıte noire, est en fait approché par un
réseau de neurones, et reste coûteux à calculer. Pour réduire le coût de recours au réseau
(via le GPU), on évalue cette fonction par lots de valeurs de θ. Nous nous appuyons donc
sur un algorithme d’échantillonnage préférentiel qui échantillonne l’espace des paramètres
à l’aide d’une loi de proposition q(θ) et pondère les tirages par w(θ) = π(θ)/q(θ).

Le choix de la loi q est crucial pour la qualité de l’approximation, la meilleure loi
étant la loi a posteriori elle-même. Différents algorithmes itératifs, qui améliorent pro-
gressivement la distribution d’échantillonnage qt de l’itération t, ont été proposés. (voir
par exemple Koblents et Joaquin (2012), Bugallo et al. (2017), Marin et al. (2019)) À
chaque itération, nous calibrons une loi de mélange pour définir qt+1, comme dans Cappé
et al.(2008) et Douc et al.(2007). La stratégie classique de la littérature est de choisir
qt+1 qui minimise la divergence de Kullback-Leibler DKL(π||qt+1), en approchant la loi
cible π(θ) par l’échantillon pondéré issu de la précédente itération. Malheureusement,
cette méthode ne résout que partiellement le problème puisqu’elle repose sur le choix de
la première loi q0, et peut se révéler numériquement instable.

Nous proposons de ralentir la course vers la loi cible π(θ) de deux façons : (i) à la
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fin de l’itération t, nous calibrons la loi qt+1 en minimisant sa divergence DKL(πβ||qt+1)
comme dans Cappé et al.(2008) mais avec une version tempérée de la cible πβ(θ) et (ii),
nous corrigeons cette loi d’échantillonnage pour que les particules θ associées à des petits
poids wt+1(θ) = π(θ)/qt+1(θ) puissent être utilisées lors de la calibration.

Ainsi, pour calibrer qt+1, nous pourrions chercher la loi de mélange gaussien q̃t+1 qui
minimise une version empirique de DKL(πβ||qt+1), où

πβ(θ) = π(θ)βqt(θ)
1−β (2)

et où β ∈ [0; 1] est auto-calibré. Cette pseudo-cible tempérée est un compromis entre la
loi a posteriori (cible finale) et la distribution auxiliaire utilisée à l’étape précédente. En
effet, la divergence DKL(π||πβ) de la cible contre la pseudo-cible tempérée (2) est une
fonction décroissante de β. L’inverse température β est auto-calibrée à chaque itération
pour assurer la qualité de l’approximation de πβ par qt+1 via le critère d’Effective Sample
Size (ESS). Mais de nombreux poids wt(θ) = π(θ)/qt(θ) qui apparaissent dans la ver-
sion empirique de DKL(πβ||qt+1) restent très faibles pour contribuer significativement à
l’approximation.

Donc, nous remplaçons tous les poids wβ
t (θ) = πβ(θ)/qt(θ) par

w̃β
t (θ) = max

(
s, wβ

t (θ)
)
, où

s est le quantile d’ordre 60% des poids wβ
t (θ) calculés sur les tirages de l’itération t. Cela

revient à remplacer la loi πβ par une autre pseudo-cible π̃β donnée par

π̃β(θ) ∝ s qt(θ)1{θ ∈ E}+ πβ(θ)1{θ %∈ E}, avec E =

{
θ :

πβ(θ)

qt(θ)
< s

}
. (3)

Et à chercher la loi de mélange qt+1 qui minimise une version empirique de DKL(π̃β||qt+1).
Il s’agit d’un second frein à la course vers la cible π(θ) puisque les particules ainsi pondérées
visent une pseudo-cible π̃β, mais qui avance dans la bonne direction puisque, (i) qt+1 est
une approximation par une loi de mélange de π̃β et (ii), si s ≤ 1,

DKL(πβ||π̃β) ≤ DKL(πβ||qt).

Au final, la mise en place de ces deux freins à la course vers la cible π(θ) prévient l’échec
de l’étape de mise à jour de l’algorithme itératif en empêchant la dégénérescende des poids,
tout en gardant faible le nombre total de tirage de θ, donc d’évaluations coûteuses de la
vraisemblance L(θ|x). Nous montrons sur des simulations que cela permet de mettre en
œuvre une procédure d’échantillonnage préférentiel, même en dimension 50. De façon plus
surprenante, nos simulations montreront aussi une certaine robustesse quant au choix de
la loi auxiliaire initiale q0 (voir Figure 3).
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Figure 3: Un exemple jouet.
Résultats de notre algorithme pour l’estimation de la moyenne et de la variance d’une
gaussienne en dimension 20 π = N (5020, I20), avec une très mauvaise initialisation

N (020, 200× I20), avec un total de seulement 40, 000 tirages (40 itérations de 1000 tirages
chacune). À gauche l’erreur quadratique moyenne de l’estimation de la variance et de la

moyenne (10 répétitions de l’expérience). À droite lévolution de DKL(π||q) (en bleu) et de βt
(en rouge) au cours des itérations durant l’une des répétitions.
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Résumé. Ce travail a un double objectif. Dans un premier temps, nous développons un schéma basé sur
les polynômes orthogonaux de Jacobi pour la résolution stable du problème de régression non paramétrique.
Dans un deuxième temps, nous développons un estimateur basé sur une projection aléatoire orthogonale
pour la résolution stable du problème de régression fonctionnelle linéaire (LFR). Plus précisément, le pre-
mier schéma nous fournit une famille à deux paramètres d’estimateurs de régression non paramétrique.
Ces estimateurs sont construits en utilisant le noyau de Christoffel issu de la famille de polynôme de Jacobi

{P (α,β)
k , 0 ≤ k ≤ N} où α,β ≥ −1

2 . Une analyse de convergence de cet estimateur à deux paramètres est
faite sous l’hypothèse que la vraie fonction de régression a une certaine régularité de Lipschitz ou qu’il
s’agit de la restriction à I = [−1, 1] d’une fonction à bande limitée. De plus, nous montrons que notre
deuxième estimateur LFR basé sur les projections aléatoires orthogonales est stable. En effet, on montrera
que la matrice de projection aléatoire associée est bien conditionnée. Enfin, nous illustrons les différents
résultats de ce travail par quelques simulations numériques.

Mots-clés: Régression non paramétrique, projection aléatoire, noyau de Jacobi, régression fonctionnelle
linéaire, pseudo-inverse aléatoire, nombre de conditionnement.

Abstract. The aim of this work is twofold. Firstly, we develop a Jacobi polynomials based scheme for
the stable solution of non parametric regression problems. Secondly, we develop an orthogonal projection
based estimator of the stable solution of linear functional regression (LFR) problem. More precisely, the
first scheme provides us with a two parameters family of non parametric regression estimators. These
estimators are constructed by using a random projection kernel associated with a finite orthonormal set of

Jacobi polynomials {P (α,β)
k , 0 ≤ k ≤ N} where α,β ≥ −1

2 . A convergence analysis of these two parameters
estimators is done under the assumption that the true regression function has some Lipschitz regularity or
is the restriction to I = [−1, 1] of bandlimited function. Moreover, we show that our random orthogonal
projection based LFR estimator is stable. This is done by showing that the associated random projection
matrix is well conditioned. Finally, we illustrate the different results of this work by some numerical sim-
ulations.

Keywords: Nonparametric regression, orthogonal projection, Jacobi kernel, linear functional regression,
random pseudo-inverse, condition number.

In the first part of this work, we consider the following nonparametric regression model:

Yi = f(Xi) + ηi, 1 ≤ i ≤ n,

where (Xi)1≤i≤n are random variables (or inputs) and the noise terms (ηi)1≤i≤n are i.i.d. real-valued
centred random variables. For simplicity, we will assume that the Xi take values in the interval I =
[−1, 1]. Nonetheless, we show how our nonparametric regression estimator can be adapted to handle the
multivariate case where Xi ∈ Rd, d ≥ 2. For a given complete metric space X , an output space Y, by
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following the standard notations (see for example [8]) and letting ρX denote the marginal probability
measure over X , the true regression function associated with the previous regression problem is given by

fρ(x) =

∫

Y
ydρ(y|x), x ∈ X ,

where dρ(y|x) is the conditional distribution of Y given X = x.
In the first part of this work, our aim is to develop a kernel projection based scheme that provides conve-
nient and stable estimates of the regression function f , provided that this later satisfies some smoothness
property. For two real parameters α,β > −1/2 and a positive integer N, the Jacobi polynomials kernel is
given by:

Kα,β
N (x, y) =

N∑

k=0

[
P̃ (α,β)
k (Xi)P̃

(α,β)
k (x)

]
= A(α,β)

N






P̃ (α,β)
N+1 (x)P̃

(α,β)
N (y)− P̃ (α,β)

N (x)P̃ (α,β)
N+1 (y)

x− y
, x %= y

P̃ (α,β)
N+1 (x)

′
P̃α
N (x)− P̃ (α,β)

N (x)
′
P̃ (α,β)
N+1 (x), x = y

,

where x, y ∈ I, A(α,β)
N =

2

2N + α+ β + 2

√
(N + 1)(N + α+ β + 1)(N + α+ 1)(N + β + 1)

(2N + α+ β + 1)(2N + α+ β + 3)
, and the

P̃ (α,β)
k are the usual orthonormal Jacobi polynomials with parameters α,β > −1

2 and degree k ≥ 0.

By using a random training set {(Xi, Yi), 1 ≤ i ≤ n}, we construct an empirical projection op-
erator associated with the Jacobi kernel. More precisely, we consider the weight function ωα,β(x) =
(1− x)α(1+ x)β and the associated weighted L2

ω(I)−space of real valued, measurable functions f and sat-

isfying ‖f‖2ω =

∫

I
|f(x)|2ωα,β(x) dx < +∞. For a positive integer n ∈ N, let {Xi, 1 ≤ i ≤ n} be a sampling

set of i.i.d random variables following the beta distribution B(α + 1,β + 1) over I. Then, we define our
estimator of the regression function f , based on Jacobi kernel by:

f̂α,β
n,N (x) =

2α+β+1B(α+ 1,β + 1)

n

n∑

i=1

YiK
α,β
N (Xi, x), x ∈ I.

To give an error estimate of this estimator, we need to define the following constants. For α,β ≥ −1
2

let cα,β =
α+ β + 1

2
, ηα,β =

exp
(2max(µ,0)

12 + max(µ2+αβ,0)
8

)

2(α+β)/2Γ(µ+ 1)
, ηηηn = maxi |ηi|, µ = max(α,β), τ = min(α,β).

Mα,β
f,N (ηηηn) = ηα,β2(α+β+1)

√
1+cα,β

2µ+1

(
β(α + 1,β + 1)

)
(N + 1)µ+1(‖f‖∞ + ηηηn) +

√
2‖f‖ωα,β . The following

theorem provides us with an estimate for the squared L2−error of our estimator f̂α,β
N,n(·).

Theorem 1. Under the previous notations and assumptions, assume that f has p continuous derivatives
on I and its p−th derivative f (p) ∈ Lip(γ), with p + γ ≥ max(µ + 1

2 ,
1
2 − τ). Then for any 0 < δ < 1 and

for sufficiently large values of n,N, we have with probability at least 1− δ,

‖f − f̂α,β
n,N‖ω ! logN

np+γ
+

Mα,β
f,N (ηηηn)√

n

√
log

(2
δ

)
. (1)

Next, we assume that for some c > 0, f is the restriction to I of a c−bandlimited function f̃ , that is
f̃ belongs to the Paley-Wiener space Bc, defined as the set of functions of L2(R) with Fourier transforms
supported on the interval [−c, c]. Then, for β = α ≥ −1

2 and any 0 < δ < 1, we have with probability at
least (1− δ)2:

‖f − f̂α,α
n,N‖L2(I) ≤

Mα,α
f,N (ηηηn)√

n

√
log

(2
δ

)
+

γ(α)√
c

(
1 +

1

2 ln
(
2N+4
ec

)
)(

ec

2N + 2

)N+2 ∥∥∥f̃
∥∥∥
L2(R)

, (2)
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where γ(0) = 1, γ(α) = 2−
3
2α+

1
4 e−α− 1

4 , α %= 0. (see [2] for more details)

Remark 1. The quantity ηηηn = max
1≤i≤n

|ηi|, given in (1) and (2) depends on n. Nonetheless, in practice and

independently of n, the noises ηi are uniformly bounded with high probability. This is the case for example
when the ηi are i.i.d. copies of the largely used centered Gaussian noise model with variance σ2. In this

case, for any fixed k0 > 0, we have |ηi| ≤ k0σ with probability at least 1− erf
( k0√

2

)
≈ 1− e−k20/2

k0
√
π/2

which

is a very high probability even for reasonable small values of k0.

Also, to overcome the problem of handling random sampling set, associated with an unknown marginal
distribution law ρX , one may use the well known transformation technique of random sampling laws. This
technique is briefly described as follows. We first assume that random sampling points Xi are i.i.d. copies
of a random variable with known cumulative distribution function (CDF) FX(·). Then it is easy to see that
the FX(Xi) follow the uniform law over (0, 1). Since the CDF of the Beta distribution B(α,α) is given
by the regularized incomplete Beta function Ix(α,α), and this later is invertible, then the transformed
sampling points

Zi = I−1
x (α+ 1,β + 1)

(
FX(Xi)

)
, 1 ≤ i ≤ n

follow the Beta(α + 1,β + 1)−distribution. For the case of an unknown sampling law ρX , it suffices to
replace the true CDF function FX(·) by an accurate estimate, in the previous equality.

Finally, we note that our Jacobi polynomials kernel projection estimator f̂α,β
n,N which was developed

and studied in the univariate case can be straightforwardly generalized to the multivariate case, where the

random sampling sets {Xi, 1 ≤ i ≤ n} ⊂ Rd. In fact, it suffices to replace each Jacobi polynomial P̃ (α,β)
k

by its tensor product d−dimensional version

Φ(α,β)
mmm (xxx) =

d∏

j=1

P̃ (α,β)
mmm (xj), xxx = (x1, . . . , xd) ∈ Id, mmm = (m1, . . . ,md) ∈ {0, 1, . . . , N}d.

Note that the Φ(α,β)
mmm give rise to an orthonormal basis of L2(Id,ωωωα,β), where ωωωα,β(xxx) =

d∏

j=1

ωα,β(xj). For

reasons of simplicity and readability, we restrict ourselves to the case d = 1 in this work.

In the second part of this work, we are interested in the construction of a random pseudo-inverse based
estimator for solving linear functional regression (LFR) problem. Recall that for a compact interval J, the
LFR model is given as follows, see for example [11],

Yi =

∫

J
Xi(s)β0(s) dt+ εi, i = 1, . . . , n. (3)

Here, Yi is the scalar response, Xi(·) ∈ L2(J) are random functional predictors, the εi are i.i.d centred white
noise independent of the Xi(·) and β0(·) ∈ L2(J) is the unknown slope function to be recovered. We assume

that Xi(·) lies in a finite dimensional subspace HN of L2(J) and it is given by Xi(s) =
N∑

k=1

ξkZi,kϕk(s),

where {ϕk(·), k = 1, . . . , N} is an orthonormal family of L2(J), the unknown slope function β0(·) is given
(or efficiently approximated) by an expansion with respect to possibly another orthonormal set {ψj(·), 1 ≤
j ≤ M} of L2(J). that is β0(s) =

∑M
j=1 djψj(s), s ∈ J. The Zi,k are i.i.d centred random variables with

variance σ2
Z and (ξk)1≤k≤N is a finite deterministic sequence of R \ {0}. Typically, we assume that M ≤ N

in the sense that the second basis is better adapted for the approximation of β0(·). By using the previous
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expansions, it is easy to see that a random pseudo-inverse estimator for the approximate solution of (3) is
given by

β̂n,M (s) =
M∑

j=1

d̂jψj(s), d̂dd = [d̂1, . . . , d̂M ]′ = G−1
M ·

(
F ′
M · 1√

n

[
Yi
]′
1≤i≤n

)
. (4)

Here, the reduced size, positive definite N ×N random matrix GM is given by

GM = F ′
MFM , FM = FN ·TN,M , FN =

1√
n

[
ξjZi,j

]

1≤i≤n,1≤j≤N
, TN,M =

[
< ϕk(·),ψj(·) >

]
1≤k≤N
1≤j≤M

(5)
We assume that the transformation matrix TN,M ∈ RN×M has a 2−condition number κ2(TN,M ) of reason-
able magnitude. It is well known that since n ≥ N ≥ M, then κ2(FM ) = κ2(FN · TN,M ) ≤ κ2(FN )κ2(TN,M ),
so that

κ2(GM ) ≤ κ2(GN )
(
κ2(TN,M )

)2
. (6)

Next, we let ξξξ(·) denote the function defined on J by ξξξ(s) =
∑N

k=1 ξkϕk(s) and let εεε = (ε1, . . . , εn)′. Assume
that max

k≥1
(|Zk|) ≤ MZ almost surely. Then, under the previous notations and assumptions, for any η > 0,

we have with probability at least 1− 2 exp

(
−nη2

2M2
ξξξ,N

)
,

κ2(GN ) ≤
1.72maxk≥1 σ2

Zξ
2
k +

Mξξξ,N

n log(N) + η

0.63mink≥1 σ2
Zξ

2
k −

Mξξξ,N

n log(N)− η
. (7)

Here, Mξξξ,N = M2
Z max

1≤j≤N
|ξj | · ‖ξξξ‖l1 .

The following theorem provides us with the squared L2−error of our estimator β̂n,N (·) of β0(·).

Theorem 2. Assume that max
k≥1

(|Zk|) ≤ MZ almost surely and let γ2k =
( M∑

j=1

< ϕk(·),ψj(·) > dj
)2

. Then,

under the previous notations and assumptions, for any η > 0, the following squared L2−error of our
estimator β̂n,M

‖β̂n,M (·)− β0(·)‖2L2
= ‖d̂ddn,N − ddd‖2'2 ≤ κ2(GM )

1
n‖εεε‖

2
'2
‖β0(·)‖2L2

σ2
Z maxk≥1 ξ2kγ

2
k − η

, (8)

holds with probability at least 1− exp

(
− 2n η2

M4
Z‖ξξξ(·)‖4'2‖β0(·)‖

4
L2

)
.

Remark 2. When β0(.) and Xi(·) are expanded in the same basis {ϕk(·), k = 1, . . . , N}, then we have
TN,N = I and so

GN = F ′
NFN , , FN =

1√
n

[
ξjZi,j

]

1≤i≤n,1≤j≤N

Note that the squared L2−error, given by (8) is trivially adapted to the estimator β̂n,N (·), given by (4). To
this end, it suffices to replace γ2k by d2k. Then, under the previous notations and assumptions, one gets for
any η > 0,

‖β̂n,N (·)− β0(·)‖2L2
= ‖d̂ddn,N − ddd‖2'2 ≤ κ2(GN )

1
n‖εεε‖

2
'2
‖β0(·)‖2L2

σ2
Z maxk≥1 ξ2kd

2
k − η

.

Numerical simulation In this paragraph, we give two numerical examples that illustrate the different
results of this work.
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Example 1: In this example, we illustrate the accuracy of our two estimators f̂α,β
n,N and f̂λ

n in the case of a
regression function belonging to the Sobolev space Hs(I). We consider for f the Brownian motion function
f s(x) given by:

f s(x) =
∑

k≥1

Xk

ks
cos(kπx), −1 ≤ x ≤ 1, (9)

where s > 1
2 is a positive real number and the Xk’s are standard Gaussian random variables. It is well

known that f s ∈ Hs′(I) almost surely for any s′ < s− 1
2 . Here, H

s(I) denotes the usual Sobolev space over
I with Sobolev regularity exponent s. The random noise terms ηi are taken as ηi = 0.1Zi where Zi follows
the standard normal distribution with mean zero and variance 1. We consider two values for s, namely
s = 1, 2. Then, we calculate f̂ s

α,α

n,N with α = 0, N = 20, n = 100, 500, 1000. For comparison purpose, we

have computed the well known Kernel Ridge Regression estimator f̂λ
n , associated with the previous Jacobi

kernel. For this last estimator, we considered the values of n = 50, 100, 150. The regularization parameter
λ is chosen by the GCV rule and it is equal to 0.01. We simulate 500 samples and we obtain the average
(over the 500 samples) L2(I)-regression error for each estimator. These results are reported in Table 1.

s n ‖f s − f̂α,β
n,N‖2 n ‖f s − f̂λ

n‖2

1 100 2.84e− 01 50 4.72e− 01
500 2.34e− 01 100 3.13e− 01
1000 2.27e− 01 150 2.88e− 01

2 100 1.12e− 01 50 1.64e− 01
500 4.54e− 02 100 8.34e− 02
1000 3.65e− 02 150 6.48e− 02

Table 1: Squared L2−regression errors of example 1.

Example 2: In this example, we illustrate the results of Theorem 2 concerning the stability and the
squared L2(I)−errors of our estimator β̂n,N (·) for the slope function, associated with the LFR problem.
For this purpose, we use the following simulation test initially given in [6]. The interval J = [0, 1] and the
slope function is given by

β0(s) =
50∑

j=1

4
(−1)j+1

j2
ϕj(s), ϕj(s) =

{
1 if j = 1√
2 cos(π(j − 1)s) if j ≥ 2.

The random predictor functional is given by X(·) =
50∑

k=1

ξkZkϕk(·), ξk =
(−1)k+1

ks/2
, s ≥ 0, where the Zk

are independent samples following the uniform law U(−
√
3,
√
3). we illustrate the performance of the

more general LFR estimator β̂n,M (·), given by (4) and (5). For this purpose, we use the following expan-

sion β̂n,M (·) with respect to the first M = 5 orthonormal Legendre polynomials over J = [0, 1], that is

β̂n,M (s) =
5∑

j=1

d̂j
√

2j − 1Pj−1(2s− 1), s ∈ J, where Pj is the usual Legendre polynomial defined on [−1, 1]

with the normalization Pj(1) = (−1)j . Then, we have applied the estimator β̂n,M to the previous LFR
problem with fixed N = 50 and different values of 100 ≤ n ≤ 500. Table 2 lists the averages over 100
realizations of the squared L2−errors associated with the estimator β̂n,M (·). From these numerical simula-

tions, one concludes that the general estimator β̂n,M (·) is fast, accurate and it is particularly adapted for
the LFR problem considered in this example.
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s n ‖β0 − β̂n,M‖2L2
s n ‖β0 − β̂n,M‖2L2

s n ‖β0 − β̂n,M‖2L2

0.25 100 2.95e-2 1.1 100 3.45e-2 2 100 5.28e-1
− 200 1.25e-2 − 200 2.54e-2 − 200 3.94e-2
− 300 8.22e-3 − 300 1.25e-2 − 300 2.88e-2
− 500 1.54e-3 − 500 7.32e-3 − 500 1.38e-2

Table 2: Squared L2−errors associated with the estimator β̂n,M with M = 5 and different values of s, n.
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Résumé. Les mélanges de lois de von Mises-Fisher permettent de construire des
classifications (non supervisées) de données sur la sphère unité. Ces mélanges sont bien
adaptés aux données directionnelles de grande dimension comme les textes. Pour améliorer
la qualité des classes et leur interprétabilité, nous proposons dans cet article de pénaliser
la vraisemblance par un terme l1, ce qui conduit à des centroïdes parcimonieux. Nous
dérivons un algorithme EM pour ce modèle et nous illustrons l’intérêt de notre approche
sur un jeu de données réelles.

Mots-clés. Mélanges de lois de von Mises-Fisher, pénalisation l1, données de grande
dimension.

Abstract. Mixtures of von Mises-Fisher distributions can be used to cluster data
on the unit hypersphere. This is particularly adapted for high dimensional directional
data such as texts. We propose in this article to estimate a von Mises mixture using a l1
penalised likelihood. This leads to sparse prototypes that improve both clustering quality
and interpretability. We introduce an EM algorithm for this estimation and show the
advantages of the approach on real data benchmark.

Keywords. Mixtures of von Mises-Fisher distributions, l1 penalty, high-dimensional
data.

1 Introduction
Beaucoup de modèles de mélanges classiques sont peu adaptés aux données de grande

dimension, par exemple issues de la représentation vectorielle de textes. Quand les données
sont directionnelles [Mardia and Jupp, 2009], c’est-à-dire quand c’est plutôt leur corrélation
que leur distance euclidienne qui importe, les modèles de type Gaussien sont encore moins
adaptés. Pour de telles données, il est naturel d’opérer à une normalisation qui les
place sur la sphère unité. On montre alors que les mélanges de lois de von Mises-Fisher
(vMF) sur cette sphère sont bien adaptées pour la classification (non supervisée), cf
[Banerjee et al., 2005, Gopal and Yang, 2014].

Dans cet article, en s’inspirant de [Pan and Shen, 2007], nous proposons une pénalisa-
tion l1 pour un mélange de distributions vMF pour augmenter la parcimonie des moyennes
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directionnelles et ainsi améliorer la compréhension des résultats de classification des don-
nées de grande dimension. Notre solution s’appuie sur une modification de l’algorithme
espérance-maximisation proposé par [Banerjee et al., 2005].

Notations Les matrices sont indiquées en gras et majuscules, les vecteurs en minuscules
et en gras. La norme l1 est notée par ‖.‖1 et la norme l2 par ‖.‖2. La sphère unité de
dimension (d− 1) intégrée dans Rd est noté Sd−1. Les données sont représentées par une
matrice X = (xij) de dimension n× d avec xij ∈ R et la ieme ligne de cette matrice est
représentée par un vecteur xi = (xi1, ..., xid)T , où T dénote la transposée. La partition de
l’ensemble des lignes I en K classes peut être représentées par une matrice de classification
Z d’éléments zih dans {0, 1} satisfaisant

∑K
h=1 zih = 1. On note I la fonction caractéristique.

2 Mélange de lois de von Mises-Fisher
On rappelle tout d’abord le modèle de mélange proposé dans [Banerjee et al., 2005].

La densité de la loi de von Mises en un point xi ∈ Sd−1 est donnée par

f(xi|µ,κ) = Cd(κ) exp
(
κµTxi

)
. (1)

où µ est la moyenne directionnelle et κ le paramètre de concentration de la loi, tels que
‖µ‖2 = 1 et κ ≥ 0. Le terme de normalisation Cd(κ) est donné par Cd(κ) =

κd/2−1

(2π)d/2Id/2−1(κ)

où Ir est la fonction de Bessel modifiée du premier type d’ordre r.
On considère un mélange de K lois de van Mises, chacune avec ses propres paramètres,

avec la densité [Banerjee et al., 2005]

f(xi|Θ) =
K∑

h=1

αhf(xi|µh,κh). (2)

où Θ = {µ1, . . . ,µK ,α1, . . . ,αK ,κ1, . . . ,κK}. Les observations sont supposées indépen-
dantes. En introduisant les variables latentes Z indiquant (sous forme des indicatrices zih) la
composante du mélange responsable de chaque observation, on obtient la log-vraisemblance
suivante pour les données complétées :

l(Θ|X,Z) =
K∑

h=1

z.h[logαh + log cd(κh)] +
∑

i,h

zihκhµh
Txi, (3)

où z.h représente la cardinalité de la classe h. En s’appuyant sur cette vraisemblance
complétée, l’utilisation d’un algorithme EM pour l’estimation des paramètres ne pose pas
de problème spécifique, excepté l’estimation des κh, cf [Banerjee et al., 2005] pour des
détails.

2
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3 Modèle proposé

3.1 Vraisemblance pénalisée
Nous proposons de pénaliser la vraisemblance par la norme l1 permettant ainsi d’aug-

menter la parcimonie de la représentation des moyennes directionnelles. Plus précisément,
nous cherchons à estimer Θ en maximisant la log-vraisemblance pénalisé :

lp(Θ|X) = l(Θ|X)− β
K∑

h=1

‖µh‖1 , (4)

où β règle le compromis entre la vraisemblance et la parcimonie. Comme le montre
[Pan and Shen, 2007], cette pénalisation n’a pas d’effet sur l’étape E de l’algorithme EM
pour un modèle de mélange.

3.2 Phase M de l’algorithme EM
En revanche, la phase est modifiée. Notons τ ′i,h = P(zih = 1|xi,Θ′), où Θ′ désigne

l’estimation actuelle des paramètres. L’espérance par rapport à P(Z|X,Θ′) de la log-
vraisemblance pénalisée s’écrit alors

QP (Θ|Θ′) =
K∑

h=1

τ ′.h[logαh + log cd(κh)] +
∑

i,h

τ ′ihκhµh
Txi − β

K∑

h=1

‖µh‖1 , (5)

où τ ′.h =
∑

i τ
′
ih. On introduit le Lagrangien

L(Θ,λ|Θ′) = QP (Θ|Θ′) +
∑

h

λh(1− µh
Tµh). (6)

Par rapport aux dérivations de [Banerjee et al., 2005], la différence principale vient du
calcul du sous-gradient de L par rapport à µh,j. On a en effet

∂µhj
L(Θ,λ|Θ′) = κh

∑

i

τ ′ihxij − 2λhµhj − β∂µhj
|µhj|. (7)

Dans la dérivation qui suit, nous nous restreignons au cas où les µhj sont positifs ou nuls,
pour une application à des données positives de type textes. Cette dérivation s’étend sans
difficulté au cas général.

La condition d’optimalité du premier ordre est 0 ∈ ∂µhj
L(Θ,λ|Θ′). En notant r′hj =∑

i τ
′
ihxij, on a :

∂µhj
L(Θ,λ|Θ′) =

{
κhr′hj − 2λhµhj − εβ, ε ∈ [−1; 1] si µhj = 0
κhr′hj − 2λhµhj − β si µhj > 0

(8)
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On en déduit que µhj = max

(
κhr′hj − β

2λh
, 0

)
. En réinjectant cette formule dans la

contrainte ‖µh‖2 = 1, on trouve

λh =
1

2

√∑

j

(max(κhr′hj − β, 0))2., (9)

ce qui permet de conclure que

µhj = max

(
κhr′hj − β

√∑
l(max(κhr′hl − β, 0))2

, 0

)
. (10)

Notons que l’ajout de la pénalisation introduit un couplage entre κh et µh qui n’existe pas
en son absence (on voit que si on fixe β = 0, κh n’intervient plus dans la définition de µh).
On doit donc résoudre

c′d(κh)

cd(κh)
= −µh

∑
i τ

′
ihxi∑

i τ
′
ih

. (11)

Nous reprenons l’approximation proposée dans [Banerjee et al., 2005]. Si on pose r̄′h =
µh

∑
i τ

′
ihxi∑

i τ
′
ih

, on estime κh par

κh =
r̄′hd− (r̄′h)

3

1− (r̄′h)
2
. (12)

On propose d’estimer µh à partir de κ′
h, puis de mettre à jour κh.

3.3 Sélection de modèle
Nous proposons de sélectionner le modèle retenu pour un jeu de données en utilisant le

critère BIC. Seuls les paramètres non nuls pour µhj sont considérés comme des paramètres
effectifs. On a donc

BIC = −2× l(Θ̂|X) + C × log(n), (13)

avec pour C le nombre de paramètres la valeur C = (K − 1 +K) +
∑

h

∑
j Iµhj #=0.

4 Résultats expérimentaux
Pour obtenir les résultats expérimentaux, les équations 9, 10 et 13 sont implémentées à

l’aide du package R movMF 1. L’algorithme est ainsi testé sur un jeu de données textuelles
en comparaison avec le modèle initial. Pour comparer les modèles nous avons choisi
d’utiliser le Adjusted Rand Index.

1. https ://cran.r-project.org/web/packages/movMF/index.html
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Nous avons sélectionné un jeu de données populaires pour tester notre algorithme à
savoir CSTR [Li, 2005] 2 avec les caractéristiques suivantes (n, d, g) = (475, 1000, 4). Il est
composé de résumés de rapports techniques (TR) publiés au Département d’informatique
de l’Université de Rochester entre 1991 et 2002. De plus, il a été divisé en quatre catégories
qui sont Natural Language Processing(NLP), Robotics/Vision, Systems, et Theory.

Pour commencer l’analyse, il est intéressant de s’attarder sur les modèles sélectionnés
par le BIC. Pour le modèle movMF original, le BIC a été calculé sur le modèle qui maximise
la vraisemblance pour chaque classe. Pour celui pénalisé, les méta-paramètres β et K sont
estimés avec le BIC. Les résultats sont visibles sur les figures 1 et 2 où l’on remarque que
le BIC a sélectionné dans les deux cas, les modèles avec quatre classes. De plus, sur la
figure 2, on distingue que les β sont très différents selon les modèles et que la parcimonie
évolue en conséquence où elle atteint un maximum pour le modèle sélectionné.

Figure 1 – Valeur du BIC pour movMF selon k.

La table 1 montre quant à elle les résultats obtenus avec les modèles sélectionnés par le
BIC. Le modèle pénalisé avec un β = 142 obtient un ARI supérieur au movMF et permet
une grande parcimonie de la moyenne directionnelle.

Table 1 – Résultats.

Algo ARI Parcimonie

movMF 63% 0%
movMF pénalisé 72% 67%

2. Disponible ici : https ://github.com/dbmovMFs/DirecCoclus/tree/master/Data
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Figure 2 – Valeurs du BIC et de la parcimonie pour movMF pénalisé selon k et β.
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Abstract. Functional principal components analysis relies on a preliminary smooth-
ing step using a projection on smooth functional basis. The underlying assumption at
the core of this common practice consists in neglecting the noise at fine-scales. However,
when eigen-functions are non-smooth or smoother at a fine scales, the projection step
might worsen the results. The aim of the present contribution is to investigate theoretical
properties of estimators constructed by using this preliminary smoothing step, for general
basis and for the ones that are best fit for irregular signals such as histograms and Haar
wavelets.

Keywords. Functional principal components analysis, high-dimensional statistics,
Wavelets.

Abstract. L’analyse en composantes principales fonctionnelles repose souvent sur
une étape préalable de lissage. Celle-ci se fait par le biais d’une projection sur une base
de fonctions régulières. Cette pratique implique une certaine régularité du signal. De
fait, les variations rapides ou sur de petites échelles sont considérées comme du bruit.
Lorsque les fonctions propres ne sont pas lisses ou lisses à une échelle plus fine, l’étape de
projection peut détériorer les résultats. Le but de la présente contribution est d’étudier
les propriétés théoriques des estimateurs construits au moyen de cette étape préalable de
lissage, pour une base générale et pour celles qui conviennent le mieux pour des signaux
irréguliers tels que les histogrammes et les ondelettes d’Haar.

Keywords. Analyse en composantes principales fonctionnelle, statistique en grande
dimension, Ondelettes.
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1 Functional principal components analysis

We observe i.i.d replicates of Y , a noisy version a random function Z ∈ L2([0, 1]), such
that E[Z] = 0 and E[‖Z‖L2([0,1])] < ∞. This function is observed on a fixed grid {th =
h/p; h = 0, . . . , p−1} such that {Yi(th) = Zi(th)+εi,h, i = 1, . . . , n, h = 0, . . . , p−1}. We
suppose that εi,h ∼i.i.d N (0, σ2) and that errors are independent from Z. In the following,
we denote by KZ the covariance function of Z defined such that:

∀(s, t) ∈ [0, 1]2, KZ(s, t) = E(Z(s)Z(t)),

Thanks to the Karhunen-Loève decomposition (see Bosq), such that:

∀t ∈ [0, 1] Z(t) =
∑

!∈N

ζ!(µ
∗
!)

1/2η∗! (t),

with (ζ!)!∈N a sequence of non-correlated centered random variables of variance 1, and
µ∗
1 > µ∗

2 > . . . stand for the ordered eigenvalues, supposed to be distinct, with corre-
sponding eigenfunctions (η∗! )!∈N . The purpose of fPCA is to estimate this functional
eigen decomposition.

This Gaussian process model is studied in Ramsay and Silverman [1] and Li and Hsing
[2]. The standard approach for fPCA consists in smoothing the observation using splines
and apply FPCA to the smoothed observations. Yao et al [3] developed an approach
that consists in neglecting the diagonal term of the covariance, using splines to estimate
the diagonal and reconstruct the kernel, and applying FPCA on the subsequent results.
Descary and Panaretos [4] generalized this approach to a non i.i.d noise using stronger
regularity conditions. If assuming that Yi was observed over the whole interval [0, 1],
theoretical results exist (such as Mas and Ruymgaart [5]), with estimators attaining min-
max rates. However, in practice a curve is observed on a finite grid. This results in a
discretization of the functional data which impacts the estimator’s risk, with a combined
asymptotic behavior in (n, p) the number of observations and the size of the observational
grid.

1.1 Preliminary smoothing step

We denote by (φλ)λ∈Λ an orthonormal basis of L2[0, 1] that is used to smooth the data,
such that, by setting βλ := 〈Y,φλ〉,

∀t ∈ [0, 1] Y (t) =
∑

λ∈Λ

〈Y,φλ〉φλ(t) =
∑

λ∈Λ

βλφλ(t), (1)

and we define for any (λ,λ′) ∈ Λ2:

γλ,λ′ := E[〈Y,φλ〉〈Y,φλ′〉] = E[βλβλ′ ] =

∫∫

[0,1]2
KY (t, s)φλ(t)φλ′(s)dtds.
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To define the estimators of the functional principal components (fPCs), we introduce the
empirical quantities of our model. To investigate the effect of the discretization on the
perfomance of our method, we will pay a particular attention to notations : for a given
quantity, say γ, γ̃ will refer to its discretized theoretical version and, ̂̃γ will refer to its
empirical discretized version. For instance, when p and n are large, coefficients γλ,λ′ are
close to their discretized empirical versions defined by:

̂̃γλ,λ′ : =
1

np2

p−1∑

h,h′=0

n∑

i=1

Yi(th)Yi(th′)φλ(th)φλ′(th′).

Let Λp ⊂ Λ such that |Λp| < ∞. We denote by
̂̃
Gφ the matrix of size |Λp|2 with compo-

nents:
̂̃
Gφ,λ,λ′ := ̂̃γλ,λ′ .

Since we only have access to a finite number |Λp|2 of coefficients, the optimization problem
resumes is finite, which is exactly equivalent to a PCA problem, where the matrix to

diagonalize is
̂̃
Gφ. We estimate then (a∗1, . . . , a

∗
d, µ

∗
1, . . . , µ

∗
d) as a solution of the following

optimization problem:

(̂̃a1, ...., ̂̃ad, ̂̃µ1, . . . , ̂̃µd) = argmin
〈a!,a!′ 〉=δ!,!′

µ!∈R+

‖ ̂̃Gφ −
d∑

!=1

µ!a
T
! a!‖2F , (2)

We finally (η∗1, ...., η
∗
d) are estimated using:

̂̃η! =
∑

λ∈Λp

̂̃aλ,!φλ, ) = 1, . . . , d. (3)

2 Theoretical results :

Since our estimators are based on a Riemann approximation of the integral and not a
Monte Carlo, we need to enforce stronger conditions of regularity on the observation and
the basis used.
Assumption H1: ∃α ∈]0, 1[, such that

∃CZ > 0, ∀(s, t) ∈ [0, 1]2 E[(Z(t)− Z(s))2] ≤ CZ |t− s|2α. (4)

To control the bias induced by the discretization of the basis we make a similar hy-
pothesis, we suppose that functions (φλ)λ∈Λ are Lipchitz continuous almost everywhere.
Assumption H2: ∃(Lλ)λ such that, almost everywhere,

∀(s, t) ∈ [0, 1]2, |φλ(t)− φλ(s)| ≤ Lλ|t− s|. (5)
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Note that H2 covers all common bases such as wavelets (except the Haar basis), polynomial
and the Fourier basis.

Lipschitz basis We assume that H1 and H2 are satisfied. Let ) ∈ {1, . . . , d} be fixed.
Then, with c! = 8/min(µ! − µ!+1, µ!−1 − µ!)2, let v = maxt∈[0,1]

√
E[Z(t)2] we have with

probability larger than 1− 2p2 max
{
exp(−4 log(n)); exp

(
−
√
2(v2 + σ2)n

)}

1

c!
‖̂̃η! − η∗!‖2L2 ≤

384‖φ̃φ̃T‖22(v2 + σ2) log(n)

n
+

3σ4‖φ̃φ̃T‖22
p

+
48L2

K(
∑

λ∈Λp
‖φλ‖2L1)2

p2α
+

∑

(λ′,λ)∈Λ2
p

6L2
λ′‖KZ‖2∞‖φλ‖2L1

p2

+
3(
∑

λ∈Λp
L2
λ)

2‖KZ‖2∞
4p4

+ 3
∑

(λ,λ′)/∈Λ2
p

γ2
λ,λ′

and

sup
!≥1

|̂̃µ! − µ∗
! |2 ≤

384‖φ̃φ̃T‖22(v2 + σ2) log(n)

n
+

3σ4‖φ̃φ̃T‖22
p

+
48L2

K(
∑

λ∈Λp
‖φλ‖2L1)2

p2α
+

∑

(λ′,λ)∈Λ2
p

6L2
λ′‖KZ‖2∞‖φλ‖2L1

p2

+
3(
∑

λ∈Λp
L2
λ)

2‖KZ‖2∞
4p4

+ 3
∑

(λ,λ′)/∈Λ2
p

γ2
λ,λ′ .

Histogram basis We assume H1 is satisfied. Let v = maxt∈[0,1]
√
E[Z(t)2] we have with

probability larger than

1− 2p2 max
{
exp(−4 log(n)); exp

(
−
√

2(v2 + σ2)n
)}

:

1

c!
‖ ̂̃η! − η∗!‖2L2 ≤

256(v2 + σ2) log(n)

n
+

8CY v2

p2α(2α + 1)

sup
!∈N∗

| ̂̃µ! − µ∗
! |2 ≤

384(v2 + σ2) log(n)

n
+

12CY v2

p2α(2α + 1)
+

3σ4

p

Haar basis We assume H1 is satisfied and p = 2k+1, fix d ∈ N the number of strongest
eigenfunctions we want to estimate then ∀) ∈ {1, .., d}, fix j1 ∈ N∗ such that j1 = k. Let
v = maxt∈[0,1]

√
E[Z(t)2] we have with probability larger than

1− 2p2 max
{
exp(−4 log(n)); exp

(
−
√

2(v2 + σ2)n
)}

:

1

c!
‖ ̂̃η! − η∗!‖2L2 ≤

256(v2 + σ2) log(n)

n
+

2C22α + 8L2
K(log(2p)/ log(2))

2

p2α

4
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sup
!∈N

|̂̃µ! − µ∗
! |2 ≤

384(v2 + σ2) log(n)

n
+

3C22α + 12L2
K(log(2p)/ log(2))

2

p2α
+

3σ4

p

3 Discussion

Our results show that when the density of the grid increases (p tends to infinity), we
achieve a parametric O(n−1) rate of convergence. Functional PCA can be viewed as non-
parametric learning problem based on the kernel K(s, t) = E[Y (t)Y (s)]. Yao and al [3]
showed that the error of estimation on the eigen-functions behaves as one dimensional
non-parametric problem with rates of order O(n

−2α
2α+1 ). Faster rates are achieved in Descary

and Panareto 2016 [6], under stronger conditions (assuming K to be analytic) they obtain
a rate of order O(n−1 + p−2), thus achieving parametric speeds when p >> n. This
motivated our investigations and the goal was to have comparable results but under
weaker conditions. However if analyticity is not assumed Descary and Panareto 2016
[6] showed that noise and signal are not distinguishable. To solve the problem we show
that under i.i.d noise the effect of the noise is marginal, which leads to a rate of order
O(n−1 + p−2α) on the reconstruction of eigenfunctions.
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Résumé. L’importance de variables est la principale approche pour décrypter le
mécanisme “bôıte noire” des forêts aléatoires. Bien que leMean Decrease Accuracy (MDA)
soit largement reconnu comme la mesure d’importance la plus efficace pour les forêts
aléatoires, ses propriétés théoriques ont été peu explorées jusqu’à présent. En fait, la
définition exacte du MDA varie d’une implémentation à une autre. C’est pourquoi nous
formalisons mathématiquement les différentes implémentations du MDA, et établissons
leur limite théorique lorsque la taille de l’échantillon augmente. Ces limites se décomposent
en trois composantes : les deux premières sont liées aux indices de Sobol, qui sont des
mesures bien définies de la contribution d’une variable d’entrée sur la variance de la sortie,
et très utilisés en analyse de sensibilité, par opposition au troisième terme dont la valeur
augmente avec la dépendance des entrées. Ainsi, nous démontrons théoriquement que le
MDA n’estime pas la quantité théorique appropriée lorsque les entrées sont dépendantes,
ce qui a déjà été observé empiriquement. Pour résoudre ce problème, nous introduisons
une nouvelle mesure d’importance de variables pour les forêts aléatoires, le Sobol-MDA,
qui corrige les défauts du MDA d’origine. Nous démontrons la consistance du Sobol-MDA,
et illustrons ses bonnes performances empiriques à travers des expériences sur des données
réelles et simulées. Une implémentation open source en R et C++ est disponible en ligne.

Mots-clés. importance de variables, forêts aléatoires, MDA, analyse de sensibilité

Abstract. Variable importance measures are the main tools to analyze the black-box
mechanism of random forests. Although the Mean Decrease Accuracy (MDA) is widely
accepted as the most efficient variable importance measure for random forests, little is
known about its theoretical properties. In fact, the exact MDA definition varies across
the main random forest software. In this article, our objective is to rigorously analyze the
behavior of the main MDA implementations. Consequently, we mathematically formalize
the various implemented MDA algorithms, and then establish their limits when the sample
size increases. In particular, we break down these limits in three components : the first two
are related to Sobol indices, which are well-defined measures of a variable contribution to
the output variance, widely used in the sensitivity analysis field, as opposed to the third
term, whose value increases with dependence within input variables. Thus, we theoretically
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demonstrate that the MDA does not target the right quantity when inputs are dependent,
a fact that has already been noticed experimentally. To address this issue, we define
a new importance measure for random forests, the Sobol-MDA, which fixes the flaws
of the original MDA. We prove the consistency of the Sobol-MDA and show its good
empirical performance through experiments on both simulated and real data. An open
source implementation in R and C++ is available online.

Keywords. variable importance, random forests, MDA, sensitivity analysis

1 Introduction

Forêts aléatoires. Les forêts aléatoires (Breiman, 2001) agrègent un grand nombre
d’arbres pour effectuer des tâches de régression et de classification, et atteignent une
grande précision pour un large éventail de problèmes. Cependant, les forêts souffrent
d’un inconvénient majeur : un grand nombre d’opérations est calculé pour effectuer une
prédiction, généralement des dizaines de milliers, ce qui rend impossible l’interprétation
du mécanisme de prédiction. Cet aspect bôıte noire est une forte limitation pratique, en
particulier pour les applications impliquant des décisions critiques : le domaine médical
ou l’optimisation des processus de fabrication en sont des exemples typiques. L’approche
la plus répandue pour interpréter les forêts aléatoires est l’analyse d’importance de va-
riables : les variables d’entrée sont classées par ordre décroissant de leur importance dans
le processus de prédiction. Ainsi, des mesures d’importance spécifiques ont été développées
pour les forêts aléatoires, et le MDA (Breiman, 2001) est le plus utilisé. Le MDA mesure
l’augmentation de l’erreur lorsque les valeurs d’une variable d’entrée sont permutées, bri-
sant ainsi sa relation avec la sortie : une valeur élevée de la métrique signifie que la variable
est utilisée dans de nombreuses opérations du mécanisme de prédiction de la forêt. Mal-
heureusement, il n’y a pas d’interprétation précise et rigoureuse puisque la définition du
MDA est purement empirique. Notre objectif est d’utiliser l’analyse de sensibilité pour
déterminer les propriétés théoriques du MDA, et d’introduire le Sobol-MDA qui corrige
les défauts du MDA d’origine.

Analyse de sensibilité. Le but de l’analyse de sensibilité est de répartir les variations
de la sortie d’un système entre les différentes entrées. En particulier, l’analyse de sensibi-
lité globale (GSA) introduit des mesures bien définies de la contribution des entrées sur
la variance de la sortie : les indices de Sobol, notamment utilisés pour analyser le compor-
tement de codes numériques. Cependant, la littérature sur l’importance de variables en
apprentissage statistique mentionne rarement l’analyse de sensibilité. Dernièrement, Gre-
gorutti (2015) a établi un lien entre GSA et MDA : dans le cas d’entrées indépendantes, la
contrepartie théorique du MDA est l’indice de Sobol total non normalisé. Nous étendons
le lien entre les forêts aléatoires et l’analyse de sensibilité en démontrant la convergence
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du MDA de Breiman dans le cas général d’entrées dépendantes et en décomposant la
limite obtenue avec les indices de Sobol.

2 Définition du MDA

Une étude fine des principales implémentations des forêts aléatoires révèlent que plu-
sieurs versions distinctes du MDA coexistent, sans formulation mathématique précise : le
“Train-Test MDA” (TT-MDA), le “Breiman-Cutler MDA” (BC-MDA), et le “Ishwaran-
Kogalur MDA” (IK-MDA). Pour formaliser ces définitions du MDA, nous commençons
par introduire un cadre classique de régression, synthétisé dans l’Hypothèse (H1) suivante.

(H1). La réponse Y ∈ R est définie par le modèle

Y = m(X) + ε,

où le vecteur d’entrée X = (X(1), . . . , X(p)) ∈ [0, 1]p admet une densité sur [0, 1]p, minorée
et majorée par des constantes strictement positives, m est continue, et le bruit ε est sous-
gaussien, indépendant de X, et centré. Un échantillon Dn = {(X1, Y1), . . . , (Xn, Yn)} de
n vecteurs aléatoires distribués comme (X, Y ) est disponible.

De plus, l’estimateur de la forêt mM,n(x,ΘM) agrège M Θ-arbres aléatoires notés
mn(x,Θ!), avec l’aléa de chacun généré par une composante de ΘM = (Θ1, . . . ,ΘM) :
Θ! = (Θ(S)

! ,Θ(V )
! ), avec Θ(S)

! pour le rééchantillonnage, et Θ(V )
! pour le tirage des variables

à chaque noeud.
Dans la définition du MDA de Breiman, le risque quadratique de chaque arbre est

estimé à la fois pour l’échantillon “out-of-bag” (OOB) et pour l’échantillon OOB permuté.
La différence entre ces deux risques est moyennée sur tous les arbres pour définir le
BC-MDA. Plus précisément, pour chaque arbre, nous permutons aléatoirement la j-ième
composante de l’ensemble des observations OOB, et notons Xi,πj!

la i-ième observation
permutée pour le "-ième arbre. Ainsi, avec Nn,! =

∑n
i=1 1i/∈Θ(S)

!
la taille de l’échantillon

OOB du "-ième arbre, le BC-MDA est défini par

M̂DA
(BC)

M,n (X(j)) =
1

M

M∑

!=1

1

Nn,!

n∑

i=1

[
(Yi −mn(Xi,πj!

,Θ!))
2 − (Yi −mn(Xi,Θ!))

2
]
1
i/∈Θ(S)

!
.

Le TT-MDA est défini de façon similaire, excepté qu’un jeu de données de test est utilisé
à la place de l’échantillon OOB, et que le risque quadratique de la forêt est estimé plutôt
que celui des arbres dans le cas du BC-MDA. Pour le IK-MDA, l’échantillon OOB est
utilisé comme pour le BC-MDA, mais le risque quadratique de l’estimateur OOB de la
forêt remplace l’erreur quadratique des arbres.
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3 Inconsistance du MDA

Convergence du MDA. A notre connaissance, le Théorème 1 établit le premier
résultat de convergence du MDA de Breiman, sous les hypothèses suivantes.

(H2). L’arbre aléatoire théorique CART construit avec la distribution de (X, Y ) est
consistant, c’est à dire que pour tout x ∈ [0, 1]p, presque surement,

lim
k→∞

∆(m,A#
k(x,Θ)) = 0.

L’Hypothèse (H2) est toujours vérifiée lorsque la fonction de regression est additive.
Ce n’est plus le cas lorsque des termes d’interaction sont présents, car le critère de coupure
CART considère les variables une par une. En modifiant légèrement l’algorithme original
de Breiman (empêcher les coupures près du bord des cellules), (H2) peut être toujours
vérifiée. Enfin, l’Hypothèse (H3) contrôle la complexité de la partition des arbres par
rapport à la taille de l’échantillon pour garantir la consistance. Par ailleurs, nous notons
Xπj le vecteur X dont la j-ème composante est remplacée par une copie indépendante de
X(j).

(H3). Le regime asymptotique de an, la taille du rééchantillonage sans remise, et le
nombre de feuilles terminales tn sont tels que an ≤ n− 2, an/n < 1− κ pour κ > 0 fixé,

lim
n→∞

an = ∞, lim
n→∞

tn = ∞, et lim
n→∞

tn
(log(an))9

an
= 0.

Théorème 1. Si les Hypothèses (H1), (H2) et (H3) sont vérifiées, alors pour M ∈ N# et
j ∈ {1, . . . , p},

(i) M̂DA
(TT )

M,n (X
(j))

L1

−→ E[(m(X)−m(Xπj))
2]

(ii) M̂DA
(BC)

M,n (X(j))
L1

−→ E[(m(X)−m(Xπj))
2].

De plus, si M −→
n→∞

∞, alors

(iii) M̂DA
(IK)

M,n (X
(j))

L1

−→ E[(m(X)− E[m(Xπj)|X(−j)])2].

Décomposition du MDA. Les limites du MDA peuvent se décomposer en utilisant les
indices de Sobol, des mesures bien définies de la contribution de chaque variable d’entrée
à la variance de la sortie. Un exemple en dimension deux est donné par la Figure 1. Tout
d’abord, nous rappelons la définition formelle de ces indices. L’indice de Sobol total de la
variable X(j) (Sobol, 1993) donne la part de variance expliquée de la sortie perdue lorsque
X(j) est retirée du modèle, c’est à dire

ST (j) =
E[V(m(X)|X(−j))]

V(Y )
.
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L’indice de Sobol total “full” de la variable X(j) (Mara et al., 2015) donne la part de
variance expliquée par X(j) en incluant sa contribution due aux interactions et à la
dépendance avec les autres entrées, c’est à dire

ST (j)
full =

E[V(m(Xπj)|X(−j))]

V(Y )
.

V[Y ]

V[ε]

STfull(X(1)) STfull(X(2))

Interaction

Dependence
ST (X(1)) ST (X(2))

Figure 1 – Illustration des indices de Sobol totaux pour Y = m(X(1), X(2)) + ε.

Ainsi, il est possible de décomposer les limites du MDA à partir des indices de Sobol
totaux et du terme MDA#(j)

3 , commenté plus bas et défini par

MDA#(j)
3 = E[(E[m(X)|X(−j)]− E[m(Xπj)|X(−j)])2].

Proposition 1. Si les Hypothèses (H1), (H2) and (H3) sont vérifiées, alors pour M ∈ N#

et j ∈ {1, . . . , p}

(i) M̂DA
(TT )

M,n (X
(j))

L1

−→ V[Y ]× ST (j) + V[Y ]× ST (j)
full +MDA#(j)

3

(ii) M̂DA
(BC)

M,n (X(j))
L1

−→ V[Y ]× ST (j) + V[Y ]× ST (j)
full +MDA#(j)

3 .

De plus, si M −→
n→∞

∞, alors

(iii) M̂DA
(IK)

M,n (X
(j))

L1

−→ V[Y ]× ST (j) +MDA#(j)
3 .

Il est essentiel de remarquer que le terme MDA#(j)
3 n’est pas lié à une mesure d’im-

portance. En particulier, MDA#(j)
3 est nul lorsque la fonction de régression est addi-

tive ou que les entrées sont indépendantes. Dans le cas général, MDA#(j)
3 peut accrôıtre
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BC-MDA# ̂BC-MDA IK-MDA# ̂IK-MDA ST# Ŝ-MDA
X(3) 0.47 0.37 0.47 0.43 0.47 0.45
X(4) 0.21 0.10 0.37 0.14 0.10 0.08
X(5) 0.21 0.09 0.37 0.13 0.10 0.08
X(1) 0.64 0.24 1.0 0.29 0.07 0.05
X(2) 0.64 0.24 1.0 0.28 0.07 0.05

Tableau 1 – BC-MDA normalisé, IK-MDA normalisé, et Sobol-MDA.

considérablement la valeur du MDA sans une interprétation claire. Par conséquent, lorsque
les variables d’entrées sont dépendantes, le MDA peut conduire à une identification for-
tement biaisée des variables influentes. Ce phénomène a déjà été observé dans plusieurs
études empiriques.

4 Sobol-MDA

Nous proposons l’algorithme Sobol-MDA, une nouvelle mesure d’importance de va-
riables pour les forêts aléatoires qui corrige les défauts du MDA d’origine. Le Sobol-MDA
n’est pas basé sur des permutations, mais utilise des projections de la partition des arbres
pour éliminer une variable donnée du mécanisme de prédiction. Nous démontrons que le
Sobol-MDA estime l’indice de Sobol total de façon consistante, même lorsque les variables
d’entrées sont dépendantes, par opposition au MDA de Breiman. Le Tableau 1 fournit des
expériences pour une fonction de régression simple et un vecteur d’entrée gaussien corrélé
de dimension 5. Seul le Sobol-MDA classe les variables dans l’ordre approprié de l’indice
de Sobol total théorique.
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Résumé. Pour de nombreux problèmes d’apprentissage automatique, la descente
par coordonnée permet d’obtenir des performances nettement supérieures à la descente
de gradient classique. Accélérer la descente par coordonnée en pratique n’est pas chose
facile : les versions inertielles de la descente par coordonnée sont théoriquement accélérées,
mais ne conduisent pas toujours à une accélération de la convergence en pratique. Nous
proposons une version accélérée de la descente par coordonnée via l’extrapolation non
linéaire, montrant des bénéfices pratiques clairs. Des expériences sur les moindres carrés,
le Lasso, l’elastic net et la régression logistique montrent un gain pratique significatif.

Mots-clés. Optimisation, optimisation non-lisse, descente par coordonnée, accéléra-
tion, accélération d’Anderson

Abstract. On multiple Machine Learning problems, coordinate descent achieves per-
formance significantly superior to full-gradient methods. Speeding up coordinate descent
in practice is not easy: inertially accelerated versions of coordinate descent are theoreti-
cally accelerated, but might not always lead to practical speed-ups. We propose an accel-
erated version of coordinate descent using extrapolation, showing considerable speed up in
practice, compared to inertial accelerated coordinate descent and extrapolated (proximal)
gradient descent. Experiments on least squares, Lasso, elastic net and logistic regression
validate the approach.

Keywords. Optimization, nonsmooth optimization, coordinate descent, acceleration,
Anderson acceleration

1 Introduction
La descente de gradient est la pierre angulaire de l’optimization convexe moderne [11].
Pour les problèmes composites, la descente de gradient proximale est souvent un algo-
rithme de choix. Pour ces deux algorithmes, l’accélération inertielle permet d’obtenir
un taux de convergence optimal [10, 2]. La descente par coordonnée est une variante
de la descente de gradient, qui met à jour les itérés une coordonnée à la fois [17]. La
descente par coordonnée proximale a été appliquée avec succès à de nombreux problèmes
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d’apprentissage automatique, en particulier au Lasso [16], à l’elastic net [19] ou à la régres-
sion logistique parcimonieuse [13]. Sur le plan théorique, les versions accélérées inertielles
de la descente par coordonnée [12, 5] ont des taux de convergence accélérés.

Pour obtenir des algorithmes accélérés, l’accélération d’Anderson [1] est une alterna-
tive à l’inertie, qui exploite la structure des itérés. Cette procédure est connue depuis
longtemps, sous différents noms [18, 4]. L’accélération d’Anderson a un taux accéléré sur
les fonctions quadratiques [7], mais les garanties théoriques dans le cas non quadratique
sont plus faibles [15]. L’accélération d’Anderson a été adaptée à de nombreux algorithmes
tels que Douglas-Rachford [6], ADMM [14] ou la descente de gradient proximale [8]. Parmi
les principaux avantages, la version pratique de l’accélération d’Anderson est efficace en
mémoire, facile à implementer, ne requiert pas de recherche linéaire, a un faible coût par
itération et ne nécessite pas de connaissance de la constante de forte convexe. Enfin, elle
introduit un seul paramètre, qui souvent ne nécessite pas de calibration.

Dans ce travail:
• Nous proposons un schéma d’accélération d’Anderson pour la descente par coor-

donnée qui, comme visible sur la Figure 2, surpasse le gradient inertiel et extrapolé
descente, ainsi que la descente par coordonnée.

• L’accélération est obtenue même si la matrice d’itération n’est pas symétrique, ce
qui est une difficulté notable dans l’analyse théorique de l’extrapolation d’Anderson.

• Nous soulignons empiriquement que la technique l’accélération peut se généraliser
dans le cas non quadratique (Algorithm 1) et peut significativement améliorer les
algorithmes de descente par coordonnée proximales, qui sont à l’état de l’art sur les
problèmes considérés.

Une version étendue de ce travail a été publiée dans [3].

2 Algorithme
L’extrapolation d’Anderson accélère la convergence de suites suivant des itérations linéaires
de point-fixe, c’est-à-dire:

x(k+1) = Tx(k) + b , (1)
où la matrice d’itération T ∈ Rp×p a un rayon spectral ρ(T ) < 1. La variante hors-ligne de
l’extrapolatin d’Anderson construit, à l’itération k, un point fixe approché sous la forme
d’une combinaison affine des k premiers itérés: x(k)

e-off =
∑k

1 c
(k)
i x(i−1), et les coefficients

c(k) ∈ Rk sont obtenus comme:

c(k) = argmin
∑k

1 ci=1

‖
∑k

1 cix
(i−1) − T

∑k
1 cix

(i−1) − b‖2

= argmin
∑k

1 ci=1

‖
∑k

1 ci
(
x(i) − x(i−1)

)
‖2

= (U#U)−11k/1
#
k (U

#U)−11k , (2)
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où U = [x(1) − x(0), . . . , x(k) − x(k−1)] ∈ Rp×k (et l’objective se réécrit donc ‖Uc‖2). En
pratique, comme x(k) est déjà calculé lorsque c(k) est calculé, on utilise x(k)

e =
∑k

1 c
(k)
i x(i)

au lieu de
∑k

1 c
(k)
i x(i−1). Une justification pour l’introduction des coefficients c(k) est

détaillée dans la proposition 6 de [9]. Pour l’extrapolation en ligne, au lieu de considérer
les k premiers itérés, on utilise seulement une combinaison des K derniers itérés (où K = 5
en pratique). C’est cette variante qui est utilisée en pratique car il est moins coûteux de
calculer les coefficients c.

Nous appliquons cette technique d’accélération (Algorithm 1) à des problèmes de la
forme:

min
x∈Rp

f(Ax) + λg(x) := f(Ax) + λ
p∑

j=1

gj(xj) , (3)

où f : Rn → R est convexe et lisse et les gj sont convexes, propres et fermées.
Dans le cas des moindres carrés non pénalisés (f = 1

2 ‖·− y‖2, gj = 0), les itérés de
la descente par coordonnée (pris à la fin de chaque époque, c’est-à-dire après mise à jour
des p coordonnées) possèdent une structure d’itération linéaire:

x(k+1) = TCDx(k) + bCD , (4)

avec TCD =
(
Idp −

epe!p
Hpp

H
)
. . .

(
Idp − e1e!1

H11
H
)

et H = A#A. Cette matrice n’est pas
symétrique, ce qui est nécessaire pour l’obtention de guaranties théoriques pour l’accélé-
ration d’Anderson. Sur le plan théorique, nous proposons d’effectuer les mise à jour des
coordonnées de 1 à p, suivi d’une passe inversée, de p à 1. La matrice d’itération obtenue
n’est alors pas symétrique, mais elle s’écrit TCD-sym ! H−1/2SH1/2 , avec

S =
(
Idp −H1/2 e1e!1

H11
H

1
2

)
× · · ·×

(
Idp −H

1
2
epe!p
Hpp

H
1
2

)

×
(
Idp −H

1
2
epe!p
Hpp

H
1
2

)
× · · ·×

(
Idp −H

1
2
e1e!1
H11

H
1
2

)
. (5)

S est symétrique, et S et T (qui a les mêmes valeurs propres que S) sont diagonalisables
avec spectre réel. Nous appelons ces itérations “pseudo-symétriques” et montrons qu’elles
permettent de préserver les garanties de l’accélération d’Anderson.

Proposition 1 (Pseudosymétrique, T = H−1/2SH1/2) Soit T la matrice d’itération
de la descente par coordonnée pseudo-symétrique: T = H−1/2SH1/2, avec S positive semi-
définie (5). Soit x∗ la limite de la suite (x(k)). Soit ζ = (1−

√
1− ρ)/(1 +

√
1− ρ), soit

B = (T − Id)2 et κ(H) le conditionnement de H. Alors ρ = ρ(T ) = ρ(S) < 1 et les itérés
de l’extrapolation d’Anderson hors-ligne satisfont:

‖x(k)
e-off − x∗‖B ≤

√
κ(H) 2ζk−1

1+ζ2(k−1)‖x(0) − x∗‖B , (6)

en donc ceux de l’extrapolation en ligne satisfont:

‖x(k)
e-on − x∗‖B ≤

(√
κ(H) 2ζK−1

1+ζ2(K−1)

)k/K

‖x(0) − x∗‖B . (7)
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Algorithm 1 Accélération d’Anderson pour la descente par coordonnée
init: x(0) ∈ Rp, L1, . . . , Lp > 0
for k = 1, . . . do

x = x(k−1)

for j = 1, . . . p do
x̃j = xj

xj = prox λ
Lj

gj
(xj − A#

:j∇f(Ax)/Lj)

Ax += (xj − x̃j)A:j

x(k) = x // itérés classiques O(np)

if k = 0 modK then // extrapolation, O(K3 + pK2)

U = [x(k−K+1) − x(k−K), . . . , x(k) − x(k−1)]
c = (U#U)−11K/1#

K(U
#U)−11K ∈ RK

xe =
∑K

i=1 cix
(k−K+i)

if f(Axe) + λg(xe) ≤ f(x(k)) + λg(x(k)) then
x(k) = xe

return x(k)

3 Expériences
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GD - Anderson

GD - inertial
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CD - inertial
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Figure 1: Performance de la descente de gra-
dient (GD), et de la descente par coordonnée
(CD) avec leurs versions accélérées. RCD:
descente par coordonnée aléatoire.

Sur la Figure 1, on peut observer la
supériorité de la descente par coordon-
née avec extrapolation d’Anderson sur
d’autres méthodes du premier ordre,
éventuellement accélérée.
Dans ce qui suit, nous montrons que
l’extrapolation d’Anderson appliquée
à la descente par coordonnée proxi-
male surpasse les autres algorithmes
du premier ordre pour la résolution du
Lasso (Figure 2):

x∗ = argmin
x∈Rp

1

2
‖y − Ax‖2 + λ ‖x‖1 .

(8)
Pour le Lasso, nous paramétrons λ comme une fraction de λmax =

∥∥A#y
∥∥
∞, plus petit

paramètre de régularisation pour lequel x∗ = 0. La Figure 2 montre la supériorité de la
descente par coordonnée proximale sur la descente de gradient proximale pour les prob-
lèmes de Lasso sur des jeux de données réels, ainsi que les avantages de l’extrapolation
pour la descente par coordonnée. Elle montre que l’extrapolation d’Anderson peut con-
duire à un gain de performance significatif. En particulier Figure 2 montre que sans
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Figure 2: Sous optimalité en fonction du tempspour le Lasso pour différents jeux de
données et valeurs de λ.

redémarrage (restart), la descente par coordonnée inertielle peut ralentir la convergence
en pratique, malgré son taux accéléré en théorie. Notons que plus la valeur de λ est
petite, plus l’optimisation est difficile: lorsque λ diminue, atteindre une sous-optimalité
fixé prend plus de temps. Plus le paramètre de régularisation λ est petit (i.e., plus le
problème est difficile), plus l’extrapolation d’Anderson est efficace. Les noms et les détails
des algorithmes comparés peuvent être trouvés en section 3 de [3].
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Nonlinear Functional-Output Regression:
A Dictionary Approach
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Résumé. Dans le contexte de la regression à valeur fonctionnelle, nous proposons
d’apprendre à prédire directement des coefficients de représentation sur un dictionnaire
en employant toutefois une fonction de perte fonctionnelle. Ainsi, un dictionnaire non-
orthogonal peut être choisi; il peut donc être appris. En cela l’approche est plus flexible que
celles employant une perte vectorielle sur les coefficients. Nous étudions en détails le cas où
la fonction prédisant les coefficients réside dans un espace de Hilbert à noyau reproduisant
de fonctions à valeurs vectorielles. Pour la perte quadratique nous introduisons deux
estimateurs en forme close, le premier pour des fonctions totalement observées et le second
pour des fonctions partiellement observées. Les deux sont appuyés par une analyse de
leur excès de risque. Enfin, nous démontrons sur deux jeux de données réels que notre
approche constitue un bon compromis entre temps de calcul et précision.

Mots-clés. Données fonctionnelles, Noyaux reproduisant, Dictionnaires.

Abstract. To address functional-output regression, we introduce projection learning
(PL), a novel dictionary-based approach that learns to predict a projection of the output
function on a dictionary while minimizing a functional loss. PL makes it possible to
use non orthogonal dictionaries and can then be combined with dictionary learning. It
is thus much more flexible than expansion-based approaches relying on vectorial losses.
Using reproducing kernel Hilbert spaces of vector-valued functions, this general method
is instantiated as kernel-based projection learning (KPL). For the functional square loss,
we propose two closed-form estimators, one for fully observed output functions and the
other for partially observed ones. Both are backed theoretically by an excess risk analysis.
Eventually, a study on two real datasets show that our approach enjoys a good trade-off
between computational cost and precision.

Keywords. Functional data, Reproducing kernel Hilbert spaces, Dictionaries.

1 Notations
We assimilate the spaces (Rd)n and Rd×n. The concatenation of vectors (ui)ni=1 ∈ Rd×n is
denoted vec((ui)ni=1) ∈ Rdn. For n ∈ N∗, we use the shorthand [n] for the set {1, . . . , n}.
We denote by F(X ,Y) the space of functions from X to Y . For two Hilbert spaces U and
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Y , L(U ,Y) is the set of bounded linear operators from U to Y and L(U) := L(U ,U). The
adjoint of a linear operator A is denoted A#. For U = Rd, we introduce A(n) ∈ L(Rdn,Yn)
as A(n) : vec((ui)ni=1) "−→ (Au1, ...,Aun) and Amat,(n) ∈ L(Rd×n,Yn) as Amat,(n) : (ui)ni=1 "−→
(Au1, ...,Aun). For B ∈ Rp×q,C ∈ Rd×n, B ⊗ C ∈ Rpd×qn denotes the Kronecker product.
Finally L2(Θ) stands for the Hilbert space of real-valued square integrable functions on a
given compact subset Θ ⊂ Rq; without loss of generality we suppose that |Θ| :=

∫
Θ 1dθ = 1.

2 Projection learning (PL)

2.1 Functional output regression (FOR)
Let X be a measurable space and (X,Y) be a couple of random variables on Z := X ×L2(Θ)
with joint distribution ρ. We define a functional loss # as a real-valued function over
L2(Θ)× L2(Θ) → R. An integral of a ground loss l : R×R → R can for instance be used:

#(y0, y1) =

∫

Θ

l(y0(θ), y1(θ))dθ. (1)

Specifically, if l(y0(θ), y1(θ)) = (y0(θ) − y1(θ))2, we obtain #2(y0, y1) := ‖y0 − y1‖2L2(Θ).
Given a loss # we define the risk of a regressor f as R(f) := E(X,Y)∼ρ [#(Y, f(X))]. For an
hypothesis class G ⊂ F(X , L2(Θ)) we then want to find a minimizer of this risk:

argmin
f∈G

R(f). (2)

However, we have access to ρ only through an observed sample. We study two sampling
settings. (i) The output functions are fully observed. Our sample consists of n ∈ N i.i.d.
realizations z := (xi, yi)ni=1 drawn from ρ (so-called dense setting described in functional
data analysis (FDA)). (ii) In the partially observed setting (sparse setting in FDA) they
are observed on discrete grids. In this work, we suppose that we observe each yi on a
random sample of locations, θi := (θip)

mi
p=1 ∈ Θmi , drawn i.i.d.from a uniform distribution

z̃ := (xi, (θi, ỹi))ni=1, where for all i ∈ [n], θi ∈ Θmi , ỹi ∈ Rmi with mi ∈ N∗ the number of
observations available for the i-th function, and for all p ∈ [mi], θip ∈ Θ and ỹip ∈ R.

2.2 Approximated FOR
To tackle Problem (2), we propose to learn to predict expansion coefficients on a dictionary
of functions φ := (φl)dl=1 ∈ L2(Θ)d with d ∈ N∗. We then introduce the linear operator:

Definition 2.1. (Projection operator) For a dictionary φ, the associated projection
operator Φ is defined by Φ : u ∈ Rd "−→

∑d
l=1 ulφl ∈ L2(Θ).

Lemma 2.1. The adjoint of Φ is given by Φ# : g ∈ L2(Θ) "−→ (〈φl, g〉L2(Θ))dl=1 ∈ Rd.
Thus we have Φ#Φ = (〈φl,φs〉L2(Θ))dl,s=1.
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The core idea of PL is to define a simpler model f(x) = Φh(x) in Problem (2), where
h : X "−→ Rd is a vector-valued function. This yields the problem

argmin
h∈H

R(Φ ◦ h). (3)

In the fully observed setting, we can minimize over H ⊂ F(X ,Rd) the empirical counterpart
of the true risk based on z, R̂(Φ◦h, z) := 1

n

∑n
i=1 #(yi,Φh(xi)) with some additional penalty

ΩH : H −→ R of intensity λ > 0 to control the model’s complexity: minh∈H R̂(Φ ◦ h, z) +
λΩH(h). To tackle the partially observed setting, we exploit specific properties of the
learning algorithms proposed in Section 3.

2.3 Dictionaries
In solving Problem (3) we restrict the predictions of our model to Span(φ). As a result φ
must be chosen so that the functions (yi)ni=1 can be approximated accurately by elements
from Span(φ). To achieve this, several strategies are possible.
Orthonormal and Riesz bases. Orthogonal bases such as Fourier bases or wavelets
bases, as well as Riesz bases such as splines, are known to provide good approximations.
Families of random functions, such as random Fourier features (RFFs, Rahimi and
Recht, 2008) can enjoy good approximation properties as well. Through the choice of such
family, we approximate the output functions in a space that is dense in a RKHS.
Learnt dictionaries. When the output functions are too complex, selecting a dictionary
can however be difficult. The choice of a family may not be evident and it may take too
many atoms (functions) to reach a satisfying approximation precision. Functional principal
component analysis (FPCA; Ramsay and Silverman, 2005) addresses the first issue, but
may not adress the second. By opposition, dictionary learning (DL) is known to better
solve both problems (Mairal et al., 2009).

3 Vector-valued RKHSs (Vv-RKHS) instantiation

3.1 Vv-RKHSs and representer theorem
Let K : X × X "−→ L(Rd) be operator-valued kernel and HK ⊂ F(X ,Rd) its asso-
ciated vv-RKHS. For x ∈ X , we define Kx ∈ L(Rd,HK) as Kx : u "−→ Kxu, with
Kxu : x′ "−→ K(x′, x)u. We consider H = HK as vector-valued hypothesis class. Setting the
regularization as ΩHK(h) := ‖h‖2HK

yields the following instantiation of PL with vv-RKHS:

argmin
h∈HK

1

n

n∑

i=1

#(yi,Φh(xi)) + λ‖h‖2HK
. (4)
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Proposition 3.1. (Representer theorem) For # continuous and convex with respect to
its second argument, Problem (4) admits a unique minimizer hλ

z . Moreover there exists
α ∈ Rd×n such that hλ

z =
∑n

j=1 Kxjαj .

3.2 Ridge solution with square loss

Problem (4) can be rewritten as minα∈Rd×n
1
n

∥∥y − Φ(n)KKKvec(α)
∥∥2

L2(Θ)n
+λ〈vec(α),KKKvec(α)〉Rdn ,

where y := (yi)ni=1 ∈ L2(Θ)n, the kernel matrix is defined block-wise asKKK := [K(xi, xj)]ni,j=1 ∈
Rdn×dn; and vec and Φ(n) are introduced in Section 1.

Proposition 3.2. (Ridge solution) If KKK is full rank, the minimum in the above stated
Problem is achieved by the unique α∗ ∈ Rd×n verifying

(
(Φ#Φ)(n)KKK+ nλIII

)
vec(α∗) = Φ#

(n)y.

We define the ridge estimator as hλ
z :=

∑n
j=1 Kxjα

∗
j .

(Φ#Φ)(n) is a block diagonal matrix with the Gram matrix Φ#Φ repeated on its
diagonal. To handle partially observed output functions, we remark that in the above
linear system, the output functions only appear through (Φ(n))#y = vec((Φ#yi)ni=1) ∈ Rdn

with for i ∈ [n], Φ#yi =
(
〈yi,φl〉L2(Θ)

)d
l=1

.

Definition 3.1. (Plug-in ridge estimator.) For all l ∈ [d] and i ∈ [n], let ν̃il :=
1
mi

∑mi

p=1 ỹipφl(θip) be the entries of ν̃ ∈ Rd×n. Let α̃∗ ∈ Rd×n be such that vec(α̃∗) =
(
(Φ#Φ)(n)KKK+ nλIII

)−1
vec(ν̃). We then define the plug-in ridge estimator as h̃λ

z̃ :=
∑n

j=1 Kxj α̃
∗
j .

Fast algorithm for plug-in ridge estimator. For a separable kernel K = kB, the
matrix KKK can be rewritten as KKK = KX ⊗ B with KX := (k(xi, xj))ni,j=1 ∈ Rn×n. Solving the
linear system in Proposition 3.2 has time complexity O(n3d3). However, (Φ(n))#Φ(n) =
I⊗ (Φ#Φ), thus (Φ(n))#Φ(n)KKK = (I⊗ (Φ#Φ))(KX ⊗ B). Using the mixed product property
we must solve (KX ⊗ ((Φ#Φ)B) + nλIII)vec(α) = vec(ν̃). The complexity can be reduced
essentially to O(n3 + d3) using either a discrete time Sylvester equation or performing
an eigendecomposition exploiting the Kronecker structure. For other losses, we resort to
iterative optimization; we refer to Bouche et al. (2021) for details.

4 Excess risk analysis
For the ridge estimator, we focus on the effect of the number of samples n, and for the
plug-in ridge one, we study the influence of n and that of m (number of observations per
function). The analysis is based on integral operators (Caponnetto and De Vito, 2007).

Let us suppose that X is a separable metric space. K is a vector-valued continuous
kernel and we suppose ∃κ > 0 such that for x ∈ X , ‖K(x, x)‖L(Rd) ≤ κ. φ is a normed
Riesz family in L2(Θ) with upper constant Cφ. We also suppose that ∃hHK ∈ HK such
that hHK = infh∈HK R(Φ ◦ h) which implies ∃R > 0 such that ‖hHK‖HK ≤ R. Finally, we
assume that ∃L ≥ 0 such that for all θ ∈ Θ, |Y(θ)| ≤ L a. s.
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Proposition 4.1. Let 0 < η < 1, take λ = λ∗
n(η/2) := 6κC2

φ
log(4/η)

√
d√

n . Then with probability

at least 1− η, R(Φ ◦ hλ
z)−R(Φ ◦ hHK) ≤ O

(
1√
n

)
log (4/η).

We suppose that ∃M(d) ≥ 0 such that for all θ ∈ Θ and for all l ∈ [d], |φl(θ)| ≤ M(d).

Proposition 4.2. Let 0 < η < 1, take λ = λ∗
n(η/3) := 6κC2

φ
log(6/η)

√
d√

n . Then, with probability

at least 1−η, R(Φ◦h̃λ
z̃)−R(Φ◦hHK) ≤

(
O
(√

n
m2

)
+O

(
1

m3/2

)
+O

(
1√
nm

)
+O

(
1√
n

))
log (6/η) .

If m /
√
n, then this bounds yields consistency for the plug-in ridge estimator.

5 Experiments
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Figure 1: MSEs and CPU times on the speech
data

KE 0.231 ± 0.025
3BE 0.227 ± 0.017
KAM 0.222 ± 0.021
FKRR 0.215 ± 0.020

Ridge-KPL 0.211 ± 0.022
Logcosh-KPL 0.209 ± 0.020

Table 1: MSEs on the DTI data

We compare KPL with four existing nonlinear FOR methods. Functional kernel ridge
regression (FKRR, Kadri et al., 2016), Triple basis estimator (3BE, Oliva et al., 2015)
(which we call 1BE when using a kernel for the inputs and only the outputs are projected
on a basis), Kernel additive model (KAM, Reimherr et al., 2018) and Kernel Estimator
(KE, Ferraty et al., 2011).

We consider two datasets. The first is the diffusion tensor imaging dataset (DTI data)
1, and the second is a synthetic speech inversion dataset introduced by Mitra et al. (2009).
The first is a function-to-function problem and the second one is a sound-to-functions
problem; from a speech sound we estimate the underlying vocal tract (VT) configuration
that produced it (there are eight VTs). We represent the input sounds using 13 mel-
frequency cepstral coefficients (MFCCs), so that the problem becomes a vector-valued
function-to-function task. The mean square errors for the DTI datasets are displayed
in Table 1. The results and computational times for the speech dataset are displayed
in Figure 1. Ridge-DL-KPL corresponds to the plug-in ridge estimatore with a learnt

1This dataset was collected at Johns Hopkins University and the Kennedy-Krieger Institute and is
freely available as a part of the Refund R package
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dictionary and 1BE/ridge-Four-KPL to the same estimator using a truncated Fourier basis
as dictionary. We see that our proposed method enjoys a particularily good computation
time/precision trade-off. For more experiences and details on the experimental procedures
we refer to (Bouche et al., 2021).
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Résumé. Nous étudions l’apprentissage séquentiel d’une allocation optimale lorsque
la ressource à attribuer est le temps. Notre modèle comprend par exemple les applications
suivantes : un chauffeur décidant de ses trajets quotidiens, un propriétaire louant son
bien, etc. Suivant notre motivation initiale, un chauffeur reçoit de manière séquentielle des
propositions de trajet selon un processus de Poisson. Il peut alors soit accepter, soit refuser
le trajet. S’il accepte, le chauffeur est occupé pendant la durée du trajet et obtient un
revenu dépendant de cette durée. Sinon, le chauffeur reste en attente jusqu’à recevoir une
nouvelle proposition de trajet. Nous étudions le regret encouru par le chauffeur, d’abord
s’il connaît la fonction de revenu mais ignore la distribution des durées de trajet, puis s’il
ne connaît pas la fonction de revenu non plus. Ce cadre naturel partage des similarités
avec les bandits contextuels à un bras, mais avec la différence essentielle qu’ici, le revenu
standard associé à un contexte dépend de toute la distribution des contextes.

Mots-clés. Service de transport, apprentissage séquentiel, allocation temporelle,
bandits contextuels

Abstract. We study online learning for optimal allocation when the resource to be
allocated is time. Examples of possible applications include a driver filling a day with
rides, a landlord renting an estate, etc. Following our initial motivation, a driver receives
ride proposals sequentially according to a Poisson process and can either accept or reject
a proposed ride. If she accepts the proposal, she is busy for the duration of the ride and
obtains a reward that depends on the ride duration. If she rejects it, she remains on hold
until a new ride proposal arrives. We study the regret incurred by the driver first when
she knows her reward function but does not know the distribution of the ride duration,
and then when she does not know her reward function, either. Faster rates are finally
obtained by adding structural assumptions on the distribution of rides or on the reward
function. This natural setting bears similarities with contextual (one-armed) bandits, but
with the crucial difference that the normalized reward associated to a context depends on
the whole distribution of contexts.
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Keywords. Ride hailing, online learning, time allocation, contextual bandits

1 Motivation
A driver filling her shift with rides, a landlord renting an estate short-term, an independent
deliveryman, a single server that can make computations online, etc. all face the same
trade-off. There is a unique resource that can be allocated to some tasks/clients for
some duration. The main constraint is that, once it is allocated, the resource becomes
unavailable for the whole duration. As a consequence, if a “better” request arrived during
this time, it could not be accepted and would be lost. Allocating the resource for some
duration has some cost but generates some rewards – possibly both unknown and random.
For instance, an estate must be cleaned up after each rental, thus generating some fixed
costs; on the other hand, guests might break something, which explains randomness.
Similarly, the driver net revenue might depend on the traffic jam and/or the weather
(through gas consumption). Concerning duration, the shorter the request the better (if
the net reward is the same). Indeed, the resource could be allocated twice in the same
amount of time.

The ideal request would therefore be of short duration and large reward; this maximizes
the revenue per time. A possible policy could be to wait for this kind of request, denying
the other ones (too long and/or less profitable). On the other hand, such a request could
be very rare. So it might be more rewarding in the long run to accept any request, at the
risk of “missing” the ideal one.

There are clear trade-offs that arise. The first one is between a greedy policy that
accepts only the highest profitable requests – at the risk of staying idle quite often – and a
safe policy that accepts every request – but unfortunately also the non-profitable ones.
The second trade-off concerns the learning phase; indeed, at first and because of the
randomness, the actual net reward of a request is unknown and must be learned on the fly.
The safe policy will gather a lot of information (possibly at a high cost) while the greedy
one might lose some possible valuable information for the long run (in trying to optimize
the short term revenue).

We adopt the perspective of a driver seeking to optimize the income obtained during a
shift. The driver receives ride proposals sequentially, following a Poisson process. When a
ride is proposed, the driver observes its expected duration and can then either accept or
reject it. If she accepts it, she cannot receive any new proposals for the whole duration
of the ride. At the end of the ride she observes her reward, which is a function of the
duration of the ride. If, on the contrary, she rejects the ride, she remains on hold until she
receives a new ride proposal.

Driver policies are evaluated in terms of their expected regret, which is the difference
between the cumulative rewards obtained over a shift of duration T under the optimal
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policy and under the implemented driver policy (as usual the total length could also be
random or unknown [Degenne and Perchet, 2016]). In this setting, the “optimal” policy
is within the class of policies that accept – or not – rides whose length belongs to some
given acceptance set (say, larger than some threshold, or in some specific Borel subset,
depending on the regularity of the reward function).

2 Model
We consider a driver who receives ride proposals sequentially and decides whether to accept
or decline them on the fly. The durations of the proposed rides are assumed to be i.i.d.
with an unknown law, and Xi denotes the duration of the i-th ride. If this ride is accepted,
the driver will earn some reward Yi (that can be either positive or negative, due to costs
such as gas, obsolescence of the car, etc.) with expectation r(Xi). We emphasize here
that Yi is not observed before accepting (or actually completing) the i-th ride and that
the expected reward function r(·) is unknown to the driver at first. If ride i is accepted,
the driver cannot accept any new proposals for the whole duration Xi.

After completing the i-th ride, or after declining it, the driver is on hold, waiting for a
new proposal. We assume that idling times – denoted by Si – are also i.i.d., following some
exponential law of parameter λ. An equivalent formulation of the ride arrival process is
that proposals follow a Poisson process (with intensity λ) and the driver does not observe
ride proposals while occupied.

The driver’s objective is to maximize the expected sum of rewards obtained by choosing
an appropriate acceptance policy. Given the decisions (ai)i≥1 in {0, 1} (decline/accept),
the total reward accumulated by the driver after the first n proposals is therefore equal
to

∑n
i=1 Yiai and the required amount of time for this is equal to Tn :=

∑n
i=1 Si +Xiai.

This amount of time is random and strongly depends on the policy. As a consequence,
we consider that the driver optimizes the cumulative reward up to time T , so that the
number of received ride proposals is random and equal to θ := min{n ∈ N | Tn > T}. In
the following, the optimal policy refers to the policy maximizing the expected cumulated
reward at time T . The regret is then defined as the difference in expected cumulative
rewards, up to time T , between the optimal policy and the considered policy.

3 Contributions
This section summarizes our different contributions. Their complete description can
be found in the full version [Boursier et al., 2021]. Using continuous-time dynamic
programming principles, we construct an oracle quasi-optimal policy in terms of accepted
and rejected rides: it translates into a single optimal threshold for the ratio of the reward
to the duration. Any ride with a profitability above this threshold is accepted, and the
other ones are declined.
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As a benchmark, we first assume that the driver knows the reward function r(·), but
ignores the distribution of ride durations. The introduced techniques can be generalized,
in the following sections, to further incorporate estimations of r(·). In that case, our base
algorithm has a regret scaling as O(

√
T ).

The reward function is then not known to the driver anymore and the reward realizations
are assumed to be noisy. To get non-trivial estimation rates, regularity of the reward
function is assumed, i.e., (L, β)-Hölder. Modifying the basic algorithm to incorporate non-
parametric estimation of r yields a regret scaling as O(T 1−η

√
lnT ) where η = β/(2β + 1).

Subsequently, our objective is to obtain faster rates, achieved under various structural
assumptions on the distribution of ride durations or on the reward function. For instance,
we consider margin conditions, which were first used in the context of binary classification
[see, e.g., Mammen and Tsybakov, 1999, Tsybakov, 2006], and then introduced in the
bandit literature [Perchet and Rigollet, 2013, Goldenshluger and Zeevi, 2009, Weed et al.,
2016]. A different assumption used to achieve good rates relates to finite support of the
distribution [see e.g., Cesa-Bianchi et al., 2019]. Monotonicity of the profitability function
is another assumption in this direction, as it ensures that the optimal policy belongs to
some specific subclass, as in [Cesa-Bianchi et al., 2015].

First, we assume that the distribution of ride durations has finite support. We obtain
an upper bound on the regret of order O(

√
KT lnT ), where K is the cardinality of the

support. Then we investigate the addition of a margin condition on the distribution.
Such assumption gives further information on how difficult it is to distinguish the optimal
profitability threshold. The rate obtained is O(T 1−η(1+α)

√
lnT ), where α ∈ [0, 1) is a

parameter of the margin condition. We then assume that the profitability function is
monotone. This ensures the existence of an optimal policy in terms of a threshold for
the ride durations – and no longer for the profitability function – for which the rate is
O(

√
T lnT ).

Finally, we show that all our regret bounds are minimax up to poly-logarithmic terms
in T and we empirically illustrate our different results on toy examples. Fig. 1 below
summarizes our regret bounds with all the considered settings.

4 Related work
Much of the literature on ride hailing focuses on the issue of (surge) pricing by the market
platform [see e.g. Özkan and Ward, 2020, Garg and Nazerzadeh, 2020, Besbes et al.,
2021]. In contrast to these works that consider drivers with perfect knowledge, we here
take the point of view of a driver who learns her environment. As a consequence, this
bears similarities with online learning and multi-armed bandit Bubeck and Cesa-Bianchi
[2012] as data are gathered sequentially. The main difference with multi-armed bandit or
resource allocation problems is that the driver’s only resource is her time, which has to
be spent wisely and, most importantly, saving it actually has some unknown value. The
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Setting Additional assumption Incurred regret

known r -
√
T

no prior knowledge r is (L, β)-Hölder T
β+1
2β+1

√
ln(T )

finite support of ride duration K = size of support
√
KT lnT

margin condition r is (L, β)-Hölder
margin parameter α ∈ [0, 1)

T 1−β(1+α)
2β+1

√
lnT

x #→ r(x)
x is monotone -

√
T lnT

Figure 1: Order of incurred regrets for different settings.

problem of time allocation actually goes way back.
The driver problem is strongly related to contextual multi-armed bandits, where each

arm produces a noisy reward that depends on an observable context. Indeed, the driver
faces a one arm contextual bandit problem [Sarkar, 1991], with the crucial difference
that the normalized reward associated to a context depends on the whole distribution of
contexts (and not just to the current context).

The driver problem is also related to bandits with knapsacks [see Slivkins, 2019, Chapter
10] and even more specifically to contextual bandits with knapsacks, where pulling an arm
consumes a limited resource. Time is the resource of the driver here, while both time and
resource are well separated quantities in knapsack bandits. Especially, knapsack bandits
assume the existence of a null arm, which does not consume any resource. This ensures the
feasibility of the linear program giving the optimal fixed strategy. In the driver problem,
the null arm (declining the ride) still consumes the waiting time before receiving the next
ride proposal. Knapsack bandits strategies can thus not be adapted to the driver problem,
which remains solvable thanks to a particular problem structure.
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Résumé. L’objectif de cette communication est de proposer une nouvelle approche,
appelée Single-index Extreme-PLS, pour la réduction de dimension en régression qui soit
adaptée aux queues de distributions. Nous nous intéressons à la combinaison linéaire des
prédicteurs qui explique au mieux les valeurs extrêmes de la variable réponse dans un
contexte de régression inverse non linéaire. La normalité asymptotique de l’estimateur
Single-index Extreme-PLS est établie sous des hypothèses modérées. Les performances de
la méthode sont évaluées par simulations numériques. Une analyse statistique de données
de revenu agricole français, considérant des rendements céréaliers extrêmes, est fournie à
titre d’illustration.

Mots-clés. Valeurs extrêmes, Réduction de dimension, Régression inverse non linéaire,
Partial Least Squares.

Abstract. The goal of this communication is to propose a new approach, called Single-
index Extreme-PLS, for dimension reduction in regression and adapted to distribution
tails. The objective is to find a linear combination of predictors that best explain the
extreme values of the response variable in a non-linear inverse regression model. The
asymptotic normality of the Single-index Extreme-PLS estimator is established under mild
assumptions. The performance of the method is assessed on simulated data. A statistical
analysis of French farm income data, considering extreme cereal yields, is provided as an
illustration.

Keywords. Extreme value, Dimension reduction, Non-linear inverse regression, Par-
tial Least Squares.

1 Introduction

Context. Regression analysis is widely used to study the relationship between a re-
sponse variable Y and an explanatory p-dimensional vector X starting from an-sample.
When p grows, a dimension reduction becomes necessary to show only the most relevant
directions of high-dimensional data. There exist a number of statistical models for dimen-
sion reduction in regression problems. One of the most popular is Partial Least Squares
(PLS) regression, introduced by (Wold, 1975), that combines the characteristics of Prin-
cipal Component Analysis (PCA) and multiple regression. Its purpose is to find linear
combinations of the X coordinates highly correlated with Y . Sliced Inverse Regression
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(SIR) is an alternative method for dimension reduction in regression which explores the
simplicity of the inverse regression view of X against Y (Li, 1991). It aims at replacing
X by its projection onto a subspace of smaller dimension without loss of information.
At the same time, there is a growing interest for the modelling of conditional extremes,
i.e. extremes depending on a covariate. One can mention for instance the estimation
of conditional extreme quantiles or more generally, the tail of conditional distributions
(Gardes & Girard, 2010). In this communication, we aim to deal with these two lines
of works (dimension reduction in regression and conditional extremes) by looking for a
linear combination βtX of the covariates that best explains the extreme values of Y .
More precisely, we propose a single-index approach to find a direction β̂ maximizing the
covariance between βtX and Y given Y exceeds a high threshold y. This adaptation of
the PLS estimator to the extreme-value framework, referred to as Single-index extreme-
PLS (SIEPLS), is achieved in the context of a non-linear inverse regression model. In
practice, β̂ allows to quantify the effect of the covariates on the extreme values of Y in
a simple and interpretable way. Plotting Y against the projection β̂tX also provides a
visual interpretation of conditional extremes. Moreover, working on the pair (β̂tX, Y )
should yield improved results for most estimators dealing with conditional extreme val-
ues thanks to the dimension reduction achieved thanks to the projection step. From the
theoretical point of view, the asymptotic normality of β̂ is established without linearity
or independence requirements.

An inverse model. Let us first consider the following single-index non linear inverse
regression model:

(M) X = g(Y )β + ε, where X is a p-dimensional random vector, Y is a real random
variable, g : R → R is the link function and ε is p-dimensional random vector of
error. The parameter β ∈ Rp is an unknown unit vector, ε may depend on Y and g
is an unknown function.

Similar inverse regression models were used to establish the theoretical properties of SIR
(Bernard-Michel, Gardes & Girard, 2008). Under model (M), we aim at estimating β by
maximizing the covariance between βtX and Y conditionally on large values of Y . Indeed,
roughly speaking, when Y is large, provided the distribution tail of ε is negligible, one has
X # g(Y )β leading to the approximate single-index model Y # g−1(βtX). Note that the
considered model does not require a linear conditional mean or a conditional independence
assumption. The paper is organized as follows. In Section 2, the SIEPLS approach is
introduced in the framework of a single-index model and heavy-tailed distributions. Some
preliminary properties are stated in order to justify the above heuristics from a theoretical
point of view. The associated estimator is exhibited in Section 3 and its asymptotic
distribution is established under mild assumptions. In Section 4, the performances of the
method are investigated through a simulation study and is applied to assess the influence
of various parameters on cereal yields collected on French farms.
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2 SIEPLS approach

Let us denote by w(y) the unit vector maximizing the covariance between wtX and Y
given that Y exceeds a large threshold y:

w(y) = arg max
‖w‖=1

cov(wtX, Y |Y ≥ y). (1)

This optimization problem benefits from a closed-form solution given in the next proposi-
tion and obtained by solving the constrained optimization problem using Lagrange multi-
pliers. For all y ∈ R, let us denote by F̄ (y) = P(Y ≥ y) the survival function of Y and the
tail-moments, whenever they exist, mY (y) = E(Y 1{Y≥y}) ∈ R, mX(y) = E(X1{Y≥y}) ∈
Rp, mXY (y) = E(XY 1{Y≥y}) ∈ Rp.

Proposition 1. Suppose that E‖X‖ < ∞, E|Y | < ∞ and E‖XY ‖ < ∞. Then, the
solution of the optimization problem (1) is:

w(y) = v(y)/‖v(y)‖ where v(y) = F̄ (y)mXY (y)−mX(y)mY (y). (2)

Let us note that the solution (2) is invariant with respect to the scaling and location of X.
Besides, when ε is centered and independent of Y , we recover the classical PLS framework
and it is easily shown that w(y) = ±β for all y ∈ R. In the following, no assumption
is made on the (in)dependence between Y and ε, but additional assumptions on the link
function g and the distribution tail of Y are considered:

(A1) Y is a random variable with density function f regularly varying at infinity with
index − 1

γ − 1, γ ∈ (0, 1) i.e. for all t > 0,

lim
y→∞

f(ty)

f(y)
= t−

1
γ−1.

This property is denoted for short by f ∈ RV−1/γ−1.

(A2) g ∈ RVc with c > 0.

(A3) There exists q > 1/(γc) such that E(‖ε‖q) < ∞.

Let us note that (A1) implies that F̄ ∈ RV−1/γ which is equivalent to assuming that
the distribution of Y is in the Fréchet maximum domain of attraction, with extreme-value
index γ > 0, see de Haan & Ferreira (2007). In other words, (A1) entails that Y has a
right heavy-tail. The restriction to γ < 1 ensures that E|Y | exists. Assumption (A2)
means that the link function asymptotically behaves like a power function. Finally, (A3)
is a technical assumption which is satisfied for instance by Gaussian distributions.

In order to assess the convergence of w(y) to β as y → ∞, the squared cosine of the
angle between the above unit vectors is defined as: cos2(w(y), β) = (w(y)tβ)2. A value
close to 0 implies a weak proximity (w(y) is almost orthogonal to β) while a value close
to 1 means a high colinearity.
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Proposition 2. Assume (M), (A1), (A2) and (A3) hold with γ(c+ 1) < 1. Then,

cos2(w(y), β) = 1−O

{(
1

g(y)F̄ 1/q(y)

)2
}

→ 0,

as y → ∞.

In view of assumptions (A1) and (A2), the function y (→ g(y)F̄ 1/q(y) is regularly varying
with index c − 1/(qγ) > 0 from (A3). Unsurprisingly, the above convergence rates are
large when c is large (i.e. the link function is rapidly increasing), q is large (i.e. the noise
ε is small) or/and γ is large (i.e. the tail of Y is heavy). The estimation of w(y) from
data distributed from model (M) is addressed in the following section.

3 SIEPLS: Population version

Let (Xi, Yi), 1 ≤ i ≤ n be independent and identically distributed random variables from
model (M) and let yn → ∞ as the sample size n tends to infinity. The solution (2) is
estimated by its empirical counterpart introducing

v̂(yn) =
ˆ̄F (yn)m̂XY (yn)− m̂X(yn)m̂Y (yn),

with ˆ̄F the empirical survival function and

m̂XY (yn) =
1

n

n∑

i=1

XiYi1{Yi≥yn}, m̂Y (yn) =
1

n

n∑

i=1

Yi1{Yi≥yn}, m̂X(yn) =
1

n

n∑

i=1

Xi1{Yi≥yn}.

Our main result is the following:

Theorem 1. Assume (M), (A1), (A2) and (A3) hold with 2γ(c + 1) < 1. Let yn → ∞
such that nF̄ (yn) → ∞ and nF̄ (yn)1−2/q/g2(yn) → 0 as n → ∞. Then,

√
nF̄ (yn)

(
v̂(yn)

‖v(yn)‖
− β

)
d−→ ξβ,

with ξ ∼ N (0,λ(c, γ)) and where λ(c, γ) is a constant.

Assumption nF̄ (yn) → ∞ ensures that the variance of the estimator tends to zero while
condition nF̄ (yn)1−2/q/g2(yn) → 0 entails that the bias (bounded above by 1/(g(yn)F̄ 1/q(yn)),
see Proposition 2) is asymptotically small compared to the standard deviation 1/

√
nF̄ (yn).

Finally, Theorem 1 shows that the estimated direction v̂(yn) is asymptotically aligned with
the true direction β.
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4 Numerical results

4.1 Simulated data

We consider a sample of size n = 1000 and dimension p ∈ {3, 30} from model (M)
with a link function g(t) = tc, t > 0, c ∈ {1/4, 1/2, 1, 3/2, 2}. The results (available in
Bousebata, Enjolras & Girard (2021)) are not reported here for lack of space reasons,
they will provided during the presentation.

4.2 Real data

Our approach is applied to data extracted from the Farm Accountancy Data Network
(FADN), an annual database of commercial-sized farm holdings. This dataset of n =
949 observations contains significant accounting and financial information about French
professional farm incomes in 2014. Our goal is to investigate the impact of various factors
on farm yields (expressed in quintals per hectare). The response variable Y is the inverse of
the wheat yield (in quintals/hectare), as we are interested in the analysis of low yields, and
the covariate X includes 12 continuous variables: selling prices (euro/quintal), pesticides,
fertilizers, crop insurance purchased, insurance claims, farm subsidies, seeds and seedlings
costs, works and services purchase for crops, other insurance premiums, farm income taxes,
farmer’s personal social security cost (euro/hectare) and temperature average (degree
Celsius). A number of visual checks of whether the heavy-tailed assumption makes sense
for these data have been implemented (Hill plot and quantile-quantile plot). The estimator
SIEPLS v̂(yn) is computed for each yn = Yn−k+1,n. For the sake of interpretation, we define
the conditional correlation between the projected covariate v̂(yn)tX and each coordinate
X(j) of the covariate as:

ρ(X tv̂(yn), X
(j)|Y ≥ yn) =

cov(X tv̂(yn), X(j)|Y ≥ yn)

σ(X tv̂(yn)|Y ≥ yn)σ(X(j)|Y ≥ yn)
.

Results are depicted on Figure 1 for the 12 considered covariates. Note that the 150 largest
inverse wheat yields are mainly consequences of operational costs (fertilisers, pesticides,
seeds and seedlings), structural costs (claims, purchase of an insurance policy, farm sub-
sidies, social security cost) and supplementary costs (works and services purchase). This
result may be explained by the fact that, in 2014, yields were strongly impacted by
production costs, despite mild winter temperatures. Finally, two estimators (linear and
non-linear) of the conditional mean E(v̂(yn)tX|Y ) have been computed. A positive trend
appears for large values of Y in accordance to the inverse regression model (M).

Acknowledgements. This work is supported by the French National Research Agency
(ANR) in the framework of the Investissements d’Avenir Program (ANR-15-IDEX-02).
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Figure 1: Graph of the estimated conditional correlation function y (→ ρ(X tv̂(y), X(j)|Y ≥
y) for j = 1, . . . , 12 (horizontally: number of exceedances k, vertically: conditional corre-
lation estimated by its empirical counterpart using the threshold y = Yn−k+1,n).
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Résumé. Dans le cadre d’un graphe dont les connexions signifient l’échange de doc-
uments textes, nous proposons le ETSBM (Embedded Topics for the Stochastic Block
Model) pour détecter des communautés parmi les nœuds en utilisant les thèmes évoqués
dans les documents. Sur la base du modèle STBM (Stochastic Topic Block Model), nous
remplaçons la détection des topics, reposant sur le modèle LDA (Latent Dirichlet Allo-
cation) par le modèle ETM (Embedded Topic Model) pour bénéficier d’une distribution
variationnelle plus souple, et afin d’utiliser des représentations vectorielles du vocabulaire
pré-entrâınées.

Mots-clés. embeddings, Topic Models, détection de communautés, modèles génératifs,
STBM, ETM, LDA, SBM.

Abstract. Considering a graph for which two nodes are linked if and only if they share
textual data, we introduce ETSBM (Embedded Topics for the Stochastic Block Model) in
order to cluster the nodes using both the links and the topics of the textual data. Based
on STBM (Stochastic Topic Block Model), we replaced the topic model block, based on
LDA (Latent Dirichlet Allocation), using only count data, with ETM (Embedded Topic
Model) to benefit both from the flexible variational distribution and the possibility to use
pre-trained embeddings.

Keywords. embeddings, Topic Models, graph clustering, generative models, STBM,
ETM, LDA, SBM.

1 Introduction and notations

The STBM model proposed in [C. Bouveyron et al., (2016)] aims at jointly analysing tex-
tual data and graph connections in order to perform simultaneously node clustering and
topic modelling tasks for each detected community. The analysis of the textual data relies
on word counts through LDA (Latent Dirichlet Allocation), see [D. M. Blei et al. (2003)]
for more details. In LDA, the word “topic” refers to a distribution over the vocabulary.
To overcome some of the limitations of LDA, e.g the bag-of-words representation of docu-
ments, ETM (Embedded Topic Model) has been introduced in [A. B. Dieng et al., (2019)].

1

141

(



W

θ

ρ

α

A

Yπ

P

Figure 1: Graphical representation of the Embedded Topics for the Stochastic Block
Model. The link between θ and δ is deterministic. In this figure, we give the dependency
through θ.

ETM makes use of a deep generative network that jointly learns word and topic repre-
sentations in a vector space. It can also be used with pre-trained word embeddings, i.e
vector representations of words, to incorporate semantic meaning of the words to improve
the topic quality. We propose to use ETM instead of LDA within STBM to benefit from
those advantages.

In the rest of this paper, we consider a graph with M nodes, for which A ∈ RM×M is
the binary adjacency matrix of the graph such that there are no self loop, i.e Aii = 0 for
any i. Moreover, for any i, j ∈ {1, . . . ,M} with i "= j, i is connected to j if and only if

Aij equals one. If so, they share a set of documents Wij := {W 1
ij, . . . ,W

Dij

ij } where Dij

denotes the number of documents shared by i and j such that for any d = 1, . . . , Dij,

W d
ij is a collection of words with size Nd

ij, i.e W d
ij = {wd1

ij , . . . , w
dNd

ij

ij }. V denotes the
vocabulary size and the k-th word of the vocabulary will either be represented with a
one hot encoded vector or directly with the vocabulary index of the word w = k. The
embeddings are denoted ρ ∈ Rd×V with d the dimension of the vector space and αk refers
to the vector representation of the topic k in the same space for all k ∈ {1, . . . , K}, with
K the number of topics .

2 Generative model

This section presents our assumptions about the generation of the real data and are repre-
sented in Figure 1. The cluster memberships of the nodes are assumed to be independent
and identically distributed, following a multinomial distribution of parameter π ∈ RQ

+

with
∑Q

q=1 πq = 1 and Q denoting the number of clusters.

p(Y | π) =
M∏

i=1

Q∏

q=1

πYiq
q . (1)
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Given each node’s cluster, the connections between the nodes are assumed to be indepen-
dent:

p(A | P, Y ) =
M∏

i "=j

Q∏

q,r

P YiqYjrAij
qr . (2)

For any pair of clusters (q, r), the prior on the topic proportions θq,r is a logistic normal
distribution:

δqr ∼ N (0K , IK), θqr = softmax (δqr) .

with softmax(δ) =

(
eδ1

∑K
k eδk

, . . . ,
eδK

∑K
k eδk

)
for any δ ∈ RK .

If two nodes i, j are connected and if they are in the clusters q and r respectively, the
n-th word of the d-th document is assumed to be distributed according to a mixture of
topics:

p(wdn
ij | θqr, YiqYjrAij = 1) =

K∑

k=1

θqrk softmax(ρ#αk)|wdn
ij
. (3)

Finally, given each node’s cluster membership Yi, marginalizing the topic proportions
gives the following:

p(W | Y,A,α, ρ) =
M∏

i "=j

{
Q∏

q,r

p (wij | YiqYjrAij = 1,α, ρ)YiqYjr

}Aij

=
M∏

i "=j






Q∏

q,r




∫

p (δqr)

Dij∏

d=1

Nd
ij∏

n=1

p
(
wdn

ij | δqr, YiqYjrAij = 1
)
dδqr




YiqYjr






Aij

.

(4)

3 Inference

We aim at maximizing the joint log-likelihood log p(A, Y,W | P, π,α, ρ) of our model
with respect to the parameters P, π,α, ρ and to the latent variable Y given by:

log p(A, Y,W | P, π,α, ρ) = log p(A | Y, P ) + log p(W | A, Y, ρ,α) + log p(Y | π). (5)

While optimizing with respect to P and π is a direct application of the SBM model, the
“topic term” log p(W | A, Y, ρ,α) is more challenging. We use a variational-inference
approach to infer the parameters which allows to split the log-likelihood between the
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ELBO (expected lower bound) and the Kullback-Leibler divergence between the posterior
and a variational distribution Rν(δ;w):

log p(W | A, Y, ρ,α) = ERν

[
log

p(W, δ | A, Y, ρ,α)
Rν(δ;w)

]

︸ ︷︷ ︸
=:L (α,ρ,Y ;ν) (ELBO)

+KL
(
Rν(δ;w) || p(δ | w)

)
. (6)

We also make use of amortized inference as in [D. P. Kingma and M. Welling (2014)] and
[D. J. Rezende et al. (2014)] which allows the number of variational parameters not to
grow linearly with the number of observations. This differs from the usual mean-field
assumption since it requires to build a mapping that efficiently encodes the data into a
vector space of dimension d, and using a single variational parameter to parametrize this
mapping, e.g a neural network. Thus, the following variational distribution is used:

Rν(δ;W ) =
Q∏

qr

N (δqr;µ
ν
qr, σ

ν
qr), (7)

with µν
qr = f1(Wqr; ν) and σν

qr = f2(Wqr; ν), where f1(·, ν) and f2(·, ν) are the model
encoders sharing the hidden layer parametrized by ν, Wqr := {Wij : YiqYjrAij = 1}. The
ELBO can once again be split in two terms allowing easier computations:

L (α, ρ, Y ; ν) =

∫

δ

Rν(δ;W ) log
{
p (W | Y,A, δ,α, ρ) p(δ)

Rν (δ;W )

}
dδ (8)

= ERν [log p (W | Y,A, δ,α, ρ)]−KL
(
Rν(δ;W ) || p(δ)

)
. (9)

The second term is the Kullback-Leibler divergence between two Gaussians and has a
closed form. Let’s rewrite the first term to exhibit an estimator of the integral:

ERν [log p (W | Y,A, δ,α, ρ)] =
M∑

i "=j

Q∑

q,r

AijYiqYjrERν

[
log p (wij | δqr,α, ρ)︸ ︷︷ ︸

T
δqr
ij

]
, (10)

with

log T δqr
ij =

Dij∑

d=1

Nd
id∑

n=1

log

{
K∑

k=1

softmax(δqr)|k softmax(ρ#αk)|wdn
ij

}
. (11)

In order to get an estimator of the intractable quantity ERν

[
log T qr

ij

]
, we also make use

of a Monte-Carlo approximation. For all pairs (q, r), we draw S samples such that:

εs ∼ N (0, IK), δsqr = µν
qr + σν

qr % εs, (12)
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where % is the element-wise product, i.e δsqrk ∼ N
(
µν
qrk, (σ

ν
qrk)

2
)
. Thus, for all pairs (i, j)

and (q, r), the following estimator holds:

Cqr
ij = S−1

S∑

s=1

log T
δsqr
ij . (13)

4 Optimization

A unified version of the optimisation can be found in algorithm 1 based on a classification
VEM procedure, see [C. Bouveyron et al., (2016)] for more details.

Optimization of π and P : the Graph-step Following the original paper, maximising
(5) with respect to π and P comes down to maximizing log p(Y | π) and log p(A | Y, P )
respectively. Adding the constraint

∑Q
q=1 πq = 1 and setting the Lagrangian derivatives

to zero gives the following equations:

π̂q =
1

M

M∑

i=1

Yiq, P̂qr =

∑
i "=j AijYiqYjr∑

i "=j YiqYjr
. (14)

Optimization of ρ and α: the NLP-step Considering that π, P and Y are held
fixed, we now focus on maximizing the ELBO with respect to ρ and α. If the em-
beddings are not pre-trained, both ρ and α are learned. Otherwise, ρ stays fixed and
only α is learned. The optimization uses the Variational Bayes approach described in
[D. P. Kingma and M. Welling (2014)]. It relies on a gradient-based optimization of the
ELBO L (α, ρ, Y ; ν) using the re-parametrization trick and the amortized inference. For
the optimization to be scalable, a mini-batch optimization is performed.

Optimization of Y : the Clustering-step Finally, given the other parameters, a
greedy optimization is performed on Y.We use the same approach as in [C. Bouveyron et al., (2016)].
Considering all the Yj fixed for all j "= i, we cycle through the possibilities of clusters for
Yi and assign it with the one maximizing the ELBO. This procedure is repeated for all
nodes i, using the already updated clusters of the previous nodes.
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Algorithm 1: Optimization algorithm of the ETSBM

Initialize ρ,α, θ, ν randomly and Yi with a K-means on matrix A ;
Initialize P and π using (14);
For all pair (q, r), draw S samples δsqr ∼ q(δqr | ν, wqr);

For all i, j, (q, r) set Cqr
ij using (13) and L =

∑M
i,j;j "=i

∑Q
q,r AijYiqYjrC

qr
ij ;

while Ŷ "= Y do
Perform the Graph-step then the NLP-step;
Clustering step

For each pair (q, r) draw S samples δsqr ∼ q(δqr | ν, w̃qr) ;
for i = 1, . . . ,M do

for q = 1, . . . , Q do
Set Ỹiq = 1;

Compute C̃qr
ij then L̃ ;

if L̃ > L then Yi = Ỹi and L = L̃ ;
end

end
end

end

Further works This section is under current investigation. We will conduct a set of
simulations based on the ones in [C. Bouveyron et al., (2016)]. An application will be
carried out on a dataset of academic papers and a co-authors network to detect both
groups of authors and underlying topics.
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Résumé. Afin de limiter la propagation du SARS-CoV-2, l’utilisation du poolage
(ou tests groupés) est une solution qui est déjà utilisée dans de nombreux pays (Israël,
États-Unis, Royaume Uni...). Le principe étant de mélanger plusieurs échantillons, il a été
montré qu’il y a une augmentation du taux de faux négatifs dépendant de la distribution
de la charge virale dans la population. Dans cet exposé, nous proposons une modélisation
pour estimer cette distribution. Pour ce faire, nous introduisons un modèle de mélange
gaussien avec une censure totale ou partielle afin d’estimer au mieux les données.

Mots-clés. Modèle de mélanges, censure, SARS-CoV-2, poolage

Abstract. During the epidemic SARS-CoV-2, pooling is used to aid diagnosis or
estimate prevalence. In practice, samples are mixed which dilutes the viral load and may
involve a greater number of false negatives. However, the influence of the dilution depends
on the distribution of the viral load in the population. In this talk, we propose a model to
estimate this distribution. We introduce a Gaussian mixture model with total or partial
censorship in order to best estimate the data.

Keywords. Mixture Model, Censorship, SARS-CoV-2, pooling

1 Introduction

Dans le cadre de maladies, notamment contagieuses, il est important de surveiller la
prévalence (c’est-à-dire le nombre de personnes infectées) afin de mieux la mâıtriser (voir
par exemple Salje et al. 2020). Pour la pandémie de SARS-CoV-2, certains malades
sont asymptomatiques et les autres peuvent mettre du temps à développer les symptômes
(temps durant lequel ils sont contagieux). Une solution pour réussir la détection précoce
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est de faire une campagne de tests à grande échelle (voir Lavezzo et al (2020)). Une
solution pour pouvoir anticiper des problèmes de pénurie de réactifs ou des engorgements
dans les laboratoires est d’utiliser la méthode de poolage dont le principe est de mélanger
les échantillons et de tester uniquement ce mélange (voir par exemple Dorfman (1943)
pour une application dans le cas de la syphilis). Le principe est que, dans le cadre d’un
test parfait, si le résultat est négatif alors aucun patient du groupe n’est contaminé et
si le résultat est positif, il y a au moins un malade dans le groupe. Dans le cas du
SARS-CoV-2, des recherches ont montré empiriquement que cette méthode accrôıt les
capacités de test en maintenant un haut degré de sensitivité (voir par exemple Ben-
Ami (2020)). Dans leur article, Brault et al. (2021) proposent une modélisation afin
de comprendre l’influence du poolage dans le taux de faux négatifs des tests reverse
transcription quantitative polymerase chain reaction (RT-qPCR) ; les plus utilisés pour
l’instant pour détecter la charge virale (voir Corman et al. (2020)). Pour ce faire, ils ont
besoin de connâıtre la distribution de la charge virale au sein de la population.

Dans cet exposé, nous présentons la partie de l’article de Brault et al. (2021) portant
sur cette estimation. Pour ce faire, nous commencerons par rappeler le principe général
utilisé dans les tests RT-qPCR puis nous expliciterons le modèle avec une censure par-
tielle ou totale et la généralisation à un modèle de mélange. Nous terminerons par une
application sur des données simulées mimant des données réelles.

2 Contexte

Pour estimer si un individu est contaminé ou pas, le processus consiste à prélever un
échantillon (soit dans le nez, soit dans la salive) puis de faire une manipulation pour que
la séquence d’ARN cible soit transcrite en ADN. L’échantillon est ensuite placé dans une
machine PCR mesurant la concentration de brins d’intérêt en le rendant fluorescent ; un
réactif est ajouté pour doubler à peu près le nombre de brins d’intérêt à chaque cycle (le
coefficient multiplicateur diminue à partir d’un certain nombre de cycles). Ainsi, s’il y
a une charge virale, il est censé y avoir une fluorescence à un moment : plus elle se fait
tardivement, plus la charge virale est faible.

En pratique, si la machine fonctionnait éternellement, une fluorescence risquerait
d’apparâıtre à un moment à cause d’une impureté qui pourrait être prise pour de la
charge virale ce qui impliquerait un faux positif. Pour contrer cela, la machine est pro-
grammée pour ne faire qu’un nombre réduit de cycles ; dans ce cas, les faibles charges
virales risquent de ne pas être détectées (voir le schéma de la figure 1). Dans le cas de
la détection du SARS-CoV-2, il est supposé que les machines sont calibrées de telle sorte
qu’il n’y ait aucun faux positif. Ceci implique qu’il y a certainement des faux négatifs.

Dans leur article, Brault et al. (2021) s’intéressent à l’influence de la dilution imposée
dans le cadre d’une procédure de poolage sur l’augmentation du nombre de faux négatifs
puisque la charge virale initiale va diminuer. La modélisation proposée représentant le
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Échantillon + réactif mis dans la machine

Fluorescence ?

Un cycle de plus

Charge virale suivant le nombre de cycles

Trop de cycles ?
Non

Non

Sain (Faux négatif ?)

Oui

Malade (Faux positif ?)

Oui

Figure 1: Représentation schématique du processus pour estimer si un individu est con-
taminé ou pas en fonction de sa charge virale initiale. Un faux positif (déclaration à tord
que l’individu est malade) est obtenu si une impureté est prise pour une charge virale
(dans le cas où trop de cycles sont effectués). Un faux négatif correspond à un individu
supposé sain alors qu’il possède une charge virale trop faible pour être détectée par le
nombre limite de cycles proposés.

nombre de cycles en fonction de la charge virale implique une translation de la distribution
du nombre de cycles en logarithme du nombre de personnes testées dans un groupe.

Il apparâıt donc important d’estimer la distribution du nombre de cycles pour connâıtre
la proportion du nombre de faux négatifs en plus que cela entrâıne. Notons que les valeurs
des nombres de cycle ne sont pas entières à cause d’une uniformisation des résultats
obtenus par différentes machines calibrées légèrement différemment ; ceci peut également
avoir une légèrement influence sur le seuil théorique du nombre maximum de cycles.

3 Modèle de mélange avec une censure fixée

Afin d’estimer la distribution du nombre de cycles, nous avons repris l’histogramme obtenu
par Jones et al. (2020) sur une population de 3 712 individus. Comme les données ne
sont pas publiques, nous avons simulé des échantillons de telle sorte à obtenir les mêmes
histogrammes ; pour chaque barre, nous avons pris une loi uniforme entre les deux bornes
(voir la gauche de la figure 2).

La forme de l’histogramme laisse penser que nous sommes en présence d’un modèle
de mélange. Nous avons donc utilisé un algorithme EM (Expectation Maximisation ; voir
Dempster et al. (1977)) et un critère BIC (Bayesian Information Criterion ; voir Schwarz
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Figure 2: Histogramme des données simulées mimant l’histogramme de Jones et al.
(2020). À droite, nous avons représenté l’estimation par un modèle de mélange avec
trois composantes. Un trait vertical en pointillé a été ajouté pour signifier l’emplacement
probable de la censure.

(1978)) pour estimer le nombre de composantes et les paramètres. Comme nous simulons
les données, nous avons relancé 100 fois la procédure. Nous obtenons dans 5% des cas
deux composantes et dans 95% des cas trois composantes. Sur la droite de la figure 2,
nous avons représenté une estimation avec 3 composantes : nous observons que les deux
composantes de gauche estiment plutôt bien la distribution mais la composante la plus à
droite semble obligée de descendre prématurément. Ceci peut-être dû à la censure qui se
situerait aux alentours de 38,5 cycles (voir le trait vertical en pointillé sur la droite de la
figure 2).

Nous présentons dans la section suivante le modèle gaussien (partiellement) censuré
que nous proposons d’utiliser comme base pour le modèle de mélange de la section 3.2.

3.1 Modèle gaussien (partiellement) censuré

Pour prendre en compte cette censure, notée dcens, nous proposons deux modèles se basant
sur un modèle gaussien. Dans les deux cas, nous supposons que la distribution de la
charge virale suit une loi gaussienne mais les observations à droite de la censure ne sont
pas forcément observées.

Dans le modèle à censure partielle, noté CNdcens(µ, σ, q), nous supposons que l’observation
dépend qu’une probabilité q ∈]0; 1]. Ainsi, nous obtenons la densité suivante :

fµ,σ,q(x) =
fµ,σ(x)

q + (1− q)Fµ,σ(dcens)

[
1 + (q − 1)1{x>dcens}(x)

]
.

Dans le modèle à censure totale, noté CNdcens(µ, σ, 0), nous supposons qu’aucune ob-
servation n’est faite après la censure. Ainsi, nous obtenons la densité suivante :

fµ,σ,q(x) =
fµ,σ(x)

Fµ,σ(dcens)
1{x≤dcens}(x).
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Remarquons que si dcens tend vers l’infini ou q vaut 1, nous retrouvons un modèle
gaussien standard. Comme ces lois appartiennent à la famille des lois exponentielles,
le modèle est identifiable et l’estimateur du maximum de vraisemblance est asympto-
tiquement normal. Néanmoins, il n’existe pas de forme analytique pour l’estimateur du
maximum de vraisemblance et il est nécessaire d’utiliser des algorithmes d’optimisation.

3.2 Modèle de mélange gaussien (partiellement) censuré

Pour l’estimation dans le cadre d’un modèle de mélange, nous avons dû faire plusieurs
hypothèses :

• D’abord, nous avons supposé que la censure était la même pour toutes les com-
posantes. Ce choix est motivé par le fait que l’emplacement de la censure dépend
de la machine et pas de la charge virale.

• Ensuite, nous avons supposé que la probabilité q dépend de la composante (comme
pour la moyenne et la variance) pour le moment. Il serait intéressant d’étudier le
cas où la probabilité q est commune à toutes les composantes, ce qui semblerait plus
proche de la réalité, mais la maximisation est alors plus compliquée.

Sur la figure 3, nous avons représenté les résultats obtenus pour les deux modélisations
(en lignes) en prenant deux ruptures.

dcens = 39.5 dcens = 38.5
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lè
te

Nb cycles (données simulées)

D
en

si
té

s

15 20 25 30 35 40

0.
00

0.
01

0.
02

0.
03

0.
04

0.
05

Nb cycles (données simulées)

D
en

si
té

s

15 20 25 30 35 40

0.
00

0.
01

0.
02

0.
03

0.
04

0.
05

0.
06

Figure 3: Représentation des densités obtenues en fonction du modèle choisi (en ligne) et
de la position de la censure (en colonne).
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Nous observons que les deux composantes de gauche ont globalement les mêmes esti-
mations quelque soit le modèle. La densité de droite (plus proche de la rupture) va avoir
un moyenne et une variance qui vont se décaler vers la droite lorsque nous rapprochons la
rupture du pic de 38.5 avec une plus grosse variance pour le modèle totalement censuré.

4 Conclusion

Dans cet exposé, nous présenterons les différents résultats obtenus sur les simulations et
sur les données réelles.
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Résumé. L’explicabilité des modèles de Machine Learning est un domaine très actif,
car il est un vecteur important de l’acceptabilité des algorithmes d’Intelligence Artificielle.
Parmi les techniques récemment proposées, les valeurs de Shapley émergent comme un
indicateur de référence, car il fournit une explication additive des prédictions. Cependant
les valeurs de Shapley utilisées actuellement peuvent être empreintes d’erreurs d’estimation,
et sensibles à la présence de variables peu importantes. Nous avons développé un algorithme
qui permet de calculer les ”same decision probabilities” qui mesurent la probabilité de
garder la même décision en ne fixant qu’une partie des variables prédictives. Ceci nous
permet d’introduire un nouveau jeu coopératif qui permet de montrer que les variables
qui contribuent le plus à cette stabilité sont des variables importantes du modèle. Nous
illustrons les concepts proposés sur un modèle graphique.

Mots-clés. Valeurs de Shapley, Explicabilité, Apprentissage Automatique, Sélection
de variables, Importance de Variables.

Abstract. The explainability of Machine Learning models is a very active field,
because it is an important vector of the acceptability of AI algorithms. Among the
recently proposed techniques, Shapley Values have emerged as a gold-standard, as it
provides an additive explanation of predictions. However, Shapley Values are often prone
to estimation errors, and are sensitive to the presence of unimportant variables. We have
introduced a new computation algorithm which allows us to compute also the ”Same
Decision Probability”, which measures the probability of keeping the same decision by
fixing a subset of the predictor variables. Our main contribution is the introduction of a
new cooperative game that shows that the variables who acts as game-changer are the
important variables of the model. We illustrate our findings on a graphical model.

Keywords. Shapley values, Explainable AI, Variable Importance, Variable Selection,
Machine Learning.
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1 Introduction

This work addresses the problem of interpretability of Machine Learning models. Despite a
growing use of machine learning in applications and real life problems, a significant part of
previous academic works was dedicated to the improvement of the prediction capabilities
or computational efficiencies of ML Models until the recent years. The objective of the
very active and recent field of Explainable AI (XAI) aims at developing tools that could
provide better insights in the important variables, at a global or at a local level. While
statistical models are often based on some testable assumptions, or might be interpretable
by design, there is a need for development of model-agnostic importance measures for ML
models, in order to be able to understand the differences between very diverse models
and to perform some sort of variables selection. Among the most used local measures,
the Shapley Values (SV) comes from cooperative game theory and evaluates the ”fair”
contribution of a variable Xi = xi in a prediction [1]. One of the main interest of Shapley
values, is that they provide an additive (decomposition) explanation of the prediction,
which makes it relatively easy to understand. While Shapley Values are considered as one
of the state-of-the-art methodology, several critics have been addressed concerning the
computational complexity and the approximations needed, or the difficulty to relate them
to other interpretable frame work, such as causality [2, 3]. We recall in the next section
the definition of the Shapley Values. In section 3, we introduce a measure of stability,
called ”same decision probability” that we use for computing the importance of group of
variables. Finally, in order to obtain a reliable estimate of the importance of a variable
we define a new cooperative game where we can define ”Swing Shapley Values” that are
different than the standard ones introduced in [1]. Finally, we show that the variables that
perform as game-changer when we consider swinging coalitions, are important variables.
An example on realistic data illustrates our findings and conclusions.

2 Feature attribution and Shapley Values

We recall in this section the definitions and main properties of Shapley Values.

2.1 Shapley values for explaining Black-Box models

For any group of variables XS = (Xi)i∈S, with any subset S ⊆ !1, p", we define the reduced
predictors as

fS(xS) ! E [f (X) |XS = xS ] . (2.1)

The SV for local interpretability at x are based on a cooperative game with the value
function v(f ;S) ! fS(xS) (a value function is a function from 2p set to R). For any
coalition of variables C ⊆ !1, p" and k ∈ !1, p− |C|", we denote the set Sk(C) =
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{S ⊆ !1, p" \C| |S| = k}: the SV of the coalition C is defined as

φC(f ;x) =
1

p− |C|+ 1

p−|C|∑

k=0

1
(p−|C|

k

)
∑

S∈Sk(C)

(fS∪C(xS∪C)− fS(xS))) (2.2)

The definition (2.2) of the SV is a straightforward extension of the standard SV of a single
variable (or player) to a group of variables. The standard SV is recovered with C = {i} for
i ∈ !1, p". A reference code for computing SV is the Python Open source library SHAP1,
that implements various approximation algorithms.
The great benefit of the Shapley Values is the so-called additive explanation:

f(x)− E[f(X)] =
p∑

i=1

φi(f,x) (2.3)

which permits to measure directly the influence of the variable Xi on the prediction. A
common classical criticism is about the effective estimation of the expectations needed in
the SV computation that is statistically challenging and combined with an exponential
complexity. We focus in that paper on tree-based models as the computational cost can
be made polynomial and the statistical problem is easier to address [4].

2.2 Closed-form expressions for reduced predictors

The computation of the SV uses all the conditional expectations E [f(X)|XS = xS] , S ⊆
!1, p". While it is difficult in general, the paper [4] introduce a recursive algorithm that reads
sequentially and recursively the different nodes. In practice, the conditional expectations
need to be estimated from the training or the test set. With tree-structured models,
we can have efficient algorithms for computing in closed-form conditional expectations
and SV. We assume that we have a tree with M leafs L1, . . . , LM based on the variables
X1, . . . , Xp (continuous or qualitative), the predictor f is a tree f(x) =

∑M
m=1 fm1Lm(x).

The reduced predictor is fS(xS) =
∑M

m=1 fmPX (Lm |XS = xS ) showing that the only
challenge is the computation of the conditional probabilities. We have implemented in a
Python package Active Coalition of Variables2 an efficient algorithm for computing more
accurate conditional probabilities and Shapley Values for tree-based models.

3 A new game for Variable Importance

In general, we are not only interested in computing feature importance φi(f,x), we also
want to identify the group of variables Xi, i ∈ S that best explains x and the group of

1https://github.com/slundberg/shap
2https://github.com/salimamoukou/acv00
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uninformative variables X i, i ∈ S̄. Therefore, several papers [5, 6, 7] suggest to use SV as
a heuristic for feature selection, but as proved in [2], the magnitude of SV of variables
do not necessarily correspond to relevant variables. Indeed, a variable can have a low
influence but paradoxically, it can have at the same time a high φi(f,x). So we need to
filter the noisy variables.

3.1 Same Decision Probability and game changer

Our methodology for identifying the most important features is based on the Same Decision
Probability (SDP) criterion, introduced in [8], and that can be computed for tree-based
models in the Active Coalition of Variables library.

Definition 3.1 (Same Decision Probability of a classifier). Let f : X −→ [0, 1]
a probabilistic predictor and its classifier C(x) = 1f(x)≥T with threshold T, the Same
Decision Probability of coalition S ⊂ !1, p", w.r.t x = (xS,xS̄) is

SDPS (C;x) = P (C(xS ,X S̄) = C(x) |XS = xS )

SDP gives the probability to keep the same decision C(x) when we do not observe the
variables X S̄. The higher is the probability, the better is the explanation based on S. We
introduce a new cooperative game that will put emphasis on the game-changers i.e on the
variables that make the decision becoming stable when they enter into a coalition.

Definition 3.2 (Swing Shapley Values). Let f a model, x an instance, SDPS(f ;x)
the same decision probability of coalition S. We define the new cooperative game with value
function:

vSDP,π(f ;S) =

{
1, if SDPS(f ;x) ≥ π

0, otherwise
(3.1)

For this game, we can also compute the corresponding Shapley Value (denoted Swing-
SV) in order to compute the overall contribution of a variable to the game induced by the
value function (3.1). The Swing-SV φSDP,π

i of variable Xi is then computed by replacing
fS(xS) by vSDP,π(S) in the standard definition of a Shapley Value (2.2). A coalition with
value zero is called a ”losing coalition” and with value one a ”winning coalition”. If a
player’s entry into a coalition changes the value from losing to winning, then the player’s
contribution is one, otherwise zero. A coalition S is said to be a swing for player i if
S is losing but S ∪ i is winning. Therefore, a high Swing-SV φSDP,π

i implies that the
variable Xi generates a lot of swings and is a game-changer; i.e this variable permits to
retrieve significantly the original prediction. However, it should be noted that the SV
φSDP,π
i can be negative, especially when the variable is not very important. In that latter

case, the variable is not important enough to make a lot of swings, while correlations with
other variables and local over-fitting induce a lot of reverse-swings (i.e adding the variable
transforms a winning coalition into a loosing coalition).
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3.2 A graphical model: LUCAS

To illustrate our method, we use a dataset generated by the Causal Bayesian network
LUCAS3, used for modeling the occurence of a Lung Cancer, based on a network of 11
binary variables. The variables ”Smoking, Coughing, Allergy, Genetics, Fatigue” are
Markov Blanket, the 6 other variables are not directly related to the target. We want to
explain an observation with a well-defined ground truth. We know from the probability
tables that if Smoking, Genetic, Coughing are True, the probability of having Cancer is
very high. So, these three variables should have a high Swing-SV. To better analyze the
behavior of the Swing-SV values of the new game, they are calculated for different values
of π.

Figure 1: Left: Swing-SV given π. Right: Additive decomposition of the Swing-SV
(π = 0.9).

We observe in the left of figure 1 that all the features have the same Swing-SV for
low values of π (below 0.7): all the features have the same rate of swings when the
condition is to give the same decision at low level π. For higher probability π, the three
expected variables (Smoking, Coughing, Genetic) stand out. The variables Fatigue, Allergy
seems important, but the remaining variables have almost zero contributions. In addition,
we have also an additive explanation based on the Swing-SV, in order to know if its
value comes essentially from the swings or the reverse-swings: we argue that we need
to avoid means, as it blurs the interpretation. In the right of figure 1, we remark that
important variables do not make any reverse-swings, while irrelevant variables do. Even
more, reverse-swings dominate for noisy variables.

3http://www.causality.inf.ethz.ch/data/LUCAS.html
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4 Conclusion

The Shapley Values for explainable AI are a very useful and insightful methodology
for evaluating the importance of variables. While the ”standard” Shapley Values can
be criticized, we think that the introduction of more adapted game can give a better
assessment of the impact of a variable on a decision. In particular, the same decision
probability, that evaluates the stability of the decision with respect to fixed subgroups of
variables, offers a promising direction for feature attribution and variable selection at a
local scale, and possibly at a global scale.
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Résumé. En Fairness, il est important de garantir qu’un prédicteur n’est pas in-
flué par une variable sensible (comme par exemple le genre ou l’origine ethnique). Par-
allèlement, l’Analyse de Sensibilité fournit un certain nombre d’outils pour quantifier
l’influence d’un feature sur la sortie d’un algorithme. Nous réunissons ces deux domaines
dans un cadre probabiliste qui permet une définition plus robuste et une compréhension
plus fine de la Fairness, avec notamment des applications à l’intersectionalité et aux
modèles causaux. Pour cela, nous aurons également besoin d’extensions des indices de
Sobol’ pour lesquelles nous fournissons un Théorème central limite.

Mots-clés. Fairness, Analyse de Sensibilité, Intersectionalité, Modèles causaux, In-
dices de Sobol’ . . .

Abstract. Ensuring that a predictor is not biased against a sensible feature is the key
of Fairness learning. Conversely, Global Sensitivity Analysis is used in numerous contexts
to monitor the influence of any feature on an output variable. We reconcile these two
domains by showing how Fairness can be seen as a special framework of Global Sensitivity
Analysis and how various usual indicators are common between these two fields. We also
present new Global Sensitivity Analysis indices, as well as rates of convergence, that are
useful as fairness proxies.

Keywords. Fairness, Global Sensitivity Analysis, Intersectionality, Causal Models,
Sobol’ indices . . .

1 Introduction

Quantifying the influence of a variable on the outcome of an algorithm is an issue of high
importance in order to explain and understand decisions taken by machine learning mod-
els. In particular, it enables to detect unwanted biases in the decisions that lead to unfair
predictions. This problem has received a growing attention over the last few years in the
literature on fair learning for Artificial Intelligence. One of the main difficulty lies in the
definition of what is (un)fair and the choices to quantify it. A large number of measures
have been designed to assess algorithmic fairness, detecting whether a model depends on
variables, called sensitive variables, that convey an information that is irrelevant for the
model, from a legal or a moral point of view. We refer for instance to [Dwo+12; Cho17;
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OC20] and [BGL20] and references therein for a presentation of different fairness criteria.
Most of these definitions stem back to ensuring the independence between a function of an
algorithm output and some sensitive feature that may lead to biased treatment. Hence,
understanding and measuring the relationships between a sensible feature S, which is
typically included in X or highly correlated to it, and the output of the algorithm f(X)
that predicts a target Y , enables to detect unfair algorithmic treatments. Then, ensuring
that predictors are fair is achieved by controlling previous measures, as done in [MCE19;
WM19; Gra+19; Gor+19; BGL20; Chi+20]. If this notion has been extensively studied
for classification, recent work tackle the regression case as in [Gra+19; Jer19; Chz+20] or
[LLR20].

Global Sensitivity Analysis (GSA) is used in numerous contexts for quantifying the
influence of a set of features on the outcome of a black-box algorithm. Various indicators,
usually taking the form of indices between 0 and 1, allow the understanding of how much
a feature is important. Multiple set of indices have been proposed over the years such
as Sobol’ indices, Cramér-von-Mises indices, HSIC – see [JLD06; Da 15; IL15; Gra15;
Gam+20] and references therein. The flexibility in the choice allows for deep understand-
ing in the relationship between a feature and the outcome of an algorithm. While a usual
assumption in this field is to suppose the inputs to be independent, some works [JLD06;
MT12; Gra15] remove this assumption to go further in the understanding of the possible
ways for a feature to be influential.
Hence GSA appears to provide a natural framework to understand the impact of sensitive
features. This point of view has been considered when using Shapley values in the context
of fairness [HSV20] and thus provide local fairness by explainability. Hereafter we provide
a full probabilistic framework to use GSA for fairness quantification in machine learning.

Our contribution is two-fold. First, while GSA is usually concerned with independent
inputs, we recall extensions of Sobol’ indices to non-independent inputs introduced in
[MT12] that offer ways to account for joint contribution and correlations between vari-
ables while quantifying the influence of a feature. We propose an extension of Cramér-
von-Mises indices based on similar ideas. We also prove the asymptotic normality for
these extended Sobol’ indices to estimate them with a confidence interval. Then, we pro-
pose a consistent probabilistic framework to apply GSA’s indices to quantify fairness. We
illustrate the strength of this approach by showing that it can model classical fairness
criteria, causal-based fairness and new notions such as intersectionality. This provides
new conceptual and practical perspectives to fairness in Machine Learning.

2 Global Sensitivity Analysis

The main objective of GSA is to monitor the influence of variables X1, · · · , Xp on an
output variable, or variable of interest, Y . For this, we compare, for a feature Xi and
the output Y , the probability distribution PXi,Y and the product probability distribution
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PXiPY by using a measure of dissimilarity. If these two probabilities are equal, the feature
Xi has no influence on the output of the algorithm. Otherwise, the influence should be
quantifiable. For this, we have access to a wide range of indexes, generally tailored to
be valued in [0, 1] and sharing a similar property: the greater the index, the greater
the influence of the feature over the outcome. Historically, a variance-decomposition –
or Hoeffding decomposition – is used of the output of the black-box algorithm to have
access to a second-order moment metric in the so-called Sobol’ method. However, these
methods were originally developed for independent features. For obvious reasons, this
framework is not adapted and has limitations in real-life cases. Additionally, Sobol’
methods are intrinsically restrained by the variance-decomposition and others methods
have been proposed. We will present two alternatives for Sobol’ indices. The first one
solves the issue of non-independent features and we provide a Central Limit Theorem
for these indices. The second one circumvents the limitations of working with variance-
decomposition. We finish by merging these two alternatives, inspired by the works of
[AC19; Gam+20] and [Cha20].

3 Fairness

We provide a probabilistic framework to unify all the various Fairness definitions as Global
Sensitivity Indices. Several measures of fairness corresponding to different definitions of
fairness have been proposed in the machine learning literature. The Statistical Parity see
for instance in [Dwo+12], requires that the algorithm f , predicting a target Y , has similar
outputs for all the values of S in the sense that P(f(X) = 1|S) = P(f(X) = 1) for general
S, continuous or discrete. Equality of odds looks for the independence between the error of
the algorithm and the protected variable, i.e fairness here implies that f(X) ⊥⊥ S|Y . This
condition is equivalent in the binary case to P(f(X) = 1|Y = i, S) = P(f(X) = 1|Y = i),
for i = 0, 1.

Previous notions of fairness are quantified using a Fairness measure Λ and a function
Φ(Y,X) such that Λ(Φ(Y,X), S) = 0 in the case of perfect fairness while the constraint
is relaxed into Λ(Φ(Y,X), S) ≤ ε , for a small ε, leading to the notion of approximate
fairness. The following theorem proves that GSA measures are suitable indicators to
quantify fairness as follows and that these definitions can be extended to continuous
predictors and continuous Y .

Definition 3.1 Let Φ be a function of the features X and of Y . We define a GSA measure
for a function Φ and a random variable Z as a Γ(., .) such that Γ(Φ(Y,X), Z) is equal to
0 if Φ(Y,X) is independent of Z and is equal to 1 if Φ(Y,X) is a function of Z.

Theorem 3.1 Let Φ be a function of the features and Γ be a GSA measure for Φ and S.
Then, Γ induces a Fairness measure defined as Λ(Φ(Y,X), S) = Γ(Φ(Y,X), S).
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Table 1: Common fairness definitions and associated GSA measures

Fairness definition GSA measure associated
Statistical Parity Var(E[f(X)|S]) → SobS(f(X))

Avoiding Disparate Treatment E[Var(f(X)|X)] → SobTS(f(X))
Equality of odds E[Var(E[f(X)|S, Y ]|Y )] → CVM ind(f(X), S|Y )

Avoiding Disparate Mistreatment Var(E["(f(X), Y )|S]) → SobS("(f(X), Y ))

We point out in Table 1 how some well known fairness measures can be linked with
GSA indices. We also provide several properties that allow for deeper understanding and
extensions of these common fairness measures.
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Résumé. Nous considérons un modèle de mélange de deux lois de probabilité,
dont l’une est la loi uniforme sur l’intervalle [0, 1], et on s’intéresse à l’estimation non-
paramétrique et adaptative de la densité de probabilité de la seconde composante du
mélange. Ce problème apparait par exemple dans des questions d’estimation robuste et
dans les procédures de contrôle du taux de faux positifs dans un contexte de tests multi-
ples. Nous définissons un estimateur à noyau pondéré, à sélection de fenêtre automatique,
selon une méthode inspirée de Goldenshluger et Lepski (2011). Sa construction implique
l’introduction de contreparties empiriques, à la fois pour la densité mélange et pour la
proportion de chaque classe du mélange : des estimateurs préliminaires pour ces deux
quantités sont également proposés. Une inégalité de type oracle est obtenue pour le
risque ponctuel, et la vitesse de convergence est calculée lorsque la fonction à estimer
est suffisamment régulière. Ces résultats théoriques sont illustrés par des simulations
numériques.

Mots-clés. Estimation non-paramétrique adaptative, modèles de mélange, estima-
teurs à noyaux, sélection de fenêtre.

Abstract. We consider a two-class mixture model, where the density of one of the
components is known (equal to the uniform density on the interval [0; 1]). This problem
appears in some statistical settings, robust estimation and multiple testing among others.
We address the issue of the nonparametric adaptive estimation of the unknown probability
density of the second component. We propose a randomly weighted kernel estimator with
a fully data-driven bandwidth selection method, in the spirit of Goldenshluger and Lepski
(2011). Its definition involves empirical counterparts both for the mixture density and
the mixing proportion : preliminary estimators for these quantities are also proposed. An
oracle-type inequality for the pointwise quadratic risk is derived as well as convergence
rates over Hölder smoothness classes. The theoretical results are illustrated by numerical
simulations.

Keywords. Adaptive non-parametric estimation, mixture models, kernel estimator,
bandwidth selection.
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1 Introduction

Nous considérons un modèle de mélange à deux classes, de la forme

g(x) = θ + (1− θ)f(x), ∀x ∈ [0, 1], (1)

et dans lequel à la fois la proportion du mélange θ ∈ (0, 1) et la densité de probabilité f
(par rapport à la mesure de Lebesgue sur [0; 1]) sont inconnues. À partir d’un échantillon
de variables aléatoires X1, . . . , Xn, n ∈ N\{0} indépendantes et identiquement distribuées
(i.i.d. dans la suite) de densité g (inconnue elle aussi), nous souhaitons principalement
construire une stratégie d’estimation adaptative optimale pour la densité composante f .
L’estimation de la proportion θ, qui apparâıt comme une étape intermédiaire dans ce
programme, est également traitée.

Le modèle (1) apparâıt dans divers contextes statistiques. On peut tout d’abord le voir
comme un modèle où la densité cible f est contaminée, en une certaine proportion θ, par
la loi uniforme sur [0, 1] : l’objectif est alors d’estimer f de manière robuste à partir des
observations contaminées X1, . . . , Xn. Cependant, en ce sens, la proportion de contamina-
tion θ est généralement supposée connue (alors que la distribution contaminante ne l’est
pas toujours), et les résultats théoriques existants proposent des vitesses de convergence
minimax comme fonctions de n et de θ (voir Liu et Gao, 2017). Dans le cadre des tests
multiples, si l’on suppose que l’on teste un grand nombre n d’hypothèses, de manière
indépendante, et simultanément, alors les p−valeurs X1, . . . , Xn générées par ces tests
peuvent être modélisées par (1). En effet, sous l’hypothèse nulle, elles suivent la loi uni-
forme sur [0, 1], et ont une densité inconnue f sous l’hypothèse alternative. Le paramètre
θ représente la proportion asymptotique de vraies hypothèses nulles. L’estimation de f
peut-être requise par exemple pour évaluer et contrôler différents types d’erreurs de la
procédure de tests, comme le “False discrovery rate”, voir par exemple Langaas et al.
(2005), Robin et al. (2007), Nguyen et Matias (2014a,b).

L’estimation de f dans le modèle (1) a donc déjà été abordée dans la littérature.
Langaas et al. (2005) ont par exemple proposé un estimateur basé sur une vraisem-
blance non-paramétrique, mais les caractéristiques théoriques de la méthode n’ont pas été
étudiées. Robin et al. (2007) ont construit un estimateur à noyau pondéré, dont les poids
sont des estimateurs des probabilités a posteriori du mélange (c’est à dire les probabilités
pour chaque individu i d’appartenir à la composante non-paramétrique). Un algorithme
itératif de type EM est proposé, et les auteurs montrent qu’il converge vers une unique
solution. L’étude asymptotique de cet estimateur à noyau est reprise par Nguyen et Ma-
tias (2014a), qui calculent une vitesse de convergence pour le risque ponctuel, sur des
classes de Hölder. Cependant, la procédure d’estimation ne s’adapte pas à la régularité,
supposée dans cet article connue, de la fonction inconnue f .

Nous proposons ici une stratégie d’inférence complète à la fois pour f et θ. Un nou-
vel estimateur à noyau est construit, et une sélection automatique de la fenêtre est pro-
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posée. Nous démontrons des résultats théoriques pour la procédure d’estimation complète
(inégalité de type oracle, vitesse de convergence pour le risque quadratique ponctuel) qui
prouvent le caractère adaptatif et optimal au sens minimax de notre méthode.

2 Collection d’estimateurs à noyaux pour la densité
cible

La principale difficulté pour construire des estimateurs de f dans le modèle (1) provient
du fait que nous ne disposons pas d’observations directement tirées selon la densité f ,
mais d’observations tirées selon g. Un estimateur à noyau classique de la densité ne peut
donc pas être proposé. La clé de notre approche est l’égalité suivante, qui relie la densité
inconnue f à la loi g des variables observées : pour tous θ, x ∈ [0; 1],

f(x) = w(θ, g(x))g(x), avec w(θ, g(x)) :=
1

1− θ

(
1− θ

g(x)

)
. (2)

Nous utilisons cette relation comme suit. Soit K : R → R un noyau, c’est-à-dire une
fonction intégrable telle que

∫
R K(x)dx = 1 et

∫
R K

2(x)dx < +∞. Pour tout h > 0,
soit Kh(·) = K(·/h)/h. Alors, si Y est une variable de densité g, E[Kh(x − Y )] =
E[w(θ, g(X1))Kh(x−X1)]. Ceci conduit à la définition

f̂h(x) =
1

n

n∑

i=1

w(θ̃n, ĝ(Xi))Kh(x−Xi), avec w(θ̃n, ĝ(Xi)) =
1

1− θ̃n

(
1− θ̃n

ĝ(Xi)

)
, (3)

où θ̃n et ĝ sont des estimateurs préliminaires pour θ et g respectivement, définis à
partir d’un échantillon additionnel (Xi)i=n+1,...,2n de variables i.i.d. selon la densité g,
indépendant de (Xi)i=1,...,n. En comparaison avec l’estimateur à noyau pondéré de Robin
et al. (2007) et Nguyen et Matias (2014a), le principal avantage de notre méthode est
qu’elle aboutit à E[f̂h(x)] = Kh " f(x), où " désigne le produit de convolution, dans le
cas où ĝ et θ̃n sont remplacés par leurs équivalents théoriques g et θ dans (3). Une telle
égalité est cruciale pour l’étude du biais de l’estimateur, et donc pour mettre en oeuvre
une méthode automatique de sélection de fenêtre.

Sous des hypothèses concernant le choix du noyau K et de la fenêtre h, la densité f
(qui doit être bornée sur un voisinage Vn(x0) du point d’estimation x0), et les estimateurs
préliminaires θ̃n et ĝ (qui doivent être suffisamment précis), nous démontrons la borne
supérieure suivante: il existe des constantes C!, # = 1, . . . , 4, telles que
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E
[(
f̂h(x0)− f(x0)

)2] ≤ C1

{
(Kh " f(x0)− f(x0))

2 +
1

γ2nh

}
(4)

+ C2E
[∣∣θ̃n − θ

∣∣2
]
+ C3E

[
‖ĝ − g‖2∞,Vn(x0)

]
+

C4

n2

La notation γ désigne l’infimum de g sur le voisinage Vn(x0). Il s’agit d’une décomposition
biais-variance du risque : le premier terme du membre de droite de (4) est un terme de
biais qui décrôıt quand la fenêtre h tend vers 0, alors que le second, qui est le terme de
variance, croit quand h → 0. Les termes de la ligne suivante sont inévitables, et dûs au
plug-in des estimateurs préliminaires θ̃n et ĝ. Nous montrons plus loin qu’ils ne dégradent
pas la vitesse de convergence.

3 Sélection automatique de la fenêtre

Considérant une collection finie Hn (de cardinal borné par n), nous souhaitons ensuite
sélectionner le meilleur estimateur dans la collection (f̂h)h∈Hn : celui qui a la plus pe-
tite décomposition biais-variance possible, et donc qui minimise, sur Hn, le membre de
droite de (4). En pratique, ces termes impliquent des quantités inconnues, car dépendant
de la fonction cible f . Nous proposons donc un critère ponctuel fondé sur les données
uniquement, dans l’esprit de la méthode de Goldenshluger et Lepski (2011).

On sélectionne ĥ(x0) = argminh∈Hn
{A(h, x0) + V (h, x0)} où V approche le terme de

variance du risque et A estime le terme de biais :

V (x0, h) =
κ‖K‖21‖K‖22‖g‖∞,Vn(x0) log(n)

γ̂2nh

pour une constante κ > 0 à calibrer en pratique, γ̂ un estimateur de γ et

A(x0, h) = max
h′∈Hn

{(
f̂h,h′(x0)− f̂h′(x0)

)2 − V (x0, h
′)
}

+
,

avec, pour h, h′ ∈ Hn, f̂h,h′(x0) = (Kh′"f̂h)(x0) = n−1
∑n

i=1 w(θ̃n, ĝ(Xi))(Kh"Kh′)(x0−Xi)
les estimateurs auxiliaires spécifiques de la méthode. Sous des conditions détaillées dans
le preprint Chagny et al. (2020), nous démontrons l’inégalité de type oracle suivante,
qui prouve que l’estimateur sélectionné par la méthode ci-dessus fait aussi bien, à con-
stante multiplicative près, et à termes de reste près, que le meilleur des estimateurs de la
collection :
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Théorème 1. L’estimateur sélectionné f̂(x0) := f̂ĥ(x0)
(x0) vérifie, pour δ ∈ (0, 1), et

pour des constantes C!, # = 5, . . . , 8.

E
[(
f̂(x0)− f(x0)

)2] ≤ C5min
h∈Hn

{
‖Kh " f − f‖2∞,Vn(x0) +

log(n)

γ2nh

}

+C6 sup
θ∈[δ,1−δ]

E
[∣∣θ̃n − θ

∣∣2
]
+ C7E

[
‖ĝ − g‖2∞,Vn(x0)

]
+

C8

n2
,

4 Estimation préliminaire pour la densité mélange et
la proportion de chaque classe du mélange

Cette section est consacrée à de brèves explications concernant la construction choisie pour
les estimateurs préliminaires ĝ et θ̃n à partir de l’échantillon supplémentaire (Xi)i=n+1,...,2n

tiré selon g, de telle sorte que ceux-ci satisfassent les hypothèses dont nous avons besoin
pour démontrer les résultats ci-dessus, et atteignent une vitesse de convergence permettant
d’obtenir l’optimalité de notre procédure d’estimation de f .

Pour estimer g, nous nous inspirons du travail de Bertin et al. (2016), dont l’estimateur
de la densité conditionnelle requiert également un estimateur de densité préliminaire.
Nous utilisons un estimateur à noyau classique, de la forme ĝb̂(x0) = n−1

∑2n
i=n+1 Lb̂(x0 −

Xi), pour Lb(x) = L(x/b)/b, b > 0, et L un noyau, et où b̂ est sélectionnée avec une
méthode de Lepski.

Pour estimer θ, de nombreuses méthodes ont été proposées dans la littérature. Nous
nous restreignons à un cas particulier du modèle (1), qui assure l’identifiabilité du couple
(θ, f). Nous supposons que la densité f appartient à l’ensemble

Fδ =
{
f : [0, 1] → R+, f est une densité continue telle que f|[1−δ,1] = 0

}

pour un δ > 0. Ainsi, θ = infx∈[0,1] g(x) = g(1), et une idée naturelle consiste à insérer
un estimateur de g pour retrouver θ. Pour être cohérent avec le restant de la procédure,
nous utilisons un estimateur à noyau pour g sur [0, 1]. Mais, pour éviter les effets de bord
inhérents à ce type de méthode (qui conduiraient à un mauvais estimateur de θ), nous
utilisons un principe de réflexion, qui conduit à un estimateur à noyau ĝsym

b̂
sur l’intervalle

[0, 2], où la fenêtre b̂ est sélectionnée automatiquement par méthode de Goldenshluger-
Lepski. Enfin, nous posons

θ̂n,b̂ =
1

δ

∫ 1+δ

1−δ

ĝsym
b̂

(x)dx,

et θ̃n,b̂ := max(min(θ̂n,b̂, 1−δ/2), δ/2), pour assurer l’une de nos hypothèses, θ̃n,b̂ ∈ [δ/2, 1−
δ/2].
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Ainsi, nous démontrons qu’avec ces estimateurs préliminaires, l’estimateur de f en x0

défini en (3) avec fenêtre sélectionnée par méthode de Goldenshluger-Lepski converge à la
vitesse minimax attendue, tout en s’adaptant automatiquement à la régularité inconnue
de f , à un terme en log prêt (inévitable en estimation ponctuelle) :

Corollaire 2. En utilisant les estimateurs préliminaires définis ci-dessus, si f appartient
à une boule d’un espace de Hölder de régularité β > 0, et si la collection de fenêtres et le
noyau sont bien choisis, alors

E
[(

f̂(x0)− f(x0)
)2
]
≤ C9

(
log n

n

) 2β
2β+1

,

pour une constante C9 > 0.

Des détails et commentaires concernant la procédure, ainsi qu’une application sur des
données simulées, peuvent être trouvés dans le preprint de Chagny et al. (2020).
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Résumé. La modélisation spatiale non stationnaire est une approche intéressante
et prometteuse, mais elle souffre de plusieurs problèmes : son coût computationel, la
complexité et le manque de lisibilité de modèles hiérarchiques à plusieurs étages, et la dif-
ficulté de sélectionner un modèle. Nous répondons à ces trois problèmes en introduisant un
modèle non stationnaire utilisant les processus gaussiens des plus proches voisins (NNGP,
pour Nearest Neighbor Gaussian Process).
Les NNGP, précis et économiques, sont un bon départ pour répondre au problème du
temps de calcul. Nous étudions le comportement des NNGP utilisant une fonction de
covariance non stationnaire, d’une part en déduisant des propriétés analytiques et d’autre
part en testant empiriquement l’impact de l’ordre des observations sur la covariance qui
est induite par un NNGP.
Nous introduisons une architecture de modèle lisible afin de faciliter la compréhension des
résultats et la sélection de modèles. En particulier, nous créons une famille de modèles
cohérente qui rassemble les processus spatiaux avec portée stationnaire, les processus non
stationnaires avec des paramètres de portée circulaires, et ceux avec des paramètres de
portée elliptiques.
Nous tirons parti de notre architecture hiérarchique et de l’utilisation des NNGP en
proposant deux algorithmes MCMC ad hoc, basés respectivement sur un algorithme
de Langevin ajusté par un pas de Metropolis et sur un échantillonneur chromatique.
Nous améliorons ces deux algorithmes en utilisant la méthode de l’entremêlement de
paramétrisations.
Nous testons nos méthodes avec des jeux de données synthétiques pour trouver des règles
empiriques concernant le choix de l’algorithme MCMC, des hyperparamètres, ainsi que
la sélection de modèle. Nous les utilisons pour analyser un jeu de donnés de pollution au
plomb aux États-Unis d’Amérique.

Mots-clés. Processus gaussien des Plus Proches Voisins, Modèle spatial non station-
naire, MCMC

Abstract. Nonstationary spatial modelling is exciting and potentially rewarding, but
suffers from several problems : its computational cost, the complexity and lack of inter-
pretability of multi-layered hierarchical models, and the difficulty of model selection. We
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tackle those problems by introducing a nonstationary Nearest Neighbor Gaussian Process
(NNGP) model.
NNGPs are a good starting point to address the problem of the computational cost be-
cause of their accuracy and affordability. We study the behavior of NNGPs that use a
nonstationary covariance function, deriving some algebraic properties and exploring the
impact of ordering on the effective covariance induced by NNGPs.
To ease results analysis and model selection, we introduce a readable hierarchical model
architecture. In particular, we make parameters interpretation and model selection easier
by integrating stationary range, nonstationary range with circular parameters, and non-
stationary range with elliptic parameters in a consistent framework.
Given the NNGP approximation and the model architecture, we propose two ad hoc
MCMC algorithms based on Metropolis Adjusted Langevin Algorithm and Chromatic
Sampling, both being improved using interweaving of parametrizations.
We carry out experiments on synthetic data sets to find empirical practical rules concern-
ing on MCMC algorithm choice, hyperparameter tuning, and model selection. Finally,
we use those guidelines to analyze a data set of lead contamination in the United States
of America.
Keywords. Nearest Neighbor Gaussian Process, Nonstationary Spatial Modelling, MCMC

1 Modèle spatial non stationnaire

Nous observons une variable d’intérêt sur une collection de sites spatiaux S. Nous par-
tons d’une modélisation spatiale stationnaire et considérons trois extensions où différents
paramètres peuvent varier dans l’espace : la variance marginale du processus latent σ2(S),
les paramètres de portée (potentiellement elliptiques) du processus latent, et, quand les
observations sont gaussiennes, la variance du bruit τ 2(S). Ces trois augmentations sont
mutuellement compatibles et sont résumées dans les équations suivantes.
Les observations gaussiennes sont analysées comme :

z(s) = X(s)βT + w(s) + ε(s).

Le bruit gaussien est paramétrisé :

ε(S) ∼ N
(
0, diag(τ 2(s1) . . . τ

2(sn))
)

(1)

où τ(s1 . . . sn) est une collection d’écarts types qui varient dans l’espace. Le champ latent
est paramétrisé comme une loi normale multivariée

w(S) ∼ N (0,Σ).

2

171

(



La fonction de covariance entre deux sites spatiaux est donnée par

Σi,j = K(si, sj) = σ(si)σ(sj)K0(si, sj,α(si),α(sj)) (2)

où σ(s1 . . . sn) est une collection d’écarts types qui varient dans l’espace, K0 st une fonc-
tion de corrélation, et α(s1, . . . , sn) est une collection de paramètres de portée. Ces
paramètres peuvent être des matrices définies positives donnant une covariance localement
anisotropique, ou des nombres positifs donnant une covariance localement isotropique. Le
premier cas est donné par Paciorek (2003).

K0(s, t, A(s), A(t)) =
2d/2|A(s)|1/4|A(t)|1/4

|A(s) + A(t)|1/2 Ki (dM (s, t, (A(s) + A(t))/2)) (3)

A(s) et A(t) étant des matrices de portée, d étant la dimension du domaine spatial ou
spatio-temporel, dM(·, ·, ·) étant la distance de Mahalanobis, et Ki étant une fonction
de corrélation stationnaire. Si toutes les matrices sont égales, alors la corrélation est
stationnaire. On peut construire une fonction localement isotropique en contraignant
A = αId et en identifiant la distance de Mahalanobis utilisant une matrice diagonale avec
la distance Euclidienne dE(·, ·) :

K0(s, t,α(s),α(t)) =

(√
2α(s)1/4α(t)1/4

(α(s) + α(t))1/2

)d

Ki (dE(s, t)/ ((α(s) + α(t))/2)) . (4)

2 Modélisation non stationnaire utilisant un proces-
sus gaussiens des plus proches voisins

2.1 Présentation des Processus gaussiens des plus proches voisins

Le calcul de la densité normale multivariée du champ latent w(S) implique l’inversion et
le calcul du déterminant de la matrice de covariance. Cette méthode devient inabordable
quand il y a plus de quelques milliers d’observations. Les Processus gaussiens des Plus
Proches Voisins (NNGP) et plus généralement la famille des Approximations de Vecchia
ont prouvé au cours des dernières années qu’elles permettent d’approximer à faible coût
les densités gaussiennes (Vecchia, 1988; Stein, Chi & Welty, 2004; Datta, Banerjee, Finley
& Gelfand, 2016; Finley, Datta, Cook, Morton, Andersen & Banerjee, 2019; Katzfuss &
Guinness, 2017; Guinness, 2018). La densité NNGP (stationnaire) est définie en utilisant
une densité conditionnelle récurrente “élaguée” :

f̃(w(si)|w(s1, . . . , si−1), θ) = f(w(si)|w(pa(si)), θ), (5)

pa(si) étant les parents du site si dans un Graphe Dirigé Acyclique (DAG) dont les
sommets sont identifiés avec les observations, f̃(·) la densité NNGP, et f(·) étant la
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densité gaussienne non approximée avec des paramètres de covariance θ. L’ordre des sites
spatiaux utilisé pour définir le DAG est déterminant pour la qualité de l’approximation
(Guinness, 2018). L’heuristique de choix des parents la plus populaire est de prendre les
plus proches voisins spatiaux parmi les points qui précèdent dans le DAG, donnant le nom
de Processus gaussien des Plus Proches voisins.
Les NNGP ont la propriété très désirable de permettre d’obtenir facilement un facteur de
Cholesky de la matrice de précision avec très peu de coefficients non-nuls. Nous notons

ce facteur R̃ (la matrice de covariance induite est alors
(
R̃T R̃

)−1

).

2.2 Propriétés des Processus gaussiens des plus proches voisins
avec une fonction de covariance non stationnaire

Un package R (Guinness, 2018) comprend des fonctions de covariance non-stationnaires,
mais à notre connaissance il n’y a pas eu à ce jour d’étude théorique ou empirique des
propriétés des NNGP quand on utilise une fonction de covariance non stationnaire.
Un premier aspect de notre travail a été de préciser des propriétés algébriques des NNGP
utilisant une fonction de covariance donnée par (2). La densité n’est plus paramétrisée
par un unique jeu de paramètres de covariance θ mais par des paramètres qui varient dans
l’espace θ(S). Nous avons réussi à réécrire (5) sous la forme

f̃(w(si)|w(s1, . . . , si−1), θ(S)) = f(w(si)|w(pa(si)), θ(si ∪ pa(si))). (6)

Cela veut dire qu’au lieu de conditionner par tous les paramètres de covariance il est pos-
sible de conditionner seulement par les paramètres des parents dans le DAG. Ce résultat
permet d’utiliser les puissantes propriétés de Markov qui découlent des factorisations sur
un graphe (Lauritzen, 1996).

L’autre propriété concerne la variance marginale. Notons R̃0 le facteur de Cholesky
NNGP obtenu en utilisant la corrélation K0(·) des équations (3) ou (4). On peut alors
réécrire le facteur de Cholesky NNGP sous la forme

R̃ = R̃0 diag(σ(S))−1. (7)

Comme pour un processus gaussien non-approximé, il est possible de factoriser la matrice
de covariance d’un NNGP. En pratique, cela permet de calculer la densité marginale de
σ(S) à faible coût.

En pratique, toutes les approximations NNGP ne se valent pas. Guinness (2018)
montre, pour des processus stationnaires, que certains agencements des points lors de la
construction du DAG donnent de bien meilleurs résultats. Nous confirmons ces obser-
vations dans le cas de processus non stationnaires. Les méthodes repérées par Guinness
donnent des résultats satisfaisants, alors que les autres méthodes provoquent l’apparition
d’artefacts.
Nous constatons que la qualité des NNGP se dégrade dans le cas de covariances extrêmement
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anisotropiques, et ce même dans le cas stationnaire. L’approximation NNGP est donc
réservée à des données exhibant une anisotropie modérée, ce qui laisse cependant un large
spectre d’applications.

Il n’existe pas d’équivalent immédiat de (3) et (4) sur la sphère. Nous définissons
un NNGP sur la sphère en calculant chaque composante de (5) sur le plan tangent en
si. Les sites parents sont envoyés dans ce plan par projection orthogonale. Cela nous
éloigne d’une vision des NNGP comme approximation à un processus gaussien puisque
nous définissons un NNGP sur la sphère sans connâıtre de fonction de covariance associée.

3 Architecture et paramétrisation du modèle non sta-
tionnaire

Dans le but d’imposer une cohérence spatiale ou spatio-temporelle à un champ de paramètres,
nous utilisons un processus log-gaussien (log-GP) comme Heinonen, Mannerström, Rousu,
Kaski & Lähdesmäki (2016). Le champ latent θ(S) est analysé comme :

log(θ(s)) = wθ(s) +Xθ(s)β
T
θ ∀ s ∈ S and wθ(S) ∼ N (0, θθ). (8)

Le processus gaussien wθ(·) permet de modéliser des variations ayant une cohérence spa-
tiale. Les coefficients de régression linéaires βθ paramétrisent des effets fixes (entre autres
un intercept), et θθ est un jeu de paramètres de covariance qui paramétrisent le prior
log-GP.
Les effets fixes permettent de lier le champ de paramètres à des variables environnemen-
tales d’intérêt (il est connu, par exemple, que l’altitude rend les précipitations imprévisibles)
ou à des variables dépendant des coordonnées spatiales qui vont compléter un proces-
sus gaussien pour capturer des variations spatiales. La parmétrisation logarithmique est
facile à interpréter, ce qui rend l’utilisation du modèle plus intuitive. Premièrement, les
paramètres de covariance telles qu’une portée ou une variance sont des nombres positifs
alors qu’un processus gaussien peut prendre toutes les valeurs. Prendre les logarithmes
de ces paramètres garantit la validité du prior. Dans le prolongement de cet argument,
les paramètres de covariance sont des tailles : une variance est la taille d’une distribution,
une portée est la largeur d’un kernel. Il est plus naturel d’utiliser le logarithme pour
les comparer car celui-ci plonge l’échelle des ratios dans l’échelle des intervalles (Stevens
et al., 1946). Enfin, certains problèmes de paramétrisation disparaissent d’eux-mêmes
dans le cadre de ce modèle. Par exemple, on peut se demander s’il vaut mieux utiliser
une variance, une précision, ou un écart type pour paramétriser la variance du bruit ou la
variance marginale du champ latent. Une fois passées au logarithme, ces paramétrisations
diffèrent uniquement par une constante multiplicative. Le problème de paramétrisation
devient un problème de paramètres, qui peut être résolu par estimation ou réglage.

Cela ne règle pas le problème des covariances définies par (3), dont les paramètres de
portée sont des matrices définies positives. Nous introduisons un prior original utilisant
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le logarithme matriciel. Rappelons que le logarithme d’une matrice définie positive est
obtenu en passant les valeurs propres au logarithme, et qu’il est bijectif entre les matrices
définies positives et les matrices symétriques. De façon similaire à (8), nous analysons le
logarithme des matrices de portée de la façon suivante :

log(A(s)) = W (s) + ΣnXA
i=i Xi(s)× Bi, (9)

nXA étant le nombre de variables, Xi(·) 1 ≤ i ≤ nXA, la ième variable, et Bi, 1 ≤ i ≤ nXA

étant une matrice symétrique de taille d×d. Vu que Bi ne dépende pas de s, Σk
i=iXi(s)×Bi

s’interprète comme un effet fixe.
L’effet aléatoire de cette formule est W (s), une matrice symétrique qui dépend s. De
façon analogue à (8), nous définissons une distribution dans l’espace des matrices Ψ(·|θA)

Ψ(W (S)|θA) =
(
(2π)−n/2|Σ(S, θA)|−1/2

)d(d+1)/2 ×
exp

(
−1/2Σi∈1,...,nΣj∈1,...,n(Σ(S, θA)−1)i,j 〈W (si),W (sj)〉F

) (10)

avec 〈·, ·〉F qui est le produit de Frobenius, et Σ(S, θA) une matrice de covariance de
taille n × n qui dépende de paramètres de covariance θA. Notons que Ψ ressemble à
une distribution normale où la multiplication scalaire serait remplacée par le produit de
Frobenius. Nous montrons que cette distribution est non seulement valide mais également
facile à manipuler car les projections de W (·) sur une base orthonormale quelconque des
matrices symétriques suivent des distributions gaussiennes indépendantes.

Afin de pouvoir passer à l’échelle, nous approximons le processus log-gaussien et son
extension matricielle en utilisant un NNGP au lieu d’un processus gaussien complet.
Parmi les paramètres de covariance du processus log-gaussien, nous estimons la variance
marginale mais pas la portée, que nous traitons comme un hyperparamètre.

4 Stratégies MCMC

Une grande partie du travail de cet article a été de trouver des stratégies MCMC adaptées à
de grands jeux de données spatiales. En effet, les modèles non stationnaires que nous avons
étudiés sont appliqués à des données comptant au plus quelques centaines (Fuglstad, Lind-
gren, Simpson & Rue, 2015a; Heinonen et al., 2016) ou milliers d’observations (Fuglstad,
Simpson, Lindgren & Rue, 2015b). La littérature présente plusieurs stratégies MCMC
destinés à des modèles stationnaires telles que Datta et al. (2016); Finley et al. (2019);
Coube & Liquet (2020). Cependant, la partie non-stationnaire de notre modèle étant
nouvelle, nous avons du développer des algorithmes ad hoc. Nous avons trouvé deux
approches.

La première approche est un échantillonage chromatique (Gonzalez, Low, Gretton
& Guestrin, 2011). Utilisant d’une part la propriété de factorisation des NNGP non
stationnaires (6), et d’autre part l’indépendance conditionnelle induite par l’utilisation
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d’une approximation NNGP au prior log-gaussien, nous avons prouvé qu’un échantilloneur
chromatique peut être utilisé pour les paramètres de portée et de variance marginale du
processus latent. Un résultat analogue est démontré pour la variance du bruit gaussien
hétéroscédastique (1). En pratique, cette méthode est applicable pour la variance du bruit
gaussien, pour la variance du processus latent grâce à la propriété de factorisation des
NNGP (7), mais pas aux paramètres de portée en raison du grand nombre de calculs de
l’approximation NNGP qui seraient nécessaires.

La seconde approche est un algorithme de Langevin ajusté par un pas de Metropolis
inspiré du Monte-Carlo hybride de Heinonen et al. (2016). Dans le cas des variances du
bruit et du processus latent, ce pas est simple à implémenter, encore une fois grâce à
(7) dans le second cas. Pour les paramètres de portée, la méthode a besoin du gradient
du facteur de Cholesky NNGP R̃ par rapport aux paramètres de portée. Ce facteur
de Cholesky est défini ligne par ligne avec (6). Bien que la formule du gradient soit
fastidieuse, elle peut être implémentée relativement efficacement et permet donc d’utiliser
l’algorithme de Langevin pour échantillonner les paramètres de portée. Nous remarquons
aussi que le gradient que nous avons obtenu pourrait servir à d’autres méthodes, telles
que l’approche de maximum de vraisemblance développée par Guinness (2018).

Dans les deux cas, nous utilisons les méthodes d’entremêlement de paramétrisation
développées par Yu & Meng (2011) et Filippone, Zhong & Girolami (2013) afin d’améliorer
le comportement des châınes MCMC.

5 Références bibliographiques

Notre travail s’inscrit dans les travaux sur les NNGP (Datta et al., 2016; Finley et al., 2019;
Coube and Liquet, 2020) et plus largement les approximations de Vecchia (Vecchia, 1988;
Stein et al., 2004; Katzfuss and Guinness, 2017; Guinness, 2018). Des développements
logiciels accompagnent ces travaux (Finley, Datta & Banerjee, 2017; Guinness, 2018).
Nous avons repris le modèle de covariance non stationnaire développé par Christopher
Paciorek dans sa thèse de doctorat (Paciorek, 2003). Notre architecture de modèle est
inspirée par Heinonen et al. (2016). Nous nous sommes aussi inspirés des modèles et
applications développés par Fuglstad et al. (2015a,b); Ingebrigtsen, Lindgren & Steinsland
(2014) et utilisant des équations différentielles partielles stochastiques, et Risser & Calder
(2015) qui utilise et simplifie la covariance de Paciorek.
Les stratégies MCMC que nous développons dans l’article ont deux sources. D’une part,
nos propres travaux (Coube and Liquet, 2020), qui sont eux-mêmes une application aux
NNGP de l’échantillonnage chromatique de Gonzalez et al. (2011). D’autre part, nous
avons trouvé une adaptation des méthodes hamiltoniennes de Heinonen et al. (2016). Ces
deux types d’algorithmes sont améliorés en utilisant les entremêlements (interweaving) de
paramétrisation de Yu and Meng (2011) et Filippone et al. (2013).

7

176

(



Bibliographie

Coube, S. & Liquet, B. 2020. Improving performances of mcmc for nearest neighbor
gaussian process models with full data augmentation. arXiv preprint arXiv:2010.00896.

Datta, A., Banerjee, S., Finley, A.O. & Gelfand, A.E. 2016. Hierarchical nearest-neighbor
gaussian process models for large geostatistical datasets. Journal of the American
Statistical Association, 111(514):800–812.

Filippone, M., Zhong, M. & Girolami, M. 2013. A comparative evaluation of stochastic-
based inference methods for gaussian process models. Machine Learning, 93(1):93–114.

Finley, A., Datta, A. & Banerjee, S. 2017. spnngp: spatial regression models for large
datasets using nearest neighbor gaussian processes. R package version 0.1, 1.

Finley, A.O., Datta, A., Cook, B.D., Morton, D.C., Andersen, H.E. & Banerjee, S. 2019.
Efficient algorithms for bayesian nearest neighbor gaussian processes. Journal of Com-
putational and Graphical Statistics, 28(2):401–414.

Fuglstad, G.-A., Lindgren, F., Simpson, D. & Rue, H. 2015a. Exploring a new class of
non-stationary spatial gaussian random fields with varying local anisotropy. Statistica
Sinica, pages 115–133.

Fuglstad, G.-A., Simpson, D., Lindgren, F. & Rue, H. 2015b. Does non-stationary spatial
data always require non-stationary random fields? Spatial Statistics, 14:505–531.

Gonzalez, J.E., Low, Y., Gretton, A. & Guestrin, C. 2011. Parallel gibbs sampling:
From colored fields to thin junction trees. Proceedings of the Fourteenth International
Conference on Artificial Intelligence and Statistics.

Guinness. 2018. Permutation and grouping methods for sharpening gaussian process
approximations. Technometrics, 60(4):415–429. doi:10.1080/00401706.2018.1437476.
Available at: https://doi.org/10.1080/00401706.2018.1437476

Guinness, K. 2018. GpGp: Fast Gaussian Process Computation Using Vecchia’s Approx-
imation.
Available at: https://CRAN.R-project.org/package=GpGp

Heinonen, M., Mannerström, H., Rousu, J., Kaski, S. & Lähdesmäki, H. 2016. Non-
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Résumé. Les valeurs manquantes sont un des problèmes qui surviennent fréquemment dans
le processus d’observation ou d’enregistrement des données. Dans ce travail, nous considérons
le modèle de régression linéaire fonctionnelle, lorsque la variable d’intérêt, réelle, et la variable
explicative, fonctionnelle, contiennent des valeurs manquantes. Nous utilisons un opérateur de
reconstruction qui vise à reconstruire les parties manquantes dans les courbes, puis nous nous
intéressons à la méthode d’imputation par régression des données manquantes sur la variable
réponse, en utilisant la régression fonctionnelle sur composantes principales pour estimer le
coefficient fonctionnel du modèle. Nous étudions le comportement asymptotique de l’erreur de
prévision commise lorsque les valeurs manquantes sont remplacées par les valeurs imputées.
Le comportement de la méthode est également étudié en pratique sur des données simulées et
réelles.

Mots-clés. Modèle linéaire fonctionnel, Données manquantes, Composantes Principales
Fonctionnelles, Missing At Random, Missing Completely At Random, Imputation par régres-
sion.

Abstract. Dealing with missing values is an important issue in data observation or data
recording process. In this paper, we consider a functional linear regression model, when some
observations of the real response and the functional covariate are affected by missing data. We
use a reconstruction operator that aims at recovering the missing parts of the explanatory curves,
then we are interested in regression imputation method of missing data on the response variable,
using functional principal component regression to estimate the functional coefficient of the
model. We study the asymptotic behaviour of the prediction error we commit when missing
data are replaced by the imputed values. The practical behaviour of the method is also studied
on simulated and real datasets.

Keywords. Functional linear model, Missing data, Functional Principal Components, Mis-
sing At Random, Missing Completely At Random, Regression imputation.

1

179

.



1 Introduction
L’analyse des données fonctionnelles a connu un développement très important ces der-

nières années, comme en attestent les nombreux ouvrages sur le sujet : Ramsay et Silver-
man (2005), Ferraty et Vieu (2006), Hsing et Eubank (2015) constitue une liste non exhaus-
tive de monographies donnant une vision d’ensemble sur ce thème. Un des modèles les plus
populaires en analyse de données fonctionnelles est le modèle linéaire fonctionnel, qui éta-
blit une relation de dépendance entre une variable réelle Y et une variable aléatoire fonction-
nelle X = (X(t), t ∈ [a, b]). La variable X est à valeurs dans l’espace H := L2([a, b]) des
fonctions de carré intégrable sur l’intervalle compact [a, b]. Nous supposons dans la suite que
E(‖X‖2) < +∞ où ‖.‖ désigne la norme usuelle de H associée au produit scalaire 〈., .〉, défini
par 〈f, g〉 =

∫ b

a f(t)g(t)dt pour toutes fonctions f et g de H . Le modèle linéaire fonctionnel a
été étudié par de nombreux auteurs, par exemple Cardot et al. (1999), Cai et Hall (2006), Hall
et Horowitz (2007), Crambes et al. (2009). Ce modèle est défini par

Y = θ0 +

∫ b

a

θ(t)X(t)dt+ ε, (1.1)

où θ0 ∈ R et θ ∈ H sont les paramètres à estimer. L’erreur du modèle ε est une variable
aléatoire réelle centrée indépendante de X avec une variance finie E(ε2) = σ2

ε . Le modèle (1.1)
peut s’écrire sous la forme

Y = θ0 +ΘX + ε, (1.2)

où Θ : H → R est l’opérateur linéaire continu défini par Θu = 〈θ, u〉 pour toute fonction
u ∈ H . Dans la suite, nous considérons un échantillon (Xi, Yi)i=1,...,n indépendant et identi-
quement distribué de même loi que le couple (X, Y ). Pour estimer θ ou Θ, nous considérons
la régression fonctionnelle sur composantes principales. Il s’agit d’une régression des moindres
carrés de la réponse Y sur les variables réelles qui sont les coordonnées de la projection de X
sur l’espace engendré par les fonctions propres associées aux plus grandes valeurs propres de
l’opérateur de covariance de X (voir Cardot et al., 1999). Soit (kn)n≥1 une suite de nombres
entiers, l’estimateur Θ̂ de Θ proposé par Cardot et al. (1999) est défini par

Θ̂ = 〈θ̂, .〉 = Π̂kn∆̂n(Π̂knΓ̂nΠ̂kn)
−1, (1.3)

où ∆̂n est l’opérateur de covariance croisée empirique donné par ∆̂nu = 1
n

∑n
i=1〈Xi, u〉Yi pour

tout u ∈ H , Γ̂n est l’opérateur de covariance empirique défini par Γ̂nu = 1
n

∑n
i=1〈Xi, u〉Xi

pour tout u ∈ H et Π̂kn =
∑kn

j=1〈φ̂j, u〉φ̂j est l’opérateur de projection orthogonale sur le sous-
espace engendré par les fonctions propres (φ̂1, . . . , φ̂kn) associées aux kn plus grandes valeurs
propres λ̂1, . . . , λ̂kn de l’opérateur Γ̂n. En supposant que λ̂1 > . . . > λ̂kn > 0 p.s., l’estimateur
de θ est donné par
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θ̂ =
1

n

n∑

i=1

kn∑

j=1

〈Xi, φ̂j〉Yi

λ̂j

φ̂j. (1.4)

En outre, l’estimateur de θ0 = E(Y ) −
∫ b

a θ(t)E(X(t))dt s’écrit sous la forme θ̂0 = Y −∫ b

a θ̂(t)X(t)dt où Y = 1
n

∑n
i=1 Yi et X = 1

n

∑n
i=1 Xi.

Le cadre de ce travail est la situation où des valeurs manquantes affectent à la fois la réponse
et la variable explicative. L’objectif est (i) de reconstituer les courbes X manquantes et d’impu-
ter les données manquantes sur Y , (ii) d’estimer θ ou Θ avec le jeu de données reconstitué, (iii)
de prédire une nouvelle valeur de la réponse Y étant donnée une nouvelle observation test sur
la variable explicative X .

2 Données manquantes
Pour le mécanisme de données manquantes dans la réponse, nous considérons une variable

aléatoire binaire δ[Y ] et un échantillon (δ[Y ]
i )i=1,...,n tel que δ[Y ]

i = 1 si la valeur Yi est observée
et δ[Y ]

i = 0 si la valeur Yi est manquante, pour tout i = 1, . . . , n. Nous considérons les données
manquantes de la réponse "Missing At Random" (MAR) : le fait que la valeur Y est manquante
ne dépend pas de la réponse du modèle, mais peut éventuellement dépendre de la covariable,
c’est-à-dire

P(δ[Y ] = 1 | X, Y ) = P(δ[Y ] = 1 | X).

Dans ce qui suit, le nombre de valeurs manquantes parmi Y1, . . . , Yn est noté

m[Y ]
n =

n∑

i=1

1{
δ
[Y ]
i =0

}.

Dans Crambes et Henchiri (2019), une méthodologie d’imputation des données manquantes
par régression est donnée, sous cette hypothèse MAR, mais la covariable est censée être com-
plètement observée, ce qui n’est plus le cas ici. Nous considérons une variable fonctionnelle
δ[X] et un échantillon (δ[X]

i )i=1,...,n tel que, pour t ∈ [a, b], δ[X]
i (t) = 1 si Xi(t) est observé et

δ[X]
i (t) = 0 si Xi(t) est manquant. Nous considérons les données manquantes de la covariable

"Missing Completely At Random" (MCAR) : le fait que X contient des données manquantes
ne dépend pas de la covariable du modèle, ni de la réponse, c’est-à-dire, pout tout t ∈ [a, b]

P(δ[X](t) = 1 | X, Y ) = P(δ[X](t) = 1).

D’autre part, le nombre de courbes où des valeurs manquantes apparaissent est donné par

m[X]
n =

n∑

i=1

1{
∃ t∈ [a,b], δ

[X]
i (t)=0

}.
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Dans la suite, nous présentons la méthodologie de reconstruction des courbes, puis l’impu-
tation par régression d’une valeur manquante pour la variable d’intérêt. Enfin, nous donnons
l’estimateur de θ à partir du jeu de données reconstitué, et la prédiction d’une valeur de la
réponse suite à la donnée d’une nouvelle observation test pour la variable explicative.

3 Reconstruction des covariables manquantes
Nous appliquons dans cette partie la méthodologie introduite dans Kneip et Liebl (2020)

pour reconstruire la partie manquante d’une courbe. Soit (Oi)i=1,...,n l’échantillon des périodes
d’observation des courbes, c’est-à-dire Oi =

{
t ∈ [a, b], δ[X]

i (t) = 1
}

pour tout i = 1, . . . , n.
En outre, notons Mi = [a, b] \ Oi pour tout i = 1, . . . , n. Dans la suite, nous utilisons O et M
pour désigner une production donnée de Oi et Mi. De plus, nous notons la partie observée de
Xi par XO

i et XM
i pour la partie manquante. Nous considérons la décomposition de Karhunen-

Loève (KL) pour XO
i dans L2(O)

XO
i (t) =

+∞∑

k=1

ξOikφ
O
k (t), (3.1)

pour t ∈ O, où (φO
k )k≥1 désigne la suite des fonctions propres de l’opérateur de covariance de

XO
i et (ξOik)k≥1 est une suite de variables aléatoires centrées et décorrélées avec E(ξOik) = λO

k , la
suite (λO

k )k≥1 étant la suite des valeurs propres de l’opérateur de covariance de XO
i . La partie

manquante de la courbe s’écrit, pour t ∈ O et s ∈ M

XM
i (s) = L(XO

i (t)) + Zi(s), (3.2)

où L : L2(O) → L2(M) est un opérateur linéaire défini par

L(XO
i (t)) =

+∞∑

k=1

E[ξOikXM
i (s)]

λO
k

,

dont le but est de reconstruire les parties manquantes XM
i ∈ L2(M) à partir des observations

XO
i ∈ L2(O). La variable Zi ∈ L2(M) est l’erreur de reconstruction. Nous cherchons à mi-

nimiser l’erreur quadratique moyenne E[(XM
i (t) − L(XO

i )(t))
2] avec t ∈ M , pour obtenir

l’opérateur de reconstruction linéaire optimal suivant les étapes : (I) estimation par polynômes
locaux des courbes X et de la fonction de covariance, (II) estimation des valeurs propres et des
fonctions propres de l’opérateur de covariance de X sur la partie observée des courbes, (III)
estimation sur la partie manquante de la courbe à l’aide des éléments propres de la partie obser-
vée. Sous des hypothèses classiques dans ce contexte, des vitesses de convergence uniforme de
la courbe reconstruite vers la vraie courbe sont données dans Kneip et Liebl (2020).

Dans la suite, nous notons X̂ une courbe X reconstruite et X# = δ[X]X + (1− δ[X])X̂ .
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4 Imputation par régression
Nous nous intéressons ici à l’imputation des données manquantes sur la réponse Y, sui-

vant la méthode présentée dans Crambes et Henchiri (2019). Nous définissons l’opérateur de
covariance avec les courbes reconstruites par

Γ̂obs
n,rec =

1

n−m[Y ]
n

n∑

i=1

〈X#
i , .〉δ

[Y ]
i X#

i .

Soit ( un nombre entier compris entre 1 et n tel que Y$ soit manquante, c’est-à-dire avec
δ[Y ]
$ = 0. La valeur imputée par régression pour Y$ est définie par

Y$,imp = θ̃0 + 〈θ̃, X#
$ 〉, (4.1)

avec

θ̃ =
1

n−m[Y ]
n

n∑

i=1

kn∑

j=1

〈X#
i , φ̂

obs
j,rec〉δ

[Y ]
i Yi

λ̂obs
j,rec

φ̂obs
j,rec et θ̃0 = Y obs −

∫ b

a

θ̃(t)X
#
(t)dt,

où (λ̂obs
j,rec)j≥1 et (φ̂obs

j,rec)j≥1 sont les éléments propres de l’opérateur Γ̂obs
n,rec et les moyennes

empiriques sont Y obs =
1
n

∑n
i=1 δ

[Y ]
i Yi et X#

= 1
n

∑n
i=1 X

#
i .

Sous des hypothèses analogues à celles de Kneip et Liebl (2020) et Crambes et Henchiri
(2019), nous obtenons des vitesses de convergence pour la valeur imputée Y$,imp de façon simi-
laire à Crambes et Henchiri (2019) (cas d’une covariable fonctionnelle complètement observée
et d’une réponse affectée par des données manquantes).

5 Prédiction
Une fois la base de données reconstruite, nous estimons le coefficient fonctionnel θ et l’in-

tercept θ0, respectivement, par

θ̂# =
1

n

n∑

i=1

kn∑

j=1

〈X#
i , φ̂j,rec〉Y #

i

λ̂j,rec

φ̂j,rec et θ̂#0 = Y
# −

∫ b

a

θ̂#(t)X
#
(t)dt,

avec Y #
i = Yiδ

[Y ]
i + Yi,imp(1− δ[Y ]

i ), pour tout i = 1, . . . , n, et Y #
= 1

n

∑n
i=1 Y

#
i . Nous pouvons

à présent définir la prédiction d’une nouvelle valeur Ynew associée à l’observation Xnew de la
variable explicative par

Ŷnew = θ̂#0 + 〈θ̂#, X#
new〉. (5.1)
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Une étude asymptotique de l’erreur de prévision de Ŷnew a été réalisée. Le comportement
de la méthode en pratique a également été évalué sur des données simulées et réelles. À titre
d’exemple, nous avons simulé 400 réplications sur le modèle (1.1) avec [a; b] = [0; 1], θ0 = 3,
et θ(t) =

∑50
j=1 bjΦj(t) pour tout t ∈ [0; 1], où b1 = 0.3, bj = 4(−1)j+1j−2 pour j > 1 et

Φ1(t) = 1, Φj(t) =
√
2 cos(jπt) pour t ∈ [0; 1] et j > 1. Le bruit ε est simulé suivant la loi

N(0; σ2
ε) avec σ2

ε = 0.04 et la variable X est simulée en écrivant X(t) =
∑150

j=1 ξjλjΦj(t) où
λj = (−1)j+1j−2 pour j ≥ 1 et ξj suit la loi uniforme sur l’intervalle [−

√
3;
√
3]. Nous avons

pris une taille d’échantillon n = 360 et les courbes ont été discrétisées à l’aide de p = 100 points
de mesure. Concernant les données manquantes, les parties [0; 1/8] et [7/8; 1] ont été retirées
aléatoirement de 14.8% des courbes X et 12% de données ont été retirées de Y . Sur les 400
réplications, nous avons calculé une erreur quadratique moyenne de prévision de 8.46 × 10−2

avec un écart-type de 8.66 × 10−2 lorsque nous avons reconstruit les courbes X et imputé les
données manquantes sur Y . L’erreur quadratique moyenne de prévision devient 9.24 × 10−2

avec un écart-type de 8.82 × 10−2 lorsque l’on se contente de supprimer les observations pour
lesquelles X ou Y est manquant. Cela montre, sur cet exemple l’intérêt de reconstituer le jeu
de données plutôt que de simplement enlever les données manquantes.
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Résumé.
Les modèles de vagues déterministes comme WW3 ou MFWAM sont couramment

utilisés pour prédire les caractéristiques des vagues au niveau de la côte. Il a été montré
que durant des conditions climatiques extrêmes (vents forts et tempêtes), ces modèles
ont tendance à sous-estimer les valeurs de certains paramètres de vagues notamment la
hauteur significative des vagues. La solution actuelle pour ce problème est d’utiliser la
méthode de prédiction des erreurs qui est une méthode d’assimilation de données se basant
sur des modèles d’apprentissage statistique et visant à réduire les erreurs de prédiction.
Dans le domaine l’ingénierie côtière, la méthode des réseaux de neurones est la méthode
par défaut pour la technique de prédiction des erreurs. L’objectif principal de ce travail
est de montrer deux alternatives aux réseaux de neurones : les forêts aléatoires et les
arbres de décision boostés. Nous avons montré que le RMSE des paramètres de vagues
améliorés par les forêts aléatoires et arbres de décision boostés sont respectivement 10 et
20% plus petits que les RMSE obtenus avec les réseaux de neurones, indiquant ainsi de
meilleures performances (Callens et al., 2020). L’objectif secondaire de ce travail est de
montrer comment optimiser au mieux les hyperparamètres des algorithmes de machine
learning avec la méthode d’Optimisation Bayésienne. L’optimisation des hyperparamètres
est une étape essentielle lors de l’utilisation d’une méthode d’apprentissage statistique car
elle améliore généralement les résultats de manière significative. C’est le cas pour notre
étude, où l’optimisation des hyperparamètres a permis d’avoir des valeurs RMSE plus
faibles, en moyenne entre 8 et 11% pour la correction de la hauteur significative des
vagues et de leur période.

Mots-clés. Arbres de décision boostés, Assimilation de données, Forêt aléatoires,
Prédiction d’erreurs, Prévision des paramètres de vague, Réseaux de neurones artificiels.

Abstract.
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In coastal engineering, wind wave models such as WW3 or MFWAM are commonly
used to predict the wave characteristics at the shore. It has been proven that during
extreme conditions (high winds and storm), they have a tendency to underestimate certain
wave parameters especially significant wave height. The current solution for this problem
is to improve the wave parameter forecast with the the error prediction method which is
a data assimilation technique based on statistical learning models and aiming to reduce
prediction errors. In the field of coastal engineering, the method of neural networks is the
off-the-shelf method for error prediction method. The main objective of this work is to
present two alternative algorithms to neural networks, namely random forest and gradient
boosting tree. We showed that the RMSE of the variables updated with gradient boosting
trees and random forest are respectively 20 and 10% lower than the RMSE obtained with
neural networks (Callens et al., 2020). A secondary objective is to show how to tune
the hyperparameter values of machine learning algorithms with Bayesian Optimization.
This step is essential when using machine learning algorithms and can improve the results
significantly. Indeed, after a fine hyperparameter tuning with Bayesian optimization,
gradient boosting trees yielded RMSE values in average 8% to 11% lower for the correction
of significant wave height and peak wave period.

Keywords. Artificial neural networks, Data assimilation, Error prediction, Gradient
boosting trees, Random forest, Wave forecasting.

1 Introduction

Nowadays, numerical wave models are routinely used to forecast wind generated waves.
Although they provide satisfactory predictions at a regional scale and during mean wave
conditions, it has been shown that they are less accurate for forecasting at a specific
location (Londhe et al., 2016) and have a tendency to underestimate wave height during
energetic wave conditions.

When observation data are available, data assimilation can be used to improve the
predictions made by numerical models. There are 4 main categories of data assimilation
procedures (Babovic et al., 2001): updating the input parameters, updating the state
variables, updating the model parameters and finally updating the output parameters.
The last procedure is called ”Error prediction” method and is the most suitable approach
to improve model predictions of different output variables at a specific location (Babovic
et al., 2005).

This method has been successfully applied on hindcast data (Makarynskyy et al.,
2005) and has even been implemented in real time setting in the works of Babovic et al.
(2001) and Londhe et al. (2016). To our knowledge, only artificial neural networks have
been tested to forecast the errors in the data assimilation. However, according to the so-
called “No Free Lunch” theorem, there is no single model that works best for all problems
(Wolpert, 2002). It is therefore necessary to try multiple models and find the one that

2

186

(



works best for our particular problem.
Random forest and gradient boosting trees are strong candidates for comparison with

neural networks. Indeed, these two methods are known for their performance and unlike
neural networks, they also provide valuable information by computing the predictive power
of each variable used as input. This study aims to present two alternatives (random forest
and gradient boosting trees) to neural networks by comparing their performances when
improving regional numerical models. A secondary objective is to show how to tune the
hyperparameter values of machine learning algorithms with Bayesian Optimization.

2 Data and Method

2.1 Data

• Measured wave parameters (Hs: significant wave height, TP : Peak wave period, θP :
peak wave direction) : obtained from a buoy located a few miles off Biarritz Coast.
From 2009 to nowadays, 30 min time-step.

• Modelled wave parameters (Hs, Tp, θp) with MFWAM model (Lefèvre and Aouf,
2012). These data were chosen due to their free accessibility on Copernicus website.
From 2007 to 2019, hourly time-step.

• Meteorological conditions (Wind speed, direction and atmospheric pressure): Me-
teoFrance weather station in Biarritz. From 2013 to 2018, hourly time step.

By assembling the wave buoy data, the wind wave parameters and the meteorological
data we obtain a dataset of 41439 hourly observations ranging from 2013-01-01 to 2018-
12-31. In this work, we are improving the wave forecast by correcting the systematic
errors of the wind wave model. Therefore, we are not considering any temporal effects
while improving HS, Tp and θp. The assimilation made in this work is only valid for the
buoy located a few miles off Biarritz, it can be extended to other buoys by integrating
their data to this analysis. The dataset was randomly divided into 2 parts: the training
part containing 70% of the observations (n = 28797) and the testing part containing the
remaining 30% (n = 12342).

2.2 Method

The error prediction method consists in three steps:

• Step 1: Deviations between model predictions and measured values are computed:

Emodel = Xmeasured −Xmodeled,
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where Emodel is the error of the model, Xmeasured is the measured value of an output
variable provided by the wave buoy and Xmodeled is the value of the same variable
computed by the wave model.

• Step 2: Emodel is predicted with an appropriate supervised machine learning algo-
rithm.

• Step 3: The predicted error is added to the prediction of the wave model to obtain
an updated numerical prediction:

Xupdated = Xmodeled + Epredicted,

where Xupdated is the updated prediction of wave model and Epredicted is the predicted
error given by the supervised learning method.

This method is repeated separately for each output variable to improve (Hs, Tp, θp)
which is usual in the literature (Moeini et al., 2012). Concerning the statistical learning
method, only neural networks have been used for the step (2) of the error prediction
method to our knowledge(Moeini et al., 2012; Londhe et al., 2016). Because we want to
compare the performance between different machine learning algorithms, we use random
forest and gradient boosting trees. All the tested algorithms use the same input variables
to improve the model accuracy: the three wave parameters (HS, Tp, θp) given by the
numerical model, the atmospheric pressure, the wind direction and speed.

The same learning algorithm is tested twice in the error prediction method: once with
the default hyperparameter values and once with the optimal hyperparameter values
chosen by Bayesian optimisation. Full details on Bayesian optimisation are given in the
work of Snoek et al. (2012).

3 Results

The results obtained for the Hs parameter on the test set are shown in table 1. The
numerical model shows a negative bias, indicating that the MFWAMmodel has a tendency
to underestimate Hs such as other wind wave models (Moeini et al., 2012). This negative
bias increases as the value of Hs becomes larger (Hs > 3m), meaning that Hs is more
likely to be underestimated during energetic events. With the assimilation technique,
the different algorithms remove the bias observed for Hs (all data). For the data where
Hs > 3m, the correction does not remove the bias for Hs but reduces it greatly. The
best algorithm with default values of hyperparameters is random forest followed closely
by gradient boosting trees. After tuning the hyperparameter, the values of bias and
RMSE are slightly reduced for all algorithms and gradient boosting trees becomes the
best method for the improvement of Hs.
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Table 1: Statistical metrics for the three variables of interest before the hyperparameter
tuning. ”Ann” stands for artificial neural networks, ”Rf” for random forest and ”Gb” for
gradient boosting tree.

Hs (Default values) Hs (Bayesian optimisation)

Numerical
model

Ann
Corr.

Rf
Corr.

Gb
Corr.

Numerical
model

Ann
Corr.

Rf
Corr.

Gb
Corr.

Computed with all data
Biais -0.201 0.005 -0.002 -0.004 -0.201 0.026 -0.002 -0.001

RMSE 0.399 0.306 0.248 0.267 0.399 0.300 0.246 0.240

Computed with data where Hs > 3m
Biais -0.536 -0.156 -0.124 -0.126 -0.536 -0.117 -0.120 -0.099

RMSE 0.766 0.515 0.420 0.433 0.766 0.495 0.417 0.404

−2

0

2

Num Ann Rf Gbt
Method used for correction

Er
ro

rs
 fo

r H
s

Figure 1: Distribution of the Hs errors computed between values observed at the buoy and
values corrected or not with the different machine learning algorithms. ”Num” stands for
numerical model (no correction), ”Ann” for artificial neural networks, ”Rf” for random
forest and ”Gb” for gradient boosting trees.

The distribution of the errors for Hs parameter after the different corrections are
presented in the figure 1. The distributions of the errors after a correction have narrowed
and are now more centered in zero. The differences in performance between algorithms
are confirmed with these violin plots. Indeed, when the correction is made with random
forest or gradient boosting trees, the distributions of the errors are narrower than the
distributions of the errors obtained with neural networks.
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4 Conclusion

Random forest and Gradient boosting trees performed better than neural network in the
error prediction method. Indeed, the best algorithm for our data is gradient boosting
trees with RMSE reduced by 40% for Hs, 33% for Tp and 31% for θp. Concerning hy-
perparameter tuning, bayesian optimisation led to better results: it lowered the RMSE
values obtained by gradient boosting trees by 8 to 11% in average for the three wave
parameters (Hs, Tp, θp).
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Lefèvre, J.-M. and Aouf, L. (2012). Latest developments in wave data assimilation. In
ECMWF Workshop on Ocean Waves, pages 25–27.

Londhe, S. N., Shah, S., Dixit, P. R., Nair, T. M. B., Sirisha, P., and Jain, R. (2016). A
Coupled Numerical and Artificial Neural Network Model for Improving Location Specific
Wave Forecast. Applied Ocean Research, 59:483–491.

Makarynskyy, O., Pires-Silva, A. A., Makarynska, D., and Ventura-Soares, C. (2005).
Artificial neural networks in wave predictions at the west coast of Portugal. Computers
& Geosciences, 31(4):415–424.

Moeini, M. H., Etemad-Shahidi, A., Chegini, V., and Rahmani, I. (2012). Wave data
assimilation using a hybrid approach in the Persian Gulf. Ocean Dynamics, 62(5):785–
797.

Snoek, J., Larochelle, H., and Adams, R. P. (2012). Practical bayesian optimization of
machine learning algorithms. In Advances in Neural Information Processing Systems,
pages 2951–2959.

Wolpert, D. H. (2002). The supervised learning no-free-lunch theorems. In Soft Computing
and Industry, pages 25–42. Springer.

6

190

(



Probabilistic expert aggregation via additive
stacking

Christian Capezza 1, Biagio Palumbo 2, Yannig Goude 3, Simon N. Wood 4 & Matteo
Fasiolo 5,

1 Department of Industrial Engineering, University of Naples Federico II, Naples, Italy,
christian.capezza@unina.it

2 Department of Industrial Engineering, University of Naples Federico II, Naples, Italy,
biagio.palumbo@unina.it
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Abstract. It is particularly challenging to forecast the individual household eletricity
demand because of its lower signal-to-noise ratio compared to the aggregate demand and
the increased variability due to the increasing use of renewable energy sources and dis-
tributed production. However, accurate forecasts will be essential for a profitable smart
grid management. We propose a new method for probabilistic expert aggregation, which
borrows information between the different households, taking their individual characteris-
tics into account. The main innovation of the propose method is that the experts’ weights
vary depending on covariates through an additive model structure.

Keywords. Generalized additive models, probabilistic forecasting, ensemble forecast-
ing, accumulated local effect plots

1 Additive Stacking

In this work we propose additive stacking for probabilistic forecasting of electricity de-
mand at household level. Existing methods for short term load forecasting of the aggre-
gate demand have reached high levels of accuracy, but cannot be used directly to forecast
disaggregate demand, which is characterized by a much lower signal-to-noise ratio and
abrupt changes in the demand distribution. Probabilistic additive stacking allows us to
model the full demand distribution, which is more practically valuable than simple point
estimates when dealing with very noisy household level data. We propose a stacking of
experts that combines several probabilistic forecasts with heterogeneous characteristics,
with the aim of providing improved probabilistic forecasting accuracy. Yao et al. (2018)
proposed stacking to average Bayesian predictive distributions, however weights of the
stacking are fixed. As first innovation of our work, we allow the weights of the combina-
tion of experts to vary depending on covariates through an additive model, where effects
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can be smooth functions. The estimation of coefficients and smoothing parameters is
conveniently performed using Wood, Pya and Säfken (2016), which proposed a general
framework for smoothing parameter estimation for models with regular likelihoods con-
structed in terms of unknown smooth functions of covariates. In order to demonstrate
the performance of the proposed method, we used the Irish smart meter data set from
the Commission for Energy Regulation (CER) Smart Metering Project (Commission for
Energy Regulation (2012)), which provides one year’s worth of data on electricity demand
at individual household level. Given that we are dealing with a large data set, comprising
demand at 30 minutes resolution for several thousand customers, we exploit the Big Data
tool provided by the mgcv R package to fit the proposed additive stacking model to the
whole data set.

The second innovation of this work is the use of new visualization methods for in-
terpreting the effect of covariates on the weights of stacking. In fact, since weights of
stacking depend on covariates through opportune transformations of linear predictors to
preserve non negativity and sum-to-one constraints, by simply estimating the stacking
model it is not immediate to visualize the effect of covariates on the weights directly, then
smooth effects alone are not interpretable. We rely on accumulated local effect (ALE)
plots introduced by Apley (2016), which however does not provide information about
their uncertainty. Therefore, we propose an approximate method to obtain credible in-
tervals of accumulated local effects. As an example of ALE plots, in Figure 1 we show
an implementation on the CER data set, where we perform an aggregation of four ex-
perts: LastMonth, which uses as probabilistic forecast a kernel density estimate based
on the observations in the previous month; GaulssInd, a generalized additive model for
location, scale and shape (GAMLSS), estimated separately on each household; Dynamic,
an adaptive generalized additive model, estimated using only the last three days data of
each household; GaulssCommon, a GAMLSS using data from all customers. Two simple
conclusions can be drawn in Figure 1, by looking at the effect of two covariates on the
aggregation weights: the effect of the time of the day gives largest weight to GaulssInd,
which is the most complex model, in the day time and to LastMonth in the night; the
Dynamic expert, which adapts quickly using only the most recent data, gets a large
weight when a customer was out of home in the previous days.

In the proposed application we evaluate the predictive performance of the proposed
method, relative to the experts, showing that additive stacking outperforms all experts
under several loss functions (e.g., the pinball loss, mean square error, continuous ranked
probability score). However, these standard loss functions for evaluating the forecasting
performance at disaggregate level do not really convey or quantify the practical utility
of producing an accurate disaggregated probabilistic forecast. Therefore, we evaluate the
performance of the proposed approach also using a simple application, which is meant to
highlight the utility of by-customer probabilistic forecasting in the context of disaggregate
demand management.
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Figure 1: ALE effects on the stacking weights of some covariates: a) effect of time of day
on each expert, b) effect of the number of previous days a customer was out of home on
Dynamic.
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Wood, S.N., Pya, N. and Säfken, B. (2016). Smoothing parameter and model selection
for general smooth models, Journal of the American Statistical Association, 111(516), pp.
1548-1563.
Yao, Y., Vehtari, A., Simpson, D. and Gelman, A. (2018). Using stacking to average
Bayesian predictive distributions (with discussion), Bayesian Analysis, 13(3), pp. 917-
1007.

3

193

(



Sparse inverse time correlation model for signal
identification in functional Near Infrared

Spectroscopy data

David Causeur 1 & Ching-Fan Sheu 2

1 Agrocampus Ouest, Irmar, UMR 6625 CNRS, 65 rue de St-Brieuc - CS 84215, 35042
Rennes Cedex, France, david.causeur@agrocampus-ouest.fr

2 National Cheng-Kung University, Institute of Education, 1 University Road, Tainan
701, Taiwan, csheu@mail.ncku.edu.tw

Résumé. La spectroscopie proche infra-rouge fonctionnelle (fNIRS) utilise les pro-
priétés d’absorption par l’hémoglobine de la lumière dans la gamme du proche infra-rouge
pour suivre les variations dans le temps de l’oxygénation du sang. Elle est en particulier
utilisée pour mesurer l’activité cérébrale fonctionnelle de sujets au cours d’exercices conçus
pour stimuler une réponse cérébrale d’intérêt au regard d’une pathologie ou d’un trouble
neurologique ou psychiatrique. Ainsi, la technologie fNIRS génère des courbes décrivant
la réponse hémodynamique du cerveau en temps réel, ce qui permet d’en déduire des mo-
tifs d’association avec les valeurs contrôlées de facteurs expérimentaux. Dans ce contexte,
l’analyse de variance fonctionnelle (fANOVA) offre toute la flexibilité du modèle linéaire
multivarié pour comparer des modèles d’association aux facteurs expérimentaux, sous
des hypothèses additionnelles de régularité des motifs d’association et de dépendance
temporelle entre les résidus. Causeur et al. (2020) démontre que la manière dont la
dépendance temporelle est prise en compte dans les procédures d’analyse de la variance
fonctionnelle a un impact considérable sur la puissance des tests et que la prise en compte
optimale dépend de la conjonction entre la forme des motifs d’association et la répartition
des corrélations temporelles. Pour la problématique d’identification d’intervalles de temps
sur lesquels le signal d’association est non-nul, nous proposons une procédure d’estimation
doublement pénalisée, offrant un large espace de recherche de la procédure optimale,
selon la parcimonie du motif d’association et celle de la matrice de corrélation inverse des
résidus.

Mots-clés. Données fonctionnelles, Estimation pénalisée, Grande dimension, Modèle
de corrélation inverse, Spectroscopie Proche Infra-Rouge fonctionnelle.

Abstract. Functional near infrared spectroscopy (fNIRS) uses the absorption of near
infrared light by hemoglobin to record changes in blood oxygenation as signals of func-
tional brain activity. For designs in which subjects are instructed to execute a specific
mental task under different experimental conditions with pre-determined levels for co-
variates, fNIRS provides real-time cerebral hemodynamic responses for studying neural
correlates of task-related experimental variables. Data obtained from such designs are dis-
cretized observations of the hemodynamic curves on a high-resolution time scale. Testing
for overall group mean differences among curves or, more generally, relationships between
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curves and explanatory variables can be addressed by using functional Analysis of Vari-
ance (fANOVA) procedures in a general multivariate linear regression framework where
additional assumptions are made to account for the regularity of mean curves and for
the strong time-dependence across residuals. Causeur et al. (2020) demonstrated that
how way time dependence is modeled in such fANOVA testing procedures is crucial and
should account for the interplay between the pattern of regression parameter curves and
the distribution of the time correlations. To address the challenging issue of identifying
time points for which the association signal is nonzero, we propose a doubly penalized
estimation procedure assuming that both the association signal and the inverse time cor-
relation matrix are sparse. We show how the tuning of penalty parameters enables a
flexible handling of dependence and deduce optimal signal identification procedures.

Keywords. Functional data, fNIRS data, Inverse correlation model, High-dimensional
data, Penalized estimation.

Introduction

Functional data are discrete observations generated from underlying continuous functions.
Progress in instrumentations and techniques for measurements has produced massive data
that are functional in nature, such as measurements over fine time or space grids. Ex-
amples are changes of brain function associated with oxygen supply in blood flow in
functional magnetic resonance imaging (fMRI) or functional Near Infrared Spectroscopy
(fNIRS).

For a typical fNIRS study, brain hemodynamic response curves are measured in mil-
liseconds (ms) for up to several seconds with reference to the onset of an event; namely,
subject’s response is a high resolution curve describing her functional brain activity in
time. As in traditional statistical analysis in which the response provides a stable descrip-
tion of the subject through one or, at most, a few variables, functional data are similarly
analyzed for covariate effects. Functional Analysis of Variance (fANOVA) is especially de-
signed to extend standard analysis of variance (ANOVA) to situations where the response
is a curve (see Causeur et al., 2020, for a review).

When testing for the effect of fixed-time covariates on curves, where a random curve
t !→ Y (t) is observed on a grid of m ≥ 1 time points tj, j = 1, . . . ,m and Y =
(Y (t1), . . . , Y (tm)), most functional Analysis of Variance (ANOVA) methods rely on the
multivariate linear regression model, with additional assumptions on the regularity over
time of effect curves:

Y = β0 + x′β + ε, (1)

where x = (x1, . . . , xp)′ is a p–vector of explanatory variables, with p ≥ 1, β0 is the
m–vector of intercept parameters, β is the p×m matrix of regression parameters and ε
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is the m–vector of residual error terms, assumed to be normally distributed, with mean 0
and positive variance-covariance matrix Σ.

In most fNIRS designs, m exceeds by far the number n of independent joint observa-
tions of the explanatory and response variables but the rank p of the sample variance-
covariance matrix Sxx of the explanatory variables is generally much smaller than n.

Under the above assumptions, the maximum-likelihood (ML) estimator of the regres-
sion coefficients is the ordinary least-squares estimator, whose expression does not depend
on Σ. For all Σ, the ML estimator β̂ of β is indeed defined as follows: β̂ = S−1

xxSxy,
where Sxy stands for the p×m sample covariance matrix between Y and x.

The distribution of β̂ yet depends on the conditional dependence across response vari-
ables since the common correlation matrix of each row of β̂ is the conditional correlation
matrix R = D−1

σ ΣD−1
σ , where Dσ is the m×m diagonal matrix whose diagonal entries

are the conditional standard deviations σj, j = 1, . . . ,m. Therefore, strong conditional
correlation across response variables, as for example when those response variables are
densely discretized curves, is pointed out by many authors as a major cause of instability
of feature selection procedures whose aim is to find the non-zero coefficients in β.

Searching for time points where experimental variables have an effect on the hemody-
namic curves can be viewed as such a feature selection issue. This can either be addressed
by multiple testing procedures or by a more global estimation approach in which sparsity
of β is accounted for by an "1–regularization of the ML procedure. In such procedures,
the penalized deviance to be minimized is, up to an additive constant:

D(β,Ω;κ) = −2n trace
(
β′ΩSyx

)
+ n trace

(
β′ΩβSxx

)
+ κ||β||1, (2)

where ||.||1 is the sum of absolute values of terms of a matrix or a vector, κ ≥ 0 is the
regularization parameter and Ω = Σ−1.

A Cyclic Coordinate Descent (CCD) algorithm is implemented to obtain the estimator
β̂(V ;κ) minimizing D(β,V ;κ) for any positive definite m × m matrix V . For κ = 0,
β̂(V ;κ) is the same, whatever the choice of V . However, this assertion is no more true
for κ &= 0.

In order to illustrate how the choice of V influences the feature selection procedure
based on β̂(V ;κ), this "1–regularized estimation procedure is implemented hereafter in a
study design whose aim is to test for the effect of the phonological density of a word on
visual recognition, using fNIRS at different locations on brain.

Phonological density study

Phonological density refers to the number of words that can be generated by replacing
a phoneme in a target word with another phoneme in the same position. Chen et al.
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(2011) investigated neurobehavioral correlates of phonological neighborhood density in
skilled readers of English using fNIRS in a lexical decision task. Participants were in-
structed to make a speeded lexical decision response and press the response button only
if they thought the stimulus formed an actual English word. The recordings of the fNIRS
curves were taken over a time period from -2 seconds before stimulus on-set to 15 seconds
afterwards with 200 samples per second.

A comparative study is conducted hereafter, based on data-driven simulated datasets
with same dimensions and same conditional dependence matrix Σ̃ as observed in the
PND study introduced above. Each of the n rows of simulated dataset are independently
generated from a multivariate normal distribution as in Model (1). Two scenarios are
considered for the difference curve t !→ α2(t) between the two PND conditions, all other
effect curves being set to zero (see Figure 1).
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Figure 1: Difference curve t !→ α2(t) between the two PND conditions in the two scenarios
of the simulation study.

For each of 100 simulated datasets in each scenario, the penalized estimator α̂2(Ω̃;κ)
of (α2(t1), . . . ,α2(tL))′ minimizing (2), with Ω̃ = Σ̃−1, is first calculated for a sequence
of penalty parameters κ such that −8 ≤ log κ ≤ 2. An alternative estimator α̂2(Ω̃0;κ) is
calculated, also minimizing (2) for the same sequence of penalty parameters, after replac-
ing the complete variance-covariance matrix by the diagonal matrix Ω̃0) = Dσ̃2 obtained
by setting all the off-diagonal terms to zero in Σ̃. In other words, consistently with the
model used to generate the data, the first estimator fully accounts for the conditional time
dependence of the response variables whereas the second estimator ignores dependence.

Let us focus on the feature selection performance of α̂2(Ω̃;κ) and α̂2(Ω̃0;κ) in the
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two simulation scenarios introduced above. For each simulated dataset, the selection
performance is measured by the Area under the ROC curve (AUC). Boxplots of the AUCs
over 100 simulations in the two scenarios are displayed in Figure 2. It is deduced that
α̂2(Ω̃;κ) clearly outperforms α̂2(Ω̃0;κ) in the regular association signal scenario whereas
the opposite ranking of the two "1-penalized estimators is observed in the scenario of a
late interval of association.
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Figure 2: Boxplots of Area Under the ROC curve (AUC) over 100 simulations in each
simulation scenario (Left: regular association signal, Right: late association signal) for the
two "1-penalized estimators α̂2(Ω̃;κ) (accounting for dependence) and α̂2(Ω̃0;κ) (ignoring
dependence).

The main general messages that can be deduced from the former illustrative example
can be briefly stated as follows:

For κ &= 0, β̂(V ;κ) depends markedly on the choice of V . Incidentally, the choice
of V has a crucial impact on the feature selection performance of the "1-penalized
estimation procedure.

For some patterns of association signal, the basic choice of V = Ω0 consisting in ig-
noring dependence across response variables may lead to a much better identification
of the nonzero regression parameters than V = Ω fully accounting for dependence.

In the following, a rank-reduced model for Ω is introduced, offering a flexible frame-
work for the handling of dependence through the choice of V .
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Rank-reduced model for conditional dependence

Hereafter, conditional dependence across response variables is assumed to have a latent
q–factor structure, with q ( m. In the former regression factor model, the conditional
variance-covariance Σ of the responses given the explanatory variables in model (1) has
the following decomposition: Σ = Ψ+BB′, where Ψ is a m×m diagonal matrix whose
diagonal entries ψ2

j are positive and B is a m× q matrix.
The number q of latent factors is a tuning parameter for the handling of conditional

dependence, providing intermediate strategies between ignorance of dependence, with
q = 0, and fully accounting for it, with q as large as possible. Moreover, especially when
the response variables are discretized observations of curves on a high resolution time
grid, conditional dependence across responses given the explanatory variables is strong,
which leads to a dense Σ and subsequently to a sparse inverse matrix Ω = Σ−1.

The following new parameterization of the factor model is introduced:

ϕ = Ψ− 1
2 ,

θ = B̃(Iq + B̃′B̃)−
1
2 , (3)

where B̃ = Ψ− 1
2B is the m×q matrix of normalized loadings. Using Woodbury’s identity,

it is straightforwardly checked thatΩ = Σ−1 = ϕ(Im−θθ′)ϕ also has a q-factor structure.

In order to account simultaneously on the sparsity of the association signal and Ω, we
propose to estimate β by minimization of the following doubly penalized deviance:

D(β,κ1,κ2) = −2n trace
(
β′ΩSyx

)
+ n trace

(
β′ΩβSxx

)
+ κ1||β||1 + κ2||θ||rr, (4)

where r = 1 or 2, ||.||22 is the sum of squared values of terms of a matrix or a vector,
κ1 ≥ 0 and κ2 ≥ 0 are regularization parameters.

The presentation will demonstrate how the minimization of (4) can lead to optimal
strategies for handing dependence in the feature selection issue introduced for functional
data.
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Résumé. Nous définissons un réseau multiniveau comme la jonction de deux réseaux
d’interaction, l’un représentant les interactions entre individus et l’autre les interactions
entre organisations. Ces niveaux sont reliés par une relation d’appartenance, chaque in-
dividu appartenant à une unique organisation. Le modèle à blocs stochastiques (SBM)
est un modèle à variables latentes qui permet de modéliser l’hétérogénéité des connexions
d’un réseau en classifiant les nœuds suivants leurs profils de connectivité. Nous étendons
le SBM au cas des réseaux multiniveaux et prouvons l’identifiabilité de ce nouveau modèle.
Les paramètres de notre modèle sont estimés par des méthodes variationnelles (algorithme
VEM) et nous développons un critère de vraisemblance complète intégrée (ICL) pour sélec-
tionner non seulement le nombre de blocs mais également pour décider de la dépendance
ou non entre les structures des deux niveaux. Nous justifions via des simulations l’intêret
de notre approche ainsi que la robustesse de notre méthode d’estimation de paramètres
et de notre critère de sélection de modèle. Nous appliquons notre modèle sur des données
collectées lors d’un salon audiovisuel. Le niveau inter-organisationnel représente le réseau
des relations économiques entre entreprises et le niveau inter-individuel celui des relations
informelles entre leurs représentants sur ce salon.

Mots-clés. Modèle à variables latentes, modèle hiérarchique, réseaux sociaux, in-
férence variationnelle

Abstract. We define a multilevel network as the junction of two interaction networks,
one level representing the interactions between individuals and the other one the inter-
actions between organizations. The levels are linked by an affiliation relationship, each
individual belonging to a unique organization. We design a Stochastic block model (SBM)
suited to multilevel networks. SBM is a latent variable model for networks, where the
connections between nodes depend on a latent clustering (blocks), thus modeling some
connection heterogeneity. We prove the identifiability of our model. The parameters of
the model are estimated with a variational EM algorithm. An Integrated Completed
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Likelihood criterion is developed not only to select the number of blocks but also to de-
tect whether the two levels (individuals and organizations) are dependent or not. In a
comprehensive simulation study, we exhibit the benefit of considering our approach, il-
lustrate the robustness of our parameter estimation and highlight the reliability of our
model selection criterion. Our approach is applied on a sociological dataset collected dur-
ing a television program trade fair. The inter-organizational level is the economic network
between companies and the inter-individual level is the informal network between their
representatives.

Keywords. Latent variable model, Hierarchical modeling, Social networks, Varia-
tional inference

1 A multilevel stochastic block model (MLVSBM)
In what follows, a multilevel network is defined as the collection of an inter-individual
network, an inter-organizational network and the affiliation of the individuals to the or-
ganizations. Besides, we assume that the individuals belong to a unique organization. All
the results are given for undirected networks.

Let us consider nI individuals involved in nO organizations. We encode the networks
into adjacency matrices as follows. Let XI be the binary nI × nI matrix representing the
inter-individual network. XI is such that : ∀(i, i′) ∈ {1, . . . , nI}2:

XI
ii′ =

{
1 if there is an interaction from individual i to individual i′,
0 otherwise.

XO is the binary nO ×nO matrix representing the inter-organizational network, ∀(j, j′) ∈
{1, . . . , nO}2:

XO
jj′ =

{
1 if there is an interaction from organization j to organization j′,
0 otherwise.

Let A be the affiliation matrix. A is a nI × nO matrix such that:

Aij =

{
1 if individual i belongs to organization j,
0 otherwise

.

A is such that ∀i = 1, . . . , nI ,
∑nO

j=1 Aij = 1 since we assume that any individual belongs
to a unique organization.

We propose a joint modeling of the inter-individual and inter-organizational networks
based on an extension of the stochastic block model (SBM; Snijders and Nowicki, 1997).
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Figure 1: Representation of a multilevel network with inter-organizational level on the
top and inter-individual level on the bottom. .

More precisely, assume that the nO organizations are divided into QO blocks and that the
nI individuals are divided into QI blocks. Let ZO = (ZO

1 , . . . , Z
O
nO
) and ZI = (ZI

1 , . . . , Z
I
nI
)

be such that ZO
j = l if organization j belongs to cluster l (l ∈ {1, . . . , QO}) and ZI

i = k
if individual i belongs to cluster k (k ∈ {1, . . . , QI}).

Given these clusterings, we assume that the interactions between organizations and
interactions between the individuals are independent and distributed as follows:

P(XO
jj′ = 1|ZO

j , Z
O
j′ ) = αO

ZO
j ZO

j′

P(XI
ii′ = 1|ZI

i , Z
I
i′) = αI

ZI
i Z

I
i′
.

(1)

As a consequence, the blocks gather nodes sharing the same profiles of connectivity.
In order to take into account the fact that organizations may shape the individual behav-
iors, we assume that the memberships of the individuals (ZI) depend on the cluster of
the organizations (ZO) they are affiliated to. More precisely, we set:

P(ZI
i = k|ZO

j , Aij = 1) = γkZO
j

∀i ∈ {1, . . . , nI} ∀k ∈ {1, . . . , QI} (2)

where γ is a QI ×QO matrix such that
∑QI

k=1 γkl = 1 for any l ∈ {1, . . . , QO}. The (ZO
j )

are assumed to be independent random variables distributed as

P(ZO
j = l) = πO

l , ∀j ∈ {1, . . . , nO} ∀l ∈ {1, . . . , QO} (3)

with
∑QO

l=1 π
O
l = 1.

A small multilevel network is depicted in Figure 1.

Independence. We derive conditions for the structural independence between levels in
term of parameters equality.
Proposition 1. In the MLVSBM, the two following properties are equivalent: [1.]: ZI

is independent on ZO, [2.]: γkl = γkl′ ∀l, l′ ∈ {1, . . . , QO} and imply that: [3.]: XI and
XO are independent.
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Identifiability. We adapt the proof given in Celisse et al. (2012) to obtain the identi-
fiability of the MLVSBM.

Proposition 2. The MLVSBM is identifiable up to label switching under the following
assumptions:

A1. All coefficients of αI · γ · πO are distinct and all coefficients of αO · πO are distinct.

A2. nI ≥ 2QI and nO ≥ max(2QO, QO +QI − 1).

A3. At least 2QI organizations contain one individual or more.

Likelihood. From Equations (1), (2) and (3), we derive the complete log-likelihood for
a directed MLVSBM where θ denotes all the model parameters:

log %θ
(
XI , XO, ZI , ZO|A

)

= log %πO(ZO) + log %γ(Z
I |ZO, A) + log %αI (XI |ZI) + log %αO(XO|ZO)

=
∑

j,l

1ZO
j =l log π

O
l +

∑

i,k

1ZI
i =k

∑

j,l

Aij1ZO
j =l log γkl (4)

+
1

2

∑

i′ "=i

∑

k,k′

1ZI
i =k1ZI

i′=k′ log φ(X
I
ii′ ,α

I
kk′) +

1

2

∑

j′ "=j

∑

l,l′

1ZO
j =l1ZO

j′=l′ log φ(X
O
jj′ ,α

O
ll′),

where φ(x, a) = ax(1− a)1−x.

2 Statistical Inference, Simulations and Applications
Variational method for maximum likelihood estimation Due to the latent vari-
ables, the estimation of the parameters is a complex task. The likelihood of X = {XI , XO}
%θ(X|A) is obtained by integrating out the latent variables Z = {ZI , ZO} in the complete
data likelihood (4). However, this calculus becomes not computationally tractable as the
number of nodes and blocks grow.

The Expectation-Maximisation algorithm (EM) (Dempster et al., 1977) is a popular
solution to maximize the likelihood of models with latent variables, but it requires the
computation of P(Z|X, A) which is also not tractable in our case. Hence, as Daudin et al.
(2008) did for the SBM, we resort to a variational version of the EM algorithm.

The variational EM algorithm aims to maximize a lower bound of log %θ(X|A) by
iterating two steps. Step VE maximizes the lower bound with respect to the parameters
of an approximate distribution of Pθ(Z|X, A). Step M maximizes the lower bound with
respect to the model parameters θ.
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Model selection Following Biernacki et al. (2000) and Daudin et al. (2008), we propose
an ad-hoc version of the Integrated Complete Likelihood (ICL) criterion to choose the
number of blocks. It is an asymptotic approximation of the complete likelihood integrated
over its parameters and latent variables given for the MLVSBM by:

ICL(QI , QO) = log %θ̂(X
I , XO, ẐI , ẐO|A,QI , QO)− pen(QI , QO),

where

pen(QI , QO) =
1

2

QI(QI + 1)

2
log

nI(nI − 1)

2
+

QO(QI − 1)

2
log nI+

1

2

QO(QO + 1)

2
log

nO(nO − 1)

2
+

QO − 1

2
log nO

where ẐO and ẐI are the imputed latent variables using the maximum a posteriori (MAP)
of Pθ̂(Z|X, A;QI , QO).

We also use the ICL criterion to assess whether the two levels of interactions are
independent or not by comparing the ICL of the MLVSBM with the sum of the ICL of
two independent SBMs, one for each level.

We provide a stepwise procedure for model selection which seeks for the optimal num-
ber of blocks at a reasonable cost. As a by-product, it states whether the two levels are
independent or not. To simulate and infer the MLVSBM, we developed our own R package
available at https://chabert-liddell.github.io/MLVSBM/.

Simulation studies We study the performances of the inference procedure for the
MLVSBM including the ability to recover blocks, the selection of the numbers of blocks
and the independence detection.

For QI = QO = 3, on three standard topologies and for different values of density,
we set γkk = δ and γkk′ = .5(1 − δ) for k &= k′, k, k′ ∈ {1, 2, 3}. δ is a parameter for the
strength of the dependence between levels ranging from 0 to 1. When δ = 1/3 the levels
are independent.

We compare the SBM and the MLVSBM in their abilities to recover the clusters of
the inter-individual level (Figure 2 A), the true number of blocks (QI = 3) and to capture
the interdependence between the two levels (Figure 2 B and C).

Application We apply our model to a sociological dataset collected during a television
program trade fair. The inter-organizational level is the economic network between com-
panies and the inter-individual level is the informal network between their representatives.
Our results exhibit the structural interdependence between the two levels and in particu-
lar the heterogeneity of individuals who replicate to different extent their organizations’s
ties.

A preprint is available at https://hal.archives-ouvertes.fr/hal-02353711v1.
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Figure 2: Clustering and model selection accuracy for 3 different topologies and densities
on the inter-individual level, as function of δ. The yellow vertical lines corresponds to
δ = 1/3 ensuring the independence between the two levels. A: ARI (Adjusted Rand In-
dex) for the inter-individual level, comparing the MLVSBM with two independent SBMs.
B: Number of blocks for the inter-individual level chosen by the ICL criterion for the
MLVSBM. C: Model selected by the ICL for the inter-level dependence (either MLVSBM
or two independent SBMs).
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3 Quantmetry

Résumé. Cette communication propose un algorithme d’estimation non paramétrique
de la courbure, de la torsion et du trièdre de Frenet d’une courbe dans R3, dans le but de
proposer une analyse statistique de données du mouvement acquis par Motion Capture,
pour la détection et la caractérisation de primitives du mouvement. Nous utilisons pour
cela une représentation géométrique des courbes par le biais des équations différentielles
ordinaires de Frenet-Serret et nous formulons le problème d’estimation par une régression
pénalisée et développons un algorithme efficace, dont nous évaluons la qualité par la
reconstruction de la trajectoire. Ces travaux sont motivés par l’analyse du mouvement
d’une main dans le contexte de la langue des signes, acquis par Motion Capture par
l’entreprise MOCAPLAB1.

Mots-clés. Langue des signes, Capture de mouvement, Analyse de trajectoires
cinématiques, Analyse de la forme, Analyse de données fonctionnelles, Estimation de
la courbure, Repère de Frenet-Serret

Abstract. This communication proposes a nonparametric estimation algorithm for
the curvature, torsion and Frenet path of a curve in R3, with the aim to propose a
statistical analysis of motion data acquired by Motion Capture, for the detection and
characterization of movement primitives. For this purpose, we directly use a geometric
representation of the curves through the Frenet-Serret ordinary differential equations.
We formulate the estimation problem in a penalized regression and develop an efficient
algorithm, whose quality is evaluated by reconstruction of the trajectory. We apply our
method to real data of a hand motion in the context of sign language, acquired by Motion
Capture from the company MOCAPLAB.

Keywords. Sign language, Motion capture, Kinematic trajectory analysis, Shape
analysis, Functional data analysis, Curvature estimation, Frenet-Serret frame

1 Introduction

Among the many fields of exploration of motion capture is the very specific field of sign
language involving movements of the body, hands, fingers, face and eyes and achieve a

1https://www.mocaplab.com/fr/
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capacity for expression as rich and structured as that offered by speech [5]. These types
of movement are interesting for us as they are particularly meaningful but are difficult to
characterize without specific knowledge in the field. Our idea in treating the “motion”
signals, in collaboration with the company MOCAPLAB, specialized in Motion Capture,
is to incorporate current mathematical and statistical tools to extract “primitives” specific
to the nature of the signals studied.

From the perspective of motor control theories, the axis of the analysis envisaged
should be able to exploit the link between speed and motion geometry [4]. The starting
point of our methodology consists in the estimation of trajectories resulting from motion
capture and the characterization of the geometry and kinematics by appropriate functional
representations. This simultaneous analysis is particularly possible in the trajectory of a
point particle, using the Frenet-Serret frame [1, 2].

Our approach is to focus on estimating curvature and torsion [6, 7]. Indeed, the ge-
ometry of the trajectories of movement have physical significance: curvature and torsion
characterize this geometry and can provide insightful summaries of kinetic curves. Dis-
covering and exploiting these relationships require a good estimation of the functional
parameters such as curvature and Frenet paths. This is a challenging statistical task as
curvature and torsion depend on higher order derivatives and their estimation from real
data (even with a low noise) can be very unstable.

Our work is motivated by the new development in [8], which offers a unified framework
for the estimation of these functional quantities in the setting of functional data. A
motivation of this type of analysis is to exploit the link between the curvilinear speed
and the geometry of the trajectories (typically curvatures).Although the previous work is
designed for multiple trajectories as an extension of functional data, it is still applicable
to single curves and here we adopt the geometric framework for the analysis of single
trajectories. Arguably, this is more challenging as the benefit of borrowing information
from multiple curves is missing in the single curve setting.

Under this framework, the problem of estimating curvature and torsion can be treated
as estimation of an ordinary differential equation in a Lie group. We develop a new
algorithm for estimation by considering the perturbed Frenet-Serret ODE and solving the
optimal control problem with a computationally fast Kalman filter [3]. The quality of the
estimates is evaluated based on the quality of reconstruction of the trajectory by solving
the Frenet-Serret ordinary differential equation. In particular, we show that our proposed
method dominates the straightforward estimates of curvature and torsion based on the
extrinsic formulas.

2 Frenet-Serret representation of curves

We consider curves in R3 defined as functions x : [0, T ] !→ R3. In order to avoid some
technical difficulties, we assume that the curves are regular, i.e they are of class Cr, r ≥ 3
(w.r.t time t), the time derivative ẋ(t) never vanishes on [0, T ] and the curves never
intersect themselves. For a curve x, the shape of the curve X : [0, L] !→ R3 is the image
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of the function x, which satisfies x(t) = X(s(t)), where s(t) =
∫ t

0 ||ẋ(u)||du the arclength,
s(T ) = L is the total length of the curve X = {x(t), t ∈ [0, T ]} and ṡ(t) = ||ẋ(t)|| the
curvilinear speed. The tangent vector is defined as T (s) = X ′(s) and the curvature
as s !→ κ(s) = ||T ′(s)||. The moving frame is defined with the addition of Normal
vector N(s) = 1

κ(s)T
′(s) and the bi-normal vector B(s) = T (s)×N(s) to T . The matrix

Q(s) = [T (s)|N(s)|B(s)] is then an orthonormal frame which can be obtained by Gram-
Schmidt orthonormalisation of the frame [X ′(s)|X ′′(s)|X ′′′(s)]. This Frenet frame is a
solution of the following ODE






T ′(s) = κ(s)N(s)

N ′(s) = −κ(s)T (s) + τ(s)B(s)

B′(s) = −τ(s)N(s)

where the functions s !→ κ(s), τ(s) are respectively the curvature and torsion. They are
geometric invariant of the curve, independent of the parametrization of a curve X and
invariant under the action of rigid (Euclidean) motions. They can be directly defined
with extrinsic formulas as

κ(s(t)) =
||ẋ(t)× ẍ(t)||2

||ẋ||32
, τ(s(t)) =

〈ẋ(t)× ẍ(t),
...
x (t)〉

||ẋ(t)× ẍ(t)||22
(1)

An alternative interpretation of this Frenet-Serret formula is that it defines an ODE
in the Lie group SO(3) as

Q̇(s) = Q(s)Aθ(s), Aθ(s) =




0 −κ(s) 0

κ(s) 0 −τ(s)
0 τ(s) 0



 (2)

with the generalised curvature θ = (κ, τ) and the initial condition Q(0) = Q0.

3 Frenet paths and curvatures estimation algorithm

We assume that we have discrete and noisy observations Yj, j = 1, . . . , n of the Frenet
path Q at sj where 0 = s1 < s2... < sn = 1. To take into account the noise, we consider
the following statistical model Yj = Q(sj) exp(Wj) where Wj are random matrices in
SO(p). Our problem is to recover the Frenet path s !→ Q(s) from the noisy observations
Yj and to derive the best parameters θ that fit the data under the dynamical model
Q̇(s) = Q(s)Aθ(s). So for all j, and for all t in [0, 1], we should have approximately
φθ(t−sj, sj, Yj) ≈ Q(t), where the flow t !→ φθ(t, s,M) is the solution of the Frenet-Serret
ODE satisfying Q(s) = M .

In order to fit the model, [8] proposes a simultaneous estimation of Q and θ by the
minimization of the following criterion:

Jh,λ(θ,Q;Y) =
1

n

n∑

j=1

∫ 1

0

Kh(t− sj)|| log
(
Q(t)Tφθ(t− sj, sj, Yj)

)
||2Fdt+ λ

∫ 1

0

||θ′′(t)||2dt
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where Kh(·) = (1/h)K(·/h) is a weight function K(t) ≥ 0,
∫
K = 1 introduced for taking

into account the increasing uncertainty for distant points.
In order to get a computable criterion, the integral is discretized on the grid 0 = t1 <

t2 < ... < tT = 1 and we replace the exact flow with a first order approximation to the
Magnus expansion.

J̃h,λ(θ,Q;Y) =
1

nT

n,T∑

j,q=1

Kh(ujq)u
2
jq||Aθ(vjq)− R̃jq||2Fdt+ λ

∫ 1

0

||θ′′(t)||2dt

=
n,T∑

j,q=1

ωjq(κ(vjq)− r1jq)
2 +

n,T∑

j,q=1

ωjq(τ(vjq)− r2jq)
2 + λ

∫ 1

0

||θ′′(t)||2dt

with ujq = tq − sj, vjq =
tq+sj

2 , ωjq =
1
nTKh(ujq)u2

jq and R̃jq = − 1
ujq

log(Q(tq)TYj).
Then, the estimation of θ from a given path Q is done by solving the optimization

problem
θ̃h,λ(.,Q) = min

θ
J̃h,λ(θ,Q;Y)

which is made by two independent weighted smoothing splines. This estimation must be
alternated with that of the Frenet path Q to be able to compute the pseudo-observation
r1jq, r

2
jq. The corresponding final estimates for θ and Q are denoted respectively θ̂ and Q̂.

We propose in this work an alternative way of estimating the Frenet path Q compared to
the algorithm in [8]. Instead of computing the Karcher mean for estimating Q, we adapt
the framework developed in [3] to the Frenet-Serret ODE. We consider the perturbed
Frenet-Serret ODE, Q̇(s) = Q(s)Aθ(s)+U(s)B(s) with U ∈ SO(p) and the fitting problem
can be cast into a tracking problem, where the smallest optimal U must be found. This
control problem can be solved very fast if we consider an appropriate Linear-Quadratic
(LQ) problem.

4 Application to real data

We consider the trajectory of a point in the middle of the palm of a man’s hand when he
speaks sign language, acquired by Motion Capture. The trajectory of this point on the
right hand when the entire sentences, ”Temoignage : Evan, un jeune autiste qui prepare
son avenir”, is signed, is visible in Figure 1.

We consider two pieces of this trajectory. We pre-process the data to create an ar-
clength parametrized data Xi defined on [0, Li], i = 1, 2. We consider a grid with constant
bandwidth. The noisy raw Frenet paths (Yi) are obtained from Gram-Schmidt orthonor-
malization from derivatives estimated by constrained local polynomial smoothing with
order 5.

Figure 2 shows the estimates of curvature and torsion by the algorithm described
in section 3, as well as the one estimated from extrinsic formulas for comparison. The
quality of our estimates is illustrated in Figure 3 which displays the reconstructions of
the trajectory from them (ODE resolution and then integration of the tangent vector).
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Figure 1: Example of set up for sign language movement capture in MOCAPLAB on the
right and entire trajectory of the right hand when a sentence is signed on the left.

(a) curvature X1 (b) torsion X1 (c) curvature X2 (d) torsion X2

Figure 2: In blue estimates from extrinsic formulas, in orange estimates from our algo-
rithm.

(a) X1 (b) X2

Figure 3: Reconstructions of the shape. In green: raw X. In blue: reconstruction from θ
estimated using extrinsic formulas. In orange: reconstruction from θ̂, estimated with our
algorithm. In purple: Reconstruction from our estimated Frenet path Q̂.

.

The hyperparameters λκ, λτ , h, (used for θ and smoothing) and λQ (used for tracking
Q) are obtained with Bayesian optimization. The computation time depends on several
parameters, such as the number of points, the number of nodes chosen to smooth curvature
and torsion, etc. With the same set of parameters, the algorithm converges about 3 times
faster with this alternative method for estimating the Frenet path than with the method
present in [8].
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This work proposes an alternative method for estimating the Frenet paths following
the framework introduced in [8]. The algorithm proposed has the main advantage of
being faster and more efficient on the studied data. Moreover, its application on a single
trajectory acquired by motion capture shows that it offers a robust and reliable estimation
of the curvature, the torsion, better than the estimation by extrinsic formulas (as shown in
Figure 3: extrinsic formulas does not pass the Frenet-Serret test). These robust estimates
give access to a reliable estimation of the geometry of the curve, which plays a prominent
role in motion data. Such tools might enable a deeper statistical analysis of motion data
and interplay between geometry, speed and sign language.
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Filtrage adaptatif de signaux définis sur des
graphes de grande taille
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Résumé. L’analyse de signaux sur les graphes s’attache à étendre la théorie (analyse
de Fourier) et les méthodologies (filtrage notamment) du champ classique à des signaux
définis sur les noeuds d’un graphe. De plus en plus populaire de par la flexibilité de la
structure de graphe, ce champ de recherche trouve de nombreux domaines d’applications
(réseaux de télécommunications, réseaux sociaux, chimie organique, neurologie, apprentis-
sage profond). L’approche mise en oeuvre consiste à appliquer une procédure de seuillage
dans un domaine transformé bien choisi dans lequel une représentation parcimonieuse du
signal est présumée. La calibration des seuils est obtenue en minimisant l’estimateur sans
biais du risque dû originellement à Stein et adapté à la transformation choisie. Le coeur
de cette communication est de proposer une approche permettant le passage à l’échelle
des grands graphes à l’aide d’une approximation par polynômes de Chebyshev du calcul
fonctionnel. La mise en oeuvre de cette approche est illustrée numériquement sur un
grand graphe (dépassant le million de noeuds).

Mots-clés. Estimateur de Stein sans biais du risque, traitement du signal sur les
graphes, estimation par Monte Carlo

Abstract. Graph Signal Analysis focuses on extending the theory (Fourier analysis)
and methodologies (such as filtering) of the classical field to signals defined on the vertices
of a graph. Increasingly popular because of the flexibility of the underlying structure, this
research area can be applied in many context such as telecommunications networks, social
networks, organic chemistry, neurology or deep learning. The approach implemented in
the sequel consists in applying a thresholding procedure in a well-chosen transformed
domain in which the signal is presumed sparsely represented. The threshold calibration
is obtained by minimizing the unbiased estimator of the risk originally due to Stein and
adapted to the chosen transformation. The core of this paper is to propose an approach
that scales to large graphs using a Chebyshev polynomial approximation of the functional
computation. The implementation of this approach is illustrated numerically on a large
graph (exceeding one million nodes).

Keywords. Stein Unbiased Risk Estimation, Graph Signal Processing, Monte Carlo
estimation
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1 Introduction

Les données acquises à partir de systèmes interactifs à grande échelle, tels que les réseaux
informatiques, écologiques, sociaux, financiers ou biologiques, sont de plus en plus répandues
et accessibles. Au sein de l’apprentissage statistique moderne, la représentation, le traite-
ment ou l’analyse efficace de ces données structurées à grande échelle, telles que les
graphes ou les réseaux, sont quelques-uns des problèmes clés (cf. Nickel et al. (2015);
Bronstein et al. (2017)). Le domaine émergent du traitement des signaux sur graphes
met en évidence les liens entre les domaines que sont le traitement du signal et de la
théorie spectrale des graphes (par exemple Shuman et al. (2013); Ortega et al. (2018)
pour l’illustration de telles interactions). Le rapide développement de cette thématique
est illustré par la revue récente Dong et al. (2020) dans laquelle sont en outre évoquées
les perspectives de cette thématique ainsi que son rôle dans certaines des premières con-
ceptions des architectures de réseaux neuronaux sur graphes (GNN).

Basé sur une analogie entre le laplacien d’un graphe et l’opérateur de Laplace-Beltrami,
une notion de transformée en ondelettes dans le contexte des graphes a été proposées dans
Hammond et al. (2011). Cette construction est par ailleurs étroitement liée à celle plus
générale proposée dans Coifman and Maggioni (2006) qui s’applique notamment au cas
des variétés différentiables. Une construction légèrement différente proposée dans Göbel
et al. (2018) permet de définir une transformée multi-échelle semi-orthogonale de sorte que
l’énergie du signal est préservée dans le domaine transformé, ouvrant ainsi la porte à des
méthodes de débruitages numériquement efficaces. Plus récemment, dans de Loynes et al.
(2021), une méthode de sélection automatique du paramètre de seuillage a été introduite
en adaptant l’estimateur sans biais du risque de Stein (SURE) à ce type de transformées
semi-orthogonales. Par construction, une telle approche nécessite la diagonalisation du
laplacien ce qui est rédhibitoire en grande dimension. Les difficultés à lever se situent
à la fois au moment de la transformation et lors de la phase d’optimisation du SURE
dont le terme de divergence fait apparâıtre des poids caractéristiques de la transformée.
La première difficulté a déjà été traitée dans Hammond et al. (2011) en proposant une
transformée rapide à base d’approximations par polynômes de Chebyshev. Le deuxième
écueil, quant à lui, sera résolu par Monte Carlo en profitant de l’interprétation en terme de
covariance des poids. La faisabilité d’une telle stratégie est illustrée par une comparaison
numérique avec le DFS Fussed Lasso introduit dans Padilla et al. (2017). Les résultats
numériques corroborent ceux de de Loynes et al. (2021) sur la pertinence de l’analyse
multi-échelle face aux méthodes de pénalisations.

2 Débruitage de signaux sur un graphe

Dans toute la suite, on considère G = (V , E ,W ) un graphe non orienté composé d’un
ensemble V de n sommets, d’un ensemble E d’arêtes pondérées et d’une matrice de poids
W . La matrice laplacienne est donnée par L = D − W avec D la matrice diagonale
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des degrés (Di,i =
∑

j∈V Wi,j). Par ailleurs, on considère un signal f ∈ Rn défini sur les
sommets ainsi que le modèle additif de débruitage suivant :

f̃ = f + ξ,

où ξ ∼ N (0, σ2). Le but du débruitage est de construire un estimateur f̂ de f qui ne
dépend que des observations f̃ .

Une façon de construire un estimateur non linéaire est de considérer une procédure de
seuillage dans un espace transformé défini à l’aide d’une frame, c’est-à-dire une famille
F = {ri}i∈I de vecteurs de Rn telle qu’il existe A,B > 0 satisfaisant pour tous les f ∈ Rn

A‖f‖22 ≤
∑

i∈I

|〈f, ri〉|2 ≤ B‖f‖22.

Une frame est dite ajustée (ou étroite) si A = B.
La matrice L est symétrique, sa décomposition spectrale est donnée par L =

∑
! λ!〈χ!, ·〉χ!,

où λ1 ≥ λ2 ≥ · · · ≥ λn = 0 désignent les valeurs propres (ordonnées) de la matrice L,
et (χ!)1≤!≤n sont les vecteurs propres associés. Ainsi, pour toute fonction ρ : sp(L) → R
définie sur le spectre de L, on a ρ(L) =

∑
! ρ(λ!)〈χ!, ·〉χ!.

Les valeurs propres λ!, & = 1, . . . , n s’interprètent comme les fréquences fondamentales
du graphe et ρ(L) comme un opérateur de filtrage en termes d’analyse du signal.

La frame ajustée considérée ici est construite à partir d’une partition de l’unité finie
(ψj)j=0,...,J du compact [0,λ1] définie comme suit : soit ω : R+ → [0, 1] une fonction
quelconque à support dans [0, 1], satisfaisant ω ≡ 1 sur [0, b−1], pour b > 1, et

ψ0(x) = ω(x), ψj(x) = ω(b−jx)− ω(b−j+1x) pour j = 1, . . . , J, où J =

⌊
log λ1

log b

⌋
+ 2.

Il est montré dans Göbel et al. (2018) que l’ensemble de vecteurs suivants est une frame
ajustée :

F =
{√

ψj(L)δi, j = 0, . . . , J, i = 1, . . . , n
}
.

La transformée en ondelettes d’un signal f ∈ Rn est donnée par

Wf =
(√

ψ0(L)fT , . . . ,
√
ψJ(L)fT

)T

∈ Rn(J+1),

et sa transformée inverse W∗ est donnée par

W∗ (ηT0 , ηT1 , . . . , ηTJ
)T

=
∑

j≥0

√
ψj(L)ηj.

Étant donné le laplacien et une frame donnée, le débruitage dans ce contexte peut
être résumé comme suit :
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• Analyse : calculer la transformée W f̃ ;

• Seuillage : appliquer un opérateur de seuillage donné (par ex. dur ou doux ) aux
coefficients W f̃ ;

• Synthèse : appliquer la transformée inverse pour obtenir une estimation f̂ de f .

Les performances dépendent fortement du choix du paramètre de seuillage. Le SURE a été
étendue pour cette frame afin de sélectionner un seuil optimal en minimisant ce critère
dans de Loynes et al. (2021). Le principal inconvénient de cette approche est qu’elle
nécessite le calcul de la diagonalisation complète du laplacien si bien que son application
se limite aux graphes de taille modérée. Les difficultés à lever se situent à la fois au
moment de la transformation et lors de la phase d’optimisation du SURE dont le terme
de divergence fait apparâıtre des poids caractéristiques de la transformée. La première
difficulté a déjà été traitée dans Hammond et al. (2011) en proposant une transformée
rapide à base d’approximations par polynômes de Chebyshev. Le deuxième écueil, quant
à lui, sera résolu par Monte Carlo en profitant de l’interprétation en terme de covariance
des poids. Ces points font l’objet de la section suivante.

3 SURE adapté aux grands graphes

Les polynômes de Chebyshev de première espèce Tk(x) d’ordre k peuvent être calculés par
la relation de récurrence Tk(x) = 2xTk−1(x)− Tk−2(x), avec T0(x) = 1 et T1(x) = x. Ces
polynômes forment une base orthogonale de l’espace de Hilbert L2([−1, 1], dy/

√
1− y2).

Une ondelette (ou filtre) ρ peut donc être approchée par le développement tronqué d’ordre
K − 1,

ρK(L) =
K−1∑

i=0

θi(ρ)Ti(L),

où θi(ρ) est le coefficient de Chebyshev associé à Ti(L), le i-ème polynôme de Chebyshev
évalué en L̃ = 2L/λ1 − In. En suivant Hammond et al. (2011), pour tout filtre ρ défini
sur sp(L) et tout signal f sur le graphe G, l’approximation ρK(L)f fournie est proche de
ρ(L)f avec une complexité en temps O(|E|K) raisonnable lorsque la matrice L est creuse.

D’après de Loynes et al. (2021), le SURE pour un processus général de seuillage
h : Rn(J+1) → Rn(J+1) est donné par l’identité suivante

SURE(h) = −nσ2 + ‖h(F̃ )− F̃‖2 + 2
n(J+1)∑

i,j=1

γ2
i,j∂jhi(F̃ ), (1)

où γ2
i,j = (WW∗)i,j. Dans de Loynes et al. (2021), les poids γ2

i,j, i, j = 1, . . . , n(J+1), sont
calculés à partir de la réduction complète de la matrice laplacienne qui n’est plus réalisable
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pour les grands graphes. En outre, il est clair d’après l’interprétation probabiliste donnée
dans de Loynes et al. (2021) que

∀i, j = 1, . . . , n(J + 1), γ2
i,j = E[(Wε)i(Wε)j]

où ε = (ε1, . . . , εn) sont n variables aléatoires indépendantes et identiquement distribuées
(i.i.d.) de moyenne nulle et de variance égale à un. Ainsi, en tirant parti de cette identité,
les poids peuvent être estimés comme suit

• Générer N variables aléatoires i.i.d. (εi,k)i=1,...,n,k=1,...,N telles que E[εi,k] = 0 et
V(εi,k) = 1 ;

• Calculer

γ̂2
i,j =

1

N

N∑

k=1

(
n∑

p=1

Wi,pεp,k

)(
n∑

p=1

Wj,pεp,k

)
.

4 Simulations

Nous comparons notre méthode à celle du DFS Fused Lasso introduite dans Padilla
et al. (2017) et Rudin et al. (1992) par des simulations numériques réalisées avec les
packages R igraph (Csardi and Nepusz 2006), genlasso (Arnold and Tibshirani 2020) et
gasper (de Loynes et al. 2020). Ce dernier fournit une interface à la SuiteSparse Matrix
Collection1 (Davis and Hu 2011). Ici, nous utilisons le graphe des routes de l’état de
Pennsylvanie2 tiré de Leskovec et al. (2009) composé de 1088092 nœuds et de 1541898
arêtes. Sur celui-ci, deux classes de signaux synthétiques sont générées en s’inspirant de
la méthodologie introduite dans Behjat et al. (2016). Selon deux paramètres p ∈ (0, 1)
et k ∈ N, on produit un signal fp,k = W kxp/λk

1 où W est la matrice de poids, xp la
réalisation d’une variable aléatoire suivant une loi de Bernoulli de paramètre p et λ1 la
plus grande valeur propre de L. Pour ces simulations, nous avons généré deux signaux
avec les paramètres p = 0.001, k = 4 et p = 0.01, k = 10 respectivement.

Table 1: SNR moyen calculé sur 10 réalisations pour chaque niveau de bruit.
f0.001,4 f0.01,10

SNRin 0.61 6.63 12.65 18.67 2.09 8.12 14.13 20.16
MSELD 12.28 17.41 21.37 23.53 9.19 13.33 16.51 18.01
SURELD 12.28 17.41 21.37 23.53 9.18 13.33 16.51 18.01
MSEDFS 7.92 13.10 18.41 24.27 6.64 11.12 15.98 18.46

Les performances sont comparées en termes de rapport signal sur bruit (SNR) pour
différents niveaux de bruits et pour chaque signal synthétique fp,k. L’analyse multi-échelle
présente globalement des résultats très prometteurs en comparaison à DFS Fused Lasso.

1https://sparse.tamu.edu/
2https://sparse.tamu.edu/SNAP/roadNet-PA
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Résumé. L’analyse protéomique consiste à étudier les protéines d’un système bi-
ologique donné, à un moment donné et dans des conditions données. Les méthodes de
quantification globale permettent de comparer des milliers de niveaux d’expression de
protéines dans les différents échantillons biologiques considérés. Les méthodes de quan-
tification ciblée permettent, par l’introduction de standards synthétiques marqués corre-
spondant à des peptides d’intérêt préalablement sélectionnés, de connâıtre précisément
la quantité de certaines protéines dans l’échantillon biologique considéré. Une approche
récente, appelée Data-Independent Acquisition, permet de combiner ces deux méthodes en
une seule analyse. En protéomique quantitative, l’hypothèse forte est faite d’une relation
de proportionnalité entre la quantité d’un peptide et son intensité par le biais du facteur
de réponse, spécifique à chaque peptide dans chaque échantillon. À partir des données
d’intensité et de quantité obtenues en quantification ciblée, nous proposons d’ajuster des
modèles de lissage par spline monotone expliquant la quantité d’un peptide par son in-
tensité dans l’échantillon considéré. Ces modèles nous permettent ensuite d’estimer les
quantités de tous les peptides dont l’intensité a été mesurée lors de l’étape de quantifica-
tion globale.

Mots-clés. Régression, Spline monotone, Protéomique, Spectrométrie de masse quan-
titative.

Abstract. Proteomic analysis consists in studying proteins from a given biological
system, at a given time and under given conditions. Global quantification methods make
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it possible to compare thousands of proteins expression levels across the different biolog-
ical samples that are considered. Targeted quantification methods allow, by introducing
labelled synthetic standards corresponding to previously selected peptides of interest,
to know precisely the quantity of specific proteins in the biological sample considered.
A recent approach, called Data-Independent Acquisition, enables to combine these two
methods in a single analysis. In quantitative proteomics, the strong hypothesis is made
of a relationship of proportionality between the quantity of a peptide and its intensity
through the response factor, specific to each peptide in each sample. From the intensity
and quantity data obtained in targeted quantification, we propose to fit monotone spline
models explaining the quantity of a peptide by its intensity in the considered sample.
These models then allow us to estimate the amounts of all peptides that were detected in
the global quantification step.

Keywords. Regression, Monotone spline smoothing, Proteomics, Quantitative mass
spectrometry.

1 Expérience

Le travail décrit ici s’appuie sur l’expérience de Bonnet et al. (2020). 64 échantillons
de muscles bovins pour lesquels 20 peptides, correspondant aux 10 protéines candidats
biomarqueurs pour la tendreté et le persillage de la viande bovine, ont été analysés par
une approche DIA SWATH-MS (Ludwig et al., 2018).

1.1 Quantification ciblée

Une première étape de quantification ciblée a permis, à partir de l’intensité mesurée par
chromatographie liquide couplée à la spectrométrie de masse, de déterminer précisément
la quantité des 20 peptides d’intérêt dans chacun des 64 échantillons considérés. Pour ce
faire, la relation suivante a été utilisée.

Quantité du peptide =
Quantité du peptide synthétique× Intensité du peptide

Intensité du peptide synthétique

1.2 Quantification globale

Une seconde étape de quantification globale a permis de mesurer l’intensité de près de
5500 peptides dans les 64 échantillons considérés. En protéomique quantitative, une
hypothèse forte est faite, selon laquelle la quantité d’un peptide est proportionnelle à son
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intensité au travers d’un facteur de réponse. Celui-ci est spécifique au peptide considéré
et à l’échantillon considéré. Ainsi, nous pouvons écrire :

Quantité du peptide = Intensité du peptide× Facteur de réponse

2 Lissage par spline monotone

La méthode de lissage par spline monotone combine la régression par I-spline (Ramsay,
1988) avec l’estimation des paramètres par la méthode des moindres carrés non négatifs.
Dans notre travail, les modèles utilisés sont des combinaisons linéaires de I-splines, tels
que :

f(x) =
∑

i

aiIi(x|k, t)

où les ai sont les paramètres à estimer et les Ii constituent une base de fonctions I-splines.

Une fonction I-spline s’écrit comme l’intégrale d’une fonction M-spline (fonction non-
négative polynomiale par morceaux) :

Ii(x|k, t) =
∫ x

L

M(u|k, t) du

où k est le degré de la I-spline et L est la borne inférieure du domaine.

L’algorithme d’estimation des paramètres utilisé est celui de Lawson-Hanson (1995)
pour les moindres carrés non négatifs, implémenté dans la fonction nnls du package ”nnls”
(Mullen et Van Stokkum, 2012) du logiciel libre R, version 4.0.2. L’analyse par I-spline a
été réalisée à l’aide de la fonction iSpline du package ”splines2”, développé par Wang et
Yan (2020).

3 Résultats

Un modèle de régression I-spline a été ajusté pour chacun des 64 échantillons bovins
considérés, en utilisant les données obtenues à l’étape de quantification ciblée. Un exemple
de ces ajustements est donné à la figure 1. Le logarithme de l’intensité des peptides a
été choisie comme variable explicative et le logarithme de la quantité des peptides comme
variable réponse.
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Figure 1: Exemple pour un des 64 échantillons du lissage par spline monotone et de la
prédiction du logarithme de la quantité de peptides en fonction du logarithme de l’intensité
des peptides. Les valeurs décrites par des cercles rouges correspondent valeurs prédites
pour les données observées, qui sont représentées en noir.

Comme l’illustre l’exemple de la figure 1, l’hypothèse d’une relation linéaire entre
l’intensité et la quantité ne peut être retenue. Sur les 64 échantillons considérés, la
régression spline monotone offre un ajustement satisfaisant. En outre, elle surpasse la
régression linéaire usuelle en termes d’erreur quadratique moyenne, comme le montre la
figure 2.

Figure 2: Comparaison des performances en termes d’erreur quadratique moyenne du
modèle de spline monotone par rapport au modèle de régression linéaire simple.
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Ensuite, à partir des intensités des protéines quantifiées lors de l’étape de quantification
ciblée, nous avons estimé leur quantité absolue. Les prédictions sont considérées comme
étant de bonne qualité si le rapport quantité estimée/quantité réelle est compris entre 0,5
et 2. La vérification des quantités prédites sur les 20 peptides mesurés en quantification
ciblée est représentée sur la figure 3. Ainsi, 53% des rapports quantité prédite/quantité
réelle sont compris entre 0,5 et 2, illustrés par la bande rouge.

Une étape supplémentaire d’analyse biologique des quantités absolues prédites a montré
que nos résultats étaient conformes à la littérature sur le protéome des muscles bovins
(Bons et al., 2021).

Figure 3: Diagrammes en bôıte du rapport de la quantité prédite sur la quantité réelle
pour chaque protéine d’intérêt dans chacun des 64 échantillons considérés.
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1 Université Paris-Saclay, Inria - benedicte.colnet@inria.fr, gael.varoquaux@inria.fr
2 Inria, Sophia-Antipolis - julie.josse@inria.fr

3 CMAP, Ecole Polytechnique - erwan.scornet@polytechnique.edu

Résumé. Lorsque l’on souhaite généraliser l’effet moyen de traitement estimé lors
d’un essai randomisé contrôlé à une population cible d’intérêt, plusieurs stratégies ex-
istent. Elles consistent soit à pondérer la population de l’essai randomisé de façon à
ressembler à la population cible (IPSW), soit à modéliser la fonction liant la variable
d’intérêt et les covariables (g-formula). La pratique suppose de réunir au moins deux jeux
de données différents - un essai randomisé et une étude observationnelle - ce qui peut im-
pliquer un faible nombre de variables communes. Or ceci implique une potentielle perte
d’identifiabilité de l’effet de traitement sur la population cible. Nous proposons ici de
traiter les différents cas pratiques où une covariable majeure est manquante dans les deux
jeux de données, ou alors partiellement manquante. Pour cela nous adaptons les analyses
de sensibilité plus classiques de l’inférence causale au cas singulier de la généralisation
d’un effet de traitement. Nous détaillons le cas linéaire mais aussi semi-paramétrique.
Les approches sont illustrées par des simulations et motivées par des données réelles.

Mots-clés. Effet de traitement moyen (ATE), validité interne, validité externe, vari-
able manquante, essai randomisé contrôlé (RCT), inférence causale.

Abstract. When generalizing an average treatment effect measured on a randomized
controlled trial (RCT) to a target population of interest, several off-the-shell methods
exist. A first method proposes to reweight the RCT sample so that it resembles the target
population with respect to the observed covariates and plausible moderators (IPSW). A
second method proposes to model the outcome with and without treatment conditionally
to the covariates, and then to extend the model to the target population of interest
(g-formula). But in practice, once the two datasets of interest to answer the question
are gathered - a RCT and an observational study -, the number of common variables
measured between the observational data and the RCT may be small. Taking the subset
of common covariates may break key assumptions necessary to generalize the treatment
effect estimated. We propose to address the different practical cases when a covariate is
either missing in both or one data set. The linear and semi-parametric cases are detailed.
Simulations along with real data analysis are provided.

Keywords. Average treatment effect (ATE), external validity, internal validity, un-
observed covariate, randomized controlled trial (RCT), causal inference.
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1 Contexte

1.1 Motivation

Les politiques publiques s’appuient fortement sur les essais randomisés contrôlés pour
évaluer les bénéfices d’une certaine politique, car ils permettent de répondre à des ques-
tions telles que devrait-on ou non administrer ce médicament à la population ? Ainsi, les
essais randomisés sont aujourd’hui la méthodes de référence pour conclure sur la causalité
d’une certaine variable sur un résultat (Imbens and Rubin, 2015). Cependant, ils sont par-
fois irréalisable, ou contraire à l’éthique. De plus, même lorsque des essais randomisés sont
conduits, ils peuvent souffrir de critères d’éligibilité trop stricts, ce qui rend la population
sélectionnée sensiblement différente de la population cible sur laquelle le législateur en-
tend appliquer la politique. C’est pourquoi des méthodes permettant d’exploiter à la fois
les informations des essais randomisés et des données observationnelles ont été proposées
afin de généraliser l’effet moyen de traitement (Cole and Stuart, 2010; Stuart et al., 2011;
Bareinboim and Pearl, 2013; Tipton, 2013; Bareinboim and Pearl, 2016; Kallus et al.,
2018; Dong et al., 2020; Cinelli and Pearl, 2020). En pratique cela suppose d’avoir au
moins deux jeux de données, typiquement un essai randomisé pour le traitement d’intérêt,
ainsi qu’une étude observationnelle représentative de la population d’intérêt.
Mais en pratique, une fois que les jeux de données sont réunis pour répondre à la question,
le nombre de variables mesurées de manière consistente peut être faible. Une pratique
courante consiste à prendre le sous-ensemble des covariables communes pour généraliser,
ce qui peut briser les hypothèses d’identifiabilité. Dans ce cadre, l’une des solutions est de
s’inspirer des analyses en sensibilité, afin d’évaluer l’impact d’un facteur confondant non
observé (Imbens, 2003; Rosenbaum, 2005; Franks et al., 2019; Veitch and Zaveri, 2020).
À notre connaissance, cela n’a pas, ou peu, été développé dans le cas de la généralisation
d’un effet de traitement d’un essai randomisé vers une population cible, sauf par Nguyen
et al. (2018).

1.2 Contributions

Nous étendons les approches d’analyse de sensibilité développées dans le cadre de l’analyse
d’un jeu de données observationnel, en prenant en compte la spécificité de la question par
rapport au champ d’où sont issues ces méthodes. En particulier les critères de sensibilité
utilisés ont une interprétation différente, tout comme les hypothèses initiales. Par ailleurs,
nous prenons aussi en compte le fait que - contrairement aux analyses de sensibilité
visant un confondant complètement caché - la variable manquante est parfois partiellement
manquante et peut-être utilisée pour mieux interpréter et préciser l’analyse en sensibilité.
À notre connaissance aucune analyse de sensibilité n’a été proposée pour ce problème, en
dehors de la méthode proposée par Nguyen et al. (2018) qui concerne le cas linéaire pour
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une variable manquante dans le jeu de données observationnel seulement. En particulier,
nous obtenons des résultats quantitatifs dans le cadre linéaire où les conditions de biais
et l’ampleur du biais sont explicités comme illustré dans ce document.

1.3 Formalisation du problème

Le problème est formalisé dans le cadre général de Neyman-Rubin, où nous modélisons
chaque patient dans l’essai randomisé ou la population d’observation comme décrit par
un 5-uplet

(X, Y (0), Y (1), A, S)

tiré d’une distribution (X, Y (0), Y (1), A, S) ∈ X × Y2 × {0, 1}× {0, 1}.
X est un vecteur de taille p, A correspond au traitement (que nous considérons ici

binaire avec A = 0 pour l’absence de traitement et A = 1 pour le traitement), Y (a)
est la variable continuous d’intérêt (outcome) pour un certain traitement a (pour a ∈
{0, 1}), et S est l’indicatrice de l’éligibilité dans l’essai randomisé. On définit l’effet
moyen conditionnel du traitement (CATE) par :

∀x ∈ X , τ(x) = E[(1)− Y (0) | X = x] (1)

et l’effet moyen du traitement de la population cible par:

τ = E[Y (1)− Y (0)] = E[τ(X)] (2)

Comme les observations de l’essai et les données d’observation ne suivent pas la même
distribution, τ est différent de l’effet de traitement moyen de l’essai randomisé τ1 qui peut
être exprimé mathématiquement comme suit :

τ %= τ1 = E[Y (1)− Y (0) | S = 1] .

Dans le cas que nous traitons, les variables observées dans chacun des jeux de données
sont différentes. Ainsi on peut décomposer X tel que X = Xm ∪Xo, où Xo est le set de
variables observées dans les deux jeux de données, etXm est le set de variables manquantes
ou partiellement manquantes dans la réunion des deux jeux de données.

Une hypothèse majeure dans le cas de la généralisation avec toutes les données est
l’hypothèse dite d’ignorabilité.

{Y (0), Y (1)} ⊥ S | Xo, Xm

Or, ici si on considère que le set de variables n’est pas complet, cette hypothèse peut
ne plus être valide, soit:

{Y (0), Y (1)} %⊥ S | Xo

La Figure 1 présente la structure type des données traitées.
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Covariables
X1 X2 X3 A Y

1 1.1 20 5.4 1 10
-6 45 8.3 0 12.4

n 0 15 6.2 1 18
n+ 1 . . . . . . . . .

-2 52 NA NA NA
-1 35 NA NA NA

n+m -2 22 NA NA NA

Covariables
X1 X2 X3 A Y

1 1.1 20 NA 1 32
-6 45 NA 0 1.3

n 0 15 NA 1 63
n+ 1 . . . . . . . . .

-2 52 3.4 NA NA
-1 35 3.1 NA NA

n+m -2 22 5.7 NA NA

Figure 1: Structure de données type considérée lorsqu’une covariable supplémentaire
- quantitative ou catégorielle - serait disponible dans l’essai randomisé, mais pas dans
l’ensemble de données observationnel (à gauche) ou dans la situation inverse (à droite).

1.4 Estimateurs

Plusieurs estimateurs permettent de généraliser l’effet moyen de traitement (Colnet et al.,
2020), et reposent notamment sur une hypothèse dite de transportabilité.

Hypothèse 1.1 (Transportabilité du CATE). Pour tout x ∈ X ,E[Y (1) − Y (0) | X =
x, S = 1] = E[Y (1)− Y (0) | X = x] = τ(x)

C’est cette même hypothèse qui est brisée lorsque des variables sont manquantes.
Parmis tous les estimateurs possibles, nous pouvons en présenter la g-formula qui consiste
à modéliser le CATE (Equation 1) en utilisant le jeu de données expérimental (RCT), puis
d’intégrer cette formule sur le jeu de données observationnelles.

τ̂ g =
1

m

n+m∑

i=n+1

(τ̂(Xi)) , (3)

où τ̂(X) est un estimateur de τ(X) obtenu sur le RCT.

2 Extrait: contribution dans le cas linéaire

Résultats théoriques Supposons que Y dépende linéairement de X, c’est-à-dire qu’il
existe α, β ∈ Rp, et σ ∈ R+ tels que:

Y = 〈X, β〉+ A〈X,α〉+ ε, où ε ∼ N
(
0, σ2

)
(4)

Nous ajoutons une hypothèse de distribution multivariée gaussienne de X, c’est-à-
dire que, X ∼ N (µ,Σ), ainsi qu’une hypothèse de transportabilité de la matrice de
variance-covariance que nous notons Σ (c’est-à-dire que nous supposons que cette matrice
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de variance covariance est la même dans les deux jeux de données). En particulier,
la matrice Σm,o correspond à la sous-matrice de Σ avec les lignes correspondants aux
variables manquantes m et les colonnes aux variables observées o.

Dans ce cas, le biais de l’estimateur g-formula (équation 3), mais appliqué uniquement
sur les covariables complètement observées, que l’on note τ go , peut être calculé explicite-
ment:

τ − τ go =
∑

j∈manquant

αj

(
E[Xm]− E[Xm | S = 1]− Σm,oΣ

−1
o,o(E[Xo]− E[Xo | S = 1])

)
(5)

Simulations Ce résultat est illustrable par des simulations. Soient Xj ∼ N (1, 1) pour
tout j = 1, . . . , p. On modélise la sélection dans l’essai randomisé de la façon suivante:

logit {P[S = 1 | X]} = βs,0 + βs,1 X1 + · · ·+ βs,p Xp.

Et la variable Y suit le modèle génératif suivant:

Y (a) = β0 + β1X1 + · · ·+ βpXp + a(α1X1 + · · ·+ αpXp) + ε with ε ∼ N (0, 1).

Les paramètres utilisés sont p = 5, β = (5, 5, 5, 5, 5), et plus amplement détaillés dans
le tableau 1.

Covariables X1 X2 X3 X4 X5

α α1 = 30 α2 = 30 α3 = 10 α4 = 0 α5 = 0
βs βs,1 = −0.3 βs,2 = 0 βs,3 = −0.3 βs,4 = −0.3 βs,5 = 0
. ⊥ X1 - X2 ⊥ X1 X3 ⊥ X1 X4 ⊥ X1 X5 %⊥ X1

Table 1: Paramètres utilisés lors de la simulation d’un cas linéaire.

Dans ce cas, les biais observés dans les simulations correspondent aux biais théoriques
attendus de l’équation 5. Les résultats des simulations sont présentés sur la Figure 2.
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Figure 2: Biais des estimateurs IPSW et g-formula dans le cas de l’omission d’une vari-
able sur la généralisation de l’effet de traitement. Les paramètres de la simulation sont
présentés tableau 1, et pour 100 répétitions.
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Résumé. L’optimisation dite “data-driven” permet de résoudre des problèmes pour
lesquels le lien entre la variable de décision et l’objectif est inconnu en utilisant un
modèle dit de substitution. Ce modèle est estimé à partir d’observations disponibles
et est généralement entaché d’une erreur. Une gestion intuitive de cette incertitude est
la “value-at-risk” assurant que la valeur optimale est espérée (au sens de l’espérance
mathématique) dans 1 − τ% des cas. Dans un contexte d’optimisation multi-objectifs,
nous présentons une approche permettant d’ajuster le niveau τ du quantile sous-jacent
de chaque objectif afin de mâıtriser le niveau de confiance global.

Mots-clés. Optimisation, Multi-objectifs, Modèle de substitution, Régression quan-
tile, “Value-at-risk”

Abstract. Data-driven optimization solves problems for which the link between the
decision variable and the objective is unknown, by using a surrogate model. This model is
estimated from observations and is generally noised. An intuitive way of dealing with this
uncertainty is the value-at-risk ensuring that the optimal value is expected in 1− τ % of
cases. In a context of multi-objective optimization, we present an approach to adjust the
risk τ of the underlying quantile of each objective in order to control the overall confidence
level.

Keywords. Optimization, Multi-objectives, Surrogate model, Quantile regression,
Value-at-risk

Introduction

La complexité des mécanismes biologiques rend impossible la formulation analytique de
certains problèmes d’optimisation en agriculture (Conanec et al. 2020). Une approche
raisonnable consiste à considérer le mécanisme sous forme de “bôıte noire” et d’en ap-
procher les variations avec un modèle de substitution m (McBride et al. 2019) à partir
d’observations du couple (y,x)

y = m(x) + ε, (1)
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où y est la variable réelle représentant l’objectif, x est la variable d-dimensionnelle dési-
gnant les prédicteurs, et ε est un terme d’erreur aléatoire matérialisant l’insuffisance des
prédicteurs x à expliquer les variations de y dans le cadre de ce modèle. Parmi les
différentes stratégies pour gérer cette incertitude, la “Value-at-Risk” (VaR, qui n’a pas
vraiment une traduction en français), mobilisant un quantile associé à un risque τ , permet
une interprétation intuitive de l’optimum : ce dernier est atteint dans 1 − τ % des cas
(Bertsimas et al. 2006).
Par ailleurs, le décideur souhaite souvent optimiser plusieurs fonctions objectifs qui peu-
vent être antagonistes comme les performances de production et la qualité du produit.
La gestion de l’incertitude dans ce problème d’optimisation multi-objectifs par la VaR est
donc plus complexe. L’approche présentée dans cette communication vise à proposer une
adaptation multi-objectifs de la VaR afin de garantir, dans les limites du possible, que le
compromis optimal soit atteint dans 1− τ % des cas.

1 Optimiser la VaR

L’optimisation à partir de données, dite optimisation “data-driven”, nécessite la modélisa-
tion de la fonction objectif par un modèle de substitution estimé à partir d’un échantillon
d’observations du couple (y,x). Peu importe la qualité du modèle estimé, une erreur non
réductible subsiste dans la prédiction de l’objectif. La VaR utilise la notion de quantile

max
x

qτ (x) = max
x

inf{y|P (Y ≤ y|X = x) = τ} (2)

garantissant que le maximum sera obtenu dans 1− τ % des cas.
Un modèle de régression linéaire quantile, régularisé par la norme L2, a été choisi par
simplicité

qτ (x) = β′
nx =

d∑

k=1

βk,nxk, avec βn = argmin
β

n∑

i=1

ρτ (yi − x′
iβ) + λ

d∑

k=1

β2
k , (3)

où ρτ (u) = τu1[u≥0]− (1− τ)u1[u<0] est la fonction de perte et λ est l’hyper-paramètre de
régularisation qui sera calibré par validation croisée.

2 Adaptation à un contexte multi-objectifs

Un problème d’optimisation est dit multi-objectifs lorsque p objectifs sont à maximiser

max
x∈X

qτ (x) = max
x∈X

(q(1)τ (x), . . . , q(p)τ (x)). (4)

N’existant pas d’ordre canonique dans Rp, il est nécessaire de définir une relation de
dominance pour tester la supériorité d’une solution par rapport à une autre, la plus
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utilisée étant la dominance de Pareto (Ehrgott 2005). On dira que la solution x′ domine
x′′, notée x′ # x′′ si et seulement si

∀ j ∈ {1, . . . , p}, mj(x
′) ≥ mj(x

′′) et ∃ j ∈ {1, . . . , p}, mj(x
′) > mj(x

′′). (5)

À partir de cette définition de la relation de dominance, on peut introduire la notion
d’optimalité de Pareto comme l’ensemble

P∗ = {x∗ ∈ X | ! x ∈ X : x # x∗} (6)

et le front de Pareto par
PF∗ = {qτ (x

∗) | x∗ ∈ P∗}. (7)

À l’optimalité, l’ensemble des solutions non dominées est retenu. Ce dernier peut être
interprété comme l’ensemble des compromis possibles, autrement dit, aucune des solutions
de cet ensemble n’est meilleure que les autres solutions sur tous les p objectifs. Le décideur
peut alors choisir au sein de cet ensemble le compromis qui correspond le mieux à ses
préférences. Pour trouver cet ensemble P∗, le “Non-dominated Sorting Genetic Algorithm
II” (NSGAII), classiquement utilisé pour résoudre ce type de problèmes multi-objectifs
(Deb et al. 2000), a été mobilisé.

La gestion de l’incertitude par notre approche fondée sur des quantiles est perturbée par
l’optimisation de plusieurs objectifs. En effet, la résolution du problème (4) permet juste
d’affirmer que la valeur optimale de chaque objectif d’une solution est atteint dans 1− τ
% des cas :

P
(
y(j)∗ ≥ q(j)r (x∗)

)
= 1− τ, ∀j ∈ 1, . . . , p, (8)

où y(j)∗ est la valeur de l’objectif j pour une variable de décision fixée x∗ qui est soumise
à la réalisation de ε(j), voir le modèle (1). Cependant, le décideur pourrait surtout vouloir
garantir un niveau minimal de confiance pour l’ensemble des p objectifs avec une proba-
bilité de réalisation mâıtrisée

Φ = P

(
p⋂

j=1

y(j)∗ ≥ q(j)r (x∗)

)
. (9)

Notons que, comme illustré à la Figure 1, les relations entre les erreurs aléatoires ε(j) font
varier le niveau de confiance globale Φ. Par exemple, dans le cas d’indépendance entre
les erreurs aléatoires ε(j), on a Φ = (1− τ)p.

3 Approche proposée

Pour pallier cette difficulté, nous proposons une approche permettant d’ajuster de manière
itérative la valeur du risque τ en ajoutant une pénalité λ(j) pour chacun des p objectifs
jusqu’à atteindre un niveau de confiance global de 1− τ . La procédure d’ajustement est
détaillée dans l’algorithme 1.
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Algorithm 1 Ajustement multi-objectifs du niveau de confiance
Input
X : matrice des variables explicatives de dimension n× d
Y : matrice des variables à expliquer (objectifs) de dimension n× p
τ : le niveau de risque compris tel que 0 < τ < 1
γ : un plancher en-dessous duquel τ + λ(j) ne peut pas descendre
C, k : les paramètres (réels positifs) du pas η(t) = Ce−kt

Output
q(j)
τ+λ

(j)
t

: les p modèles de régression quantile associés à τ + λ(j)
t

τ + λ(j)
t : la valeur du risque pour chaque quantile

Φ : le niveau de confiance réellement atteint

λ(j)
0 = 0, ∀j ∈ 1 . . . p

for all t ∈ 1 . . . T do
Estimation de q(j)

τ+λ
(j)
t

(x) selon (3), ∀j ∈ 1 . . . p

δ(j)i = Y (j)
i − q(j)

τ+λ
(j)
t

(xi), ∀i ∈ 1 . . . n, j ∈ 1 . . . p

Φ = 1/n
n∑

i=1
1[

p∑
j=1

1
[δ
(j)
i >0]

=p

]

S(j) = 1/n
n∑

i=1
1[

∑

k∈{1...p}\j
1
[δ
(k)
i >0]

=p−1

], ∀j ∈ 1 . . . p

S(j) = S(j)/
p∑

k=1
S(k), ∀j ∈ 1 . . . p

λ(j)
t+1 = λ(j)

t + η(t)S(j)(Φ− 1 + τ), ∀j ∈ 1 . . . p

λ(j)
t+1 = min(γ,λ(j)

t+1), ∀j ∈ 1 . . . p

if λ(j)
t+1 = λ(j)

t , ∀j ∈ 1 . . . p then
break

end if
end for
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Figure 1: Niveau de confiance global Φ pour un risque τ = 0.3 en fonction de la
dépendance entre les erreurs aléatoires ε(j) : r=-0.48 entre ε(1) et ε(2), r=-0.21 entre ε(1)

et ε(3), r=0.44 entre ε(2) et ε(3)

4 Simulations

Afin d’illustrer notre approche et d’en vérifier le bon comportement numérique, n = 300
observations de d = 4 variables de décision et p = 3 objectifs ont été générées. Les
variables explicatives stockées dans la matrice X de dimension n×d ont été générées selon
une distribution uniforme U(−2, 2). Les 3 objectifs ont été construits via des combinaisons
linéaires des variables explicatives auxquelles un bruit Gaussien a été ajouté :

y(j) = Xβ(j) + ε(j). (10)

Les bruits ε(j) ont été générés de manière dépendante (voir par exemple à la Figure 1).
Les résultats présentés à la Table 1 montrent d’abord, de manière logique, que lorsque
l’aversion au risque est forte (τ faible), la valeur optimale atteinte est plus modeste.
Ensuite, en-dessous d’un certain niveau de risque (pour τ = 0.15), τ + λ(j) atteint le
plancher, fixé à γ = 0.1 afin d’éviter d’estimer le quantile dans des zones peu fournies en
observations, ceci empêchant alors d’atteindre le niveau de confiance 1− τ souhaité.

Perspectives

L’approche proposée permet de résoudre des problèmes d’optimisation “data-driven” avec
une gestion multi-objectifs de l’incertitude des modèles de substitution via l’optimisation
fondée sur des quantiles. Pour poursuivre ce travail, il serait intéressant d’étudier le
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Table 1: Résumé de la résolution du problème d’optimisation pour trois risques τ (= 0.15,
0.30, 0.50) avec l’application ou pas de la méthode proposée d’ajustement via l’algorithme
1. Lorsqu’il n’y a pas d’ajustement, les λ(j) sont nuls. Les valeurs des trois objectifs (y(1),
y(2), y(3)) de chaque front de Pareto ont été moyennées (± l’écart-type) de manière à
rendre compte de la valeur optimale atteinte par les solutions pour les trois τ choisis.

τ Méthode Φ y(1) τ + λ(1) y(2) τ + λ(2) y(3) τ + λ(3)

0.15 Non ajustée 0.62 5.5 ± 2.1 0.15 7.3 ± 2 0.15 1.8 ± 3.1 0.15
0.15 Ajustée 0.75 4.8 ± 2.2 0.1 7.4 ± 2 0.1 0.67 ± 3.1 0.1
0.30 Non ajustée 0.36 5.9 ± 1.9 0.3 7.8 ± 2.6 0.3 2.6 ± 3.1 0.3
0.30 Ajustée 0.70 4.6 ± 2.5 0.11 7.6 ± 1.9 0.11 0.72 ± 3.2 0.14
0.50 Non ajustée 0.14 6 ± 2.4 0.5 8.4 ± 2.5 0.5 3.1 ± 3.7 0.5
0.50 Ajustée 0.50 5.4 ± 1.9 0.16 7.5 ± 1.9 0.19 2.1 ± 3 0.25

comportement de la pénalité dans différents scénarios de corrélation des erreurs ε(j), même
si l’on infère que la pénalité λ(j) sera très probablement d’autant plus forte que les erreurs
aléatoires ε(j) sont négativement corrélées entre elles et que le nombre p d’objectifs est
grand. Enfin, le calibrage des pénalités λ(j) est dépendante de l’échantillon d’apprentissage
et il serait donc judicieux de trouver une stratégie pour optimiser ces pénalités de manière
plus robuste, évitant ainsi une forme de sur-apprentissage.
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Résumé. Il est difficile de mesurer la connectivité entre les différentes étapes des chemins migratoires

empruntés par les oiseaux du fait de l’étendue des zones géographiques couvertes et du très grand nombre

d’individus concernés. Plutôt que de se baser sur des suivis individuels, rarement disponibles, pour inférer

la connectivité, une approche complémentaire consiste à utiliser des comptages observés en certains

sites. Pour cela, nous modélisons les routes migratoires comme un réseau pondéré et nous présentons un

modèle de semi-Markov caché des trajectoires (non observées) des oiseaux et des comptages observés.

L’application exacte des algorithmes classiques d’inférence utilisant la vraisemblance n’est pas accessible

pour ce modèle, étant donnée la taille de l’espace des états cachés. Nous proposons donc deux algorithmes

pour l’estimation approchée : une version Monte-Carlo de l’algorithme EM et un algorithme ABC.

Nous comparons la qualité des estimateurs obtenus sur des données simulées et des données réelles

correspondant aux voies migratoires de l’est de l’Asie et de l’Australiasie pour une espèce d’oiseau.

Mots-clés. oiseaux migrateurs, comptages, Modèle de semi-Markov caché, ABC, MCEM, Far Eastern

Curlew

Abstract. Measuring the connectivity of birds’ stopovers on the migratory paths is challenging due

to the wide geographic areas and vast numbers of individuals involved. A complementary approach to

tracking individuals is to infer connectivity from count data at known aggregation sites. We model here

a migratory flyway as a weighted network and we present a Hidden Semi Markov Model of the hidden

birds trajectories and the observed counts. Exact application of estimation algorithms based on the

likelihood for inferring the model parameters is not possible for even a small number of sites due to the

high dimension of the hidden state. To overcome this, we derived two algorithms for approximated esti-

mation: Monte Carlo Expectation-Maximisation and Approximate Bayesian Computation. We compare

the quality of estimation of these two approaches on synthetic data and on a case study of a migratory

shorebird in the East Asian-Australasian flyway.

Keywords. migration birds, counts, HSMM, ABC, MCEM, Far Eastern Curlew
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1. Introduction

Every year, more than 50 million shorebirds migrate from overwintering habitat in Australasia to

breeding grounds in Siberia. This migration is threatened by development pressures at stopover sites

along the migratory route. Prioritising the conservation of critical bird habitat requires knowledge of the

routes followed by birds but priorisation remains difficult without knowing how sites are connected.

We propose to use statistical modelling and efficient inference tools to determine the most likely

network of migration routes based on observed counts at stopovers. In practice, available count data

are noisy due to irregular collection intervals and detection errors. We model the network, noisy data

and duration of stopover time at sites as a set of interacting Hidden Semi Markov Models (HSMM). In

the model, individual birds sojourn in stopover sites for a period of time before moving to other sites

according to an unknown multinomial distribution that we aim to estimate. For this kind of HSMM, exact

application of existing estimation methods based on the likelihood is not possible for even a small number

of sites due to the dimension of the hidden state. We designed two dedicated estimation algorithms for our

model: Monte Carlo Expectation-Maximisation and Approximate Bayesian Computation. We present

and compare the efficiency and quality of estimation of these approaches on synthetic data.

Then we illustrate their behavior on an applied case study using citizen science count data of the Far

Eastern Curlew in the East Asian-Australasian Flyway. Far Eastern Curlews (Numenius madagascarien-

sis) are the largest migratory shorebirds in the world, making an annual migration from their breeding

grounds in Siberia, Mongolia and Kamchatka through east Asia to their predominantly Australian win-

tering grounds, before returning to breed (see Figure 1). The species is listed as critically endangered in

Australia. Little is known about how Far Eastern Curlews use stopover sites [7] or how the individual

sightings data can be extrapolated to the population level.

2. The flyway model

Let us consider the migration of a population of N birds over a set of I distinct stopovers (sites) over

time. Sites are connected via some migration routes (oriented edges). We assume that birds do not fly

backward, so we have an ordering of the sites such that if i < j then a bird cannot fly from site j to site

i. Therefore the set of all potential connections is given by the set of oriented edges from i to j for every

i < j. The objective is to infer which edges are really used and with which relative importance.

We consider that each bird trajectory is modeled as a semi-Markov model [9] over a finite discrete time

horizon H = {0, 1, 2, . . . , T}, and that the N bird trajectories are independent. The state of a trajectory

at a given time can be one of the I sites, or the state ‘death’ which corresponds to a bird who dies before

time T . Then the elements of the semi-Markov model of a bird’s trajectory are the followings:
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Figure 1: Map of case study network for the Far Eastern Curlew showing site boundaries and edges.

• Transition probabilities between states (the weights of the edges). The probability that any bird

leaving site i at any given time goes to site j is R(i, j). If i ≥ j then R(i, j) = 0. So R is an

I × I upper triangular matrix. Note that, accounting for mortality, we may have, for any i < I,
∑

j∈1...I R(i, j) =
∑I

j=i+1 R(i, j) < 1. The value µi = 1 −
∑

j∈1..I Ri,j , for i < I is the mortality

probability in site i which is assumed known. For a bird leaving site i < I, the destination is thus

selected according to a multinomial distribution of parameters (R(i, i+ 1), . . . , R(i, I), µi). For the

breeding site I, we assume that when a bird ’leaves’ site I, it necessarily moves to death so µI = 1.

• Sojourn duration. We assume that the sojourn duration distribution in state i ≤ I is a shifted

Poisson distribution of parameter λi. The shift is equal to one to ensure that sojourn duration

is larger than 0. The sojourn duration in state ’death’ is infinite (‘death’ is an absorbing state).

Sojourn duration distributions depend on the site, but are the same for each bird. Furthermore,

we assume that sojourn durations of two sites are independent.

In practice, the birds’ trajectories are not observed and we infer the weights (the R(i, j)) of the

network edges based on birds counts Ot
i for a set Ω ⊆ {1 . . . I}× {1 . . . T} of observed site-times. These

observed counts are noisy due to error detection. The real counts are the N t
i , i.e. the number of birds

located in site i at time t. We consider that, conditionally on the birds’ trajectories, the observed counts

are independent and the conditional distribution of Ot
i (for (i, t) ∈ Ω) is modeld as a Poisson distribution,

with parameter N t
i . The model parameters are therefore θ = (R,λ1, . . . ,λI).
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3. Parameters estimation

Estimating the model parameters is not easy due to the following reasons. First, this is a model

with hidden data: neither the individual bird trajectories nor the real counts N t
i are observed. Sec-

ond, conditionally on the observed counts, the N bird trajectories are no longer independent. We de-

signed two simulation-based methods to estimate the parameters, based respectively on the Monte Carlo

Expectation-Maximisation method (MCEM) [1] and the Approximate Bayesian Computation method

(ABC) [3]. For MCEM, we used a Metropolis-Hasting algorithm to implement the E step. For ABC, we

used the Lenormand sequential sampling method of the EasyABC package1 in R [6]. We selected the

set of all observed counts, O, as the summary statistics. Uniform priors were used for all parameters.

4. Results

4.1. Experiments on simulated data sets

We compared MCEM and ABC estimators on different simulated problems for different numbers of

sites (from 4 to 10), network structures (3), and numbers of missing observations (0, 30 and 50 %). The

3 network structures correspond to 3 different values for the maximal number of destination sites per site

(2, 3 and 4). For a given configuration (number of sites, structure, percentage of missing observations), 5

problems were generated. A problem is a vector of parameters θ and simulated trajectories (10 000 birds

initially allocated randomly among source sites) and observed counts. The total number of problems is

300, since some configurations are not possible. For a given problem, MCEM was run with 5 different

initialisations of the parameters and the best estimator in terms of likelihood was kept. The output of

ABC is an estimate of the a posteriori distribution of the parameters. In order to compare ABC results

with the true parameters values, we extracted the mean values of ABC marginals of each parameter.

Finally we rescaled each parameter between 0 and 1 and we computed the mean absolute error (meanAE)

between true and estimated rescaled parameters. Over the 315 problems, the mean value of meanAE was

of 0.08 for ABC and 0.06 for MCEM. As expected we observed an increase of meanAE when the number

of sites (see Figure 2) or the maximal number of neighbors increased, but in all cases the mean value

of meanAE was always below 0.21. meanAE was not sensible to the percentage of missing observations,

probably because bird’s trajectories are smooth.

1https://CRAN.R-project.org/package=EasyABC, version 1.5
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Figure 2: Overview of benchmarks results for methods ABC and MCEM, according to the number os sites.

4.2. Case study

We modeled the flyway using a network of 8 sites (Figure 1) representing the major known stopover

regions for Far Eastern Curlews. Sites and edges are based on observed sightings and descriptions [7, 8],

an expert-derived network [5] and eBird observations. The geographical extent of sites are defined to

capture the important bird areas for Far Eastern Curlews [2]. Count data at each site is determined by

combining the information of the eBird cheklists available in the site area, with post-treatment to reduce

spatial bias. We applied the HSMM model on the eBird data from 2019. There are 32 000 birds with

initial repartition derived from the observed count at time zero. The estimated networks are displayed

on Figure 3. These are preliminary results, but as opposed to the experiments on simulated data, the

estimators provided by ABC and MCEM were different. ABC results seem more coherent with expert

knowledge. It may be more robust than MCEM for real data that deviate from the assumed HSMM

model.

5. Conclusion

The HSMM model presented here is the first extension of Factorial HMM [4] to the hidden semi-

Markov case and the first use for migratory network inference. The advantage of our approach is that it

makes it possible to estimate flyway based only on limited count data at stopover sites. It enables the use

of unstructured citizen science data. Preliminary results on the Far Eastern Curlew data are promising

but additional analyses are needed. One limitation of the MCEM and ABC algorithms could be their

computational time. To circumvent this problem, we are currently investigating a VBEM algorithm,

which should be faster with, hopefully, a quality of estimation maintained.
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Figure 3: Estimated flyway network for the Far Eastern Curlew. Left: ABC; Right MCEM.
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Adapter	la	prise	en	charge	des	patients	BPCO	à	leur	profil:	Classification	de	trajectoires	
physiologiques	au	cours	du	test	de	marche	de	6	minutes	en	début	de	réadaptation	chez	les	

patients	ayant	une	broncho-pneumopathie	chronique	obstructive	
	

Mathieu	DAVID,	Jean-Yves	DEGOS	et	Sébastien	SAMYN	
	
Patients	with	chronic	obstructive	pulmonary	disease	(COPD)	can	be	classified	into	four	groups	based	
on	heart	 rate	or	pulse	oxygen	 saturation.	Clustering	of	 time	 series	of	heart	 frequency	based	upon	
Euclidean	distance	can	be	replaced	by	a	clustering	obtained	from	the	mean	and	the	relative	standard	
deviation	 of	 the	 same	 times	 series	 (adjusted	 Rand	 index	 of	 0;	 95)	 without	 hardly	 any	 loss	 of	
information.	It	is	slightly	less	true	for	the	time	series	of	the	pulse	oxygen	saturation	(adjusted	Rand	
index	of	0;	92	using	the	mean	only).	However,	clusters	based	on	statistics	appear	to	be	more	strongly	
related	to	a	significant	improvement	in	the	six-minutes	walking	test	when	using	the	2	test.	
	
The	clusters	are	mainly	determined	by	average	levels	of	heart	frequencies	or	pulse	oxygen	saturations.	
For	each	measure,	we	get	an	optimal	partition	in	four	groups.	However,	the	partitions	based	on	the	
two	measures	do	not	match	:	the	patients	with	a	low	heart	frequency	are	not	necessarily	those	who	
keep	a	high	pulse	oxygen	saturation.	The	best	prediction	of	 the	significant	progress	 is	obtained	by	
crossing	the	two	partitions	(namely	16	clusters).	Risk	seems	important	for	patients	with	a	high	heart	
frequency,	but	those	results	should	be	confirmed	with	larger	samples	and	are	still	uncertain,	because	
they	are	obtained	for	small	size	groups.	
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Résumé. Les dosages biologiques sont tous soumis à une limite de quantification (LOQ) des 
méthodes analytiques utilisées. Cela amène à analyser dans les études des variables contenant des 
données manquantes de façon non aléatoire (MNAR). Différents dosages issus des mêmes 
échantillons peuvent être à la fois corrélés entre eux et faire l’objet de données manquantes liées à 
une limite de quantification. L’objectif du projet est de réussir à simuler ce type de données 
manquantes afin d’étudier et de comparer les différentes techniques d’imputations simple et 
multiple proposées dans le cas de données manquantes MNAR. 

 
Mots-clés. données manquantes, MNAR, corrélation, imputation 

 

Abstract. Biological samplings are subject to a limit of quantification (LOQ) due to analytical 
methods used. This generates variables containing missing not at random data (MNAR). Different 
dosages from the same samples can be correlated with each other and subject to missing data. The 
objective of the project is to simulate these particular missing data to study and compare single and 
multiple imputation methods proposed for missing not at random data (MNAR). 

Keywords. Missing data, MNAR, correlation, imputation 
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Les dosages biologiques sont tous soumis à une limite de quantification (LOQ) des méthodes 
analytiques utilisées. Cela amène à analyser dans les études des variables contenant des données 
manquantes de façon non aléatoire (MNAR). Dans un même échantillon plusieurs dosages peuvent 
être à la fois corrélés entre eux et faire l’objet de données manquantes liées à une limite de 
quantification. 

Dans le cas où ces données manquantes sont nombreuses dans les sets de données, l’analyse peut 
difficilement se faire sur les « cas complets ». Il est alors envisagé d’utiliser des méthodes 
d’imputation. Or, il n’y a pas, à notre connaissance, de méthodes d’imputation de données 
manquantes MNAR spécifiquement adaptées à des sets de données contenant des variables à 
imputer corrélées entre elles. Nous proposons dans ce travail de simuler et de tester différentes 
techniques d’imputation simple et multiple sur plusieurs variables corrélées présentant des données 
manquantes MNAR. 

Les données, qui ont amené la réflexion de notre groupe, sont celles issues de la cohorte EDDS. 

1. La cohorte EDDS 
Le protocole de recherche clinique «Exposition hydrique aux perturbateurs endocriniens des 
femmes enceintes en Deux-Sèvres : comparaison de méthodes d'évaluation et relation avec la santé 
de l’enfant »  a donné lieu à la création d’une base de données, la cohorte EDDS.  
Ce protocole de recherche biomédicale a reçu un avis favorable du Comité de protection des 
personnes Ouest III. Chaque participante a donné son consentement pour le recueil de données 
médicales les concernant. Entre 2012 et 2013, 144 femmes enceintes vivant dans les Deux-Sèvres 
ont été incluses. 

1.1. Les objectifs  
L’objectif de la recherche EDDS est de comparer trois méthodes validées et non invasives 
d’estimation hydrique de l’exposition aux perturbateurs endocriniens afin d’identifier celle qui est la 
plus précise pour estimer les apports réels. Il s’agit d’utiliser la méthode des triades à partir du 
recueil de : 

- La mesure de biomarqueur d’exposition (dosage dans le colostrum), 
- D’un questionnaire couplé au monitoring de l’environnement (dosage en sortie d’usine de 

traitement de l’eau)  
- Du même questionnaire couplé à un monitoring individuel (dosage de l’eau du robinet du 

domicile). 
Pour réaliser cette évaluation individuelle, chaque femme incluse dans le protocole a bénéficié de 
deux visites à domicile, une au cours du deuxième trimestre de grossesse et une au cours du 
troisième trimestre. A chacune de ces visites des échantillons d’eau étaient collectés au robinet du 
domicile des personnes. Des questionnaires d’exposition étaient également proposés aux femmes 
incluses lors de ces entretiens. Grâce aux données collectées Albouy-Llaty (2015) a pu estimer 
l’exposition à l’eau des femmes enceintes en prenant en compte l’eau ingéré et l’exposition cutanée. 
Afin d’évaluer l’axe de monitoring individuel de la triade, il était nécessaire de mettre cette mesure 
individuelle de l’exposition à l’eau en lien avec le taux de perturbateurs endocriniens présent dans 
l’eau de consommation du domicile des femmes. 
 
Le perturbateur endocrinien spécifiquement étudié par le protocole clinique est le bisphénol A 
(BPA), produit en grande quantité par l’industrie du plastique. Il s’agit d’un perturbateur retrouvé 
dans les eaux de consommation. Malgré le traitement des eaux de surface par les usines de 
traitement d’eau potable, le BPA est retrouvé en sortie d’usine. De plus, le traitement réalisé par ces 
usines, et plus particulièrement la chloration, génère des dérivés chlorés spécifiques du BPA qui 
possèdent une activité perturbatrice endocrinienne 100 fois plus importante que les molécules 
mères.  
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Le risque d’exposition humaine est élevé, d’autant que les perturbateurs endocriniens pourraient 
induire des effets même à faible dose. Ce risque peut être transgénérationnel car la grossesse est une 
période critique durant laquelle le fœtus a une plus forte susceptibilité aux œstrogènes. Des études 
animales ont montré une relation entre exposition aux perturbateurs endocriniens pendant la 
gestation et surpoids de la portée. La cohorte EDDS cherche donc à obtenir une estimation précise 
de l’exposition hydrique aux BPA et ses dérivés chlorés. 
Le dosage des perturbateurs endocriniens a été réalisé par le LABERCA avec un objectif, à ce jour, 
d’amélioration de la limite de quantification.  

1.2. Les données disponibles dans la cohorte 
Les échantillons d’eau à destination de consommation humaine recueillis à domicile au cours du 
second trimestre de grossesse des femmes de la cohorte EDDS sont disponibles pour 99 d’entre 
elles. Chacun des échantillons d’eau est dosé afin de définir sa teneur en BPA et en dérivés chlorés 
sous les formes mono, bi1, bi2, tri ou tétrachlorées. Les teneurs en dérivés chlorés sont comprises 
respectivement entre [0,09 -  59,21 ng.L-1], [0,17 -  127,20 ng.L-1], [0,16 -  42,19 ng.L-1], [0,13 -  
4,32 ng.L-1] et [0,09 -  2,28 ng.L-1] pour les formes mono, bi1, bi2, tri et tétrachlorées. 
Le dosage de ces dérivés donne lieu à la création de données manquantes. En effet, pour 
respectivement 38%, 68%, 70%, 87% et 85% des échantillons, les valeurs des dérivés chlorés du 
BPA (mono, bi1, bi2, tri et tétrachlorées) sont en dessous d’une limite de quantification. 
En fonction des kits utilisés, les LOQ ne sont pas les mêmes pour l’ensemble des échantillons.  
Les dérivés chlorés de BPA étant présents conjointement dans les échantillons, nous étudions la 
corrélation excitante entre les taux estimés dans les échantillons d’eau. Une forte corrélation entre 
les dérivés chlorés est retrouvée (jusqu’à un rho de Spearman de 0.96 entre les formes bi2 et tri). 
Nous souhaitons recréer des sets de données présentant des proportions de données manquantes 
MNAR et une corrélation proche de ces constatations.  
 

1.3. La simulation des variables corrélées avec des données manquantes 
MNAR  

La simulation porte sur la création de 100 sets de 100 dosages chacun, contenant cinq variables 
continues avec un taux de données manquantes respectivement de 30%, 45%, 60%, 75% et 90%. La 
corrélation de Spearman simulée entre les différentes variables est comprise entre [0,30 ; 0,85]. 
Chacune des cinq variables simulées a une moyenne et un écart type spécifiques fixés à l’avance, 
associés à l’exponentielle d’une loi normale. 
 
Table 1 : variables simulées et les paramètres associées 
 

Variable Paramètres loi normale Pourcentage DM en % (±3%) 
V1 µ=0,1     σ=1,8 30 
V2 µ=-0,6     σ=1,6 45 
V3 µ=-1,2     σ=1,4 60 
V4 µ=-1,7     σ=1,2 75 
V5 µ=-2,2     σ=1,0 90 

 
Ces paramètres sont choisis afin de se rapprocher le plus possible des données de la cohorte EDDS 
et afin d’avoir les taux de données manquantes recherchées pour chacune des cinq variables. 
Pour chaque variable, les valeurs simulées sont associées aléatoirement à une LOQ parmi les quatre 
seuils suivant : 0,2, 0,4, 0,6 ou 0,8. Les données des sets inférieurs à la LOQ associée sont 
considérées comme des données manquantes.   
La médiane (Q1 – Q3) des itérations nécessaires à la création de ces sets de données est de 2028 
(902 – 3438) pour un temps médian machine de 6,5 (2,8 – 10,8) secondes. 
L’ensemble des analyses est réalisé à l’aide du logiciel R version 4.0.2. 
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2. Les méthodes d’imputation 
2.1. Les différentes techniques proposées dans le cas de données manquantes 

MNAR 
Les méthodes d’imputation sélectionnées pour leur possible utilisation dans le contexte de données 
manquantes MNAR sont : 

- L’imputation simple par la moitié de la valeur de LOQ (HM), 
- Quantile Regression Imputation of Left-Censored data (QRILC),  
- Multiple Imputation by Chained Equations (MICE), 
- Below LOQ using censored maximum likehood (BLOQ),  
- Gibbs Sampler based left-censored missing value imputation approach (GSimp),  
- Truncation k-Nearest Neighbor imputation (kNN-TN). 

 
HM, half minimum (Little & Rubin, 1987), est une méthode d’imputation simple qui consiste à 
remplacer les données manquantes par la moitié de la plus petite valeur observée. 
QRILC (Lazar, 2016), est une méthode qui impute les données manquantes dues à une valeur 
inférieure à la limite de détection par tirage au hasard des valeurs d’une distribution tronquée 
estimée par une régression quantile. 
MICE, ou imputation multiple par équations enchainées (Azur, 2011), est une méthode 
d’imputation pour données manquantes MAR (missing at random) qui sélectionne un modèle 
d’imputation différent pour chaque type de variable. C’est une méthode itérative, c’est-à-dire 
qu’elle impute les données manquantes une nouvelle fois à chaque itération en se basant sur les 
résultats obtenus à l’itération précédente. Pour nos variables continues nous avons utilisé un modèle 
PMM (predictive mean matching). 
La BLOQ regroupe différentes méthodes d’imputation, celle dont nous nous intéressons est 
l’imputation par le maximum de vraisemblance censuré (Barnette, 2020). Cette méthode combine 
l'estimation supérieure de la moyenne et de la variance qu'apporte le maximum de vraisemblance 
censuré et conserve la structure de la relation entre les points utilisée par les méthodes d'imputation. 
Toutes les valeurs imputées sont en dessous de la plus grande LOQ. 
GSimp, ou Gibbs sampler (Wei, 2018), est une méthode d’imputation par une technique de Monte 
Carlo à chaîne de Markov qui permet de mettre à jour les observations alors que certaines sont 
fixes. Toutes les valeurs imputées sont comprises entre 0 et la plus petite valeur observée. 
KNN-TN (Shah, 2017), est une méthode d’imputation basée sur la recherche du plus proche voisin, 
qui tient compte de la troncature à la LOQ la plus élevée. La troncature intervient lorsqu’il n’est pas 
possible de connaitre les données qui se situent en dessous du seuil qui a été défini. 
 
Ces méthodes sont comparées à l’aide de l’indicateur de performance d’erreur quadratique moyenne 
normalisée (NRMSE). Le NRMSE est utilisé pour évaluer la précision en calculant les différences 
entre les valeurs imputées et les valeurs réelles, pour ainsi déterminer la méthode la plus pertinente, 
selon la formule : 

       
√        ) )

    )
     ) 

           
Où XT correspond aux valeurs réelles et XI aux valeurs imputées. 
Plus les valeurs de l’indicateur sont basses et plus les méthodes semblent performantes pour 
imputer des données manquantes. 
 
Pour des données manquantes de type MNAR, l’utilisation du NRMSE pourrait entraîner des 
résultats biaisés comme le montre l’article de Wei (2018). Par conséquent une autre mesure a été 
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dérivée, la somme des rangs (SOR) basée sur le NRMSE. C’est une mesure non paramétrique, qui 
permet de comparer les différentes méthodes d’imputation de façon robuste et non biaisée. 
 

     ∑            ) 
        )  

 
Où k est le nombre de variables manquantes et Ranki(NRMSE) le rang de NRMSE des différentes 
méthodes d’imputation dans la ième variable manquante. 
 

2.2. Imputation sur les données simulées et comparaison 
Pour chacun des 100 sets de données simulées, les six méthodes d’imputation sont répétées 50 fois 
afin d’augmenter la précision. Les résultats de ces imputations itératives sont comparés par les 
indicateurs NRMSE et SOR. 

 
Figure 1. Moyenne des NRMSE pour les cent sets de données simulées pour chacune des variables 
simulées (V1-V5) en fonction des techniques d’imputation : HM (gris), QRILC (bleu), MICE 
(rouge), BLOQ (vert), GSimp (violet) et trKNN (orange). 
 
Les méthodes HM, QRILC et GSimp montrent la plus faible différence entre les données simulées 
et celles imputées pour les différents variables avec des taux de données manquantes différents. 
Leurs performances évaluées par NRMSE pour ces trois méthodes d’imputation sont proches.  
 
Nous retrouvons des résultats identiques en considérant l’indicateur SOR. Les moyennes ± écart 
type des résultats pour les 100 sets de données simulées sont les suivants : HM 9,85 ± 0,94, QRILC 
9,97 ± 1,19, MICE 29,81 ± 0,44, BLOQ 20,07 ± 0,73, Gsimp 10,35 ± 1,20 et trKNN 24,95 ± 0,63. 
 
 

3. Conclusion 
Les techniques itératives permettent de simuler des variables corrélées les unes aux autres en 
présence de données manquantes MNAR.  
Les méthodes HM, QRILC et GSimp  semblent les plus performantes pour imputer des variables 
contenant ce type de données manquantes surtout lorsque le taux de données manquantes est 
important. 
Les perspectives de travail sont de tester la robustesse de ces résultats pour des jeux de données de 
taille plus importante, de prendre en compte la présence de plusieurs LOQ au sein d’une même 
variable, de considérer plusieurs variables d’ajustement telles que la distance entre le domicile des 
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femmes enceintes et l’usine de traitement des eaux ou encore la présence à domicile d’appareil de 
traitement de l’eau (adoucisseur par exemple), dans les techniques d’imputation qui le permettent.  
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Modèles à effets mixtes pour l’inférence de dynamiques épidémiques
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Résumé. L’estimation des paramètres régissant les phénomènes épidémiques à partir des données dis-
ponibles est un enjeu majeur, notamment pour mieux comprendre les mécanismes à la base de ces dyna-
miques et en fournir des prédictions fiables. Ces données sont systématiquement entachées de différentes
sources de bruit (erreurs de mesure, bruits d’observation, sous-déclaration, etc.), avec de plus certaines
coordonnées décrivant ces dynamiques qui ne sont pas observées. Pour améliorer l’analyse statistique,
nous proposons d’étudier dans un modèle unique les dynamiques épidémiques se produisant simultané-
ment dans différentes régions. Chaque épidémie est modélisée par un processus stochastique caractérisant
une variabilité intrinsèque et la variabilité inter-régions est prise en compte par l’inclusion d’effets aléa-
toires sur les paramètres régissant ces dynamiques. L’estimation par maximum de vraisemblance requiert
l’utilisation d’algorithmes stochastiques. Chaque dynamique est modélisée par un processus Gaussien à
petite variance. Cette approximation permet de coupler l’algorithme SAEM à des techniques basées sur
le filtre de Kalman afin d’estimer les paramètres épidémiques. Les performances de l’algorithme ainsi
construit sont étudiées à l’aide de simulations de dynamiques SIR.

Mots-clés. Modèles à effets mixtes, algorithme SAEM, filtre de Kalman, dynamiques épidémiques,
inférence des paramètres du modèle.

Abstract. The estimation of parameters governing epidemic phenomena from available data is a ma-
jor challenge, especially to better understand the mechanisms underlying these dynamics and to provide
reliable predictions. These data are systematically affected by various sources of noise (measurement
errors, observation noises, under-reporting, etc.), with in addition certain coordinates describing these
dynamics that are not observed. To improve the statistical analysis, we propose to study in a unique
model the epidemic dynamics occurring simultaneously in different regions. Each epidemic is mode-
led by a stochastic process characterizing an intrinsic variability and inter-regional variability is taken
into account by including random effects on the parameters governing these dynamics. The maximum
likelihood estimation requires the use of stochastic algorithms. Each dynamic is modeled by a Gaussian
process with small variance coefficient. This approximation allows to couple the SAEM algorithm with
Kalman filtering based techniques in order to estimate the epidemic parameters. The performances of the
algorithm are studied using simulations of SIR dynamics.

Keywords. Mixed effects models, SAEM algorithm, Kalman filter, epidemic dynamics, inference of
model parameters.
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1 Introduction

Contexte Proposer une modélisation mathématique pertinente et des méthodes statistiques rigoureuses
est un enjeu majeur en épidémiologie des maladies infectieuses. Les données disponibles dans ce cadre
sont systématiquement entachées de différentes sources de bruit (erreurs de mesure, bruits d’observa-
tion, sous-déclaration, etc.), et certaines coordonnées décrivant ces dynamiques ne sont pas observées.
De plus, les dynamiques épidémiques peuvent être récurrentes dans le temps et/ou se produire simulta-
nément dans différentes régions. A titre d’exemple, la grippe humaine en France est saisonnière et les
épidémies peuvent se déployer dans plusieurs régions distinctes avec des intensités différentes au même
moment. En pratique, cette variabilité est souvent gommée en omettant de prendre en compte de manière
explicite la composante spécifique à chaque entité (population, période) ou est estimée de façon plus ou
moins empirique ou alors de manière séparée pour chaque série de données. Intégrer directement dans
un modèle ces sources de variabilité permettrait d’améliorer la puissance statistique et la précision de
l’estimation des paramètres épidémiques ainsi que de leur variabilité, en considérant simultanément les
jeux de données observés correspondant à chaque entité spatiale (e.g. région) ou temporelle (e.g. saison).

Les modèles à effets mixtes permettent de décrire une variabilité entre sujets d’une même population à
partir de données répétées. Ils sont notamment utilisés en pharmacocinétique avec des dynamiques intra-
population modélisées par des équations différentielles ordinaires (EDO), et des effets aléatoires sur les
paramètres de ces dynamiques pour décrire les différences entre individus. A notre connaissance, ce
cadre des modèles à effets mixtes a été peu utilisé pour les dynamiques épidémiques. [Bretó et al., 2020]
se sont intéressé à des données de panel issues de modèles non linéaires partiellement observés dans le
cadre d’études épidémiologiques et ont proposé une méthode d’inférence basée sur la vraisemblance uti-
lisant des techniques de filtrage particulaire. [Prague et al., 2020] ont analysé les données de la première
vague épidémique de COVID-19 en France à l’aide d’un système d’équations différentielles ordinaires
incorporant des paramètres aléatoires pour tenir compte de la variabilité des dynamiques entre régions.

Les objectifs de notre travail sont

1. proposer une modélisation plus fine des épidémies multisites grâce aux modèles à effets mixtes,
en y incluant une modélisation stocahstique de chaque épidémie plutôt qu’une modélisation déter-
ministe de type EDO,

2. développer une méthode appropriée pour en estimer les paramètres.

Pour décrire les dynamiques épidémiques, nous utilisons la formulation autorégressive obtenue à partir de
processus Gaussiens à petite variance que nous avons étudiée dans un précédent travail [Narci et al., 2020].
Ce modèle, facilitant l’inférence de paramètres, est utilisé et étendu au cadre des modèles à effets mixtes.
Nous proposons alors de coupler l’algorithme SAEM avec des techniques basées sur le filtre de Kal-
man afin d’estimer les paramètres épidémiques dans ce modèle. Les performances de l’algorithme ainsi
construit sont étudiées sur données simulées.

2

251

#



2 Modèle

Nous partons d’une modélisation compartimentale permettant de décrire l’évolution au cours du
temps du nombre d’individus dans différents stades de santé vis-à-vis du pathogène. Comme exemple
d’application pour l’écriture du modèle et pour les études numériques, nous utilisons le modèle épidé-
mique simple SIR décrit dans la Figure 1, l’extension à des modèles plus complexes (SEIR, SEIRS, etc.)
s’en déduisant facilement.

S I R
λI/N γ

Figure 1 – Modèle à compartiments SIR avec trois blocs correspondant respectivement à des individus
susceptibles (S), infectés (I) et guéris (R). Les transitions des individus d’un état de santé à un autre sont
régies par le taux de transmission λ et le taux de guérison γ.

Considérons maintenant la situation où une même épidémie se produit dans plusieurs régions simultané-
ment. Nous utilisons l’indice 1 ≤ u ≤ U pour décrire les quantités relatives à chaque région, où U est le
nombre total de régions. Ainsi, la dynamique épidémique de la région u est représentée par le processus
Gaussien d-dimensionnel (Xu(t))t≥0, 1 ≤ u ≤ U, décrivant une épidémie à d + 1 stades d’infection (ou
compartiments) et d’espace d’états E = {0, . . . ,Nu}d où Nu est la taille de population dans la u-ème ré-
gion. Chacune de ces dynamiques possède des paramètres qui lui sont propres, notés φu.

Dans le cas du modèle SIR, d = 2 et Xu(t) = (S u(t), Iu(t))t. Les paramètres spécifiques à une épidémie
sont les taux de transition λu et γu et les proportions initiales de susceptibles et d’infectés s0,u := S u(0)/Nu
et i0,u := Iu(0)/Nu. Dans les études de simulation, nous utilisons plutôt la reparamétrisation permet-
tant d’exhiber les paramètres épidémiques d’intérêt R0,u = λu/γu (nombre de reproduction de base) et
du = 1/γu (durée d’infectiosité d’un individu infecté).

Soit (Xu(tk), tk = k∆, k = 0, . . . , nu) le u-ème processus Gaussien épidémique discrétisé en temps, où nu
est le nombre d’observations pour l’épidémie u et ∆ est le pas de temps, se déroulant sur un intervalle
de temps fixe [0,Tu], avec Tu = nu∆. Dans [Narci et al., 2020], nous avons aussi proposé une écriture
Gaussienne des observations partiellement observées et bruitées, que nous notons Yu,k pour une épidémie
u et un temps d’observation tk. Pour décrire le modèle à effets mixtes, nous utilisons une représentation
à deux niveaux correspondant à deux types de variabilité.

1. Variabilité intra-épidémie Pour tout u, notons Xu,k := Xu(tk)/Nu et Xu,0 = xu,0. Conditionnellement
à φu = ϕ, nous avons le modèle suivant :




Xu,k = Fk(ϕ) + Ak−1(ϕ)Xu,k−1 + Vu,k, k ≥ 1, 1 ≤ u ≤ U,
Yu,k = B(ϕ)Xu,k +Wu,k,

(1)
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où Vu,k ∼ Nd (0,Tk(ϕ,∆)) et Wu,k ∼ Nq(0,Qk(ϕ)) avec Fk, Ak−1, Tk, B et Qk connus. Les paramètres
régissant les dynamiques épidémiques à estimer sont contenus dans Ak et Tk. L’opérateur B est un opéra-
teur de projection traduisant le fait que des coordonnées ne sont pas observées (observations partielles).
Nous supposons de plus que l’équation des observations Yu,k incorpore un bruit de mesure dépendant de u
(modélisant un taux de report du nombre de personnes infectées différent selon les régions par exemple).

Dans le cas du modèle SIR, nous observons une proportion bruitée du nombre d’infectés (correspondant à
une seule coordonnée du système, ici I(tk)) à des temps discrets. L’opérateur B est la matrice de projection
B(ϕ) = (0 p), où p est le taux de report du nombre de personnes infectées, et la matrice Qk dépend aussi
de p. Ainsi que les autres paramètres, le taux de report peut être aléatoire et noté pu.

2. Variabilité inter-épidémie Pour modéliser la variabilité inter-épidémie, nous supposons que les
paramètres du modèle φu sont aléatoires et vérifient :



φu = h(β, cu, ξu),
ξu ∼ N(0,Ω),

(2)

où h est connue, β est le vecteur des effets fixes, cu sont d’éventuelles covariables définies pour une épidé-
mie u et Ω est une matrice de covariance. Les paramètres inconnus du modèle, à estimer, sont θ = (β,Ω).

Dans le cas du modèle SIR, les effets aléatoires sont φu = (R0,u, du, pu, s0,u, i0,u).

3 Estimation par maximum de vraisemblance

Dans le modèle décrit par (1) et (2), l’estimation des paramètres est difficile car tous les stades
du processus d’infection et tous les compartiments épidémiques ne sont pas observés. De plus, les
effets aléatoires φu spécifiques à chaque épidémie sont inconnus. Ainsi, le calcul de l’estimateur du
maximum de vraisemblance n’est pas explicite. Nous proposons d’adapter l’algorithme SAEM-MCMC
[Kuhn and Lavielle, 2004] en utilisant des outils analogues à ceux de [Delattre and Lavielle, 2013]. Le
point clé est la simulation des variables latentes du modèle à chaque itération de l’algorithme. En utili-
sant un filtre de Kalman exact dans le modèle (1), il est possible de marginaliser par rapport aux états
épidémiques non observés Xu et de ne simuler que les φu. Les différences principales avec l’approche
de [Delattre and Lavielle, 2013] proviennent du modèle utilisé pour décrire la variabilité intrinsèque à
chaque dynamique, incluant ici un terme de petite variance, et de l’utilisation d’un filtre de Kalman exact
plutôt qu’approché.

4 Résultats numériques

Les performances de cette méthode d’inférence ont été étudiées à partir de simulations de dyna-
miques SIR. Pour la suite, nous supposons que R0,u et pu sont aléatoires, que du = d est fixe et que
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s0,u + i0,u = 1 (ce qui revient à considérer qu’aucun individu n’est immunisé lorsque débute l’épi-
démie) avec i0,u aléatoire. Les paramètres de chaque dynamique épidémique φu =

(
R0,u, du, pu, i0,u

)%,
u = 1, . . . ,U, sont définis par

φu = β + ξu, ξu ∼
i.i.d.
N(0,Ω),

avec β =
(
R0,pop, dpop, ppop, i0,pop

)%
et Ω = diag

(
ω2

R0
, 0,ω2

p,ω
2
i0

)
. Les valeurs choisies dans l’expérience

de simulation pour les paramètres du modèle sont : β = (3, 3, 0.78, 0.11)% et
Ω = diag

[
(0.17 ∗ R0,pop)2, 0, (0.18 ∗ ppop)2, (0.45 ∗ i0,pop)2

]
.

Cent jeux de données ont été simulés avec U épidémies, U = {20, 100}, évoluant chacune dans une
population de taille Nu = 10000, u = 1, . . . ,U. Les observations, correspondant à une proportion bruitée
du nombre des infectés, sont générées à des temps régulièrement espacés tk = k∆ en utilisant la même
valeur de ∆ pour chacune des U épidémies. Comme la durée épidémique est stochastique, des intervalles
d’observation spécifiques [0,Tu] ont été construits pour chaque épidémie u et la valeur de Tu a été choisie
comme le premier instant où le nombre d’individus infectés devient nul. Nous avons choisi ∆ = 0.75 de
façon à considérer un nombre d’observations proche de 50 pour chaque dynamique épidémique. La figure
suivante illustre la variabilité inter-épidémies pour les processus épidémiques Gaussiens ainsi que pour
les observations :

Figure 2 – Représentation de U = 50 trajectoires épidémiques. Graphique de gauche : 50 processus
Gaussiens des I. Graphique de droite : 50 trajectoires épidémiques observées selon un modèle Gaussien
des observations.

Pour chaque valeur de U, 100 estimations ponctuelles ont été obtenues par notre méthode d’inférence.
Les résultats sont présentés dans le tableau (1).
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Table 1 – Estimation de θ = (β,Ω) = (R0,pop, dpop, ppop, i0,pop,ω2
R0
,ω2

p,ω
2
i0 ) avec les vraies valeurs des

paramètres θ∗ indiquées sur la deuxième ligne. Pour chaque U et pour chaque paramètre du modèle, les
estimations moyennes et les écarts-type sont calculés sur 100 estimations ponctuelles.

Paramètres (θ) R0,pop dpop ppop i0,pop ωR0 ωp ωi0
Vraies valeurs (θ∗) 3 3 0.78 0.11 0.5 0.14 0.05

U = 20 Mean 3.037 3.018 0.780 0.108 0.605 0.138 0.046
SD 0.227 0.149 0.048 0.012 0.228 0.030 0.010

U = 100 Mean 3.088 3.044 0.772 0.109 0.688 0.142 0.048
SD 0.118 0.072 0.022 0.005 0.125 0.014 0.004

Les résultats montrent que les estimations sont quasiment sans biais même pour un nombre d’épidémies
modéré (U = 20). Passer de U = 20 à U = 100 permet d’améliorer la précision des estimations en faisant
diminuer de presque de moitié les écarts-type des estimations.

5 Conclusion générale

La méthode d’inférence que nous proposons dans le cadre des modèles à effets mixtes de dyna-
miques épidémiques peut être étendue à d’autres modèles à compartiments et prendre en compte des
covariables dans la procédure d’estimation. La représentation à deux niveaux décrivant les variabilités
inter-épidémie et intra-épidémie est très flexible dans la mesure où une liberté de choix est donnée pour
la structure des observations, la nature des bruits d’observation et de mesure et l’incorporation ou non
d’effets fixes/aléatoires dans les différents paramètres du modèle. Une application sur données réelles est
actuellemement en cours.
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Détection d’anomalies dans des séries temporelles
régulières : une approche non paramétrique
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Résumé. L’analyse du comportement des observations dans les séries temporelles est
primordiale pour la prévision, la simulation, le filtrage. En effet, la présence de ruptures,
d’anomalies dans une ou plusieurs séries en entrée pour prévoir une série temporelle de sor-
tie peut entâcher la qualité de prévision. Ce problème se rencontre pour des séries temporelles
régulières (températures météo, par exemple) ou irrégulières (cours de la bourse). De nombreuses
méthodes de détection de ruptures et d’anomalies existent dans la littérature pour pallier ce
problème. Nous proposons une approche non paramétrique de détection d’anomalies pour des
séries temporelles régulières. Elle introduit une statistique robuste de test au moyen d’une distri-
bution empirique et permet de décider du caractére anormal d’observations. Elle est appliquée
sur des productions d’énergie photovoltäıque. Les résultats obtenus sont très prometteurs.

Mots-clés. Séries temporelles, détection d’anomalies, apprentissage non supervisé.

Abstract. The analysis of the behavior of observations in time series is essential for fore-
casting, simulation, filtering. Indeed, the presence of breaks or anomalies in one or more input
series to predict an output time series can affect the quality of the forecast. This problem is en-
countered for regular time series (weather temperatures, for example) or irregular (stock market
prices). Many methods of detecting breaks and anomalies exist in the literature to overcome
this problem. We propose a non-parametric approach to anomaly detection for regular time
series. It introduces a robust test statistic by means of an empirical distribution and makes
it possible to decide on the abnormal character of observations. It is applied to photovoltaic
energy productions. The results obtained are very promising.

Keywords. Time series, Anomalies detection, unsupervised learning.

1 Contexte - objectif

Les séries temporelles se décomposent généralement sous forme de tendance, saisonnalité, volatilité
et bruits. Cependant leurs comportements peuvent être plus ou moins réguliers selon le domaine
d’application. Par exemple, pour des séries généralement irrégulières, des pics peuvent être ob-
servés au sein de l’évolution des prix de l’électricité, du gaz, du pétrole, lors de situations tendues
du marché, mais sur de très courtes périodes. De même des sauts en tendance, en niveau, en
variabilité apparaissent dans des séries financières, comme le FTSE. A l’opposé, nous trouvons
des séries temporelles dont le comportement est généralement plus régulier, comme par exem-
ple, l’évolution de la température extérieure, la production d’énergie photovoltäıque, les courbes
d’électrocardiogramme, ou dans une moindre mesure la consommation d’électricité. En effet,
elles sont généralement liées à des cycles répétitifs. Cependant, quel que soit le type de séries
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temporelles, leur modélisation, qu’elles soient en entrée ou en sortie, peut se révéler très délicate
et doit faire appel à une grande expérience. En effet, l’apparition de comportements anormaux
dans des séries régulières ou irrégulières peut biaiser les résultats d’un modèle de prévision. Tout
l’art est alors d’identifier le bon grain du mauvais grain. Des critères robustes de modélisation
ou des méthodes de détection d’atypicités ”offline” ou ”online” sont donc requis pour obtenir des
prévisions ou des estimations fiables [Choudhary D., 2017]. Nous pouvons distinguer, cependant
deux types de détection : la détection de ruptures et la détection d’anomalies. Le premier type
consiste à rechercher des changements de comportements (pouvant être durables), en moyenne,
en variance, en distribution, ..., alors que le second recherche plutôt des changements brusques de
moyenne ou courte durée, tels que des pics, des creux, ... Les nombreux algorithmes développés
pour la détection de ruptures sont généralement fondés sur la segmentation de signaux [Bas-
seville et al., 1992]. Les auteurs relèvent deux ensembles d’approches : paramétriques et non
paramétriques. Par exemple, des modèles de type espace-état à changements additif et dy-
namique permettent de détecter simplement un changement avec un retard, d’autres raffinent la
position de la frontière de segments (l’instant où la rupture s’est produite). Il est aussi possible
d’estimer les paramètres caractéristiques du signal avant et après la rupture. Les approches
non paramètriques construisent plutôt des représentations symboliques, notamment en utilisant
généralement l’apprentissage non supervisé. La détection d’anomalies repose principalement sur
des approches non paramétriques en utilisant par exemple des statistiques robustes, telles que les
rangs [Friend et al., 2007]. Les modèles de prévision robustes peuvent faire appel à l’algorithme
LSTM (Long-Short Term Memory) conjoint à des techniques de Deep Learning [Maya et al.,
2019]. L’élimination de valeurs atypiques peut être réalisée en amont pour pouvoir travailler
sur des séries temporelles agrégées. Il existe également des tests non paramétriques permettant
de décider de la présence ou de l’absence d’anomalies à l’aide d’approches bayesiennes, comme
par exemple le modèle ”Bernoulli Detector” pour des séries univariées et multivariées [Harlé, F,
2006] ou encore après segmentation de la série temporelle pour détecter des segments anormaux
[Derquenne Ch., 2014]. Enfin, des réseaux bayesiens avec des graphes de dépendance entre
signaux sont également mis en oeuvre [Harlé F., 2006].

Dans le cas présent, nous avons choisi de nous placer dans le cadre de la détection d’anomalies
pour des séries régulières. La problématique étudiée est celle de la reconstitution de séries
de production photovoltäıque réalisée par des stations. Ces séries peuvent servir à construire
des modèles de prévision de consommation ou pour produire des simulations utilisées dans des
chaines complexes en management de l’énergie. Nous proposons une méthode non paramétrique
pour la détection d’anomalies. Elle introduit une statistique robuste de test au moyen d’une
distribution empirique. Elle permet de décider du caractére anormal d’observations ou de plages
d’observations. Enfin, elle peut être utilisée pour le offline et le online. La section suivante
décrira pas à pas cette nouvelle approche, la suivante appliquera cette méthode sur un jeu de
données mimant la production photovoltäıque. La dernière partie tirera des enseignements de
cette approche et proposera des voies futures.
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2 Méthode de détection d’anomalies

La démarche générale de cette approche est constituée de sept étapes : (i) découpage de la
série, (ii) catégorisation des segments, (iii) agrégation des données (par exemple, passage de
points 10 minutes à une heure), (iv) construction de distributions marginales des catégories, (v)
introduction de(s) statistique(s) de test, (vi) établissement d’une distribution empirique pour
chaque statistique de test, (vii) décision du statut ”anomalie” à l’aide d’un seuil.

Soit Yt,(t=1,T ), une série temporelle régulière périodique. Chaque Yt est par exemple, une pro-
duction photovoltäıque par point 10 minutes et T est le nombre de valeurs relevées sur plusieurs
années.

(i) Cette étape de découpage de la série en M intervalles (catégories) permet de
raisonner sur des grandeurs comparables (par mois, par exemple). En effet, les plages horaires
d’ensoleillement sont différentes au mois de janvier et au mois de juillet. Pour cela, nous posons

I0 = 0, I1 =]0;max
t

Yt/M ] ... Im =](m− 1)×max
t

Yt/M ;m×max
t

Yt/M ] ...

... IM =](M−1)×max
t

Yt/M ;max
t

Yt] (1)

où m est le numéro de la catégorie.

(ii) La catégorisation des segments découle du découpage précédent et permet de raisonner
sur des valeurs discrètes (catégories ordonnées), tel que : bt = m× 1[Yt∈Im] avec bt ∈ [0;M ].

(iii) L’agrégation des données résume, si nécessaire, les données catégorielles (passage de
points 10 minutes à des points horaires). Nous proposons la statistique de la médiane, robuste
à l’égard de catégories atypiques : bj,h = med

t∈(j,h)
bt calculée pour une heure h d’un jour j.

(iv) La construction de la distribution marginale des catégories permet d’obtenir les
proportions observées des catégories pour chaque point horaire. Chaque proportion individuelle
est de la forme :

fm(h) = Nm(h)/
∑M

l=0Nl(h) (3)

où Nm(h) =
∑nh

j=1 1[bj,h] et nh est le nombre de jours de la période étudiée pour l’heure h.

(v) La statistique de test que nous introduisons permet de mesurer l’absence d’une anomalie
pour une heure h d’un jour j donné, telle que :

S(j,h) =
∑M

m=0 1[bj,h=m]fm(h) (4)

L’interprétation de (4) est la suivante. Si la catégorie bj,h observée pour l’heure h du jour
j correspond à une fréquence faible d’apparition dans la distribution (3), cela entrainera une
petite valeur de Sj,h, alors elle sera susceptible de correspondre à une anomalie.

Cette statistique peut également être utilisée pour détecter globalement si un jour j est anormal.
Nous proposons trois statistiques de test. La première calcule la moyenne des statistiques ho-
raires Sj,h, elle a l’avantage de lisser les valeurs ératiques au sein d’une période (ici, la journée),
mais elle est influencée par des comportements trop atypiques. Les statistiques robustes de
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la médiane et LMS (Least Median Squares introduite par Rousseeuw en 1984) permettent de
pallier ce problème. L’interprétation de (5), (6) et (7) est identique à celle de (4).

S(moy)
j =

∑
h∈Ω

∑M
m=0 1[bj,h=m]fm(h)/card(Ω) (5)

où Ω correspond aux heures durant lesquelles les productions PV sont rélevées.

S(med)
j = med

h∈Ω

∑M
m=0 1[bj,h=m]fm(h) (6)

S(lms)
j = lms

h∈Ω

∑M
m=0 1[bj,h=m]fm(h) (7)

(vi) La construction d’une distribution empirique pour chaque statistique de test
permet de tenir compte de toutes les valeurs observées pour chaque jour (global) ou pour chaque
heure (individuel). Nous avons choisi une approche purement non paramétrique pour établir
cette distribution. En effet, celle-ci peut être réactualisée au fur et à mesure de l’arrivée des
données, ce qui peut se révéler utile notamment pour une utilisation online. La distribution est
notée Dh et sa fonction de répartition empirique prend la forme (8) pour la statistique Sj,h. Il
est également possible de calculer cette distribution pour les trois statistiques (5), (6) et (7).
Ces distributions sont asymétriques avec une queue à gauche.

Fh(Sj,h) = Pr[Dh < Sj,h] (8)

(vii) Le calcul de la p-valeur est effectuée à partir de la distribution précédente, construite
dans un cadre d’absence d’anomalie et simuler par méthode de Monte-Carlo, pour tester si une

observation est atypique avec le jeu d’hypothèses (9). Alors pour une valeur observée s(obs)j,h ,
nous obtenons une p-valeur issue de la distribution simulée sous H0.

H0 : Yt est ”normale” vs H1 : Yt est une ”anomalie” (9)

La règle de décision est la suivante : si la p-valeur associée à s(obs)j,h est inférieure à un risque de
première espèce α donné alors l’heure h du jour j est une anomalie. Cette règle de décision peut
également être appliquée pour détecter si globalement un jour j est anormal à l’aide des trois
statistiques (5), (6) et (7) introduites dans l’étape (v).

3 Application de l’approche de détection d’anomalies

Afin d’évaluer la qualité de l’approche proposée, nous avons simulé un jeu de données possédant
les mêmes caractéristiques que des séries temporelles de production photovoltäıque. La démarche
proposée en sept étapes est détaillée pas à pas sur ce jeu de données dans ce qui suit. Nous
avons à notre disposition huit années observées (2011 à 2018, par exemple) relevées par point 10
minutes. La figure 1(a) montre l’évolution de la production photovoltäıque (PV) pour le mois de
janvier 2011. Chaque période correspond à un jour dans la plage 7h00 à 19h00 car la production
est nulle en dehors de celle-ci, la pointe se situe vers 13h00. Nous pouvons détecter que le 3
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janvier qui est très perturbé en termes de forme, ainsi que le 28 janvier dont la production est
très ”pointée” et particulièrement, les 29 et 30 janvier qui présentent de très faibles productions.
Ce dernier cas peut être rencontré lors de pannes de stations PV. La figure 1(b) affiche cette
même série temporelle, mais représentée sous forme de catégories (étapes (i) et (ii)). Nous avons
choisi de partager les données sur une échelle de 10 catégories. Les trois jours atypiques sont
encore plus visibles et auxquels vient se rajouter le 21 janvier qui apparaissait peu (fig. 1(a)).

  Figure 1: (a) Production PV points 10 minutes (b) Production PV catégorisées points 10 minutes

L’étape 3 d’agrégation à l’aide de la médiane des catégories pour passer des points 10 minutes à
une heure (cf. fig 2(a)) confirme les résultats précédents. La figure 2(b) fournit les distributions
marginales horaires sur les mois de janvier des 8 années d’étude construites à l’aide de (iv).
Les heures sont représentées sur l’axe des abscisses ; les 10 catégories se situent sur l’axe des
ordonnées. On distingue nettement l’évolution de la production PV tout au long d’une journée
”normale” : fortes fréquences pour les catégories les plus faibles en début et fin de journée,
répartitions assez étendues en milieu de matinée et d’après-midi, catégories élevées sur la plage
méridienne.

  Figure 2: (a) Production PV agrégée horaires (b) Distributions marginales horaires

Tentons de répondre aux deux questions suivantes : ”y a-t-il des productions PV horaires
anormales le 3 janvier 2011 ?” ; ”globalement la production PV de cette même journée est-elle

anormale ?”. Par exemple, la valeur observée de s(obs)j,13 = 0, 0092 et le seuil associé F−1
13 (0, 1)

cela correspond à une p-valeur=0,045. Par conséquent, la production PV du 3 janvier 2011 à
13h00 est anormale, pour α = 0, 05 fixé (cf. étape (vii)). Les figures 3(a) et 3(b) affichent les
productions PV sur lesquelles les anomalies sont représentées en rouge. La figure 3(a) correspond
aux anomalies horaires sur laquelle nous pouvons en distinguer un bon nombre, les 3, 21, 28, 29
et 30 janvier, et quelques unes parsemées à d’autres dates, alors que sur la figure 3(b) relative
aux anomalies journalières calculées à l’aide de la statistique (6) pour la médiane, seuls les 3,
28, 29 et 30 janvier apparaissent. Elles correspondent respectivement à des p-valeurs égales à
0,0391 ; 0,0018 ; 0,0001 ; 0,0018.
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Figure 3: (a) Production PV anomalies horaires (b) Production PV anomalies journalières

4 Apports, applications et voies futures

La méthode de détection d’anomalies dans des séries temporelles régulières proposée est fondée
sur une approche non paramétrique. Elle comporte une étape de simplification de la série
au moyen d’un découpage des données afin d’obtenir des valeurs discrètes pour des intervalles
de temps donnés (par exemple, horaires), puis une distribution pour chacun de ceux-ci est
calculée. L’étape suivante consiste à construire une procédure de test pour décider si une ou ou
plusieurs valeurs sont anormales. Pour cela, des statistiques de test sont introduites avec leurs
distributions empiriques sous H0 et le statut d”anormalité est décidé au moyen d’un seuil issu de
la fonction de répartition empirique sous H0 pour un niveau de risque α fixé. Cette méthode a
été utilisée en offline dans le cadre de reconstitution de productions PV et a fourni des résultats
très prometteurs. Les voies futures sont tout d’abord de comparer l’approche proposée à d’autres
méthodes, telles que l’algorithme LSTM (Long-Short Term Memory), ou encore des tests non
paramétriques fondées sur des approches bayesiennes, comme par exemple le modèle ”Bernoulli
Detector”, ou encore des réseaux bayesiens munis de graphes de dépendance entre signaux. La
seconde voie future sera d’étendre cette approche pour des stratégies online.
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Résumé. Abstract. Les réseaux physiques de distribution tels que les réseaux d’eau
potable, les réseaux d’assainissement, les réseaux électriques ou de télécommunication,
sont des éléments des agglomération modernes (smart cities) et l’optimisation de leur
maintenance dans des budgets mâıtrisés est un sujet sensible. A l’aide des données stockés
dans un GIS qui localisent l’ensemble des unités, et de données structurelles, ainsi que
d’un historique des interventions, nous proposons une méthodologie d’optimisation des
chantiers de renouvellement basés sur l’analyse du graphe du réseau par un algorithme
de recherche (avec contraintes) de sous-graphes. Le résultat est une hiérarchie ordonnées
de sous-graphes connectés qui peuvent directement être proposés au service de gestion
patrimoniale. Le critère optimisé repose sur une agrégation spatiale d’indices de criticité,
de fiabilité, de faisabilité, qui sont mesurables ou prédictibles au niveau de l’unité basique.
Une application sur le réseau d’assainissement de la métropole de Bordeaux illustre la
méthode.

Mots-clés. graphes, algorithme BFS, optimisation du renouvellement, réseaux d’eau

Abstract. Physical networks, such that potable water distribution networks, sewer-
age networks, electric networks made of power lines and transformers, telecommunication
networks, are fundamental constituents of a complex urban monitored and optimized
infrastructure. All these systems share the property of being computerized in a GIS
(Geographic Information System). This paper proposes a methodology to provide opti-
mized allocation of preventive maintenance budget for renewal worksites. Each potential
worksite constitutes a geographical area that contains some units to renew. Each unit
is identified by its localization, the indexes of units with which it is connected and some
covariates, such that (for our example of a wastewater network) length, material, age, risk
priority number, criticality index, probability to fail, etc.. . With the theory of graph,
it is possible to construct a search algorithm that provided ranked potential worksites to
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investigate. A real application on the sewerage network of Bordeaux city is provided to
demonstrate the feasibility.

1 Introduction

Les réseaux physiques de distribution tels que les réseaux d’eau potable, les réseaux
d’assainissement, les réseaux électriques ou de télécommunication, sont des éléments struc-
turants des agglomération modernes (smart cities) et l’optimisation de leur maintenance
dans des budgets mâıtrisés et en minimisant l’impact sur la ville est un sujet sensible.
La plupart de ces réseaux partagent la propriété d’être numérisés dans un SIG (système
d’information géographique) et sont le plus souvent enterrés. Le renouvellement préventif
(remplacement par une unité neuve identique) est alors la principale opération de main-
tenance des unités dégradés (avant la défaillance). Dans ce cas, choisir quand et ou inter-
venir est un enjeu crucial. Un autre aspect concerne la réglementation qui peut imposer
certaines phases de la politique de maintenance préventive, conduisant à des problèmes
d’optimisation mono ou multi-objectifs. Un de ces critères est la gêne occasionnée par les
chantiers. Ceux-ci doivent dons inclure un ensemble d’unités voisines géographiquement,
à changer aussi rapidement que possible, et, dans notre exemple d’application, dans une
même rue.

Pour modéliser ce problème d’optimisation de maintenance, nous proposons d’utiliser
la théorie des graphes, et un algorithme de recherche de sous-graphes adaptés à nos
contraintes.

On considère un graphe G(V,E) constitués deNE arrêtes etNV noeuds. Le graphe non
dirigé est valué sur les arrêtes, c’est à dire que chaque arrête e ∈ E constitue également
un individu d’un jeu de données sur lequel p variables statistiques sont observées. Pour
plus de détails sur les notations, on peut se référer à (Kolaczyck, 2009)

Vis à vis de notre cadre d’optimisation de la maintenance, et pour l’application visée
on peut envisager disposer des variables suivantes observées sur les arrêtes du graphe : (i)
des variables structurelles : longueur, diamètre, matériau, age de pose; (ii) des variables
de fiabilité : indice de criticité, indice de probabilité de défaillance, . . . ; (iii) des variables
géographiques : rue, commune, . . .

On note G l’ensemble de tous les sous-graphes connectés de G. Un sous-graphe g ∈
G qui contient un ensemble d’arêtes e ∈ Vg, g ∈ G peut donc représenter une zone
géographique sur laquelle opérer un chantier de renouvellement.

2 Notation et description de l’algorithme

Un algorithme de parcours de graphe a été utilisé pour définir toutes les combinaisons de
chaines simples µ(u, v) représentant des ensembles d’unités adjacentes et maximisant un
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Figure 1: Un graphe planaire G = (V,E) avec l’ensemble des sommets V =
{1, 2, 3, 4, 5, 6, 7, 8, 9} et l’ensemble des arêtes E = {e1 = (1, 2), e2 = (2, 3), e3 = (2, 4), e4 =
(4, 5), e5 = (3, 5), e6 = (5, 6), e7 = (6, 7), e8 = (3, 7), e9 = (7, 8)}

critère de priorité. Ces châınes simples constituent ainsi des sous-graphes g ∈ G.
Un parcours en largeur (ou BFS, pour Breath-First Search en anglais) est utilisé pour

déterminer toutes les châınes simples de chacun des sous graphes. Soit g ∈ G un sous-
graphe de G donné, on peut alors obtenir n châınes simples µn(u, v), ∀u, v ∈ Vi, u #= v.
Etant dans un graphe pondéré on s’intéresse ici aux poids des châınes constituées pour
déterminer si celles-ci sont valides.

Les contraintes sont vérifiées durant le parcours en largeur du graphe et nous permet de
déterminer toutes les châınes simples représentant alors toutes les combinaisons d’arêtes
adjacentes respectant les contraintes qualitatives ou quantitatives. Il est alors possible
dans chaque sous-graphe de hiérarchiser les châınes simples selon un critère qualitatif et
ainsi déterminer la chaine simple qui maximise un critère reflétant l’objectif.

3 Application au réseau d’assainissement

La méthodologie a été appliquée pour construire un outil de recherche et d’optimisation
de chantiers de renouvellement d’un réseau d’assainissement. Le module présenté est
appliqué sur un réseau de graphe représentant le réseau d’assainissement de la Métropole
Bordelaise.

Le réseau G(V,E) est composé de NV = 217229 nœuds et NE = 215095 arêtes. Les
arêtes représentent les canalisations du réseau d’assainissement et les nœuds tous les acces-
soires pouvant connecter deux canalisations entre elles, par exemple des regards. Chaque
arête E ∈ G(E, V ) dispose donc de caractéristiques structurelles ou opérationnelles per-
mettant de décrire les règles métiers utilisées lors de la constitution de chantiers de re-
nouvellement, par exemple : (i) adresse du chantier : les travaux de renouvellement
nécessitant de bloquer la voirie, ils doivent être situés dans la même rue afin de minimiser
l’impact sur le réseau routier; (ii) longueur du chantier : la longueur maximale lmax d’un
chantier de renouvellement est fixée; (iii) coût maximal du chantier : chaque chantier
ne peut dépasser un certain montant fixé Cmax par la direction de l’Eau en fonction de
différents critères économiques.
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On considère G l’ensemble des sous-graphes respectant la contrainte spatiale d’appartenance
à la même rue. Pour chacun de ces sous-graphes l’algorithme BFS est utilisé pour obtenir
toutes les châınes simples respectant les contraintes de coût et longueur. Dans le cas du
réseau de la métropole de Bordeaux, 1 880 037 châınes valides sont obtenus respectant
ces contraintes.

Afin de réduire le champs des possibles et orienter la sélection sur les chantiers les plus
prioritaires, un premier critère intra-rue est calculé pour chacune des châınes.

Cintra =
n∑

i=1

SPi × li (1)

avec SPi la note issue de PREVOIR R©1 qui traduit le niveau d’urgence de renouvellement
de la canalisation i, li la longueur de la canalisation i et n le nombre de canalisations dans
la châıne simple. Pour chacun des sous-graphes, la châıne simple disposant du critère
intra-rue le plus élevé est sélectionnée et toutes les autres châınes disposant d’arêtes en
commun sont supprimées de la liste. On répète l’opération pour les châınes restantes
jusqu’à ce que toutes les arêtes appartiennent à une châıne.

On dispose alors de 42056 châınes représentant l’ensemble des chantiers qu’il est pos-
sible d’effectuer sur l’ensemble du réseau de la métropole Bordelaise.

Afin de hiérarchiser les 42 056 chantiers obtenues nous avons défini un critère inter-rue.
Ce critère a pour objectif de mettre en avant les chantiers les plus à risque en normalisant
le critère intra-rue par la longueur cumulée du chantier constitué. Cela permet d’éviter
l’effet d’échelle et d’accorder la priorité seulement aux chantiers les plus longs. Le critère
inter-rue est défini comme suit pour chacune des châınes retenues précédemment :

Cinter =
Cintra(j)

Lj
(2)

avec Lj la longueur cumulée du chantier j.
C’est à partir de ce score que l’on hiérarchise la totalité des chantiers obtenus. Le

Tableau ?? présente les 10 chantiers les plus prioritaires au sens du critère inter-rue.

L’ensemble des calculs ont été réalisés sur R à l’aide de la bibliothèque igraph. Les
recherches de châınes simples ont été parallélisées sur chaque sous-graphe représentant
l’ensemble des canalisations appartenant à la même rue afin de réduire les temps de
calcul. Le code s’exécute en environ 5 heures pour le graphe de la métropole de bordeaux
sur un serveur AWS disposant de 64 coeurs et 244Gb de mémoire vive.

L’algorithme fournit ainsi au gestionnaire du réseau une liste hiérarchisée des chantiers
prioritaires.

1PREVOIR R© est un outil opérationnel de SUEZ basé sur un modèle d’analyse de survie multi-états
pour la prédiction des défaillances de canalisation
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Rang Nb canalisation Longueur (m) Coût Critère intra Critère inter
Score Priorité

min moy max
1 2 14.88 48 657 26.06 1.75 1.75 1.75 1.75
2 8 276.74 484 362 444.71 1.61 0 1.38 1.75
3 2 2.62 2 213 4.16 1.59 1.59 1.59 1.59
5 2 13.24 28 095 20.62 1.56 1.56 1.56 1.56
5 3 105.18 155 663 163.82 1.56 1.56 1.56 1.56
5 2 62.25 120 080 96.96 1.56 1.56 1.56 1.56
7 4 61.7 90 231 93.81 1.52 0 1.05 1.58
8 4 126.23 435 745 187.72 1.49 1.24 1.47 1.62
9 2 14.08 12 348 20.83 1.48 1.48 1.48 1.48
10 2 132.73 458 183 194.89 1.47 1.47 1.47 1.47

Table 1: Les 10 chantiers prioritaires obtenus à l’aide de l’algorithme

Figure 2: Scores aggrégés de priorité des 42056 chantiers éligibles
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Résumé. De nos jours, les enquêtes par sondage font face à l’émergence de jeux de
données complexes et de très grandes tailles. Ce type de nouvelles bases de données soulève
de nouveaux défis et l’estimation de paramètres d’intérêt tels que le total, le ratio ou les
quantiles basés sur des modèles paramétriques traditionnels peuvent s’avérer inefficaces.
Dans ce travail, nous proposons une nouvelle classe d’estimateurs assistés par un modèle
et basé sur des forêts aléatoires pour l’estimation du total d’une variable d’intérêt. Sous
certaines conditions de régularité sur la variable d’intérêt, la structure des forêts et le
plan de sondage, l’estimateur proposé est asymptotiquement sans biais et convergent
pour l’estimation d’un total. Un estimateur convergent de la variance est suggéré et
la distribution asymptotique de l’estimateur assisté par des forêts aléatoires est obtenue
également permettant ainsi la construction des intervalles de confiance asymptotiques.
Les simulations effectuées suggèrent que l’estimateur proposé est généralement efficace et
meilleur que les estimateurs basés sur des modèles paramétriques dans le cas de relations
complexes et en présence d’un très grand nombre de variables auxiliaires.

Mots-clés. Théorie des sondages, apprentissage statistique, forêts aléatoires, estima-
tion assisté par un modèle, estimation de la variance.

Abstract. Nowadays, surveys face more and more complex data sets with a large
number of variables. These new data raise many challenges and traditional parametric
methods of estimation of interest parameters such as totals, ratios or quantiles may prove
inefficient. In this work, we propose a new class of model-assisted estimators based on
random forests. Under certain regularity conditions on the study variable, the random
forest as well as the sampling design, the proposed model-assisted estimator is shown
to be asymptotically design unbiased and consistent for the population total. A consis-
tent variance estimator is proposed and the asymptotic distribution of the random-forest
model-assisted estimator is obtained allowing to build confidence intervals. Simulations
illustrate that the proposed estimator is efficient and can outperform state-of-the-art es-
timators, especially in complex and high-dimensional settings.
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Keywords. Survey sampling, statistical learning, random forests, model-assisted
estimation, variance estimation.

1 Introduction

Avec le développement de procédés automatiques d’acquisition de données à des échelles
très fines (smart meters, objets connectés, ...), il n’est maintenant plus inhabituel de
disposer de très grandes bases de données. Cette information auxiliaire très riche peut
être alors utilisée pour améliorer l’estimation de type Horvitz-Thompson de paramètres
d’intérêt (totaux, ratios, ...) en utilisant l’approche assistée par un modèle (”model-
assisted”) proposée par Särndal et al. (1992). La plupart des estimateurs de type ”model-
assisted” proposés dans la littérature sont basés sur un modèle paramétrique linéaire.
Plus récemment, des estimateurs assistés par des modèles nonparamétriques (polynômes
locaux, splines) ont été proposés en théorie des sondages mais ces estimateurs ont une effi-
cacité réduite lorsque le nombre de variables explicatives est grand, phénomène connu sous
le nom du ”fléau de la dimension”. Certains modèles d’apprentissage statistique récents,
tels que les forêts aléatoires, (Breiman, 2001) se sont montrés très efficaces en présence
de données massives. De plus, les forêts aléatoires sont capables d’utiliser efficacement
à la fois variables auxiliaires qualitatives mais aussi quantitatives, ce qui est fréquent en
statistique officielle, et ce sans avoir à spécifier à l’avance la forme des interactions. D’une
manière générale, une forêt aléatoire est une méthode de prédiction nonparamétrique,
appelée également d’ensemble, qui est basée sur une large collection d’arbres différents
créés de façon aléatoire à partir des données et qui sont combinés ensuite pour obtenir
une prédiction meilleure que celle obtenue avec un seul arbre.

Nous proposons dans ce travail une nouvelle classe d’estimateurs assistés par un modèle
nonparamétrique et basé sur des forêts aléatoires pour l’estimation du total d’une variable
d’intérêt. Nous décrivons dans la section 2 l’algorithme des forêts aléatoires considéré,
puis construisons la nouvelle classe d’estimateurs assistés par des forêts aléatoires. La
section 3 donne les propriétés asymptotiques de la nouvelle classe ainsi construite.

2 Estimation d’un total par assisté par des forêts
aléatoires

Considérons une population finie U = {1, ..., k, ..., N} de taille N . Nous nous intéressons à
l’estimation du total de la variable d’intérêt Y au niveau de la population, ty =

∑
k∈U yk.

Nous sélectionnons dans U un échantillon S, de taille n, avec un plan de sondage P(S).
Les probabilités d’inclusion du premier et second ordre sont définies par πk = Pr(k ∈ S)
et πkl = Pr(k, l ∈ S), respectivement. On suppose que πk > 0 et πkl > 0 pour tous les
éléments de la population. Nous disposons de p variables auxiliaires X1, X2, ..., Xp et nous
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supposons que le vecteur xk = (xk1, xk2, . . . , xkp)" d’information auxiliaire est disponible
pour chaque élément k de la population. On considère que la relation entre la variable
d’intérêt et les variables auxiliaires est modélisée par le modèle de superpopulation suivant:

ξ : E [yk | Xk = xk] = m(xk), k ∈ U,

où m(·) est une fonction inconnue. Nous proposons d’estimer le total ty par un esti-
mateur assisté par le modèle non-paramétrique ξ avec m estimé par des forêts aléatoires
construites sur l’échantillon. Nous allons présenter d’abord les arbres et les forêts alátoires
proposés dans un contexte de population infinie et adaptons ensuite leur construction au
cadre de sondage.

2.1 Arbres de régression et forêts aléatoires

L’algorithme original de forêt aléatoire utilise l’algorithme CART (Breiman et al., 1984),
un algorithme définissant une partition de l’espace des prédicteurs construit par des splits
binaires successifs. Cet algorithme cherche la variable et la position de split pour lesquelles
la différence de variance empirique dans la node avant, et après que le split ne soit réalisé,
est maximisée. Plus formellement, dénotons par A la node de cardinalité #(A) considérée
pour le prochain split et CA l’ensemble des splits possibles dans la node A. La procédure
de split est exécutée en cherchant le meilleur split, c’est-à-dire le split optimal (j∗, z∗)
pour lequel le critère CART de population suivant est maximisé:

LN(j, z) =
1

#(A)

∑

k∈U

1xk∈A

{
(yk − ȳA)

2 −
(
yk − ȳAL1xkj<z − ȳAR1xkj≥z

)2}
, (1)

où AL = {k ∈ A; xjk < z}, AR = {k ∈ A; xjk ! z} et ȳA est la moyenne des mesures yk
pour lesquelles les individus k appartiennent à la node A. La procédure de split continue
jusqu’à ce qu’un split supplémentaire induirait la création d’une node contenant moins
d’éléments qu’un nombre prédéterminé N0. La prédiction d’un modèle de forêt aléatoire
à un point xk est donnée par

m̃N,tree(xk) =
∑

!∈U

1AN (xk) (x!) y!
NN(xk)

, (2)

où NN(xk) =
∑

!∈U 1AN (xk)(x!) dénote la cardinalité de AN(xk), la node contenant le
point xk.

Considérons désormais une suite {θ(U)
b }Bb=1 de variables aléatoires (v.a.) indépendantes

et identiquement distribuées (i.i.d.) et indépendante de DN = {xk, yk}k∈U ; celles-ci seront
utilisées pour modéliser la partie aléatoire dans l’algorithme suivant. Premièrement,
l’algorithme sélectionne B échantillons bootstrap, dénotés {DN(θ

(U)
b )}Bb=1, sans remplace-

ment depuis DN selon les v.a. {θ(U)
b }Bb=1; chaque échantillon contient AN couples de la
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forme (xk, yk). Deuxièmement, l’algorithme estime un arbre de régression sur chaque
échantillon bootstrap. Dans le contexte de forêts aléatoires, la recherche des splits opti-
maux à l’aide du critère (1) est réalisée en considérant seulement un sous-ensemble des
p prédicteurs initialement disponibles. Ce sous-ensemble est sélectionné aléatoirement
par le mécanisme aléatoire engendré par {θ(U)

b }Bb=1, et peut varier au sein du même arbre
d’un split à un autre. Ainsi, les B arbres de régressions définissent chacun des partitions
de Rp potentiellement différentes. Considérons maintenant {m̃(1)

tree(·, θ
(U)
b )}Bb=1 une suite

de B arbres de régression randomisés comme décrit ci-dessus. La prédiction d’une forêt
aléatoire au point xk est définie par l’expression suivante

m̃N,rf (xk) =
1

B

B∑

b=1

m̃(b)
N,tree(xk, θ

(U)
b ). (3)

2.2 Estimation d’un total assisté par forêts aléatoires

En utilisant m̃N,rf , l’estimation de m sur la population, le total ty peut être estimé par
l’estimateur par différence généralisée:

t̂pgd =
∑

k∈U

m̃N,rf (xk) +
∑

k∈S

yk − m̃N,rf (xk)

πk
. (4)

Il est toutefois important de noter que l’estimateur t̂pgd est inutilisable en pratique car le
critère (1) dépend d’observations non sélectionnées dans l’échantillon et m̃N,rf est inconnu.

Pour pallier ce problème, nous proposons de déterminer des partitions P̂S = {P̂ (b)
S }Bb=1 en

utilisant un critère similaire au critère (1) précédent, mais en considérant une restriction
aux données Dn = {(xk, yk)}k∈S. À partir de ces partitions, P̂S, nous obtenons une
estimation de m au niveau de l’échantillon donnée par

m̂rf (xk) =
∑

!∈S

Ŵn!(xk)y!
π!

, k ∈ U (5)

où

Ŵn!(xk) =
1

B

B∑

b=1

ψ(b,S)
! 1

An

(
xk,θ

(S)
b

) (x!)

N̂n(xk, θ
(S)
b )

, % ∈ S, (6)

avec N̂n(xk, θ
(S)
b ) =

∑
!∈S π

−1
! ψ(b,S)

! 1
An

(
xk,θ

(S)
b

) (x!) et {θ(S)b }Bb=1 défini de manière similaire

à {θ(U)
b }Bb=1 et indépendant de S. La variable aléatoire ψ(b,S)

! indique l’appartenance de
l’individu % dans le sous-échantillon utilisé pour la construction de l’arbre b. Ainsi, en
remplaçant m̃N,rf (·) avec m̂rf (·) dans (4), nous obtenons l’estimateur de ty assisté par
une forêt aléatoire:

t̂rf =
∑

k∈U

m̂rf (xk) +
∑

k∈S

yk − m̂rf (xk)

πk
. (7)
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L’estimateur t̂rf peut être vu comme un estimateur ”bagging” dans le sens où t̂rf =

(1/B)
∑B

b=1 t̂
(b)
tree, où t̂(b)tree dénote l’estimateur de ty assisté par le b-ème arbre de régression

et basé sur l’estimation m̃(b)
tree(·, θ

(S)
b ) de m. On peut montrer (Dagdoug et al., 2020) que

t̂rf peut s’écrire comme une somme pondérée de {yk}k∈S, c’est-à-dire, t̂rf =
∑

k∈S wksyk.
En outre, si la forêt aléatoire sur laquelle l’estimateur en question est construit n’utilise
pas de mécanisme de rééchantillonage, t̂rf peut aussi s’écrire sous forme de projection,
i.e. t̂rf =

∑
k∈U m̂rf (xk). En pratique, les organismes nationaux de références (e.g. Insee,

...) effectuent généralement des sondages ayant pour objectif l’estimation de paramètres
concernant plusieurs variables d’intérêts. Il est donc important de noter que les poids
{wks}k∈S dépendent à la fois de S, de {yk}k∈S et de {xk}k∈U , ce qui n’est généralement
pas le cas pour les estimateurs assistés par un modèle linéaire. Ceci implique donc que
ces poids sont particulièrement adaptés à la variable qui a permis de construire la forêt,
et non à une situation dans laquelle il serait requis d’estimer des paramètres en relation
avec plusieurs variables d’intérêts. Une procédure de calibration par forêt aléatoire a été
proposée dans Dagdoug et al. (2020) pour pouvoir répondre à cette problématique.

3 Propriétés asymptotiques

Pour obtenir les propriétés asymptotiques, nous supposons le cadre asymptotique de
Isaki and Fuller (1982). Considérons pour cela une suite emboitée infinie de popula-
tions {Uv}v→∞ de tailles Nv → ∞ et d’échantillons Sv ⊂ Uv de taille nv → ∞. Les
résultats que nous décrivons dans la suite requièrent certaines hypothèses de régularité
concernant le plan de sondage ainsi que la variable Y et l’algorithme de forêt sur lequel
l’estimateur est construit, voir Dagdoug et al. (2020) pour plus de précisions. La plupart
de ces hypothèses sont communément utilisées dans la littérature et vérifiées en pratique,
voir par exemple Breidt and Opsomer (2000) et McConville and Toth (2019) pour plus
de détails.

Proposition 3.1. Il existe des constantes C1 > 0 et C2 > 0 telles que:

Ep

∣∣∣∣
1

Nv

(
t̂rf − ty

) ∣∣∣∣ "
C1√
Nv

+
C2

n0v
, ξ presque sûrement (p.s.), (8)

où Ep représente l’espérance sous le plan de sondage.

L’équivalence suivante permet de guider notre suggestion au regard de l’estimateur de
variance et de déterminer la distribution asymptotique de t̂rf .

Proposition 3.2. L’estimateur t̂rf est équivalent à l’estimateur par différence généralisée
t̂pgd: √

nv

Nv

(
t̂rf − ty

)
=

√
nv

Nv

(
t̂pgd − ty

)
+ oP(1).
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Ce résultat nous permet de déduire la variance asymptotique de t̂rf :

AVp

(
1

Nv
t̂rf

)
=

1

N2
v

∑

k∈Uv

∑

!∈Uv

(πkl − πkπ!)
yk − m̃N,rf (xk)

πk

y! − m̃N,rf (x!)

π!
. (9)

En pratique, cette variance ne peut pas être calculée et nous proposons donc de l’estimer
par

V̂rf

(
1

Nv
t̂rf

)
=

1

N2
v

∑

k∈Uv

∑

!∈Uv

IkI!
πk! − πkπ!

πk!

yk − m̂rf (xk)

πk

y! − m̂rf (x!)

π!
. (10)

Proposition 3.3. L’estimateur de variance V̂rf (t̂rf ) est convergent pour AVp

(
t̂rf

)
, c’est-

à-dire,

lim
v→∞

Ep

(
nv

N2
v

∣∣∣∣V̂rf (t̂rf )− AVp(t̂rf )

∣∣∣∣

)
= 0.

Afin de pouvoir déterminer des intervalles de confiances asymptotiques, il est nécessaire
de déterminer la distribution asymptotique de l’estimateur proposé qui est obtenue sous
l’hypothèse supplémentaire que l’estimateur par différence généralisée t̂pgd suit une distri-
bution normale.

Pour comparer les performances de t̂rf avec d’autres estimateurs fréquemment utilisés,
nous avons effectué des simulations. Celles-ci illustrent les bonnes performances de t̂rf
ainsi que de son estimateur de variance, y compris dans des situations particulièrement
difficiles (grande dimension, faible taille d’échantillon, modèle non linéaire...).
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Résumé. Les extremiles de régression sont une version L2 des quantiles de régression.
Ils sont caractérisés par des espérances plutôt que des probabilités, et s’interprètent en tant
que moyennes de minima et maxima. Ils définissent des mesures de risque cohérentes, addi-
tives comonotones, et sont des mesures de risque spectrales. On étudie ici la régression ex-
tremile en présence de covariables aléatoires. On utilise une méthode des moindres carrés
localement linéaire pour l’estimation des extremiles conditionnels. On étend également
l’estimation dans la queue de la distribution conditionnelle, supposée à queue lourde. On
étudie l’asymptotique des estimateurs et leur comportement sur données réelles.

Mots-clés. Extrêmes, extremiles de régression, indice de queue, loi à queue lourde,
moindres carrés asymétriques, quantiles de régression

Abstract. Regression extremiles define a least squares analogue of regression quan-
tiles. They are determined by weighted expectations rather than tail probabilities. Of
special interest is their intuitive meaning in terms of expected minima and maxima. In
addition, they define coherent and comonotonically additive risk measures, and belong to
the family of spectral risk measures. We study here extremile regression in the presence of
random covariates. We rely on local linear (least squares) check function minimization for
estimating conditional extremiles and deriving the asymptotic normality of their estima-
tors. We also extend extremile regression far into the tails of heavy-tailed distributions.
Extrapolated estimators are constructed and their asymptotic theory is developed. Some
applications to real data are provided.

Keywords. Asymmetric least squares, Extremes, Heavy tails, Regression extremiles,
Regression quantiles, Tail index

The related paper has been accepted for publication in Journal of the American Sta-
tistical Association.

1 Introduction

A basic tool in different scientific fields for analyzing the impact of a set of regressors
X on the distribution of a response Y is quantile regression. A disadvantage of quantile
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regression is that quantiles only use the information on whether an observation is below or
above some specific value. However, in a financial risk management context for example,
not taking into account the effective magnitude of high values of losses, might not be
wise. Conditional expectiles (Newey and Powell [6]) deal with this drawback, and lead to
coherent and more realistic risk measures as compared to quantile-based risk measures,
as evidenced by [1] and [4], among others. An inconvenience of expectiles is their lack of
transparent interpretation, due to the absence of a closed form expression. The absence
of an explicit expression makes the treatment of expectiles a hard mathematical problem
from the perspective of extreme value theory, for instance when it comes to estimating
tail risk (Daouia et al. [4]).

Very recently, Daouia et al. [3] considered an alternative class to expectiles, called
extremiles, which defines a new least squares analogue of quantiles. A starting point for
the introduction of this class was that the unconditional τth quantile of Y , with continuous
cumulative distribution function F , can alternatively be obtained from

qτ P argmin
θPR

E tJτ pF pY qq ¨ r|Y ´ θ| ´ |Y |su , (1)

where Jτ p¨q “ K 1
τ p¨q, with

Kτ ptq “
"

1 ´ p1 ´ tqspτq if 0 ă τ ď 1{2
trpτq if 1{2 ď τ ă 1

(2)

being a distribution function with support r0, 1s, and rpτq “ sp1 ´ τq “ logp1{2q{ logpτq.
See Section 2.1 in [3]. The unconditional extremile of order τ is then defined by substi-
tuting the absolute deviations with squared deviations, i.e.

ξτ “ argmin
θPR

E
!
Jτ pF pY qq ¨

“
|Y ´ θ|2 ´ |Y |2

‰(
. (3)

Unlike expectiles, extremiles can be motivated via several angles and enjoy various inter-
pretations and closed form expressions. For an overview on this issue, and the specific
merits related to these interpretations and explicit expressions, see Daouia et al. [3]. In the
presence of covariates, one can define conditional extremiles by considering a conditional
version of (3). We pursue such an extremile regression, in a general setting.

2 Class of regression extremiles

Let X P Rd and Y P R be two random variables. Denote by F p¨|xq the cumulative
distribution function of Y given X “ x and by qτ pxq “ F´1pτ |xq “ infty P R|F py|xq ě τu
the related conditional quantile of order τ P p0, 1q. For ease of presentation, we assume
throughout that F p¨|xq is continuous. The order-τ extremile of this distribution function,
as introduced in (3), defines the regression τth extremile of Y given X “ x.
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Definition 1 Let Y given X “ x have a finite absolute first moment. Then, for any
τ P p0, 1q, the conditional order-τ extremile of Y given X “ x is

ξτ pxq “ argmin
θPR

E
!
Jτ pF pY |Xqq ¨ r|Y ´ θ|2 ´ |Y |2s|X “ x

(
. (4)

Particularly useful is to look at ξτ pxq as the following probability-weighted moment,
expected maximum or expected minimum.

Proposition 1 Let Y given X “ x have a finite absolute first moment. Then, for any
τ P p0, 1q, we have the following equivalent closed form expressions:

ξτ pxq “ E rY Jτ pF pY |Xqq |X “ xs “
ż 1

0

Jτ ptq qtpxq dt “
ż 1

0

qtpxq dKτ ptq,

and ξτ pxq “
"

E rmax pY 1
x , . . . , Y

r
x qs when τ “ p1{2q1{r with r P Nzt0u,

E rmin pY 1
x , . . . , Y

s
x qs when τ “ 1 ´ p1{2q1{s with s P Nzt0u,

for independent observations Y i
x drawn from the conditional distribution of Y given X “ x.

3 Estimation method

Our approach is a local linear estimation based on the definition (4) which is of particu-
lar relevance when considering flexible regression specifications such as local polynomial
approximations. We restrict our analysis to one-dimensional covariates X.

For a generic estimator pF p¨|xq of F p¨|xq, the local linear check function minimization
solves the weighted least squares problem

argmin
pα,βqPR2

nÿ

i“1

Jτ
´

pF pYi|xq
¯

tYi ´ α ´ βpx ´ Xiqu2 L
ˆ
x ´ Xi

hn

˙
(5)

to get the estimators qα “ qξLL,τ pxq and qβ “ qξ1
LL,τ pxq of ξτ pxq and ξ1

τ pxq, respectively, where
Lp¨q is a kernel function and hn ą 0 a bandwidth sequence. Standard weighted least
squares theory leads to the following explicit solution

ˆ
qα
qβ

˙
“

´
XT

LLW pF ,LXLL

¯´1

XT
LLW pF ,LY,

where Y is the column vector of dimension n containing all Yi, i “ 1, . . . , n, and XLL is
the usual design matrix of the local linear fitting technique, i.e. the n ˆ 2 matrix with a
vector of 1’s as a first column, and where the second column consists of the values x´Xi,
i “ 1, . . . , n. Furthermore, the weight matrix in the weighted least squares problem is

W pF ,L “ diag

ˆ
Jτ

´
pF pYi|xq

¯
L

ˆ
x ´ Xi

hn

˙˙

i“1,...,n

.
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Clearly, the asymptotic behavior of pF p¨|xq will be crucial to the analysis of the asymp-
totic and finite-sample behavior of qξLL,τ pxq. One may show that, when pF p¨|xq has the

typical rate of convergence n2{5, the estimator qξLL,τ pxq is asymptotically normal when
estimating noncentral regression extremiles, namely, with τ P p0, 1 ´ 1{

?
2s Y r1{

?
2, 1q.

This should not be viewed as a restriction in practice. Indeed, by Proposition 1, regres-
sion extremiles in the right tail (τ ě 1{2) are most easily interpreted when the power

rpτq “ logp1{2q{ logpτq in (2) is an integer, since then ξτ pxq “ E
”
max

´
Y 1
x , . . . , Y

rpτq
x

¯ı
,

for independent observations Y i
x drawn from the conditional distribution of Y givenX “ x.

In this case, the condition τ P r1{
?
2, 1q is equivalent to rpτq ě 2, and hence all expected

maxima and corresponding extremiles are covered by this condition, except for the condi-
tional expectation ξ1{2pxq “ EpY |X “ xq whose estimation obviously does not require ex-
tremile regression. Likewise, regression extremiles in the left tail (τ ď 1{2) are interpreted
as ξτ pxq “ E

”
min

´
Y 1
x , . . . , Y

rp1´τq
x

¯ı
when rp1 ´ τq P Nzt0u. In this case, the condition

τ P p0, 1 ´ 1{
?
2s is equivalent to rp1 ´ τq ě 2, and so apart from ξ1{2pxq “ EpY |X “ xq,

all expected minima and corresponding extremiles are covered by this condition.

4 Extremal regression

In this section, we focus on extremal regression of a response variable Y P R given a vector
of covariates X P Rd. This translates into considering the order τ “ τ 1

n Ñ 1 or τ 1
n Ñ 0 as

the sample size n goes to infinity. To ease the presentation, we restrict our extreme-value
analysis to the case τ Ñ 1. Similar considerations evidently apply to the left tail τ Ñ 0.

4.1 Model assumption

We assume for the sake of simplicity that the response Y given X “ x is positive and
EpY |X “ xq ă 8. We focus on the challenging domain of attraction of heavy-tailed
conditional distributions that better describe the tail structure and sparseness of the data
in most applications in financial and natural sciences [2, 5, 8]. More precisely, we assume
that the conditional tail quantile function t ÞÑ q1´t´1pxq is second-order regularly varying:

(E) @y ą 0, lim
tÑ8

1

Apt|xq

ˆ
q1´ptyq´1pxq
q1´t´1pxq ´ yγpxq

˙
“ yγpxqy

ρpxq ´ 1

ρpxq
for some parameters 0 ă γpxq ă 1, ρpxq ď 0 and an auxiliary function Ap¨|xq having
constant sign, with Apt|xq Ñ 0 as t Ñ 8. We use throughout the convention that
pyb ´1q{b “ log y for b “ 0, so that the right-hand side reads yγpxq log y if the second-order
parameter ρpxq is zero. The index γpxq ą 0 tunes the tail heaviness of the conditional
distribution of Y given X “ x, with higher positive values indicating heavier conditional
tails. The assumption γpxq ă 1 is tailored to our requirement that EpY |X “ xq ă 8.
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4.2 Estimation procedure and main results

Here we consider the estimation of ξτ pxq when τ “ τ 1
n Ò 1 at an arbitrary rate as n Ñ

8. Under assumption (E), we have by Proposition 3 of [3], applied to the conditional
distribution of Y given X “ x, that ξτ 1

n
pxq „ qτ 1

n
pxqG pγpxqq as n Ñ 8, where Gpsq :“

Γp1 ´ sqtlog 2us and Γ is the Gamma function. This motivates the estimator

pξ‹
τ 1
n
pxq :“ pq‹

τ 1
n
pxqG ppγpxqq (6)

obtained by substituting in suitable estimators pq‹
τ 1
n
pxq of qτ 1

n
pxq and pγpxq of γpxq. Non-

parametric local estimates of the tail quantities qτ 1
n
pxq and γpxq have been proposed in

the last decade by [2, 5, 8], among others. Prominent among these contributions is the
Weissman quantile-type estimator

pq‹
τ 1
n
pxq ” pq‹

τ 1
n,τn

pxq :“
ˆ
1 ´ τ 1

n

1 ´ τn

˙´pγpxq
pqτnpxq, (7)

where pγpxq and pqτnpxq are consistent estimators of γpxq and qτnpxq, with τn ă τ 1
n being a

tuning sequence to be selected jointly with hn. Combining (6) and (7), we arrive at

pξ‹
τ 1
n
pxq ” pξ‹

τ 1
n,τn

pxq “
ˆ
1 ´ τ 1

n

1 ´ τn

˙´pγpxq
pqτnpxqG ppγpxqq . (8)

Here, we specialize the discussion to well-specified estimators pqτnpxq and pγpxq in the generic
form (8) of pξ‹

τ 1
n
pxq. We consider the Nadaraya-Watson type estimator pqτnpxq ” pF´1

NWpτn|xq,
where

pFNWpy|xq :“
nÿ

i“1

1IpYi ď yqL
ˆ
x ´ Xi

hn

˙ O
nÿ

i“1

L

ˆ
x ´ Xi

hn

˙
. (9)

As for the choice of the conditional tail index estimator pγpxq, we will use in the sequel
the notation αn :“ 1 ´ τn and pn :“ 1 ´ τ 1

n, and consider the kernel estimator of [2]:

pγpxq “
Jÿ

j“1

“
log pq1´tjαnpxq ´ log pq1´αnpxq

‰
O

Jÿ

j“1

logp1{tjq, (10)

where p1 “ t1 ą t2 ą ¨ ¨ ¨ ą tJ ą 0q is a decreasing list of J weights. Note that, unlike [2],
we do not assume differentiability of the conditional distribution function, and therefore
the distribution of Y given X is allowed to have atoms. The asymptotic normality of the
corresponding regression extremile estimator

pξ‹
1´pnpxq :“

ˆ
αn

pn

˙pγpxq
pq1´αnpxqG ppγpxqq

follows under mild additional regularity conditions.
When choosing, for instance, the harmonic sequence tj “ 1{j, the variance of the

limiting distribution is minimal for J “ 9 with V9 « 1.25.
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5 Finite-sample study

The finite-sample behavior of the proposed methodology will be illustrated on two sets
of real data: triceps skinfold variation data from [9] and the motorcycle insurance claims
data dataOhlsson from the R package insuranceData.
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Abstract. Gravity models are traditionally used to estimate flows of goods, money
or passengers between two regions. The simplest models state that the flows grow pro-
portionally to product of the size of the regions divided by the distance. This formulation
assumes independence between flows and is known to be inaccurate in the presence of
spatial autocorrelation. LeSage and Pace (2008) develop a spatial econometric interac-
tion model that accounts for spatial autocorrelation in origin-destination flows. Their
model avoids the independence assumption underlying the traditional gravity model and
can be estimated in a matrix formulation which makes it much more efficient than the
traditional vectorized approach. However, this spatial econometric model is not defined
for all possible values of the parameters and we will develop an efficient method derive a
feasible parameter space for this model.

Keywords. Origin-destination flows, Cross-sectional dependence, Parameter space
definition

1 Introduction

Spatial interaction models are a mathematical representation of interaction behavior be-
tween entities located at an origin and a destination. They are widely applied to explain
and predict, for example, passenger-flows between airports, trade or migration flows be-
tween countries, and flows of customers from residential areas to stores. Curry (1972)
showed that this type of model cannot be estimated consistently by usual ordinary least-
squares, which would only be possible if the flows were independent. LeSage and Pace
(2008) account for spatial dependence in gravity type models by extending the class of
spatial econometric models to origin-destination flows. In general, spatial econometric
models avoid the independence assumption by allowing observations to be influenced by
their geographical neighbors. The neighborhood structure is reflected by spatial weight
matrices which allow to compute spatial lags of the original variables. These spatial lags
contain information on the average value of a variable in the neighborhood around a lo-
cation and a variety of spatial econometric models use them to account for different types
of spatial dependence. LeSage and Pace (2008) propose a spatial interaction model that
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represents the spatial dependence structure of the flows with three neighborhood matrices.
They also propose a matrix formulation of the model which leads to significant efficiency
gains as it allows to perform most calculations linked to the parameter estimation with
objects of dimension n (the number of spatial sites) instead of N = n2 (the number of
origin-destination pairs). The following section introduces this model and its matrix for-
mulation. Section 3 explains the problem of defining the feasible parameter space for this
model.

2 The model and its matrix formulation

The spatial econometric interaction model of LeSage and Pace (2008) is a spatial lag
(LAG) model of order three. This means that the dependent variable y, typically a vector
of origin-destination flows, is explained by some exogenous covariates Z and three autore-
gressive components. These autoregressive components enter the model as spatial lags
of the flow vector and require to define the spatial neighborhood of all origin-destination
pairs. LeSage and Pace (2008) use three matrices to define this spatial neighborhood.
The destination-neighborhood matrix Wd allows to capture the mutual influence of flows
that start at the same origin and end at a neighbor of the destination. Likewise, the
origin-neighborhood matrix Wo represents the dependence between flows that have the
same destination and start from neighboring origins. Finally, the origin-to-destination
neighborhood matrix Ww represents links between origin-destination pairs whose origins
and destinations are neighbors. Using these neighborhood matrices we obtain the model

y = ρdWdy + ρoWoy + ρwWwy + Zδ + ε (1)

where the parameters δ capture the influence of the explanatory variables, ε represents a
vector of random errors, and ρ =

(
ρd ρo ρw

)′
is the vector of autocorrelation parameters

associated to the three possible forms of spatial dependence.
Model (1) explains the flow vector y (N×1) with some explanatory variables and three

autoregressive components. From a theoretical point of view, it is no problem to treat this
model as a usual spatial econometric model with multiple weight matrices. However, this
vectorized formulation is computationally inefficient because it ignores redundancies that
arise from the fact that every site is at the same time origin and destination of many flows.
For this reason, the spatial neighborhood matrices and the explanatory variables contain
mainly duplicated information. The matrix formulation of LeSage and Pace (2008) avoids
these inefficiencies by operating on the flows in their matrix representation and by deriving
the elements of moments expressions such as Z ′Z and Z ′y directly from the original data.
Hence, when using this matrix formulation we do not need to construct the large matrix of
covariates Z (N×K) and the even larger neighborhood matrices of the origin-destination
pairs Wr (N ×N) (for r = d, o, w).
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The matrix representation of the flows

To construct the flow matrix Y (n×n) we have to define an ordering of all the spatial sites
at the origins and destinations of the flows. Based on this ordering, all flows are arranged
into a matrix, whose columns correspond to the origins and whose rows correspond to the
destinations, as is shown in (2) below.





o1 → d1 o2 → d1 · · · on → d1
o1 → d2 o2 → d2 · · · on → d2

...
...

. . .
...

o1 → dn o2 → dn · · · on → dn




=⇒





y1 yn+1 · · · yN−n+1

y2 yn+2 · · · yN−n+2
...

...
. . .

...
yn y2n · · · yN




= Y (2)

Using the VEC-operator that stacks the columns of a matrix (from left to right), it is
then possible to derive the flow vector as y = VEC(Y ) = (y1, y2, . . . , yN)′.

Representation of the spatial neighborhood

The ordering of the flows in (2) allows to derive the three neighborhood matrices of origin-
destination pairs from a single matrix W (n×n), which describes the spatial neighborhood
of the sites that correspond to the origins and destinations of the flows. The three neigh-
borhoods of the origin-destination pairs are computed using Kronecker products ⊗.

Wd = In ⊗W Wo = W ⊗ In Ww = W ⊗W (3)

The above neighborhood matrices allow to compute the spatial lags of the flows effi-
ciently from their matrix representation.

Wdy = VEC(WY ) Woy = VEC(YW ′) Wwy = VEC(WYW ′) (4)

Representation of the explanatory variables

The exogenous covariates can be grouped into four sets of variables Z =
(
ιN Xd Xo g

)
,

where ιN is the constant, g is a vector of distances, and Xd and Xo are variables that
describe the destinations and the origins. We can exploit the ordering in (2) to define the
components of Z in terms of Kronecker products and the matrix of distances G(n× n)

ιN = ιn ⊗ ιn g = VEC(G) (5)

Xd = ιn ⊗DX Xo = OX ⊗ ιn, (6)

where the matrices X(kd × n) and OX(ko × n) contain variables used to describe the
destinations and the origins of the flows. Definition (5) of the explanatory variables
allows to derive moments such as Z ′Z and Z ′y directly from the site attributes without
having to construct the matrix Z which contains mostly redundant information.
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The feasible parameter space

Unfortunately, the spatial interaction model in (1) is not defined for all values of the
autoregressive parameters and we have to consider a feasible parameter space that ensures
the well-behavedness of the model. The following paragraphs give an overview about the
problems we encounter when defining this feasible parameter space and discuss some of
the available solutions. We treat this issue first from the general perspective of a higher-
order spatial LAG model. Afterwards, we develop a new solution to this problem for the
special case of the spatial interaction model in (1). In general, a spatial model of order
l is characterized by the fact that it uses l distinct neighborhood matrices associated
to l autoregressive parameters. The spatial filter matrix of such a model is given by
A = (I −WF ), where WF = ρ1W1 + ...+ ρlWl.

Table 1 illustrates how the most commonly applied constraints on the parameter space
for a spatial model of order one have been extended to higher order models. The first
column of Table 1 defines five constraints on the feasible space for the autoregressive
parameters ρ = (ρ1, ..., ρl) in a LAG model of order l. Columns two and three of Table 1
indicate whether a given constraint is necessary or sufficient to ensure that the model is
well defined and the last column shows an expression of the feasible parameter space for
the order one model. The first four constraints are ordered in decreasing restrictiveness,
while the fifth constraint cannot be compared to the others because it is rather an ad hoc
rule than a mathematically justified restriction.

Table 1: The feasible parameter space in spatial autoregressive models

Constrainta Necessary Sufficient Constraint for (l = 1)b

(I) ρ ∈ Rl \ A1 ! ! ρ1 '= λi(W1)−1, for i = 1, ..., n
(II) ρ ∈ B1 " ! λmin(W1)−1 < ρ1 < λmax(W1)−1

(III) ρ ∈ B2 " ! −φ(W1)−1 < ρ1 < φ(W1)−1

(IV) 0 ≤ |ρ1|+ ...+ |ρl| < 1 " ! −1 < ρ1 < 1
(V) −1 < ρ1, ..., ρl,

∑
l ρl < 1 " " −1 < ρ1 < 1

a The set A1 contains all values of ρ for which at least one eigenvalue of WF is equal to one.
a The set B1 contains all values of ρ for which all real eigenvalues of WF are smaller than one.
a The set B2 contains all values of ρ for which all eigenvalues of WF are smaller than one in
absolute value.

b Let M be a square matrix, then λi(M) is its ith eigenvalue, λmin(M) (respectively λmax(M))
its smallest (respectively largest) real eigenvalue and φ(M) is the spectral radius of M .

b Constraint (IV) and (V) are typically used in conjunction with row-stochastic neighborhood
matrices which always have 1 as their largest eigenvalue.

The first three constraints in Table 1 can be expressed in terms of the eigenvalues
λ(WF ) of WF . For the order one model the eigenvalues of WF are linked to those of W1

by the equation λ(WF ) = ρ1λ(W1). This link allows to obtain λ(WF ) for changing values
of the autoregressive parameter without having to compute an eigenvalue decomposition
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of the WF matrix. In contrast, for higher order models the eigenvalues of WF must
be recomputed for every change in the autoregressive parameters, which makes it very
costly to define the parameter spaces implied by the first three constraints. This difficulty
explains why many empirical studies resort to the naive extensions described by constraint
(IV) and (V). The main disadvantage of constraint (IV) is that is overly restrictive and
constraint (V) does not allow to draw any conclusions about the consistency of the model.

We will develop a computationally efficient method that allows to define the feasible
parameter space according to constraint (II) and (III), which can be done by exploiting
the special structure of the neighborhood matrices in model (1).
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Résumé. Les modèles contre-factuels visent à expliquer des predictions d’algorithmes
de machine learning en évaluant des questions de la forme si l’entrée avait été différente,
la sortie aurait-elle été la même ? La littérature a principalement étudié deux méthodes
opposées pour construire ces modèles : le principe du plus proche exemple contre-factuel,
lequel ignore les distributions statistiques sous-jacentes, et le raisonnement causal de
Pearl, qui depend d’un model inconnu en pratique. Nous étendons un travail récent qui
substitue les interventions causales par un opérateur push-forward entre des distributions
de probabilités. Nous montrons que cette approche conduit à des explications contre-
factuelles statistiquement consistantes, sans hypothèse sur la loi des données.

Mots-clés. Contre-factuel, Loyauté

Abstract. Counterfactual models aims at explaining machine learning predictions
by answering questions of the form had the input been different, would have the output
been the same? The literature mostly focused on two divergent frameworks to build these
models: the neareast counterfactual instance principle –which is oblivious of the latent
statistical distributions, and Pearl’s causal reasoning –which relies on a model unknown
in practice. We extend a recent work that substituted causal interventions by a push-
forward operator between probability distributions. We show that this approach leads to
statistically consistent counterfactual explanations, free of prior assumptions on the data
generation process.

Keywords. Counterfactual, Fairness

1 Preliminaries

1.1 Transport-based counterfactual models

A counterfactual model relates an event from a factual, observational world to an event
from an alternative world. Black et al. (2020) proposed a mass transportation viewpoint,
where each world is represented by a probability distribution, and where the correspon-
dences are given by a deterministic matching. More formally, let µ0 and µ1 be Borel
probabilities on Rd representing respectively the factual and counterfactual distributions.
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We say that a map T : Rd → Rd pushes forward µ0 to µ1 if for any measurable set
B ⊆ Rd, µ1(B) = µ0

(
T−1(B)

)
. Consider for example that µ0 is the distribution of the

women features, while µ1 is the distribution of the men features. For any woman described
by x0, her counterfactual male counterpart is thus given by x1 = T (x0). This approach
ensures that the deformation preserves the latent distributions. Optimal transport maps
(see Villani (2008) for further detail) satisfy the push-forward condition while minimizing
an error between paired instances, and as such define faithful counterfactual models.

However, in practice we do not have access to µ0 and µ1 but to empirical measures
derived from observed samples. In this work, we analyze the asymptotic behaviour of
counterfactual explanations generated by the estimators of a true counterfactual model
T . Set X0 the support of µ0.

Definition 1 Let Tn0,n1 be an estimator of T built on a n0-sample from µ0 and a n1-
sample from µ1. Tn0,n1 is said to be T -admissible if

1. Tn0,n1 : X0 → Rd is continuous,

2. Tn0,n1(x)
a.s.−−−−−−→

n0,n1→+∞
T (x) for µ0-almost every x.

We refer to our work in De Lara et al. (2021) where we build such an estimator by
extending a discrete optimal transport map.

1.2 Counterfactual explanations

We address counterfactual explanations for auditing fairness in binary classifiers following
the framework we presented in De Lara et al. (2021). It generalizes the one originally
introduced by Black et al. (2020), restricted to data points only, to a continuous setting.

Let h : Rd × {0, 1} %→ {0, 1} be a binary decision rule. The first argument of h
is the feature vector x, the second one is the so-called protected attribute s, and by
convention h(x, s) = 1 is the favorable outcome. Extending our gender-example, consider
for example that µ0 represents a supposedly disadvantaged population while µ1 represents
an advantaged population with respect to h.

Definition 2 For a given binary classifier h, and a measurable function T : Rd → Rd,
we define

• the FlipSet as the set of individuals whose T -counterparts are treated unequally

F (h, T ) = {x ∈ Rd | h(x, 0) '= h(T (x), 1)},

• the positive FlipSet as the set of individuals whose T -counterparts are disadvantaged

F+(h, T ) = {x ∈ Rd | h(x, 0) > h(T (x), 1)},
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• the negative FlipSet as the set of individuals whose T -counterparts are advantaged

F−(h, T ) = {x ∈ Rd | h(x, 0) < h(T (x), 1)}.

When there is no ambiguity, we may omit the dependence on T and h in the notation.

The Flip Set characterizes a set of counterfactual explanations w.r.t. an intervention
T . Such explanations are meant to reveal a possible bias towards the protected attribute.
The partition into a positive and a negative Flip Set sharpens the analysis by controlling
whether s is an advantageous attribute or not in the decision making process. As s = 0
represents the minority, one can think of the negative partition as the occurrences of
negative discrimination, and the positive partition as the occurrences of positive discrim-
ination. Black et al. noted that the relative sizes of the empirical positive and negative
Flip Sets quantified the lack of statistical parity. However, the interest of such sets lies
in their explanatory power rather than being proxies for determining fairness scores. By
analyzing the mean behaviour of I − T for points in a Flip Set, one can shed light on
the features that mattered the most in the decision making process. A Transparency
Report indicates which coordinates change the most, in intensity and in frequency, when
applying T to a Flip Set. In what follows, for any x = (x1, . . . , xd)T ∈ Rd we define
sign(x) := (sign(x1), . . . , sign(xd))T the sign function on vectors.

Definition 3 Let ! be in {−,+}, h be a binary classifier and T : X0 → Rd be measurable
map. Assume that µ0 and T!µ0 have finite first-order moments. The Transparency Report
is defined by the mean difference vector

∆"
diff(h, T ) = Eµ0 [X − T (X)|X ∈ F "(h, T )]

=
1

µ0(F "(h, T ))

∫

F !(h,T )

(
x− T (x)

)
dµ0(x),

and the mean sign vector

∆"
sign(h, T ) = Eµ0

[
sign(X − T (X))

∣∣X ∈ F "(h, T )]

=
1

µ0(F "(h, T ))

∫

F !(h,T )

sign(x− T (x))dµ0(x).

The first vector indicates how much the points moved; the second shows whether
the direction of the transportation was robust. Implementing a Flip Test consists in
computing the Transparency Reports to explain the lack of statistical parity. Rigorously,
the reports must be centered-scaled to avoid inadequate explanations, as we detailed in
De Lara et al. (2021).

3

286

"



2 Statistical Consistency

The first step for implementing the Flip Test technique is computing an estimator Tn0,n1

of the chosen matching function T . The second step consists in building empirical versions
of the Flip Sets and Transparency Reports for h and Tn0,n1 using m data points from µ0.
The consistency problem at hand becomes two-fold: w.r.t. to m the size of the sample,
and w.r.t. to the convergence of the estimator Tn0,n1 . Proving this consistency is crucial,
as Tn0,n1 satisfies the push-forward condition at the limit only.

Consider a m-sample {x0
i }mi=1 drawn from µ0. We define the empirical counterparts of

respectively the negative Flip Set, the positive Flip Set, the mean difference vector, the
mean sign vector, and the Reference Vectors for arbitrary h and T . For any ! ∈ {−,+},
they are given by

F "
m(h, T ) := {x0

i }mi=1 ∩ F "(h, T ),

∆"
diff,m(h, T ) :=

∑m
i=1 1F !(h,T )(x0

i )
(
x0
i − T (x0

i )
)

|F "
m(h, T )|

,

∆"
sign,m(h, T ) :=

∑m
i=1 1F !(h,T )(x0

i )sign
(
x0
i − T (x0

i )
)

|F "
m(h, T )|

,

∆ref
diff,m(T ) :=

1

m

m∑

i=1

(
x0
i − T (x0

i )
)
,

∆ref
sign,m(T ) :=

1

m

m∑

i=1

sign
(
x0
i − T (x0

i )
)
.

Note that the first four equalities correspond to the original definitions from Black
et al (2020). The strong law of large numbers implies the convergence almost surely of
each of these estimators, as precised in the following proposition.

Proposition 1 Let ! ∈ {−,+}, h be a binary classifier, and T a measurable function.
The following convergences hold

|F "
m(h, T )|
m

µ0−a.s.−−−−→
m→+∞

µ0(F
"(h, T )),

∆"
diff,m(h, T )

µ0−a.s.−−−−→
m→+∞

∆"
diff(h, T ),

∆"
sign,m(h, T )

µ0−a.s.−−−−→
m→+∞

∆"
sign(h, T ),

∆ref
diff,m(T )

µ0−a.s.−−−−→
m→+∞

∆ref
diff(T ),

∆ref
sign,m(T )

µ0−a.s.−−−−→
m→+∞

∆ref
sign(T ).
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In particular, theses convergences hold for an admissible estimator Tn0,n1 . To address
the further convergence w.r.t. n0 and n1, we first introduce a new definition.

Definition 4 A binary classifier h̃ : Rd → {0, 1} is separating with respect to a measure
ν on Rd if

1. H0 := h̃−1({0}) and H1 := h̃−1({1}) are closed or open,

2. ν
(
H0 ∩H1

)
= 0.

We argue that except in pathological cases that are not relevant in practice, machine
learning always deals with such classifiers. For example, thresholded versions of continuous
functions, which account for most of the machine learning classifiers (e.g. SVM, neural
networks. . . ), are separating with respect to Lebesgue continuous measures. As for a
very theoretical example of non-separating classifier, one could propose the indicator of
the rational numbers, which is not separating with respect to the Lebesgue measure.
Working with classifiers h such that h(·, 1) is separating w.r.t. to µ1 fixes the regularity
issues one might encounter when taking the limit in h(Tn0,n1(·), 1).

Proposition 2 Let h̃ : Rd → {0, 1} be a separating classifier w.r.t. µ1, and Tn0,n1 a
T -admissible estimator. Then, for µ0-almost every x

h̃(Tn0,n1(x))
a.s.−−−−−−→

n0,n1→+∞
h̃(T (x)).

Next, we make a technical assumption for the convergence of the Transparency Report.
Let {e1, . . . , ed} be the canonical basis of Rd, and define for every k ∈ {1, . . . , d} the set
Λk(T ) := {x ∈ Rd | 〈x− T (x), ek〉 = 0}.

Assumption 1 For every k ∈ {1, . . . , d}, µ0

(
Λk(T )

)
= 0.

Any Lebesgue continuous measure satisfies Assumption 1. This leads to our key result.

Theorem 1 Let ! ∈ {−,+}, h be a binary classifier such that h(·, 1) is separating w.r.t.
µ1, and Tn0,n1 a T -admissible estimator. The following convergences hold

µ0(F
"(h, Tn0,n1))

a.s.−−−−−−→
n0,n1→+∞

µ0(F
"(h, T )),

∆"
diff(h, Tn0,n1)

a.s.−−−−−−→
n0,n1→+∞

∆"
diff(h, T ),

∆ref
diff(Tn0,n1)

a.s.−−−−−−→
n0,n1→+∞

∆ref
diff(T ).

If Assumption 1 holds, then additionally

∆"
sign(h, Tn0,n1)

a.s.−−−−−−→
n0,n1→+∞

∆"
sign(h, T ),

∆ref
sign(Tn0,n1)

a.s.−−−−−−→
n0,n1→+∞

∆ref
sign(T ).

As aforementioned, the assumptions of Theorem 1 are not significantly restrictive in
practice.
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Bornes inférieures pour le compromis
biais-variance
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Résumé. On observe couramment que, pour les modèles non-paramétriques ou de
grande dimension, les estimateurs atteignant les vitesses optimales doivent égaliser le carré
de leur biais et leur variance. Bien que ce phénomène de compromis biais-variance soit très
largement observé, on ne sait en fait que peu de choses sur l’existence ou non de méthodes
permettant d’éviter ce compromis biais-variance. Nous proposons une stratégie générale
pour obtenir des bornes inférieures sur la variance de n’importe quel estimateur dont le
biais est plus petit qu’une valeur fixée. Ces résultats montrent à quel point le compromis
biais-variance est inévitable, et permet de quantifier la perte de performance des méthodes
qui ne le satisfont pas. Cette approche est basée sur des bornes inférieures abstraites pour
la variance, impliquant des changements d’espérance par rapport à différentes mesures de
probabilité ainsi que des mesures d’information comme la divergence du χ2. Certaines
des ces inégalités reposent sur un nouveau concept de matrices d’information. Dans
une deuxième partie de cet article, les bornes inférieures abstraites sont appliquées à
plusieurs modèles statistiques, y compris le modèle de bruit blanc Gaussien, un problème
d’estimation de frontière, le modèle de séquence Gaussienne et le modèle de régression
linéaire en grande dimension. Pour ces applications statistiques spécifiques, différents
types de compromis biais-variance ont lieu, dont la puissance est très variable. Pour le
compromis entre le biais carré intégré et la variance intégrée dans le modèle de bruit
blanc Gaussien, nous proposons de combiner la stratégie générale des bornes inférieures
avec une technique de réduction. Ceci nous permet de réduire le problème original à
une borne inférieure sur le compromis biais-variance pour des estimateurs satisfaisant
des propriétés supplémentaires de symétrie dans un modèle plus simple. Pour mettre en
avant de possibles extensions de ce nouveau cadre théorique, nous étudions brièvement le
compromis entre biais et déviation en valeur absolue.

Mots-clés. Décomposition biais-variance, inégalité de Cramér-Rao, statistique en
grande dimension, estimation minimax, déviation en valeur absolue, estimation non-
paramétrique.

Abstract. It is a common phenomenon that for high-dimensional and nonparametric
statistical models, rate-optimal estimators balance squared bias and variance. Although
this balancing is widely observed, little is known whether methods exist that could avoid
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the trade-off between bias and variance. We propose a general strategy to obtain lower
bounds on the variance of any estimator with bias smaller than a prespecified bound. This
shows to which extent the bias-variance trade-off is unavoidable and allows to quantify
the loss of performance for methods that do not obey it. The approach is based on a
number of abstract lower bounds for the variance involving the change of expectation
with respect to different probability measures as well as information measures such as the
χ2-divergence. Some of these inequalities rely on a new concept of information matrices.
In a second part of the article, the abstract lower bounds are applied to several statistical
models including the Gaussian white noise model, a boundary estimation problem, the
Gaussian sequence model and the high-dimensional linear regression model. For these
specific statistical applications, different types of bias-variance trade-offs occur that vary
considerably in their strength. For the trade-off between integrated squared bias and
integrated variance in the Gaussian white noise model, we propose to combine the general
strategy for lower bounds with a reduction technique. This allows us to reduce the original
problem to a lower bound on the bias-variance trade-off for estimators with additional
symmetry properties in a simpler statistical model. To highlight possible extensions of
the proposed framework, we moreover briefly discuss the trade-off between bias and mean
absolute deviation.

Keywords. Bias-variance decomposition, Cramér-Rao inequality, high-dimensional
statistics, minimax estimation, mean absolute deviation, nonparametric estimation

1 Changement de mesures et matrices d’information

Pour contrôler le compromis biais-variance dans un modèle paramétrique (Pθ), θ ∈ Θ ⊂ R,
on utilise souvent l’inégalité de Cramér-Rao qui affirme que tout estimateur θ̂ satisfait

Varθ[θ̂] ≥
(
∂Eθ[θ̂]/∂θ

)2

F (θ)

où F (θ) désigne l’information de Fisher, en supposant certaines conditions de régularité,
en particulier la dérivabilité de Eθ[θ̂] par rapport à θ. Dans ce qui suit, nous présentons
une nouvelle inégalité qui suit la même intuition, mais qui est valide sous des conditions
plus faibles.

Étant données (M+1) mesures de probabilité P0, . . . , PM , nous introduisons une notion
de matrice d’information qui quantifie à quel point P1, . . . PM représentent différentes
directions autour de P0. Supposant que P0 domine P1, . . . , PM , la matrice de divergence
du χ2, dénotée χ2(P0, . . . , PM) est définie comme la matrice de taille M×M dont l’entrée
(j, k) est :

χ2(P0, . . . , PM)j,k :=

∫
dPj

dP0
dPk − 1.
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On remarque que la j-ème entrée diagonale de cette matrice cöıncide avec la divergence
χ2(Pj, P0) au sens usuel. Par ailleurs, la matrice de divergence du χ2 est aussi la matrice
de covariance du vecteur aléatoire (dP1/dP0(X), . . . , dPM/dP0(X))! sous P0.

Théorème 1. Pour toute variable aléatoire réelle X, on a

(EP0 [X]− EP1 [X])2 ≤ χ2(P1, P0)VarP0(X) ∧ χ2(P0, P1)VarP1(X),

et

∆!χ2(P0, . . . , PM)−1∆ ≤ VarP0(X),

où ∆ := (EP1 [X]− EP0 [X], . . . , EPM [X]− EP0 [X])!.

Dans le cadre d’un modèle paramétrique (Pθ)θ∈R, on peut réécrire la différence d’espérance
pour un estimateur θ̂ comme EPθ0

[θ̂] − EPθ1
[θ̂] = Biaisθ0 [θ̂] − Biaisθ1 [θ̂] −∆θ où ∆θ :=

θ1 − θ0 et θ0, θ1 ∈ R. Ceci permet de relier le résultat du Théorème 1 au compromis
biais-variance en choisissant X = θ̂. D’autres inégalités similaires sont présentées dans
l’article Derumigny et Schmidt-Hieber (2020). L’inégalité de Cramér-Rao peut alors être
obtenue comme corollaire de ces résultats.

2 Estimation ponctuelle dans le modèle de bruit blanc
Gaussien

Supposons qu’on observe une fonction aléatoire Y = (Yx)x∈[0,1], telle que

dYx = f(x) dx+ n−1/2 dWx,

où W est un mouvement brownien standard non observé. Le but est d’estimer la fonc-
tion de régression f : [0, 1] → R en un point donné x0 ∈ [0, 1]. Pour R, β > 0, soit
C β(R) l’ensemble des fonctions β fois continûment dérivables dont la norme de Hölder
est strictement majorée par R, C β(R) := C β(+∞) et

γ(R, β) := sup
K∈C β(R):K(0)=1

(
‖K‖−1

2

(
1−

‖K‖C β(R)

R

)

+

)2

.

Remarquons que cette quantité est strictement positive si et seulement si R > 1. De plus,
pour une constante positive C et a ∈ [0, R), on définit

γ(R, β, C, a) := sup
K∈C β(R):K(0)=1

(
‖K‖−1

2

(
1−

‖K‖C β(R)

R− a

)

+

)2

exp

(
− C(R− a)2

‖K‖22
‖K‖2C β(R)

)
.

De même, cette quantité est positive si et seulement si a + 1 < R. Nous énonçons main-
tenant le résultat principal sur l’estimation ponctuelle, qui est prouvé dans l’article de
Derumigny et Schmidt-Hieber (2020).
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Théorème 2. Avec la convention (+∞) · 0 = +∞, on a:
(i): soit T = {f̂ : supf∈C β(R)

∣∣Biasf
(
f̂(x0)

)∣∣ < 1}, alors,

inf
f̂∈T

sup
f∈C β(R)

∣∣Biasf
(
f̂(x0)

)∣∣1/β sup
f∈C β(R)

Varf
(
f̂(x0)

)
≥ γ(R, β)

n
.

(ii): soit S(C) := {f̂ : supf∈C β(R) |Biasf (f̂(x0))| < (C/n)β/(2β+1)} ∩ T , alors, pour tout
C > 0,

inf
f̂∈S(C)

sup
f∈C β(R)

∣∣Biasf
(
f̂(x0)

)∣∣1/β inf
f∈C β(R)

Varf (f̂(x0))

γ(R, β, C, ‖f‖C β)
≥ 1

n
.

Remarque 3. En utilisant la décomposition biais-variance de l’erreur quadratique moyenne,
pour tout estimateur f̂ ∈ T , il existe une fonction f ∈ C β(R) qui vérifie

|Biasf (f̂(x0))|1/βVarf (f̂(x0)) ≥ γ(R, β)/n

et donc pour un tel choix de f,

MSEf

(
f̂(x0)

)
= Biasf

(
f̂(x0)

)2
+ Varf

(
f̂(x0)

)
≥

(
γ(R, β)

nVarf
(
f̂(x0)

)
)2β

+
γ(R, β)

n|Biasf
(
f̂(x0)

)
|1/β

.

Ceci montre qu’un petit biais ou une petite variance augmente toujours l’erreur quadra-
tique moyenne. Ce résultat implique aussi que la vitesse d’estimation minimax n−2β/(2β+1)

peut être atteinte seulement par des estimateurs équilibrant le carré du pire biais et la pire
variance.

3 Modèle de séquence Gaussienne

Dans le modèle de séquence Gaussienne, on observe n variables aléatoires indépendantes
Xi ∼ N (θi, 1). Soit Θ(s) l’ensemble de tous les vecteurs θ = (θ1, . . . , θn) qui sont s-sparses,
c’est-à-dire avec au plus s composantes non-nulles. L’erreur quadratique moyenne d’un
estimateur θ̂ peut alors se décomposer comme

Eθ

[∥∥θ̂ − θ
∥∥2]

=
∥∥Eθ

[
θ̂
]
− θ

∥∥2
+

n∑

i=1

Varθ
(
θ̂i
)
,

où le premier terme de droite joue le rôle du biais. Pour ce modèle, on sait que le risque
minimax est de l’ordre de 2s log(n/s), et que ce risque est atteint par un estimateur de
seuillage doux, voir Donoho et al. (1992). Cet estimateur exploite la connaissance de
la sparsité en rétrécissant les valeurs faibles à 0. Ce seuillage cause forcément un biais
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dans l’estimation mais en même temps, il permet de réduire (davantage) la variance.
En utilisant les techniques de bornes inférieures présentées dans le Chapitre 1, on peut
prouver une borne inférieure pour la variance au point 0 de tout estimateur qui satisfait
une borne sur le biais.

Théorème 4. Supposons que n ≥ 4 et 0 < s ≤
√
n/2. Soit θ̂ un estimateur de θ et γ un

réel tel que 4γ + 1/ log(n/s2) ≤ 0.99 et

sup
θ∈Θ(s)

∥∥Eθ

[
θ̂
]
− θ

∥∥2 ≤ γs log
( n

s2

)
,

alors, pour n suffisamment grand, on a
n∑

i=1

Var0
(
θ̂i
)
≥ (1− (1/2)0.01)

25e log(n/s2)
n
(s2

n

)4γ

,

où Var0 est la variance de l’estimateur au point θ = (0, . . . , 0)!.

Comparée à l’estimation ponctuelle étudiée dans le chapitre précédent, ce résultat
montre un type différent de compromis biais-variance. Ici, décrôıtre le biais d’un facteur
constant γ suffit à changer l’exposant qui apparâıt dans la vitesse de la borne inférieure
de la variance. Ainsi réduire excessivement la constante du biais conduit forcément à des
estimateurs dont le risque est fortement sous-optimal.

4 Risque intégré dans le modèle de bruit blanc Gaussien

Dans cette section, nous montrons l’existence d’un compromis entre le biais carré intégré
(IBias2) et la variance intégrée (IVar) dans le modèle de bruit blanc Gaussien. On peut
d’abord remarquer que l’erreur quadratique intégrée moyenne (MISE, en anglais) peut
être décomposée de la façon suivante:

MISEf

(
f̂
)
:= Ef

[∥∥f̂ − f
∥∥2

L2[0,1]

]
=

∫ 1

0

Bias2f
(
f̂(x)

)
dx+

∫ 1

0

Varf
(
f̂(x)

)
dx

=: IBias2f (f̂) + IVarf
(
f̂
)
.

(1)

Établir des bornes inférieures minimax pour le MISE est plus difficile que dans le cas
ponctuel dans la mesure où la preuve nécessite une approche basée sur des tests multiples
avec une sélection précise d’hypothèses, cf. Chapitre 2.6.1 de Tsybakov (2009).

Soit β un entier strictement positif et Sβ(R) la boule de rayon R centrée en 0 dans
l’espace de Sobolev L2 avec régularité β sur [0, 1], c’est-à-dire l’ensemble des fonctions de
carré intégrable et dont la dérivée d’ordre β est de carré intégrable satisfaisant ‖f‖Sβ([0,1]) ≤
R, où pour un domaine D, ‖f‖2Sβ(D) := ‖f‖2L2(D) + ‖f (β)‖2L2(D). Soit

Γβ := inf
{
‖K‖Sβ : ‖K‖L2(R) = 1, suppK ⊂ [−1/2, 1/2]

}
.
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Théorème 5. On considère le modèle de bruit blanc Gaussien, avec comme espace de
paramètre Sβ(R). Si R > 2Γβ et avec la convention 0 · (+∞) := +∞, alors on a:

inf
f̂∈T

sup
f∈Sβ(R)

∣∣ IBiasf (f̂)
∣∣1/β sup

f∈Sβ(R)

IVarf
(
f̂
)
≥ 1

8n
,

où T := {f̂ : supf∈Sβ(R) IBias
2
f (f̂) < 2−β}.

Comme dans le cadre de l’estimation ponctuelle, les estimateurs qui ont un biais im-
portant ne sont pas très intéressants dans la mesure où ils correspondent à des procédures
dont le risque au sens du MISE est sous-optimal. En utilisant la décomposition biais-
variance (1), on obtient que tout estimateur f̂ ∈ T satisfait la borne inférieure:

sup
f∈Sβ(R)

MISEf

(
f̂
)
≥

(
1

8n supf∈Sβ(R) IVarf (f̂)

)2β

∨ 1

8n supf∈Sβ(R) | IBiasf (f̂)|1/β
.

Ainsi, les estimateurs dont le biais est trop petit ou la variance trop petite auront au-
tomatiquement avoir un MISE grand. Ceci permet de prouver l’existence d’une borne
inférieure pour le compromis biais-variance, correspondant à la célèbre “courbe en U”
observée de façon générale en estimation non-paramétrique ainsi que dans les modèles de
grande dimension. En particulier, un corollaire de ce résultat donne directement le fait
que n−2β/(2β+1) est une borne inférieure pour la vitesse minimax du risque quadratique
intégré (MISE). De plus, cette vitesse ne peut être atteinte que si le pire biais carré et la
pire variance intégrée sont équilibrés de telle façon à être du même ordre.
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Sparse Subspace K-means
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Résumé. Dans ce papier nous abordons les méthodes de classification grande dimension,
plus précisément lorsque les individus sont décrits par des sous-espaces de variables. Nous
proposons une nouvelle approche de sparse subspace clustering appelée Sparse Subspace
K-means (SSKM) qui est basée sur une modification de la fonction de coût d’une ver-
sion sparse de l’algorithme K-means. La méthode proposée est illustrée sur des données
simulées et sur un jeu de données réelles. Dans sa comparaison avec les méthodes de la
littérature, SSKM se montre aussi bonne ou meilleure tant au niveau des indices de qualité
de partition que de la détection de variables pertinentes.

Abstract. In this paper we discuss clustering methods adapted to the case of the high
dimensional data, more precisely when individuals are described by subspaces of variables.
We propose a new sparse subspace clustering approach called Sparse Subspace K-means
(SSKM) based on a modification of the cost function of a sparse version of K-means
algorithm. The proposed method is illustrated on simulated data and a real data set. In
comparison with the literature methods, SSKM has good or better performances both in
terms of partition quality indices and detection of relevant variables.
Keywords. k-means, Sparse, subspace clustering, high dimensional data

1 Introduction

Nous nous intéressons au problème de la classification automatique d’individus décrits
par un grand ensemble de variables. Dans ce cas de grande dimension les classes sont très
souvent décrites par des sous-espaces de variables rendant ainsi de nombreuses variables
non pertinentes pour la classification. Ces variables peuvent alors pénaliser l’apprentissage
des algorithmes classiques de classification en masquant les classes [4] ; il devient ainsi
difficile pour ces algorithmes de retourner la bonne partition.
Pour pallier à l’inefficacité des méthodes classiques, les algorithmes Subspace Cluste-
ring ont été proposés. L’objectif des méthodes de Subspace Clustering est de retrou-
ver des classes caractérisées par des sous-espaces de variables plutôt que par l’ensemble
des variables. Il existe deux principaux types d’algorithmes de Subspace Clustering :
les algorithmes ’Hard Subspace Clustering’ qui déterminent les sous-espaces exacts où
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se trouvent les classes et les algorithmes ’Soft Subspace Clustering’ qui attribuent des
poids aux variables et découvrent les classes à partir de sous-espaces de variables ayant
des poids élevés [2]. Ainsi dans [3] les auteurs proposent la méthode Entropy Weighting
K-Means (EWKM) basée sur la détermination d’un ensemble de poids introduits dans
la fonction de coût de l’algorithme des K-Means. Dans la méthode EWKM, les auteurs
minimisent simultanément, l’inertie intra-classe et maximise un terme d’entropie négatif
dans le processus d’apprentissage. EWKM calcule pour chaque variable des poids inver-
sement proportionnels à leur variance dans chaque classe. Le sous-espace de variables
pertinentes pour chaque classe est défini en se basant sur ces poids, facilitant ainsi l’in-
terprétation des classes. Cependant, lorsque le nombre de variables est très grand, certains
algorithmes de Subspace Clustering notamment l’algorithme EWKM [3] perdent cette pro-
priété de faciliter l’interprétation. En s’inspirant des méthodes sparse en régression, dans
Sparse K-means les auteurs ont proposé une méthode qui permet de déterminer les va-
riables pertinentes pour la partition obtenue par la méthode des K-means [1]. Cependant
contrairement aux méthodes de Subspace clustering dans lesquelles les poids sont associés
spécifiquement aux classes, dans la méthode Sparse K-means la pertinence des variables
est relative à la partition globalement et non aux classes individuellement.
Nous proposons d’étendre la méthode Sparse K-means au cas du Soft Subspace Clustering
à travers une nouvelle méthode appelée SSKM (Sparse Subspace K-means). Cette méthode
permet de mettre à zéro les poids des variables non pertinentes pour chaque classe tout
en affectant des poids importants aux variables caractéristiques de la classe.
En section 2 nous présentons la nouvelle méthode SSKM et les différentes étapes de
l’algorithme associé. Dans la section 3, nous faisons une comparaison de la méthode SSKM
avec les méthodes EWKM [3] et Sparse K-means [1] à travers une application sur des
données simulées et sur des données réelles.

2 Sparse Subspace K-means (SSKM)

Nous disposons de n individus décrits par p variables xj(j = 1, . . . , p). xj
i désigne la

valeur de la variable pour l’individu i, K le nombre de classes et w le vecteur des poids
des variables. La méthode SSKM repose sur le critère ci-dessous proposé dans [1] pour la
méthode Sparse K-means :
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sous les contraintes suivantes ||w||2 ≤ 1, ||w||1 ≤ s, wj ≥ 0, ∀j avec d(xj
i , x

j
i′) désignant la

distance euclidienne entre xj
i et x

j
i′ .

L’optimisation de la fonction objectif de Sparse K-means [1] fournit les poids wj(j =
1, ..., p) sparse pour la partition. Nous proposons une modification de la fonction objectif
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(1) en ramenant la sparsité des poids au niveau des classes de la partition.
Plus précisément, le critère d’optimisation de SSKM est obtenu en modifiant (1) pour
tenir compte de la pertinence de la variable dans la détermination de la classe à travers
notamment le remplacement de wj par wk

j

On obtient ainsi la fonction objectif suivante :

max
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sous les contraintes :

‖ wk ‖2=
√∑p

j=1(w
k
j )

2 ≤ 1, ‖ wk ‖1=
∑p

j=1 |wk
j | ≤ s et wk

j ≥ 0, ∀j et k. wk étant le

vecteur poids des variables dans la classe k. Le premier terme de (2) est lié à l’inertie
totale et le second terme à l’inertie intra-classe. Ainsi, maximiser (2) revient à minimiser
l’inertie intra-classe. De manière identique à Sparse K-means, le processus d’optimisation
des poids des variables dans (2) se fera en utilisant la formule suivante :

wk = S((ak)+,∆)
||S((ak)+,∆)||2 (3)

où akj =
1
n

∑n
i=1

∑n
i′=1 d(x
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j
i′), (x)+ désigne la partie positive de

x et ∆ = 0 si cela résulte à ||wk||1 < s, autrement, ∆ > 0 est choisi de manière à ce
que ||wk||1 = s. S est défini par S(x, c) = sign(x)(|x|− c)+. L’algorithme itératif pour la

maximisation de (2) est présenté dans la sous section suivante.

Algorithme Sparse Subspace K-means (SSKM)

1. Initialiser wk avec wk
1 = ... = wk

p = 1√
p , 1 ≤ k ≤ K.

2. Itérer jusqu’à la convergence :
— Fixer wk et optimiser (2) par rapport à C1, ..., CK :

min
C1,...,CK
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 (4)

en appliquant l’algorithme standard K-means aux données pondérées.
— Fixer C1, ...., CK et optimiser (2) par rapport à w1, ...., wk en appliquant la

formule (3).

L’algorithme SSKM repose sur un choix adéquat du paramètre de sparsité s. La sélection
de ce paramètre s se fait de la même manière que pour la méthode sparse K-means [1]
sur la base de permutations des données, la statistique du Gap et la fonction objectif de
SSKM.
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3 Applications

3.1 Données

Deux jeux de données nommés X1 et X2 ont été simulés. Les deux jeux de données
contiennent 200 observations décrites par 60 variables. Les observations sont reparties en
quatre classes de 50 observations chacune. Le jeu de données X1 a été simulé de telle
sorte que toutes les classes soient bien séparées et décrites par l’ensemble des variables.
Par contre, pour le jeu de données X2 chaque classe est décrite par un sous-espace de
l’ensemble des variables. Les classes c1,c2,c3, et c4 sont décrites respectivement par les
groupes de variables 1 à 15, 16 à 30, 31 à 45 et 46 à 60. Naturellement pour chacune des
classes les variables décrivant les autres classes sont des variables de bruit.
Par ailleurs, on utilise également la base de données Multiple Features (Dutch utility maps,
DMU) qui contient 2000 chiffres manuscrits regroupés en 10 classes ck(k = 0, . . . , 9), cha-
cune ayant 200 observations. Chaque chiffre est décrit par 649 variables qui sont réparties
dans les six groupes de variables suivants :
G1 = {A i(i = 1, . . . , 75)} , G2 = {B i(i = 1, . . . , 215)} , G3 = {C i(i = 1, . . . , 63)},G4 =
{D i(i = 1, . . . , 239)} , G5 = {E i(i = 1, . . . , 46)} et G6 = {F i(i = 1, . . . , 5)}.

3.2 Comparaison des performances

La table 1 contient les performances moyennes ( et écart type) pour 30 répétitions des
algorithmes K-means, EWKM, Sparse K-means et SSKM sur les jeux de données X1, X2

et DMU en terme de NMI (Normalized Mutual Information) et de RA (Indice de Rand
Ajusté).

Données Indices K-means EWKM
Sparse
K-means

SSKM

X1 NMI 0.95 (0.1) 0.52 (0.1) 1 (0) 1 (0)
RA 0.93 (0.13) 0.45 (0.21) 1 (0) 1 (0)

X2 NMI 0.76 (0.08) 0.47 (0.17) 0.89 (0) 0.92 (0.02)
RA 0.77 (0.12) 0.45 (0.17) 0.92 (0) 0.92 (0.03)

DMU NMI 0.80 0.64 0.81 0.83
RA 0.74 0.54 0.78 0.80

Table 1: Performances des classifications de K-means, EWKM, Sparse K-means et SSKM
sur les jeux de données X1, X2 et DMU

Les comparaisons des résultats montrent que les algorithmes SSKM et Sparse K-means
donnent sur X1 des performances meilleures que les algorithmes Kmeans et surtout
EWKM. En effet comme cela a été présenté dans la section (3.1), les classes sont par-
faitement séparées sur le jeu de données X1 et sans structure de type ’subspace’ ; ce qui
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explique la très bonne performance des algorithmes SSKM, Sparse K-means et Kmeans.
En ce qui concerne le jeu de données X2, SSKM a de meilleures performances que les
autres méthodes. Cela est dû au fait que Sparse K-means considère que toutes les va-
riables sélectionnées sont pertinentes pour toutes les classes or ce n’est pas le cas sur
le jeu de données X2 qui a une structure de type ’Subspace’. On observe également de
meilleures performances de SSKM pour les données DMU.

3.3 Évaluation de la pertinence des variables

Données simulées : Les figures ci-dessous représentent les heatmaps des poids des va-
riables dans les quatre classes du jeu de données X2 retournés par les algorithmes SSKM,
EWKM et Sparse K-means.

Figure 1: SSKM Figure 2: EWKM Figure 3: Sparse KM

On voit à travers les quatre blocs les plus coloriés de la figure (1) et (2) que les poids les
plus élevés attribués par SSKM et EWKM sur les variables sont effectivement pour les
variables définissant les quatre classes du jeu de données X2 comme cela a été présenté
dans la section (3.1). On observe aussi que les poids de la majorité des variables de bruit
dans les classes sont caractérisés par les blocs en noir montrant ainsi l’impertinence de
ces variables.
La figure (3) représente les poids affectés par Sparse K-means aux différentes variables
de X2. On observe que la grande majorité des poids des variables décrivant au départ les
classes c2, c3 et c4 sont soit proches de zéro ou égales à zéro. Ceci peut expliquer les faibles
performance de Sparse K-means.On souligne que les deux variables (V 34 et V 49) ayant
les poids les plus élevés sont des variables décrivant au départ respectivement les classes
c3 et c4.

Données DMU : sur les heatmaps des poids des variables dans les dix classes du jeu de
données DMU, que nous ne présentons pas ici pour des raisons de place, on observe que
pour SSKM à l’exception de c1 et c5 les classes sont plus décrites par les variables des
groupes G4 et les poids des variables des groupes G1, G2, G3, G5 et G6 dans ces classes
sont très faibles. Quant à la classe c1, elle est plus décrite par les variables des groupes
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G1 et G2.
Pour l’algorithme EWKM on observe qu’une bonne partie des poids des variables des
différents groupes ont des poids très faibles.
Pour la méthode Sparse K means on observe que les classes sont plus décrites par les
variables des groupes G1, G2 et G4 contrairement aux variables des groupes G3 et G5
qui sont en majorité impertinentes pour les classes.
On peut donc conclure que la méthode proposée (SSKM) est plus performante au ni-
veau des indices de qualité de la partition obtenue. Par ailleurs, SSKM détermine des
sous-ensembles de variables pertinentes pour les classes. Plus précisément, elle permet
de retenir un faible ou relativement faible pourcentage (entre 7% et 13% ) des variables
considérées comme pertinentes tout en gardant de bonnes performances facilitant ainsi
l’interprétation.

4 Conclusion

Dans ce papier, nous avons présenté la méthode Sparse Subspace K-means (SSKM) qui
est une extension de la méthode Sparse K-means [1]. Cette nouvelle méthode permet de
sélectionner les variables pertinentes pour chaque classe en mettant à zéro les poids des
variables non pertinentes. La méthode SSKM a été ensuite appliquée sur des données
simulées et sur des données réelles. Les résultats obtenus sont satisfaisants en terme d’in-
dice d’évaluation de la qualité de la classification et la méthode parvient à sélectionner
parfaitement les variables pertinentes pour les classes.
Dans certains applications, les variables peuvent être préalablement structurées en blocs
comme dans le cas des données DMU. Dans nos travaux futurs, nous envisageons d’étendre
la méthode SSKM en nous inspirant des méthodes telles que FGKM [2] pour avoir une
sparsité sur les blocs de variables.
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Étude complète de données neuronales
en grande dimension, à l’aide de

processus de Hawkes
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Résumé. Nous proposons d’étudier une base de données constituée de mesures effec-
tuées sur un grand nombre de neurones au niveau de la colonne vertébrale d’une tortue. Le
premier enjeu de cette étude est de détecter un réseau de communication entre les neurones
à l’aide d’une modélisation des trains de spikes (temps d’impulsions ou de décharges) par
des processus de Hawkes. Le second enjeu est d’utiliser cette information pour expliquer le
comportement du potentiel de membrane d’un neurone fixé entre deux impulsions. Pour
cette seconde phase nous étudions une modélisation par processus de diffusion avec des
sauts modélisés par un processus de Hawkes. Cette modélisation permet d’utiliser toute
la richesse des données dont nous disposons (intra et extra-cellulaires), et de représenter
le lien entre les signaux reçus par un neurone et son potentiel électrique.
Mots-clés. Neurosciences, Processus de Hawkes, Inférence de graphe.

Abstract. We propose to study a neuronal dataset recorded from a large sample
of neurons of the lumbar spinal cord of a turtle. The first thing at stake is to infer
the connectivity graph between neurons using Hawkes processes to model spike trains.
The second purpose is to use this information to explain the behavior of the membrane
potential between two spikes. To that aim we use a jump diffusion model with jumps
driven by a multivariate Hawkes process. This model uses the wealth of the available
data (intracellular and extracellular recordings) and allows us to link the variation of
the membrane potential of a central neuron to the signals received from the neurons
surrounding it.
Keywords. Neuroscience, Hawkes processes, Graph inference.

1 Contexte et objectifs
En neurosciences, nous disposons de deux types de signaux : un signal extra-cellulaire qui
correspond aux potentiels d’actions, spikes en anglais, qui peuvent être mesurés simul-
tanément sur plusieurs neurones et un signal intracellulaire qui correspond au potentiel
de membrane d’un neurone mesuré en temps continu. Nous allons travailler sur ces deux
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types de données. D’une part, les spikes donnent une indication sur la façon dont le sys-
tème neuronal traite une information reçue; d’autre part, l’enregistrement du potentiel
de membrane peut permettre de comprendre les mécanismes internes d’un neurone. Nous
disposons de toutes ces données mesurées sur un même intervalle de temps : le poten-
tiel de membrane d’un neurone fixé et les temps de spikes de plusieurs neurones autour.
L’objectif est d’abord de retrouver le graphe de connectivité de ce réseau de neurones et
ensuite de modéliser le potentiel de membrane du neurone fixé en prenant en compte les
signaux envoyés par les neurones avoisinants.

Nous considérons donc un réseau de neurones avec l’ensemble des neurones, dont le
neurone central, pour lequel nous disposons du signal continu avec la mesure du potentiel
de membrane. A partir de cette mesure nous en déduisons les temps de spikes de ce neu-
rone. Puis, nous intégrons ce train de spikes à ceux des neurones avoisinants. Ainsi, nous
pouvons estimer un réseau de communication entre ces neurones en utilisant les processus
de Hawkes multivariés. Par la suite, à l’aide de la trace du potentiel de membrane du
neurone central nous validons les connexions trouvées.

Enfin nous nous concentrons sur le potentiel de membrane du neurone central. Nous
utilisons une modélisation originale avec un processus de diffusion avec des sauts générés
par un processus de Hawkes, étudiée dans Dion & Lemler (2019) et Amorino et al.(2020).
Bien que très simple par rapport à la complexité du phénomène observé, ce processus
répond bien à l’étude de ces données, et permet de modéliser les phases entre deux spikes
en prenant en compte l’influence du réseau sur les actions du neurone central.

Cette étude utilise des méthodes d’estimation récentes, adaptées aux données neu-
ronales. La procédure complète dépend uniquement des données.

2 Données
Grâce au Pr. Rune Berg de l’Université de Copenhague (département de neuroscience),
nous disposons des deux types de données issues de mesures de circuits lombaires de la
colonne vertébrale d’une tortue. Elles sont étudiées par exemple dans l’article Radose-
vic et al.(2019). Nous avons 10 échantillons de trains de spikes de 249 neurones et 10
enregistrements de potentiel de membrane du neurone central, le tout sur un intervalle de
40 secondes. Une stimulation mécanique est faite au bout de 10 secondes. Nous extrayons
les temps de spikes (signal discret) du neurone central à partir du potentiel de membrane
(signal continu) et nous obtenons ainsi un réseau de 250 trains de spikes.

Afin d’utiliser une modélisation par processus ponctuels et des techniques d’estimation
adéquates, nous devons nous assurer de la stationnarité du processus observé. Pour cela
nous étudions l’outil visuel appelé PSTH (Peristimulus time histogram) à l’aide du package
R STAR, qui donne une mesure du taux de saut du processus en fonction du temps à partir
du stimulus. Après avoir sélectionné une phase satisfaisante nous gardons finalement un
sous-ensemble de neurones et sur un intervalle de temps réduit.
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3 Inférence
Une étape importante consiste à retrouver le graphe de connexion entre les neurones.
Nous cherchons à reconstruire une matrice d’adjacence, où chaque entrée (i, j) représente
l’influence du neurone j sur le neurone i, qui peut être positive (phénomène d’excitation)
ou négative (inhibition).

Un outil classique pour étudier ces interactions est le "cross-correlogram" (CCH),
qui, pour chaque paire de neurones, donne une estimation de la probabilité de saut du
premier neurone autour des sauts du second neurone. La limite de cet outil est qu’il
permet uniquement d’étudier les interactions deux à deux, et peut par exemple détecter
des corrélations erronées entre deux neurones qui interagissent avec un même neurone
commun. Nous proposons donc d’utiliser un modèle multidimensionnel et deux méthodes
d’estimation associées, que nous présentons ci-dessous.

Nous choisissons de modéliser les trains de spikes par un processus de Hawkes mul-
tivarié noté Nt = (N (1)

t , . . . , N (M)
t ) (chaque coordonnées N (i)

t est le processus de comp-
tage du neurone i, d’intensité λ(i)

t qui dépend de tous les temps de sauts antérieurs à t).
Cette modélisation permet de prendre en compte la dépendance temporelle forte existante
dans un train de spikes et aussi entre les trains de spikes de plusieurs neurones. Nous
utilisons deux méthodes d’estimation de l’intensité des processus de Hawkes linéaires,
l’une paramétrique appelée ADM4 (Zhou et al.(2013)), basée sur la vraisemblance d’un
Hawkes linéaire multidimensionnel de noyau exponentiel et adaptée à la grande dimension
des paramètres grâce à une pénalité de type LASSO. Elle est implémentée dans la doc-
umentation Python tick que nous utilisons. La seconde méthode non-paramétrique de
Lambert et al.(2018) est basée sur un critère de moindres carrés avec une pénalité de type
LASSO également, implémentée dans R. L’idée de cet estimateur peut être rapprochée de
celle du cross-correlogram ou du PSTH dans le sens où les fonctions noyaux du processus
de Hawkes sont constantes par morceaux.

Ces deux méthodes présentent des avantages et des inconvénients. En effet, la méth-
ode ADM4 est adaptée à la grande dimension mais repose d’une part sur l’hypothèse
d’un noyau exponentiel et également elle ne permet de détecter que des phénomènes
d’excitation. La seconde méthode, non-paramétrique, est plus robuste à la forme des
interactions et également elle permet de détecter des phénomènes d’inhibition. Cepen-
dant, cette méthode est mal adaptée à la grande dimension comme précisé dans l’article
Lambert et al.(2018).

On applique les deux méthodes aux trains de spikes de 25 neurones (sélectionnés à
l’aide du PSTH), le 26ème neurone étant le neurone central (dont on a extrait le train
de spike à partir du signal continu intracellulaire). Les sorties des algorithmes sont très
proches : on voit notamment des coefficient non nuls sur presque toutes les entrées de
la diagonale, ce qui correspond à un phénomène d’auto-excitation pour chacun de ces
neurones. On détecte également des interactions entre les différents neurones mais la
matrice d’adjacence reste parcimonieuse, ce qui permet notamment d’extraire un sous-
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Figure 1: Représentation des matrice d’adjacence sur 26 neurones. L’entrée (i, j) qui
correspond à l’effet du neurone i sur le neurone j. Gauche: méthode non-paramétrique
de Lambert et al. (2018). Droite: Méthode ADM4.

ensemble de neurones qui interagissent avec le neurone central. Enfin, on remarque que la
méthode non-paramétrique permet de détecter des phénomènes d’inhibition qui, comme
attendu, ne sont pas visibles avec la méthode ADM4.

4 Validation du réseau
Le but de cette partie est double. Nous souhaitons vérifier avec les mesures intracellu-
laires, que les temps de spikes des neurones qui impactent le neurone central selon nos
estimations, impactent la trajectoire du potentiel de membrane de ce neurone. Puis nous
voulons valider l’hypothèse "Hawkes" sur ces données.

Validation à l’aide du signal intracellulaire D’après l’estimation de la matrice
d’adjacence, on lit que les neurones principaux agissant sur le neurone 26 (le neurone
central) sont les neurones 4 et 20 d’après ADM4. Sur la Figure 2, on a représenté,
pour le premier échantillon, la trace du potentiel de membrane sur le graphe du haut, et
en bas, les trains de spikes des deux neurones impactant le neurone central (avec entre
parenthèse l’estimation du coefficient d’interaction du neurone sur le neurone central).
On voit clairement le lien entre les temps de spikes et les variations du signal continu.

Validation du modèle Pour la validation du modèle de Hawkes nous avons utilisé
deux méthodes. La première est la méthode classique du "Time rescaling theorem" de
Brown (2002) utilisée par exemple par Pouzat & Chaffiol (2009). Cette technique utilise
le fait que pour un processus ponctuel stationnaire, le compensateur Λt =

∫ t

0 λsds évalué
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Figure 2: (Échantillon 1) Haut: trace du potentiel de membrane. Bas: train de spikes
pour les neurones 4 et 20.

au temps de sauts du processus, suit un processus de Poisson d’intensité 1. Dans notre
cas nous regardons ce processus pour chaque neurone. Cependant dans l’article Reynaud-
Bouret et al.(2014) il a été soulevé que le plug-in d’un estimateur de l’intensité dans cette
procédure induit de mauvais résultats dans le test de Kolmogorov-Smirnov. Il est alors
conseillé de sous-échantillonner. Nous appliquons donc le test 4 de l’article. Cependant,
les garanties obtenues pour ce test sont asymptotiques en la taille de l’échantillon et dans
notre expérience nous disposons de 10 échantillons seulement.

5 Modélisation d’un intervalle inter-spikes du potentiel
de membrane

L’étude préliminaire présentée ci-dessus va nous permettre de modéliser le potentiel de
membrane du neurone central. En effet, une fois extrait un petit réseau de neurones com-
muniquant avec le neurone central, nous proposons de modéliser le potentiel de membrane
de ce neurone entre deux temps de spikes. Nous supposons pour cela que la dynamique
du potentiel pendant ces phases est décrite par l’équation suivante

dXt = b(Xt) + σ(Xt)dWt + a(Xt−)
M∑

j=1

dN (j)
t
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où W est un mouvement Brownien standard et N un processus de Hawkes multivarié
indépendant de W . Les travaux de Dion et al.(2019) et Amorino et al.(2020) permettent
d’estimer les paramètres b, σ, a. Enfin, en simulant un grand nombre de trajectoires à
partir des estimations, nous obtenons un intervalle de confiance empirique et vérifions
que les trajectoires (non utilisées pour l’estimation) sont bien dans cet intervalle.
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Résumé. Nous présentons un algorithme de résolution rapide du Lasso dans le cadre
de modèles convolutionnels en grande dimension. Des simulations numériques illustrent
l’efficacité de notre approche. De plus, nous démontrons théoriquement que la complexité
temporelle de cet algorithme croît linéairement avec la taille du signal enregistré.

Mots-clés. Parcimonie, Lasso, Optimisation, Neurosciences, Tri de potentiels d’action
Abstract. We present a fast algorithm for the resolution of the Lasso for convolutional

models in high dimension. Numerical simulations illustrate the efficiency of our approach.
Moreover we show theoretically that the temporal complexity of this algorithm growths
linearly w.r.t the size of the recorded signal.

Keywords. Sparsity, Lasso, Optimization, Neurosciences, Spike sorting

1 Introduction
Nous proposons un nouvel algorithme de résolution du Lasso pour l’étude de modèles
convolutionnels. Sous une hypothèse de parcimonie du vecteur à estimer, nous affinons
la stratégie dite d’ensembles actifs ou active set en un algorithme en ligne performant
en grande dimension. Nous montrons de plus que la complexité temporelle théorique
de cet algorithme croît linéairement avec la taille du signal enregistré. Cet algorithme
générique peut s’appliquer à divers domaines, comme notamment au problème du tri
de potentiels d’action en neurosciences dont la problématique porte sur l’estimation des
formes des potentiels d’action et des instants d’activation des différents neurones à partir
de l’enregistrement de l’activité neuronale.

Modèle convolutionnel Durant une expérience, d électrodes enregistrent l’activité de
q neurones. Chaque électrode enregistre un signal de taille n (nombre de pas de temps).
Nous proposons de de mettre en relation l’activité des neurones et les signaux enregistrés
en utilisant un modèle convolutionnel, déjà proposé par Roberts (1979). Ce modèle s’écrit
sous la forme

SSS =
q∑

j=1
WWW j ∗ aaaj + NNN, (1)
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où SSS ∈ Rd×n est la matrice des observations, contenant les d signaux enregistrés de taille
n. La matrice WWW j ∈ Rd×! contient les formes des potentiels d’action du neurone j sur
toutes les électrodes. Notons que toute forme de potentiel d’action est décrite par !
points. Le vecteur aaaj ∈ Rn est appelé le vecteur d’activation du neurone j. Les entrées
non nulles de aaaj correspondent aux instants d’activation de ce neurone. Étant donné que
la fréquence de décharge des neurones est très petite devant la fréquence d’acquisition du
signal, notons que aaaj est un vecteur sparse. L’opérateur de convolution par rapport au
temps est noté ∗ (d’où le nom de modèle convolutionnel). Finalement, NNN ∈ Rd×n est une
matrice de bruit.

La convolution étant un opérateur linéaire, le modèle convolutionnel (1) se reformule
en un modèle linéaire, après une étape de vectorisation. On obtient alors le problème
suivant

yyy = HHHaaa + σσσ, (2)
où HHH est une matrice bloc-Toeplitz de taille dn × qn codant la convolution entre les
formes des potentiels d’action et le vecteur d’activation a. Les potentiels d’action étant
de longueur ! très petite devant n, la matrice HHH est en pratique extrêmement sparse.

Dans la suite, on s’intéresse à l’estimation du vecteur d’activation a en supposant
connus le nombre de neurones q et les formes des potentiels d’action WWW j. Cet objectif
correspond à la deuxième étape de la stratégie de tri de potentiels d’action plus générale
suivante:

1. estimation du nombre de neurones et des formes des potentiels d’action

2. identification et classification des événements présents dans le signal

Lasso et conditions d’optimalité Estimer aaa quand le nombre de neurones est supérieur
au nombre d’électrodes serait impossible sans hypothèse structurelle supplémentaire.
Comme annoncé en section 1, une propriété importe du problème est que les neurones ont
tendance à peu décharger. Par conséquent, le nombre de coefficients non nuls dans aaa est
petit devant qn. Ceci nous invite à considérer un estimateur promouvant la parcimonie,
comme le Lasso proposé par Tibshirani (1996).

â̂âa = argmin
aaa∈Rqn

1
2 ‖yyy − HHHaaa‖2

2 + λ ‖aaa‖1 , (3)

où λ > 0 est l’unique paramètre de la méthode et qui dépend du ratio signal sur bruit.
Une propriété cruciale du Lasso est la condition d’optimalité suivante : soit â une solution
de (3) et écrivons HHHj la j-ème colonne de HHH, où 1 ≤ j ≤ qn.

∀j, si |HHHT
j (yyy − HHHâ̂âa)| < λ, alors â̂âaj = 0. (4)
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Algorithme d’ensembles actifs (active set) Le calcul d’un estimateur Lasso, c’est-
à-dire d’une solution du problème (3), peut être très coûteux en grande dimension. Nous
exploitons alors la stratégie dite de l’active set nous permettant de calculer de manière
plus efficace le Lasso. Notons que cette stratégie assez générique a déjà été exploitée
dans d’autres contextes, cf. Lee et al. (2007), Szafranski et al. (2008) et Boisbunon et
al. (2014). Ici l’idée principale de l’active set repose sur l’exploitation des conditions
d’optimalité (4). Initialisant l’estimateur Lasso au vecteur nul, l’objectif est d’activer de
manière itérative ses coordonnées j ne vérifiant pas (4), tout en mettant à jour l’estimateur
Lasso à chaque activation de coordonnées. On appelle active set et on note J l’ensemble
de ces coordonnées actives. Le vecteur aaa étant très sparse, on s’attend ainsi à résoudre des
problèmes Lasso de taille |J | très petite devant qn. Dans le pire des cas, l’algorithme de
l’active set active toute les coordonnées possibles, ce qui conduit à calculer une solution
Lasso sur l’espace tout entier. Ainsi, l’algorithme de l’active set termine toujours en temps
fini.

2 Active set par fenêtre glissante adaptative
En pratique, le calcul des conditions d’optimalité et la mise à jour du Lasso sur J sont les
étapes les plus coûteuses de l’active set. Au vu des dimensions du problème, ceci ne permet
pas encore de calculer rapidement une solution en temps raisonnable. Nous proposons
alors l’idée de l’active set par fenêtre glissante, qui exploitera davantage la structure du
problème. Une notion cruciale est celle de recouvrement temporel entre activations : les
activations étant rares et leurs effets sur le signal étant très localisés, deux activations
suffisament distantes n’ont aucune influence réciproque. Plus précisément, rassemblons
les temps d’activation de tous les neurones dans un vecteur noté aaatimes et considérons
alors aaatimes

i et aaatimes
j deux activations successives de atimes. Si on a |aaatimes

i −aaatimes
j | ≤ !, on

dira que ces deux activations se recouvrent. On appelle alors recouvrement de l’activation
aaatimes

i sa composante connexe pour la relation qui précède. On partionne ainsi l’ensemble
des temps d’activations en des recouvrements disjoints. L’idée essentielle de l’active set par
fenêtre glissante est de retrouver ces recouvrements en parcourant le domaine temporel
à l’aide de fenêtres dont la taille peut évoluer et donc d’exploiter cette séparation des
activations afin de résoudre des problèmes indépendants et de taille plus petite.

Retrouver les recouvrements des activations exige une évolution précise des fenêtres de
l’algorithme. Une fois les conditions d’optimalité satisfaites sur ω (ligne 3 de algorithm 1),
si le signal reconstruit est entièrement contenu dans ω, autrement dit si tous les temps
d’activation sont à distance supérieure à ! du bord j, alors le recouvrement est entièrement
contenu dans ω. Or on sait que la résolution du Lasso pour le recouvrement suivant est
indépendante du recouvrement actuel. Dans ce cas, on a donc trouvé la solution Lasso
pour la fenetre actuelle peut donc travailler sur une nouvelle fenetre immédiatement après.
Sinon, on étend la fenêtre actuelle et on résout à nouveau le Lasso sur celle-ci en mettant
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Algorithm 1 Structure de l’active set par fenêtre glissante
1: Initialisation de la fenetre ω = !i, j" = !1, η"
2: repeat
3: aaaω = solution du Lasso sur ω via l’active set
4: if Le signal reconstruit est contenu dans ω then
5: Stockage de la solution aaaω, décalage de la fenêtre ω = !j + 1, j + η"
6: else
7: Extension de la fenêtre actuelle ω = !i, j + !"
8: end if
9: until j = n // Fin du signal

à jours de manière itérative avec l’active set. Le vecteur précédemment calculé complété
par des zéros constitue alors une initialisation raisonnable pour la résolution du nouveau
Lasso.

Dans l’active set standard, le coût du calcul des conditions d’optimalité est de l’ordre
de O(nqd!) à chaque étape. Dans l’active set par fenêtre glissante, ce coût se réduit donc
à O(|ω|qd!), avec |ω| << n.

3 Expérimentations numériques
Afin d’illustrer les performances de l’algorithme de l’active set par fenêtre glissante, nous
présentons ici une comparaison des temps d’exécution pour trois approches différentes :
l’approche frontale qui consiste à résoudre le Lasso (3) globalement, l’active set générique
et l’active set par fenêtre glissante. Quelle que soit l’approche, nous résolvons les Lasso en
utilisant l’algorithme du gradient proximal accéléré, implémenté dans FISTA par Beck et
Teboulle (2009). Nous avons simulé notre jeu de données de manière réaliste en utilisant
notamment le modèle classique de Hodgkin et Huxley (1952) pour la description des
formes de potentiels d’action et implémenté par Pouzat (2016). Afin de favoriser l’étude
l’influence de n, nous nous sommes limité à des valeurs raisonnables pour le nombre de
neurones (q = 5) et d’électrodes (d = 4).

FISTA global et l’active set générique nécessitent une grande utilisation de la mémoire
pour le stockage de la matrice HHH dont la taille augmente en O(n2). Ainsi les simulations
pour ces deux méthodes deviennent rapidement prohibitives. Nous constatons néanmoins
en figure 1 que l’active set par fenêtre glissante est visiblement plus rapide que ces deux
méthodes. En effet, celui-ci semble croître linéairement en n. De plus, il nécessite une
occupation de la mémoire nettement plus raisonnable.
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Figure 1: Temps d’exécution des algorithmes pour différentes valeurs de n.

4 Étude mathématique de l’algorithme et complexité
Étant donné la structure de l’algorithme par fenêtre glissante, une question naturelle
apparaît : peut-on s’assurer que la solution â̂âa calculée est bien une solution du problème
initial ? Par construction, â̂âa est obtenu par recollements successifs de solutions sur des
fenêtres disjointes. Nous pouvons répondre par l’affirmative.
Theorem 1. La solution â̂âa calculée par l’active set par fenêtre glissante est une solution
Lasso du problème initial, c’est-à-dire de (3).

Dans la suite, on s’intéresse à l’estimation de la complexité algorithmique de l’active
set par fenêtre glissante. On appelle fenêtre maximale toute fenêtre qui a été quittée à
l’issue de l’étape (5) de l’algorithme 1.
Lemma 1. On note respectivement I∗ et Î l’ensemble des coordonnées non nulles des
vecteurs a et â. Alors sur l’événement I∗ = Î, toute fenêtre maximale contient au plus
un recouvrement. De plus, si une fenêtre maximale contient un recouvrement de taille k,
alors cette fenêtre est de longueur au plus k + η + !.

Utilisant des résultats théoriques sur le Lasso, comme Bunea (2008), nous pouvons
montrer que la condition I∗ = Î est satisfaite avec grande probabilité. Le lemme précédent
nous informe donc bien sur le lien entre la complexité de l’algorithme (la taille des fenêtres)
et la taille des recouvrements. Pour des raisons techniques, nous étendons ici la distance
de détection des recouvrements à 3!.
Lemma 2. Supposons que le vecteur des temps d’activation aaatimes soit tiré selon un
processus de Bernoulli de probabilité p. Alors la taille moyenne d’un recouvrement est
inférieure à 3!(1 − p)−3!.
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Les résultats obtenues en section 3 semblaient indiquer que la complexité temporelle
de l’active set par fenêtre glissante croît en O(n). Nous sommes ici en mesure de le
démontrer mathématiquement.

Theorem 2. La complexité temporelle moyenne de l’algorithme de l’active set par fenêtre
glissante est de l’ordre

O(nω̄4q2(d + q)2), (5)
où ω̄ est la taille moyenne d’une fenêtre maximale.

Les lemmes précédents nous assurent alors que ω̄ est indépendant de n. Ceci est à
notre connaissance le premier résultat théorique sur la résolution d’un Lasso structuré
avec une complexité O(n). Notons que le résultat du théorème 2 est pessimiste. Dans
des travaux futurs, nous nous attacherons à prendre en compte la dimension spatiale du
problème, ce qui permettrait de résoudre des sous-problèmes associés à de petits sous-
ensembles de neurones. Auquel cas les termes d et q apparaissant dans (5) seraient
remplacés par des valeurs bien inférieures.
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Résumé. Le traitement d’une grande quantité de données est une nouvelle tâche
problématique en astrophysique. La réduction de la dimension du nombre d’observations
et du nombre de variables (caractéristiques, observables) est nécessaire pour une compréhension
physique plus facile. Dans cet exposé, nous présentons plusieurs résultats obtenus avec
Fisher-EM, un algorithme de classification non supervisé en modèle de mélange dans un
sous-espace latent discriminant, appliqué sur plusieurs échantillons de spectres de galax-
ies : deux échantillons simulés et un grand échantillon observé (702248 spectres de 1437
longueurs d’onde chacun). Nous sommes ainsi en mesure de démontrer la faisabilité, la
robustesse et l’utilité de la classification non supervisée pour de très grands échantillons
de spectres de galaxies.

Traduit avec www.DeepL.com/Translator (version gratuite)Mots-clés. Classification
non supervisée, Machine Learning, Spectres, Astrophysique, Galaxies

Abstract. Dealing with large amount of data is a new problematic task in astro-
physics. Dimensionality reduction in both the number of observations and the number
of variables (features, observables) is necessary for an easier physical understanding. In
this talk, we present several results obtained with Fisher-EM, an unsupervised clustering
discriminative latent mixture model algorithm, applied on several samples of spectra of
galaxies: two simulated samples and a large observed one (702248 spectra of 1437 wave-
lengths each). We are thus able to demonstrate the feasibility, robustness and usefulness
of unsupervised classification of very large samples of spectra of galaxies.

Keywords. Unsupervised classification, Machine Learning, spectra, astrophysics,
galaxies
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1 Introduction

Astrophysics has now entered the era of Big Data and the new telescopes and instruments
that will come into operation in the next few years (EUCLID, VLT/MOONS, LSST,
SKA...) face technological challenges for the management and the analysis of the data.
Spectra are particularly spectacular since they contain several thousands of wavelengths
making matrices of about a million observations described by thousands of parameters.

These spectra contain all the astrophysical information that an astronomer can dream
of, apart from the morphological structure: the composition of the stellar populations,
the history of the stellar formation events, the content in gas and its physical conditions,
the presence of hot regions such star forming regions, hot nebulae, active galactic nuclei
hosting black holes, and the global kinematics of the galaxy. Basically the spectrum of
a galaxy is made of a continuum due to the thermal emission from the stars, plus some
absorption features due to the cold gas, and emission lines due to hot gas. An atlas of
typical galaxy spectra is provided in Kennicutt (1992) or Dobos et al. (2012).

Classification in astrophysics traditionally uses an eye-based approach which also
serves as the basis for supervised learning studies. In contrast, unsupervised learning
is not common (Fraix-Burnet et al. 2015). In the case of spectra of galaxies, the first
study using k-means is recent (SÀnchez Almeida et al. 2010) and has been disputed in
De et al. (2016). Indeed, the data set is so large that this simple technique is not able to
detect structures.

In the present study, we instead use a more sophisticated algorithm and demonstrate
its capacity to discriminate physically distinct galaxies from their optical spectra even
with very large samples. Two other samples of simulated spectra of galaxies allow us to
understand how the algorithm uses the spectra to build distinct classes as well as the
effect of the noise on the final classification.

2 Fisher-EM in short

The unsupervised clustering was performed with the algorithm Fisher-EM available in
R (Bouveyron and Brunet 2012). The Fisher-EM algorithm is a discriminative latent
mixture model that estimates both the discriminative subspace and the parameters of the
mixture model. It is based on the Expectation-Maximization (EM) algorithm from which
an additional step, named F-step, is introduced, between the E- and the M-step. This
F-step uses the Fisher criterion under orthonormality constraints and conditionally to the
posterior probabilities to optimize the clustering.
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3 A sample of Single Stellar Population spectra

The most simple spectrum comes from a single stellar population (set of stars of same age
and same initial chemical composition) without considering the emission lines from the
ionized gas surrounding them. 966 spectra with 3563 wavelengths each were simulated.
Fisher-EM finds an optimum of 105 clusters with very little dispersion within each.

Only three parameters were used to simulate these spectra: age, metallicity and the
initial mass function. The 105 classes are very homogeneous and discriminate very well
both in the spectra space and the parameter space. Remarkably, the Fisher-EM algorithm
is able to mainly resolve the degeneracy between age and metallicity that both affect a
spectrum in a similar way.

3.1 The CIGALE sample: a simulated set of more complete
spectra

The CIGALE code (Boquien et al 2019) can simulate many physical phenomena that
constitutes the spectrum of a galaxy. Such a code is used to fit observed spectra or to
create mock catalogues. We have simulated 11000 different spectra in the optical range
with 494 wavelengths each, by varying 12 parameters (star formation history, dust...).
This sample was used to investigate the convergence frequency to find the best number of
clusters according to the ICL criterion, as well as the effect on the noise on the resulting
classification.

A very difficult problem in unsupervised clustering is the search for the best solution.
With very large samples, computation time is a severe limitation. The Fisher-EM analysis
of the CIGALE sample has shown that repeating the analysis many times is not required
when the solution is already good. This means that the curve of the ICL versus the number
of clusters may not necessarily point to the best solution (if it exists), but provides a very
reasonable classification.

The effect of the noise was found to be somewhat dependent on the details within the
spectra rather than on the signal-to-noise ratio. Adding even a very small noise greatly
affects the classification scheme for the CIGALE spectra, contrarily to the SSP spectra
which have no emission lines.

3.2 The SDSS sample: a very large observed data set

A very large sample of 702248 spectra with 1437 wavelengths in the optical range was
retrieved from the Sloan Digital Sky Survey (SDSS) database. Since many runs are re-
quired to find the best statistical model and the optimum number of clusters, we adopted
a strategy that first explored the data with subsets of 100000 spectra, and then consid-
ered a 302248 subset for the final classification, with a distinct 300000 sample used as a
validation.
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The first exploration imposed a clustering in several steps: one or two preliminary steps
with K=3 and then the sub-clustering of the three classes. The reason is that increasing
the number of clusters for the preliminary steps did not change much the distribution of
the three larger clusters, but increases the number of very small clusters (with down to
one element).

This sub-clustering strategy revealed itself quite robust among the different subsets.
Because of excessive computation time, only the preliminary steps were performed on the
full sample.

However, this strategy shows that the analyses of several subsets of the full sample
helps find a representative sub-sample so that the resulting classification proved to be
robust.

The optimum number of clusters is found to be 86 and are shown in Fig. 1. The
homogeneity of most of the classes is striking. The number of very small classes is large,
37 classes gathering 99% of the sample. Some small classes are made of clearly suspicious
spectra, showing the capacity of Fisher-EM to distinguish outliers and artifacts.

A first interpretation of the classes demonstrates the astrophysical relevance of these
classes.

4 Conclusion

The thorough study of the unsupervised classification of large samples of spectra of galax-
ies have demonstrated that this approach is suited to cope with the avalanche of data that
is coming in astrophysics.

We have developed a strategy to analyse any sample that would prove otherwise to
be computationally impossible to tackle. More importantly, the resulting classification is
shown to be robust, discriminative and relevant.

We intend to fully understand the physics of the galaxies within each class. We will
try to generalize this classification to the millions of other spectra available in present
and future databases, in order to obtain a general atlas of the diversity of galaxies in the
Universe.
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Figure 1: The resulting 86 classes for the SDSS sample stored in decreasing order of the
number of spectra within a class. The black line is the mean spectrum of each class, and
the grey zone lies between the 10 and 90% quantiles for that class. The vertical scale is
arbitrary and identical for all spectra. The class index and the number N of objects in
the class are given in each graph (from Fraix-Burnet et al 2021).
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Résumé. La modélisation par équations structurelles permet l’estimation et l’identification
de relations causales entre des composants d’un système d’étude. Des approches parci-
monieuses permettent de modifier un schéma causal en enlevant certaines relations tout en
conservant la totalité des variables du système. Toutefois, dans certains domaines comme
l’agroécologie par exemple, la multiplicité des mesures peut devenir très couteuse et il
devient intéressant de pouvoir sélectionner les variables suffisantes pour l’identification de
relations causales. Pour répondre à cette problématique, nous proposons une statistique
de test définie comme la différence de mesure d’ajustement entre deux modèles concur-
rents. En utilisant un principe de permutations, nous avons pu tester l’apport des données
de biomasses microbiennes et montrer que celles-ci ne jouaient pas un rôle significatif dans
le système causal.

Mots-clés. Modèles à équations structurelles, Sélection de variables, Agroécologie

Abstract. Structural equations modeling allows the estimation and identification of
causal relationships between components of a system. The use of parsimonious approaches
make it possible to modify a causal pattern by removing certain relations while retaining
all the variables of the system. However, in fields such as agroecology for example, the
multiplicity of measures can become very expensive and selecting subset of variables,
sufficient for the causal system, is of particular interest. To tackle this issue, we propose a
test statistic defined as the difference in fit measurement between two competing models.
By using permutations, we were able to test the contribution of microbial biomass data
and show that they did not play a significant role in the causal system.

Keywords. Structural equation models, Variable selection, Agroecology
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1 Introduction

L’étude des relations causales entre les éléments d’un système complexe, par le biais
de l’inférence causale, a donné lieu à une abondante littérature ces dernières années.
Récemment, la publication d’un numéro spécial dans le journal de la société française
de statistique présente les différentes définitions de la causalité ainsi que les méthodes
pour identifier et estimer les relations causales (Benkeser et al., 2020). Parmi les familles
de modèles statistiques utilisées pour l’inférence causale, nous nous intéressons ici aux
modèles à equations structurelles (SEM) qui permettent la modélisation du système
d’étude dans sa globalité. Le principal avantage des SEM réside dans la formalisation
de l’ensemble des relations causales ainsi que dans la visualisation du système causal par
un graphe orienté acyclique (DAG). Dans leur feuille de route pour l’étude de la causalité,
Petersen et van der Laan proposent de définir et de fixer le modèle causal avant toute
confontration aux données (Petersen and van der Laan, 2014). Dans la suite de la feuille
de route, la démarche statistique s’intéresse à modifier certaines relations causales soit
en rajoutant certains liens, notamment à l’aide des indices de modifications, soit en fa-
vorisant la parcimonie du modèle par des méthodes de régularisation (Jacobucci et al.
2016) ou d’une modélisation sparse (Cai et al. 2013).

Dans toutes ces études, l’amélioration du modèle structural se fait sans modification de
l’ensemble des variables mesurées. Pourtant, dans de nombreux domaines, l’obtention de
certaines variables peut être très couteuse. Dans cet article, nous présentons une méthode
permettant de déterminer si une variable observée a un apport significatif dans la qualité
de la modélisation du système causal. Cette méthode s’appuie sur la mesure d’ajustement
de la vraisemblance dont la significativité est testée par une permutation des données.

Ce travail est motivé par l’amélioration des pratiques agricoles dans un contexte
agroécologique. Afin d’étudier le rôle de la composition du sol dans les performances
aériennes du blé, un ensemble de 6 mesures ont été effectuées en conditions controlées sur
55 plans de blé. Parmi ces 6 mesures, nous retrouvons 3 mesures d’activités enzymatiques
(PHO pour l’acide phosphatase, PAK pour l’alkaline phosphatase et GLU pour la β-
glucolidase), une mesure de biomasse microbienne (Bmc), la biomasse racinaire (BSr) et
le nombre de talles (Ntl). Dans une première étape, un modèle structural est confronté
aux données récoltées et dans un second temps, l’importance de la mesure de biomasse
microbienne est testée par notre méthode.

2 Modèle à équations structurelles

2.1 Notations

D’après Bollen (1989), un modèle général d’équations structurelles s’appuie sur un ensem-
ble de p+q variables observées (ou variables manifestes). Les variables observées peuvent
se décomposer en deux sous-ensembles : un sous-ensemble x de p variables exogènes
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(i.e. définies en dehors du système) et un sous-ensemble y de q variables endogènes (i.e.
définies par le système étudié). En outre, un ensemble de m + n variables latentes (m
variables latentes endogènes et n variables latentes exogènes) sont également définies à
travers le schéma conceptuel du système. De nouveau, l’ensemble des variables latentes
peut se décomposer en un ensemble η de m variables endogènes et un ensemble ξ de n
variables exogènes. Ainsi le modèle général est défini par deux sous modèles : le modèle
structurel (voir équation (1)) et un modèle de mesures (voir équations (2) et (3)).

Le modèle structurel peut donc s’écrire de la façon suivante :

η = Bη + Γξ + ζ (1)

où B (de taille m×m) et Γ (de taille m× n) correspondent aux matrices des coefficients
modélisant le lien entre les variables latentes. ζ un vecteur d’erreur (avec E[ζ] = 0 et
cov(ζ, ξ) = 0)). Le modèle de mesure s’écrit de la façon suivante :

y = Λyη + ε (2)

x = Λxξ + δ (3)

où Λy (de taille p×m), Λx (de taille q×n) sont les matrices des coefficients modélisant le
lien entre les variables observées et variables latentes. Les vecteurs ε et δ représentent les
erreurs de mesures avec les hypothèses E[ε] = 0, E[δ] = 0 et il est supposé que ε et δ sont
non-correlées avec ζ et ξ. Le modèle est ainsi caractérisé par un ensemble de paramètres
θ qui intègre les matrices B, Γ, Λy, Λx ainsi que les variances d’erreurs ζ, ξ, ε et δ.

Application. Pour notre exemple illustratif, nous avons p = 4 variables exogènes
(PHO, PAK, GLU et Bmc) et q = 2 variables endogènes (BSr et Ntl). Les 4 mesures
PHOS, PAK, GLU et Bmc sont caractéristiques des propriétés du sol, la mesure BSr
est obtenue au niveau des racines tandis que Ntl est un indicateur des propriétés du
couvert. Notre système d’étude peut donc se décomposer en 3 compartiments modélisés
par 3 variables latentes : n = 1 variable latente exogène (sol) et m = 2 variables latentes
endogènes (rcn pour racine et arn pour aerien). En faisant l’hypothèse que les propriétés
du sol influence l’activité des racines qui elle même va influencer les propriétés du couvert.
Avec x = [PHO,PAK,GLU,Bmc], y = [Bsr,Ntl], ξ = [sol] et η = [rcn, arn] nous avons
:

Γ =

[
γ1,1
0

]
,B =

[
0 0
0 b2,2

]
,Λx =





λx
1,1

λx
2,1

λx
3,1

λx
4,1



 ,Λy =

[
λy
1,1 0
0 λy

2,2

]
.

Le schéma conceptuel sous la forme d’un graphe acyclique orienté est représenté Fig-
ure 1 (à gauche).
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2.2 Estimation et godness-of-fit

L’estimation d’un modèle d’équations structurelles se fait classiquement par l’optimisation
d’une fonction d’ajustement, parmi lesquelles la fonction d’ajustement du maximum de
vraisemblance est la plus utilisée (Rosseel, 2012). En s’appuyant sur l’hypothèse que
la matrice de covariance des variables observées suit un loi de Wishart, la fonction
d’ajustement s’écrit :

FML(Σ(θ)) = log |Σ(θ)|+ tr
(
SΣ−1(θ)

)
− log |S|− (p+ q) (4)

où S est la matrice de variance-covariance observée et Σ(θ) celle induite par le modèle.
L’adéquation du modèle aux données consiste à comparer le modèle estimé au modèle
saturé pour lequel Σ(θ) = S et un nombre de degrés de liberté égal à 0, comme par
exemple en utilisant un test de rapport de vraisemblance (Rosseel, 2012).

Application. La Figure 1 présente le modèle agroécologique composé des 6 variables
manifestes et des 3 variables latentes. Pour tester l’adéquation de ce modèle aux données,
il sera confronté au modèle saturé qui peut être décrit par un modèle sans variable la-
tente pour lequel toutes les variances et les covariances entre variables observées sont des
paramètres à estimer. Notre modèle agroécologique (modèle testé) est confirmé par les
données avec une p-valeur du test du rapport de vraisemblance égal à 0.2381.

Figure 1: La figure de gauche correspond à une visualisation par graphe orienté acyclique
du modèle testé. La figure de droite représente le modèle saturé qui correspond à un
graphe complet.
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3 Sélection de variables

La fonction objective présentée à l’équation (4) permet d’estimer et de comparer des
modèles SEM construits pour un ensemble fixe de variables observées. Dans cette section,
nous nous intéressons à quantifier l’impact de la présence ou de l’absence d’une variable
observée, x!, dans le système causal. Soit l’ensemble des variables observées (y,x) =
(y1,x1, x!), Σ(θ) peut se réécrire de la façon suivante :

Σ(θ) =

[
Σ1(θ) u(θ)
u(θ)′ Vθ(x!)

]

où Σ1(θ) est le bloc de la matrice de covariance, obtenu à partir de l’estimation de θ, pour
le sous-ensemble de variables observées (y1,x1). u(θ) est l’ensemble des covariances entre
x! et (y1,x1) et Vθ(x!) est la variance de x!. Considérons également Σ0(θ0), la matrice
de variance-covariance des variables observées (y1,x1), induite par le modèle structural
estimé uniquement sur (y1,x1). Une illustration est proposée à la Figure 2.

Pour déterminer l’importance de la variable x dans le système causal, nous définissons
la statistique D comme la différence des fonctions d’ajustements :

D = FML(Σ1(θ))− FML(Σ0(θ0)). (5)

La significativité de D est testée par permutation des valeurs de x!. Pour une permu-
tation P , les paramètres du modèle θP sont estimés pour calculer une mesure d’ajustement
FML(Σ1(θP)).

Figure 2: La figure de gauche correspond au modèle impliquant la variable Bmc et la
figure de droite au modèle sans la variable Bmc.

Application. Dans notre application, nous cherchons à tester si les données biomoléculaires
(la variable Bmc) sont nécessaires à l’estimation du système causal. La valeur observée
pour D est égale à 0.06991. A partir de 1000 permutations de la variable Bmc, la p-valeur
obtenue est égale à 0.55.
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4 Conclusion

Dans cette étude, nous avons proposé une méthode de sélection de variables pour des
modèles d’équations structurelles. Cette méthode permet d’étudier la composition de
l’ensemble des variables observées nécessaires à l’estimation d’une structure causale. L’application
de notre méthode dans un contexte agroécologique a permis de mettre en évidence la ro-
bustesse du modèle causal en l’absence de la mesure de biomasse microbienne. L’utilisation
de notre modèle peut permettre de reconsidérer les importances relatives des variables du
processus et ainsi éviter la multiplication des mesures. Ainsi, nos travaux offrent des per-
spectives quant à l’utilisation des modèles d’équations structurelles dans la planification
expérimentale.
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Résumé. Estimer le taux d’immunité à partir des données de survie peut se réléver
difficile lorsque ces dernières comprennent des sujets immunisés qui n’expérimenterons
jamais l’événement d’intérêt. Dans un certain sens, on peut s’attendre à ce que tout
estimateur proposé ne donne de bons résultats que lorsque la période de suivi est suff-
isante. Dans le contexte d’un suivi insuffisant, Escobar-Bach et Van Keilegom (2019) pro-
posent un estimateur non-paramétrique qui incorpore un terme d’ajustement améliorant
l’estimation, valable sous l’hypothèse que la distribution de survie des sujets susceptibles
à l’événement appartient au domaine maximum d’attraction de Fréchet. Avec ce travail,
nous choisissons d’étendre leur méthode aux distributions appartenant au domaine max-
imum d’attraction de Gumbel, qui représente lui aussi une large classe de distributions
utiles en survie. A l’instar de Escobar-Bach et Van Keilegom (2019), nous utilisons des
techniques d’extrapolation de la théorie des valeurs extrêmes pour construire un estima-
teur non-paramétrique consistant et améliorant l’estimation du taux d’immunité. Nous
présentons également les propriétés asymptotiques de l’estimateur et proposons une ap-
plication sur des données de survie de patients à différents stades du cancer du sein.

Mots clés : Analyse de survie, modèle de mélange avec cure, théorie des valeurs
extrêmes, suivi insuffisant.

Abstract. Estimating the cured proportion from survival data which may include
observations on cured subjects, that is, those who never experience the event of inter-
est, is an important task in practice. Any proposed estimator can only be expected to
perform well when the follow-up period is sufficient, in some sense. When follow-up is
not sufficient, a nonparametric estimator proposed by Escobar-Bach and Van Keilegom
(2019) incorporates an adjustment which ameliorates the problem under the assumption
that the survival distribution of those susceptible to the event belongs to the Fréchet max-
imum domain of attraction. In the present work we extend their method to distributions
belonging to the Gumbel maximum domain of attraction, a significant extension since
many commonly used lifetime distributions have this property. Like Escobar-Bach and
Van Keilegom (2019) we use extrapolation techniques from extreme value theory to derive
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a nonparametric estimator of the cure proportion which is consistent and approximately
normally distributed under certain assumptions, and performs well in simulation studies.
We illustrate with an application to survival data where patients with differing stages of
breast cancer have varying degrees of follow-up.

Key words : Survival analysis, mixture cure model, extreme value theory, insufficient
follow-up.

1 Contexte

Modèle de mélange immunisé

On considère une expérimentation où chaque individu est associé à un temps de survie
aléatoire T ∈ [0,+∞] et un censeur aléatoire C ∈ R:

si T < +∞, le sujet fait partie des susceptibles et est censuré lorsque T > C.

si T = +∞, le sujet est dit immunisé et est automatiquement censuré.

D’un point de vue de l’utilisateur, l’observation est réduite à Y := min(T,C) avec pour
indicateur de censure δ := 1l{T≤C}. Le modèle de mélange immunisé est alors caractérisé
par les fonctions de distribution

Fc(t) := P(C ≤ t) et F (t) := P(T ≤ t) = pF0(t) (1)

où p := P(T < +∞), T et C sont indépendants et F0 définit la fonction de distribution
des susceptibles. On introduit également les points terminaux respectifs des fonctions F0

et Fc par τ0 et τc.

Estimation du taux d’immunité et problème de suivi

Dans le but d’estimer le taux d’immunité 1 − p, la plupart des études reposent sur
l’estimateur de Kaplan et Meier (1958). Par définition, il s’agit d’une estimateur produit
pour la fonction F , qui à l’avantage de tirer parti des données censurées et non-censurées.
Afin de l’introduire, on note {(Yi, δi)}1≤i≤n un échantillon i.i.d. de (1) et on introduit
les notations Y(i), pour la i-ième statistique d’ordre, et δ(i), pour l’indicateur de censure
correspondant. L’estimateur de Kaplan-Meier est ensuite donné par

F̂n(t) := 1−
∏

Y(i)≤t

(
1−

δ(i)
n− 1 + i

)
; t ∈ R
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où tout produit sur l’ensemble vide retourne la valeur 1. La valeur p est alors approchée
via (1), à l’aide de l’estimateur

p̂n := F̂n(τ̂n)

où le maximum des données de survie est simplement noté t(n) := Y(n). D’après Maller
et Zhou (1992), ce dernier est un estimateur consitant de p uniquement pour des cas de
suivi suffisant :

Théorème 1.1 On suppose que 0 < p ≤ 1 et F continue à τG := τ0∧τc lorsque τG < +∞,
alors on obtient que

p̂n
p.s−→ p lorsque n → +∞ si et seulement si τ0 ≤ τc.

En conséquence, la consistence de l’estimateur p̂n requiert la condition nécessaire et
suffisante qu’aucun susceptible ne puisse survive plus longtemps que le plus grand des
censeurs. Cette condition est communément nommée suivi suffisant, et représente un
paradigme usuel en analyse de survie. En pratique, il est compliqué de vérifier cette
dernière et des difficultés peuvent apparâıtre pour des expérimentations avec un cours
temps d’étude. En particulier, l’estimateur p̂n sous-estime p lorsque τc < τ0, condition
dite de suivi insuffisant, où τc < +∞ et τ0 est possiblement infini.

2 Estimation dans le cas de suivi insuffisant

Domaine d’attraction pour la distribution des susceptibles

Dans ce projet, nous proposons de palier au problème de suivi insuffisant en se basant
sur la connaissance du comportement limite de F proche de τ0. Ce type de raisonnement
est propre à la théorie des valeurs extrêmes, en particulier lorsqu’il s’agit d’extrapoler
des probabilités d’évènements rares. Nous supposons donc que F0 appartient au domaine
d’attraction maximum d’une distribution des valeurs extrêmes, c’est-à-dire, on suppose
qu’il existe un paramètre γ ∈ R tel que pour tout y > 0

lim
t→τ0

1− F0(t+ y$(t))

1− F0(t)
= Gγ(y) :=

{
(1 + γy)−1/γ, si γ '= 0,
exp(−y), si γ = 0,

(2)

avec

$(t) =






γt, si γ > 0,

−γ(τ0 − t), si γ < 0,∫ τ0

t

1− F0(x)dx/(1− F0(t)), si γ = 0.

(3)
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Le paramètre γ est l’indice des valeurs extrêmes et caractérise le comportement de queue
de F0. Dans cette étude, nous nous intéressons au cas où γ = 0. L’estimation de $ dans (3)
joue alors un rôle majeur dans l’extrapolation de F0 bien qu’elle ne soit pas directement
accessible dans notre contexte, car dépendante de F0 sur tout son support.

Construction de l’estimateur

L’hypothèse (2) nous permet d’atteindre des valeurs normalement hors de portée à
cause de la contrainte de censure particulière. Nous proposons donc d’étendre p̂n en lui
sommant une correction positive dépendante de τG. Formellement, nous estimons dans
un premier temps la fonction $ en τG − ε avec ε > 0 suffisamment petit, d’où

$(τG − ε) ( − ε

2 log(1/Z(ε)− 1)
avec Z(ε) =

F (τG − ε/2)− F (τG − ε)

F (τG)− F (τG − ε)
.

En utilisant de nouveau (2), on obtient alors une approximation de p via

p ( F (τG − ε) +
(
F (τG)− F (τG − ε)

)(
1− exp (−ε/l(τG − ε))

)−1
.

En remplaçant τG, $ et F par leurs estimateurs respectifs, on obtient finalement

p̂G(n, ε) = F̂n(t(n) − ε) +
(
F̂n(t(n))− F̂n(t(n) − ε)

)(
1− exp

(
− ε/l̂(t(n) − ε)

))−1

:= F̂n(t(n) − ε) + Ĉ(t(n), ε)

que l’on peut réécrire après simplification

p̂G(n, ε) = F̂n(t(n) − ε) +

(
F̂n(t(n) − ε/2)− F̂n(t(n) − ε)

)2

2F̂n

(
t(n) − ε/2

)
− F̂n(t(n) − ε)− F̂n(t(n))

.

Résultat asymptotique

Afin d’obtenir des résultats asymptotiques sur nos estimateurs, nous travaillerons dans
une classe de distributions légèrement plus petite que le domaine d’attraction maximum
de Gumbel complet, avec des distributions satisfaisant la condition de Von Mises. Cette
condition est suffisante mais non nécessaire pour appartenir au domaine d’attraction, bien
que en pratique, elle impose très peu de restriction.

Hypothèse 2.1 On suppose que F0 admet une dérivée seconde finie et négative F ′′
0 au

voisinage de τ0 avec la propriété limite suivante

lim
t↑τ0

F ′′
0 (t) (1− F0(t))

(F ′
0(t))

2 = −1.
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Sous cette dernière hypothèse, nous pouvons alors énoncer les principaux résultats de
cette étude.

Théorème 2.1 (Consistence de p̂G(n, ε)) Dans le cadre d’un modèle de censure droite
i.i.d. avec τG < τ0 et sous l’hypothèse 2.1, quelque soit ε > 0, lorsque n → ∞,

Ĉ(t(n), ε)
p→ C(τG, ε) :=

(
F (τG − ε/2)− F (τG − ε)

)2

2F (τG − ε/2)− F (τG − ε)− F (τG)
,

C(τG, ε) → −p
F ′
0 (τG)

2

F ′′
0 (τG)

= C(τG).

Lorsque n → ∞, ε → 0 et τG → τF0, l’estimateur p̂G(n, ε) est consistant au sens qu’il
converge vers F (τG) + C(τG), où de plus,

lim
τG→τF0

F (τG) + C(τG) = p.

Finalement, le théorème suivant garantie la normalité asymptotique de p̂G(n, ε).

Théorème 2.2 (Normalité asymptotique de p̂G(n, ε)) Dans le cadre d’un modèle de
censure droite i.i.d. avec τG < τ0 et sous l’hypothèse 2.1, on suppose que limn→∞ nḠ(τH−
δ/
√
n) = ∞ pour δ > 0. On suppose également que l’hyptohèse d’intégrabilité (3.61) de

Maller and Zhou (1996) est vérifiée. Alors p̂G(n, ε) est asymptotiquement normal lorsque
n → ∞ quelque soit ε > 0, et la distribution limite est normal lorsque ε → 0.

Simulation et application réelle

Ces résultats seront illustrés numériquement lors de l’exposé. Dans un premier temps,
nous comparerons p̂y et l’estimateur de Kaplan-Meier pour différentes distributions simulées.
Dans un second temps, nous montrerons leur utilisation en pratique avec des suivis sur
le cancer du sein issus de la base de données Surveillance, Epidemiology and End Results
(SEER). L’expérimentation portera sur l’estimation des taux d’immunité aux Etats-Unis
pour des femmes atteintes du cancer de la phase I à IV.
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Résumé. Nous avons développé deux statistiques de scan pour détecter des clus-
ters sur des données fonctionnelles indexées dans l’espace. La première méthode est
basée sur une adaptation de l’ANOVA fonctionnelle et la deuxième est basée sur une
statistique de scan spatiale distribution-free pour données univariées. Dans une simula-
tion, la deuxième méthode présente toujours de meilleures performances qu’une statis-
tique de scan non paramétrique pour données fonctionnelles, et l’adaptation de l’ANOVA
présente également de meilleures performances pour des données normales. Nos approches
détectent de plus petits clusters que la méthode non paramétrique. Enfin nous avons ap-
pliqué nos statistiques de scan spatiales sur des données fonctionnelles pour détecter des
clusters spatiaux de taux de chômage anormalement élevés ou faibles en France sur la
période 1998-2013.
Mots-clés. Détection de clusters, données fonctionnelles, statistiques de scan spatiales

Abstract. We have developed two scan statistics for detecting clusters of functional
data indexed in space. The first method is based on an adaptation of a functional analysis
of variance and the second one is based on a distribution-free spatial scan statistic for
univariate data. In a simulation study, the distribution-free method always performed
better than a nonparametric functional scan statistic, and the adaptation of the ANOVA
also performed better for data with a normal distribution. Our methods can detect smaller
spatial clusters than the nonparametric method. Lastly, we used our scan statistics for
functional data to search for spatial clusters of abnormal unemployment rates in France
over the period 1998-2013 (divided into quarters).
Keywords. Cluster detection, functional data, spatial scan statistics

1 Introduction

Les méthodes de détection de clusters spatiaux ont été longuement étudiées. Le but est
de développer des outils capables de détecter l’aggrégation de sites qui se comportent
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différemment. Les statistiques de scan spatiales permettent de détecter des clusters spa-
tiaux sans information a priori quant à leur localisation. Elles ont été principalement
proposées par Kulldorff et Nagarwalla (1995) et Kulldorff (1997) dans le cas de modèles
de Poisson et de Bernouilli. D’autres statistiques de scan ont ensuite été proposées pour
d’autres modèles de distribution (Kulldorff et al. (2009), Cucala et al. (2017)).
Aujourd’hui les données sont de plus en plus mesurées en temps continu ou quasi-continu.
Cela a conduit au développement de méthodes d’analyse de données fonctionnelles (Ram-
say et Silverman (2005)). Dans le domaine des statistiques de scan spatiales, l’application
d’une méthode univariée entrâınerait une très grande perte d’information. Une méthode
multivariée, considérant chaque temps d’observation comme une variable sera confrontée
à des problèmes de grandes dimensions et de grandes corrélations. Récemment Smida et
al. (2020) a développé une méthode non paramétrique basée sur un test de Wilcoxon-
Mann-Whitney fonctionnel. Aucune statistique de scan spatial paramétrique n’a été
développée pour des données fonctionnelles. Puisqu’un test d’ANOVA pour données fonc-
tionnelles a été décrit par Cuevas et al. (2004), nous allons développer une statistique de
scan basée sur ce test. Ensuite puisque ces dernières années des tests statistiques ont
été développés pour des données en grande dimension, en résumant l’information après le
calcul d’une statistique pour chaque composante (Lin et al. (2021)), nous allons proposer
une statistique de scan basée sur la combinaison de cette approche et de la statistique de
scan distribution-free pour données univariées proposée par Cucala (2014).

Nous décrivons ici la statistique de scan spatial paramétrique pour données fonctionnelles
basée sur une ANOVA fonctionnelle ainsi qu’une autre méthode basée sur la statistique
de scan distribution-free. La méthodologie est présentée en Section 2. Dans la section
3, les performances des méthodes sont étudiées et comparées avec celles de Smida, et
al. (2020) et les méthodes sont appliquées sur des données réelles. Enfin, une discussion
est présentée en Section 4.

2 Méthodologie

Soit s1, . . . , sn, n sites d’un domaine d’observation S ⊂ R2 et X1, . . . , Xn les observations
de X dans s1, . . . , sn. Ici, {X(t), t ∈ T } est un processus stochastique à valeurs réelles,
avec T un intervalle de R. A partir de maintenant les observations sont considérées
indépendantes, ce qui est une hypothèse classique en statistique de scan.
Le but est de détecter des clusters spatiaux et de tester leur significativité. On cherche
donc à tester H0 (l’absence de cluster) contre une hypothèse alternative H1 (la présence
d’au moins un cluster w ⊂ S de valeurs anormales pour X).

Cressie, N. (1977) définit une statistique de scan spatial comme le maximum d’un indice
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de concentration sur un ensemble de clusters potentiels W . Dans la suite sans perte de
généralité, W est un ensemble de clusters circulaires contenant entre 1 et 50% des sites.

2.1 Statistique de scan paramétrique pour données fonction-
nelles

On suppose que le processus X est à valeurs dans l’espace L2(T ,R) des fonctions réelles
de carré intégrable sur T .
Cuevas et al. (2004) and Górecki et Smaga (2015) ont adapté la F-statistique de l’ANOVA
pour les processus L2. Sans perte de généralité, en considérant deux échantillons indépendants
provenant de deux processus L2 Xg1 and Xg2 dans deux groupes g1 et g2, le test compare
les fonctions moyennes µg1 and µg2 where µgi(t) = E[Xgi(t)], i = 1, 2.
Alors, pour la détection de cluster, H0 peut être définie par : H0 : ∀w ∈ W , µw = µwc =
µS, où µw, µwc et µS sont les fonctions moyennes dans w, à l’extérieur de w and dans
S, respectivement. L’hypothèse alternative associée au cluster potentiel w H(w)

1 se réécrit

: H(w)
1 : µw $= µwc . Ensuite l’ANOVA fonctionnelle peut-être utilisée pour comparer les

fonctions moyennes dans w et dans wc en utilisant la statistique suivante :

F (w)
n =

|w| ||X̄w − X̄||22 + |wc| ||X̄wc − X̄||22
1

n−2

[∑
j,sj∈w ||Xj − X̄w||22 +

∑
j,sj∈wc ||Xj − X̄wc ||22

] , (1)

où X̄g(t) sont les estimateurs empiriques de µg (g ∈ {w,wc}), X̄(t) est l’estimateur

empirique de µS et ||x||22 =
∫

T
x2(t) dt.

Alors, F (w)
n peut être considérée comme un indice de concentration et maximisée sur

l’ensemble des clusters potentiels W , ce qui amène à la définition suivante de la statistique
de scan spatial paramétrique pour données fonctionnelles (PFSS) : ΛPFSS = max

w∈W
F (w)
n . Le

cluster potentiel pour lequel ce maximum est atteint est appelé “cluster le plus probable”
(most likely cluster (MLC)) est donc MLC = argmax

w∈W
F (w)
n .

2.2 Statistique de scan distribution-free pour données fonction-
nelles

Ici nous proposons de combiner la statistique de scan distribution-free pour données uni-
variées proposée par Cucala (2014) et la statistique “max” de Lin et al. (2021). Brièvement
ces derniers proposent une nouvelle approche au problème de l’ANOVA fonctionnelle en
maximisant une statistique au cours du temps.

Nous supposons que pour chaque temps t, V[Xi(t)] = σ2(t) ∀i ∈ !1;n". Alors pour chaque
t, l’indice de concentration proposé par Cucala (2014) pour tester H0 : ∀w ∈ W , µw(t) =
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µwc(t) = µS(t) est

I(w)(t) =
|X̄w(t)− X̄wc(t)|√
V̂[X̄w(t)− X̄wc(t)]

, où V̂[X̄w(t)− X̄wc(t)] = σ̂2(t)

[
1

|w| +
1

|wc|

]
,

avec σ̂2(t) =
1

n− 2

[
∑

i,si∈w

(Xi(t)− X̄w(t))
2 +

∑

i,si∈wc

(Xi(t)− X̄wc(t))2
]
.

Maintenant l’idée est de globaliser l’information en maximisant la quantité précédente au
cours du temps pour chaque cluster potentiel w (Lin et al. (2021)) : I(w) = sup

t∈T
I(w)(t).

Pour la détection de cluster, comme pour le PFSS, H0 peut être définie par H0 : ∀w ∈
W , µw = µwc = µS. Et l’hypothèse alternative H(w)

1 associée au cluster potentiel w se

réécrit : H(w)
1 : µw $= µwc .

I(w) peut être considérée comme un indice de concentration et maximisée sur l’ensemble
des clusters potentiels W pour obtenir la statistique de scan spatial distribution-free pour
données fonctionnelles (DFFSS) : ΛDFFSS = max

w∈W
I(w). Et pour cette méthode le most

likely cluster est défini par MLC = argmax
w∈W

I(w).

2.3 Significativité du MLC

Une fois le MLC détecté, sa significativité doit être évaluée. Pour cela nous générons des
données par permutation des données de départ (random labelling) et nous en déduisons
une estimation de la p-valeur (Dwass (1957)). Enfin le MLC est considéré significatif si
la p-valeur associée est inférieure à l’erreur de type I.

3 Résultats

3.1 Etude d’une simulation

Nous avons comparé (i) la statistique de scan spatial paramétrique pour données fonc-
tionnelles (PFSS) ΛPFSS, (ii) la statistique de scan spatial distribution-free pour données
fonctionnelles (DFFSS) ΛDFFSS et (iii) la statistique de scan spatial non paramétrique
pour données fonctionnelles (NPFSS) ΛNPFSS développée par Smida et al. (2020).

3.1.1 Plan de la simulation

Les sites considérés sont les 94 départements de France métropolitaine, localisés par leur
centre administratif. Un vrai cluster composé des 8 départements d’̂Ile-de-France est
défini pour chacune des bases de données simulées.
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Les Xi sont générés avec le modèle suivant :

pour i ∈ !1; 94", Xi(t) = sin [2πt2]
5
+∆(t)1si∈w + εi(t), t ∈ [0; 1].

où εi(t) =
7∑

k=1

√
1.5× 0.2k(vi,1,k − vi,2,k)Ψk(t) etΨk(t) =






1 si k = 1√
2 sin [kπt] si k pair√
2 cos [(k − 1)πt] si k impair, k > 1

.

Trois distributions pour les vi,j,k, j = 1, 2 sont considérées : vi,j,k ∼ N (0, 1), vi,j,k ∼
t(4)/

√
2 et vi,j,k ∼ (χ2(4)− 4)/(2

√
2).

Trois types de clusters sont simulés avec ∆1(t) = αt, ∆2(t) = αt(1 − t) et ∆3(t) =
α exp [−100(t− 0.5)2]/3, où α est un paramètre controllant l’intensité du cluster.

Pour chaque distribution, chaque ∆, et différentes valeurs de α, nous avons simulé 1000
bases de données. La p-valeur associée à chaque MLC est estimée en générant 999 per-
mutations des données et nous considérons une erreur de type I de 0.05.

3.1.2 Résultats de la simulation

Le DFFSS présente de meilleures performances que les deux autres méthodes, surtout dans
le cas du shift local ∆3. Le PFSS et le NPFSS présentent des performances similaires
dans le cas gaussien mais les performances du PFSS diminuent quand on s’éloigne de la
normalité. Le NPFSS a tendance à détecter des clusters plus grands que le PFSS et le
DFFSS.

3.2 Application sur données réelles

Nous avons considéré les données de taux de chômage en France métropolitaine pour
chaque trimestre entre 1998 et 2013.
Le PFSS et le DFFSS détectent un même MLC significatif composé de 7 départements
dans le sud-est de la France. Dans ce cluster les courbes des taux de chômage sont toutes
au-dessus de la courbe du chômage moyen en France. En revanche le NPFSS détecte un
MLC significatif de 40 départements dans le centre de la France. La plupart des courbes
dans ce cluster sont en-dessous de la courbe de chômage moyen, cependant certaines sont
au-dessus ce qui traduit une hétérogénéité dans le cluster.

4 Discussion

Même si le DFFSS et le PFSS permettent de traiter uniquement des données fonctionnelles
univariées, le cas fonctionnel multivarié devrait être étudié également. Par exemple on
pourrait considérer des données collectées par des capteurs situés dans différentes zones
géographiques et mesurant plusieurs polluants de l’air au cours du temps. Le PFSS
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peut être étendu au cadre multivarié en adaptant l’ANOVA multivariée pour des données
fonctionnelles comme suggéré par Górecki et Smaga (2017). Le test de Wilcoxon-Mann-
Whitney fonctionnel (Chakraborty et Chaudhuri (2014)) est aussi adaptable au cadre
multivarié, en prenant un produit scalaire judicieux pour calculer la fonction signe.
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Résumé. L’étude de patients cérébro-lésés est une approche importante pour examiner des
relations structure-fonction en utilisant des techniques de neuro-imagerie. La méthode VLSM
(Voxel-based Lesion Symptom Mapping, [BWS+03]) a été largement utilisée pour identifier des
régions cérébrales impliquées dans différentes fonctions cognitives. Elle consiste à utiliser des
images recalées de nombreux patients puis, en effectuant des tests statistiques voxel par voxel,
d’inférer sur les régions concernées par une certaine pathologie (par exemple, les troubles du
langage). La méthode VLSM est cependant basée sur l’utilisation du test de Student pour le-
quel l’hypothèse de normalité n’est pas toujours vérifiée et nécessite donc souvent un nombre
important de patients. Afin de répondre à cette limitation, nous avions proposé dans [FLP18]
un test bayésien non paramétrique utilisant les arbres de Pólya. Cependant, cette méthode, tout
comme celles de la littérature, traite un voxel indépendamment de ses voisins. Nous proposons ici
d’utiliser une approche totalement différente. On aborde le problème, non plus comme celui d’un
test statistique, mais plutôt comme celui d’une estimation statistique. L’objectif est d’estimer
les zones responsables des troubles du langage chez des patients ayant eu un AVC, directement à
partir des données. L’abord de ce problème se fait dans un cadre bayésien. Afin de tenir compte
des relations inhérentes entre voxels voisins, nous utilisons un champ de Markov. Nous comparons
la méthode proposée avec celles de la littérature. Les résultats montrent que l’approche proposée
est pertinente, surtout quand le nombre de patients est réduit.

Mots-clés. Estimation statistique, Modélisation bayésienne, champs de Markov, VLSM,
AVC, test LAST.

Abstract. The study of brain-injured patients is a powerful paradigm for investigating struc-
ture–function relationships using neuroimaging techniques. Voxel-based Lesion-Symptom Map-
ping (VLSM) has been widely used to detect structure–function associations in neuroimaging
studies [BWS+03]. This requires using registered images from a lot of patients and performing
statistical tests voxel-by-voxel. It is then possible to infer on the areas that are involved on a
given disorder (e.g, language disorder). However the VLSM approach is based on Student t-test
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for which normality does not always hold and therefore often requires a large number of patients.
The aim of this paper is to propose a new approach that allows to reduce the number of patients
while maintaining the quality of the results. We have proposed in [FLP18] an alternative nonpa-
rametric and Bayesian test using Pólya trees. However, this method, as those in the literature,
treats each voxel indepedently of its neighbors. In this paper, we propose a completely different
approach. We view the problem as a statistical estimation one, rather than testing. We aim
at estimating the language areas from stroke patients, directly from the data. The estimation
problem is cast in a Bayesian framework. In order to take into account the spatial correlation
between neighboring voxels, the proposed Bayesian model is equipped with a Markov random
field. The proposed method is compared to those of the literature. The results highlight that the
proposed approach is relevant, especially when the number of patients is reduced.

Keywords. Statistical Estimation, Bayesian Modeling, Markov random field, VLSM, stroke,
LAST test.

1 Introduction
Les troubles du langage sont une des sérieuses complications à la suite d’un AVC. D’après les

études épidémiologiques, 25-30% des patients ayant fait un AVC développent de tels troubles.
Cependant, la détermination des régions impliquées se fait toujours dans le même cadre : un test
statistique effectué voxel par voxel et permettant de choisir entre deux hypothèses, l’hypothèse
nulle étant que le voxel n’a pas d’effet sur la fonction du langage. Les voxels dits significatifs
(pour lesquels H0 est rejetée) sont considérés comme étant impliqués dans de tels troubles. Dans
[FLP18], nous avons proposé comme alternative aux tests fréquentistes communément utilisés,
un test statistique bayésien non paramétrique qui a démontré sa pertinence, comparé aux tests
fréquentistes, surtout lorsque le nombre de patients est réduit. Cependant, nous ne tenions pas
compte de la corrélation spatiale qui peut exister entre voxels voisins. Pour ce faire, on utilise
un champ de Markov, plus précisément celui d’Ising, qui introduit une régularisation spatiale,
convenable surtout lorsque le nombre de patients est réduit.

2 Données
On considère N patients indicés n = 1, . . . N . Pour chaque patient, on dispose d’une image

IRM de son cerveau (divisée en petits volumes d’environ 1 mm3 appelés voxels) et de son score
au test du langage LAST (Language Screening Test [FRFR+11]). Pour les images, les lésions
sont délinées manuellement ou automatiquement sur chacune d’elles. Cela permet d’avoir une
image binaire des lésions des patients. Pour chaque voxel j (j ∈ {1, . . . , J}) et chaque patient n,
on dispose donc d’un indicateur binaire zn,j tel que :
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zn,j = 1 si le patient n présente une lésion au voxel j; zn,j = 0 sinon.
Puis, un recalage des images est effectué sur un cerveau type afin de faire coïncider les régions.
Considérons maintenant les scores au test LAST et notons Y la variable donnant le score. Dans
le LAST, si le score est strictement inférieur à 15, le patient est considéré comme aphasique. Soit

yn ∈ {0, . . . , 14} si le patient n est aphasique, yn = 15 sinon.
Nos observations sont donc constituées de ces images des lésions et des scores au test LAST. Notre
objectif est, à partir de ces observations, d’inférer sur les régions impliquées dans les troubles
du langage. Dans la suite, on désignera de telles régions sous le vocable "régions du langage" ou
"zones du langage". Nous présentons maintenant le modèle proposé.

3 Modèle d’estimation bayésienne
Avant d’aller plus loin introduisons quelques notations. Soit J1 le nombre (inconnu) de voxels

dans les régions du langage et J2 son complément (J1+J2 = J). Soit N1 (resp. N2) le nombre de
patients aphasiques (resp. non-aphasiques), avec N1+N2 = N ; θ1 et θ0 désignant respectivement
les probabilités de lésions dans les zones du langage chez les aphasiques et les non-aphasiques.
Enfin, soit θ la probabilité qu’un voxel en dehors des zones du langage soit lésionnée. On définit
une variable binaire non observée indiquant l’implication ou non du voxel. Soit

ωj = 1 si le voxel j appartient aux zones du langage ; ωj = 0 sinon.

Puisque dans le test LAST tous les patients ayant un score strictement inférieur à 15 sont
considérés comme aphasiques, on propose de seuiller les scores comme suit :

ȳn = 1 si l’individu n est aphasique ; ȳn = 0 sinon.

Introduisons maintenant la vraisemblance et les lois a priori proposées pour les paramètres.
Vraisemblance Les zn,j sont i.i.d. et suivent des lois de Bernoulli,

zn,j |ωj = 0 ∼ Ber(θ)

zn,j |ωj = 1, ȳn = 1 ∼ Ber(θ1)

zn,j |ωj = 1, ȳn = 0 ∼ Ber(θ0)

L’ensemble des paramètres inconnus est Ψ = {ω, θ, θ0, θ1} avec ω = [ω1, . . . ,ωJ ]
T .

On introduit maintenant les lois a priori proposées pour ces paramètres.
Modélisation a priori On suppose que les paramètres ω, θ, θ0 et θ1 sont a priori indé-

pendants entre eux et on considère des lois Beta pour les probabilités de lésions :

θ ∼ Beta(a, b); θ0 ∼ Beta(α0,β0); θ1 ∼ Beta(α1,β1).
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Pour le paramètre d’intérêt ω (qui est plutôt une variable latente), il est naturel de considérer
qu’il y a une certaine corrélation entre les probabilités P [ωj = k] , pour le voxel j et ceux de ses
voisins. Pour ce faire, on considère le modèle d’Ising, de paramètre de champ β, donné par :

P
[
ωj = k|ω\j

]
∝ exp




∑

j′∈V(j)

V2(k, j
′)



 k ∈ {0, 1} où

• ω\j désigne le vecteur ω privé de son j-ème élément,
• V(j) est l’ensemble des indices des voisins du voxel j,
• V2(k, j′) : sert à promouvoir la régularisation spatiale.

V2(k, j
′) = βδ(k − ωj′),

où δ est le symbole de Kronecker. La quantité de corrélation spatiale du champ d’Ising est définie
par le coefficient β. En effet, il détermine les interactions entre voxels voisins. Si β = 0, les voxels
voisins sont indépendants. On considèrera β > 0. La loi a priori correspondante pour ω peut
s’écrire :

P [ω|β] = Z(β)−1 exp




∑

j′∈V(j)

βδ(k − ωj′)



 k ∈ {0, 1}

La constante de normalisation Z(β) est problématique dans le modèle d’Ising. Cependant, si β
est connu, elle peut être ignorée. Nous travaillons ici avec un β fixé a priori .

Inférence : Ayant supposé des lois a priori indépendantes entre paramètres et du fait des
lois conjuguées choisies, l’inférence sur les paramètres se fait aisément via un échantillonneur de
Gibbs. L’algorithme tire successivement suivant les lois conditionnelles suivantes :

• Loi conditionnelle de θ : il s’agit d’une loi Beta de paramètres a+
∑N

n=1

∑J2
j=1 znj et

b+NJ2 −
∑N

n=1

∑J2
j=1 znj .

• Loi conditionnelle de θ1 : c’est aussi une Beta de paramètres α1 +
∑N1

n=1

∑J1
j=1 znj et

β1 +N1J1 −
∑N1

n=1

∑J1
j=1 znj .

• Loi conditionnelle de θ0 : là aussi une Beta de paramètres α0 +
∑N2

n=1

∑J1
j=1 znj et

β0 +N2J1 −
∑N2

n=1

∑J1
j=1 znj .

• Loi conditionnelle de ω : Le vecteur ω peut être mis à jour coordonnée par coordon-
née. Pour chaque voxel j ∈ {1, 2, . . . , J}, ωj est une variable aléatoire binaire dont la
distribution conditionnelle est caractérisée par

P [ωj = 1|β,ω−j , z, ȳ] =
P [ωj = 1|β,ω−j ] f(z|ωj = 1,β, ȳ)

P [ωj = 1|β,ω−j ] f(z|ωj = 1,β, ȳ) + P [ωj = 0|β,ω−j ] f(z|ωj = 0,β, ȳ))

avec P [ωj = k|β,ω−j ] ∝ exp
(
β
∑

j′∈V(j) δ(k − ωj′)
)
, k ∈ {0, 1} ;
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f(z|ωj = 0,β, ȳ) =
∏N

n=1 θ
znj (1− θ)1−znj = θ

∑N
n=1 znj (1− θ)N−

∑N
n=1 znj ;

f(z|ωj = 1,β, ȳ) =
∏

{n:ȳn=1} θ
znj

1 (1− θ1)1−znj +
∏

{n:ȳn=0} θ
znj

0 (1− θ0)1−znj .

4 Résultats
On a analysé les données de 58 patients (47 hommes et 11 femmes) présentant une lésion

dans l’hémisphère gauche du cerveau. Tous ces patients ont eu un AVC ischémique en phase
aiguë (< 7 jours). La moyenne d’âge de ce groupe est de 66.1 ans (SD=13.4, range=19-91).
Le recrutement des patients a été fait au service de neurologie du centre hospitalier régional
d’Orléans. Ces patients ont passé le test LAST et on dispose aussi des images binaires de leurs
lésions. L’objectif est d’évaluer la performance de la méthode d’estimation proposée et de le
comparer aux tests fréquentistes communément utilisés : le test de Student (utilisé dans le VLSM
de [BWS+03]), et deux tests non paramétriques, à savoir les tests de Kolmogorov-Smirnov et de
Mann-Whitney. Nous le comparons aussi avec le test bayésien non paramétrique que nous avions
proposé dans nos travaux initiaux, et désigné BNP-PT. Les images sont traitées coupe par coupe
et correspondent donc à des images 2D de taille 181× 227.

Pour la méthode bayésienne proposée, on utilise un voisinage de 4 pixels. Le paramètre du
champ d’Ising est β = 2.2. Les hyperpamètres ont été choisis de la façon suivante : a = b = α0 =

β0 = α1 = β1 = 0.001. Ces choix ont été faits en fonction des résultats obtenus sur données
simulées et non présentés ici.

Nous avons considéré 1000 itérations de l’échantillonneur de Gibbs et écarté les 500 premières
pour la période de burn-in. Il est à noter que l’algorithme converge rapidement (au bout de 100
itérations). En considérant la moyenne sur les itérations post burn-in, on obtient les estimées
suivantes pour les paramètres : θ = 0.0072, θ0 = 0.0012 et θ1 = 0.1543. En ce qui concerne
l’estimée de l’image ω, on a choisi la MPM (Marginal Posterior Mode), au lieu de celle de celle
communément utilisée qu’est la moyenne a posteriori . En effet, pour plusieurs types d’images,
particulièrement les binaires, l’utilisation de la moyenne a posteriori ne fournit pas de résultats
adéquats. Une alternative est donc l’estimée image MAP (Maximum A Posteriori) ou la MPM
(Marginal Posterior Mode). On utilise cette dernière. L’estimée ω̂MPM peut être obtenue en
utilisant N échantillons MCMC post burn-in et calculer

ω̂MPM,i =





1 si le nombre de fois où ωi est égal à 1 supérieur ou égal à N/2,

0 sinon.

Nous avions d’abord regardé les résultats obtenus avec n = 58 patients. Les résultats (non
reproduits ici du fait de l’espace limité) ont montré que les méthodes mises en compétition
localisaient plus ou moins les aires classiques du langage, à savoir les aires dites de Broca et
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de Wernicke. Classiquement, l’aire de Broca est la zone impliquée dans la production des mots
parlés tandis que l’aire de Wernicke est associée à la compréhension de ces mots. Puisque notre
objectif était de réduire le nombre de patients inclus dans l’étude, nous avons réduit la taille de
l’échantillon augmentant ainsi l’incertitude. Les résultats obtenus avec n = 34 sont montrés à la
figure 1. Les lignes de haut en bas montrent les résultats obtenus avec le VLSM classique (test
de Student) ; test de Mann-Whitney ; test de Kolmogorov-Smirnov ; test BNP-PT et la nouvelle
méthode d’estimation proposée. Les colonnes correspondent à différentes vues du cerveau. Les
aires du langage sont localisées dans l’hémisphère gauche du cerveau (à droite sur les images de
la figure 1), de la partie antérieure (Broca) à la postérieure (Wernicke). Les tests fréquentistes
ne retrouvent pas une partie de l’aire de Wernicke (test de Student et Mann-Whitney), voire
une partie des deux aires (Kolmogorov). Seul le test BNP-PT produit des régions stables lorsque
l’on réduit la taille de l’échantillon. La nouvelle méthode d’estimation proposée localise non
seulement les aires de Broca et de Wernicke, mais aussi le gyrus supramarginal, une troisième
région moins connue mais indispensable au langage. Ce résultat est satisfaisant et prometteur,
surtout au vu de la petitesse de l’échantillon. Pour finir, nous soulignons tout de même que les
résultats dépendent du paramètre du champ d’Ising (fixée ici a priori , se basant sur les données
simulées). Une perspective de travail est l’estimation de ce paramètre et l’extension des travaux
au 3D.
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Figure 1 – Résultats obtenus par les différentes méthodes mises en compétition.
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Abstract. In this paper, we make an experimental comparison of semi-parametric
(Cox proportional hazards model, Aalen additive model), parametric (Weibull AFTmodel),
and machine learning methods (Random Survival Forest, Gradient Boosting Cox propor-
tional hazards loss, DeepSurv) through the IPEC score on three different datasets (PBC,
GBCSG2 and TLCM).
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1 Introduction

Time-to-event analysis is a branch of statistics that looks for modeling the time remaining
until a certain critical event occurs. For example, this event can be the time until a
biological organism dies or the time until a machine fails. There are many other examples,
in healthcare, the aim is usually to predict the time until a patient with certain disease
dies or the time until the recurrence of an illness, whereas in telecom, the goal could be
to predict the customer churn, etc. One of the main interests of time-to-event analysis is
right censoring, it comes naturally from the fact that not necessary all the samples have
reached the event time which makes the problem more difficult and a different challenge
from the typical regression problem.

In Fernandez et all. (2020), the performance (through the concordance index) of
several models have been compared on two different datasets, both of them related to
a healthcare approach. The first one is about patients diagnosed with primary biliary
cirrhosis (PBC) where the goal is to predict the time until the patient dies. The second
dataset consists on patient diagnosed with breast cancer and the objective is to predict
the recurrence of the disease. Here we add a third dataset which is from a different
source, it consists on clients from a telecommunication company, Telco (TLCM), and the
aim is to predict the customer churn. We also consider a different score to carry out this
comparison, the IPEC score (see Section 1.2).

In this work, we implement a bootstrapping technique for the computation of the
IPEC score in the test set, this is with the aim of obtain a better approximation of the
asymptotic behavior of the estimated event time. Each sample of each dataset has an
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observed time which can correspond either to a survival time or a censored time. A
censored time will be a lower bound for the survival time and so we will be in the case in
which the critical event has not occurred at the moment of the observation.

Survival and hazard function The fundamental task of time-to-event analysis is to
estimate the probability distribution of time until some event of interest happens.

Consider a covariates/features vector X, a random variable that takes on values in
the covariates/features space X . Consider a survival time T , a non-negative real-valued
random variable. Then, for a feature vector x ∈ X , our aim is to estimate the conditional
survival function:

S(t|x) := P(T > t|X = x), (1)

where t ≥ 0 is the time and P is the probability function. In order to estimate the
conditional survival function S(·|x), we assume that we have access to a certain dataset
in which for the i-th sample we have: Xi the feature vector, δi the survival time indicator,
which indicates whether we observe the survival time or the censoring time, and Yi which
is the survival time if δi = 1 and the censoring time otherwise. We split the dataset into
a training set of size n and a test set of size m. The training set is used to estimate the
parameters of each model and the test set to measure how accurate is the estimation of
the probability function.

Many models have been proposed to estimate the conditional survival function S(·|x)
such as Cox proportional hazards from Cox (1972), gradient boosting from Friedman
(2001) and random survival forest from Ishwaran (2008). The most standard approaches
are the semi-parametric and parametric models, which assume a given structure of the
hazard function h(t|x) := − ∂

∂t logS(t|x).

IPEC score The IPEC score, introduced first by Gerds and Schummacher (2006), is an
alternative score to the concordance index that we used in a previous work in Fernandez
et all. (2020) in order to measure the accuracy of time to event models. The IPEC score
is a consistent estimator for the mean square error of the probability function S. We used
a variant of the original IPEC score which was presented by Chen (2019). This score
approximates the following MSE of a survival probability estimator Ŝ, which cannot be
directly computed from the dataset,

MSE(Ŝ) =

∫ τ

0

E[(1{T > t}− Ŝ(t|X))2]dt (2)

where τ is a user-specified time horizon and T is the survival time of feature vector X.
Let us define SC(t|x) = P(C > t|X = x) where C is the censored time. Then, the IPEC
score is computed as follows. Let ŜC be an estimator of SC ,

IPEC(Ŝ) =
1

m

m∑

i=1

∫ τ

0

Wi(t)(1{Yi > t)− Ŝ(t|Xi))
2 (3)
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where (Xi, Yi, δi) for 0 < i ≤ m are the samples of the test set. Wi is defined as:

Wi(t) =

{
δi1{Yi≤t}
ŜC(Yi|Xi)

+ 1{Yi>t}
ŜC(t|Xi)

ŜC(t|Xi) ≥ θ

1/θ otherwise.
(4)

Here, θ is an user-specified bound which was introduced in order to prevent a division
by 0 and then, in the worst case, the IPEC score is finite. The addition of this last
parameter is the only difference between the original IPEC score of Gerds and Schum-
macher (2006) and the variant introduced by Chen (2019). In practice, θ can be set as
an arbitrarily small but positive constant. Note that 0 ≤ IPEC(Ŝ) ≤ τ/θ.

2 Datasets Description

German Breast Cancer Study Group dataset (GBCSG2) The German Breast
Cancer Study Group (GBCSG2) dataset, made available by Schumacher et al. (1994),
studies the effects of hormone treatment on recurrence-free survival time. The event
of interest is the recurrence of cancer time. The dataset has 686 samples and 8 co-
variates/features: age, estrogen receptor, hormonal therapy, menopausal status (pre-
menopausal or postmenopausal), number of positive nodes, progesterone receptor, tumor
grade, and tumor size. At the end of the study, there were 387 patients (56.4%) who were
right censored (recurrence-free).

Mayo Clinic Primary Biliary Cirrhosis dataset (PBC) The Mayo Clinic Primary
Biliary Cirrhosis dataset, made available by Therneau and Grambsch (2000), studies the
effects of the drug D-penicillamine on the survival time. The event of interest is the death
time. The dataset has 276 samples and 17 covariates/features: age, serum albumin,
alkaline phosphatase, presence of ascites, aspartate aminotransferase, serum bilirunbin,
serum cholesterol, urine copper, edema, presence of hepatomegaly or enlarged liver, case
number, platelet count, standardized blood clotting time, sex, blood vessel malformations
in the skin, histologic stage of disease, treatment and triglycerides. At the end of the
study, there were 165 patients (59.8%) who were right censored (alive).

Kaggle Telco Churn (TLCM) The Kaggle Telco Churn dataset, made available by
Kaggle in 2008, studies the possible causes of customer churn in a telecommunication
enterprise. The event of interest is the churn time of the clients. The dataset has 7043
samples and 19 covariates/features: customer ID, gender, senior citizen, partner, depen-
dents, phone service, multiple lines, internet service, online security, online backup, device
protection, tech support, streaming TV, streaming movies, contract, paperless billing,
payment method, monthly charges and total charges. At the end of the study, there were
5174 clients (73%) who were right censored (not have churned yet).
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3 Models

We took into consideration several models for the comparison analysis. Semi-parametric
models such as Cox (1972) and Aalen’s additive (1989), both models assume certain
parametrical structure on the hazard function. These models are semi-parametric in the
sense that the baseline hazard function does not have to be specified and it can vary
allowing a different parameter to be used for each unique survival time.

We also consider a parametric model, Weibull accelerated failure time by Liu (2018),
it supposes that the hazard function depends on an accelerated rate λ(x) which can be
estimated parametrically.

Finally we consider machine learning models such as Random survival forest proposed
by Ishwaran et all. (2008), Gradient boosting cox proportional hazards loss proposed
by Friedman (2001), DeepSurv by Katzman et all. (2018) and a variation of random
survival forest proposed by Chen (2019). We also considered a randomized search of the
parameters which was done by cross validation. For more information and details about
these models look at Fernandez et all. (2020).

4 Results and Conclusion

For each dataset, we choose 25 different seeds for splitting the data which generates 25
different partitions between training and test sets (75% and 25% respectively). We repeat
the experiment 25 times and we make a boxplot with the distribution of the IPEC scores
obtained. Fig. 1, 3 and 5 respectively compare the IPEC score for PBC, GBCSG2 and
TLCM datasets, and Fig. 2, 4 and 6 show the same comparison after re-sampling the test
set five times (bootstrapping).

In Fig. 1, we can appreciate that Gradient boosting with randomized search of the
parameters performs better than the other models and DeepSurv is in second place. Fig. 3
shows that DeepSurv outperforms all the other models for GBCSG2. And finally, Fig. 5
shows the comparison for TLCM dataset where we can observe that Cox proportional
Hazards model is the model with the best performance and DeepSurv dropped down to
the fifth place.

Furthermore, we can observe that traditional methods performed reasonably well for
the big dataset TLCM, but they underperformed against machine learning methods for the
smaller datasets (GBCSG2 and PBC). We can also observe that the deep learning method
(Deepsurv) performed better than random survival forest model in all the datasets.

Fig. 2, 4 and 6 show the comparison of the IPEC score using the bootstrapping tech-
nique. We appreciate that DeepSurv outperforms all the other models for the smaller
datasets (PBC and GBCSG2) and Cox proportional hazards has the best result for the
biggest dataset (TLCM) as in the previous case without re-sampling.

This shows that there is no much difference in the results when we apply the bootstrap-
ping technique for the test of the models. In addition, we know that classical methods

4

347

"



are easier to interpret in the sense of measure how each covariate/feature influences in the
model. For the case of PBC dataset, gradient boosting with random search outperforms
DeepSurv by a 12% while similarly in TLCM the method cox proportional hazards in-
crease the performance by a 12% with respect to Deepsurv model. The case of GBCSG2
is different because DeepSurv improves the performance in a 37% compared to Aalen’s
additive method, therefore, if this increment of performance is significant enough to com-
pensate the loss of interpretation will depend mainly on the applications.

Figure 1: IPEC score comparison for PBC
dataset

Figure 2: IPEC score comparison with
bootstrapping

Figure 3: IPEC score comparison for
GBCSG2 dataset

Figure 4: IPEC score comparison with
bootstrapping
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Figure 5: IPEC score comparison for TLCM
dataset

Figure 6: IPEC score comparison with
bootstrapping
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Résumé. Nous étudions l’utilisation de modèles bayésiens non paramétriques (BNP)9

couplés à des champs aléatoires de Markov (MRF) dans un contexte de gestion des risques,10

pour construire des partitions du risque en régions spatialement homogènes. Contraire-11

ment à la plupart des méthodes existantes, l’approche proposée ne nécessite pas un choix12

arbitraire du nombre de classes de risque et détermine automatiquement leurs niveaux de13

risque. Nous proposons un modèle appelé BNP Hidden MRF (BNP-HMRF) qui est ca-14

pable de gérer des données de comptage. L’inférence du modèle est effectuée à l’aide d’un15

algorithme variationnel Bayes Expectation - Maximization et l’approche est illustrée sur16

des données d’accidents de la circulation dans l’état de Victoria, en Australie. Les résultats17

obtenus corroborent bien avec la littérature sur la sécurité routière. Plus généralement,18

le modèle présenté ici pour la cartographie des risques offre un moyen efficace, pratique19

et rapide de procéder à la partition de données de comptage spatialement localisées.20

Mots-clés. Sécurité routière; Accidents de la circulation; Cartographie du risque;21

Modèles non paramétrique bayésien; Champ aléatoire de Markov; Algorithme VBEM22

Abstract. We investigate the use of Bayesian nonparametric (BNP) models coupled23

with Markov random fields (MRF) in a risk mapping context, to build partitions of the24

risk into homogeneous spatial regions. In contrast to most existing methods, the proposed25

approach does not require an arbitrary commitment to a specified number of risk classes26

and determines their risk levels automatically. We consider settings in which the relevant27

information are counts and propose a so called BNP Hidden MRF (BNP-HMRF) model28

that is able to handle such data. The model inference is carried out using a variational29

Bayes Expectation–Maximisation algorithm and the approach is illustrated on traffic crash30

data in the state of Victoria, Australia. The obtained results corroborate well with the31

traffic safety literature. More generally, the model presented here for risk mapping offers32

an effective, convenient and fast way to conduct partition of spatially localised count data.33

Keywords. Road safety; Traffic crashes; Risk mapping; Bayesian nonparametrics;34

Markov random field; Variational Bayes Expectation–Maximisation algorithm35
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1 Introduction36

Traffic-related injuries and deaths are major problems in contemporary societies. Social37

economic losses from traffic crashes, in particular from motor vehicle crashes, are enor-38

mous. This makes road and traffic safety a major concern, worldwide. The nondecreasing39

relationship between crash casualties and population suggests that safety improvements40

could be gained from a better prediction of crash occurrences. Traffic crashes are com-41

plex events involving the interactions of various factors. In particular, since road transport42

involves distances by nature, most studies call for spatial analysis to account for geograph-43

ical locations and environments in which crashes occur. The goal is often to accurately44

predict the risks at different locations [5] and to link these risk values to other variables45

for interpretability, or to assess the impact of several risk factors [10, 7] and road safety46

measures [3]. The hope is to identify the potential causal sources of crashes, and to ap-47

ply appropriate control procedures and protection measures; see e.g., [11]. We primarily48

aim at highlighting areas with different risk levels, with respect to various covariates,49

such as population density, traffic density, signalisation density, etc. The interest of such50

partitioning is to highlight spatial heterogeneity, to locate high risk areas (so called risk51

hot spots), and to determine whether they exhibit some structure in space that could be52

analysed or directly interpreted.53

In this work, to handle discontinuities in the spatial structure of the risk, without54

having to arbitrary choose their number, we propose to operate in the framework of55

Bayesian nonparametric (BNP) methods [4]. More specifically, we build on methods56

recently proposed for the modelling of continuous observations by [6]. We extend the57

approach, referred to as BNP-HMRF, to the modelling of count data. We derive the58

corresponding variational Bayes Expectation–Maximisation (VBEM) algorithm for the59

model estimation. The approach is then illustrated on traffic crash data in the state of60

Victoria, Australia. The analysis provides risk zones and risk levels that are globally61

coherent with other findings in the literature.62

2 BNP-HMRF model for count data63

The study aims at providing some risk mapping of traffic crashes, based on data regarding64

geographical zones. Since, on average, the number of traffic crashes increases with respect65

to other variables characterising the traffic importance (e.g., population size, traffic inten-66

sity, length of road network), the numbers of crashes have to be normalised with respect67

to at least one of these variables. The obtained ratio provide what we interpret as risks.68

One objective is then to account for some spatial heterogeneity regarding the observed69

risks. The model described in the following lines aims at clustering regions with close70

risks to provide a labelled map, where each label is associated with some risk level.71

Considering J regions, where we let yj represent the number of crashes occurring in
region j ∈ {1, . . . , J}, characterised by a normalisation variable Nj; e.g., the population

2

351

!



size of region j. For the sake of clarity, we first assume that there is a finite set of K risk
levels Λ = {λ0, . . . ,λK−1}, that are ordered so that λk is the (k+1)th smallest level. Since
the risk level associated to region j is not known in advance, a variable zj ∈ {0, . . . , K−1}
is introduced to indicate the assigned risk level, i.e. zj = k, when region j is at risk level
λk. When region j is at risk level λk, the number of traffic crashes yj is then assumed to
be Poisson distributed with mean λkNj. That is, yj conditioned on zj = k has probability
mass function

p(yj|zj = k;Λ, Nj) = P(yj;λkNj), (1)

where P(·;λkNj) denotes the probability mass function of the Poisson distribution with72

parameter λkNj. From a generic point of view, p(yj|zj = k;Λ, Nj) is referred to as73

an emission distribution. As a consequence, the mean number of crashes is a linear74

function of Nj: E[yj|zj = k;Λ, Nj] = λkNj. The goal is then to estimate the risk levels75

Λ = {λ0, . . . ,λK−1} and the most likely risk mapping through the most likely values of the76

zjs. In practice, risk levels are likely to vary smoothly across regions. It is more likely that77

neighbouring regions have the same risk level with possible abrupt changes from a region78

to another if they have contrasting characteristics. Thus, for a better estimation of risk79

levels, a Markov random field (MRF) model is used for the set of labels z = {zj, j ∈ J},80

to account for spatial dependencies between connected regions. Formally, the regions are81

seen as the vertices of a graph G. They are connected by an edge in the graph whenever82

they share a boundary, although other types of connections could be considered (e.g.,83

they either share a boundary or have a common neighbour, etc.). The probability for84

neighbouring regions having either a similar or different label is controlled by some scalar85

positive parameter denoted by β. The higher the value of β, the more likely neighbouring86

regions are at the same risk level.87

The number K of risk levels is not usually known in advance and has to be chosen88

adaptively by users. To avoid this commitment to a fixed number K, we propose an89

extension of the model that does not restrict the levels to a finite number K. This90

extension is based on so called Dirichlet Process Mixtures [6] and is referred to as a91

Bayesian Non-Parametric Hidden Markov Random Field (BNP-HMRF).92

The BNP-HMRF model is defined as follows. The set of J regions under consideration93

is associated to a graph structure G = (J,E), where each j ∈ J corresponds to a node of94

G and the set of edges E represents all pairs of regions with a common boundary. The95

likelihood part of the model is given by (1). The observations are counts y = {yj, j ∈96

J} distributed independently given Λ and z with for every j, p(yj|zj = k;Λ, Nj) =97

P(yj;λkNj). The risk class labels z = {zj, j ∈ J} are assumed to be distributed as a98

Markov random field on G with the following distribution:99

p(z|β,π) ∝ exp




J∑

j=1

ln πzj + β
∑

{i,j}∈E

1(zi=zj)



 =




J∏

j=1

πzj



 exp



β
∑

{i,j}∈E

1(zi=zj)



 , (2)
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where 1(zi=zj) is the indicator function equal to 1 when zi = zj and 0 otherwise, {i, j} ∈ E100

indicates that {i, j} is an edge in G, β is some unknown scalar parameter, and the πks are101

weights defined for every k ≥ 0 as πk(τ ) = τk
∏

l<k(1 − τl), where τ# = (τ0, τ1, . . .) is a102

sequence of independent, identically distributed (i.i.d.) random variables with distribution103

Beta(1,α). The parameter α is an hyperparameter which follows a gamma distribution,104

α|s1, s2 ∼ G(s1, s2) , while each parameter λk in (1) is also distributed according to a105

gamma distribution, λk|ak, bk ∼ G(ak, bk) .106

The construction of the πks corresponds to a stick-breaking construction (see Lemma107

3.4 in [4] and [9], for details) and guarantees that
∑∞

k=0 πk = 1, which in turns ensures108

that the distribution in (2) is a valid Markov field [6]. The complete hierarchical model109

can thus be stated, for z = {z1, . . . , zJ} and k = 0, 1, . . ., as follows:110

λk|ak, bk ∼ G(ak, bk) (independent)

α|s1, s2 ∼ G(s1, s2),
τk|α ∼ B(1,α) (i.i.d.),

πk(τ ) = τk

k−1∏

l=1

(1− τl),

p(z|τ ,β)∝
∏

j∈J
πzj (τ ) exp(β

∑

{i,j}∈E

1(zi=zj)),

yj |zj ;Λ, Nj ∼ P(yj ;λzjNj), for each j ∈ J .

The model parameters can be estimated using a variational Bayes Expectation–Maximisation111

algorithm. Details can de found in [1].112

3 Application to traffic crash risk mapping113

The results presented here comprise of data from Victoria, Australia. Crash data between114

2014 and 2018 were obtained from Victoria’s open data directory [11].115

Since an absolute validation of the risk mapping is difficult, we resort to covariates to116

assess whether risk level classes encode relevant and contrasted characteristics between117

different classes. In practice, the set of covariates is the same as the set of possible normal-118

ising variables. Four such variables are considered: population size, region size, absolute119

traffic and traffic density. In this paper, we illustrate our result using the population size.120

We now consider the population size of a region as Nj, i.e., risks are clustered according121

to the impact of population size on the number of crashes.122

The model led to seven clusters when starting from K = 10, among which four have123

negligible frequencies (see Figure 1). The frequency corresponds to the size of the cluster124

divided by the total number of regions. Here we do not provide any detailed interpretation125

for 8 regions in four clusters (clusters labelled as 5 to 9) that essentially are outliers (the126
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Figure 1: Risk mapping with respect to population size (variable pop16). Right-hand
part: segmentation using quantiles on ratio.

regions correspond to zones with 6 to 184 inhabitants, where 9 to 209 crashes occur). The127

estimate β̂ ≈ 0.34 indicates rather low spatial aggregation of clusters.128

Risk level 0 is related to peripheral regions that are close to the capital of Melbourne,129

and enclaves, which are often regional towns or rural centres with substantial residential130

developments (see Figure 1). These are small regions with high population sizes, high131

absolute traffic and high traffic densities. Risk level 2 is related to peripheral and central132

regions. These are medium-sized zones with medium population sizes, absolute traffic and133

traffic densities. Risk level 4 is related to far peripheral and hypercentral regions (relative134

to the capital). These are sparsely populated, have varying sizes, with high absolute135

traffic and traffic densities. The four variables considered are well discriminated by the136

risk levels, with ANOVA p-values between 10−10 and 10−15 regarding the effects of the137

classes (ANOVA not shown).138

4 Conclusion139

The BNP-HMRF model presented here for risk mapping offers a convenient and fast140

approach for conducting segmentation of count data regressions indexed by graphs. The141

proposed model was effective in identifying clusters with distinct risk levels. Detailed142

analyses of these clusters showed that regions with higher traffic densities tend to have143

lower traffic density-based crash risk levels, while regions with higher population sizes144

tend to have lower population-based crash risk levels. These findings corroborate well145

with the traffic safety literature. It is well-established that crash risks tend to decrease146

with increasing exposure, such as population or the number of road users [2]. Regarding147
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further application to traffic crashes, the model could be extended to consider multiple148

crash exposure variables. However, the possibility to use several risk-normalising variables149

leads to multiplying classes and makes their interpretation more difficult.150

BNP-HMRF models could also be extended to handle multivariate count data, partic-151

ularly to address modelling problems in ecology where counts correspond to the number152

of observed species. The emission densities could thus be replaced by Join Species Dis-153

tribution Models (JSDMs), in which spatial dependencies and heterogeneity sources are154

usually modelled with univariate CARs [8] but are ignored in the multivariate count data.155
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Titre	:	La	pseudonymisation	à	la	Cour	de	cassation	:	l'histoire,	les	concepts	et	les	évolutions	
	
Auteur	:	Amaury	Fouret	
Data	scientist,	Cour	de	cassation	
	
Résumé	:		
La	justice	doit	être	accessible	et	la	Cour	de	cassation	s'engage	à	relever	le	défi	en	utilisant	les	
potentialités	des	technologies	appliquées	au	droit	"	-	Chantal	Arens,	première	présidente	de	la	Cour	
de	cassation.	
D'une	part,	la	loi	Open	Data	en	France	oblige	à	diffuser	les	décisions	de	justice	au	public.	D'autre	
part,	le	RGPD	impose	la	protection	des	données	personnelles	des	citoyens.	La	Cour	de	cassation	est	
chargée	de	la	collecte	automatisée	de	la	jurisprudence	de	toutes	les	juridictions	de	son	périmètre	
juridictionnel,	de	sa	pseudonymisation	et	de	sa	publication.	
Après	des	pilotes	avec	des	acteurs	externes,	la	Cour	de	cassation	a	participé	au	programme	«	
Entrepreneurs	d'Intérêt	Général	»	en	2019	et	2020	et	a	recruté	des	data	scientists,	des	développeurs	
et	un	designer	pour	construire	un	module	de	pseudonymisation	basé	sur	l'apprentissage	
automatique	et	une	nouvelle	interface	d'annotation.	
Dans	cet	exposé,	nous	présenterons	le	contexte	général	de	notre	travail,	les	choix	techniques	et	les	
défis.	Nous	mentionnerons	notre	boîte	à	outils	et	les	modules	complémentaires	personnalisés	qui	
ont	permis	à	notre	modèle	d’apprentissage	profond	de	bien	s’insérer	en	production.	Nous	parlerons	
également	de	notre	méthode	de	surveillance	et	de	tests,	ainsi	que	de	la	prédiction	de	l'incertitude,	
que	nous	développons	pour	assurer	la	robustesse	du	modèle.	Tous	ces	changements	seront	effectués	
en	synergie	avec	la	nouvelle	interface	d'annotation,	qui	poussera	beaucoup	plus	loin	les	possibilités	
d'améliorer	et	d'évaluer	le	modèle	d’apprentissage	automatique.	
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recommandation équitable via une parité
statistique dans un co-clustering ordinal

Gabriel Frisch, Jean-Benoist Leger & Yves Grandvalet

Université de Technologie de Compiègne, CNRS, Heudiasyc UMR 7253, Compiègne
France. {gabriel.frisch,jbleger,yves.grandvalet}@hds.utc.fr

Résumé. Nous présentons un modèle statistique basé sur le LBM ordinal pour réaliser
une recommandation sociale. En utilisant une covariable encodant un caractère protégé lié
à l’utilisateur, nous obtenons ainsi une mixité proportionnelle au sein des groupes donnant
lieu à une recommandation équitable.

Abstract. We present a statistical model based on the ordinal LBM for collaborative
filtering. Using a covariate encoding a user protected attribute, we get a statistical parity
within groups thus producing a fair recommendation.

Keywords. Statistical parity, fairness, collaborative filtering, latent block model

1 Introduction
Un algorithme est dit équitable entre individus sur la base d’attributs protégés (tel

que le sexe, l’âge, ou la catégorie socioprofessionnelle) si ces attributs n’influencent pas
le classement, le tri ou la sélection des informations. Dans le cas des systèmes de recom-
mandation, la majorité des modèles utilisés ne permettent pas d’assurer cette équité vis
à vis des intérêts des personnes.

Le filtrage collaboratif vise à construire des systèmes de recommandation utilisant
l’historique des opinions des utilisateurs. Nous proposons un modèle de filtrage collaboratif
basé sur une classification croisée ordinale utilisant une covariable encodant un caractère
protégé. En utilisant ce modèle, nous proposons un prédicteur permettant de construire
une liste d’objets à recommander indépendante du caractère protégé de l’utilisateur.

Dans cet article, nous présentons notre modèle dans un contexte de filtrage collaboratif.
Cependant, il peut être appliqué à tout autre problème de classification croisée avec
données manquant au hasard (modèle MAR).

Préliminaires : soient n1 le nombre d’utilisateurs, n2 le nombre d’objets de notre sys-
tème et R ∈ Rn1×n2 la matrice des évaluations « tacites », supposées continues, où chaque
entrée Rij représente la valeur effective ou putative de l’objet j pour l’utilisateur i. Nous
utilisons systématiquement l’index i pour les utilisateurs, en ligne sur la matrice R, et
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l’index j pour les objets, en colonne de la matrice R. Lorsque les limites de ces indices ne
sont pas détaillées dans les sommes ou produits, i va de 1 à n1 et j va de 1 à n2.

Les notes observées R(o) sont supposées être issues d’une quantification des évaluations
tacites R. Les utilisateurs ne notant pas tous les objets, certaines entrées de R(o) sont
manquantes. Soit M ∈ {0, 1}n1×n2 la matrice de masque dont chaque entrée Mij indique
si la note est observée : Mij = 1 si R(o)

ij est observée et 0 sinon. Dans un cadre de recom-
mandation, l’objectif consiste à prédire les notes non-observées. La matrice regroupant
ces notes manquantes sera notée R(m).

2 Modèle joint des données et du manquement
2.1 Modèle des données complètes

Le modèle à blocs latents (LBM), développé par Govaert et Nadif [1], est un modèle
probabiliste génératif permettant de classifier simultanément les lignes et les colonnes
d’une matrice de données. Le LBM pose que la matrice de données est structurée en blocs
homogènes. Cette structure est rendue visible en réorganisant les lignes et les colonnes
selon leurs classes d’appartenance respectives ; pour k1 classes en ligne et k2 classes en
colonne, le réarrangement révèle k1 × k2 blocs homogènes dans la matrice de données.

Notons U la matrice indicatrice n1 × k1 d’appartenance des utilisateurs à leur classe
en ligne, avec Uiq = 1 si l’utilisateur i appartient au groupe q. De façon similaire, V
désigne la matrice indicatrice n2 × k2 d’appartenance des objets aux classes en colonnes.
Les appartenances aux classes forment une partition : chaque utilisateur appartient à
exactement une classe.

Le modèle que nous proposons est une variante du LBM Gaussien et repose sur plu-
sieurs hypothèses de distribution et d’indépendance :

— Les appartenances des utilisateurs et des objets aux classes sont a priori mutuel-
lement indépendantes et identiquement distribuées respectivement selon les multi-
nomiales M(1; α) et M(1; β), où α = (α1, . . . , αk1) et β = (β1, . . . , βk2) sont les
proportions de mélange des groupes en ligne et en colonne :

p(U , V ) = p(U ) p(V ) =
∏

i

p(U i; α)
∏

j

p(V j; β) .

— Les utilisateurs et les objets sont responsables d’effets individuels indépendants
notés respectivement Ai et Bj, identiquement distribués :

Ai
iid∼ N

(
0, σ2

A

)
, σ2

A ∈ R∗
+ , Bj

iid∼ N
(
0, σ2

B

)
, σ2

B ∈ R∗
+ .

— Connaissant les classes des utilisateurs et des objets (U , V ) et les effets individuels
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(A, B), les notes Rij sont indépendantes et distribuées selon :

p(R|U , V , A, B; π ) =
∏

ij

p(Rij|U i, V j, Ai, Bj; π ) , π ∈ Rk1×k2

(Rij|UiqVjl = 1, Ai, Bj ) iid∼ N
(
πql + Ai + Bj, σ2

)
, σ2 ∈ R∗

+ . (1)

Introduction d’une covariable : l’introduction d’une covariable pour la loi d’émis-
sion de R conditionnellement aux variables latentes permet de séparer l’effet de la cova-
riable de l’effet des groupes du coclustering. En introduisant une covariable, notée Covi,
encodant le sexe de l’individu, nous espérons ainsi obtenir une mixité proportionnelle au
sein des groupes ; c’est à dire que la probabilité qu’un individu tiré au hasard soit un
homme est la même quelque soit le groupe considéré. Dans cet article, la covariable est
liée au sexe de l’individu, mais elle pourrait encoder tout autre attribut tel que l’âge ou
la catégorie socioprofessionnelle. La loi conditionnelle de R, Equation 1, devient :

(Rij|UiqVjl = 1, Ai, Bj, Gj, Covi ) iid∼ N
(
πql + Ai + Bj + CoviGj, σ2

)

avec Gj
iid∼ N

(
0, σ2

G

)
, σ2

G ∈ R∗
+ , la variable latente liée à l’objet j et Covi ∈ {−1, 1} ,

la covariable encodant le sexe de l’individu i.

2.2 Modèle de manquement
Le modèle de manquement génère la matrice M « masquant » les données complètes.

Nous supposons que chaque utilisateur a une tendance à noter et que de même, chaque
objet a sa propre tendance à être noté. Notre modèle de manquement utilise deux variables
latentes pour représenter ces effets, que nous appelons ici « propensions ».

Un modèle linéaire mixte modélise la probabilité d’observation à partir de la propen-
sion totale, notée Pij, associée à l’utilisateur i et l’objet j. Cette propension est la somme
d’un effet fixe, global, noté µ, d’un écart aléatoire associé à l’utilisateur i, noté Ci et d’un
écart aléatoire associé à l’objet j, noté Dj. Ainsi, la propension totale est

Pij = µ + Ci + Dj ,

avec Ci
iid∼ N

(
0, σ2

C

)
, σ2

C ∈ R∗
+

Dj
iid∼ N

(
0, σ2

D

)
, σ2

D ∈ R∗
+ .

La probabilité d’observer la note Rij est obtenue en appliquant une fonction logistique
à la propension totale de l’utilisateur i et de l’objet j :

p(Mij = 1|Ci, Dj) = 1
1 + exp(−Pij)

. (2)
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U i V jGj

Rij BjAi Mij

Ci Dj

R(o)
ij

Modèle de manquementLBM gaussien

Figure 1 – Graphe de dépendances du mo-
dèle à blocs latents ordinal couplé au mo-
dèle de manquement. R(o) est la matrice
observée contenant les notes discrètes. R
est la matrice complète de notes continues.
M est la matrice « masquant » partielle-
ment les données complètes.

Films prédit comme étant les plus appréciés
conditionnellement au fait d’être une femme
Dirty Dancing
Rocky Horror Picture Show
Sound of Music
Grease
Jumpin’ Jack Flash
Films prédit comme étant les plus appréciés
conditionnellement au fait d’être un homme
The Good, The Bad and The Ugly
Animal House
Caddyshack
Dumb & Dumber
The Exorcist

Figure 2 – Films du jeu de données ML-
1M dont la valeur inférée de Gj est la plus
haute (liste du haut) et la plus basse (liste
du bas).

2.3 Modèle joint
Le modèle joint est obtenu en associant le modèle des données complètes et le modèle

de manquement. Connaissant la matrice d’évaluations R et la matrice de masque M , les
éléments de la matrice d’évaluations observées R(o) sont modélisés comme suit :

(
R(o)

ij

∣∣∣Rij, Mij

)
=

{ ∑K
k=1 k 1]ζk−1;ζk](Rij) si Mij = 1

NA si Mij = 0
avec − ∞ = ζ0 < ζ1 < ... < ζK−1 < ζK = +∞

des seuils fixés. Un résumé sous forme de graphe de dépendances du modèle joint est
présenté Figure 1.

3 Inférence et prédiction
3.1 Critère d’optimisation

La log-vraisemblance du LBM comporte une somme dont le nombre de termes croit
exponentiellement avec le nombre de valeurs que peuvent prendre les variables latentes.
L’estimateur du maximum de vraisemblance du LBM n’est donc pas calculable, et nous
utilisons une inférence variationnelle.
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L’inférence variationnelle consiste à introduire qγ, une distribution sur les variables la-
tentes, dont la forme est choisie de manière à permettre le calcul. L’inférence variationnelle
consiste à optimiser une borne inférieure de la log-vraisemblance, à savoir :

J (γ, θ) = log p
(
R(o); θ

)
− KL

(
qγ

∥∥∥p
(
L|R(o)

))

= H(qγ) + Eqγ

[
log p

(
R(o), L; θ

)]
. (3)

où KL est la divergence de Kullback–Leibler, H désigne l’entropie différentielle, θ =
(α, β, π, µ, σ2

A, σ2
B, σ2

C , σ2
D, σ2

G) est la concaténation de tous les paramètres du modèle, et
L = (U , V , A, B, C, D, G) est la concaténation de toutes les variables latentes.

Le calcul effectif du critère J (γ, θ) nécessite de restreindre l’espace des distributions
variationnelles ; nous choisissons les formes suivantes :

∀i, U i|R(o) ∼
qγ

M
(
1; τ (U)

i

)
∀j, V j|R(o) ∼

qγ
M

(
1; τ (U)

j

)

∀i, Ai|R(o) ∼
qγ

N
(
ν(A)

i , ρ(A)
i

)
∀j, Bj|R(o) ∼

qγ
N

(
ν(B)

j , ρ(B)
j

)

∀i, Ci|R(o) ∼
qγ

N
(
ν(C)

i , ρ(C)
i

)
∀j, Dj|R(o) ∼

qγ
N

(
ν(D)

j , ρ(D)
j

)

∀j, Gj|R(o) ∼
qγ

N
(
ν(G)

j , ρ(G)
j

)
.

L’indépendance des variables latentes conditionnellement à R(o) simplifie le calcul de
J (γ, θ), et en permet une ré-écriture :

J (γ, θ) = Eqγ

[
log p

(
R(o)|L

)]
− KL (qγ ‖p(L; θ)) . (4)

L’approximation variationnelle ne suffit toutefois pas à faire le calcul analytique du pre-
mier terme de l’équation (4), qui fait intervenir une fonction non linéaire d’une loi nor-
male. Nous approchons numériquement cette espérance en échantillonnant p(R(o)|L) sous
la distribution variationnelle. Cette approximation du critère J (γ, θ) est alors optimisée
en une seule étape par l’algorithme Adam [2], qui accélère un gradient stochastique par
une estimation des moments de ces gradients.

3.2 Prédicteur des données non observées
Un système de recommandation vise à proposer à chaque utilisateur un ensemble d’ob-

jets pouvant l’intéresser. Pour ce faire, les objets doivent être classés par ordre de perti-
nence en prédisant les notes manquantes R(m). Nous évaluons avec le score de pertinence
Normalized Discounted Cumulative Gain (NDCG), la recommandation associée à chaque
utilisateur. Nous notons R̂ la matrice des notes prédites, dont chaque entrée est une note
générée par le modèle. En utilisant les maxima a posteriori sous la loi variationnelle, nous
construisons le prédicteur des données manquantes suivant :

R̂ij =
∑

ql

τ (U)
iq π̂qlτ

(V )
jl + ν(A)

i + ν(B)
j (5)
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Table 1 – Valeur moyenne du score de pertinence Normalized Discounted Cumulative
Gain

Modèle NDCG@5 NDCG@10 NDCG@15
Avec covariable 0.8887 0.9060 0.9289
Sans covariable 0.8905 0.9072 0.9297

Ce prédicteur n’introduit pas l’effet CoviGj lié à la covariable et ainsi, sous condition
que les groupes formés par le coclustering soient indépendant du sexe des individus alors
l’ordonnancement des objets est lui aussi indépendant du sexe.

4 Expérimentations
Le jeu de données MovieLens 1 1M regroupe des notes de films qui s’échelonnent de 1 à

5 (5 pour les films les plus appréciés) ainsi que des informations sur le sexe des individus.
Dans ce jeu de données réel, les données manquantes R(m) ne sont pas connues ; nous esti-
mons alors la NDCG moyenne sur des ensembles de tests construits par validation croisée
(5 blocs) en conservant 20 évaluations par utilisateur. Nous entraînons notre modèle et
sa variante, sans covariable, sur ce jeu de donnée avec un nombre de classes en ligne et
en colonne fixé à 15.

Afin de mesurer l’indépendance entre le sexe de l’utilisateur et leur appartenance aux
groupes, nous calculons la statistique du χ2 sur le tableau de contingence construit avec
les effectifs d’hommes et de femmes dans chaque groupe. La valeur de la statistique du
χ2 pour le modèle sans covariable est de 44.4 ( avec une p-value de 2.2 · 10−4 ) et pour
celle du modèle avec covariable est de 18.0 ( avec une p-value de 0.26 ). L’utilisation de la
covariable permet ainsi de limiter fortement l’effet du sexe sur la structure du coclustering.

Conformément à nos attentes, les valeurs moyennes des NDCG rassemblées dans le
tableau 1, présentent de moins bonnes performances pour le modèle avec covariables. Cela
est lié au fait que le prédicteur (Equation 5) ignore le sexe de l’utilisateur. Cette baisse de
performance est le coût à payer pour obtenir une recommandation équitable entre sexes.

Références
[1] G. Govaert et M. Nadif : Block clustering with Bernoulli mixture models : Compa-

rison of different approaches. Computational Statistics & Data Analysis, 52(6):3233–
3245, February 2008.

[2] D. P. Kingma et J. Ba : Adam : A method for stochastic optimization. arXiv preprint
arXiv :1412.6980, 2014.

1. https://grouplens.org/datasets/movielens/
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Résumé. Les jeux de données mixtes sont composés de variables continues, catégorielles,
ordinales, binaires et de comptage. Ce type de données est présent dans toutes les dis-
ciplines : sciences sociales, écologie, médecine, astronomie, physique, etc. Lorsque ces
données sont coûteuses à acquérir ou concerne des événements rares, peu de procédures ex-
istent, en particulier en régression, pour rééchantillonner de tels jeux de données. Ceci est
particulièrement dû à la complexité de l’espace dans lequel évolue les observations mixtes.
Le présent travail propose d’utiliser une représentation continue de cet espace grâce à
un modèle récemment introduit dans la littérature, le M1DGMM, et d’utiliser ce modèle
comme processus générateur de nouvelles observations synthétiques. Cette approche peut
s’appliquer en classification pour renforcer des classes minoritaires, en régression pour
créer des modalités sous-représentées de variable dépendante et/ou de covariables, ou en-
core en clustering pour générer des combinaisons de variables sous-représentées. Enfin,
cette nouvelle approche peut être utilisée pour l’imputation de données manquantes.

Mots-clés. Données déséquilibrées, données mixtes, données synthétiques, données
manquantes

Abstract. Mixed data sets are composed of continuous, categorical, ordinal, binary,
and count variables. This type of data is present in all disciplines: social sciences, ecology,
medicine, astronomy, physics, etc. When these kind of data are expensive to acquire or
describe rare events, few procedures exist to resample such datasets, especially in the re-
gression case. This is notably due to the complexity of the space in which the observations
evolve. The present work proposes to use a continuous representation of this space learnt
by a model recently introduced in the literature, the M1DGMM, and to use this model
as a data-generating process. This approach can be applied in classification to reinforce
minority classes, in regression to create under-represented modalities of dependent vari-
able and covariates, or even in clustering to generate combinations of under-represented
variables. Finally, this new methodology can be applied to impute missing data.

Keywords. Imbalanced data, mixed data, synthetic data, missing data
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1 Problem presentation

The proposed method, referred to as MIxed data Augmentation MIxture (MIAMI), is
designed to tackle two types of statistical issues: imbalanced datasets and missing data.

A broad definition of imbalanced datasets is used in the following and refers to datasets
where some modalities of the dependent variable but also of the covariates are under-
represented (these under-represented modalities are actually often the ones of main inter-
est). Imbalanced datasets are common in many Machine Learning tasks such as regression
or classification which received greater attention (krawczyk, 2016) or in clustering tasks,
a framework less treated in the literature. When data are continuous, well established
methods have been developed, often based on interpolation between observations such
as in the SMOTE algorithm (Chawla et al., 2002) and its adaptations (e.g. Torgo et al.
(2013)), or by applying a perturbation to a given observation as in Lee (2000).

When data are mixed, these methods cannot be used as such, given the more complex
topology of mixed datasets spaces. Some adaptations have been proposed such as trans-
forming non-continuous data (e.g. one-hot encoding of categorical variables, considering
ordinal variables as continuous etc.) as in Engelmann and Lessmann (2020) or to perform
random draws over the modalities of non-continuous variables based on their empirical
frequencies (Branco, 2017).

Similarly for missing data imputation, more methods have been developed in the
continuous data case compared to the mixed data case. Continuous missing data are often
dealt with using standard imputations methods which for instance assign the conditional
mean of the variable. Concerning mixed data imputation, several approaches propose
a treatment of categorical and ordinal variables in order to apply methods designed for
the continuous framework. Audigier et al. (2016) introduced new imputation approaches
based on principal component methods offering the possibility to deal with several data
types and data sizes. He (2012) also performed dimension reduction using a projection
in a Gaussian latent space. Finally, Murray (2017) and Hu et al. (2018) have dealt with
missing mixed data using a Bayesian Dirichlet process mixture as latent space.

This work is based on the same idea and perform a projection into a continuous
space using the recently introduced M1DGMM, and then use this latent representation to
conduct missing data imputation and data augmentation. Our approach will be compared
to the previously evoked models to benchmark its performance.

2 Model presentation

The M1DGMM is a multi-layer clustering model introduced by Fuchs et al. (2020). Mixed
data are plunged into a continuous space using an extended version of a Generalized Linear
Latent Variable Model (GLLVM) (Moustaki and Knott, 2000; Moustaki, 2003) that acts
has an embedding layer. The embedded data are then clustered while going through
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DGMM layers (Viroli and McLachlan, 2019).
Let Y denote the observed data, n the number of observations, p the number of covariates
and the m the number of dependent variables. In a supervised framework, Y = (X, y)
with X the covariates and y the dependent variable (potentially multivariate, if m > 1).
In this case, Y is of dimension n × (p +m). In an unsupervised framework, Y = X has
dimension n×p. Denoting by i the observation index and j the variable index, the model
can be written in the following way:






Yi → z(1)i through GLLVM link via (λ(0),Λ(0))

z(1)i = η(1)k1
+ Λ(1)

k1
z(2)i + u(1)

i,k1
with probability π(1)

i,k1

...

z(L−1)
i = η(L−1)

kL−1
+ Λ(L−1)

kL−1
z(L)i + u(L−1)

kL−1
with probability π(L−1)

i,kL

z(L)i ∼ N (0, IrL),

(1)

where the “GLLVM link” stands for the fact that ∀j ∈ [1, p], f(Yj|z(1),Θ) belongs to an
exponential family, with Yj the jth variable of Y . For example if Yj is a count variable
with support [1, nj], one can choose the Binomial distribution as link function and obtain:

f(Yj|z(1),Θ) =

(
nj

Yj

)
f(z(1))Yj(1− f(z(1)))nj−Yj (2)

This example can be adapted for binary variables, by taking nj = 1 and consider a
Bernoulli distribution. In the simulations, the ordered multinomial distribution is used
for the ordinal data, the unordered multinomial distribution for categorical variable and
the Gaussian distribution for continuous variables. In cases where the support of a con-
tinuous variable is not [−∞,+∞], other distributions than the Gaussian distribution can
of course be considered.

The graphical model associated with (1) is given in Figure 1.

Figure 1: Graphical model of a M1DGMM
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3 Data augmentation procedure

3.1 General mechanism

The M1DGMM is first trained in order to learn a continuous representation of the already
collected data Y . The variables estimated during the run of the model are denoted by a
tilde in the sequel.

Using Bayes rule, one obtains:

f(Y |Θ̃) =
f(z̃(1)|Θ̃)f(Y |z̃(1), Θ̃)

f(z̃(1)|Y, Θ̃)
(3)

∝ f(z̃(1)|Θ̃)
p∏

j=1

f(Yj|z̃(1), Θ̃). (4)

Where (4) comes from the conditional independence assumption which stipulates that
the original variables of the dataset are mutually independent with respect to the latent
variable, i.e. ∀j, j′ ∈ [1, p]2, Yj ⊥⊥ Yj′ |z(1). Intuitively this assumption, which derived
from the GLLVM, means that the latent representation captures all mutual information
between the variables and that variable specific information is carried by the GLLVM link
function coefficients.

Using (4), the simulations of pseudo-observations Y ∗ might be performed in the fol-
lowing way:

• Use the M copies of z̃(1)|Θ̃ simulated during the M1DGMM training

• Use z̃(1) to draw some observations from f(Y ∗
j |z̃(1), Θ̃)

The choice of the number of pseudo-observations to simulate can be ruled either by
changing M the number of copies of the latent variables z̃(1) or the number of pseudo-
observations Y ∗ to draw for each z̃(1).

Using the conditional independence assumption is convenient and seems not to entail
performances loss (Fuchs et al., 2020). Yet, the conditional independence between the orig-
inal variables makes it more difficult to force the model to generate pseudo-observations
that present some specific combinations of modalities between variables.
As a result, in order to select only pseudo-observations presenting under-represented
modalities, a simple accept-reject procedure is used. The user can specify the ranges
in which the pseudo-observations have to belong, the model generates a large number of
points and keep those belonging to the pre-specified ranges. The computational cost of
this procedure remains affordable as generating more pseudo-observations does not entail
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a significant additional computational burden. However, more advanced procedures could
be explored in future research, such as using only the draws belonging to interesting latent
space areas to simulate Y ∗ from.
The MIAMI method refers to the generation of pseudo-observations by M1DGMM cou-
pled with the accept-reject procedure.

3.2 Applications

The pseudo-observations Y ∗ generated by MIAMI can be used in different applications:

Imbalanced data

• In imbalanced regression problems, synthetic dependent variables or covariates can
be obtained by generating a matrix Y ∗ = (X∗, y∗), where X∗ stands for the design
matrix of the regression model, and Y ∗ is the dependent variable (potentially mul-
tivariate). Then, both X∗ and Y ∗ are simultaneously selected. The accept-reject
procedure can be used symmetrically: either depending of the value of X∗ in the
case of imbalanced design, or depending of the value of y∗ in the case of imbalanced
labels.

• In classification problems where Y ∗ = (X∗, y∗) or in clustering problems where
Y ∗ = X∗, the criteria of selection depends on the representation of the minority
classes. The algorithm is run as long as these classes are not sufficiently re-balanced.

• In “comparison” problems, such as clinical trials with comparison of cohorts, the
algorithm can be used to achieve a fixed ratio of observations, as for instance treat-
ment versus placebo. The algorithm can create synthetic patients such that the
number of patients in a group is proportional to the number of patients in another
group.

Missing data The algorithm is initialized using simple imputations methods (e.g. im-
putation by the conditional mean of the group). Then, MIAMI is run several times,
iteratively replacing the missing values by new estimates determined by the pseudo-
observations matching the characteristics of incomplete observations.

3.3 Numerical illustration

The method will be illustrated by performing simulations on several practical cases.

Bibliographie
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Analyse bayésienne des modèles de médiation et de
modération

Jean-Michel GALHARRET 1 & Anne PHILIPPE 1

1 Laboratoire Jean Leray , 2 rue de la Houssinière, 44322 Nantes Cedex 3 ,
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Résumé. En sciences humaines, l’analyse de médiation consiste à étudier si l’effet
d’une variable d’exposition X sur une variable réponse Y peut être décomposé en un
effet direct et un effet indirect via une troisième variable M (le médiateur). Une question
additionnelle est de savoir si ces effets sont les mêmes dans deux populations données. Il
s’agit alors d’étudier un modèle de médiation modérée. Nous proposons une extension des
g-priors utilisés en régression linéaire aux modèles de médiation et de médiation modérée.
Ce choix de lois a priori permet d’obtenir une forme explicite de la distribution marginale
et ainsi du facteur de Bayes. Celui-ci servira à tester l’existence des effets indirects en
médiation et l’existence d’une modération. Nous appliquons cette méthodologie à une
étude en psychologie du travail sur le lien entre le leadership habilitant et l’engagement
organisationnel.

Mots-clés. Facteur de Bayes, g−priors, médiation, modération

Abstract. In social sciences, mediation analysis consists of studying whether the
effect of an exposure variable X on a response variable Y can be decomposed into a direct
effect and an indirect effect via a third variable M . An additional question is whether
these mediated effects are the same in two given populations. In this case, a model of
moderate mediation should be studied. We propose an extension of the g-priors to the
mediation and moderate mediation models. This prior distribution provides explicit forms
for the marginal distribution and thus for the Bayes factor. This will be used to test the
existence of indirect effects in mediation and the existence of moderation. We apply this
methodology to a study in psychology of the relation between ewpowering leadership and
organizational commitment.

Keywords. Bayes factor, g−priors, mediation, moderation

1 Introduction

Les modélisations proposées ont été motivées par une étude visant à comprendre le lien
entre les composantes du leadership habilitant (i.e. le développement de la confiance
au travail, de l’autonomie, de la participation aux décisions et du sens du travail) et
l’engagement organisationnel (i.e. envers l’entreprise dans laquelle travaille l’employé) à
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travers leurs liens au bien-être au travail (médiateur). Un enjeu de cette étude est de voir
si les liens observés sont les mêmes dans deux structures différentes (pompiers et employés
de l’industrie).

Pour la première partie de l’étude on estime les paramètres a, c ∈ Rp, i2, i1, b, d0 ∈ R
dans le système d’équations linéaires suivant :

[M0] :

!
Y = i2 + cTX + bM + e0W + εY

M = i1 + aTX + d0W + εM
(1)

où Y ∈ Rn est une variable réponse continue (ici l’engagement organisationnel), M ∈ Rn

est un médiateur continu (le bien-être au travail), X ∈ Rn,p est la matrice des variables
d’exposition (ici les quatre composantes du leadership habilitant) et W est ici binaire et
correspond aux deux organisations. On suppose que X et W sont déterministes et que
les termes d’erreurs sont gaussiens εM ∼ Nn(0, σ

2
MIn), εY ∼ Nn(0, σ

2
Y In).

On adopte les définitions des effets directs et indirects de chaque composante Xk

introduits par Hayes, 2018. L’effet direct de Xk sur Y est égal ck et son effet indirect
via M est le produit akb. Tester l’existence d’un effet direct est un problème classique.
Pour l’effet indirect, l’approche standard consiste à approcher la loi du produit akb par
bootstrap ou par une loi gaussienne grâce à la ∆−méthode (voir MacKinnon et al. 2002).

Tester la modération des effets obtenus dans [M0] consiste à ajouter des termes
d’interaction dans les deux équations de régression. Ces termes seront notés X : W
pour l’interaction entre les Xk et W . On choisit de modérer les liens X,M et M,Y ce qui
donne (voir aussi Figure 1) :

[M1] :

!
Y = i2 + cTX + bM + e0W + eT1X : W + f1M : W + εY ,

M = i1 + aTX + d0W + dT1X : W + εM
(2)

où e1, d1 ∈ Rp, f1 ∈ R sont les effets modérés (appelés aussi effets conditionnels voir
Preacher et al. 2007 pour plus de détails). Tester l’existence de la modération des effets
revient donc à tester :

H0 : d1 = e1 = 0p, f1 = 0. (3)

Les modèles emboités [M0] et [M1] sont alors comparés en utilisant le test de rapport de
varisemblance (LR-test)

λ = 2 log

"
L(#θ1)
L(#θ0)

$
,

où #θ1 et #θ0 sont respectivement les estimateurs du maximum de vraisemblance de [M0]
et [M1]. Sous H0 λ est distribuée selon une loi du χ2 à 2p+ 1 degrés de liberté.

Dans ce travail, nous adaptons les g−priors aux modèles de médiation. L’intérêt est
d’obtenir des formes explicites du facteur de Bayes pour tester l’existence de ces différents
effets.
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X : W
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d1

b

e0

e1

f1

Figure 1: Modèle de médiation (lignes pleines) et modèle de médiation modérée (avec
l’ajout des lignes en pointillés).

2 Extension des g-priors de Zellner au modèle de

médiation et médiation modérée

Les g−priors ont été introduit par Zellner (1984) pour les coefficients des modèles de
régression multiple Y = Xβ + ε, où X ∈ Rn×p est la matrice de design, Y ∈ Rn le vecteur
réponse, et l’erreur ε qui est supposée gaussienne ε ∼ N (0, σ2). Le g−priors sur les
paramètres (β, σ2) est

β|σ2 ∼ Np(β̃, gσ
2(XTX)−1) and π(σ2) ∝ σ−2. (4)

noté par la suite (β, σ2) ∼ Zg(g, %β,X).
Soit θ := (θM , σ2

M , θY , σ
2
Y ) le vecteur des paramètres du modèle de médiation défini par

(1), avec θM = (i1, a, d0) et θY = (i2, c, b, d0). Dans le modèle global (1), la distribution
jointe de M,Y, θ se décompose sous la forme

p(m, y, θ|X,W ) = fY (y|m, θ, X,W )fM(m|θ, X,W )π(θ),

où fY est la densité de la loi N (i2 + cTX + bm + e0W, σ2
Y ) et fM celle de la loi ∼

N (i1 + aTX + d0W, σ2
M). Une solution est de supposer que les paramètres θM , θY sont

indépendants, c’est à dire écrire π(θ) = πM(θM , σ2
M)πY (θY , σ

2
Y ). Cependant, cette solution
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ne permet pas d’utiliser les g−priors car M apparâıt dans la matrice de désigne de πY .
Nous proposons de décomposer la distribution jointe de M,Y, θ sous la forme

p(m, y, θY , σ
2
Y , θM , σ2

M |X,W ) = fY (y|M = m, θY , σ
2
Y , θM , σ2

M , X,W )×
π(θY , σ

2
Y |M = m, θM , σ2

M , X,W )×
fM(m|θM , σ2

M , X,W )π(θM , σ2
M |X,W ).

qui compte tenu des dépendances décrites dans le DAG Figure 2 d’obtenir

p(m, y, θY , σ
2
Y , θM , σ2

M |X,W ) = fY (y|M = m, θY , σ
2
Y , X,W )πY (θY , σ

2
Y |M = m,X,W )×

fM(m|θM , σ2
M , X,W )πM(θM , σ2

M |X,W ), (5)

On choisit pour πM et πY les g−priors pour les matrices de design [1, X,W ] et

[1, X,W,M ] respectivement. En l’absence d’information sur θM , θY , on choisit %θM =
%θY = 0 et gM = gY = n qui sont les choix standards (voir par exemple Marin et Robert
2014). Le modèle bayésien est alors complètement défini par (5) et ce choix de g−priors
et la loi a posteriori est :

π(θM , σ2
M , θY , σ

2
Y |X,W,M, Y ) ∝ p(M,Y, θY , σ

2
Y , θM , σ2

M |X,W ). (6)

On déduit facilement de (6) les lois a posteriori des effets directs et indirects. Biesanz
et al. 2010 proposent de tester l’existence de ces effets en utilisant leurs intervalles de
crédibilité.

3 Facteur de Bayes pour tester le modèle de médiation

modérée

Tester si W modère les liens entre X,M, Y peut être vu comme un problème de sélection
de modèle entre [M0] et [M1]. Comme précédemment, nous utilisons les g−priors pour
chacun des deux modèles, c’est à dire :

• Modèle M1:

Y = i2 + cTX + bM + e0W + eT1X : W + f1M : W + εY ,

(θY , σ
2
Y )|X,W,M ∼ Zg(g2, %β2,XY1) with XY1 =

&
1,W,X,M,X : W,M : W

'

M = i1 + aTX + d0W + dT1X : W + εM

(θM , σ2
M)|X,W ∼ Zg(g1, %β1,

&
1,W,X,X : W

'
) with XM1 =

&
1,W,X,X : W

'

• Modèle M0:

Y = i2 + cTX + bM + e0W + εY ,

(θY , σ
2
Y )|X,W,M ∼ Zg(g2, β̌2,

&
1,W,X,M

'
) with β̌2 = (%β1

2 , ...,
%βp+3
2 ) and XY0 =

&
1,W,X,M

'

M = i1 + aTX + d0W + εM

(θM , σ2
M)|X,W ∼ Zg(g1, β̌1,

&
1,W,X

'
) with β̌1 = (%β1

1 , ...,
%βp+2
1 ) and XM0 =

&
1,W,X

'
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Figure 2: Directed acyclic graph for the mediation model [M0].

Compte tenu de la décomposition de la loi marginale des paramètres on obtient la
forme explicite pour le facteur de Bayes.

Proposition 1 Le facteur de Bayes pour comparer les modèles M1 versus M0 définis
ci-dessus est donnée par

BF10 =
(g1 + 1)p/2

(g2 + 1)(p+1)/2

(

)Y TY − g2
g2+1

Y TXY0(XT
Y0
XY0)

−1XT
Y0
Y − #XY0

β̌2#2
g2+1

Y TY − g2
g2+1

Y TXY1(XT
Y1
XY1)

−1XT
Y1
Y − #XY1

!β2#2
g2+1

*

+
n/2

×

(

)MTM − g1
g1+1

MTXM0(XT
M0

XM0)
−1XT

M0
M − #XM0

β̌1#2
g1+1

MTM − g1
g1+1

MTXM1(XT
M1

XM1)
−1XT

M1
M − #XM1

!β1#2
g1+1

*

+
n/2

.

On décide que les effets sont modérés lorsque BF10 > 1. Nous comparons deux approches
pour quantifier l’évidence de la décision :

• Nous adaptons à la médiation l’approche proposée par Zhou et Guan 2018 pour la
régression linéaire multiple. L’idée ”fréquentiste” est d’approcher la distribution de
BF10 sous l’hypothèse H0 défini en (3) par un bootstrap paramétrique puis d’en
déduire une p−value.

• Nous construisons une version alternative basée sur la loi prédictive du modèle
bayésien sous M1. On considère ,BF 10 le facteur de Bayes calculé sur un échantillon
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(%Y , -M) distribué suivant la loi prédictive sous M1 On quantifie l’évidence de M1

contre M0 par la probabilité de l’événement ,BF 10 > 1.

4 Application à l’étude du leadership habilitant

Les différentes méthodes précédentes sont appliquées à l’estimation des effets directs et
indirects du leadership habilitant et à la modération par le type d’organisation. Tous les
résultats obtenus sont cohérents avec les approches fréquentistes utilisées dans l’article
initial de Caillé et al. (2020).
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Caillé, A., Courtois, N., Galharret, J.-M., and Jeoffrion, C. (2020). Influence du leadership
habilitant sur le bien-être au travail et l’engagement organisationnel : étude comparative
entre une organisation habilitante et une organisation classique. Psychologie du Travail
et des Organisations, 26(3):247 – 261.
Hayes, A. F. (2018). Introduction to Mediation, Moderation, and Conditional Process
Analysis. A Regression-based Approach. Methodology in the Social Sciences. Guilford
Press.
MacKinnon, D. P., Lockwood, c. M., Hoffman, J. M., West, s. G., and Sheets, V.
(2002). A comparison of methods to test mediation and other intervening variable effects.
Psychological Methods, 7, 83-104.
Marin, J.-M. and Robert, C. (2014). Bayesian essentials with R. Springer Textbooks in
Statistics. Springer Verlag, New York.
Preacher, K. J., Rucker, D. D., and Hayes, A. F. (2007). Assessing moderated mediation
hypotheses: Theory, methods, and prescriptions. Multivariate Behavioral Research, 42,
185-227.
Zellner, A. (1984). Basic Issues in Econometrics. University of Chicago Press.
Zhou, Q. and Guan, Y. (2018). On the null distribution of bayes factor in linear regression.
Journal of the American Statistical Association, 113(523):1362–1371.

6

374

(



Propagation of epistemic uncertainties and global
sensitivity analysis in seismic risk assessment

Clément Gauchy

In seismic probabilistic risk assessment (SPRA), one wants to quantify the failure of a
structural systemwhen subjected to seismic groundmotions. Nowadays, regulation author-
ities prescribes industrials to penalize their modelizations by injecting uncertainties on the
model parameters itself. These uncertainties are called epistemic: they can be reduced with a
cost corresponding to a certain e!ort (gathering more data, eliciting expert’s knowledge...).
This e!ort could be interpreted as a gain in knowledge of themechanicalmodel studied. The
UncertaintyQuanti"cation (UQ) framework (DeRocquigny et al. [2008]) is well adapted to
perform SPRA with epistemic uncertainties. In structural safety, the most studied quantity
of interest is the so-called fragility curve of the structure, which is the conditional probabil-
ity of failure given a speci"c intensity level of the seismic ground motion. It is possible to
propose a global sensitivity analysis of the fragility curve with respect to the uncertainties
on the mechanical model parameters, as it is a functional risk curve discussed in Iooss and
Le Gratiet [2019]. A Gaussian Process regression on the mechanical response in the same
fashion as in Iooss and Le Gratiet [2019] has been proposed to alleviate the computational
burden of the sensitivity indices estimation such as aggregated Sobol indices, a natural ex-
tension of Sobol indices in the functional case. Sensitivity analysis on scalar quantities of
interest derived from the fragility curve is also performed. For instance, given a probability
distribution for the intensity level of the seismic groundmotion, our quantity of interest will
become the seismic probability of failure of themechanical structure given by the integration
of the fragility curve with respect to this probability distribution. Despite its advantages, the
Sobol indices measure the in(uence of the model parameters on the quantity of interest’s
variance. Recently new types of indices, called moment-independent indices and dedicated
to themeasure of the in(uence of the input parameters on thewhole probability distribution
of the output of interest, have been investigated Veiga [2015]. The maximummean discrep-
ancy (MMD) based sensitivity indices introduced in da Veiga [2021] are a speci"c moment-
independent indices with appealing properties: it has an ANOVA-like decomposition as the
Sobol indices, allowing for simple interpretation, and the same computational cost of estima-
tion as the Sobol indices. However, a kernel function has to be chosen prior to the estimation
of these indices.

We propose an original method for choosing an appropriated kernel function based of
some theoretical properties of theMMD (Sriperumbudur et al. [2010]): theMMDdistance
estimator between two empirical distributions P̂n and Q̂n based on an sized sample of prob-
ability measures P and Q actually raises the L2 distance between kernel density estimators
of these two distributions. This gives direct interpretation of the MMD based sensitivity
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indices.
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Active learning strategy for fragility curve
estimation using adaptive importance sampling

Clément Gauchy 12 & Cyril Feau 1 & Josselin Garnier 2
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Résumé. Les études probabilistes de sûreté sismiques consiste à évaluer les proba-
bilités de défaillance de structures mécaniques soumises à des excitations sismiques. Ces
études nécessitent l’estimation de courbes de fragilité sismique, qui sont la probabilité de
défaillance de la structure conditionnellement à une mesure d’intensité du signal sismique.
Cependant, leur estimation requiert de nombreuses expériences numériques qui peuvent
être très coûteuses en temps calcul, ce qui rend l’estimation par une méthode Monte Carlo
inappropriée. L’approche proposé dans ce papier est de réduire la taille de l’échantillon
tout en conservant de bonnes perfomances en termes de variance d’estimation grâce à
l’échantillonnage préférentiel.

Mots-clés. Echantillonnage préférentiel, apprentissage actif, courbe de fragilité.

Abstract. Seismic probabilistic risk assessment studies consist in evaluating the prob-
abilities of failure of mechanical structures when submitted to seismic ground motions.
These studies are often concentrated on fragility curve estimation. The fragility curve
is the probability of failure of the structure conditionally to a seismic intensity measure.
However, its estimation requires computer experiments involving huge computation time.
Such a computational burden makes crude Monte Carlo methods untractable, fragility
curves estimation must then be economical in terms of sample size. The proposed ap-
proach is to use importance sampling to reduce sample size and to guarantee good per-
formances.

Keywords. Importance sampling, active learning, fragility curves.

1 Introduction

Fragility curves estimation for seismic probabilistic risk assesment (SPRA) or probabilistic
based earthquake engineering (PBEE) consists in evaluating structural reliability using a
set of seismic ground motions, characterized by their so-called intensity measure (IM) e.g.
peak ground acceleration, spectral acceleration,... In our case, the quantity of interest is
the fragility curve. It is the conditional probability P(Y > C|IM = a) that a mechanical

1

377

:&



demand Y exceeds a threshold C for a given seismic load a. The mechanical demand
Y is obtained through numerical simulations whose computational time is cumbersome.
To reduce the computational burden, our methodology consists to interwind importance
sampling and statistical learning in an adaptive fashion, in order to reduce the asymptotic
variance of the training loss. The paper is structured as follows: Section 2 introduces
the statistical learning setting of fragility curve estimation, Section 3 presents Adaptive
Importance Sampling (AIS) method applied to fragility curve estimation, Section 4 is
dedicated to a real case industrial example concerning the fragility curve of a safety water
supply pipe section to a steam generator of a nuclear reactor.

2 Statistical learning framework for fragility curve
estimation

In the peculiar setting of seismic probabilistic risk assessment, the input variable is the
logarithm of a seismic intensity measure X = log(IM) so that X = R and the output
variable is a label S ∈ S = {0, 1}. (S = 0) indicates that the structure resists the seismic
excitation, (S = 1) corresponds to a failure state of the structure, basically the seismic
excitation induces critical damages that compromise the safety of the structure. Fragility
curve is then defined by the conditional expectation µ : x → E[S|X = x]. Moreover, the
structure of the joint distribution of (X,S) is:

P (dx, ds) = p(ds|x)p(x)dx,
p(ds|x) = µ(x)δ1(ds) + (1− µ(x))δ0(ds) .

(1)

Remark δj is the Dirac distribution at j, x → p(x) is the probability density of X and
S|X is supposed to follow a Bernoulli distribution with parameter µ(X). Supervised
statistical learning aims at building a predictive model of the label S from X using
a sample of observed pairs (Xi, Si)ni=1. In our case, fragility curve estimation aims at
learning x → µ(x). A classical parametric model for fragility curve estimation is the
lognormal model

fθ(x) = Φ

(
x− log(α)

β

)
, (2)

where θ = (α, β). The parameters are estimated using the L2 loss %(s, fθ(x)) = (s−fθ(x))2.

R(θ) = E[(S − fθ(X))2]
= E[µ(X)(1− µ(X))] + E[(µ(X)− fθ(X))2] .

(3)

According to empirical risk estimation, the estimator θ̂n is computed as follows from the
sample (Si, Xi)ni=1 assumed to be i.i.d. with the distribution P :

θ̂n = argminθ∈(0,+∞)2 R̂n(θ),

R̂n(θ) = 1
n

n∑
i=1

(Si − fθ(Xi))2 .
(4)
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3 Adaptive importance sampling

The use of importance sampling as an active learning strategy has been suggested by
Chu et al. [2011]. The main idea is to replace the marginal distribution of X (which is
assumed to have a probability density p) into an instrumental density q, and to multiply
the loss function by the likelihood ratio to recover an unbiased estimate of the fragility
curve. When the instrumental density q favors region of X where the loss function is
large, the empirical risk variance can be drastically reduced. The IS empirical risk is:

Řn(θ) =
1

n

n∑

i=1

p(Xi)

q(Xi)
(Si − fθ(Xi))

2 , (5)

where (Si, Xi)ni=1 is assumed to be i.i.d. with the distribution P̌ (dx, ds) = p(ds|x)q(x)dx.
Remark that the instrumental density only concern the variable X. The distribution of S
conditional toX remains unchanged. We can use this setting for fragility curve estimation,
indeed the dataset generation (Xi, Si){1,...,n} is entirely numerical, a modulated and filtered
white-noise process is used to simulate synthetic seismic ground motion to retrieveXi, and
a mechanical numerical simulation to retrieve the failure state Si of the structure studied
given the artificial seismic signal. In this setting, synthetic seismic generation is considered
cheap in terms of computational resources compared to the mechanical simulation. We
thus have a perfect knowledge of p the marginal probability density of X. We will choose
the instrumental density q which minimizes the variance of the IS empirical risk Řn(θ):

q∗θ = argmin
q

Var(Řn(θ)) = argmin
q

Vθ

n
,

Vθ =

∫

X

∫

S

p(x)2

q(x)
(s− fθ(x))

4p(ds|x)dx−R(θ)2 .

Denoting %̃(x, fθ) = E[(S − fθ(X))4|X = x] = µ(x)(1− fθ(x))4 + (1− µ(x))fθ(x)4, Vθ can
be written as:

Vθ =

∫

X

p(x)2

q(x)
%̃(x, fθ(x))dx−R(θ)2 .

The optimal sampling density is of the form:

q∗θ,µ(x) ∝
√
%̃(x, fθ)p(x) .

We remark that q∗θ,µ depends on the parameter θ of the parametric fragility curve and the
true fragility curve µ. We then define an approximation of the optimal sampling density
as follows

qθ(x) ∝
√
fθ(x)(1− fθ(x))4 + (1− fθ(x))fθ(x)4p(x) ,

where the unknown true fragility µ is replaced by fθ. A natural heuristic is to build an
adaptive, sequential estimation scheme in which the previous estimate of θ is used to
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sample new data pair(s), which in turn can be used to update the current estimation.
However, the instrumental density can dramatically increase the variance if the tails of
p are overestimated (Owen and Zhou [2000]), and this may happen in particular in the
early steps of the estimation scheme. A defensive strategy first used by Hesterberg [1995]
tackles this issue, it consists in introducing a mixing parameter ε ∈ (0, 1) such that the
instrumental density is:

qθ,ε(x) = εp(x) + (1− ε)qθ(x) .

The initial estimator θ̃0 is chosen with an heuristic presented in the next section. The full
estimation procedure is presented in Algorithm 1.

Algorithm 1 Adaptive Importance Sampling (AIS)

1. Initialization: θ̃0

2. For i = 1, . . . , n:

(a) Sample Xi from qθ̃i−1,ε

(b) Call the mechanical simulation at point Xi to get label Si

(c) Compute

θ̃n = argmin
θ

R̃n(θ), R̃n(θ) =
1

n

n∑

i=1

p(Xi)

qθ̃i−1,ε
(Xi)

%(Si, fθ(Xi)). (6)

The convergence properties of the estimator θ̃n is assessed in Theorem 1. The proof
is based on results of Vaart [1998] and Hall et al. [2014].

Theorem 1 (Consistency and asymptotic normality of θ̃n) Let Xi, Si, θ̃i be defined
as in Algorithm 1. Denote ψθ(x, s) = ∇θ%(s, fθ(x)). Assume that the following conditions
are satisfied:

1. θ∗ = argminθ R(θ) exists and is unique, with R(θ) defined by (3),

2. ∃η > 0 such that supθ∈Θ
∫∫

||p(x)ψθ∗ (x,s)
qθ(x)

||2+ηP (dx, ds) < +∞,

3. supθ∈Θ
∫∫ p(x)||ψ̇θ∗ (x,s)ψ̇θ∗ (x,s)

T ||
qθ(x)

P (dx, ds) < +∞,

4. for θ ∈ B, with B a neighborhood of θ∗, ∀x, s supθ∈Θ
p(x)ψ̈θ(x,s)

qθ(x)
< +∞ .

Then θ̃n is weakly consistent and
√
n(θ̃n − θ∗) is asymptotically normal with mean zero

and covariance matrix R̈(θ∗)−1V (qθ∗)(R̈(θ∗)−1)T with

V (qθ∗) = E
[
p(X)

qθ∗(X)
(S − fθ∗(X))2∇fθ∗(X)∇fθ∗(X)T

]
.
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Figure 1: Numerical benchmark of the ASG piping system. AIS is initialized with 20
datapoints sampled from qθ̃0,ε. Training error is equal to R̃n(θ̃n) for AIS (in red) and

R̂n(θ̂n) for random sampling (in blue). Test error is equal to Q̂(θ̃n) for AIS (in red) and
Q̂(θ̂n) for random sampling (in blue)

4 Numerical application: fragility curve estimation
of a safety water pipe supply section

The following test case corresponds to the ASG piping system which is a simplified part of
a secondary line of a French Pressurized Water Reactor. The main results are outlined in
the reference Touboul et al. [1999]. In the following, the random variable R corresponds
to the maximum of the out-of-plane rotation of the elbow of the pipe. The Bernoulli
variable which indicates the failure state is defined by S = 1R>C where C is the admissible
rotation in degree. In our case, C = 7.5◦. This value of admissible rotation is the 98%-
level quantile from a sample of 1000 mechanical simulations, it is consistent with an
industrial case situation when the failure is a rare event. The dataset of synthetic ground
motions are filtered by a fictitious linear single-mode building at 5 Hz and damped at 2%.
The fragility curve of the piping system is here expressed as a function of the pseudo-
spectral acceleration of the initial set of the synthetic signals (i.e not filtered signals),
calculated at 5 Hz and 1% damping ratio. The coarse estimation θ̃0 is estimated using
2000 computations with the linear FE model (an approximation of the costly nonlinear
mechanical simulation). Figure 1 shows the results of a numerical benchmark consisting
of 50 samples with 100 queries of a nonlinear mechanical computer code using AIS with a
defensive parameter ε = 10−3, the AIS procedure is initialized by sampling 20 signals with
the density qθ̃0,ε. AIS is compared to a naive algorithm consisting in 120 signals chosen at
random in the unlabeled pool. Test error is evaluated on a dataset of 2000 computations
of the mechanical response, sampled with the initial distribution p. As seen in Figure 1,
the variance of the test error is significantly improved using AIS.
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5 Conclusion

In this paper we introduce an active learning strategy in order to tackle the computational
burden of mechanical simulations for fragility curve estimation. The main idea is to
consider the statistical learning problem as a Monte Carlo estimation of the true expected
risk from a data sample and to select the seism signals where to compute the mechanical
response with an instrumental density that will end up reducing the variance of the
training loss. This strategy was bench-marked on a FEM simulation of a safety water
supply piping system of a French Pressurized Water Reactor, where performance between
selecting seisms at random in an unlabeled dataset and AIS has been assessed.
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Résumé. On s’intéresse ici à la question de la localisation d’une rupture dans la loi
d’un processus de Poisson observé sur l’intervalle [0, 1] et à la construction de procédures
permettant d’estimer l’instant de rupture. On suppose que la rupture dans la loi du
processus est caractérisée par un saut dans son intensité définie par rapport à une mesure
Ldt où L est un entier strictement positif et dt est la mesure de Lebesgue sur [0, 1].
Nous formulons ce problème de localisation comme un problème de tests multiples et
présentons une étude minimax non asymptotique. En considérant la distance usuelle de
L2([0, 1]), nous établissons les vitesses de séparation minimax par famille, donnant un
critère d’optimalité relatif à l’erreur de seconde espèce pour les tests multiples dont le
FWER est contrôlé, sur différentes classes d’alternatives définies selon la connaissance
ou non de la taille du saut. En supposant l’intensité de référence connue a priori, nous
avons obtenu une vitesse de séparation minimax par famille d’ordre L−1/2 dans le cas où
la hauteur du saut est fixée et établi que l’adaptation en la hauteur du saut dégrade la
vitesse d’un facteur (log logL)1/2.
Mots-clés. Détection de rupture, processus de Poisson, tests multiples minimax, tests
multiples adaptatifs.

Abstract. We here focus on the question of localizing a single change point in the dis-
tribution of a Poisson process observed on the interval [0, 1] and on the construction of
change point estimation procedures. We assume that the abrupt change in the distri-
bution of the process is characterized by a jump in its intensity defined with respect to
some measure Ldt where L is a positive integer and dt is the Lebesgue measure over
[0, 1]. We formulate this change point localization problem as a multiple testing problem,
and we present a nonasymptotic minimax study. By considering the usual distance of
L2([0, 1]), we establish the minimax family-wise separation rate, which provide a second
kind error-related optimality criteria for multiple testing whose FWER is controlled, over
various classes of alternatives defined according to whether the jump size is known or not.
Assuming that the baseline intensity is fixed a priori, we prove that the knowledge of the
jump size allows to obtain a minimax family-wise separation rate of order L−1/2, and that
the adaptation to the jump size deteriorates the rate by a (log logL)−1/2 factor.
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Keywords. Change point detection, Poisson process, minimax multiple tests, adaptive
multiple tests.

1 Introduction
Les suites d’occurrences d’événements aléatoires observées sur un intervalle de temps sont
généralement modélisées par des processus ponctuels. Il semble par exemple désormais
admis que les occurrences de certaines tentatives d’intrusion dans des systèmes informa-
tiques et que le trafic d’un réseau peuvent être modélisés par des processus de Poisson
(c.f. Baldwin et al. (2017), Soltani et al. (2017)). La question de la détection de ruptures
dans la loi de processus ponctuels peut donc traduire des problèmes concrets de détection
de changements de régimes d’attaque dans les tentatives d’intrusion ou des comporte-
ments suspects (communications secrètes, virus) qui sont des enjeux-clés de la sécurité
numérique.
Dans ce travail, nous nous intéressons plus particulièrement à la question de la localisation
d’une rupture dans la loi d’un processus de Poisson. Chercher à estimer l’instant de saut
une fois que la rupture a été détectée peut être vu comme la deuxième étape d’un problème
de détection de rupture formulé dans un cadre hors-ligne.
On considère un processus de Poisson N = (Nt)t∈[0,1] observé sur l’intervalle [0, 1], dont
l’intensité λ est définie par rapport à une mesure Λ sur [0, 1] et dont la loi est notée
Pλ. On suppose que la mesure Λ vérifie dΛ(t) = Ldt, où L ≥ 1 est un entier fixé et dt
est la mesure de Lebesgue. Pour tout a, b ∈ [0, 1], le nombre de points du processus N
observé sur l’intervalle (a, b] sera noté N(a, b]. On suppose que l’intensité λ appartient à
l’ensemble S des fonctions de la forme λ = λ0 + δ1(τ,1] avec λ0 > 0, δ ∈ (−λ0,+∞) \ {0}
et τ ∈ (0, 1] ou δ ∈ (−λ0,+∞) et τ ∈ (0, 1). Dans toute la suite, on supposera également
que l’intensité de référence λ0 est fixée et est un paramètre connu du problème.
Selon que la taille du saut δ est connue ou non, les problèmes d’estimation de l’instant
de rupture τ sont formulés ici comme des problèmes de tests multiples. Suivant la termi-
nologie de Goeman et Solari (2010), on considère pour un entier non nul M une collection
d’hypothèses H définie par H = {Hk, k ∈ {1, . . . ,M}}, où pour tout k ∈ {1, . . . ,M},
Hk est inclus dans l’ensemble des fonctions constantes par morceaux avec au plus une
discontinuité. On appelle ensemble des hypothèses vraies l’ensemble T (λ) = {k ∈
{1, . . . ,M}, λ ∈ Hk} et ensemble des hypothèses fausses, F(λ) = {1, . . . ,M} \ T (λ).
Une procédure de tests multiples R associée à une collection d’hypothèses H est une
statistique définie par un ensemble d’hypothèses simples rejetées R ⊂ H, dont l’objectif
est d’inférer l’ensemble F(λ). Pour l’erreur de première espèce, on considère le critère du
Family-Wise Error Rate (FWER) défini par

FWER(R,S) = sup
λ∈S

Pλ(R ∩ T (λ) '= ∅).
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La vitesse de séparation minimax par famille ou minimax Family-Wise Separation Rate
(mFWSR), introduite par Fromont, Lerasle et Reynaud-Bouret (2015), est un critère lié
à l’erreur de seconde espèce à la base d’une théorie minimax pour les tests multiples
dont le FWER est contrôlé. Pour la distance d2 associée à la norme usuelle ‖ · ‖2 de
L2([0, 1]) et r > 0, on définit pour tout λ ∈ S, Fr(λ) = {Hk ∈ H : d2(λ, Hk) ≥ r}. Pour
(α, β) ∈ (0, 1)2, une classe d’intensités S ′ ⊂ S et une procédure de tests multiples R dont
le FWER est contrôlé par α, la β-vitesse de séparation par famille de R sur S ′ est définie
par

FWSRβ(R,S ′) = inf{r > 0 : inf
λ∈S′

Pλ(Fr(λ) ⊂ R) ≥ 1− β}.

La (α, β)−vitesse de séparation par famille minimax sur S ′ correspondante est alors définie
par

mFWSRα,β(S ′) = inf
R: FWER(R,S)≤α

FWSRβ(R,S ′).

On rappelle aussi un lemme prouvé dans l’article de Fromont, Lerasle et Reynaud-Bouret
(2015) qui établit un lien entre le critère minimax pour les procédures de tests multiples
et le critère minimax pour les procédures de test simple. Le critère minimax pour les tests
simples, la vitesse de séparation minimax ou minimax Separation Rate (mSR), défini par
Baraud (2002) traduit dans un cadre non asymptotique le critère minimax asymptotique
pour les tests simples introduit par Ingster (1993).

Lemme 1. Si la collection d’hypothèses H est fermée (c’est-à-dire que pour tout Hk, Hk′ ∈
H, on a Hk ∩Hk′ ∈ H), on obtient en notant ∩H = ∩M

k=1Hk,

mFWSRα,β(S ′) ≥ mSR∩H
α,β(S ′) = inf

φα

inf

{
r ≥ 0 : sup

λ∈S′, d(λ,∩H)≥r
Pλ(φα = 0) ≤ β

}
,

le premier infimum étant pris sur tous les tests simples φα de niveau α de l’hypothèse
nulle (H0) ”λ ∈ ∩H”, c’est-à-dire tels que supλ∈∩H Pλ(φα = 1) ≤ α.

2 Localisation d’une rupture dans un processus de Pois-
son lorsque la taille du saut est connue

Dans cette partie, l’objectif est de construire une procédure de tests multiples pour lo-
caliser l’instant de rupture dans la loi d’un processus de Poisson lorsque la taille du saut
est connue. Pour λ0 > 0 et δ∗ ∈ (−λ0,+∞) \ {0}, on définit l’espace

S[λ0, δ
∗] = {λ : [0, 1] → (0,+∞), ∃τ ∈ (0, 1), λ(t) = λ0 + δ∗1(τ,1](t)},

des intensités avec un saut de taille δ∗ (connue) par rapport à λ0 au temps τ .
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Afin d’estimer l’instant de saut, on considère pour un entier M ≥ 1 la collection d’hypothèses
H1 = {Hk[λ0, δ∗], k ∈ {1, . . . ,M}} où pour tout k ∈ {1, . . . ,M},

Hk[λ0, δ
∗] = {λ : ∃τ ∈ [k/M, 1], λ(t) = λ0 + δ∗1(τ,1](t)}.

On remarque d’abord que la collection H1 est fermée car les hypothèses sont emboîtées:

HM [λ0, δ
∗] ⊂ HM−1[λ0, δ

∗] ⊂ . . . ⊂ H1[λ0, δ
∗].

En particulier, ∩H1 = HM [λ0, δ∗] = {λ0} et d’après le Lemme 1, mFWSRα,β(S[λ0, δ∗]) ≥
mSR{λ0}

α,β (S[λ0, δ∗]). L’étude du problème de détection d’une rupture dans la loi d’un pro-
cessus de Poisson sous l’angle des tests minimax non asymptotiques menée dans Fromont,
Grela et Le Guével (2021) permet d’obtenir la proposition suivante.

Proposition 2 (Borne inférieure minimax). Soit (α, β) ∈ (0, 1)2 tel que α+β < 1, λ0 > 0
et δ∗ ∈ (−λ0,+∞) \ {0}. Pour tout L ≥ λ0 logCα,β/δ∗2,

mFWSRα,β(S[λ0, δ
∗]) ≥

√
λ0 logCα,β

L
où Cα,β = 1 + 4(1− α− β)2.

Pour montrer que cette borne inférieure est d’ordre optimal, nous construisons une procé-
dure de tests multiples dont le FWER est contrôlé par α et dont le FWSR atteint (à
une constante près) la borne inférieure ci-dessus. Pour cela, on considère pour tout
k ∈ {1, . . . ,M} le problème de test simple pour l’hypothèse nulle Hk[λ0, δ∗] contre
l’alternative S[λ0, δ∗] \Hk[λ0, δ∗]. Ainsi, pour tout k ∈ {1, . . . ,M}, on définit φ(1)

k par

φ(1)
k = 1Dk(δ∗)>qk(1−α),

où

Dk(δ
∗) = sup

t∈[0,k/M ]

(
sgn(δ∗)

(
N

(
t,

k

M

]
− λ0L

(
k

M
− t

))
− |δ∗|

2
L

(
k

M
− t

))
,

et qk(1 − α) est le (1 − α)-quantile de Dk(δ∗) sous Hk[λ0, δ∗]. Ces tests simples, qui
prennent en compte la connaissance de la taille du saut δ∗, sont basés sur l’agrégation
de statistiques de comptage driftées et s’inspirent des tests minimax pour la détection
d’une rupture introduits par Fromont, Grela et Le Guével (2021). On considère k̂ =(
sup{k′ ∈ {1, . . . ,M}, φ(1)

k′ = 0}+ 1
)
∧M . La procédure de tests multiples R(1) est alors

définie par
R(1) = {Hk[λ0, δ

∗] : k ≥ k̂}. (1)

Le résultat ci-dessous utilise l’expression de la loi de probabilité et des inégalités expo-
nentielles pour les suprema de processus de Poisson avec drift obtenues par Pykes (1959).
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Théorème 3 (Borne supérieure minimax). Soit (α, β) ∈ (0, 1)2, λ0 > 0, δ∗ ∈ (−λ0,+∞)\
{0} et L ≥ 1. Il existe des constantes positives L0(λ0, δ∗,α, β) et C(λ0, δ∗,α, β) telles que
pour tout L ≥ L0(λ0, δ∗,α, β), la procédure de tests multiples R(1) définie par (1) satisfait

FWER(R(1),S) ≤ α, et FWSRβ(R(1),S[λ0, δ
∗]) ≤ C(λ0, δ∗,α, β)√

L
.

En particulier, mFWSRα,β(S[λ0, δ∗])) ≤ C(λ0, δ∗,α, β)/
√
L.

3 Adaptation à la position et la taille du saut simul-
tanément

Dans cette section, on s’intéresse à la question de l’adaptation en la position et la taille
du saut. Pour λ0 > 0 et R > λ0, on introduit l’espace

S[λ0, R] = {λ : ∃(δ, τ) ∈ ((−λ0, R− λ0] \ {0})× (0, 1), λ(t) = λ0 + δ1(τ,1](t)},

des intensités bornées par R avec un saut de taille δ par rapport à λ0 au temps τ . Afin
d’estimer l’instant de saut, on considère pour un entier M ≥ 1 la collection d’hypothèses
H2 = {Hk[λ0, R], k ∈ {1, . . . ,M}} où pour tout k ∈ {1, . . . ,M},

Hk[λ0, R] = {λ : ∃(δ, τ) ∈ ((−λ0, R− λ0] \ {0})× [k/M, 1], λ(t) = λ0 + δ1(τ,1](t)}.

La collection d’hypothèses H2 étant également fermée, le Lemme 1 et l’étude du problème
de détection d’une rupture menée dans Fromont, Grela et Le Guével (2021) conduisent
au résultat suivant.

Proposition 4 (Borne inférieure minimax). Soit (α, β) ∈ (0, 1)2 tel que α + β < 1/2,
λ0 > 0 et R > λ0. Il existe L0(α, β,λ0, R) > 0 telle que pour tout L ≥ L0(α, β,λ0, R),

mFWSRα,β(S[λ0, R]) ≥
√

λ0 log logL

L
.

Soit k ∈ {1, . . . ,M}. Comme dans la Section 2, on construit un test φ(2)
k pour l’hypothèse

nulle Hk[λ0, R] contre l’alternative S[λ0, R] \Hk[λ0, R]:

φ(2)
k = 1

maxj∈{1,...,$log2 L%}

(
Tj,k−tj,k

(
1− α

$log2 L%

))
>0
,

où pour tout j ∈ {1, . . . , /log2 L0},

Tj,k =
2jM

L2k

(
N

(
k

M

(
1− 1

2j

)
,
k

M

]2
−N

(
k

M

(
1− 1

2j

)
,
k

M

])
− 2λ0

L
N

(
k

M

(
1− 1

2j

)
,
k

M

]
+

λ2
0k

2jM
,
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et tj,k(u) est le u-quantile de Tj,k sous Hk[λ0, R].
On considère k̂ =

(
sup{k′ ∈ {1, . . . ,M}, φ(2)

k′ = 0}+ 1
)
∧ M . La procédure de tests

multiples R(2) est alors définie par

R(2) = {Hk[λ0, R], k ≥ k̂}. (2)

La proposition suivante, basée sur de nouvelles inégalités exponentielles pour les modules
d’oscillations de martingales et martingales carrées démontrées par Le Guével (2020),
fournit une borne supérieure pour la vitesse de séparation minimax par famille. Avec la
borne inférieure obtenue dans la Proposition 4, ces résultats mettent en évidence une perte
inévitable de l’ordre d’un facteur (log logL)1/2 dans la vitesse de séparation minimax par
famille sur S[λ0, R].
Théorème 5 (Borne supérieure minimax). Soit (α, β) ∈ (0, 1)2, λ0 > 0, R > λ0 et soit
L ≥ 3. Il existe des constantes positives L0(λ0,α, β, R) et C(λ0,α, β, R) telles que pour
tout L ≥ L0(λ0,α, β, R), la procédure de tests multiples R(2) définie par (2) satisfait

FWER(R(2),S) ≤ α et FWSRβ(R(2),S[λ0, R]) ≤ C(λ0,α, β, R)

√
log logL

L
.

En particulier, mFWSRα,β(S[λ0, R]) ≤ C(λ0,α, β, R)
√
(log logL)/L.

Note: Ce travail a été réalisé avec le soutien de la D.G.A. et de la région Bretagne.
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Résumé. La capacité des machines à traiter des images a franchi un cap décisif
ces dernières années. Ce bond en performance s’est accompagné d’une complexification
des modèles utilisés qui rend très difficile la compréhension d’une prédiction individuelle.
Nous analysons ici LIME, une méthode proposé en 2016 pour expliquer les prédictions
d’un modèle sur des images, sans a priori sur ce modèle. En particulier, nous montrons
que lorsque le nombre d’exemples perturbés est grand, les explications fournies par LIME
convergent vers une explication limite dont nous dérivons une expression. Pour certains
modèles simples (détecteur de forme et linéaire), cette expression est suffisamment simple
pour nous permettre de montrer que LIME fournit des explications qui font réellement
sens. Nous montrons également le lien avec une autre méthode d’interprétabilité, les
gradients intégrés.

Mots-clés. Machine learning, interprétabilité, vision par ordinateur.

Abstract. The performance of modern algorithms on certain computer vision tasks
such as object recognition is now close to that of humans. This success was achieved at the
price of complicated architectures depending on millions of parameters and it has become
quite challenging to understand how particular predictions are made. Interpretability
methods propose to give us this understanding. In this paper, we study LIME, perhaps one
of the most popular. On the theoretical side, we show that when the number of generated
examples is large, LIME explanations are concentrated around a limit explanation for
which we give an explicit expression. We further this study for elementary shape detectors
and linear models. As a consequence of this analysis, we uncover a connection between
LIME and integrated gradients, another interpretability method.

Keywords. Machine learning, interpretability, computer vision.

1 Introduction

In this paper, we study the image version of LIME [Local Interpretable Model-agnostic
Explanations, Ribeiro et al., 2016]. Let us recall briefly how it operates: in order to
explain the prediction of a model f for example ξ, LIME
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1. decomposes ξ in d superpixels, that is, small homogeneous image patches;

2. creates a number of new images x1, . . . , xn by randomly turning on and off these
superpixels (see Figure 1);

3. queries the model, getting predictions yi = f(xi);

4. builds a local weighted surrogate model β̂n fitting the yis to the presence or absence
of superpixels.

Each coefficient of β̂n is associated to a superpixel of the original image ξ and, intuitively,
the more positive the more important the superpixel is for the prediction at ξ according
to LIME. Generally, the user visualizes β̂n by highlighting the superpixels associated to
the top positive coefficients.

The central question underlying this work is that of the soundness of LIME for ex-
plaining simple models: before using LIME on deep neural networks, are we sure that
the explanations provided make sense for the most simple models? Can we guarantee it
theoretically?

Related work. The present work follows the line of ideas initiated by Garreau and von
Luxburg [2020a,b] for the tabular data version of LIME and later extended to text data
by Mardaoui and Garreau [2021].

ξ mean rep. x1 x2

segmentation zero rep. x1 x2

xn

xn

Figure 1: Sampling procedure of LIME for images. The image to explain, ξ, is first split
into d = 72 superpixels (lower left corner). A replacement image ξ is computed, which is
by default the mean of ξ on each superpixel (top row). This replacement image can also
be filled uniformly with a pre-determined color (bottom row: replacement with the color
black). Then, for each new example xi with 1 ≤ i ≤ n, the superpixels are randomly
switched depending on the throw of d independent Bernoulli 1/2 random variables.
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2 Main results

When the number of new samples n is large, we expect the empirical explanations provided
by LIME to stabilize. Our first result formalizes this intuition.

Theorem 1 (Concentration of β̂n). Assume that f is bounded by a constant M > 0 on
[0, 1]D. Let ε > 0 and η ∈ (0, 1). Let d be the number of superpixels. Then, there exists
βf ∈ Rd+1 such that, for every

n ! max(M,M2)ε−2d7e
4
ν2 log

8d

η
,

we have P(‖β̂n − βf‖ ≥ ε) ≤ η.

We refer to the full version of this paper for a complete statement (we omitted numer-
ical constants and the intercept for clarity) [Garreau and Mardaoui, 2021]. Intuitively,
Theorem 1 means that when n is large, β̂n stabilizes around βf . Thus we can focus on βf

to study LIME. The main limitation of Theorem 1 is the dependency on d and ν: the
control that we achieve on ‖β̂n − βf‖ is quite poor whenever d is too large or ν is too
small. Note also that β̂n is given by the non-regularized version of LIME.

It is possible to derive an explicit expression for βf [Garreau and Mardaoui, 2021],
but it is quite involved. Here, we only show how to compute βf when f is linear. In that
case, βf takes a very simple form:

Proposition 1 (Computation of βf , linear case). Assume that f(x) =
∑D

u=1 λuxu.
Then, for any 1 ≤ j ≤ d,

βf
j =

∑

u∈Jj

λu · (ξu − ξu) ,

where the Jj are the superpixels used by LIME.

When ξ = 0, the coefficients take a very simple expression. Namely, the interpretable
coefficient associated to superpixel Jj is the sum of the coefficients of f multiplied
by the pixel values on the superpixel. If another replacement is chosen, then the
normalized values of the pixel is taken into account in this product. This seems to make a
lot of sense: let us say that the coefficients of f take large positive values on superpixel j.
Then LIME will give a high interpretable coefficient to this superpixel, unless the pixel
values are small (or very close to the replacement color if another replacement is chosen).

3 Approximated explanations

An interesting question in light of the results of the previous question is the following:
if we approximate f by a linear function with coefficients λ between ξ and ξ, are the
explanations given by Proposition 1 close to the LIME explanations?
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The most natural linear approximation of a function is given by its Taylor expansion
truncated at order one. Since we want to approximate f(x), where x is somewhere
between ξ and ξ, we could write, for instance, that f(x) ≈ f(ξ) +∇f(ξ)#(x− ξ). There
are two main objection in doing so in the present case. First, we do not expect f to be
linear between ξ and ξ, and taking just one gradient would lead to a poor approximation.

Second, it is a well-known phenomenon in modern architecture that the gradient of
the model with respect to the input can saturate when the network is confident in the
prediction for certain activation functions. Since from our point of view f is a black-box
model, we do not have information on the activation functions (in fact, we do not even
assume that f is a neural network). Therefore gradients taken at ξ or ξ can be zero,
giving us essentially no information on the behavior of f .

damselIly (conI. 88%) segmentatLon ξ LIM( Lnt. gradLent lLnear approx.

quaLl (conI. 22%) segmentatLon ξ LIM( Lnt. gradLent lLnear approx.

Figure 2: Comparing the explanations given by LIME vs approximate explanations ob-
tained by summing the integrated gradient over the LIME superpixels. Here we explain
the top predicted class for images of the ILSVRC2017 test data with the InceptionV3
network. In both cases, we showcase the top five positive coefficients. Qualitatively, the
explanations obtained are quite similar, identifying close superpixels when they are not
matching exactly.

For both these reasons, we build a linear approximation of f between ξ and ξ using
the averaged gradients on a linear path between ξ and ξ. Formally, we define

gu :=

∫ 1

0

∂f((1− α)ξ + αξ)

∂xu
dα (1)

the averaged gradient at pixel u. We approximate this integral by the Riemann sum
gapproxu . Subsequently, we approximate f(x) by (x− ξ)#gapprox + f(ξ). Applying Proposi-
tion 1 to this approximation we obtain the approximate explanations

∀1 ≤ j ≤ d, βapprox
j =

∑

u∈Jj

(ξu − ξu) · gapproxu . (2)
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Inside the sum, we recognize the definition of integrated gradients between ξ and ξ [Sun-
dararajan et al., 2017], another interpretability method. Eq. (2) therefore corresponds to
the sum of integrated gradients over superpixel j.

Without being a perfect match, we observe a substantial overlap between the
LIME explanations and the approximated explanations for all the models and
datasets that we tried. This is particularly striking for simple models. More precisely, the
Jaccard similarities observed are several times higher than what a random guess would
produce. This is surprising since we are considering a linear approximation of highly
non-linear functions. As a matter of fact, the exact values of the interpretable coefficients
are quite different. Nevertheless, they are sufficiently close so that the sets of superpixels
identified by both methods are consistently overlapping.

We notice that this link seems to weaken when the models become too complex,
while still a third of identified superpixels are common for InceptionV3. However, visual
inspection reveals that the superpixels identified by both methods remain close from each
other even when they are distinct (see Figure 2).
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Résumé. Le séquençage d’ARN en cellule unique (scRNA-seq) mesure l’expression des
gènes à l’échelle unicellulaire. Les méthodes d’analyse d’expression différentielle (DEA)
pour données RNA-seq en cellule unique reposent souvent sur des hypothèses distribu-
tionnelles difficiles à vérifier en pratique. Alors que la complexité grandissante des études
cliniques et biologiques exige une plus grande flexibilité des approches, la majorité des
méthodes existantes abordent seulement la comparaison entre deux conditions. Nous pro-
posons donc une nouvelle approche, appelée ccdf permettant de tester l’association de
l’expression d’un gène, quelque soit la distribution de cette dernière, avec une ou plusieurs
variables explicatives d’intérêt (continues ou discrètes), potentiellement ajustées sur des
covariables. Pour tester ces hypothèses complexes, ccdf utilise un test d’indépendance
conditionnelle s’appuyant sur la fonction de répartition conditionnelle, estimée à l’aide
de régressions multiples. ccdf comprend un test asymptotique ainsi qu’un test par per-
mutations (lorsque le nombre de cellules observées n’est pas suffisamment grand). ccdf
présente de bonnes performances statistiques dans divers scénarios d’analyse, incluant des
plans d’expériences complexes (i.e. au-delà de la simple comparaison entre deux condi-
tions) – tout en conservant des performances compétitives avec l’état de l’art lorsque l’on
teste deux conditions.

Mots-clés. single-cell ; fonction de répartition conditionnelle ; test d’indépendance
conditionnelle ; Analyse de l’expression différentielle ; test asymptotique

Abstract. Single-cell RNA-seq (scRNA-seq) quantifies gene expression at the cell res-
olution. State-of-the-art methods for scRNA-seq Differential Expression Analysis (DEA)
often rely on strong distributional assumptions that are difficult to verify in practice.
Furthermore, while the increasing complexity of clinical and biological single-cell stud-
ies calls for greater tool versatility, the majority of existing methods only tackles the
comparison between two conditions. We propose a novel, distribution-free, and flexible
approach to DEA for single-cell RNA-seq data. This new method, called ccdf, tests the
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association of each gene expression with one or many variables of interest (that can be ei-
ther continuous or discrete), while potentially adjusting on additional covariates. To test
such complex hypotheses, ccdf uses a conditional independence test relying on the con-
ditional cumulative distribution function, estimated through multiple regressions. ccdf
includes an asymptotic test as well as a permutation test (when the number of observed
cell is not sufficiently large). ccdf exhibits good statistical performance in various simu-
lation scenarios considering complex experimental designs (i.e. beyond the two condition
comparison), while retaining competitive performance with the state-of-the-art in a two
condition benchmark.

Keywords. single-cell; conditional cumulative distribution function; conditional in-
dependence test; differential expression analysis; asymptotic test

1 Limites des méthodes scRNA-seq existantes
Le séquençage de l’ARN en cellule unique (scRNA-seq) permet de mesurer simulta-

nément les niveaux d’expression des gènes à la résolution de centaines voire de milliers
de cellules individuelles, contrairement au séquençage de l’ARN en masse (bulk RNA-seq)
qui mesure l’expression moyenne d’un ensemble de cellules. Notre objectif est de réa-
liser une analyse différentielle de l’expression génique (DEA), c’est-à-dire trouver quels
gènes sont différentiellement exprimés en fonction de certaines variables d’intérêt. Un
gène est dit différentiellement exprimé (DE) si son expression est significativement as-
sociée aux variations d’un facteur d’intérêt. En plus d’une grande proportion de zéros
observés, appelés “dropouts” [1], les données scRNA-seq peuvent générer des distributions
multimodales et hétérogènes. Par conséquent, caractériser la distribution de l’expression
génique par cellule est délicat. D’une part, plusieurs méthodes paramétriques ont été
proposées, comme MAST [2], SCDE [3], scDD [4] et DEsingle [5]. D’autre part, des ap-
proches non-paramétriques ont été développées pour mieux modéliser les distributions,
comme EMDomics [6] et plus récemment SigEMD [7]. Reposant sur de fortes hypothèses
distributionnelles difficiles à vérifier en pratique, les outils paramétriques se heurtent à
des problèmes méthodologiques. Enfin, les méthodes précédemment citées, qu’elles soient
paramétriques ou non-paramétriques, ne sont pas capables d’analyser des designs expéri-
mentaux complexes, ce qui les rend très restrictives dans leur utilisation.

2 Motivation
Un nombre important d’expériences biologiques générant des données scRNA-seq reste

dans le cadre classique de l’analyse différentielle consistant à l’étude de 2 conditions (par
exemple, vaccin/placebo). Il est pourtant envisageable de vouloir tester l’association de
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l’expression d’un gène avec une variable discrète à plus de 2 classes (sous-populations
cellulaires ou différentes doses vaccinales par exemple), ou bien encore de vouloir tester
l’association avec une variable continue, par exemple avec l’expression d’un gène spé-
cifique ou d’autres biomarqueurs identifiés. Le jeu de données réelles qui a motivé notre
travail est composé de 18 513 gènes mesurés dans 2 914 cellules dendritiques (DC). Quatre
sous-populations ont au préalable été annotées par le Vaccine Research Institute : DC1,
DC2 & DC3, pDC et preDC. On cherche à identifier quels gènes s’expriment différentiel-
lement dans les 4 sous-populations cellulaires. Les méthodes actuelles ne permettant pas
de prendre en compte un tel schéma d’étude, nous proposons ici une nouvelle méthode
d’analyse différentielle pour données scRNA-seq. Cette dernière ne nécessite aucune hy-
pothèse distributionnelle sur les données d’expression (distribution débatue au sein de
la communauté scientifique [8]), et peut tester l’association de l’expression génique avec
une ou plusieurs variables d’intérêt, qu’elles soient continues et/ou discrètes, en ajustant
sur de potentielles covariables (par exemple le type cellulaire). Notre méthode se voudra
être la plus flexible possible pour s’adapter plus grand nombre de plans expérimentaux
possible.

3 Méthode
Tester l’association de la variable aléatoire Y , représentant l’expression d’un gène, avec

un facteur ou un groupe de facteurs d’intérêt X connu, soit discret (e.g. comparaisons
multiples) soit continu, étant données des covariables Z également connu, équivaut à tester
l’indépendance conditionnelle entre Y et X sachant Z :

H0 : Y ⊥ X | Z (1)

Le test d’indépendance conditionnelle que nous proposons repose sur des fonctions de
répartition conditionnelles. En effet, si un groupe de facteurs est associé à l’expression
du gène, la conséquence immédiate est que la fonction de répartition conditionnelle de
l’expression du gène est différente de la fonction de répartition marginale, c’est-à-dire
sans conditionnement par le groupe de facteurs. Ainsi, l’hypothèse nulle peut s’écrire de
la façon suivante :

H0 : FY |X,Z(y, x, z) = FY |Z(y, z) (2)
où la fonction de répartition conditionnelle de Y sachant X et Z est définie comme
FY |X,Z(y, x, z) = P(Y ≤ y | X = x, Z = z). S’il n’y a pas de covariables, le test d’in-
dépendance conditionnelle se transforme en un simple test d’indépendance puisque nous
testons alors l’hypothèse nulle Y ⊥ X qui est équivalente au test FY |X(y, x) = FY (y).

3.1 Statistique de test
Notons Y g = (Y g

1 , ..., Y
g
n ) un vecteur contenant un compte normalisé (i.e. expression

génique) pour le gène g dans les n cellules et Xg = (Xg
1, ...,X

g
n) une matrice s × n
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codant la ou les conditions à tester (qui peuvent être continues ou discrètes). On peut
vouloir ajouter des variables exogènes, qui n’ont pas à être testées mais sur lesquelles il est
nécessaire d’ajuster le modèle. Soit Zg = (Zg

1, ...,Z
g
n)) une r × n matrice des covariables

continues ou discrètes à prendre en compte. Par souci de simplicité, nous omettons à
présent la notation g car nous nous référons à la DEA au niveau du gène.

On pose Y ∈ [Ymin, Ymax] avec Ymin = min(Y1, ..., Yn) et Ymax = max(Y1, ..., Yn) alors
ω1, ...,ωp est une séquence ordonnée et régulière de p seuils entre Ymin et Ymax. Pour chaque
ωj avec j = 1, ..., p, la fonction de répartition conditionnelle FY |X,Z(ωj | x, z) est égale à
P(Y ≤ ωj | X = x, Z = z) qui peut être réécrite comme une espérance conditionnelle :
FY |X,Z(ωj | x, z) = E

(
1{Y≤ωj}|X = x, Z = z

)
où 1{Y≤ωj} est une variable aléatoire binaire

qui est égale 1 si Y ≤ ωj et 0 sinon. Ensuite, pour une séquence de ωjs, on peut l’estimer
par p régressions linéaires :

E
(
1{yi≤ωj}|X = xi, Z = zi

)
= β0j + β1jxi + β2jzi, ∀i = 1, ..., n (3)

Si X n’a pas de lien avec Y sachant Z, alors β1j devrait être nul. Notre but est alors de
tester : H0 : β1j = 0, j = 1, ..., p où β1j fait référence à la régression de 1{yi≤ωj} sur xi,
pour les seuils fixes ω1,ω2, ...,ωp. Enfin, nous transformons la matrice β1 de taille s×p en
un vecteur γ1 de taille ps en concaténant les s lignes de β1 les unes après les autres. Nous
proposons d’utiliser la statistique de test suivante afin de tester cette hypothèse nulle :
D = n

∑ps
j=1γ

2
1j

3.2 Estimation de la distribution sous l’hypothèse nulle
Après estimation de β1, et donc de γ1, le théorème central limite multivarié nous

permet de monter que : √
n (γ̂1 − γ1

∗) −→ N(0,Σ) (4)

où γ∗
1 est l’espérance de hiỹi (concaténé en un vecteur). Sous l’hypothèse nulle, γ1

∗ =
0. Σ est une matrice de variance-covariance symétrique semi-définie positive de taille
ps × ps qui peut être estimée par la méthode des moments : Σ = n−1

∑n
i=1 Cov(hiỹi) =

E{Cov(hiỹi)}. On peut ainsi montrer que la distribution asymptotique de D̂n sous l’hy-
pothèse nulle est alors :

D̂n −→
n→+∞

ps∑

j=1

âjχ
2
1 (5)

où âj est la j-ème valeur propre de la matrice de variance-covariance Σ.

La p-valeur est obtenue en comparant la statistique de test observée D̂n à la distribu-
tion de

∑ps
j=1 âjχ

2
1. En pratique, nous utilisons l’approximation de Davies [9] pour estimer

le mélange de χ2s, implémenté dans le package R CompQuadForm [10]. Il est à noter que
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Figure 1 – Taux de vrais positifs pour chaque scénario (DE, DM, DP et DB)

nous obtenons une distribution asymptotique simple sans nous appuyer sur une quel-
conque hypothèse distributionnelle des données. Enfin, nous appliquons la correction de
Benjamini-Hochberg [11].

Nous avons également développé un test par permutation pour le cas où le nombre de
cellules observé est trop faible pour que le théorème central limite entre en action.

4 Resultats
Nous évaluons les performances de notre méthode ccdf en comparaison avec trois

méthodes : MAST, scDD, et SigEMD, dans le cadre de la comparaison classique entre deux
conditions. Pour cela nous générons des comptes à partir de distributions binomiales
négatives et de mélanges de distributions binomiales négatives. 500 jeux de données sont
simulées, composés de 10 000 gènes chacun, dont 1 000 sont exprimés différentiellement
entre deux conditions, pour 7 tailles d’échantillon différentes allant de 20 à 200. Les
observations sont réparties de manière égale entre les deux groupes. Nous nous sommes
inspirés des quatre scénarios décrits par Korthauer et et al. [4] et avons donc simulé
250 gènes différentiellement distribués en moyenne (DE), 250 gènes différentiellement
distribués en mode (DM), 250 gènes différentiellement distribués en proportion (DP) et
250 gènes différentiellement distribués en moyenne et en mode (DB). D’après la Figure 1,
ccdf, SigEMD et scDD ont des performances comparables dans les quatre scénarios tandis
que MAST ne parvient pas à détecter les gènes DB. Nous discuterons des différences de
puissance statistique.

Ensuite, nous présenterons les résultats des performances de ces 4 méthodes lorsque
nous testons l’association entre Y et X (2 conditions) conditionnellement à une variable
continue. Nous illustrerons également les performances de ccdf lorsque nous devons tester
plus de 2 conditions, les autres approches ne traitant pas ce cas particulier. Enfin, nous
enrichirons cette étude de simulation par l’analyse de jeux de données de contrôle négatif
et positif. Ces simulations plus complexes démontrent les capacités accrues de ccdf qui
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conserve une puissance comparable à l’état de l’art tout en permettant d’analyser toute
une panoplie de situations pour lesquelles il n’existe actuellement aucune alternative. La
méthode décrite ici a été implémentée dans un package R appelé ccdf, disponible sur
https ://github.com/Mgauth/ccdf et bientôt sur le CRAN.
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Résumé. Les méthodes de clustering classiques telles que K-means souffrent d’un
manque de robustesse à la présence de données aberrantes (outliers). Nous proposons
un algorithme de clustering robuste basé sur l’utilisation de statistiques de type Median-
Of-Means (MOM), une méthode qui s’est déjà avérée efficace en apprentissage supervisé
robuste. L’implémentation de l’estimateur que nous proposons (K-MOM) consiste en
la constitution de b sous-échantillons des observations, puis chaque sous-échantillon est
clusterisé par l’algorithme de Lloyd classique initialisé par K-means++ pour finalement
ne retenir que les centres de clusters qui ont réalisé la médiane de la distorsion K-means
parmi les b sous-echantillons. Notre procédure a de meilleures performances que K-means
et K-medoids en présence d’outliers ou de distributions à queue lourde. Dans ce contexte,
K-MOM est comparable à K-medians et trimmed-K-means. Enfn, cette procédure peut
aussi servir d’initialisation robuste à d’autres algorithmes.

Mots-clés. Clustering robuste, Perte empirique K-means, initialisation robuste, Break-
down point

Abstract. Classical clustering methods, such as K-means, suffer from a lack of ro-
bustness with respect to outliers. We propose a robust clustering algorithm based on
Median-Of-Means statistics, a strategy that has been recently put to emphasis for effi-
cient robust classification. The implementation of our estimator begins with the drawing
of b subsamples of the observations, after that, each subsamples gets clustered by Lloyd’s
algorithm initialized by K-means++ and as final step the algorithm outputs the centroids
that lead to the median value of the K-means loss among all subsample. Our procedure
has better performances than K-means and K-medoids on corrupted or heavy-tailed data
while being comparable to K-medians and trimmed-K-means. Moreover, our procedure
supplies also a robust initialization method.

Keywords. Robust clustering, K-means loss, Benchmark, Breakdown point
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1 K-MOM: algorithme de clustering robuste

La sensibilité de la plupart des approches de classification non-supervisée, telles que K-
means ou modèles de mélange, à la qualité de l’initialisation d’une part et à la présence
d’outliers d’autre part est bien connue. Nous proposons de ce fait d’associer l’estimateur
MOM aux méthodes les plus répandues comme K-means puis de mesurer le gain apporté
sur les performances de classification non-supervisée.

1.1 Median-of-Means : un estimateur robuste de la moyenne

Grâce aux travaux de Devroye Devroye et al. , on sait que Median-of-Means (MOM) est
un estimateur de la moyenne µ qui se concentre optimalement autour µ.

Definition 1. Tout d’abord, on note xn
1 := (x1 . . . xn) ∈ Rn, Sn l’ensemble des permuta-

tion de {1, . . . , n} muni de la mesure de probabilité uniforme µ, la médiane d’un ensemble
E ⊂ R, pour une mesure de probabilité λ sur E , est notée medE et si cette médiane n’est
pas unique, on prend la plus petite valeur médiane admissible :

medE := inf

{
t ∈ E

∣∣∣∣λ ({y ∈ E : y ≤ t}) ≥ 1

2

}

Soit b, t deux entiers tels que bt = n et soit également
⋃b

k=1 Bk la partition de {1, . . . , n}
où Bk := {(k − 1)t+ i |1 ≤ i ≤ t}. Median-of-Means (MOM) est alors un estimateur réel
randomisé défini de la façon suivante :

MOMn,b :

{
Rn × Sn −→ R

(xn
1 , σ) (−→ med

{
1
t

∑
i∈Bk

Xσ(i) : 1 ≤ k ≤ b
}

où en pratique, la permutation est un permutation aléatoire avec loi uniforme sur Sn.

Theorem 2. Si n > 5 est un entier, M > 0, δ ∈
[
2e−n/4, 1/2

)
, alors pour n’importe

quelle variable aléatoire Y d’espérance µ et de variance Var (Y ) < M , pour toute précision
δ ≥ e1−n/2, l’estimateur MOMn,b avec un nombre de blocs b = log (1/δ) vérifie

P

(
|MOMn,b (Y

n
1 )− µ| >

√
96M log (1/δ)

n

)
≤ δ

Or, d’après les travaux de Catoni, la meilleure concentration de la moyenne empirique
est donnée par l’inégalité de Tchebychev si la seule hypothèse est Var (Y ) < M . Cela fait
de MOM un bien meilleur estimateur de la moyenne que la moyenne empirique. C’est
pourquoi il parâıt interessant de l’injecter dans les estimateurs tels que K-means, là où l’on
a recours à une moyenne empirique (voir section 1.3). De plus, MOM octroie une plus
grande robustesse aux outliers que la moyenne empirique d’après le survey de Mendelson
et Lugosi.
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1.2 Le bénéfice d’une version bootstrap de MOM

MOM recourt à une partition des données et clusteriser des données enK classes nécessite
d’avoir suffisamment d’observations. Par conséquent, pour éviter une division excessive
des données, nous utilisons une version bootstrap deMOM (voir équation 1). Par ailleurs,
sur la base d’une définition du breakdown point proche de la définition du livre de Hampel
et al :

Definition 3. Soit θ̂· un estimateur réel randomisé dont l’aléa est pris par rapport à
l’espace probabilisé (Q,Q, Q) et dont la loi est invariante par permutation de ses argu-
ments :

∀xn
1 ∈ Rn, ∀σ ∈ Sn, θ̂·(x1 . . . xn)

D
= θ̂·(xσ(1) . . . xσ(n))

On appelle breakdown point probabiliste de θ̂·, noté BP
(
θ̂·
)
, le plus petit nombre d’arguments

de θ̂· à modifier de sorte que la déviation infligeable à l’estimateur soit infinie avec prob-
abilité au moins 1

2 . On note également xn
1y

m
1 := (x1 . . . xn, y1, . . . , ym),

BP
(
θ̂·
)
:=

1

n
inf

{
q ∈ N

∣∣∣∣∣∃x
n
1 ∈ Rn, Q

(
sup
yq1∈Rq

|θ̂·(xn−q
1 yq1)− θ̂·(x

n
1 )| = ∞

)
≥ 1

2

}

Nous avons pu calculer la valeur exacte asymptotique du breakdown point d’une ver-
sion bootstrap de MOM , définie ci-dessous :

Definition 4. Soit xn
1 ∈ Rn un n-echantillon et notons

(
X∗

j

)
1≤j≤bt

b× t copies i.i.d. de la

variable aléatoire qui vaut xi avec probabilité 1
n pour tout i ∈ {1, . . . , n}, toutes définies

sur l’espace probabilisé (Ω, T , Q). Median-of-Means bootstrap (MOMB) est alors un
estimateur réel randomisé défini comme suit :

MOMBn,b,t :

{
Rn × Ω (−→ R

(xn
1 ,ω) → med

{
1
t

∑
j∈Bk

X∗
j (ω) : 1 ≤ k ≤ b

} (1)

où Bk := {(k − 1)t+ i |1 ≤ i ≤ t}

Proposition 5. Pour n, t, q ∈ N , avec n le nombre de données, t la taille des blocs, q
le nombre d’outliers, le breakdown point de MOMBn,b,t ne dépend que de la proportion
d’outliers et de la taille des blocs puisqu’on peut choisir b de sorte à être le plus robuste
possible du fait que limb→∞ BP (MOMBn,b,t) = 1− 1

21/t
∼

t→∞
log(2)

t .

1.3 K-MOM: estimateur robuste de classfication non-supervisée

Nous proposons de remplacer la moyenne empirique qui apparâıt dans le risque K-means :
1
n

∑n
i=1 min

1≤j≤K
‖Xi − cj‖22 par MOMBn,b,t comme suit :
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ĉK,n,b,t ∈ argmin
c∈XK

[
MOMBn,b,t

((
min

1≤j≤K
‖Xi − cj‖22

)

1≤i≤n

)]

De plus, à l’instar de K-means, il est possible d’implémenter une procedure itérative
telle que l’algorithme de Lloyd (voir algorithme (1)). Un bénéfice important de cette
méthode est de fournir une procédure d’initialisation robuste en remplaçant l’algorithme
de Lloyd par l’initialisation K-means++ uniquement, nous appelons cette initialisation
K-MOM++.

Algorithm 1 K-MOM
Input: les données {X1, . . . , Xn}, b le nombre de blocs avec t > K la taille des blocs

1. pour tout bloc j, 1 ≤ j ≤ b :

(a) Sélectionner au hasard uniformément et avec remise t observations

(b) éxecuter l’algorithme de Lloyd initialisé par K-means++ pour obtenir K cen-
tres ĉ(j)

(c) Calculer la perte K-means R̂j(ĉ) =
1
n

∑n
i=1 min

1≤k≤K

∥∥∥Xi − ĉ(j)k

∥∥∥
2

2
du bloc

2. Sélectionne le codeboob ĉmed :=
(
ĉ(med)
1 , . . . , ĉ(med)

K

)
du bloc dont la perte K-means

est la valeur médiane parmi tous les blocs.

Output: ĉmed :=
(
ĉ(med)
1 , . . . , ĉ(med)

K

)

2 Simulations numériques

Pour mesurer l’efficacité des méthodes comparées, nous mesurons leurs performances
d’estimation des centres des clusters grâce au RMSE (root mean square error) :

RMSE (ĉ, µ) =
1√
K

min
σ∈SK

√√√√
K∑

k=1

∥∥ĉσ(k) − µk

∥∥2

2

où ĉk est le centres estimés de la classe k, pour rendre le RMSE insensible à la numérotation
des classes, on prend le minimum parmi les σ ∈ SK , l’ensemble des permutations d’ordre
K et enfin µk est le centres théorique de la classe k.

Pour mesurer ces performances , les données sont simulées à partir de K = 3 gaussi-
ennes multivariées de dimension p = 2. On tire dans chaque cluster n1 = n2 = n3 = 300
points de variance σ2 = 0.6 et de moyenne µ1 = [1, 4], µ2 = [2, 1] and µ3 = [−2, 3]. Parmi
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ces n = 900 points, on choisit uniformément au hasard noutlier points dont on multiplie
les coordonnées par β > 0. β contrôle la distance de ces outliers à leur cluster d’origine.
Nous avons considéré 2 niveaux de corruption noutlier ∈ {9, 27} et 4 niveaux de distance
β ∈ {5, 10, 20, 40}. La figure 1 illustre un jeu de données pour noutlier = 9 et β = 10. Le
nombre de clusters est supposé connu et K = 3.

(a) Données avant génération
des outliers

(b) Données avec outliers

Figure 1: Illustration des données de simulation servant à comparer les algorithmes de
clustering en présence d’outliers, dans ce cas noutlier = 9 et β = 10

Algorithmes comparés : On compare notre algorithme K-MOM aux algorithmes
suivants : K-means, trimmed-K-means, K-medians, K-medoids. Tous initialisés de trois
façons : au hasard, par ROBIN et par l’initialisation K-MOM++. Les hyperparamètres de
notre algorithme (b le nombre de blocs et t leur taille) sont pris tels que t = 18 et b = 251
de sortes que la probabilité que le bloc médian contienne un outliers soit inférieure à 0, 05.

3 Résultats empiriques

Les résultats présentés dans le tableau 1 ne montrent que les résultats dans le cas le plus
défavorable (noutlier = 9 et β = 40). Premièrement, on peut remarquer que l’initialisation
K-MOM++ est bien meilleure que les procédures d’initialisation K-means++, l’initialisation
au hasard et l’initialisation ROBIN. Deuxièmement, l’algorithme K-MOM est meilleur que
K-medoids et trimmed-K-means et est comparable à K-medians.
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Table 1: Performances des algorithmes de clustering et de leur initialisation en termes de
RMSE dans le cas noutlier = 9 et β = 40 La colonne P[G|init X] indique la proportion de
résultats donnant un RMSE<2 pour chacun des algorithmes initialisé avec l’initialisation
X. Cette façon de faire évite d’avoir des variances trop grandes et rendant les algorithmes
incomparables.

initialisé au hasard initialisé avec ROBIN initialisé avec K-MOM++

algorithmes P[G|random] RMSE P[G|ROBIN] RMSE P[G|K-MOM++] RMSE

initialisation 0.2 0.75 (0.25) 0.25 0.48 (0.13) 0.99 0.37 (0.15)

K-means 0.0 0 (0) 0.0 0 (0) 0.0 0 (0)

K-medoids 0.45 1.04 (0.1) 0.45 1.03 (0.12) 0.56 1.06 (0.1)

trimmed-K-means 0.2 0.75 (0.25) 0.25 0.48 (0.13) 0.99 0.37 (0.15)

K-median 0.97 0.46 (0.2) 0.99 0.46 (0.19) 1.0 0.44 (0.2)

K-MOM 0.95 0.36 (0.11) 0.98 0.36 (0.12) 0.99 0.36 (0.12)
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Résumé

À l’origine, la Régression Linéaire Généralisée sur Composantes Supervisées (SCGLR) a été conçue
pour trouver des composantes explicatives conjointement supervisées par un ensemble de réponses
au sein de très nombreuses covariables redondantes, ce qui est nécessaire dans un contexte de
grande dimension. Dans ce travail, nous proposons d’étendre la méthode SCGLR dans l’objectif
de modéliser la matrice de variance-covariance des réponses de telle sorte que la corrélation entre ces
réponses soit principalement expliquée par quelques facteurs. Nous cherchons à identifier des blocs
dans la matrice de variance-covariance pour les réponses partageant des dépendances mutuelles.
Dans un cadre écologique par exemple, nous nous intéressons aux relations statistiques entre les
présences de différentes espèces. Un algorithme basé sur EM est proposé afin d’estimer le modèle.

Mots clefs: SCGLR, modèle à facteurs, algorithme EM, variables latentes.

Abstract

Originally, the Supervised Component-based Generalized Linear Regression (SCGLR) was de-
signed to find explanatory components jointly supervised by a set of responses in many redundant
covariates, something much needed in a high-dimensional framework. In this work, we propose to
extend the SCGLR methodology with the objective of modeling the responses variance-covariance
matrix in such a way that the correlation between these responses is mainly explained by few
factors. We aim at identifying blocks in the variance-covariance matrix depicting the outcomes
sharing mutual dependencies. In an ecological framework for instance, we study the statistical
relations between the presences of different species. An algorithm based on EM is proposed in
order to estimate the model.

Keywords: SCGLR, factor model, EM algorithm, latent variables.

1 Contexte
Les changements climatiques entrâınent certains dérèglements des écosystèmes pouvant causer
des extinctions d’espèces animales ou végétales. Dans ce contexte, le développement de modèles
permettant de prédire le futur de la biodiversité est devenu un enjeu crucial. Récemment, de
nombreuses avancées ont été faites dans ce domaine, en particulier par l’extension des modèles de
distribution des espèces (Species Distribution Models, SDM), qui traitent les espèces séparément,
à des modèles de distribution jointe (Joint Species Distribution Models, JSDM). Les JSDM
permettent de formaliser l’interdépendance des espèces et de mieux comprendre son impact sur
la composition des communautés. Par ailleurs, modéliser l’abondance des espèces requiert de
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prendre en compte un grand nombre de covariables explicatives souvent corrélées, ce qui impose
une réduction de dimension et la régularisation des modèles.

Dans leur article, Bry et al. [1] proposent une méthode - la régression linéaire généralisée sur
composantes supervisées (Supervised Component-based Generalized Linear Regression, SCGLR) -
combinant le modèle linéaire généralisé multivarié avec les méthodes à composantes permettant
la réduction de dimension. SCGLR optimise un critère compromis entre la qualité d’ajustement
(Goodness-of-Fit, GoF) et la pertinence structurelle (Structural Relevance, SR) [2] mesurant la
proximité des composantes supervisées à des dimensions d’intérêt. Cette technique ne trouve pas
seulement des directions fortes et interprétables, elle produit aussi des prédicteurs régularisés, ce
qui permet le traitement de données de grande dimension. Cependant, SCGLR suppose que les
réponses sont indépendantes les unes des autres. Pour nous affranchir de cette hypothèse, nous
proposons d’étendre cette méthode aux modèles à facteurs. L’objectif est de modéliser la matrice
de variance covariance des réponses (espèces) afin d’identifier celles qui auraient des dépendances
mutuelles.

2 Modélisation
Dans cette section, nous présentons la méthode SCGLR, puis son extension aux modèles à facteurs
latents.

2.1 SCGLR
N individus sont décrits par K réponses yk, k = 1, . . . , K, ainsi que des covariables explicatives
séparées en deux groupes : un groupe X de covariables a priori nombreuses et possiblement
redondantes, et un autre A de covariables additionnelles peu nombreuses et faiblement, voire non-
redondantes. On notera X ∈ RN×P et A ∈ RN×R les matrices correspondantes. Chaque réponse
yk fait l’objet d’un modèle linéaire généralisé (Generalized Linear Model, GLM) [8]. Pour la
partie explicative du modèle, seule la matrice X requiert réduction de dimension et régularisation.
À cette fin, SCGLR cherche dans X des composantes communes à l’ensemble des réponses. Une
composante f ∈ RN est donnée par f = Xu où u ∈ RP est un vecteur de coefficients. Le prédicteur
linéaire associé à la réponse yk est donné par :

ηk = (Xu) γk + Aδk,

où γk et δk sont les paramètres de régression. La composante f est commune à l’ensemble des
réponses yk et pour assurer son identifiabilité, nous imposons uT M−1u = 1, où M ∈ RP ×P est
une matrice symétrique définie positive. Nous supposons que les réponses sont indépendantes
conditionnellement aux variables explicatives.

À cause du produit uγk, le modèle “linéarisé” à chaque étape de l’algorithme des scores de
Fisher (Fisher Scoring Algorithm, FSA) pour l’estimation du GLM, n’est pas linéaire et doit être
estimé de façon alternée sur u et sur {γk, δk}. Soient wk, la pseudo-réponse (ou variable de travail)
associée à chaque étape du FSA, et W −1

k sa matrice de variance-covariance. L’estimateur des
moindres carrés de u est solution des programmes équivalents suivants :

min
u,uT M−1u=1

K∑

k=1

∥∥∥wk − ΠWk
vect(f,A)w

k
∥∥∥

2

Wk
⇔ max

u,uT M−1u=1

K∑

k=1

∥∥∥ΠWk
vect(f,A)w

k
∥∥∥

2

Wk
⇔ max

u,uT M−1u=1
ψA(u),
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avec ψA(u) = ∑K
k=1

∥∥∥wk
∥∥∥

2

Wk
cos2

Wk

(
wk, ΠWk

vect(f,A)w
k
)
. La quantité ψA est une mesure de GoF. Pour

trouver des composantes fortes et interprétables, le GoF ne suffit pas. Il faut le combiner avec
une mesure de pertinence structurelle (SR).

Dans ce travail nous utilisons une mesure particulière de SR : l’inertie duale généralisée (Variable
Powered Inertia, VPI). On appelle W la matrice des poids a priori des observations (typiquement,
W = 1

N IN) et on suppose les colonnes de X centrées et réduites. Nous voulons trouver une direction
vect(u) proche d’un faisceau. En un mot, un faisceau est un ensemble de variables explicatives
suffisamment corrélées pour être vues comme alignées autour de la même dimension latente. Pour
cela, on pose l ≥ 1 et la SR s’écrit :

φ(u) =


 1
P

P∑

p=1

(
uT XT Wxpxp T WXu

)l




1/l

=


 1
P

P∑

p=1
〈Xu, xp〉2l

W




1/l

.

Le paramètre l permet de trouver une composante proche d’un faisceau plus (l fort) ou moins (l
faible) étroit de variables corrélées. De façon générale, quelle que soit la SR choisie, la métrique
M de la contrainte uT M−1u = 1 est écrite de la forme M−1 = τIN + (1 − τ)XT WX, où τ ∈ [0, 1]
est un paramètre de régularisation de type ridge [6].

Pour construire un compromis entre le GoF et la SR, SCGLR introduit un réel s ∈ [0, 1]
traduisant leur poids respectif et considère le programme de maximisation suivant :

max
u,uT M−1u=1

φ(u)sψA(u)1−s ⇔ max
u,uT M−1u=1

s ln(φ(u)) + (1 − s) ln(ψA(u)). (1)

Afin de trouver les composantes d’ordre h > 1, nous notons fh = Xuh la h-ième composante
et F h = [f 1, . . . , fh] la matrice des h premières composantes, avec h < H. Par simplification, nous
notons F la matrice des H composantes. Nous adoptons alors le principe d’embôıtement local
(Local Nesting, LocNes) présenté par [3]. Suivant ce principe, la composante supplémentaire fh+1

doit venir compléter au mieux les composantes précédentes en plus de la matrice A, c’est à dire
Ah := [F h, A]. Ainsi, fh+1 est calculée en utilisant Ah comme matrice de covariables addition-
nelles. De plus, nous imposons que fh+1 soit orthogonale à F h par la contrainte F h T Wfh+1 = 0.
Cette maximisation sous contrainte est permise par l’algorithme du gradient normé projeté itéré
(Projected Iterated Normed Gradient, PING) [7].

2.2 SCGLR pour modèle à facteurs
À l’origine, la méthode SCGLR fut développée dans un contexte de modèle linéaire généralisé,
cependant, dans ce travail, nous nous limiterons à une matrice Y ∈ RN×K de réponses gaussiennes.
Nous appelons yn, fn et an les vecteurs composés de la n-ième ligne des matrices Y , F et A
respectivement. Chaque yn est expliquée par fn, an et par L variables latentes gn = (g1

n, . . . , gL
n )T

appelées facteurs. Ainsi, le modèle s’écrit :

yn︸︷︷︸
K×1

= ΓT
︸︷︷︸
K×H

fn︸︷︷︸
H×1

+ ∆T
︸︷︷︸
K×R

an︸︷︷︸
R×1

+ BT
︸︷︷︸
K×L

gn︸︷︷︸
L×1

+ εn︸︷︷︸
K×1

, (2)

où Γ = [γ1, . . . , γK ], ∆ = [δ1, . . . , δK ] et B = [b1, . . . , bK ] sont des paramètres de régression et
où εn ∼ N (0, Ψ) avec Ψ = diag(σ2

k)k=1,...,K , représente les erreurs indépendantes. De plus gn est
supposé suivre une loi N (0, IL) et être indépendant de εm pour toutes valeurs de n et m. Ces
hypothèses impliquent que le modèle est construit de telle manière que toute la corrélation entre
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les réponses soit expliquée par les L facteurs.

Afin d’estimer les paramètres, nous devons maximiser la log-vraisemblance du modèle l(Θ; Y ),
où Θ = {Γ, ∆, B, Ψ}. Cependant, à cause des facteurs non observés, cette log-vraisemblance
possède une expression complexe qui la rend difficile à maximiser. Ainsi, nous utilisons l’algorithme
EM [4] pour estimer les paramètres. L’étape M de l’algorithme consiste à maximiser l’espérance
conditionnelle de la log-vraisemblance complétée E[l(Θ; Y, G)|Y ; Θ′], cette espérance étant mise à
jour dans l’étape E.

2.2.1 Étape E (Espérance conditionnelle)
Pour réaliser l’étape E de l’algorithme, nous devons calculer explicitement l’espérance condition-
nelle de la log-vraisemblance complétée. Cette dernière s’écrit :

E[l(Θ; Y, G)|Y, Θ′] =
N∑

n=1

∫
ln (f(yn|gn; Θ)f(gn; Θ)) f(gn|yn; Θ′)dgn.

Ainsi, nous devons préalablement calculer les lois de yn|gn et de gn|yn. La loi de yn|gn est donnée
par le modèle (2) tandis que la loi de gn|yn est donnée par la règle de l’espérance conditionnelle
des lois Gaussiennes multivariées :

Si
(

yn

gn

)

∼ N
((

ΓT fn + ∆T an

0

)

,

(
BT B + Ψ BT

B IL

))

,

alors gn|yn ∼ N (α(yn −ΓT fn −∆T an), IL −αBT ), où α = B(BT B +Ψ)−1. Finalement, tout calcul
fait, l’espérance de la log-vraisemblance complétée devient :

E[l(Θ; Y, G)|Y, Θ′] = − 1
2

{

N(K + L) ln(2π) + N
K∑

k=1
ln(σ2

k) +
N∑

n=1
E

[
gT

n gn|yn; Θ′
]

+

K∑

k=1

1
σ2

k

[∥∥∥yk − Fγk − Aδk
∥∥∥

2
+ bk T R̃bk − 2

(
G̃bk

)T (
yk − Fγk − Aδk

)]}

,

où les lignes de la matrice G̃ sont les moments d’ordre 1 :

g̃n := E(gn|yn; Θ) = α(yn − ΓT fn − ∆T an) (3)

et où R̃ = ∑N
n=1 R̃n est la somme des moments d’ordre 2 :

R̃n := E(gngT
n |yn; Θ) = V(gn|yn; Θ) + E(gn|yn; Θ)E(gn|yn; Θ)T = IL − αBT + g̃ng̃T

n . (4)

2.2.2 Étape M (Maximisation)
Dans un objectif d’identification, nous avons besoin de contraindre la matrice B. Comme démontré
par [5], si Ω est une matrice orthogonale, nous pouvons remplacer le produit BT gn par BT

0 g0n dans
lequel le nouveau facteur g0n = Ωgn est une rotation de l’ancien facteur gn. Les conditions sur les
moments respectées par les anciens facteurs sont aussi respectées par les nouveaux, autrement dit,
E(g0n) = ΩE(gn) = 0 et V(g0n) = ΩV(gn)ΩT = IL. De plus, les paramètres aussi subissent une
rotation. Les nouveaux paramètres sont liés aux anciens par BT

0 = BT ΩT . Étant donné que ces
nouveaux paramètres et facteurs donnent lieu à la même distribution, ils ne peuvent être identifiés
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à partir des observations que si des restrictions supplémentaires sont imposées. Nous choisissons
d’imposer la matrice B contrainte :

B =





b1
1 . . . bL

1 bL+1
1 . . . bK

1
. . . ... ... . . . ...

bL
L bL+1

L . . . bK
L



 ,

où pour tout k < l, k, l = 1, . . . , L, bk
l = 0 et où pour tout l = 1, . . . , L, bl

l > 0.

La contrainte n’imposant rien sur les paramètres Γ, ∆ et Ψ, nous maximisons normalement sur
ces derniers. Ainsi, pour tout k = 1, . . . , K, la maximisation de E[l(Θ; Y, G)|Y, Θ′] sur {γk, δk, σk}
donne :

(
γ̂k

δ̂k

)

=
(
[F, A]T [F, A]

)−1
[F, A]T

(
yk − G̃bk

)
, (5)

σ̂2
k = 1

N

{∥∥∥yk − Fγk − Aδk
∥∥∥

2
+ bk T R̃bk − 2

(
G̃bk

)T (
yk − Fγk − Aδk

)}
. (6)

Désormais, nous devons maximiser sur le vecteur bk sous la contrainte. Pour tout k = 1, . . . , L,
posons bk = (bk T

1:k , 0T )T , où bk
1:k = (bk

1, . . . , bk
k)T est un vecteur de longueur k et 0 le vecteur nul de

longueur L − k. Ainsi, après maximisation, on a pour tout k = 1, . . . , L,

b̂k
1:k =

(
R̃1:k

1:k
)−1 (

G̃1:k
)T (

yk − Fγk − Aδk
)

, (7)

où R̃1:k
1:k est la sous matrice de taille k × k de R̃ et où G̃1:k est la matrice composée des k premières

colonnes de G̃. De la même manière, pour k = L + 1, . . . , K, on a :

b̂k = R̃−1G̃T
(
yk − Fγk − Aδk

)
. (8)

2.2.3 Contrainte sur le nombre maximal de facteurs
Nous appelons Σ = BT B + Ψ la matrice de variance-covariance de yn. Il existe seulement K(K +
1)/2 éléments distincts dans Σ, cependant il y a LK éléments dans B plus K éléments dans Ψ.
La contrainte impose a priori L(L − 1)/2 éléments nuls sur la matrice B. Finalement, BT B + Ψ
possède LK + K − L(L − 1)/2 éléments distincts. Pour déterminer ces paramètres, nous devons
avoir K(K + 1)/2 ≥ LK + K − L(L − 1)/2 ou, autrement dit, L ≤ (2K + 1 −

√
8K + 1)/2. Nous

donnons quelques exemples de nombres maximaux de facteurs en fonction du nombre de réponses :

K 1 2 3 4 5 6 7 8 9 10
L max 0 0 1 1 2 3 3 4 5 6

Table 1: Nombre maximal de facteurs

En pratique, pour simplifier la structure de variance-covariance résiduelle des réponses, le nom-
bre de facteurs restera faible.

3 Algorithme
Des essais numériques, sur données simulées et réelles, impliquant l’Algorithme 1 seront exposés
lors de la présentation orale de ces travaux de recherche.

5
412
"8F



Algorithm 1: SCGLR pour les modèles à facteurs
while not convergence do

Répéter les étapes (3) et (4) puis les étapes (5), (6), (7) et (8) jusqu’à la
convergence de l’algorithme EM

Θ(t+1) = argmax
Θ

l(Θ(t); Y )

Répéter sur le nombre de composantes la maximisation du critère (1) à
l’aide de l’algorithme PING

∀h = 1, . . . , H, fh (t+1) = Xuh (t+1)

t ← t + 1
end
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Décomposition d’une somme aléatoire via une
approche Bayésienne approximative
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Résumé. Soit la variable aléatoire (v.a.)

X =
N∑

i=1

Ui,

où N est une v.a. de comptage et les (Ui)i≥1 forment une suite de v.a. continues et positives.
En assurance, X représente le montant total des sinistres sur une période d’exercice
donnée. La v.a. N correspond au nombre de sinistres et les (Ui)i≥1 sont les indemnisations
associées à chaque sinistre. Un modèle paramétrique est considéré pour la fréquence et le
montant des sinistres, l’objectif de ce travail est de proposer une méthode d’inférence des
paramètres sur la base d’un échantillon iid distribué comme X. Une approche Bayésienne
approximative est adoptée pour s’affranchir de l’absence d’une formule fermée pour la
fonction de vraisemblance du modèle.

Mots-clés. Distributions composées, Actuariat, Approximate Bayesian Computation.

Abstract. Consider the random variable (r.v.)

X =
N∑

i=1

Ui,

where N is a conting r.v. and the Ui’s form a sequence of nonnegative r.v.. In insurance,
X represent the total claim sizes over a given time period. The r.v. N corresponds to the
number of claims and the sequence (Ui)i≥1 are the compensations associated to each claim.
The claim frequency and the claim amounts are governed by a parametric model and the
goal is draw inference based on an iid sample x1, . . . , xt distributed like X. The absence
of a tractable likelihood function is overcome by using a method called Approximate
Bayesian Computation.

Keywords. Compound distribution, Actuarial Science, Approximate Bayesian Compu-
tation.
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Description de la communication
Sur une période d’exercice donnée, un nombre aléatoire de sinistres sont reportés à une
compagnie d’assurance, et chaque sinistre est associé à une indemnisation dont le montant
est aléatoire. La fréquence des sinistres est une variable aléatoire de comptage alors que
les montants indemnisés sont des variables aléatoires positives et continues. La distri-
bution de la fréquence et des montants est caractérisée par des paramètres θfreq et θsev

respectivement, avec θ = (θfreq;θsev). Pour chaque période s = 1, . . . , t, le nombre de
sinistres ns et les montants indemnisés us := (us,1, us,2, . . . , us,ns) sont modélisés via

ns ∼ pN(n ; θfreq), et (us | ns) ∼ fU(u ; n,θsev).

La calibration de ces modèles est centrale dans la gestion des risques de la compagnie
d’assurance. Le coût moyen des sinistres est par exemple utilisé pour fixer le niveau des
primes versées par les assurés. La nature mixte des données de sinistralité, comprenant
une composante discrète et une composante continue, a conduit à l’élaboration de deux
approches. La première prend en compte séparément la fréquence et le coût, voir [7]. La
deuxième rassemble les deux composantes au sein d’un modèle composée pour lequel les
données sous format agrégé suffisent à la calibration. La deuxième approche est adoptées
dans le cadre de cette communication car les données individuelles {(n1,u1), . . . , (nt,ut)}
ne sont pas accessibles. Seuls les montant agrégés,

xs =
ns∑

i=1

us,i (1)

pour chaque période d’exercice s = 1, . . . , t sont disponibles. La pratique actuarielle
suppose en générale que la fréquence suit une loi de Poisson et que les montants indem-
nisés suivent une loi gamma [10]. Ce modèle, dit de Tweedie [13], est couramment utilisé
pour la tarification [12], et pour le provisionnement [15]. Le modèle de Tweedie est aussi
populaire pour l’étude des précipitations [6]. L’objectif est d’aller au delà du modèle
de Tweedie, pour pouvoir considérer des distributions autre que Poisson et gamma mais
aussi pour inclure de la dépendance soit entre les montants, soit entre la fréquence et les
montants. L’objectif est de trouver la valeur des paramètres θfreq et θsev qui permet le
meilleur ajustement du modèle paramétrique considéré aux données x = (x1, . . . , xt).

Les données considérés (1) peuvent être vus comme les incréments d’un processus stochas-
tique (Zt)t≥0 défini par

Zt =
Nt∑

i=1

Ui, t ≥ 0, (2)

observé à intervalle de temps régulier. Le processus (Nt)t≥0 est un processus de comptage
et la suite (Ui)i≥1 est une suite de v.a. positives. En théorie du risque, le processus (Zt)t≥0
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représente les engagements de la compagnie d’assurance envers les assurés à une date t ≥ 0
[1]. Une méthode de décomposition de somme aléatoire [3] construit un estimateur non
paramétrique de la distribution des sauts en se basant uniquement sur des observations
de la trajectoire de (Zt)t≥0. Ce problème a été considéré par différents auteurs [14, 4, 9]
avec des applications notamment en théorie des files d’attente. La méthodologie qui fait
l’objet de cette communication propose de décomposer une somme aléatoire dans un cadre
paramétrique.

En statistique Bayésienne, le paramètre θ est une variabale aléatoire et son estimation
repose sur l’étude de sa loi a posteriori π(θ | x). Le théorème de Bayes permet d’accéder
à la loi a posteriori

π(θ | x) ∝ p(x | θ) π(θ), (3)

via la mise à jour de la loi a priori π(θ) par la fonction de vraiemblance p(x | θ) [8]. La loi
a posteriori (3) admet rarement une forme explicite et est approchée par une distribution
empirique. Des échantillons de loi a posteriori sont obtenus par le biais d’algorithme de
simulation de Monte Carlo par chaine de Markov (mcmc). L’échantillonage par des algo-
rithmes mcmc nécessite d’être en mesure d’évaluer la vraisemblance des données p(x | θ).
Au vu de la définition de X, donnée dans l’équation (1), il y a très peu de cas qui con-
duisent à une formule simple pour la vraisemblance.

Le calcul Bayésien approximatif (abc) [11] permet de s’affranchir de la vraisemblance
à la condition d’être en mesure de générer des données artificielles à partir du modèle
considéré. Cette technique a attiré beaucoup d’attention récemment en capitalisant sur
un large champ d’application et un mode de fonctionnement très intuitifs. L’algorithme
répète les étapes suivantes

(i) Tirage aléatoire du paramètre θ depuis la loi a priori θ̃ ∼ π(θ);

(ii) simulation de données artificielles x̃ suivant le modèle considéré (x̃ | θ̃) ∼ p(x | θ);

(iii) Si D(x, x̃) ≤ ε, alors la valeur du paramètre θ̃ est conservée,

où D( · , · ) est une mesure de dissimilarité et ε > 0 désigne un seuil de tolérance.
L’algorithme retourne un échantillon θ1,θ2, . . . , dont la distribution empirique approche
la loi a posteriori π(θ | x).

L’algorithme abc présenté dans cet exposé repose sur la distance de Wasserstein [2] et
un échantilloneur de Monte Carlo séquentiel [5]. Il permet de considérer toute sorte
de distribution pour les montants et la fréquence des sinistres ainsi que de s’affranchir de
certaines hypothèses classiques comme le fait que les montants soientt iid et indépendants
de la fréquence.
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Multiple Co-clustering de séries temporelles.
Application à la validation de systèmes

d’aide à la conduite
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Résumé. Le développement de systèmes d’aide à la conduite demeure un défi tech-
nique pour les constructeurs automobiles. La validation de ces systèmes nécessite de les
éprouver dans un nombre considérable de contextes de conduites. Pour ce faire, le Groupe
Renault a recourt à la simulation massive, qui permet de reproduire précisément la com-
plexité des conditions physiques de conduite et produit une grande quantité de séries tem-
porelles multivariées. Nous présentons les contraintes opérationnelles et défis scientifiques
liées à ces jeux de données, ainsi que notre proposition d’une approche de classification
probabiliste adaptée, qui crée plusieurs partitions indépendantes en regroupant les vari-
ables redondantes. Nous présentons les résultats obtenus avec cette nouvelle méthode sur
un jeu de données issu d’un cas d’usage industriel.

Mots-clés. Multi-Coclustering, Séries temporelles multivariées, Multi-Clustering

Abstract.
Advanced driver-assistance systems development remains a technical challenge for au-

tomobile manufacturers. The reliable validation of these systems requires testing them
in a considerable number of driving contexts. The numerical simulation helps Groupe
Renault validate such systems, and recreates the complexity of physical driving condi-
tions. These simulations produce large quantities of high-dimensional multivariate time
series. We detail the operational constraints associated to these datasets, and a suited
model-based classification method able to handle. Based on a hierarchical structure, it
creates several independent partitions while grouping redundant variables. We present
the results obtained on a dataset from an industrial use case.

Keywords. Multi-Coclustering, Multivariate time series, Multi-Clustering

1 Introduction

Avant de pouvoir être mis sur le marché, les systèmes d’aide à la conduite sont rigoureuse-
ment étudiés et testés par les constructeurs automobiles. Pour garantir la qualité de
ces tests, fonction de leur exhaustivité, le Groupe Renault a recourt à la simulation
massive. Pour un cas d’usage donné, cette validation produit un nombre important
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d’observations (en centaines de milliers) décrites par un grand nombre de capteurs (en
centaines). L’exploration de ces données permet de déterminer précisément les capacités
d’un système d’aide à la conduite et de raffiner son paramétrage par l’expert. Le com-
portement de la voiture simulée ne peut pas toujours être prédit, ce qui rend le recours aux
méthodes non-supervisées indispensable. La classification non-supervisée, ou clustering,
regroupe des observations similaires en clusters. Le clustering de séries temporelles basé
sur des modèles (Goffinet (2020)) nous est particulièrement utile, en particulier la produc-
tion d’intervalles de confiance pour la détection probabiliste des valeurs aberrantes et la
production d’intervalles de confiances sur les paramètres inférés. Certaines des variables
obtenues en sortie de simulation sont corrélées (par exemple la vitesse d’une voiture et la
vitesse de rotation d’une de ses roues), positivement ou négativement, et parfois même
dupliquées. D’autres, bien que non-dupliquées et non-corrélées, produisent des partitions
similaires lorsqu’elles sont traitées individuellement par une méthode de partitionnement
donnée (par exemple position et accélération). Nous proposons une nouvelle méthode
qui regroupe les variables de manière hiérarchique: basé sur leur partition ligne, puis sur
leur distribution. Le co-clustering (Figure 1 - a)) réalise simultanément un clustering
d’observations (aussi appelé partition ligne dans la suite) et un clustering de variables
(aussi appelé partition colonne dans la suite). Ce modèle fait l’hypothèse que toutes les
variables partagent la même partition ligne. Lorsque les variables ne satisfont pas cette
hypothèse de partage de partition ligne (e.g. les variables décrivent des physiques ou des
systèmes différents), le co-clustering n’est plus adapté.

Figure 1: Illustration du Co-clustering, du Multi-Clustering et du Multi-Coclustering.
k, l, h sont les indices d’un cluster d’observations, de variables corrélées et de variables
redondantes (respectivement). Couleurs et motifs indiquent les appartenances aux blocs.

Cette contrainte peut être relâchée avec le Multi-Clustering ((Hu, J. (2018), Marbac
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(2019), Vandewalle, V. (2020)) où plusieurs partitions lignes différentes sont inférées,
comme illustré sur la Figure 1 - b). Dans ce cas, les partitions ligne ne sont plus
mélangées, mais définies indépendamment dans chaque cluster de variables. Dans un
contexte paramétrique, la combinatoire liée au Multi-Clustering rend difficile la sélection
de modèle par recherche exhaustive (il y a, par exemple, 184755 modèles différents avec
au maximum 10 clusters de variables et 10 clusters d’observations). Des approches heuris-
tiques sont alors envisagées, (par exemple des stratégies gloutonnes) au prix d’hypothèses
sur la structure du modèle. L’approche non-paramétrique permet de contourner cette con-
trainte en intégrant nativement une sélection de modèle. Un modèle de Multi-Clustering
Bayésien Non-paramétrique a été développée par Guan (2010), pour le traitement de
données continues multivariées. Dans ce modèle, les lignes appartenant à un bloc suivent
une distribution multivariée indépendante (c.f. Figure 1-b)). Cette méthode de Multi-
Clustering regroupe les variables en fonction de leur partition ligne, mais ne regroupe
pas les variables de distribution similaire. Nous proposons dans ce papier une nou-
velle méthode de Multi Co-Clustering (MCC) non-paramétrique qui regroupe les variables
partageant la même partition d’observations et, dans chaque groupe de variables, infère
un modèle de blocs latents non-paramétriques (NPLBM) (Meeds (2010)). Cette approche
permet de discriminer plus finement les variables : parmi celles qui partagent les mêmes
partitions lignes, la méthode regroupe les variables ayant des distributions identiques (c.f.
Figure 1-c) ). À notre connaissance, il n’existe qu’un seul travail comparable sur le sujet
par Tokuda (2017) mais qui ne s’applique pas aux séries temporelles.

2 Multi-Coclustering de séries temporelles multi-
variées

Dans cette partie nous définissons le modèle (Section 2.1), son inférence (Section 2.2) et
présentons une application sur un jeu de donnée issu d’un cas d’usage industriel.

2.1 Définition

Chaque cellule du jeu de données final est un vecteur de coefficients issu d’une PCA
fonctionnelle appliquée aux séries exprimées en base polynomiale, traitement classique
dans le cas du co-clustering fonctionnel, (Bouveyron (2018), Slimen (2018)). Dans la suite,
X désigne le dataset complet, de dimension n×p×d, avec n le nombre de simulations, p le
nombre de variables, d la dimension de l’espace des observations. Soit H le nombre total
de clusters de variables, tel que les variables dans un cluster partagent la même partition
ligne. Ces clusters seront indicés par la variable h ∈ {1, . . . , H}. Pour chacun de ces
clusters, soit ph le nombre de clusters de variables possédant une distribution identique.
Le vecteur v ∈ Np représente les appartenances aux clusters de variables partageant une
même partition ligne, et le vecteur wh ∈ Nph l’appartenance aux clusters de variables
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distribution identique. Ainsi, la paire (v,wh) est nécessaire pour identifier l’appartenance
d’une variable à un cluster de colonnes. La matrice Z ∈ NH×n désigne les appartenances
aux partitions lignes. Le modèle est défini par

xi,j | vj, wj, zi,vj , θ
vj
zi,vj ,wj

∼ N (θvjzi,vj ,wj
), θvjzi,vj ,wj

∼ G0

vj ∼ Mult(η), ηj(r) = rj

j−1∏

j′=1

(1− rj′) , rj
i.i.d.∼ Beta(1, γ) , γ ∼ Gamma(ar, br)

wj ∼ Mult(ρh), ρ
h
j (s

h) = shj

j−1∏

j′=1

(
1− shj′

)
, shj

i.i.d.∼ Beta(1, βh) , βh ∼ Gamma(ac, bc)

z
vj
j ∼ Mult(πh), π

h
j (t

h) = thj

j−1∏

j′=1

(
1− thj′

)
, thj

i.i.d.∼ Beta(1,αh), αh ∼ Gamma(al, bl).

Dans chaque dimension (v,W, Z), les proportions des appartenances suivent une construc-
tion stick-breaking (Sethuraman (1994)) dont le paramètre de concentration suit une loi
Gamma. Les paramètres des distributions gaussiennes multivariées de chaque bloc (dont
l’ensemble est noté Θ) suivent un prior conjugué Normal-inverse-Wishart, notée G0. Dans
la suite, on note χ = (G0, ar, br, ac, bc, al, bl) l’ensemble des hyper-paramètres.

2.2 Inférence

Nous proposons une inférence en deux étapes: d’abord une étape de Multi-Clustering qui
regroupe les variables partageant la même partition ligne, puis l’inférence d’un modèle
NPLBM dans chacun de ces clusters.

Multi-Clustering Dans cette première étape, la distribution postérieure p(v, Z | X,χ)
est approchée par un échantillonneur de Gibbs. Chaque itération de l’algorithme se
décompose en trois étapes: 1) Échantillonnage de v sachant Z; 2) Pour h = {1, . . . , H},
mise à jour de Zh sachant v ; 3) Mise à jour des paramètres de concentration. Dans l’étape
1), pour j = 1, . . . , p, vj est échantillonnée selon une loi multinomiale de proportions

p(vj | v−j, Z,χ) ∝






ph
p− 1 + γ

p(x.,j | zh,χ), cluster existant h, (1)

γ

n− 1 + γ
p(x.,j | χ), nouveau cluster, (2)

avec v−j = {vi : i &= j} et p(x.,j | zh) la distribution prédictive a priori de x.,j dans
zh. Dans l’équation (2), p(x.,j | χ) est estimé par inférence d’un modèle de mélange
de processus de Dirichlet (DPM), (une fois par variable, avant l’inférence du MCC), qui
produit également la partition ligne optimale ẑj associée au nouveau cluster échantillonné.
Dans l’étape 2), les appartenances zh sont mis à jour par un échantillonneur de Gibbs
multivarié. L’étape 3) met à jour γ et αh suivant la procédure définie par West (1998).
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Coclustering Pour h = {1, . . . , H}, un modèle NPLBM est inféré, à zh fixé, par un
algorithme de Gibbs approchant p(wh | v, zh). Pour chaque variable j′ = 1, . . . , ph du jeu
de données Xh = (xi,j : vj = h), une nouvelle appartenance est échantillonnée selon :

p(wh
j′ | wh

−j′ , z
h
−j′ ,χ) ∝






phl
ph − 1 + β

Kh∏

k=1

p(xh
k,j′ | xh

k,l,χ), cluster existant l, (3)

β

ph − 1 + β

Kh∏

k=1

p(xh
k,j′ | χ), nouveau cluster, (4)

avec wh
−j′ et zh−j′ les appartenances aux blocs dans le cluster h sans la variable j′,

qhl =
∑

i $=j′ Il(wi), xh
k,j′ = {xi,j′ : vj′ = h, zhi = k}, et p(xh

k,j′ | xh
k,l,χ) et p(xh

k,j′ | χ),
respectivement, les distributions jointes prédictives a posteriori et a priori dans le bloc
(k, l). Après chaque itération, le paramètre de concentration βh est également mis à jour.

Figure 2: Résultats de l’application sur données réelles

Application sur données réelles Après validation de MCC sur des données issues du
modèle génératif, nous l’appliquons sur un jeu de données réel issu de la validation d’un
système d’aide au maintien dans la voie. Les groupes de variable partageant le même
clustering ligne sont regroupés par couleur dans le graphique 2-a) et par distribution
(pointillés). Le graphique 2-b) représente les partitions lignes. En plus de discriminer
les variables non-informatives et dupliquées, ce graphique fait apparâıtre une structure
hiérarchique entre les groupes de variables ”Kaki” (qui regroupe des variables de di-
rection), ”Vert” (regroupant des variables de positions dans la voie) et l’activation des
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systèmes d’aide à la conduite (V1 et V3). Les prochaines étapes sont maintenant la mise
en relation de ces partitions avec les paramètres d’entrée de la simulation pour construire
un modèle explicatif.
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Résumé. Nous proposons un algorithme de classification non-supervisée par modèle
de mélange pour une classe générale de données fonctionnelles. Ces réalisations aléatoires
peuvent être mesurées avec erreur à des points d’observations discrets, éventuellement
aléatoires, dans leur domaine de définition. L’idée est de construire un ensemble d’arbres
binaires par découpage récursif des observations. Le nombre de groupes est déterminé
grâce aux données. Cet algorithme fournit des résultats facilement interprétables et de
rapides prédictions sur de nouvelles données. Les résultats sur des données simulées
montrent de bonnes performances dans différents cas complexes.

Mots-clés. Analyse en composantes principales fonctionnelles mutivariées, Classifi-
cation non supervisée, Modèle de mélange

Abstract. We propose a model-based clustering algorithm for a general class of
functional data. The random functional data realizations could be measured with error
at discrete, and possibly random, points in the definition domain. The idea is to build
a set of binary trees by recursive splitting of the observations. The number of groups
are determined in a data-driven way. The algorithm provides easily interpretable results
and fast predictions for online data sets. Results on simulated datasets reveal good
performance in various complex settings.

Keywords. Gaussian mixtures, Model-based clustering, Multivariate functional prin-
cipal components analysis

1 Introduction

Les capteurs sont de plus en plus présents dans notre vie quotidienne. Ceux-ci fournissent
un grand nombre de données pouvant être modélisées comme données fonctionnelles. La
quantité de données collectées de cette façon augmente rapidement, de même que leur coût
d’étiquetage. Ainsi, il y a un intérêt croissant pour les méthodes qui visent à identifier
des groupes homogènes au sein d’ensembles de données fonctionnelles.

Supposons un échantillon de N courbes provenant d’un même processus aléatoire,
éventuellement mesurées à des instants différents et détériorées par un bruit aléatoire.
Notre but est de définir une procédure, basée sur un échantillon de N courbes bruitées,
permettant de constuire des groupes de courbes similaires.
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2 Modèle

La structure de nos données, appellées données fonctionnelles multivariées, est similaire
à celle présentée par Happ et Greven (2018). Les données consistent en des trajectoires

indépendantes d’un processus stochastique X =
(
X(1), . . . , X(P )

)!
, P ≥ 1. Pour chaque

1 ≤ p ≤ P , soit Tp = [0, 1]dp , dp ≥ 1. Chaque coordonnée X(p) : Tp → R est supposé
appartenir à L2(Tp) muni du produit scalaire usuel, noté 〈·, ·〉2. Ainsi, X est un processus
stochastique indexé par t = (t1, . . . , tP ) appartenant à T := T1 × · · ·× TP et prenant ses
valeurs dans H := L2(T1)× · · ·× L2(TP ). Considérons la fonction 〈〈·, ·〉〉 : H×H → R,

〈〈f, g〉〉 :=
P∑

p=1

〈f (p), g(p)〉2, f, g ∈ H.

Happ et Greven (2018) montrent que H est un espace de Hilbert pour le produit scalaire
〈〈·, ·〉〉. Soit K un entier positif, et soit Z une variable aléatoire prenant valeurs dans
{1, . . . , K} tel que

P(Z = k) = pk avec pk > 0 et
K∑

k=1

pk = 1.

La variable Z représente l’appartenance à un groupe des réalisations du processus. Nous
considérons que le processus stochastique X suit un modèle de mélange fonctionnel à K
composantes, qui permet la représentation suivante :

X(t) =
K∑

k=1

µk(t)1{Z=k} +
∑

j≥1

ξjφj(t), t ∈ T , (1)

où

• µ1, . . . , µK ∈ H sont les courbes moyennes par groupe.

• {φj}j≥1 est une base orthonormale de H.

• Les ξj, j ≥ 1 sont des variables aléatoires de R et conditionnellement indépendantes
sachant Z. Pour chaque 1 ≤ k ≤ K, ξj|Z = k ∼ N (0, σ2

kj) pour tout j ≥ 1.

Lemme 1 Soit X défini par le modèle (1) pour une certaine base orthonormale {φj}j≥1.
Soit {ψj}j≥1 une autre base orthonormale de H, considérons

cj = 〈〈X − µ,ψj〉〉, j ≥ 1 avec µ(·) =
K∑

k=1

pkµk(·).

Alors

cj|Z = k ∼ N (mkj, τ
2
kj), où mkj = 〈〈µk − µ,ψj〉〉 et τ 2kj =

∑

l≥1

〈〈φl,ψj〉〉2σ2
kl.
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Remarque 1 Le lemme 1 montre que, peu importe le choix de la base orthonormée
{ψj}j≥1, les groupes seront préservés après avoir projeté les observations dans cette base.
Cependant, au regard de l’objectif, certaines bases seront plus adaptées que d’autres.

En pratique, il n’est pas possible d’utiliser un nombre infini d’élément dans la base
{ψj}j≥1, et la représentation (1) doit donc être tronquée. On peut montrer, sans utiliser
l’hypothèse de normalité des coefficients, que cette troncature peut être arbitrairement
précise. Supposons donc que la représentation (1) est tronquée à J termes. La base
construite par analyse en composantes principales fonctionnelles multivariées (MFPCA)
est celle qui induit la meilleure approximation (en terme de variance expliquée) à J donné
(cf. Happ et Greven (2018)). Ainsi, parmi les bases utilisables en pratique, la base
MFPCA sera à privilégier dans l’optique de la classification non-supervisée.

2.1 Estimation des paramètres

En pratique, les réalisations de X sont généralement mesurées avec erreur à des points
d’observations discrets, éventuellement aléatoires, dans leur domaine de définition. Pour
chaque 1 ≤ n ≤ N , et étant donné un vecteur d’entiers positifs Mn = (M (1)

n , . . . ,M (P )
n ),

considérons Tn,m = (T (1)
n,m1 , . . . , T

(P )
n,mp), 1 ≤ mp ≤ M (p)

n , 1 ≤ p ≤ P comme étant les points

d’observations aléatoires pour la courbe Xn. L’entier M
(p)
n représente le nombre de points

d’échantillonnage pour la composante p de la courbeXn. Ces instants sont obtenus comme
étant des réalisations indépendantes d’une variable aléatoire T prenant ses valeurs dans T .
Les vecteurs M1, . . . ,MN représentent un échantillon indépendant d’un vecteur aléatoire
M de moyenne µM qui croit avec N . Nous supposons que les réalisations de X, M et T
sont mutuellement indépendantes. Ainsi, nous observons les paires (Yn,m, Tn,m) ∈ RP ×T ,

où m = (m1, . . . ,mP ), 1 ≤ mp ≤ M (p)
n , 1 ≤ p ≤ P avec Yn,m défini comme

Yn,m = Xn(Tn,m) + εn,m, 1 ≤ n ≤ N, (2)

et les εn,m sont des réalisations indépendantes de ε ∈ RP centré et de variance finie.
Les estimateurs des fonctions moyenne et covariance d’une composante X(p), 1 ≤

p ≤ P du processus X peuvent, par exemple, être estimés en utilisant Yao, Müller et
Wang (2005). Concernant l’estimation des fonctions propres et des valeurs propres de la
MPFCA, ainsi que les projections des observations sur la base de fonctions propres, nous
utilisons Happ et Greven (2018).

3 fCUBT

Soit SN = {X1, . . . , XN} un ensemble de réalisations du processus défini en (1). Nous
considérons le problème d’apprentissage d’une partition U tel que chaque élément U de
U contienne des éléments de SN similaires. Notre procédure suit les idées de l’algorithme

3

428

,



CUBT, proposé par Fraiman, Ghattas et Svarc (2013) que l’on adapte aux données fonc-
tionelles. Dans la suite, nous décrivons l’algorithme de clustering fonctionnel par arbres
binaires non-supervisées (fCUBT).

3.1 Construction de l’arbre maximal

Dans la suite, notons T, un arbre binaire complet représentant une partition imbriquée
de SN , et D ≥ 1 sa profondeur. Soit S0,0 le noeud racine auquel on assigne l’ensemble
SN . Chaque noeud Sd,j ⊂ SN est indexé par la paire (d, j) où 0 ≤ d < D est l’indice de
profondeur et 0 ≤ j < 2d est l’indice du noeud. Chaque noeud, non terminal, Sd,j a deux
enfants, Sd+1,2j et Sd+1,2j+1, tel que

Sd,j = Sd+1,2j ∪Sd+1,2j+1.

Un arbre T est ainsi défini par un découpage récursif des observations. À chaque étape,
un noeud Sd,j est potentiellement découpé en deux s’il remplit certaines conditions. Une
MFPCA avec ncomp composantes, ncomp ≤ J , est faite sur les éléments de Sd,j. Il en résulte
un ensemble de fonctions propres, associé à un ensemble de valeurs propres. Nous pouvons
construire la matrice Cd,j dont les colonnes sont les projections des éléments de Sd,j sur
l’ensemble des fonctions propres. Pour chaque K = 1, . . . , Kmax, nous ajustons un modèle
de mélange gaussien (GMM) sur les colonnes de Cd,j par algorithme EM. Les modèles sont
notés {M1, . . . ,MKmax}. Le nombre de groupes dans le noeud est estimé avec le BIC,

K̂d,j = argmax
K=1,...,Kmax

BIC(MK)

Si K̂d,j > 1, le noeud Sd,j est coupé en deux en utilisant le modèle M2. Sinon, ce noeud
est considéré comme étant un noeud terminal, et la construction de l’arbre est stoppée
pour celui-ci.

La procédure continue jusqu’à ce que l’un des critères d’arrêt soit satisfait : qu’il y ait
moins de minsize observations dans le noeud ou alors que l’estimation K̂d,j du nombre
de clusters dans le noeud Sd,j soit égal à 1. Quand l’algorithme est terminé, un label est
assigné à chaque feuille de l’arbre.

3.2 Étape de jointure

En théorie, l’arbre a le même nombre de feuilles que le processus X a de composantes.
En pratique, c’est rarement le cas et le nombre de feuilles peut être bien supérieur au vrai
nombre de groupes. Ainsi, une étape de jointure, dont l’idée est d’associer des noeuds qui
n’ont pas le même ascendant, peut être nécessaire.

Soit G = (V,E) un graphe où V = {Sd,j, 0 ≤ j ≤ 2d, 0 ≤ d < D|Sd,j est une feuille}
est l’ensemble des sommets et

E =
{
(Sd,j,Sd′,j′)|Sd,j,Sd′,j′ ∈ V,Sd,j ,= Sd′,j′ et K̂(d,j)∪(d′,j′) = 1

}

4

429

#



est l’ensemble des arêtes. K̂(d,j)∪(d′,j′) est l’estimation du nombre de groupes dansSd,j∪Sd′,j′

en utilisant la même méthodologie que pour l’étape précédente.
Pour chaque élément (Sd,j,Sd′,j′) de E, nous associons la valeur du BIC qui correspond

à K̂(d,j)∪(d′,j′). L’arête de G ayant la plus grande valeur du BIC est ensuite supprimée, et
les sommets associés sont joints. Il y a donc un groupe en moins. Cette procédure est
lancée récursivement jusqu’à ce qu’aucun noeud ne puisse être joint avec un autre ou bien
qu’il n’y ait plus qu’un noeud dans l’arbre.

Une fois la partition U créée, nous pouvons utiliser celle-ci pour classifier de nouvelles
observations. Cette classification se fait par descente de l’arbre T, et nous pouvons donc
calculer les probabilités d’appartenance à chacune des classes pour les nouvelles observa-
tions.

4 Analysis empirique

Montrons les performances de notre algorithme sur un exemple et fixons K = 5, P = 2,
T1 = T2 = [0, 1]. Un échantillon de N = 1000 courbes bivariées indépendantes est simulé
suivant le modèle : pour t1, t2 ∈ [0, 1],

Cluster 1: X(1)(t1) = h1(t1) + b0.9(t1), Cluster 2: X(1)(t1) = h2(t1) + b0.9(t1),
X(2)(t2) = h3(t2) + 1.5× b0.8(t2) X(2)(t2) = h3(t2) + 0.8× b0.8(t2),

Cluster 3: X(1)(t1) = h1(t1) + b0.9(t1), Cluster 4: X(1)(t1) = h2(t1) + 0.1× b0.9(t1),
X(2)(t2) = h3(t2) + 0.2× b0.8(t2), X(2)(t2) = h2(t2) + 0.2× b0.8(t2),

Cluster 5: X(1)(t1) = h3(t1) + b0.9(t1),
X(2)(t2) = h1(t2) + 0.2× b0.8(t2).

Les fonctions h sont définies, par h1(t) = (6− |20t− 6|)+ /4, h2(t) = (6− |20t− 14|)+ /4
et h3(t) = (6− |20t− 10|)+ /4, pour t ∈ [0, 1]. Les fonctions bH sont définies, pour t ∈
[0, 1], par bH(t) = (1+t)−HBH(1+t) avec BH(·) est un mouvement brownien fractionnaire
avec un coefficient de Hurst H. Les proportions du mélange sont supposées égales.

Les données sont obtenues suivant le modèle (2). Chaque courbe est observée à 101
points répartis aléatoirement sur [0, 1]. Les vecteurs d’erreurs sont supposés être de lois
normales centrées et de variance 1/2. Pour chaque n ∈ {1, . . . , N}, nous observons une

réalisation du vecteur X =
(
X(1) + αX(2), X(2)

)!
, avec α = 0.4.

Notre méthode est comparée aux algorithmes FunHHDC (Schmutz et al. (2020)),
Funclust (Jacques et Preda (2014)) et k-means (Ieva et al. (2013)) sur les courbes
(k-means-d1) et leur dérivées (k-means-d2)). Nous évaluons aussi notre performance par
rapport à un GMM après une FPCA (FPCA+GMM) et à notre algorithme si on ne fait que
la construction de l’arbre sans l’étape de jointure (Growing). Notre algorithme montre de
bonnes performances en terme d’index de Rand (cf. Table 1) et d’estimation du nombre
de groupes dans le jeu de données (cf. Figure 1).
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Method 1 2 3 4 5 6 7+
fCUBT - - - - 0.664 0.238 0.098
Growing - - - - 0.604 0.182 0.214
FPCA+GMM - - - - 0.414 0.396 0.19
FunHDDC 0.508 0.492 - - - - -
Funclust - 0.066 0.182 0.192 0.200 0.196 0.164
k-means-d1 - - - - 0.034 0.144 0.822
k-means-d2 - 0.004 0.01 0.094 0.874 0.010 0.008

Table 1: Nombres de groupes

fC��� Growing FPCA+GMM FunHDDC Funclust k-means-d1 k-means-d2
0.0

0.2

0.4

0.6

0.8

1.0

A
R
I

Figure 1: Index de Rand

Enfin, la méthodologie est dévelopée pour des données fonctionnelles multivariées pou-
vant être définies sur des domaines différents et potentiellement de différentes dimensions.
Ainsi, nous pouvons considérer des processus définis sur un carré dans le plan, T = [0, 1]2

par exemple. Dans ce cas, une décomposition de ce processus peut être faite, par exemple,
grâce à l’algorithme FCP-TPA pour une décomposition tensorielle (Allen (2013)) et donc
être utilisé dans la MFPCA. Une version complète de l’article est disponible à l’adresse
suivante : arxiv:2012.05973.
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Résumé. Avant d’être mis sur le marché, les produits industriels font l’objet d’une
batterie de tests dont une partie sont des simulations numériques. Les codes numériques
utilisés modélisent l’évolution de variables d’intérêt (sorties du code) d’ordre physique, en
fonction de variables d’entrée géométriques ou environnementales. Ces simulations sont
complexes car elles font intervenir beaucoup de variables d’entrée, donc l’espace d’entrée
du modèle est de grande dimension. Des études sont réalisées pour comprendre l’influence
des variables d’entrée sur les variables de sortie. Elles utilisent des métamodèles qui sont
des modèles simples donnant des prédictions rapides approchant une des variables de sor-
tie. Les métamodèles sont entrâınés sur un plan d’expérience : un ensemble de points de
l’espace d’entrée (qui correspondent à des valeurs des variables d’entrées) pour lesquels on
connâıt déjà la valeur de la variable de sortie. Les premières études se font en petite di-
mension, se focalisant sur un ensemble restreint de variables d’entrée, les laissant libre de
varier pour regarder leur influence sur la variable de sortie, les autres variables d’entrée
étant fixées à des valeurs nominales. Puis les études se complexifient en augmentant
progressivement la dimension. La manière classique de traiter cette augmentation de la
dimension est de recommencer à zéro chaque fois que de nouvelles variables d’entrée sont
ajoutées, en régénérant un nouveau plan d’expérience à simuler, indépendant des plans
précédents, et en entrâınant un nouveau métamodèle sur ce plan. Cette approche est gour-
mande en temps de calcul et entrâıne une perte d’information car les plans d’expérience
précédents ne sont pas réutilisés. Une approche alternative, proposée dans notre travail,
est de mettre à jour progressivement le plan d’expérience et le métamodèle, en tenant
compte des précédents. La métamodélisation utilise la régression par Processus Gaussien.
A chaque étape k, la variable de sortie est supposée être la réalisation d’un Processus
Gaussien qui est la somme de deux processus : le premier est défini sur l’espace d’entrée
de l’étape k − 1 (qui est un sous-espace de l’espace d’entrée de l’étape k). Le second
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est construit indépendamment sur l’espace d’entrée de l’étape k mais est nul sur le sous-
espace de l’étape k − 1. Notre travail a consisté en la recherche de processus candidats
s’annulant sur un sous-espace et en l’implémentation de l’algorithme EM (Expectation-
Maximization) pour estimer les paramètres du processus complet.

Mots-clés. Métamodèle, Krigeage, Régression par Processus Gaussien, Grande di-
mension, Conditionnement infini, Multifidélité . . .

Abstract. Industrial products are studied numerically before being sold. The corre-
sponding numerical codes involve geometrical or environmental input variables and phys-
ical output variables. They are complex as they involve lots of input variables, so the
dimension of the input space is high. Studies are provided to quantify the influence of
the input variables on the behavior of the output variables. They use metamodels which
are simpler models that give quick predictions approaching the true values of one of the
output variables. The metamodels are trained on a Design of Experiments (DoE) : a set
of points of the input space (corresponding to values of the input variables) for which the
value of the output variable is already known. The first studies are done in small dimen-
sion, focusing on a small amount of important input variables, letting them vary freely
to see their influence on the output variable, while the other input variables are fixed to
nominal values. Then, the studies are complexified by progressively increasing the dimen-
sion. The classical way of treating the increasing dimension is to start from scratch each
time new input variables are released, regenerating a DOE and a metamodel independent
from the previous ones. This approach can be time consuming and the previous data is
lost because unused. An alternative, presented in our work, is to upgrade gradually the
design and the metamodel, based on the previous ones. This enables to exploit all the
available data. The surrogate approach is based on Gaussian Process regression. At each
step k, the output variable is supposed to be the realization of a Gaussian Process which
is the sum of two processes : the first one is defined on the previous input space of step
k − 1 (subspace of the current input space of step k), the second is built independently
on the input space of step k but is conditionned to be null on the subspace of step k− 1.
Our work has consisted in searching candidate processes that are null on a subspace and
implementing the EM (Expectation-Maximization) algorithm to estimate the parameters
of the complete process.

Keywords. Metamodel, Kriging, Gaussian Process Regression, Big dimension, Infi-
nite conditionning, Multifidelity . . .
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1 Cas d’étude

On considère l’exemple d’une sortie y fonction de quatre entrées x = (x1, x2, x3, x4) :
y(x1, x2, x3, x4) = f1(x1, x2) + f2(x1, x2, x3, x4), avec






f1(x1, x2) =
[
4− 2.1(4x1 − 2)2 + (4x1−2)4

3

]
(4x1 − 2)2

+ (4x1 − 2)(2x2 − 1) + [−4 + 4(2x2 − 1)2] (2x2 − 1)2

f2(x1, x2, x3, x4) = 4 exp
(
−‖x− 0.3‖2

)

On considère que l’on réalise deux études successives :

• Lors de l’étude 0, on se focalise sur y(x1, x2,
x1+x2

2 , 0.2x1 + 0.7). On laisse varier
les deux premières entrées (x1, x2) et on impose les valeurs des deux suivantes :
x3 = x1+x2

2 , x4 = 0.2x1 + 0.7. On dispose pour cette étude d’un plan d’expérience
sur lequel on construit un métamodèle.

• Lors de l’étude 1, on regarde y(x1, x2, x3, x4). Les deux dernières entrées (x3, x4)
sont libérées. On dispose d’un nouveau plan d’expérience pour cette étude. Le
but est de construire un métamodèle à partir de toute l’information (tous les plans
d’expérience) dont on dispose. Une modélisation simple serait de proposer une
régression par Processus Gaussien conditionné à l’intégralité de l’information (tous
les plans d’expérience). On propose une modélisation différente qui tient compte de
la séquentialité des études et donc de l’obtention des observations.

2 Modélisation

La sortie y est modélisée par un Processus Gaussien Y dont on considère qu’elle est une
réalisation. En nous inspirant du modèle de la Multifidélité de Kennedy et O’Hagan (2000),
on choisit de décomposer Y comme suit :

Y (x1, x2, x3, x4) =






Y0(x1, x2) = Z0(x1, x2) si

∣∣∣∣
x3 = x1+x2

2
x4 = 0.2x1 + 0.7

Y1(x1, x2, x3, x4) = Y0(x1, x2) + Z1(x1, x2, x3, x4) sinon

Z0 et Z1 sont des Processus Gaussiens indépendants et Z1 s’annule sur une partie de
l’espace des entrées :

Z1(x1, x2,
x1+x2

2 , 0.2x1 + 0.7) = 0 ∀x1, x2

On fait face à deux difficultés : la construction d’un processus Z1 s’annulant sur un
continuum, et l’estimation jointe des paramètres des distributions de Z0 et Z1 à partir
des plans d’expérience à disposition.
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3 Candidats pour Z1

On propose deux candidats pour Z1. Il s’agit de Processus Gaussiens non stationnaires
mais construits à partir d’un Processus Gaussien centré stationnaire d’ordre 2 (covariance

stationnaire) noté
∼
Z1 ∼ GP(0,

∼
k(x, x′)) :

• Z1(x1, x2, x3, x4) =
∼
Z1(x1, x2, x3, x4)−

∼
Z1(x1, x2,

x1+x2
2 , 0.2x1 + 0.7) que l’on appelle

Red (pour réduit). C’est un Processus Gaussien centré de noyau de covariance égal
à :

k(x, x′) =
∼
k(x, x′) +

∼
k
(
(x1, x2,

x1+x2
2 , 0.2x1 + 0.7), (x′

1, x
′
2,

x′
1+x′

2
2 , 0.2x′

1 + 0.7)
)

−
∼
k
(
x, (x′

1, x
′
2,

x′
1+x′

2
2 , 0.2x′

1 + 0.7)
)
−

∼
k
(
(x1, x2,

x1+x2
2 , 0.2x1 + 0.7), x′)

• Z1(x1, x2, x3, x4) =
[∼
Z1(x1, x2, x3, x4) |

∼
Z1(t1, t2,

t1+t2
2 , 0.2t1 + 0.7) = 0∀t1

]
(c’est une

généralisation de la notation de conditionnement sur un ensemble infini continu de
points). Ce Processus est décrit dans le travail de Gauthier (2011). On l’appelle P
(pour préconditionné). C’est un Processus Gaussien centré de noyau de covariance
égal à :

k(x, x′) =
∼
k(x, x′)−

∑
λnφn(x)φn(x

′)

avec les φn définies par

φn(x) =
1

λn

∫
∼
k

(
x, (t1, t2,

t1 + t2
2

, 0.2t1 + 0.7)

)
∼
φn(t1, t2)dt1dt2

and les (λn,
∼
φn) solutions du problème aux valeurs propres suivant :

∫
∼
k

(
(x1, x2,

x1 + x2

2
, 0.2x1 + 0.7), (t1, t2,

t1 + t2
2

, 0.2t1 + 0.7)

)
∼
φn(t1, t2)dt1dt2 = λn

∼
φn(x1, x2)

4 Estimation des paramètres de Y

Étant donnés les plans d’expérience des études 0 et 1 : (X0,Y0) et (X1,Y1), on cherche à
estimer les paramètres de Z0 et Z1 qui sont respectivement (avec dans l’ordre le paramètre
de moyenne, le paramètre de variance et les paramètres de covariance) η0 =(m0,σ2

0,θ0 =
(θ01, θ02)) et η1 =(m1,σ2

1,θ1 = (θ11, θ12, θ13, θ14)). Pour cela on maximise la vraisemblance
du modèle complet L(η0, η1;Y0,Y1) qui est en grande dimension (10 paramètres à opti-
miser). On utilise l’algorithme d’Expectation-Maximization (décrit par Friedman, Hastie
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et Tibshirani (2001)). Il s’agit d’une méthode itérative : on part d’un jeu de paramètres
initial, puis le jeu de paramètres est mis à jour bout par bout à partir du jeu précédent.

{
η(i)0 = argminη0Q0(η0, η(i−1))

η(i)1 = argminη1Q1(η1, η(i−1))

Q0 et Q1 sont les espérances des vraisemblances de Z0 et Z1 (qui ne sont pas entièrement

connues) conditionnées par les plans d’expériences : E[L(η(i)k ;Zk) | y(X0) = Y0, y(X1) =
Y1] (où Zk est l’observation de Zk qui n’est pas connue). On recherche notamment un
compromis entre parcimonie des paramètres de Z1 (pour la robustesse de leur estimation)
et flexibilité (pour l’ajustement aux données d’entrâınement).

5 Résultats

On compare notre méthodologie à un métamodèle classique de krigeage (voir figure 1).
L’information des études précédentes est utile car elle permet de faire décrôıtre l’erreur
de prédiction du krigeage. D’autre part, pour cet exemple, la méthode avec Red permet
un meilleur résultat que le krigeage.
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Figure 1: RMSE des différents modèles pour la fonction étudiée pour différentes tailles du
plan d’entrâınement de l’étude 1 (N1), la taille du plan d’entrâınement de l’étude 0 étant
fixé à 10. K 1 est un krigeage entrâıné uniquement sur le plan d’expérience de l’étude 1,
K est un krigeage entrâıné sur les plans d’expérience des études 0 et 1. P est la méthode
utilisant le processus P, Red est la méthode utilisant le processus Red.
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Regularity of the center-outward transport
based distributions and quantile functions.

Alberto González-Sanz
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Abstract. We provide sufficient conditions under which the center-outward distribu-
tion and quantile functions introduced in Chernozhukov et al. (2017) and Hallin (2017)
are homeomorphisms, thereby extending a recent result by Figalli (2017). Finally we
derive some properties of this extension of the distribute functions. All these results can
be found in del Barrio et al. (2020).

Keywords. Monge–Ampère equation, Multivariate ranks, Optimal transportation,
Quantile contours.

Let P be a Borel probability measure on the real line with continuous distribution
function F and denote by U[0,1] the uniform distribution on (0, 1): then F is the unique
gradient of a convex function such that T !P = U[0,1], where T !P denotes the push for-
ward of P by T—namely, the distribution of T (X) under X ∼ P (T being a measur-
able map from R to (0, 1)). With generalization to higher dimension in mind, however,
Chernozhukov et al. (2018) and Hallin (2017) rather consider F± = 2F (x) − 1, the so-
called center-outward distribution function of P, being the unique gradient of a convex
function such that T !P = U[0,1], where U1 is the uniform distribution over (−1, 1), the
one-dimensional unit ball B1.

The latter definition, indeed, readily extends to arbitrary dimensions. Let P denote a
Borel probability measure on Rd with Lebesgue density p. McCann (1995) proved that
there exists a P-a.s. unique map F± coinciding P-a.s. with the Lebesgue-a.e. gradient ∇ϕ
of a convex function ϕ and F±!P = Ud, where Ud denotes the uniform distribution over
the open d-dimensional unit ball Bd, that is, Ud here corresponds to the uniform choice
of a direction on the unit sphere Sd−1 := B̄d − Bd in Rd combined with an independent
uniform choice in (0, 1) of a distance to the origin.

This definition of the center-outward distribution suffers from one main limitation,
the distribution function F± is only defined P-a.s.; this means, for instance, that F±
is not well defined outside the support of P. This limitation, however, disappears if P
is such that ϕ is everywhere differentiable. That this is indeed the case was shown by
Figalli (2018) for P in the class of distributions P with densities p and support X = Rd

satisfying Assumption A below. For any P in that class of distributions, Figalli actually
establishes that ∇ϕ(x) is well defined for all x and, when restricted to

Rd
(0) := Rd \ {x : ∇ϕ(x) = 0},
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it defines a homeomorphism between Rd
(0) and the punctured ball Bd \ {0}.

The main theorem provides simple sufficient conditions for Figalli’s results to hold in
a wider class beyond the following assumption.
Assumption A. For every R > 0, there exist constants 0 < λR ≤ ΛR such that

λR ≤ p(x) ≤ ΛR for all x ∈ X ∩RBd. (1)

Moreover, considering the inverse problem—the regularity of the transportation map from
Ud to P, defined as the unique a.s. defined map Q± being the gradient of the convex
conjugate of ϕ, namely ψ = ϕ∗—Theorem 1 establishes sufficient conditions under which
Q± and F± are inverses of each other when restricted to Bd \ {0} and X \K, for some
compact convex set K with Lebesgue measure 0.
Beyond other theoretical considerations, these are the key properties required to prove
a.s. convergence of the empirical center-outward distribution functions to their theoretical
counterparts (see del Barrio et al. (2018)). Hence, the following result also is extending
the validity of the center-outward Glivenko-Cantelli theorem in that reference.

Theorem 1 Let P be a probability measure with density p supported on the open convex
set X ⊆ Rd. (i) If p satisfies (1), there exists a compact convex set K with Lebesgue
measure 0 such that the center-outward quantile function Q± := ∇ψ and the center-
outward distribution function F± := ∇ψ∗ are homeomorphisms between Bd \ {0} and
X \K, inverses of each other.

(ii) If, moreover, p ∈ Ck,α
loc (X ) for some k ∈ N and α ∈ (0, 1), then Q± and F± are

diffeomorphisms of class Ck+1,α
loc between Bd \ {0} and X \K.

The proof of such a result uses the classic approach of Caffarelli’s theory on the Monge-
Ampére equation. We refer to Figalli (2017) and reference therein. Given an open set
X ⊆ Rd and a (finite) convex function ϕ : X → R, denoting by &d the Lebesgue measure
on Rd, the Monge-Ampère measure associated with ϕ is defined by

µϕ(E) := &d
(
∂ϕ(E)

)

for every Borel set E⊆Rd. It can be checked that µϕ is indeed a locally finite Borel measure
on X . The classic assumption on the Monge-Ampère measure is that it is bounded in the
sense

λ&d(A) ≤ µψ(A) ≤ Λ&d(A), (2)

for some constants 0 < λ < Λ. In our case, instead of (2), we have that for every compact
subset M of Bd, there exist constants αM and AM such that, for every Borel set A ⊆ M ,

αM&d(A) ≤ µψ(A) ≤ AM(&d(A))
1/d,
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where ψ is defined in Theorem 1. del Barrio et al. (2020) proved that the latest bounds
still allow to apply the usual Alexandrov estimates to show the regularity of ψ.

To conclude this note, we present some results that more or less directly follow as conse-
quences of Theorem 1. The first one is about the asymptotic invariance of center-outward
distribution functions; the second is a result on the shape of quantile contours, which turn
out to satisfy a kind of relaxed version of convexity.

A classical univariate distribution function F trivially satisfies

lim
x→−∞

F (x) = 0 and lim
x→∞

F (x) = 1,

hence, in terms of the univariate center-outward distribution function F± := 2F − 1,

lim
t→∞

F±(tu) = u for all u such that |u| = 1.

Let us show that this carries over to F± in general dimension. Keeping the notation
from the previous sections, and setting a measure P with density on Rd. For any u on
the unit sphere Sd−1, any sequence (tn)n∈N of real numbers such that tn → ∞, and any
yn ∈ ∂ϕ(tnu),

lim
n→∞

yn = u.

Then with the assumptions of Theorem 1 we have that

lim
n→∞

F±(tnu) = u.

With regards to the shape of the center-outward quantile contours if P satisfies the as-
sumptions of Theorem 1, then , for all r ∈ (0, 1) and all y belonging to the boundary of
Q±(rBd), there exists a ray T emanating from y for which Q±(rBd) ∩ T = {y}.
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Résumé. L’étude structurale des Protéines Intrinsèquement Désordonnées (IDPs)
requiert des méthodes statistiques afin de prendre en compte leur grande variabilité con-
formationnelle. Leur conformation locale est définie par une mesure sur le tore plat R2/Z2,
et donc leur analyse repose sur l’espace P(R2/Z2). La distance de Wasserstein est une
métrique entre distributions naturelle pour ce problème, du fait de son adaptabilité à la
géométrie de l’espace. Cette métrique permettra la quantification des modifications de
la structure locale dues aux changements de la séquence, et donc à une meilleure com-
préhension des relations séquence-structure-fonction dans les IDPs. Dans ce travail, nous
commençons par étendre certains résultats de la Théorie de Transport Optimal à l’espace
R2/Z2, en particulier un Théorème Central Limite. Nous étudions ensuite la construction
de tests d’homogénéité de deux lois sur le tore plat basés sur la distance de Wasser-
stein. Les différentes approches envisagées ont été évaluées à l’aide de données réelles de
conformation de protéines.

Mots-clés. Transport Optimal, Distance de Wasserstein, Théorème Central Limite,
Test d’homogénéité, Protéines Intrinsèquement Désordonnées.

Abstract. Due to their high conformational variability, the structural investigation of
Intrinsically Disordered Proteins (IDPs) requires statistical methods. Their local confor-
mation is defined by a measure on the flat torus R2/Z2, and therefore their analysis leads
on the space P(R2/Z2). Due to its adaptability to the space geometry, Wasserstein dis-
tance will be used as a metric between distributions. This metric will enable the quantifi-
cation of local structural modifications due to changes in the protein sequence, and there-
fore help to better understand sequence-structure-function relationships in IDPs. This
analysis starts by extending results from Optimal Transport Theory to the space R2/Z2,
in particular a Central Limit Theorem, and continues by assessing different techniques
of two-sample goodness-of-fit testing for measures on the flat torus based on Wasserstein
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distance. The envisaged approaches have been evaluated via their implementation on real
protein conformation data.

Keywords. Optimal Transport, Wasserstein Distance, Central Limit Theorem,
Goodness-of-fit test, Intrinsically Disordered Proteins.

1 L’étude des Protéines Intrinsèquement Désordonnées
Les protéines intrinsèquement désordonnées (IDPs), à différence des protéines plus

communes dites globulaires, ne se replient pas dans une forme tridimensionnelle stable
et bien définie. En effet, leur séquence en acides aminés ne détermine pas un seul état
conformationnel mais un grand ensemble d’états que la protéine peut adopter en solu-
tion. Cette diversité structurale représente une énorme difficulté pour leur étude avec
des techniques expérimentales et/ou calculatoires. Cependant, la possibilité d’établir des
liens entre séquence et propriétés structurales est essentielle pour comprendre leur fonc-
tionnement et leurs rôles à l’intérieur de la cellule. Il est important de mentionner que
les IDPs constituent environ le 40% du génome humain, et leur dysfonctionnement peut
induire des maladies sévères comme le cancer ou des maladies neurodégénératives.

L’état conformationnel d’une protéine peut être défini par un vecteur d’angles, cor-
respondants aux torsions autour des liaisons chimiques entre les atomes qui constituent
son « squelette ». Ce vecteur contient deux valeurs par acide aminé, les angles φ et ψ,
qui définissent l’état au niveau local, et donc les distributions correspondantes doivent
être définies comme des mesures sur le tore plat R2/Z2. Des exemples sont illustrés sur
la Figure (1). Par conséquent, au niveau local, l’analyse des conformations des IDPs se
place sur l’espace P(R2/Z2), qu’on cherche à équiper d’une métrique. La définition d’une
telle distance entre les conformations des protéines est essentielle afin de mesurer des sim-
ilarités parmi les structures locales, ainsi que pour construire des méthodes de description
de la distribution des structures au niveau global à partir de l’information à niveau local.
Ce dernier point est l’un des enjeux principaux de la Biologie Structurale actuellement.

La géométrie du problème est un aspect fondamental, qui n’a cependant pas encore
été bien pris en compte dans les travaux précédents en Biologie Structurale. Avoir une
distance permettant de travailler sur le vrai espace du problème est primordial. Pour cette
raison, une approche basée sur la distance de Wasserstein, qui repose sur la géométrie de
l’espace, semble être une bonne option. L’objectif du présent travail consiste à étendre les
résultats principaux de la théorie de Transport Optimal à l’espace P(R2/Z2), notamment
un Théorème Central Limite, et, dans un deuxième temps, à étudier la construction de
tests d’homogénéité pour deux mesures sur R2/Z2 basés sur la distance de Wasserstein.
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2 Distances de Wasserstein sur R2/Z2

L’espace R2/Z2 peut être équipé d’une distance dérivée de la norme euclidienne || · ||,

d(x̄, z̄) := inf
p∈Z

||x− z + p||,

où x̄ désigne la classe d’équivalence de x ∈ Rd. Pour deux mesures de probabilité P,Q ∈
P(R2/Z2), on dit qu’une mesure de probabilité π ∈ P(R2/Z2 × R2/Z2) est un plan de
transport optimal pour le coût d2 entre P et Q si elle est une solution de

T2(P,Q) := inf
γ∈Π(P,Q)

∫

R2/Z2×R2/Z2

d2(x̄, z̄)dπ(x̄, z̄), (1)

où Π(P,Q) est l’ensemble des mesures de probabilité π ∈ P(R2/Z2 × R2/Z2) telles que
π(A×R2/Z2) = P (A) et π(R2/Z2×B) = Q(B) pour tout A,B sous-ensembles mesurables
de R2/Z2.

Le problème de Kantorovich (1) peut être formulé sous sa forme duale, comme

T2(P,Q) = sup
(f,g)∈Φ2(P,Q)

∫
f(x̄)dP (x̄) +

∫
g(ȳ)dQ(ȳ), (2)

où
Φ2(P,Q) = {(f, g) ∈ L1(P )× L1(Q) : f(x̄) + g(x̄) ≤ d2(x̄, x̄)}.

On dit que ψ ∈ L1(P ) est un potentiel de transport optimal de P à Q pour le coût d2 s’il
existe ϕ ∈ L1(Q) tel que le couple (ψ,ϕ) est une solution de (2).

Comme le tore plat est un espace compact, le carré du coût de transport W2(P,Q) :=√
T2(P,Q) définit une distance qui métrise la convergence faible sur P(R2/Z2). C’est

pour cela que, quand on cherche à comparer des mesures sur le tore plat, l’étude des
propriétés de ces mesures devient crucial. Concrètement, quand on considère l’équivalent
empirique T2(Pn, Qn), on s’intéresse à sa vitesse de convergence. Les nombreux travaux
récents sur cet objet ont montré que les bornes de l’espérance ET2(Pn, Qn) dépendent
fortement de la dimension de l’espace (Fournier et al., 2015). Dans notre problème, la
dimension est 2 et donc la vitesse de convergence et de l’ordre de 1/

√
n, c’est-à-dire, il

existe une constante C telle que ET2(Pn, Qn) ≤ C/
√
n. Cependant, les constantes qui

découlent de la démonstration de Fournier et al. (2015) sont trop grandes pour que ce
résultat puisse être adapté en un test d’homogénéité. Une approche alternative consiste
à tenir compte de l’inégalité de McDiarmid et de la formulation duale (2) pour montrer
que

P (T2(Pn, Qm)− ET2(Pn, Qm) > t) ≤ exp

(
− nm

n+m
8t2

)
. (3)
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Finalement, deux résultats récents de del Barrio et Loubes (2019), et del Barrio, Gonzalez-
Sanz et Loubes (2021) montrent que les fluctuations

√
n(T2(Pn, Qm)−ET2(Pn, Qm)) sont

asymptotiquement gaussiennes pour des mesures sur Rd avec la distance euclidienne. On
montre que ce résultat est aussi applicable dans l’espace R2/Z2, ce qui n’était pas couvert
par les travaux précédents.

3 Tests d’homogénéité de deux échantillons pour des
mesures sur R2/Z2

Les méthodes de test d’homogénéité basées sur la distance de Wasserstein restent
encore un problème ouvert. Le cas d’un seul échantillon a été adressé par Hallin et al.
(2021), mais des approches pour deux échantillons en dimension générale, et pour des
mesures sur des espaces plus générales, n’ont pas encore été proposées. La difficulté
intrinsèque de connaître la distribution de Wp(Pn, Qm) explique l’absence de solutions,
spécialement quand la dimension est supérieure à 1. Nous proposons plusieurs approches
de test d’homogénéité basées sur la statistique Tp(Pn, Qm) = Wp

p (Pn, Qm) et permettant
l’évaluation de H0 : P = Q pour des mesures sur R2/Z2. Comme certaines de nos
approches sont basées sur l’extension des resultats pour des mesures sur Rd, elles devraient
être aussi applicables à l’espace éuclidien de dimension générale. Si on note (X1, . . . , Xn)
et (Y1, . . . , Ym) deux échantillons i.i.d. de lois P,Q ∈ P(R2/Z2) respectivement, et Pn, Qm

leur mesures de probabilité empiriques correspondantes, on cherche à tester l’hypothèse
H0 : P = Q via la définition de la p-valeur

p = PH0(Tp(Pn, Qm) ≥ tnm), (4)

où tnm désigne la réalisation de la statistique, i.e. la puissance d’ordre p de la distance de
Wasserstein entre les mesures de probabilité empiriques correspondantes.
Comme on a remarqué, connaître la distribution de la statistique sous l’hypothèse nulle
reste un problème ouvert (et peut être infaisable). Nous explorons donc des solutions
approchées reposant sur:

1. la projection du problème sur un espace unidimensionnel,

2. la définition de bornes supérieures pour les p-valeurs (à partir des inégalités (3)),

3. le comportement asymptotique de la statistique sous l’hypothèse alternative.

La validité de tests obtenus par les trois approches envisagées a été évaluée empirique-
ment sur des données réelles de conformation de protéines, ainsi que sur des données
simulées. Les résultats qui seront présentés montrent que les deux premières approches
permettent de tester de manière efficace l’égalité de deux mesures sur R2/Z2, pour un
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nombre de données suffisamment grand. La troisième approche ne permet pas la con-
struction d’un test, ce qui s’explique car les lois du statistique sous les hypothèses nulle
et alternative ne sont pas distinguables en pratique. Lors de la présentation, on montrera
que les deux approches efficaces se complémentent entre elles, et comment on peut les
combiner afin d’optimiser la performance computationnelle des analyses à implémenter.

Graphiques

ALA-GLN-CYS HIS-GLN-ARG

Figure 1: Exemples des distributions des angles (φ,ψ) correspondant aux acides aminés
centraux dans les tripeptides (fragments de trois acides aminés) ALA-GLN-CYS (gauche)
et HIS-GLN-ARG (droite).
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Résumé. En cas de design épars, l’approche classique pour évaluer l’équivalence phar-
macocinétique entre deux médicaments, basée sur une analyse non compartimentale, ne
peut être mise en place. Dans ce cas, une alternative consiste à utiliser une approche
par modélisation. Dans ce travail, nous nous intéressons à l’impact d’une mauvaise
spécification du modèle pharmacocinétique. Au travers d’une étude de simulation in-
spirée d’une étude de biosimilarité entre deux formulations d’un anticorps monoclonal,
nous montrons que la sélection du modèle est une étape clé dans les études d’équivalence
pharmacocinétique par modélisation.
Mots-clés. Test d’équivalence, pharmacocinétique, modèles non linéaires à effets mixtes,
design épars, biosimilarité

Abstract. In case of sparse design, the conventional approach to evaluate the pharma-
cokinetic equivalence between two drugs, based on a non-compartmental analysis, can
be unfeasible. In that case, an alternative consists in using a model-based approach. In
the present work, we investigate the impact of a misspecification of the pharmacokinetic
model. Through a simulation study inspired by a biosimilarity study of two formulations
of a monoclonal antibody, we show that model selection is a key step in model-based
pharmacokinetic equivalence studies.
Keywords. Equivalence test, pharmacokinetics, non linear mixed effects models, sparse
design, biosimilarity
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1 Introduction

Lorsque l’on veut comparer les profils pharmacocinétiques (PK) de deux médicaments,
la méthode classique est la comparaison des moyennes des aires sous la courbe (AUC)
et des concentrations maximales (Cmax), grâce à un test statistique appelé le Two One
Sided Tests (TOST). Classiquement, ces paramètres PK (AUC,Cmax), sont obtenus grâce
à une approche non compartimentale (NCA), comme recommandé par la FDA (2013).

Lorsque l’AUC et la Cmax ne peuvent être calculés par NCA en raison du design épars
de l’étude, une alternative proposée par Dubois et. al. (2011) est de mettre en œuvre une
approche par modélisation (MB). L’approche MB consiste à inférer sur les paramètres
d’un modèle non linéaire PK à effets mixtes.

Dans ce travail, nous avons évalué, par simulations, l’impact du modèle PK et des effets
traitement estimés sur les résultats de l’approche MB. Nos simulations s’inspirent d’une
étude de biosimilarité entre deux formulations d’un anticorps monoclonal développé par
le laboratoire Roche. En raison de la longue demi-vie du médicament, l’essai clinique a
été mené avec un design parallèle.

2 Méthodes

2.1 Le Two One Sided Test

Le Two One Sided Tests (TOST) consiste à mettre en œuvre deux tests de Wald com-
parant l’effet traitement βT à une valeur seuil δ. La Food and Drug Administration (FDA)
fixe ce seuil à δ = log(1.25). L’hypothèse nulle de non-équivalence est :

H0 : {βT ≤ −δ or βT ≥ δ} (1)

L’effet traitement sur AUC et Cmax est défini comme l’espérance des différences en log
des AUC et Cmax individuelles dans le bras référence et le bras test :

βT
AUC = E(log(AUCT

AUCR
)) (2)

βT
Cmax = E(log(CmaxT

CmaxR
)) (3)

Les résultats sont souvent présentés par le biais du ratio des moyennes géométriques
(GMR) qui est l’exponentielle de βT et dont l’intervalle à 90% doit être compris dans
l’intervalle [0.8; 1.25] pour que l’hypothèse nulle soit rejetée.
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2.2 Étude réelle

Les données utilisées proviennent de deux essais cliniques randomisés mis en place dans le
cadre de l’investigation de la biosimilarité entre deux formulations d’un anticorps mono-
clonal. La première étude (S1) est composée de cinq bras parallèles de 24 patients : trois
bras référence à différents niveaux de dose (105, 225 et 300mg) et deux bras test (105 et
225mg). Dans la seconde étude (S2), composée d’un bras référence de 25 patients et d’un
bras test de 23 patients, la dose testée est 225mg. Les patients ont été suivis pendant 13
semaines.

Les analyses ont été faites séparément pour chaque étude et dose testée. Sur les données
complètes (11 points par sujet), pour l’approche MB, le modèle PK structurel et le
modèle d’erreur résiduelle ont été sélectionnés sur la base du BIC. Nous avons com-
paré les résultats des tests obtenus par l’approche MB avec les résultats obtenus par
NCA (NCA-TOST). Pour l’approche MB, l’erreur standard de βT est dérivée de la ma-
trice d’information de Fisher, borne inférieure de l’estimateur de la matrice de variance-
covariance d’estimation à l’asymptotique (MB-TOST Asympt).

Les analyses ont ensuite été menées sur un sous-ensemble plus épars des données. Ces
protocoles épars (5 points par sujet) ont été obtenus par optimisation du design avec
PFIM , à partir des modèles obtenus sur les données complètes. Dans ce cas de figure,
la méthode NCA n’est pas applicable, et les erreurs standard asymptotiques peuvent ne
pas refléter correctement la variabilité présente dans les données. Nous avons donc testé
l’équivalence PK uniquement par modélisation, en comparant trois méthodes différentes
de calcul des erreurs standards : la méthode asymptotique (MB-TOST Asympt), la correc-
tion de Gallant proposée par Bertrand et. al. (2012) (MB-TOST Gallant) et la génération
de distribution a posteriori à partir d’un algorithme HMC, proposée par Loingeville et.
al. (2020) (MB-TOST Post).

2.3 Étude de simulation

Ce cas réel a inspiré une étude de simulations, avec design riche et épars. Sur les simula-
tions riches, nous avons comparé les performances de NCA-TOST et MB-TOST Asympt
en termes d’erreur de type I et de puissance, en explorant l’impact de la modélisation des
effets traitement. Sur les simulations éparses, nous avons comparé les performances de
MB-TOST Asympt, MB-TOST Gallant et MB-TOST Post en termes d’erreur de type
I et de puissance, en explorant l’impact du modèle PK (1 versus 2 compartiments de
distribution) utilisé, et la pertinence d’une étape de sélection du modèle PK sur le bras
référence en amont de l’étude d’équivalence.
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3 Résultats

3.1 Étude réelle

Les résultats des approches NCA et MB sont concordantes. Sur les données riches,
le modèle PK le plus adapté est un modèle à deux compartiments avec absorption et
élimination linéaires. Sur les données éparses, le modèle PK choisi est un modèle à un
seul compartiment. Sur les données riches comme éparses, la biosimilarité des deux for-
mulations n’a pas pu être montrée (Figure 1).

Figure 1: Ratios des moyennes géométriques (GMR) et leurs intervalles de confiance à
90% pour AUC et Cmax, avec NCA-TOST et MB-TOST Asympt sur les données riches
et avec MB-TOST Asympt, Gallant et Post sur les données éparses. Les lignes grises sont
les limites de l’intervalle H1, GMR = 0.8 et GMR = 1.25, et la ligne noire représente
GMR = 1.
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3.2 Étude de simulation

Le modèle PK qui a été utilisé pour simuler les données est celui sélectionné pour décrire
les données réelles du bras référence de S1 à la dose 225mg, correspondant à un modèle
à deux compartiments avec absorption et élimination linéaires, avec des effets traitement
simulés sur la clairance (Cl) et le volume (V1) du compartiment principal.

Sur les simulations avec un protocole riche, lorsque l’on travaille avec le modèle PK
structurel simulé en estimant des effets traitement sur tous les paramètres apparents, les
erreurs de type I obtenues avec MB-TOST Asympt sont similaires à celles obtenues avec
NCA-TOST et proches de la valeur nominale de 5%. Une modélisation des effets traite-
ment différente de celle utilisée pour simuler les données (effets traitement estimés sur la
constante d’absorption ka et la biodisponibilité F ) ne donne pas de résultats satisfaisants.

Sur les simulations avec un protocole épars, MB-TOST Asympt et Post permettent de
contrôler les erreurs de type I avec le modèle PK utilisé pour simuler les données. Dans
notre exemple où l’éloignement à l’asymptotique est faible, MB-TOST Gallant se révèle
trop conservateur. Lorsque le modèle PK est mal spécifié (un seul compartiment estimé),
on observe une inflation de l’erreur de type I sur Cmax.

Enfin sur les simulations éparses, si on ajoute une étape de sélection sur la base du BIC
du nombre de compartiments du modèle PK sur les données de référence, le bon modèle
est sélectionné dans la majorité des cas et l’erreur de type I des tests est contrôlée (Figure
2).
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Figure 2: Erreurs de type I pour MB-TOST Asympt et MB-TOST Post sur les données
éparses simulées avec effets traitements simulés sur AUC et Cmax égaux à log(0.8) et
log(1.25). Les lignes en pointillés représentent l’intervalle de confiance à 95% autour de
0.05 pour 1000 jeux de données.

4 Conclusion

L’approche par modélisation apparâıt comme une alternative robuste à l’approche non
compartimentale dans le cas de designs épars. Notre étude de simulation a permis de
montrer que la sélection du modèle PK est une étape clé dans la mise en œuvre d’une
approche par modélisation pour les études d’équivalence PK. Cette approche, utilisée ici
pour montrer la biosimilarité, peut aussi être appliquée aux études de bioéquivalence où
l’on compare un générique à un médicament de référence.
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Résumé. Dès le début de la pandémie mars 2020, l’Organisation Mondiale de la Santé a 
recommandé des études de séroprévalence sur un échantillon aléatoire de la population afin de 
préciser les connaissances sur l’étendue de la circulation du SARS-CoV-2 et d’évaluer l’immunité 
acquise d’une population ; cette recommandation a d’ailleurs été relayée par le président de la SFdS, 
Jean-Michel Marin et la plateforme MODCOVID de l’INSMI. Nous présenterons l’histoire de   ce 
projet à l’initiative des mathématiciens mais qui n’aurait pas pu se réaliser sans un financeur et sans 
l’implication d’épidémiologistes et/ou virologues du CHRU de Nancy. Bien sûr nous donnerons 
quelques éléments de la méthode et les résultats. 

Mots-clés. COVID-19, séroprevalence, échantillon aléatoire, facteurs de risque, profil de 
symptômes, transmission intra foyer, séroneutralisation 

 

Abstract. From the start of the pandemic in March 2020, the World Health Organisation 
recommended seroprevalence studies on a random sample of the population in order to clarify 
knowledge on the extent of circulation of SARS-CoV-2 and to evaluate the acquired immunity of a 
population; this recommendation was also relayed by the president of the SFdS, Jean-Michel Marin 
and the INSMI's MODCOVID platform. We will present the history of the project, which was 
initiated by mathematicians but could not have been carried out without a funder and the 
involvement of epidemiologists and/or virologists from the Nancy CHRU. Of course we will give 
some elements of the method and the results. 

Keywords. COVID-19, seroprevalence, random sample, risk factors, symptoms profiles, 
seroneutralisation 
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1. Méthode 
6094 individus identifiés par tirage au sort sur les listes électorales, stratifié sur les zones IRIS de la 
MGN ont été invités avec tous les membres de leur foyer, âgés de plus de 5 ans, à une visite réalisée 
entre le 26 juin et le 24 juillet 2020. Cette visite inclut le remplissage d’un questionnaire explorant 
les caractéristiques sociodémographiques et le niveau de précarité sociale, médicales, les contacts 
potentiels avec le virus de la COVID-19, le recensement de 18 symptômes avec leur intensité et la 
réalisation d’un prélèvement sanguin. Un test ELISA (Bio-rad) a été utilisé pour détecter les 
anticorps anti-SARS-CoV-2 (IgT, c'est-à-dire IgA/IgG/IgM). Les échantillons de sérum ont été 
classés en fonction de l'activité de séroneutralisation >50% (NT50). Chaque zone IRIS a été 
associée au score EDI (indice écologique de défavorisation sociale). 
Les analyses statistiques étaient relativement standard (calcul de pourcentages, ajustement, 
redressement pour la transposition de la prévalence à l’échelle de la métropole ou de la France ; 
régression logistique et Odds Ratio, test du chi-deux ou de Fisher pour la comparaison des groupes). 
Nous avons aussi utilisé des méthodes de clustering de variables pour la description des profils de 
symptômes ainsi qu’un test et des méthodes de simulation par permutations pour tester la 
transmission et estimer le risque relatif d’être infecté lorsque l’on est dans un foyer avec un membre 
séropositif. 
 

2. Résultats 
Parmi les 2006 participants âgés de 5 à 95 ans dont 55% de femmes et 148 mineurs, 21% sont 
considérés en « précarité sociale » (score Epices >30). Parmi les participants, 252 (12,6%) pensaient 
avoir été infectés par COVID-19 parce qu'ils avaient ressenti des symptômes (86%) et/ou avaient été 
en contact avec une personne malade (44%).  
43 participants étaient séropositifs au SARS-CoV-2 soit une séroprévalence brute de 2,1% (IC 95% 
[1,5-2,9]) et à 2,30% après standardisation selon l’âge et le sexe en France. Elle était plus élevée 
pour les 20-34 ans (4,7 %, IC95% [2,3 - 8,4]), dans les EDI associé à niveau socio-économique 
inférieur (2,7% pour quintiles 3-4-5 contre 1 % pour les quintiles 1-2, p=0,02). Cependant, elle n’est 
pas significativement plus faible chez les personnes en situation de précarité sociale (1,0% pour les 
scores EPICES >30 contre 2,5% sinon, p=0,09). La transmission intra-foyer était significative 
(p=10-6) avec un RR = 30 (IC95% =[20 ; 78]).  
En ce qui concerne les symptômes 25% des individus (IC95% [23 - 27]) ont déclaré au moins un 
des 4 symptômes de la COVID-191, ce critère est significativement lié à la séroprévalence (6,5% 
contre 0,7%, p<10-13). Près de la moitié des individus (47% (resp. 14%)) ont déclaré avoir ressenti 
au moins un des symptômes (resp. un symptôme "intense"). La présence d'au moins un symptôme 
était significativement lié à une séroprévalence plus élevée (3,8 % contre 0,7 %, p<10-5). Cette 
différence est accentuée lorsqu'au moins un des symptômes est qualifié d'intense (9,4 % contre 0,7 
%, p<10-17).  L’anosmie ou l'agueusie (perte d’odorat ou de gout) est le symptôme le plus 
discriminant (OR=27,8, CI= [13,9 - 54,5]).  
16,3 % des personnes séropositives étaient totalement asymptomatiques alors que les 
                                                        
1D’après la définition de l’ECDC 
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symptomatiques ont déclaré des symptômes dans les trois première dernières semaines de mars ; 
montrant un net effet du confinement dans la diminution de la propagation de la maladie. Enfin, 
pour 31/43 (72%, [56 - 85]) séropositifs, la détection des anticorps a été associée à une activité de 
neutralisation du SARS-CoV-2 démontrée in vitro au laboratoire. 

3. Conclusion 
Cette étude met en évidence une très faible prévalence des sérologies positives anti-SARS-CoV-2, 
lors de la 1ère vague laissant supposer un effet bénéfique du confinement, avec une 
séroneutralisation fréquente du SARS-CoV-2 chez les patients IgT-positifs. Des études 
supplémentaires réalisées sur des populations variées devront préciser la durée de persistance de 
cette neutralisation sérique, sa corrélation avec la protection des individus contre l’infection et/ou la 
sévérité de la maladie COVID-19, et une éventuelle protection croisée contre des souches de SARS-
CoV-2 qui évoluent sur le plan génétique. 
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Résumé. Dans cette note, nous considérons un modèle appelé CHARME (Condi-
tional Heteroscedastic Autoregressive Mixture of Experts). En quelques mots, c’est un
modèle de mélange généralisé de séries chronologiques non linéaire et non paramétrique
AR-ARCH. Nous garantissons la stabilité (ergodicité et stationnarité) du modèle sous
certaines conditions de type Lipschitz pour les fonctions d’autorégression et de volatilité,
lesquelles sont beaucoup plus faibles que celles présentées dans la littérature existante. Ce
résultat et la propriété d’approximation universelle de réseaux de neurones (RN), possi-
blement avec des architectures profondes (RNP), nous fournit les bases pour développer
une théorie d’apprentissage pour les fonctions d’autorégression-basées-sur-RN du modèle.
En outre, la consistance forte et la normalité asymptotique de l’estimateur des poids et
des biais des RN considéré sont garanties sous de faibles conditions.

Mots-clés. modèle AR-ARCH non-paramétrique ; réseaux de neurones profonds ;
modèles de mélange ; séquence à changement de régime markoviens ; dépendance τ -faible ;
ergodicité ; stationnarité ; identifiabilité ; consistance ; signaux d’EEG.

Abstract. In this note, we consider a model called CHARME (Conditional Heterosce-
dastic Autoregressive Mixture of Experts). Roughly speaking, this is a class of generalized
mixture of nonlinear nonparametric AR-ARCH time series. We guarantee the stability
(ergodicity and stationarity) of the model under certain Lipschitz-type conditions on the
autoregression and volatility functions, which are much weaker than those presented in
the current literature. This result and the universal approximation property of neural
networks (NN), possibly with deep architectures (DNN), provides us with the bases for
developing a learning theory for the NN-based autoregressive functions of the model. By
the way, the strong consistency and asymptotic normality of the considered estimator of
the NN weights and biases are guaranteed under weak conditions.

Keywords. Nonparametric AR-ARCH ; deep neural network ; mixture models ; Mar-
kov switching ; τ -weak dependence ; ergodicity ; stationarity ; consistency ; EEG signals.
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1 Introduction

Dans l’analyse de séries chronologiques, il est commun d’étudier les modèles tels que :
AR, ARMA, ARCH, GARCH, etc. ; ou plus généralement, le modèle CHARN

Xt = f(Xt−1, . . . , Xt−p, θ
0) + g(Xt−1, . . . , Xt−p,λ

0)εt, t ∈ Z, (1)

où f , g sont des fonctions inconnues et (εt)t∈Z est un bruit blanc indépendant. Cependant,
dans la pratique, il n’est pas toujours réaliste de supposer que le processus observé ait
la même tendance f et la même volatilité g à chaque instant t. Entre autre, c’est le
cas des signaux d’EEG, voir Lo et al. (2009), où l’on peut observer des changements de
comportement, même brusques, lesquelles on ne peut pas les modéliser même en utilisant
les modèles localement stationnaires. C’est pour cela que nous nous concentrons sur un
modèle plus général, appelé CHARME, qui prend en compte ces changement brusques de
comportement.

Pour définir ce modèle, considérons l’espace de Banach (E, ‖ · ‖), doté de sa tribu
borélienne E . L’espace produit Ep est alors naturellement doté de sa tribu produit E⊗p.
Le modèle CHARME(p), à valeurs dans E, est la série chronologique définie par

Xt =
K∑

k=1

ξ(k)t

(
fk(Xt−1, . . . , Xt−p, θ

0
k) + gk(Xt−1, . . . , Xt−p,λ

0
k)εt

)
t ∈ Z, (2)

où

– pour chaque k ∈ [K] := {1, 2, . . . , K}, fk : Ep × Θk −→ E et gk : Ep × Λk −→ R
sont respectivement les fonctions d’autorégression et de volatilité, avec des espaces
de paramètres respectifs Θk et Λk, E⊗p × B(Θk)- et E⊗p × B(Λk)- mesurables, où
B(Θk) est la tribu borélienne sur Θk et pareillement pour Λk ;

– (εt)t est un bruit blanc indépendant à valeurs dans E ;

– ξ(k)t = I{Rt=k}, avec IC désignant la fonction caractéristique de C (i.e., elle vaut 1 sur
C et 0 sinon), où (Rt)t∈Z est une séquence de variables aléatoires indépendantes à
valeurs dans l’espace fini [K], qui est en plus indépendante du bruit blanc (εt)t∈Z.
Par la suite, on pose πk = P(R0 = k).

Le modèle (2) peut être étendu au cas p = ∞. Nous l’appellerons alors modèle
CHARME à mémoire infinie et que nous désignerons par CHARME(∞). Dans ce cadre,
l’espace d’états du modèle est le sous-ensemble de EN :

E∞ :=
{
(xk)k>0 ∈ EN : xk = 0 for k > N, for some N ∈ N∗} ,

doté de sa tribu produit E⊗N.
Il est clair que le modèle (2) contient le modèle (1) (cela correspond au cas K = 1 en

(2)). D’ailleurs, des applications de ce modèle ont été traitées d’une manière directe ou
indirecte dans plusieurs domaines de recherche. Voir par exemple : Tadjuidje-Kamgaing,
J. (2005), Weigend, A.S. and Shi, S. (2000), Kirch, C. and Kamgaing, T. (2012) et Liehr
et al. (1999).
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2 Ergodicité et stationnarité des modèles CHARME

Le résultat suivant nous fournit des conditions pour avoir la stabilité du modèle dont
la preuve est donnée dans la Section 8.1 de Gómez-Garćıa et al. (2020).

Théorème 1. Considérons le modèle CHARME(∞), i.e., (2) avec p = ∞. Supposons

qu’il existe des séquences non-négatives (a(k)i )i≥1,k∈[K] et (b(k)i )i≥1,k∈[K] telles que, pour
tout x, y ∈ E∞ et tout k ∈ [K],

‖fk(x, θ0k)− fk(y, θ
0
k)‖ ≤

∞∑

i=1

a(k)i ‖xi − yi‖, |gk(x, θ0k)− gk(y, θ
0
k)| ≤

∞∑

i=1

b(k)i ‖xi − yi‖ (3)

Notons Ak =
∑∞

i=1 a
(k)
i , Bk =

∑∞
i=1 b

(k)
i et C(m) = 2m−1

∑K
k=1 πk (Am

k +Bm
k ‖ε0‖mm). Alors,

nous obtenons les affirmations suivantes :

(i) si c := C(1) < 1, alors il existe une solution strictement stationnaire (Xt)t∈Z du
modèle CHARME(∞) appartenant à L1.

(ii) si en plus C(m) < 1 pour certain m > 1, alors cette solution appartient à Lm.

Remarque 1.

(1.1) Le résultat précédent est également valable dans le cas p < ∞. En effet, il suffit de

prendre a(k)i = b(k)i = 0 pour tout i > p et tout k ∈ [K] dans les inégalités (3).

(1.2) Remarquons que le modèle CHARME(∞) (2) avec p = ∞ peut être réécrit comme
une séquence de Markov Xt = F (Xt−1, Xt−2, . . . ; ξ̃t), t ∈ Z, via la fonction

F (x; (ξ(0), . . . , ξ(K))) =
K∑

k=1

ξ(k)
(
fk(x, θ

0
k) + gk(x,λ

0
k)ξ

(0)
)
, (4)

avec des innovations ξ̃t := (εt, ξ
(1)
t , . . . , ξ(K)

t ) = (εt, ξt) ∈ E×Be, oùBe := {e1, . . . , eK}
est la base canonique de RK . Sous les hypothèses du Théorème 1, la fonction F est
continue car les fonctions fk(·, θ0k) et gk(·,λ0

k) sont continues par la condition (3).
Il découle alors de (Doukhan, P. and Wintenberger, O, 2008, Lemma 5.5) et de
la complétude de Lm, qu’il existe une fonction mesurable H telle que le processus
CHARME(∞) peut être écrit comme Xt = H(ξ̃t, ξ̃t−1, . . .). C’est-à-dire : le pro-
cessus CHARME(∞) peut être représenté par un décalage de Bernoulli causal. En
outre, sous ces hypothèses, (Xt)t∈Z est le seul décalage de Bernouli causal, solution
à (2) avec p = ∞. Donc, la solution (Xt)t∈Z est automatiquement un processus er-
godique. Enfin, le théorème ergodique implique la LFGN pour ce processus. Cette
conséquence du Théorème 1 sera un résultat clé pour établir la consistance forte
lorsqu’il s’agit d’estimer les fonctions d’autorégression et de volatilité du modèle
CHARME(p).

(1.3) Stockis et al. (2010) montre l’ergodicité du modèle CHARME(p) avec p < ∞, sous
réserve de multiple conditions. En particulier, les auteurs demandent la régularité
du bruit blanc (εt)t∈Z. En revanche, nous n’avons pas besoin de cette restriction ici.
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3 Estimation des paramètres du modèle : consistance

Soit (Xt)1−p≤t≤n n+ p observations de la solution strictement stationnaire (Xt)t∈Z du
modèle (2) (cette solution existe grâce au Théorème 1). Supposons que le nombre d’états
K est connu et que nous avons accès aux observations des variables cachées iid (Rt)1−p≤t≤n,

ou bien, des variables (ξ(k)t )1−p≤t≤n,k∈[K]. Une hypothèse similaire peut être trouvée dans
la littérature pour des cas spécieux du modèle CHARME. Voir, e.g., Tadjuidje-Kamgaing,
J. (2005) et Stockis et al. (2010).

Notre objectif est d’étudier un estimateur non linéaire des paramètres

(θ0,λ0) := (θ01, . . . , θ
0
K ,λ

0
1, . . . ,λ

0
K)

du modèle CHARME(p) (2) à partir des observations (Xt)1−p≤t≤n et (ξ(k)t )1−p≤t≤n,k∈[K].
Cet objectif est atteint en résolvant le problème de minimisation

(θ̂n, λ̂n) ∈ Argmin(θ,λ)∈Θ×Λ Qn(θ,λ), où

Qn(θ,λ) :=
1

n

n∑

t=1

K∑

k=1

ξ(k)t '
(
Xt, fk(Xt−1, . . . , Xt−p, θk), gk(Xt−1, . . . , Xt−p,λk)

)
.

(5)

Ici, ' : E ×E ×R −→ R∪ {+∞} est une certaine fonction de coût. En général, ' devrait
satisfaire '(u, u, τ) = 0, ∀τ .

Afin de présenter notre résultat de consistance, il est plus commode de définir les
processus

Yt = (Xt−p, Xt−p+1, . . . , Xt) et ξt = (ξ1t , . . . , ξ
K
t ), t ∈ Z.

Soit (Ep+1 ×Be, E⊗(p+1) ⊗ Ξ, P ) l’espace de probabilité commun, dans lequel sont définis
les vecteurs aléatoires Yt et ξt. Adoptons la notation suivante :

h(Yt, ξt, θ,λ) :=
K∑

k=1

ξ(k)t '
(
Xt, fk(Xt−1, . . . , Xt−p, θk), gk(Xt−1, . . . , Xt−p,λk)

)
. (6)

En utilisant des arguments complexes du calcul des variations (en particulier sur les
intégrands normaux et l’épi-convergence (voir Rockafellar, R.T. (1976) et Rockafellar,
R.T. and Wets, R.J.B. (1998)), nous pouvons établir la consistance de l’estimateur (5)
sous de faibles conditions. En particulier, sans la nécessité d’avoir un échantillon iid ni la
différentiabilité de la fonction Qn. Ceci est résumé dans le théorème suivant :

Théorème 2. Soit (Xt)t∈Z une solution strictement stationnaire et ergodique du modèle
(2) (elle existe grâce au Théorème 1 avec C(m) < 1 pour certain m ≥ 1). Considérons
les conditions raisonnables (A.1)-(A.7) de Gómez-Garćıa et al. (2020). Alors,

(i) chaque point d’accumulation de (θ̂n, λ̂n)n∈N appartient à Argmin(θ,λ)∈Θ×Λ Eh(Y, ξ, θ,λ)
p.s.

(ii) si de plus la suite (Qn)n∈N est équi-coercitive, et Argmin(θ,λ)∈Θ×Λ Eh(Y, ξ, θ,λ) =

{θ0,λ0}, alors (θ̂n, λ̂n) → (θ0,λ0) et Qn(θ̂n, λ̂n) → Eh(Y, ξ, θ0,λ0) p.s.
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4 Apprentissage du modèle avec des RNP

Il est connu que, étant donné toute fonction cible continue f et une précision cible
ε > 0, les réseaux de neurones (RN) avec suffisamment paramètres (poids et biaises) judi-
cieusement choisis donnent une approximation de la fonction pour une erreur de taille ε.
Cette propriété d’approximation universelle des RN, nous permet de considérer le modèle
CHARME(p) (2) avec les fonctions fk et gk exactement modélisées par des RN, avec
E = Rd. Pour une introduction de réseaux de neurones (profonds), voir Section 2.2 de
Gómez-Garćıa et al. (2020). Avec les mêmes notations de cette dernière section, pour

chaque k ∈ [K], soit θk =
(
(W (1)

k , b(1)k ), . . . , (W (Lk)
k , b(Lk)

k )
)
, où W (l)

k et b(l)k sont respective-

ment la matrice des poids et le vecteur de biaises de la l-ème couche du RN fk. Similai-

rement λk =
(
(W̄ (1)

k , b̄(1)k ), . . . , (W̄ (L̄k)
k , b̄(L̄k)

k )
)
pour le RN gk. De plus, nous considérons la

même fonction d’activation ϕ pour toutes les couches des RN fk, gk, avec k ∈ [K].

Ergodicité et Stationnarité. En considérant les notations du Théorème 1, les précédentes
notations et en notant ‖W l

k‖ la norme spectrale de la matrice correspondante, on peut
démontrer que

Ak =
(
Lip(ϕ)Lk−1

Lk∏

l=2

‖W (l)
k ‖

) p∑

i=1

‖W (1)
k,i ‖ et Bk =

(
Lip(ϕ)L̄k−1

L̄k∏

l=2

‖W̄ (l)
k ‖

) p∑

i=1

‖W̄ (1)
k,i ‖.

Par conséquence, si C(m) = 2m−1
∑K

k=1 πk (Am
k +Bm

k ‖ε0‖mm) < 1 pour un certain m ≥ 1,
il existe une solution strictement stationnaire du modèle CHARME(p)-basé-sur-RN.

Consistance. Les conditions (A.1)-(A.7) de Gómez-Garćıa et al. (2020) sont satisfaites
pour les RN fk et gk, pour tout k ∈ [K] (cela a été montré dans le cité article). Donc,
l’existence de la solution stationnaire et ergodique du modèle CHARME(p)-basé-sur-RN,
implique le Théorème 2(i).

Pour pouvoir appliquer le Théorème 2(ii), nous avons besoin d’une certaine équi-
coercitivité et unicité des vrais paramètres (θ0,λ0). Ceux-ci sont discutées et assurées
dans la Section 6.2.1 de Gómez-Garćıa et al. (2020).

5 Commentaires

Établir la normalité asymptotique de l’estimateur (5) est très complexe dans un cadre
variationnel. C’est pour cela que nous nous restreignons aux arguments habituels de la
théorie d’inférence statistique qui demandent, en particulier, la dérivabilité d’ordre trois
de la fonction Qn. En plus, pour simplifier les résultats, nous prenons '(u, v, τ) = ‖u −
v‖2/τ 2 et gk ≡ 1, pour tout k ∈ [K]. Sous ces conditions et restrictions, nous établissons
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la normalité asymptotique de l’estimateur (5). Les détails peuvent être trouvés dans la
Section 5 de Gómez-Garćıa et al. (2020) et seront aussi discutés lors de cette présentation.
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A Kernel-based Consensual Aggregation for
Regression

Sothea HAS

LPSM, Sorbonne Université
75005 Paris, France
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Résumé. Dans cet exposé, nous introduisons une méthode d’agrégation consensuelle
basée sur un noyau pour les problèmes de régression. Nous visons à combiner de manière
flexible des régresseurs r1, r2, ..., rM en utilisant une moyenne pondérée où les poids sont
définis à l’aide d’une fonction noyau. Cette méthode peut être considérée comme une
méthode à noyau standard mise en œuvre sur les prédictions données par tous les estima-
teurs individuels au lieu des entrées. Ce travail étend le contexte de Biau et al. (2016) à un
cadre plus général à l’aide d’une structure de noyau. Nous montrons que cette configura-
tion hérite asymptotiquement de la propriété de consistance des estimateurs consistants.
De plus, nous proposons d’apprendre numériquement le paramètre de la méthode en util-
isant un algorithme de descente de gradient pour des choix appropriés de fonction noyau
au lieu d’utiliser l’algorithme de recherche de grille classique. Les expériences numériques
réalisées sur plusieurs jeux de données simulés et réels suggèrent que la performance de
la méthode est améliorée avec l’introduction des fonctions noyau.

Mots-clés. Agrégation consensuelle, noyau, régression.

Abstract. In this talk, we introduce a kernel-based consensual aggregation method
for regression problems. We aim to flexibly combine individual regression estimators
r1, r2, ..., rM using a weighted average where the weights are defined based on some kernel
function. It may be seen as a kernel smoother method implemented on the features of
predictions, given by all the individual estimators, instead of the original inputs. This
work extends the context of Biau et al. (2016) to a more general kernel-based framework.
We show that this configuration asymptotically inherits the consistency property of the
basic consistent estimators. Moreover, we propose to numerically learn the key parameter
of the method using a gradient descent algorithm for a suitable choice of kernel functions
instead of using the classical grid search algorithm. The numerical experiments carried
out on several simulated and real datasets suggest that the performance of the method is
improved with the introduction of kernel functions.

Keywords. Consensual aggregation, kernel, regression.
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1 Introduction

The first idea of consensual aggregation method was introduced in classification problem
by Mojirsheibani (1999). In his combing classification method, the predicted class of a
given data point is the majority vote among the actual classes of those data points that
share the same predictions, given by all the individual classifiers, with the query point.
Later, Mojirsheibani (2000) and Mojirsheibani and Kong (2016) introduced respectively
the exponential and general kernel-based versions of the primal method.

Analogously, Biau et al. (2016) configured the primary idea of Mojirsheibani (1999) as
regression framework where a training point xi is “close” to the query point x if each of
their predictions, given by all the basic regression estimators, is close. The combination
is the weighted average of the actual response values yi of the close neighbors xi of x.
In this case, the weight is defined using 0-1 loss. It was shown theoretically in these
former papers that the combinations inherit the consistency property of consistent basic
estimators.

Recently, a kernel-based version of Biau et al. (2016) called KernelCobra has been
implemented in pycobra python library (see Guedj and Srinivasa Desikan (2018)). More-
over, it has also been applied in filtering to improve the image denoising (see Guedj and
Rengot (2020)). In a slightly different setting, we present another kernel-based consen-
sual regression aggregation method in this paper, as well as its theoretical and numerical
performances. We show that the consistency inheritance property shown in Biau et al.
(2016) also holds for this kernel-based configuration for a broad class of regular kernels.
Moreover, the evidence of numerical simulation carried out on a similar set of simulated
models, and some real datasets show that the present method outperforms the classical
one.

2 The proposed kernel-based method

2.1 Notation and definition

We consider a training sample Dn = {(X1, Y1), (X2, Y2), ..., (Xn, Yn)} where (Xi, Yi), i =
1, 2, ..., n, are independent and identically distributed with the same realization as (X, Y ).
We assume that (X, Y ) is an Rd ×R-valued random variable with a suitable integrability

which will be specified later. We randomly split Dn into two subsets Dk = {(X(k)
1 , Y (k)

1 ),

(X(k)
2 , Y (k)

2 ), ..., (X(k)
k , Y (k)

k )} and D! = {(X(!)
1 , Y (!)

1 ), (X(!)
2 , Y (!)

2 ), ..., (X(!)
! , Y (!)

! )} of size k
and ! respectively such that k+ ! = n (the common choice is k = "n/2# = n− !). The M
individual candidate regression estimators, rk,1, rk,2, ..., rk,M , are constructed using only
the data points contained in Dk and the choice of these regression estimators are arbitrary.
They could be parametric, nonparametric or semi-parametric, and the only requirement
of these individual estimators is being able to provide predictions of the remaining part
D! and the query point x. In the sequel, for any x ∈ Rd, the following notations are used:
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rk(x) = (rk,1(x), rk,2(x), ..., rk,M(x)): the vector of predictions of x.

‖x‖ = ‖x‖2 =
√∑d

i=1 x
2
i : Euclidean norm on Rd.

g∗(x) = E[Y |X = x]: the optimal regression estimator.

A regular kernel, K : RM → R+, is a nonnegative decreasing function satisfying:

∃b,κ0, ρ > 0 such that

{
b BM (0,ρ)(z) ≤ K(z) ≤ 1, ∀z ∈ RM

∫
RM supu∈BM (z,ρ) K(u)dz = κ0 < +∞

(1)

where BM(c, r) = {z ∈ RM : ‖c − z‖ < r} denotes the open ball of center c ∈ RM and
radius r > 0. The consensual regression aggregation evaluated at any point x ∈ Rd is
defined by,

gn(rk(x)) =
!∑

i=1

Wn,i(x)Y
(!)
i . (2)

The proposed method in this talk corresponds to the following weight:

Wn,i(x) =
Kh(rk(X

(!)
i )− rk(x))∑!

j=1 Kh(rk(X
(!)
j )− rk(x))

, i = 1, 2, ..., ! (3)

where Kh(z) = K(z/h) for some smoothing parameter h > 0 with the convention of
0/0 = 0. Notice that the classical method of Biau et al. (2016) corresponds to the
following naive weight:

Wn,i(x) =

∏M
m=1 {|rk,m(X

(!)
i )−rk,m(x)|<ε}

∑!
j=1

∏M
m=1 {|rk,m(X

(!)
j )−rk,m(x)|<ε}

, i = 1, 2, ..., ! (4)

for some smoothing parameter ε > 0 with the same convention of 0/0 = 0.

2.2 Theoretical performance

The performance of the combining estimation gn is measured using the following quadratic
risk,

E
[
|gn(rk(X))− g∗(X)|2

]

where the expectation is taken with respect to both X and the training sample Dn.
The following proposition shows that the nonasymptotic-type control of the distortion,
presented in Proposition.2.1 of Biau et al. (2016), also holds for this case of regular kernels.
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Proposition 1 Let rk = (rk,1, rk,2, ..., rk,M) be the collection of all basic estimators and
gn(rk(x)) be the combined estimator computed at point x ∈ Rd. Then, for all distributions
of (X, Y ) with E[|Y |2] < +∞,

E
[
|gn(rk(X))− g∗(X)|2

]
≤ inf

f∈G
E
[
|f(rk(X))− g∗(X)|2

]

+ E
[
|gn(rk(X))− g∗(rk(X))|2

]
.

In particular,

E
[
|gn(rk(X))− g∗(X)|2

]
≤ min

1≤m≤M
E
[
|rk,m(X)− g∗(X)|2

]

+ E
[
|gn(rk(X))− g∗(rk(X))|2

]
.

Given all the machines, the first term of this bound cannot be controlled as it depends
on the performance of the best constructed machine, and it will be there as the asymptotic
control of the performance of the proposed method. Our main task is to deal with
the second term E[|gn(rk(X)) − g∗(rk(X))|2], which can be shown to be asymptotically
negligible in the following key proposition.

Proposition 2 Assume that rk,m is bounded for all m = 1, 2, ..,M . Let h → 0 and
! → +∞ such that hM! → +∞. Then

E
[
|gn(rk(X))− g∗(rk(X))|2

]
→ 0 as ! → +∞

for all distribution of (X, Y ) with E[|Y |2] < +∞. Thus,

lim sup
!→+∞

E
[
|gn(rk(X))− g∗(X)|2

]
≤ inf

f∈G
E
[
|f(rk(X))− g∗(X)|2

]
.

And in particular,

lim sup
!→+∞

E
[
|gn(rk(X))− g∗(X)|2

]
≤ min

1≤m≤M
E
[
|rk,m(X)− g∗(X)|2

]
.

Proposition 2 above is an analogous setup of Proposition 2.2 in Biau et al. (2016). In
this study, we can derive the result for this broader class thanks to the boundedness of all
the basic machines. However, the price to pay for the universality for this class of regular
kernels is the lack of convergence rate. To this goal, a weak smoothness assumption of g∗

with respect to the basic machines is required. For example, the convergence rate obtained
in Biau et al. (2016) is of order O(!−2/(M+2)) under the same smoothness assumption, and
this result holds for all the compactly support kernels. Our goal is not to theoretically do
better than the classical method but to investigate such a similar question in a broader
class of kernel functions. For those kernels which the tails decrease fast enough, the
convergence rate of the variance-type term can be attained as described in the following
main theorem of this talk.
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Theorem 1 Assume that the response variable Y and all the basic machines rk,m,m =
1, 2, ...,M , are bounded by some constant R. Suppose that there exists a constant L ≥ 0
such that, for every k ≥ 1,

|g∗(rk(x))− g∗(rk(y))| ≤ L‖rk(x)− rk(y)‖, ∀x, y ∈ Rd.

We assume moreover that,

∃RK , Ck > 0 : K(z)‖z‖2 ≤ CK

1 + ‖z‖M , ∀z ∈ RM such that ‖z‖ ≥ RK .

Then, with the choice of h ∝ !−
M+2

M2+2M+4 , one has

E[|gn(rk(X))− g∗(X)|2] ≤ min
1≤m≤M

E[|rk,m(X)− g∗(X)|2] + C!−
4

M2+2M+4 (5)

for some positive constant C = C(b, L,R,RK , CK) independent of !.

Remark 1 The assumption on the upper bound of the kernel K in the theorem above is
very weak, chosen so that the result holds for a large subclass of regular kernels. However,
the convergence rate is indeed slow for this subclass of kernel functions. If we strengthen
this condition, we can obtain a much nicer result. For instance, if we assume that the
tails decrease exponentially fast i.e.,

∃RK , CK > 0 and α ∈ (0, 1) : K(z) ≤ CKe
−‖z‖α , ∀z ∈ RM , ‖z‖ ≥ RK ,

by following the same procedure as in the proof of the above theorem, one can easily check
that the convergence rate (of the quantity in proposition 2) is of order O(!−2α/(M+2α)).
This rate approaches the state of the art of the classical method by Biau et al. (2016)
when α approaches 1.

3 A summary of numerical result and conclusion

Constructing the proposed method is equivalent to estimating the window parameter
which was normally done in all the previous studies using grid search algorithm. Through
several simulations, we observe a convex-like curve of the quadratic risk (as function of
window parameter). To take benefit from this observation, we propose to estimate the
key parameter using gradient descent algorithm for suitable options of kernel functions
such as Gaussian kernel, for example. Several numerical experiments carried out on
different simulated datasets (see Biau et al. (2016)), real public datasets (Dua and Graff
(2017a), Kaggle (2016) and Cortez et al. (2009), Dua and Graff (2017b)) and private
dataset (Cadet et al. (2005)), confirm the theoretical results described in the previous
section. We observe that the average errors produced by the proposed method mostly
outperform or bias towards the best individual estimator of the combination. Moreover,
the performance is improved compared to the classical method by Biau et al. (2016).
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Résumé. Chaque année, en France, plus de 100 000 personnes déclarent un infarctus
du myocarde (IM) qui, pour certains d’entre eux, conduit à un remodelage ventriculaire
gauche (RVG) et à de l’insuffisance cardiaque (IC). De précédentes études ont montré que
la présence d’un RVG suite à un infarctus était un facteur de risque d’IC et de décès pour
causes cardiovasculaires. La rechercher de biomarqueurs permettant la prédiction du RVG
ou de la survie à un stade précoce est donc un problème de santé publique. Notre but, ici,
est de sélectionner un petit nombre de protéines liées au RVG ou à la survie en utilisant
les mesures de plus de 5000 protéines sur deux cohortes d’environs 240 patients chacune
disponibles au moment de l’infarctus, mais aussi à trois temps supplémentaires pour l’une
des deux cohortes. Dans un premier temps, nous présenterons un modèle prédictif de
la survie basé sur la création de clusters de patients. Puis, nous nous concentrerons sur
la dimension longitudinale des données et explorerons comment cette dimension peut
nous être utile dans la sélection de protéines pour la prédiction précoce de la survie des
patients. Afin de modéliser la dimension longitudinale et la grande dimension des données
un clustering longitudinal sera d’abord étudié afin de créer des groupes de protéines
pouvant ensuite être utilisés dans un modèle de prédiction de la survie.

Mots-clés. Santé, prédiction, clustering, survie, données longitudinales, grande di-
mension.

Abstract. Each year, in France, over 100 000 people suffer from myocardial infarction
(MI) which, for some of them, lead to a left ventricular remodeling (LVR) and heart
failure (HF). Studies have shown that during a year following MI, LVR is a risk factor
for HF and cardiovascular death. Finding biomarkers which can detect early stage of
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LVR or HF after a MI is a leading public health matter. We are aiming at selecting few
proteins responsible for LVR and survival, using not only baseline measurements of over
5000 proteins on 2 cohorts of around 240 patients each, but also using three additional
longitudinal measurements of these proteins available on one of the two cohorts. In a first
time, we will present how we developped a prediction survival model by creating cluster
of patients. In a second time, we will focus on the longitudinal dimension of the data and
explore how this dimension could help selecting relevant proteins for predicting survival
using only baseline measurment. To handle the longitudinal (and high) dimension of the
data, clustering of longitudinal data will be studied in order to create groups of proteins
that could be used in a selection model.

Keywords. Health, prediction, clustering, survival, longitudinal data, high dimension.

1 Introduction

1.1 Contexte clinique

Dans un contexte médical où plus de 70 000 personnes meurent chaque année en France
des suites d’insuffisance cardiaque chronique, il est devenu très important de comprendre
les causes de ce phénomène et de le prévenir. L’insuffisance cardiaque est un état de santé
global et complexe d’un patient qui peut résulter de multiples causes et qui se traduit
par une incapacité du cœur à pomper suffisamment de sang pour assurer à l’ensemble des
organes du corps humain un apport en oxygène suffisant pour fonctionner correctement.
La maladie coronarienne et en particulier l’infarctus du myocarde est la cause la plus
fréquente d’insuffisance cardiaque. En effet, les parties du cœur touchées par la nécrose
vont totalement perdre leur fonction de contraction rendant la pompe cardiaque moins
efficiente.

Suite à un infarctus du myocarde, un second phénomène délétère va parfois se mettre
en place, il s’agit du Remodelage Ventriculaire Gauche (RVG). Le RVG est une dilatation
progressive du ventricule gauche. En effet, les tissus nécrosés, qui ont perdu leur fonction
de contraction vont progressivement se relâcher. Ce phénomène complexe de RVG, qui va
conduire le cœur à constamment perdre de la fonction, a été identifié comme un indicateur
puissant d’un risque élevé d’insuffisance cardiaque ou de décès cardiovasculaire après un
infarctus du myocarde.

1.2 Cohortes REVE

Les cohortes REVE (REmodelage VEntriculaires), coordonnées par le Pr. Bauters,
ont été conçues spécifiquement afin d’étudier le RVG après un premier infarctus. L’étude
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REVE-1 a inclus 266 patients entre 2002 et 2004 et l’étude REVE-2 a inclus 246 patients
entre 2006 et 2008. Les patients des deux études présentent des infarctus du myocarde du
même type dans le sens où tous les patients inclus ont eu un infarctus causé par une obs-
truction de l’artère coronaire interventriculaire antérieure et pour laquelle l’obstruction
est survenue au niveau proximal, c’est-à-dire au début de l’artère. Ce critère a été choisi
pour sélectionner des patients qui ont un infarctus massif permettant d’observer plus de
patients avec un RVG important.

(a) Cohorte REVE-1

(b) Cohorte REVE-2

Figure 1 – Cohortes REVE

Les patients inclus dans ces études ont été suivis durant 1 an afin de quantifier leur
RVG (Figure 1). Afin d’identifer des marqueurs prédictifs du RVG, les patients de l’étude
REVE-1 ont eu un prélèvement sanguin durant leur hospitalisation (prélèvement en base-
line). Les patients de l’étude REVE-2 ont eu 4 prélèvements sériés tout au long de l’année
de suivi. Les prélèvements sanguins effectués lors des deux études ont été prélevés selon un
protocole très strict afin d’éviter toute variabilité due aux protocoles de prélèvements san-
guins. Sur ces deux cohortes, un suivi à long terme des patients a été effectué permettant
d’identifier les patients ayant été hospitalisé pour insuffisance cardiaque ou étant décédés
d’une cause cardiovasculaire, celui-ci a permis de montrer les liens entre RVG important
et survie [1]. Nous nous concentrerons ici sur l’exploitation des données produites par ces
études afin de prédire la survie à long terme des patients.

2 Analyse de la survie par clustering

Les prélèvements sanguins obtenus lors des deux études ont permis grâce à une col-
laboration avec la société SomaLogic de quantifier la concentration dans le sang de 5284
protéines (cette techinique très innovante permet à ce jour la plus grande quantification
simultanée de protéines). Nous avons donc à disposition les mesures de 5284 protéines
pour 266 patients (REVE-1) au temps baseline et pour 246 patients (REVE-2) à 4 temps

3

473

P



différents.

Une première analyse, sans prise en compte de la structure temporelle nous à permis
de déterminer des clusters de patients basés uniquement sur les mesures protéomiques qui
ont un fort pouvoir prédictif sur la survie à long terme. Le C-index [2] [3] a été utilisé afin
de mesurer la qualité prédictive des modèles présentés. Nous nous comparons à un modèle
clinique basé uniquement sur les variables cliniques. Ce modèle, appris sur REVE-1 puis
validé sur REVE-2 a montré de bonnes performances avec un C-index de 0.75 sur la co-
horte d’apprentissage et de 0.77 sur la cohorte de validation.

Nous avons d’abord pré-sélectionné les protéines qui étaient significativement associées
à la survie après correction des p-valeurs par Bonferroni (50 protéines ont ainsi été
sélectionnées). Nous avons créé des groupes de patients grâce à un k-means. Le nombre
de clusters permettant d’optimiser la prédiction de la survie a sélectionné 2 clusters.

L’information seule de l’appartenance à l’un ou l’autre des clusters a permis d’augmen-
ter les performances prédictives du modèle de survie en terme de C-index passant à 0.83
dans la cohorte d’apprentissage et 0.82 dans la cohorte de validation et permettant de très
bien discriminer les patients selon leur survie comme le montre le figure 2. Ces résultats
se révèlent être meilleurs que les résultats obtenus avec les méthodes de sélection de va-
riables en grande dimension (type LASSO) sur ces données. Cela nous a permis d’établir
l’intérêt de l’étude des données protéomiques dans la prédiction de la survie.

(a) Cohorte REVE-1 (Apprentissage) (b) Cohorte REVE-2 (Validation)

Figure 2 – Survie des patients selon le cluster attribué

3 Clustering de données longitudinales

La suite de notre travail consiste à exploiter les 4 prélèvements de l’étude REVE-2.
Cette étude a deux buts, le premier est de permettre une meilleure compréhension de
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l’évolution temporelle des protéines, le second est de permettre une meilleure sélection
des protéines afin de les utiliser dans la prédiction de la survie à long terme.

Afin d’exploiter la structure temporelle et de répondre à la première question, nous
avons décidé de créer des groupes de protéines qui varient de la même manière au cours
du temps afin de réduire la dimension du problème. En choisissant un nombre de groupes
G, nous souhaitons donc passer de données de taille n × p × T à des données de taille
n×G× T avec G " p.

Notons xijt l’expression de la protéine j pour l’individu i, au temps t et xj = (xijt)i,t :
ensemble des mesures de la protéine j représentées sous forme d’une matrice n× T . Afin
créer des clusters de protéines, un modèle de mélange [4] est ajusté sur les xj :

g(xj) =
G∑

k=1

πkfk(xj) (1)

où g est la loi du modèle de mélange permettant de modéliser les protéines, πk et fk
respectivement les proportions et densités dans la classe k.

Ainsi, pour chaque protéine xj, nous avons :
— zj = (zj1, ..., zjG) ∼ M(π1, ..., πG) la classe de la protéine xj

— xj|zjk = 1 ∼ MM(θk), sachant sa classe, la protéine xj est modélisée par le modèle
linéaire mixte :

xijt = µk + bij + βkt + εijt (2)

Avec :
— µk l’effet fixe des protéines de la classe k
— bij|zjk = 1 ∼ N (0, σ2

1,k) l’effet aléatoire de l’individu i pour les protéines de la
classe k

— βkt l’effet temporel fixe t pour les protéines de la classe k
— εijt|zjk = 1 ∼ N (0, σ2

2,k) le terme d’erreur pour les protéines de la classe k.
Grâce à un tel modèle, nous pouvons créer des clusters de protéines dont l’evolution

temporelle est proche, comme montré sur la figure 3.

Cette modélisation nous permet une certaine flexibilité dans la modélisation des clus-
ters, en effet le modèle linéaire mixte décrit par l’équation 2 permet de modéliser finement
les effets à prendre en compte, mais aussi d’ajouter des effets cliniques des patients afin
d’ajuster les clusters sur un certain nombre de paramètres cliniques.
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Figure 3 – Profil moyen des différents clusters créés

Les perspectives de ce travail sont donc d’exploiter l’information des groupes de
protéines dans une méthode de sélection de variables afin d’améliorer la pertinence et
l’interprétatbilité des protéines sélectionnées et d’accrôıtre les performances du modèle de
prédiction de la survie.
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Prendre en compte la variabilité
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dans un modèle mécanistique de répartition
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Résumé. Communément, lorsque des études s’intéressent aux effets du changement
climatique sur la biodiversité, seules les modifications moyenne des variables climatiques
sont étudiées. Or, de nombreuses études montrent le rôle, tout aussi important, de la
variabilité sur la mise en place des réponses des espèces face au changement climatique.
Les espèces ectothermes, qui régulent leur température corporelle en modifiant leur com-
portement, sont particulièrement sensibles au changement climatique. Le temps d’activité
au cours de la période critique de la reproduction, défini par les capacités physiologiques
d’une espèce, est une variable indicatrice de la persistance. Établir un modèle de pro-
jection du temps d’activité en fonction de variables climatiques permettrait de projeter
la répartition des espèces ectothermes. Ici, des modèles biomimétiques pour le lézard de
Bonnal (Iberolacerta bonnali) ont été déployés, au cours de sa saison de reproduction,
sur différents sites et plusieurs années. Ils ont enregistré un proxy de la température cor-
porelle des individus, utilisé pour calculer le temps d’activité. Nous explorons l’utilisation
des Generalized Additive Models (GAMs), des processus Gaussien et de la modélisation
bayésienne, pour projeter le temps d’activité en fonction de la température, l’humidité,
les précipitations et le vent. Le challenge de cette étude réside en l’intégration de la vari-
abilité spatio-temporelle des séries de temps d’activité, dans le modèle de projection. Les
meilleurs modèles issus des meilleures méthodes seront utilisés pour projeter la répartition
de l’espèce aux horizons 2050, 2070 et 2100 sous les scénarios RCP 2.6, 4.5 et 8.5.

Mots-clés. Modèles Additifs Généralisés, Modèles Mixtes, Modélisation Bayésienne,
Processus Gaussien, Projection de Répartition, Temps d’Activité.

Abstract. Commonly, when studies focus on the climate change effects on biodiver-
sity, only mean changes in climate variables are studied. However, many studies show
the equally important role of variability in implementation of species responses to climate
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change. Ectotherms species, which regulate their body temperature by modifying their
behaviour, are particularly sensitive to climate change. The activity time during the crit-
ical breeding period, defined by the physiological capacities of a species, is an indicator
variable for the persistence. Building a model for projecting activity time as a function of
climatic variables would permit to project the distribution of ectothermal species. Here,
biomimetic models for the Pyrenean Rock lizard (Iberolacerta bonnali) were deployed
during its breeding season, on different sites and over several years. They recorded body
temperature proxy of individuals, used to calculate activity time. We are exploring the
use of Generalized Additive Models (GAMs), Gaussian processes and Bayesian modelling
to project activity time as a function of temperature, humidity, precipitation and wind.
The study challenge lies in the integration into the projection model of the activity time
series spatio-temporal variability. The best models from the best methods will be used
to project the species distribution over the 2050, 2070 and 2100 horizons under RCP
scenarios 2.6, 4.5 and 8.5.

Keywords. Activity Time, Additive Generalized Models, Bayesian Modelling, Dis-
tribution Prediction, Gaussian Process, Mixture Models.

1 Introduction

1.1 Changement climatique et variabilité spatio-temporelle

Communément, lorsque les études traitent des effets statistiques du changement clima-
tique sur la biodiversité, la façon courante de les aborder consiste à se fonder uniquement
sur la moyenne, alors que le changement climatique entrâıne aussi une plus grande vari-
abilité des paramètres climatiques (Rummukainen 2012). La littérature sur l’impact du
changement climatique sur la biodiversité n’aborde la question qu’en terme de moyenne
et ignore la variabilité (Estay et al. 2011). De nombreuses études reconnaissent la vari-
abilité spatiale et utilisent la réplication spatiale mais finissent par faire la moyenne des
résultats des différents sites d’étude (Sinervo et al. 2010). Très peu abordent la vari-
abilité temporelle, les expériences sont souvent menées sur une seule année (Arribas 2009).
L’absence de véritable réplication spatio-temporelle des études soulève la question cruciale
de la représentativité des résultats. En effet, des études démontrent le rôle important de
la variabilité dans la mise en place des réponses des espèces au changement climatique
(Cahill et al. 2012). Celles-ci semblent être dirigées par les régimes thermiques plus
que par la température moyenne (Tourneur et al. 2019). De plus, la moyenne et la vari-
abilité interagissent, pour expliquer par exemple les performances thermiques des espèces
ectothermes (Bozinovic et al. 2011). Ainsi, la variabilité climatique semble jouer un rôle
majeur dans la persistance des espèces, il est donc crucial de l’intégrer dans les études trai-
tant des effets du changement climatique sur la biodiversité (Clusella-Trullas et al. 2011).
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1.2 Le temps d’activité, une variable mécanistique utilisée pour
projeter la répartition d’une espèce

Les espèces ectothermes, comme les reptiles, contrôlent leur température corporelle par
leur comportement et leur physiologie (Theisinger 2016). Leurs performances métaboliques
sont dépendantes de la température, ce qui conduit au comportement de thermorégulation
(Sinclair et al. 2016). Afin de maintenir leur température corporelle dans une gamme
qui optimise la performance des processus physiologiques, ces espèces alternent entre des
périodes d’activités dynamiques (chasse, reproduction), des périodes de chauffe (lézardage)
et des périodes en refuge, leur permettant d’éviter des températures extérieures trop
frâıches ou trop chaudes (Arribas 2009, Huey et al. 2009). Face au changement cli-
matique, la réponse la plus observée est le changement du pattern d’activité quotidien
(Theisinger 2016). Cette réponse est efficace mais pourrait devenir inadéquate à long
terme, si elle entrâıne une réduction trop importante du temps d’activité (Kearney 2013).
Cela conduirait à une baisse du succès reproducteur (Ortega et al. 2016) et à la hausse
du risque d’extinction locale (Cahill et al. 2012). Ainsi, le temps d’activité pendant la
période critique de reproduction peut être utilisé comme un indicateur de la persistance
des populations et permettre la projection de la répartition (Ceia-Hasse et al. 2014).

2 Matériels et Méthodes

2.1 Des températures opérantes au calcul du temps d’activité,
variable explicative de la répartition

Le Lézard de Bonnal, (Iberolacerta bonnali) est une espèce endémique des Pyrénées,
inféodée à l’étage alpin (Pottier 2012). Afin d’étudier la variabilité spatio-temporelle
de l’environnement climatique de cette espèce, des modèles biomimétiques, qui enreg-
istrent un proxy de la température corporelle, appelée température opérante (Te), ont
été déployés sur trois sites d’étude de 2017 à 2020 (Hugon et al. 2020). Les séries sont
enregistrées sur la période de reproduction à une fréquence de 10 minutes. La variabilité
intra-site est étudiée selon l’altitude (2200 mètres versus 2400) et le versant (nord versus
sud) par le suivi sur le site de Peyreget où quatre localités sont définies, mais aussi par le
déploiement de réplicats sur Anglas et Arrious. Les suivis en 2019 à une altitude similaire
pour les trois sites permettent l’étude de la variabilité inter-site. Par hiérarchie, pour une
même année, nous pouvons distinguer dans les modèles, un niveau site puis un niveau
intra-site (réplicat ou localité). Les suivis pluri-annuels sur Anglas et Peyreget permettent
l’étude de la variabilité annuelle. Pour chacune des 25 séries de températures opérantes,
les séries de temps d’activité journalier et horaire ont été calculées. Le temps d’activité
correspond à la somme des périodes de 10 minutes où Te est incluse dans la fenêtre
thermique d’activité, bornée par les températures volontaires d’activité, V Tmin=20.8C
et V Tmax=35.2C (Caetano et al. 2020) La série obtenue permet de calculer le temps
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d’activité total sur la période de reproduction, de déduire l’indice de persistance, pour
ensuite projeter la répartition de l’espèce (Équation 1, Hugon et al. 2020).

HaDailyj = 10×HaCountj/60

oùHaCountj =
∑

i

1{Teij∈[V Tmin,V Tmax]}, avec 1{·} la fonction indicatrice du temps d’activité

et Teij la ième mesure du jour j. Ainsi, le temps d’activité total sur la période de repro-
duction est :

HaTot =
∑

j

HaDailyj (1)

2.2 Projection du temps d’activité à partir des simulations cli-
matiques, exploration de diverses méthodes statistiques

Les simulations climatiques utilisées dans notre étude sont celles issues du modèle CNRM-
CM5 / ALADIN63. Les variables températures minimale (Tmin), maximale (Tmax)
et moyenne, humidité spécifique, précipitations liquides et solides, vitesse du vent sont
fournies à la résolution journalière et à la maille 8 kilomètres (grille SAFRAN). Nous
utiliserons aussi les simulations du modèle ADAMONT – CNRM-CM5 / ALADIN53 à
la résolution journalière et horaire (si les données sont mises à disposition rapidement)
et obtenues par massif et tranches d’altitude de 300 mètres. Ce modèle fournit les vari-
ables de températures et de précipitations décrites mais également la hauteur de neige et
l’équivalent en eau de la neige, qui renseignent indirectement l’humidité du milieu. Afin
d’inclure l’écophysiologie de l’activité dans les variables explicatives, nous proposons la
définition de nouvelles variables explicatives dépendantes de V Tmin et V Tmax, telles
que Tmax−V Tmax et Tmax−V Tmin. Les corrélations seront étudiées entre toutes les
variables explicatives afin de choisir les variables à inclure dans la modélisation en limitant
la multicolinéarité. La modélisation à la résolution horaire permettrait de construire des
modèles probablement plus explicatifs, intégrant mieux la variabilité du temps d’activité
au cours de la journée. Dans cette modélisation, nous inclurons une variable heure et la
série horaire des températures de l’air, calculée à partir des Tmin et Tmax, plutôt que
Tmin, Tmax et Tmoyenne (Mallard 2019).

Afin d’intégrer la variabilité observée entre les séries de temps d’activité, il est intéressant
de construire des modèles pour chaque série et pour une série moyenne par site, en inclu-
ant les données de toutes les années de suivi. Nous explorerons d’abord l’utilisation des
modèles additifs généralisés (GAM). Limités par une faible quantité de données qui con-
tient une grande variabilité (dans notre cas d’étude), nous proposerons d’intégrer l’effet
site dans un modèle hiérarchique afin d’obtenir un jeu de données d’entrâınement plus
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important et une meilleure puissance statistique. Également, nous testerons l’utilisation
des processus Gaussien en régression (Gramacy 2020). Cette méthodologie permettrait
de modéliser la variabilité du temps d’activité, via la modélisation du bruit (Bishop 2006,
Dorazio 2015), et de l’intégrer dans le modèle de projection. De plus, l’apprentissage
à partir de priors permet d’outrepasser la limite liée aux données observées au cours
de l’entrâınement du modèle, présente dans les GAM (Bishop 2006). Cette méthode
peut cependant présenter des limites calculatoires, selon la taille du jeu de données et les
hyper-paramètres choisis (Gramacy 2020). Enfin, une modélisation bayésienne sera aussi
envisagée ; bien qu’elle demandera un investissement plus important, sans promesse de
résultat, contrairement aux processus Gaussien (Gramarcy 2020). La définition de priors
suffisamment informatifs pour permettre la convergence du modèle constituera la princi-
pale limite (Dorazio 2015). Cette méthode permettrait de prendre en compte l’incertitude
dans la construction et la sélection des modèles en calculant un modèle moyen (Ellison
2004). En plus d’inclure l’incertitude des données, elle reste fiable même pour une faible
taille du jeu de données (Dorazio 2015), ce qui constitue un réel atout dans notre cas
d’étude.

Le modèle présentant le meilleur pouvoir prédictif sera sélectionné pour projeter le
temps d’activité. Cette sélection sera réalisée selon différents critères d’évaluation, le
pourcentage de déviance expliquée ainsi que le GCV (Generalized Cross-Validation score)
pour les modèles GAM et le BIC (Bayesian Information Criterion) pour les processus
Gaussien et les modèles bayésiens. Les projections de temps d’activité seront calculées
à partir des simulations climatiques obtenues aux horizons 2050, 2070 et 2100 sous les
scénarios RCP 2.6, 4.5 et 8.5 sur l’ensemble des Pyrénées Atlantiques. A partir des temps
d’activité, la probabilité de présence sera calculée pour obtenir une carte de répartition.
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Résumé. On considère un problème de regression où l’on observe des données X sur
une variété et des étiquettes réelles Y , et on cherche à estimer la fonction de régression
f(x) = E[Y |X = x]. On effectue la régression sur les premières fonctions propres de
l’opérateur de Laplace-Beltrami. Puisque ces fonctions sont très compliquées à estimer (en
particulier lorsque la variété n’est pas connue ce qui est courant en pratique), on construit
un graphe sur les données et on remplace les fonctions propres de l’opérateur de Laplace-
Beltrami par les vecteurs propres de la matrice Laplacienne du graphe. Généralisation
naturelle de la base de Fourier à une variété générale, les bases Laplaciennes sont com-
posées de fonctions oscillantes et sont particulièrement propices aux phénomènes de surin-
terprétation. On discutera deux type de pénalités topologiques construites sur l’homologie
persistante des sous-ensembles de niveaux de fonctions permettant de proposer une cer-
taines robustesse au bruit et de pallier aux problèmes de surinterprétation.

Mots-clés. Régression statistique, Laplacien de graphe, Analyse topologique de
données

Abstract. We consider a regression set-up where we observe data X lying on a
manifold and real labels Y and we try to predict the regression function f(x) = E[Y |X =
x]. The regression task is performed on the first eigenfunctions of the Laplace-Beltrami
operator. As these functions can be very hard to estimate (in particular when the manifold
is unknown which is very frequent in practice), we build a graph on the data points and
use the eigenvectors of the graph Laplacian as a new regression basis. As they are a
natural generalization of Fourier bases to a manifold, Laplaces eigenbases are constituted
of oscillating functions and are very likely to overfit the data. We will discuss two types
of topological penalties built on the persistent homology of the sublevel sets of some
functions in order to provide a robustness to noise and avoid overfitting problems.

Keywords. Statistical regression, Graph Laplacian, Topological data analysis . . .
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1 Modèle statistique

On observe un n−échantillon (Xi, Yi)ni=1 où les Xi vivent sur une sous-variété de RD

compacte sans bord M et où les Yi sont des étiquettes réelles. On suppose que les
données sont simulées de sorte que pour tout i,

Yi = f !(Xi) + εi

où ε est un bruit sous-gaussien indépendant sur chaque entrée et l’on cherche à estimer
la fonction f !. Pour ce faire, on construit un graphe sur les données Xi avec des poids
Wij dépendant de la métrique ambiante. Les deux exemples de graphe considérés dans
les expériences sont des graphes aux k plus proches voisins où Wij = 1 si xi est parmi les

k plus proches voisins de j et 0 sinon, et des graphes gaussiens Wij =
1
n

1
t(4πt)d/2

e−
‖Xi−Xj‖2

4t

où l’on a introduit un paramètre d’échelle t. En notant D la matrice diagonale des degrés

Dii =
n∑

j=1

Wij and Dij = 0 if i #= j,

on peut introduire la matrice Laplacienne du graphe L = D − W . Cette matrice
est symétrique définie positive et possède ainsi une base orthonormée de vecteurs pro-
pres (Φi)ni=1. L’utilisation d’une telle base pour effectuer diverses tâches d’apprentissage
statistique a été largement étudiée depuis son introduction par Belkin et Niyogi (2003).
Lorsque le nombre de points n tend vers l’infini et le paramètre d’échelle t tend vers 0,
la base de vecteurs propres tend vers les fonctions propres de l’opérateur de Laplace Bel-
trami continu (voir Trillos & al. (2020) pour un traitement récent et complet). En figure
1 figurent quelques exemples de fonctions propres d’un graph Laplacien sur le tore.

On introduit une nouvelle matrice d’apprentissage X où la i−ème colonne de X est
le vecteur Φi. Le problème revient donc à trouver θ̂ ∈ Rn minimisant la fonctionnelle

L(θ) = ‖Y −Xθ‖22 + µΩ(θ).

où Ω est un terme de pénalité visant à promouvoir une bonne généralisation (voir
Massart (2007)).

2 Pénalités topologiques

Inspiré de travaux récents de Chen & al. (2019) et Carriere & al. (2020), on cherche
à introduire un terme de régularisation topologique. Les pénalités proposées sont basées
sur la notion de persistance topologique d’une fonction(voir Boissonnat, Chazal et Yvinec
(2018)). Lorsque les sous-ensembles de niveau d’une fonction varient de −∞ à +∞,
leur topologie change, et plus précisément des composantes homologiques naissent et
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(a) EF 1 (b) EF 2 (c) EF 3

(d) EF 8 (e) EF 21 (f) EF 45

Figure 1: i-ème fonction propre dépliée du 20-ppv. graphe construit sur 10000 points sur
le tore

meurent. La persistance est définie comme la somme des temps de vie de chaque com-
posante topologique. Une représentation usuelle est celle des diagrammes de persistance
qui est un multi-ensemble de points où pour chacun est représenté en abscisse le temps
où la composante topologique est née et en ordonnée le temps où celle-ci est morte.
Lorsque l’on bruite une fonction, de nombreux points sont ajoutés près de la diagonale,
et le paradigme classique est de considérer que les points éloignées de la diagonale corre-
spondent à de vraies composantes topologiques de la fonction tandis que ceux près de la
diagonale correspondent à du bruit (voir figure 2). On note χd la persistance en dimension
d et χ la persistance totale, somme des persistances en chaque dimension.

La première pénalitée considérée est :

Ω1(θ) =
p∑

i=1

|θi|χ(Φi).

Cette pénalité est convexe en θ et pénalise chaque fonction propre individuellement,
utilisant les propriétés de sélection des pénalités en norme 1 afin d’éliminer les fonctions
propres qui oscillent trop et ont donc une persistance trop élevée.

La seconde pénalité est :

Ω2 = χ

(
p∑

i=1

θiΦi

)
.

Celle-ci est non-convexe et a pour objectif de pénaliser directement la géométrie de la
fonction de régression que l’on cherche à estimer, dans le but de la lisser et de réduire le
bruit.
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(a) Fonction source (b) Diagramme de persistance

(c) Perturbation bruitée (d) Diagramme de persistance

Figure 2: Influence du bruit sur le diagramme de persistance

3 Résultats expérimentaux

Les deux pénalités ont été essayées sur de nombreuses données à la fois réelles et synthétiques
et ont été comparées à des pénalités plus usuelles (Lasso ou variation totale), ainsi qu’à
des méthodes à noyau standard.

La pénalité Ω1 tend à être meilleure que les pénalités usuelles sur la plupart des données
synthétiques considérées et s’est montrée particulièrement efficace sur des données réelles.
Un exemple consiste à considérer des images placées sur un plateau tournant et à prédire
l’angle de rotation de l’objet (voir figure 3). Cette pénalité est particulièrement efficace
en présence de bruit (relativement aux autres méthodes usuelles de prédiction).

La pénalité Ω2 est également efficace en présence de bruit et permet de reconstruire des
fonctions en respectant leur topologie. En figure 4 figure la reconstruction de la fonction
bruitée de la figure 2. Sur cet exemple, la reconstruction est visuellement bien meilleure et
plus fidèle avec une pénalité topologique : on observe bien 4 pics sur la reconstruction (et
sur le diagramme de persistance) tandis qu’un Lasso ne parvient qu’à reconstruire 3 pics.
De plus, la persistance de la reconstruction par Lasso est bien plus élevée que celle de la
fonction reconstruite par pénalité topologique (et que la fonction source), en particulier
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(a) Image de base (b) Image tournée de
30◦

(c) Image tournée de
90◦

Figure 3: Données réelles

il y a de nombreux points proches de la diagonale dans le diagramme de persistance.
Pendant la mise en oeuvre expérimentale, on a noté qu’une méthode particulièrement

efficace était de faire une sélection de variable avec la pénalité Ω1, puis de faire tourner
la régularisation Ω2 sur les fonctions propres sélectionnées. En résumé, les pénalités Ω1

et Ω2 apparaissent comme complémentaires et sont particulièrement efficaces lorsque le
bruit est important et le nombre de points relativement faible, où lorsque l’on cherche à
généraliser à de nouvelles données. L’intérêt par rapport à une variation totale apparâıt à
partir de la dimension 2 puisque la topologie s’intéresse à tous les points critiques tandis
que la variation totale ne permet de pénaliser que les extrema. Notons que la méthode
est basée sur une décomposition spectrale du Laplacien qui utilise la structure de variété
sur laquelle vivent les données, et qu’ainsi, cette méthode sera plus intéressante qu’une
méthode à noyau lorsque la structure de variété est forte. Ainsi, on a également pu
observer des résultats prometteurs avec des données sur un swiss roll.

4 Discussion théorique

L’étude théorique de la pénalité Ω1 est très simple : en effet, la matrice de régression
X peut être choisie orthonormale, et en divisant chaque colonne par la persistance de la
fonction propre correspondante, on est alors ramenés à étudier un Lasso pondéré. Toutes
les propriétés connues du Lasso (voir Buhlmann & Van de Geer (2011) pour un traitement
exhaustif) découlent alors. En particulier, on a

Théorème 1 Supposons qu’il existe θ0 ∈ Rn tel que f !(X1, . . . , Xn) =
∑n

i=1 θ
0
iΦi, et soit

θ̂ le minimum de la fonction L pour la régularisation Ω1. Alors il existe une constante C
telle que

‖θ̂ − θ0‖22 ≤ C
log n

n
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(a) Fonction estimée avec un Lasso (b) Diagramme de persistance
pour un Lasso

(c) Fonction estimée par pénalité Ω2 (d) Diagramme de persistance
estimé avec la pénalité Ω2

Figure 4: Reconstruction topologique

De plus, la matrice de régression étant orthonormale, on dispose d’une solution ex-
plicite du Lasso pondéré :

Théorème 2 Le minimum θ̂ de la fonction de perte L pour la régularisation Ω1 a pour
expression :

(θ̂λ)j = XT
j Y

(
1− λχ(Φj)

2|XT
j Y |

)

+

.

En particulier, le jème vecteur propre est sélectionné si et seulement si

|〈Xj, Y 〉| ≤ λ

2
χ(Φj).

A l’inverse, la pénalité Ω2 est non-convexe et une étude poussée de cette pénalité parâıt
hors d’atteinte. Nous avons néanmoins pu proposer une inégalité oracle sur la prédiction
:

Théorème 3 Supposons f ! =
∑p

j=1 θ
!
jΦj où les Φj sont les fonctions propres de l’opérateur

de Laplace Beltrami pour la valeur propre λj. Supposons que l’on observe Yi = f !(Xi)+εi
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où εi est un bruit sous-gaussien i.i.d. de variance v. Alors, le minimum θ̂ pour la pénalité
Ω2 vérifie, avec une probabilité supérieure à 1− e−κx :

‖θ! − θ̂‖2 ≤ C0pv

n
(1 +

√
x)2 + CMCλν(f

!)2µ2

où C0 est une constante universelle, CM une constante dépendant uniquement de M
et de sa métrique, Cλ =

∑p
i=1 λ

d−1
i et ν(f !) est le nombre de points dans le diagramme

de persistance de f !.

Cette inégalité oracle prédit une vitesse de convergence d’ordre p/n ce qui est ce à
quoi on pourrait s’attendre d’un tel modèle sans hypothèse supplémentaire de sparsité.
On voit également apparâıtre le terme d’ordre topologique qui permet de calibrer µ.
Les constantes multiplicatives dépendent de la variété elle-même, des valeurs propres du
Laplacien, ainsi que de la ”complexité topologique” de la fonction f ! à estimer, à savoir
le nombre de points dans son diagramme de persistance.

Une question qui est survenue naturellement lors de ces travaux a été de s’intéresser au
pouvoir de prédiction de classes de fonctions dont on borne la persistance. En particulier,
on s’intéresse à la fat-shattering dimension de tels espaces fonctionnels. En dimension 1,
on a, en utilisant un lien entre persistance et variation totale :

Théorème 4 Soit HV = {f : [0, 1] → [0, 1]|χ0(f) ≤ V }
Alors fatγ(HV ) = 1 + + V

4γ ,

Malheureusement, en dimensions supérieures, l’ensemble des fonctions à persistence
bornée est trop gros :

Théorème 5 Soit

HV = {f : [0, 1]d → [0, 1]|χ0(f) ≤ V0,χ1(f) ≤ V1, . . . ,χd−1(f) ≤ Vd−1}

Alors fatγ(HV ) = ∞ si 2γ < V0 et 0 sinon.

La recherche d’un espace fonctionnel F suffisamment régulier dont la fat-dimension
(ou l’entropie métrique) serait réduite en intersectant avec HV est toujours une question
ouverte et serait un premier pas très intéressant dans la compréhension des pénalités
topologiques, sur lesquelles aucun résultat théorique significatif n’a été énoncé jusqu’à
présent.
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Réesumé — Le problème de la restauration d’image présente une difficulté récurrente liée
à son caractère mal-posé, requérant la prise en compte d’information complémentaire à celle
apportée par les données. Dans un cadre bayésien, en particulier celui du simple filtrage de
Wiener, cette information est décrite par des modèles probabilistes gaussiens et stationnaires
caractérisés par leur densité spectrale de puissance. La structure de ces modèles est souvent
choisie au sein d’un catalogue de manière empirique. L’intérêt pour la sélection automatique
apparaı̂t alors clairement mais elle est pourtant peu abordée dans ce cadre de l’inversion. Nous
nous appuyons sur la théorie bayésienne de la décision optimale : sélection du modèle de plus
forte probabilité a posteriori parmi les modèles du catalogue. Ces probabilités reposent sur les
évidences (vraisemblances marginales) et nous abordons leur calcul par l’approche de Chib et
un algorithme de Gibbs. Nous détaillons les diverses étapes du calcul ainsi que de l’algorithme
et nous montrons des résultats quantitatifs probants.

Mots-clés — Sélection de modèle, stratégie bayésienne, évidence, approche de Chib,
échantillonneur de Gibbs, problème inverse, déconvolution, filtrage de Wiener.

Abstract — The problem of image restoration presents a reoccurring difficulty linked to
its badly-scaled character, requiring additional information to that provided by the data to be
taken into account. In a Bayesian framework, in particular that of simple Wiener filtering, this
information is described by Gaussian and stationary probabilistic models characterised by their
power spectral density. The structure of these models is often empirically chosen from a catalog.
The interest in automatic selection is then clear, but it is however little discussed in the context
of inversion. We rely on the Bayesian theory of optimal decision : selection of the model with
the highest posterior probability among the models in the catalog. Each probability is based on
an evidence (marginal likelihood) and we address its computation by the Chib approach and a
Gibbs algorithm. We detail the various steps of the calculations as well as the algorithm and
show convincing quantitative results.

Keywords — Models selection, Bayesian strategy, evidence, Chib approach, Gibbs sam-
pler, inverse problem, deconvolution, Wiener filtering.
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1 Déconvolution d’image et introduction du problème

La restauration d’image est un sujet d’intérêt dans de nombreux domaines (e.g., astronomie,
médecine, surveillance et contrôle,. . .) et pour diverses modalités (e.g., scanner et rayons X,
optique éventuellement par interférométrie,. . .). Une des difficultés récurrentes provient du ca-
ractère mal-posé, requérant la prise en compte d’information en plus de celle fournie par les
données. Dans un cadre bayésien, cette information est décrite par des modèles probabilistes
(e.g., Gauss, Poisson,. . . blanc ou corrélé, à structure markovienne ou plus générale,. . .). Dans
le contexte simple du filtrage de Wiener, elle est encodée au travers de modèles gaussiens sta-
tionnaires caractérisés pas leur densité spectrale de puissance pour l’erreur et pour l’image
ainsi que quelques hyperparamètres (e.g., niveaux d’erreur et de signal). La structure de ces
modèles est souvent choisie au sein d’un catalogue de manière empirique par essais et erreurs.
Cette approche possède deux limitations : elle présente une part d’arbitraire et elle requiert une
énergie importante pour réaliser les études, ce qui devient irréaliste pour de gros volumes de
données. L’intérêt pour la sélection automatique apparaı̂t alors de façon évidente mais elle est
pourtant peu abordé dans le cadre de l’inversion. D’une manière générale, il existe de nom-
breux critères [1, 2] et nous nous appuierons sur la théorie bayésienne de la décision optimale :
sélection du modèle de plus forte probabilité a posteriori parmi les modèles du catalogue [3].
Ces travaux résultent de [4] et sont en partie décrits dans [5, 6] (voir aussi [7]).

2 Notation et position du problème

Considérons la question de l’estimation d’une image x ∈ RP à partir de l’observation d’une
image y ∈ RP liée à x par y = Hx + e, où H ∈ RP×P et e ∈ RP modélisent un flou et
une erreur. On considère divers modèles pour H , x et e et on s’intéresse à la comparaison
quantitative de ces modèles, sur la seule base de y sans connaissance de vérité terrain.

— Plus précisément, H est une matrice de convolution associée à diverses réponses impul-
sionnelles, par exemple des réponses uniformes à support carré ou circulaire de tailles
variées ainsi qu’un Kronecker (pas de convolution).

— x et e, sont des vecteurs gaussiens de précision P!. On s’intéresse spécifiquement au
cas markovien stationnaire dont l’énergie de Gibbs est encodée par divers filtres. Les
précisions associées s’écrivent alors P! = γ!Ct

!C! où C! est la matrice de convolution
associée au filtre considéré et γ! est un paramètre d’échelle.

Ces modèles capturent une large variété de situations à la fois en terme de structure de régularité
ou de corrélation inter-pixels ainsi que de systèmes d’observation. On note M le nombre total
de modèles constitué ainsi, par un triplet : réponse impulsionnelle, précision pour l’objet et
précision pour l’erreur.
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3 Probabilité, évidence, Chib et Gibbs

En substance, pour les comparer, on calcule la probabilité pour chacun des M modèles M

p(M = m |y) = p(y |M = m) p(M = m)

p(y)
,

pour m = 1, . . .M . La clé est la vraisemblance marginale, appelée évidence

p(y |M = m) =

∫∫

γ,x
p(y,x,γ |M = m) dγ dx ,

dont le calcul est délicat. Dans le cas présent, l’objet s’intègre explicitement mais pas les hy-
perparamètres et nous nous appuyons alors sur l’idée de Chib [8] qui repose sur le fait que :

p(y |M) =
p(y,γ |M)

p(γ |y,M)
=

p(y |γ,M) p(γ |M)

p(γ |y,M)
,

pour tout γ. La difficulté réside alors au dénominateur, nécessitant aussi une marginalisation
mais qui se résout en l’écrivant comme une espérance approchée par une moyenne empirique

p(γ |y,M) =

∫

x

p(γ,x |y,M) dx = Ex|y,M [p(γ |x,y,M)] " 1

N

∑

n

p(γ |x[n],y,M)

ou les x[n] sont des tirages de p(x |y,M) obtenus comme sous-produit d’un échantillonneur
de Gibbs [3] pour p(x,γ |y,M) déjà donné dans [9].

Dans la présentation, nous détaillons les étapes de ces calculs ainsi que chacune des densités
en jeu à partir des caractéristiques de la réponse H et des précisions Px et Pe. Nous rappelons
également les étapes de l’algorithme de Gibbs et les différentes conditionnelles donné dans [9]
(voir aussi [10, Sec. 4]). L’accent est mis sur le cas stationnaire-circulant et le contexte du fil-
trage de Wiener. On montre comment les calculs se mettent en œuvre entièrement dans la plan
de Fourier de manière efficace en parallèle. On pourra également consulter [6].

4 Résultats

Nous présentons une première étude numérique sur données synthétiques pour évaluer la
sélection proposée dans un cadre déconvolution-débruitage par filtrage de Wiener.

Nous considérons M = 32 modèles. En ce qui concerne H , nous avons 8 filtres comme
indiqué sur la Fig. 1 avec une taille de 3 et 5. Pour e, nous avons 4 modèles alternatifs : blanc,
haute fréquence et deux modèles résonnants (voir la Figure 2). Nous considérons un seul modèle
pour x : une image large bande à basse fréquence (la deuxième de la Figure 2). Les valeurs

3

493

+



FIGURE 1 – Structure des filtres (plan de Fourier). De gauche à droite : carré, circulaire et deux
mouvements diagonaux de taille 3 (une taille 5 est également utilisée).

FIGURE 2 – Densités spectrales de puissance. De gauche à droite : bruit blanc, basse fréquence,
haute fréquence ainsi que deux structures résonnantes.

vraies des hyperparamètres sont γ!
x = 1 et γ!

e = 5. Les images sont de taille 512 × 512. Pour
chacun des M = 32 modèles, nous avons généré 100 images synthétiques floues et bruitées y.

Ensuite, pour chacun des M (vrais) modèles m! et chacune des 100 images y, nous avons
calculé les M probabilités p(M = m |y) pour m = 1, . . . ,M comme décrit précédemment.
Nous avons alors sélectionné le modèle le plus probable a posteriori m̂ = argmaxm p(M =
m |y). La Figure 3 donne les résultats sous forme de matrice de confusion.

Nous observons que les résultats sont très précis pour tous les modèles considérés, avec une
précision allant de 90% à 100% selon la configuration spécifique. Les modèles 9 et 13 semblent
être légèrement plus difficiles, avec des taux respectifs de 92% et 95%. Plus précisément, le
modèle m! = 9 est sélectionné comme m̂ = 10 dans 8% des instances et le modèle m! = 13
est sélectionné comme m̂ = 14 dans 5% des instances. Les modèles 9 et 13 impliquent tous
deux une erreur blanche tandis que les modèles 10 et 14 impliquent tous deux une erreur à
haute fréquence à large bande (voir première et troisième de la Fig.2). Cette confusion s’ex-
plique probablement par le fait que les deux modèles d’erreur sont semblables dans les hautes
fréquences et que les basses fréquences sont essentiellement occupées par une contribution ve-
nant de l’entrée.
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FIGURE 3 – Matrice de confusion, i.e., comparaison de m! et de m̂ (en pourcentage). Modèle
vrai m! (x-axis) et modèle candidat m̂ (y-axis).

5 Conclusion

Nous présentons une contribution originale à la sélection automatique de modèles dans un
contexte déconvolution-débruitage d’images. Notre stratégie est optimale au sens d’un risque
bayésien et repose sur le choix du modèle le plus probable. Ainsi, pour chaque modèle, nous
évaluons la probabilité, déduite de l’évidence, résultant de la marginalisation de l’image incon-
nue et des hyperparamètres. Nous travaillons dans le cas gaussien permettant la marginalisation
de l’image et la difficulté majeure concerne la marginalisation des hyperparamètres. Plusieurs
options sont disponibles et nous nous appuyons sur l’approche de Chib et un échantillonneur de
Gibbs ce qui assure la convergence. De plus, nous travaillons avec des structures circulantes ce
qui autorise calculs particulièrement rapides. Nous montrons d’excellentes performances : très
forte probabilité de décision correcte.

Dans une version étendue de ce travail, nous proposerons une comparaison avec d’autres
méthodes existantes [1–3] : approximation de Laplace, RJMCMC, WBIC pour calculer les
probabilités des modèles et les critères d’information tels que AIC ou BIC.

Parmi les perspectives, dans le cas gaussien non-circulant on aura recours à [11–14] pour
l’échantillonnage des images et pour les cas non-gaussiens on s’appuiera sur des échantillon-
neurs plus avancés [15, 16], le reste de l’algorithme restant largement inchangé. Néanmoins,
nous serons confrontés à une nouvelle difficulté liée aux hyperparamètres et aux fonctions
de partition des champs. Nous avons également l’intention d’inclure de nouveaux hyperpa-
ramètres, tels que des paramètres de forme des structures de covariance de l’erreur et de l’image
ainsi que de la réponse impulsionnelle. Naturellement, le traitement de données réelles fait
également partie de nos projets.
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Résumé. En apprentissage statistique supervisé, les mesures d’importance relative
ont pour but de quantifier de manière interprétable l’importance des covariables sur la
sortie du modèle d’apprentissage, notamment en présence de dépendance entre ces covari-
ables. Dans ce papier, deux mesures particulières (les valeurs de Shapley et les valeurs
proportionnelles) sont étudiées. Ces mesures sont inspirées de deux solutions d’allocations
issues de la théorie des jeux. Leurs liens avec d’autres mesures connues en régression
linéaire (LMG et PMVD) sont présentés. Après une première illustration de leur formu-
lation analytique dans le cas linéaire gaussien à deux variables, leur estimation pratique,
dans un contexte de régression logistique, sur un jeu de données public de prévision des
feux de fôret (Algerian Forest Fires) est proposée et discutée.

Mots-clés. Mesures d’importance, régression linéaire, régression logistique, Shapley.

Abstract. In the context of supervised statistical learning, the goal of relative impor-
tance measures is to quantify, in an interpretable manner, the importance of each input in
the model output, even in the context of input dependency. In the present paper, two par-
ticular measures (Shapley values and Proportional values) are studied. These measures
arise from conceptual games and allocation strategies in game theory. Here, their links
with usual importance measures for linear regression (LMG and PMVD) are presented.
After a first illustrative analytical derivation in a two-dimensional linear Gaussian case,
their practical estimation using a logistic regression model applied to a public dataset
(Algerian Forest Fires) is proposed and discussed.

Keywords. Importance measures, linear regression, logistic regression, Shapley.

1 Introduction

En apprentissage statistique, la quantification de l’importance relative vise à produire des
méthodes permettant d’identifier et de mesurer l’importance des covariables par le biais
de mesures interprétables. Nous nous attachons ici au modèle linéaire Y = β0 +X!β, où
Y ∈ R, X = (X1, . . . , Xd)! ∈ Rd est le vecteur aléatoire des covariables du modèle, β0 ∈ R
et β ∈ Rd. On note V(Xi) = σ2

i et Cov(Xi, Xj) = σiσjρij pour i ∈ D, D = {1, . . . , d}. La
décomposition de la variance de Y fournit la métrique CVD (covariance decomposition),
qui s’écrit CVDi = βiσi

∑d
j=1 βjσjρij, et qui permet d’assigner une valeur d’importance
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à chaque Xi, i ∈ D (Feldman 2005). Si les covariables sont indépendantes, la part de
variance de Y expliquée par chacune d’entre elles est donnée par β2

i σ
2
i /V(Y ). Cependant,

dans le cas de covariables corrélées, cette mesure CVD peut être négative ce qui rend son
interprétation, en tant que part de variance, sujette à caution.

La notion d’allocation de jeux coopératifs statistiques (Feldman 2005) permet de re-
lier les domaines de la théorie des jeux et de l’apprentissage statistique, afin de con-
struire des mesures d’importance interprétables. Pour un modèle total paramétrique
embôıtable Θ(X, β) (construit avec toutes les covariables), une mesure de performance
positive et faiblement monotone µΘ peut lui être associé et être évaluée pour chaque sous-
modèle restreint aux covariables d’indices S ⊂ D, et de performance µΘ(S). Une famille
d’allocations pour le jeu coopératif statistique (D,µΘ), dites à ordres aléatoires, peut être
définie pour chaque covariable i ∈ D (Weber 1988):

φi = Ep

[
µΘ

(
D \Sr

i−1

)
−µΘ

(
D \Sr

i

)]
=

∑

r∈R(D)

p(r)
(
µΘ

(
D \Sr

r(i)−1

)
−µΘ

(
D \Sr

r(i)

))
(1)

où p désigne une fonction de masse de probabilité définie sur R(D) (l’ensemble des per-
mutations de D), Sr

i = {rj}ij=1 dénote l’ensemble des ièmes premières composantes de
r (r = (r1, . . . , rd) ∈ R(D)), et r(i) est la position de l’indice i dans r. Cette famille
d’allocations permet de redistribuer la performance du modèle total à chacune de ses
covariables, facilitant leur interprétation.

Dans le cadre du modèle linéaire, quatre critères permettent de définir une mesure
d’importance relative admissible (Johnson and Lebreton 2004; Feldman 2005; Grömping
2007) : la positivité (∀i ∈ D, φi ≥ 0), l’exclusion (soit Θ(X, β), si βi = 0, alors φi = 0),
l’inclusion (soit Θ(X, β), si βi &= 0, alors φi > 0), la contribution totale (

∑n
i=1 φi =

µΘ(D)). Pour un choix spécifique de p, les allocations définies en Eq. (1) permettent
de produire des allocations candidates à mesurer l’importance relative, sous couvert du
respect de ces critères.

Notre objectif est d’étudier deux cas particuliers d’allocations, inspirés de résultats
généraux en théorie des jeux : les valeurs de Shapley et les valeurs proportionnelles. La
Section 2 vise à définir ces mesures d’importance relative dans le cadre de jeux coopératifs
statistiques et d’étudier leur admissibilité, ainsi que d’illustrer leur comportement analy-
tique dans le cas linéaire gaussien. La Section 3 est dédiée à un cas d’utilisation sur le
jeu de données Algerian Forest Fires, dans un but de classification binaire par modèle de
régression logistique.

2 Valeurs de Shapley et valeurs proportionnelles

Les valeurs de Shapley (Shapley 1951) constituent une solution d’allocation pour jeux
coopératifs. Elles sont l’unique solution d’une définition axiomatique garantissant le re-
spect de quatre propriétés désirées en théorie des jeux. Dans le contexte des allocations
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par modèle à ordres aléatoires (Eq. (1)), les valeurs de Shapley du jeu coopératif statis-
tique (D,µΘ) sont équivalentes à choisir p comme étant uniforme sur R(D) (i.e., chaque
ordre est équi-vraisemblable). Ainsi, ∀r ∈ R(D), p(r) = 1/d!, ce qui amène à la mesure
d’importance relative Shi, ∀i ∈ D (Eq. (1) avec p(r) = 1/d!). Cependant, Feldman (2005)
montre que cette mesure d’importance relative particulière n’est pas admissible au sens
des critères énoncés plus haut. En effet, elle ne respecte pas le critère d’exclusion : une
covariable qui n’est pas présente dans le modèle total (i.e., son paramètre est égal à zéro)
peut recevoir une part de performance si elle est corrélée avec une ou plusieurs covariables
qui sont présentes dans le modèle (i.e., dont les paramètres sont différents de zéro). Cet
effet a été mis en évidence en analyse de sensibilité (Iooss and Prieur 2019).

De plus, le choix d’un a priori uniforme peut être remis en question en remarquant
que µΘ peut contenir de l’information sur l’importance relative. En effet, si pour une
permutation r = (r1, . . . , rd), les contributions séquentielles Mi(r) = µΘ

(
D \ Sr

i−1

)
−

µΘ

(
D\Sr

i

)
sont croissantes (i.e., M1(r) < M2(r) < · · · < Md(r)), alors il est probable que

les éléments de r soient rangés par ordre croissant d’importance relative. En étendant
les valeurs proportionnelles (issues des jeux coopératifs, voir Ortmann (2000)) aux jeux
coopératifs statistiques, Feldman (2005) introduit la mesure PMD (proportional marginal
decomposition) par le biais d’une autre définition de p :

p(r) =
L(r)∑

m∈R(D) L(m)
, avec L(r) =




∏

S∈{Sr
i }di=1

(
µΘ(D)− µΘ(D \ S)

)



−1

.

L’allocation sur (D,µΘ) ainsi définie est donnée par :

PMDi =




∑

m∈R(D)

L(m)




−1

∑

r∈R(D)

L(r)
(
µΘ

(
D \ Sr

r(i)−1

)
− µΘ

(
D \ Sr

r(i)

))
.

L’existence et l’unicité de cette fonction de masse sont garanties par une définition ax-
iomatique qui stipule notamment que si µΘ(D \ {i}) = µΘ(D) (i.e., la covariable Xi n’a
aucun effet sur la performance du modèle total), alors PMDi = 0. La valeur de l’allocation
est définie sur le jeu coopératif statistique (D \ {i}, µΘ), et Xi reçoit une part nulle. Ceci
permet de garantir qu’une covariable non-présente dans le modèle total ne reçoive aucune
contribution, malgré le fait qu’elle puisse être corrélée aux variables présentes. Cette
mesure d’importance relative est admissible (cf. Section 1).

Appliquées au modèle de régression linéaire, avec le coefficient de détermination R2

comme mesure de performance, les valeurs de Shapley du jeu coopératif statistique (D,R2)
sont connus comme étant les indices LMG (Lindeman, Merenda, and Gold 1980). Les
valeurs proportionnelles de (D,R2), quant à elles, sont connues sous le nom de PMVD
(proportional marginal variance decomposition).

Pour un modèle linéaire à deux covariables Y = β1X1 + β2X2, avec (X1, X2)! un
vecteur gaussien centré vérifiant pour i = 1, 2, V(Xi) = σ2

i et Cov(X1, X2) = σ1σ2ρ,
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associé au coefficient de détermination R2 comme mesure de performance, les mesures
LMG et PMVD sont données analytiquement par :

LMG1 = 1
V(Y )

(
β2
1σ

2
1 + β1β2σ1σ2ρ+

ρ2

2 (β
2
2σ

2
2 − β2

1σ
2
1)
)
; PMVD1 = β2

1σ
2
1

β2
1σ

2
1+β2

2σ
2
2
;

LMG2 = 1
V(Y )

(
β2
2σ

2
2 + β1β2σ1σ2ρ+

ρ2

2 (β
2
1σ

2
1 − β2

2σ
2
2)
)
; PMVD2 = β2

2σ
2
2

β2
1σ

2
1+β2

2σ
2
2

vérifiant la relation LMG1 + LMG2 = PMVD1 + PMVD2 = R2({1, 2}) = 1. Dans ce
cas précis, les PMVD ne dépendent pas de ρ (ce comportement ne se généralise pas pour
d > 2), alors que la mesure LMG semble partager la part de variance due à la corrélation
équitablement entre X1 et X2. De plus, si β2

1σ
2
1 = β2

2σ
2
2, les quatres indices associés aux

covariables se confondent. Dans le cas où ρ = 0, les deux mesures se comportent de
la même façon. Lorsque l’un des deux paramètres βi = 0, alors PMVDi = 0 tandis que
LMGi peut être non-nul, pour des valeurs de ρ non-nulles : ce comportement est contraire
au critère d’exclusion.

Dans les cas à plus de deux covariables, l’étude analytique de ces mesures proposée
par Grömping (2007) permet de conclure que la mesure LMG aura tendance à répartir les
effets dus à la corrélation équitablement entre les covariables, indépendamment de leur
importance dans le modèle, tandis que la mesure PMVD aura tendance à attribuer ces
effets aux covariables les plus importantes.

3 Prévision des feux de forêt

Dans cette section, nous étendons l’utilisation des mesures d’importance précédentes au
cadre du modèle linéaire généralisé pour la régression logistique et les appliquons à un jeu
de données public.

Le jeu de données Algerian Forest Fires (Abid and Izeboudjen 2020) contient n = 244
observations journalières enregistrées dans deux régions d’Algérie (Bejaia et Sidi Bel-
abbes) entre les mois de juin et septembre 2012. Les 8 covariables sont Temp (température
maximale en degrés Celsius), RH (humidité relative en %), Ws (vitesse du vent en km/h),
Rain (pluviométrie totale en mm), FFMC (Fine Fuel Moisture Code), DMC (Duff Moisture
Code), DC (Drought Code) et ISI (Initial Spread Index). Comme illustré en Figure 1, ces
covariables peuvent être très corrélées les unes aux autres. Nous cherchons à modéliser la
probabilité qu’un feu de forêt ait eu lieu par régression logistique et nous prenons comme
mesure de performance le coefficient de détermination généralisé, qui dans ce cas vaut :

R2(S) = 1− déviance du sous-modèle d’indices dans S

déviance du modèle nul
.

Estimé sur le jeu de données, nous obtenons R̂2 ' 0.803 et un coefficient de prédictivité
Q2 (R2 en prédiction), calculé par validation croisée égal à Q̂2 ' 0.79. Les mesures
de multicolinéarité VIF (variance inflation factor)1 ont également été calculées, en plus

1. Fonction vif() du package car sous R.
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Figure 1: Matrice des corrélations (gauche) et nuages de points croisés (droite) des co-
variables du jeu de données Algerian Forest Fires.

Covariables Temp RH Ws Rain FFMC DMC DC ISI Total
VIF 1.36 1.90 1.72 1.44 7.08 8.04 6.24 5.04 -
Sh (%) 4.5 3.7 0.4 5.5 33.3 6.2 3.2 23.5 80.3
PMD (%) 0.4 0 0 0.7 69.7 6.4 0 3.1 80.3

Table 1: Mesure de colinéarité et mesures d’importance relative du modèle de régression
logistique sur les données Algerian Forest Fire.

des mesures d’importance par valeurs de Shapley et par valeurs proportionnelles2. Les
résultats se trouvent en Table 1.

Les covariables FFMC, DMC, DC et ISI présentent de fortes valeurs de VIF (i.e.,
supérieures à 5), ce qui fait écho aux valeurs élevées des corrélations déjà identifiées
en Figure 1. La mesure Sh semble favoriser les covariables FFMC et ISI, avec des part
respectives de 33.3% et 23.5% de la performance totale. Les parts de performance des
autres covariables oscillent entre 3.7% et 6.2%, sauf pour la vitesse du vent, avec une
part inférieur. La mesure PMD, quant à elle, attribue une part de près de 69.7% de la
performance à la covariable FFMC, avec des contributions à la performance de 6.4% et
3.1% respectivement aux covariables DMC et ISI. Les autres covariables reçoivent moins
de 1% de performance. Ceci peut-être expliqué par les fortes corrélations dont les ef-
fets sur la performance sont principalement attribués aux covariables ayant un paramètre
estimé élevé (en valeur absolue). La mesure PMD permet donc de détecter les covari-

2. Fonctions lmg() et emvd() du package sensitivity sous R.
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ables les plus importantes de manière plus prononcée que la mesure Sh qui aura tendance
à lisser l’importance par répartition des effets de corrélation. La covariable RH en est
un exemple parlant : étant fortement corrélée linéairement avec FFMC (−0.65) et ISI
(−0.69), les valeurs de Shapley auront tendance à lui accorder de l’importance (3.7% de
la performance), alors que les valeurs proportionnelles indiquent que son importance est
nulle.

En conclusion, nous pouvons donc retenir que, dans le contexte de la régression logis-
tique (resp. linéaire), et en choisissant le R2 comme critère de performance, les mesures
d’importance PMD (resp. PMVD) présentent l’intérêt de remplir les quatre critères
d’admissibilité d’une mesure d’importance interprétable contrairement à ses homologues
que sont les valeurs de Shapley (resp. LMG).

Nous remercions Nicolas Bousquet (EDF R&D) grâce à qui ce travail a pu être réalisé.
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Résumé. Nous proposons une extension au cadre Bayésien du modèle de mélange
Gaussien discriminant pour le clustering de données en grande dimension. Modélisant les
données comme un mélange de Gaussiennes dans un sous-espace discriminant de faible
dimension, un a priori gaussienn est introduit sur les moyennes de l’espace latent et
une famille de douze sous-modèles est dérivée en considérant différentes structures de
covariance. L’inférence des paramètres est faites via un algorithme EM variationnel,
tandis que le sous-espace discriminant est estimé via la maximisation d’un critère de
Fisher non supervisé. L’estimation des hyper-paramètres du modèle se fait par maximum
de vraisemblance de type-II et un critère de vraisemblance classifiante intégrée est proposé
pour sélectionner à la fois le nombre de groupes et le sous-modèle. L’algorithme Fisher-EM
Bayésien résultant est évalué dans deux scénarios de simulation, montrant sa supériorité
par rapport à l’état de l’art en clustering à l’aide de mélanges gaussiens à sous-espace
latent. Une implémentation de ce travail est disponible pour le logiciel R dans le package
FisherEM 1.

Mots-clés. Classification non-supervisée, Réduction de la dimension, Modèles de
mélange, Inférence variationelle, Analyse discriminante de Fisher . . .

Abstract In this work, we extend the powerful discriminative latent mixture model
for the clustering of high-dimensional data to the Bayesian framework. Modeling data as
a mixture of Gaussians in a low-dimensional discriminative subspace, a Gaussian prior
distribution is introduced over the latent group means and a family of twelve submodels
are derived considering different covariance structures. Model inference is done with a
variational EM algorithm, while the discriminative subspace is estimated via a Fisher-step
maximizing an unsupervised Fisher criterion. An empirical Bayes procedure is proposed
for the estimation of the prior hyper-parameters, and an integrated classification like-
lihood criterion is derived for selecting both the number of clusters and the submodel.
The performances of the resulting Bayesian Fisher-EM algorithm are investigated in two

1Disponible sur CRAN, voir https://github.com/nicolasJouvin/FisherEM pour plus
d’informations.
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thorough simulated scenarios, assessing its superiority with respect to state-of-the-art
Gaussian subspace clustering models. This work comes with a reference implementation
for the R software in the FisherEM package2.

Keywords. Clustering, Dimension reduction, Mixture model, Variational Inference,
Linear discriminant analysis

1 Introduction

Clustering has become an important part of contemporary statistics and machine learn-
ing, with applications ranging from DNA microarray analysis in biology (Ghosh and Chin-
naiyan 2002) to text analysis (Aggarwal and Zhai 2012) and image processing (Jégou et al.
2010). Gaussian mixture models (GMM) constitute one of the most popular approaches
to model-based clustering (McLachlan and Peel 2004). Let us consider n continuous ob-
servations {yi} in dimension p, summarized in a data matrix Y ∈ Rn×p, that we want to
cluster into K groups. In this context, each observation yi is assigned to a discrete latent
variable zi characterizing its cluster assignment. Gaussian mixtures posits the following
distribution:

zi ∼ MK(1,π), yi | {zik = 1} ∼ N p(yi | mk,Sk), (1)

where π denotes the mixture proportions and (mk,Sk) respectively corresponds to the
mean and covariance matrix of the k-th component. However, the latter involve a number
of parameters growing with the square of the dimension, and the number of observations
required to fit high-dimensional data may be very large and computationally impractical.
This is sometimes referred to as a form of curse of dimensionality (Bouveyron et al. 2019).

On the one hand, some approaches rely on unsupervised dimension reduction such
as principal component analysis to project the data prior to model fitting (Ghosh and
Chinnaiyan 2002). On the other hand, a wealth of literature has focused on developing
parsimonious models based on constrained covariance matrices Sk. Aside from stan-
dard spectral constraints (Banfield and Raftery 1993), other types of restrictions were
considered with low-rank factorizations Sk = UkU"

k + Ψk where Uk is a p × d matrix
(Ghahramani and Hinton 1996; Tipping and Bishop 1999). Based on a factor analysis
formulation, these models have a geometric interpretation: integrating model-based clus-
tering and probabilistic linear dimension reduction, they seek to cluster the data in K
low-dimensional subspaces Uk of dimension d. This formulation was refined to impose
a common subspace U accross cluster, further restricting the number of parameter and
allowing a common vizualisation of the data points (Yoshida et al. 2004; Baek et al.
2009; McNicholas and Murphy 2008; Montanari and Viroli 2010). These models are often
refered to as Gaussian subspace clustering, and maximum likelihood inference is always

2Available on CRAN, see https://github.com/nicolasJouvin/FisherEM for additional information.
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preferred, usually via an EM algorithm. We refer the reader to Bouveyron and Brunet-
Saumard (2014) for a thorough review of model-based high-dimensional clustering.

However, without further clustering information, the estimated latent subspace may
be biased toward density estimation, preserving the variance of the observed data as much
as possible, rather than clustering and explicit separation of the groups. These objectives
are not always aligned as demonstrated by Chang (1983) with a 2-component GMM where
the last principal component, retaining the least of the variance, is the best discriminative
in term of cluster memberships. In order to circumvent this issue, several works proposed
to chose U as the best subspace discriminating the K clusters in the sense of Fisher’s
Linear discriminant analysis (LDA) (Torre and Kanade 2006; Scrucca 2010; Bouveyron
and Brunet 2012). The most popular criterion for this task is:

U ! = argmax
U

{
F(U ) ..= Tr

[
(U"STU )−1U"SBU

]}
, (2)

where ST = (1/n)
∑

i(yi −m)(yi −m)" is the empirical covariance matrix of the data,
while SB = (1/n)

∑
k nk(mk − ȳ)(mk − ȳ)" is the between-class covariance, with nk =∑

i zik and mk = (1/nk)
∑

i zikyi.

2 The Bayesian discriminative latent mixture

Bouveyron and Brunet (2012) proposed the discriminative latent mixture (DLM), which
consists in a standard low-rank decomposition with the additional assumption that the
common subspace U is discriminative in the sense of Equation (2). The model is equiv-
alent to Equation (1) with mk = Uµk and Sk = UΣkU + Ψk where U is column
orthornormal:

yi
i.i.d.∼

K∑

k=1

N p(Uµk,UΣkU +Ψk), U"U = Id. (DLM)

Writing down the spectral decomposition of the covariance, Sk = D∆kD", and denoting
U⊥ the orthogonal complement of U in Rp, it is further assumed that

∆k =

(
Σk 0
0 βkIp−d

)
, D =

[
U ,U⊥

]
. (3)

Such decomposition amounts to consider that all the relevant clustering signal is contained
in the subspace spanned by the columns of U , while the orthogonal complement contains
isotropic Gaussian noise with variance βk. Then, the Fisher-EM proposed by Bouveyron
and Brunet (2012) alternates between parameter estimation via maximum-likelihood and
latent subspace U estimation via Equation (2), using the current posterior cluster mem-
bership probabilities to compute the scatter matrix SB, until convergence. However, while
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efficient, this algorithm displays some instabilities due to poor conditioning of the scatter
matrices, and can get stuck in poor local maxima in terms of clustering as demonstrated
in Section 4.

In order to circumvent this issue, we propose a Bayesian extension of the DLM model
where a Gaussian prior distribution is put on µk as in the standard Bayesian Gaussian
mixture model:

µ = (µk)k, µk
i.i.d.∼ N d(ν,λId), (BDLM)

Here, λ is a hyper-parameter controlling the spreading of the µk’s in the latent space and
the rest of the model and assumptions is unchanged. We refer to this Bayesian version
as BDLM[Σkβk]. The set of parameters is then ϑ = (π,Σ,U ,β) and the next Section
discusses inference and clustering.

A family of submodels Considering specific constraints on the matrix ∆k, we can
derive a family of submodels for the BDLM as in the original DLM. Akin to the spectral
constraints of Banfield and Raftery (1993), we can assume a combination of hypotheses on
the structure of the latent space covariance Σk and on the noise covariance Ψk. First ho-
moscedasticity constraints of the type Σk = Σ or Ψk = Ψ may be considered. Moreover,
the latent covariance Σk can be further assumed to be diagonal Σk = diag(α2

k1, . . . ,α
2
kd)

or even isotropic Σk = α2
kId. The combination of these constraints leave a total of 12

submodels.

3 The Bayesian Fisher-EM algorithm

In the following, we propose a clustering algorithm based on the joint maximization of
the Fisher criterion and the observed-data likelihood. Contrary to the DLM, the latter
is intractable, and so is the posterior distribution of the latent variables (Z,µ) given the
data and the parameters. Thus, we propose to use variational inference, relying on a
mean-field approximation of the posterior and the maximization of a lower bound of the
log-likelihood (Jaakkola and Jordan 2000). The proposed clustering algorithm for BDLM
is named Bayesian Fisher-EM (BFEM) and alternates between 3 steps.

Variational inference (VE-step) Introducing a variational distribution q(µ,Z), the
classical identity holds for any distribution q:

log p(Y | ϑ) = Eq

[
log p(Y ,µ,Z | ϑ)

]
− Eq

[
log q(µ,Z)

]
︸ ︷︷ ︸

J (q,ϑ)

+KL(q ‖ p(· | Y ,ϑ)). (4)

Here, KL denotes the Kullback-Leibler divergence, and the latter being positive, J is a
lower bound of the observed data likelihood. Then, restricting q to be in the mean-field
family Q of fully factorized distributions over (Z,µ), we can use the standard coordinate
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ascent variational inference (CAVI, Blei et al. 2017), which is a fixed point algorithm
solving:

q! = argmax
q∈Q

J (q; ,ϑ) = argmin
q∈Q

KL(q ‖ p(· | Y ,ϑ)). (5)

Here, it clearly appears that the variational distribution approximates the intractable
posterior through the KL minimization program. Moreover, the optimal form of the
updates q! are available in closed form in this model, as a product of Multinomials and
Gaussian distributions, and can be estimated iteratively in a fixed point algorithm.

The M-step In the M-step, the bound J (·, q!) is maximized with respect to the latent
space mixture parameters (π,Σ,β). Note that U is treated as a fixed, distinct parameter
here. At iteration (t), the mixture proportions are estimated classically as in any other

mixture models, π̂(t)
k = ñ(t)

k /n, and the estimates of the remaining parameters (Σk, βk)
depend on the chosen submodel. For the unconstrained submodel, the M-step estimates
of Σk and βk are:

Σ̂(t)
k = U"Ĉ(t)

k U , β̂(t)
k =

Tr
[
Ĉ(t)

k

]
− Tr

[
U"Ĉ(t)

k U
]

p− d
.

Here, uh denotes the h-th column of U which is computed in the Fisher step (see below)
at iteration (t) and:

Ĉ(t)
k =

1

ñ(t)
k

n∑

i=1

τ (t)ik (yi −Uµ̃(t)
k )(yi −Uµ̃(t)

k )" +UM̃(t)
k U",

where τik = q!(zik = 1) denotes the variational distribution of zi.

The Fisher step (F-step) As explained above, the subspace U is supposed to be
discriminative in the sense of Fisher criterion. The partition Z being unknown, the
scatter matrix SB in Equation (2) cannot be formed. Following Bouveyron and Brunet
(2012) we propose to replace it by the soft between-class scatter matrix:

m̃(t)
k =

1

ñ(t)
k

n∑

i=1

τ (t)ik yi, S̃(t+1)
B =

1

n

K∑

k=1

ñ(t)
k

(
m̃(t)

k − ȳ
)(

m̃(t)
k − ȳ

)"
,

The unconstrained problem of Equation (2) can be cast as a generalized eigenvalue
problem with an explicit solution (Ghojogh et al. 2019). Unfortunately, there is no closed-
form solution for the problem with the additional orthonormality constraint U"U = Id.
In the supervised literature, this problem is known as orthonormal LDA and several
algorithms were proposed, either iterative (Foley and Sammon 1975; Hamamoto et al.
1991) or direct (Ye 2005; Lu et al. 2016). In the line of Bouveyron and Brunet (2012), we
propose to use the orthogonal discriminant vectors (ODV) method. Starting from u1, the
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leading eigenvector of S−1
T S̃(t)

B , we greedily maximize the Fisher criterion by computing
the r-th direction as the solution of the unconstrained problem in the orthogonal of the
current subspace Br−1 = vect(u1, . . . ,ur−1).

Note that, due to the F-step, the variational bound is not guaranteed to increase
at each step. Still, we can use standard convergence criteria such as Aitken’s criterion
(McLachlan and Krishnan 2007, p. 147) and the BFEM alternates between the VE, M
and F steps until convergence or a user-defined number of iteration is reached.

Model selection In a clustering perspective, we propose to rely on the integrated
classification likelihood (ICL, Biernacki et al. 2000) to choose K and the submodel. The
criterion is defined as:

ICLBIC(M, K) = log p(Y , Ẑ | ϑ̂,M, K)− γM,K

2
log(n), (6)

where we take ϑ̂ to be the parameter estimates at the end of BFEM, and γM,K is the
number of free parameters in submodel M with K clusters. Although the marginal like-
lihood is intractable, the first term above is the classification likelihood which is tractable
in the BDLM models. The latent dimension is fixed to d = K − 1 as in regular LDA.

4 Numerical results

We illustrate the performance of the proposed BFEM algorithm in two simulation scenario
consisting of a nk = 900 observations from a 3-components mixture in latent dimension
d = 2 with fixed covariance matrices Σk. The first scenario fixes the variance of the noise
βk and increases the dimensionality p of the problem by adding noisy dimensions. The
second scenario fixes the dimension p = 150 and study the impact of the noise variance
βk expressed in logarithmic scale via the signal-to-noise ratio (SNR): the higher the SNR,
the lower βk. We use the adjusted Rand index (ARI, Hubert and Arabie 1985) in order to
compare the estimated partition to the ground truth. In both scenarios, we can see that
BFEM display a great stability and robustness compared to both the frequentist FEM
and state-of-the-art Gaussian subspace clustering.
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Résumé. Ce papier vise à étudier les critères de sélection de modèles dits "data-
driven" pour une grande classe de séries chronologiques, qui comprend les processus
ARMA ou AR(∞), ainsi que GARCH ou ARCH(∞), APARCH et bien d’autres. Nous
abordons la question difficile de la conception de critères adaptatifs jouissant de la
propriété de forte consistance. Lorsque les observations proviennent de l’un des mod-
èles susmentionnés, les nouveaux critères retrouvent le vrai modèle presque sûrement
parmi une famille finie de modèles candidats, ceci quand la taille des données croit.
Les critères proposés sont basés sur la minimisation d’un contraste pénalisé similaire au
critère de Hannan et Quinn et impliquent un terme de pénalité connu pour la plupart
des modéles de séries chronologiques classiques et pour les modèles plus complexes, ce
terme est inconnu mais peut être calibré uniquemement par les données.

Mots-clés. Séries chronologiques, sélection de modèles, consistance, data-driven,
critère HQ.

Abstract. This paper aims to study data driven model selection criteria for a large
class of time series, which includes ARMA or AR(∞) processes, as well as GARCH
or ARCH(∞), APARCH and many others processes. We tackled the challenging issue
of designing adaptive criteria which enjoys the strong consistency property. When the
observations are generated from one of the aforementioned models, the new criteria,
select the true model almost surely asymptotically. The proposed criteria are based on
the minimization of a penalized contrast akin to the Hannan and Quinn’s criterion and
then involved a term which is known for most classical time series models and for more
complex models, this term can be data driven calibrated.

Keywords. Time series, Model selection, consistency, data driven, HQ criterion.

1 INTRODUCTION
A common solution in model selection is to choose the model, minimizing a penalized
based criterion which is the sum of two terms: the first one is the empirical risk (least
squares, likelihood) that measures the goodness of fit and the second one is an increasing
function of the complexity which aims to penalize large models and control the bias.
Therefore a challenging task when designing a penalized criterion is the specification of
the penalty term. Considering leading model selection criteria (BIC, AIC, Cp, HQ to
name a few), one can see that the penalty term is a product of the model dimension with
a sequence which is specific to the criteria. Indeed, a criterion is designed according to
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the goal one would like to achieve. The classical properties for model selection criteria
include consistency, efficiency (oracle inequality, asymptotic optimality), adaptative in
the minimax sense.

In this paper, we focus on consistency property which aims at identifying the data
generating process with high probability or almost surely. Hence, it requires the as-
sumption whereby there exists a true model in the set of competitive models and the
goal is to select this with probability approaches one as the sample size tends to infinity.

Compare to HQ penalty, the BIC penalty does not have the slowest rate of increase
and then it can very often choose very simple models possible wrongs for small samples
Hannan and Quinn (1979). Moreover, the HQ criterion has been derived for linear
time series: AR models in Hannan and Quinn (1979), ARMA models in Hannan (1979)
and Hannan and Deistler (2012). Is the HQ penalty still strongly consistent for het-
eroscedastic nonlinear models such as GARCH, APARCH or ARMA-GARCH? And
what about a general class including linear and non linear models as well?

This is the issue we want to address in this paper for a general class of times series
called affine causal.
The main contribution of this paper is the generalization of the HQ criterion to affine
causal class: we provide a minimal multiplicative penalty term cmin so that all penalties
of the form 2 c log log nDm with c ≥ cmin ensure the strong consistency property for
affine causal models (Dm denotes the size of the model m). The minimal constant
is known for classical models (ARMA, GARCH or APARCH type) but for the most
complex ones, it can be data-driven calibrated using slope heuristic (see Birgé and
Massart (2007a), Arlot and Massart (2009)). However, the theoretical validity of this
heuristic, especially for time series, is an open research topic.

2 Affine Causal Class
Class AC(M, f) : A process X = (Xt)t∈Z belongs to AC(M, f) if it satisfies:

Xt = M
(
(Xt−i)i∈N∗

)
ξt + f

(
(Xt−i)i∈N∗

)
for any t ∈ Z. (2.1)

where (ξt)t∈T is a sequence of zero-mean independent identically distributed random
vectors (i.i.d.r.v) satisfying E(|ξ0|r) < ∞ with r ≥ 1 and M , f : R∞ → R are two
measurable functions. The function f can be considered as the conditional mean of the
process while M2 can be seen as the conditional variance which will allow to take into
account a possible heteroscedasticity.

For instance,

• if M
(
(Xt−i)i∈N∗

)
= σ and f

(
(Xt−i)i∈N∗

)
=

∑∞
i=1 φiXt−i, then (Xt)t∈Z is an AR(∞)

process;

• if M
(
(Xt−i)i∈N∗

)
=

√
a0 + a1X2

t−1 + · · ·+ apX2
t−p and f

(
(Xt−i)i∈N∗

)
= 0, then

(Xt)t∈Z is an ARCH(p) process.

Note that, numerous classical time series models such as ARMA(p, q), GARCH(p, q),
ARMA(p, q)-GARCH(p, q) or APARCH(δ, p, q) processes belongs to AC(M, f).
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The study of this type of process more often requires the classical regularity conditions
on the functions M and f , which are not restrictive at all and remain valid in various
time serie models. Let us recall these conditions for Ψθ = fθ or Mθ and Θ a compact
set.
Hypothesis A(Ψθ,Θ): Assume that ‖Ψθ(0)‖Θ < ∞ and there exists a sequence of
non-negative real numbers

(
αk(Ψθ,Θ)

)
k≥1

such that
∑∞

k=1 αk(Ψθ,Θ) < ∞ satisfying:

‖Ψθ(x)−Ψθ(y)‖Θ ≤
∞∑

k=1

αk(Ψθ,Θ)|xk − yk| for all x, y ∈ R∞.

In addition, if the noise ξ0 admits r-order moments (for r ≥ 1), let us define:

Θ(r) =
{
θ ∈ Rd, A(fθ, {θ}) and A(Mθ, {θ}) hold with

∞∑

k=1

αk(fθ, {θ}) + ‖ξ0‖r
∞∑

k=1

αk(Mθ, {θ}) < 1
}
. (2.2)

Under this assumption, Doukhan and Wintenberger (2008) showed that there exists
a stationary and ergodic solution to (2.1) with r-order moment for any θ ∈ Θ(r).
Moreover, Bardet and Wintenberger (2008) studied the consistency and the asymptotic
normality of the QMLE of θ∗ for AC(Mθ∗ , fθ∗) .

3 Model Selection Procedure
Let assume (X1, . . . , Xn) be a trajectory of a stationary affine causal process m∗ :=
AC(Mθ∗ , fθ∗), where θ∗ is unknown. The goal of the consistency property is to come
up with this true model given a set of candidate model M such that m∗ ∈ M.

A Dm-dimensionnal model m ∈ M can be viewed as a set of causal functions (Mθ, fθ)
with θ ∈ Θ(m) ⊂ RDm . Θ(m) is the parameter set of the model m.
The consistency property will be studied using quasi likelihood estimation since as-
sumption on the distribution of the noise is not required.
The Gaussian quasi log-likelihood is derived from the conditional (with respect to the
filtration σ

(
Xt, t ≤ 0

)
log-likelihood of (X1, . . . , Xn) when (ξt) is supposed to be a Gaus-

sian standard white noise. From (2.1), one deduce that the log density of Xt given
σ
(
Xi, i < t

)
is

−1

2

[(Xt − f t
θ∗)

2

H t
θ∗

+ log(H t
θ∗)

]
.

Therefore the conditional log density of (X1, . . . , Xn) given σ
(
Xt, t ≤ 0

)
is

−1

2

n∑

t=1

[(Xt − f t
θ∗)

2

H t
θ∗

+ log(H t
θ∗)

]
.

From now on, we drop the Gaussian assumption of the noise. The conditional log-
density inspires to define for all θ ∈ Θ

Ln(θ) := −1

2

n∑

t=1

qt(θ) , with qt(θ) :=
(Xt − f t

θ)
2

H t
θ

+ log(H t
θ) (3.1)
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where f t
θ := fθ(Xt−1, Xt−2, · · · ), M t

θ := Mθ(Xt−1, Xt−2, · · · ) and H t
θ =

(
M t

θ

)2. The quasi
likelihood function Ln is not computable since it depends on the past (X−j)j∈N that is
unknown. However, the sequence (Ln(.))n enjoys very nice asymptotic properties such
as the Uniform Law of Large Numbers (see Bardet and Wintenberger (2008)).
Therefore, we consider an observable approximation of Ln denoted L̂n and define as
follows

L̂n(θ) := −1

2

n∑

t=1

q̂t(θ) , with q̂t(θ) :=
(Xt − f̂ t

θ)
2

Ĥ t
θ

+ log(Ĥ t
θ) (3.2)

where f̂ t
θ := fθ(Xt−1, Xt−2, . . . , X1, 0, . . . , 0), M̂ t

θ := Mθ(Xt−1, Xt−2, . . . , X1, 0, . . . , 0)

and Ĥ t
θ =

(
M̂ t

θ

)2.
Let M a finite family of candidate models containing the true one m∗. According

to Proposition 1 in Bardet and al. (2020), all these models can be included into a big
one with parameter space Θ. For each specific model m ∈ M, we define the Gaussian
QMLE θ̂(m) as

θ̂(m) = argmax
θ∈Θ(m)

L̂n(θ). (3.3)

To select the true model m∗ ∈ M, we consider a penalized contrast Ĉ

Ĉ(m) = −2 L̂n

(
θ̂(m)

)
+ κn(m) for all m ∈ M,

ensuring a trade-off between −2 times the maximized quasi log-likelihood, which de-
creases with the size of the model, and a penalty increasing with the size of the model.
Therefore, the selection procedure consists to choose as an estimator of m∗, the model
which minimizes Ĉ over the family M, that is:

m̂ = argmin
m∈M

Ĉ(m). (3.4)

There exist several possible choices of κn including

• κn(m) = 2 cDm log log n with c > 1, we retrieve the HQ criterion (see Hannan
and Quinn (1979));

• κn = Dm log n, Ĉ yields to BIC criterion (Schwarz (1978)) ;

• κn = 2Dm, Ĉ is the AIC criterion (Akaike (1973)).

4 Assumptions and Consistency Result
Some mild conditions will be required to prove the consistency of the considered model
selection criteria.

Assumption A1: For all θ, θ′ ∈ Θm, (f 0
θ = f 0

θ′) and (M0
θ = M0

θ′) =⇒ θ = θ′.

Assumption A2: One of the families (∂f t
θ/∂θ

(i))1≤i≤Dm∗ or (∂H t
θ/∂θ

(i))1≤i≤Dm∗ is a.e.
linearly independent.
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Assumption A3: ∃h > 0 such that inf
θ∈Θ

(Hθ(x)) ≥ h for all x ∈ R∞.
Assumption A4: E[ξ80 ] < ∞.

We assume a suitable relation between the Fisher Information matrix G(θ∗m) and the
limiting Hessian matrix of the log-likelihood F (θ∗m) defined as follows

(
F (θ∗m)

)
i,j

= E
[∂2q0(θ∗m)

∂θi∂θj

]
and (G(θ∗m))i,j = E

[∂q0(θ∗m)
∂θi

∂q0(θ∗m)

∂θj

]
,

with θ∗m := (θ∗, 0, . . . , 0)( ∈ Θ(m).

Assumption A5: There exist absolutes constants α1 and α2 such that for any m ∈ M
verifying m∗ ⊂ m,

1(
mΣθ∗m1m = α1 D

1
m + α2 D

2
m (4.1)

where D1
m and D2

m are two integers such that D1
m+D2

m = Dm, 1m := (1, 1, . . . , 1)( ∈
RDm , Σθ∗m := G(θ∗m)

1/2F (θ∗m)
−1G(θ∗m)

1/2.
For most classical affine causal models, A5 is verified (see Proposition 2). However, for
more complex models such as ARMA-GARCH with µ4 += 3, Σθ∗m is hard to handle.

In this framework (see Bardet and Wintenberger (2009), Bardet and al. (2020)), it
is classical to not take into account long memory process, that is to assume that the
Lispchitz coefficients satisfy the following conditions

Assumption A6 αj(fθ)+αj(Mθ)+αj(∂θfθ)+αj(∂θMθ) = O(j−γ) with γ > 3/2.

The following Proposition suggests the existence of a term that will be the keystone
of this work.

Proposition 1. Let m∗ any affine causal model. For any model m with θ∗m ∈
o

Θ̃(m),
and under A1-A6, there exist α1, α2, D1

m, D2
m such that

lim sup
n→∞

Ln

(
θ̂(m)

)
− Ln(θ∗m)

2 log log n
=

1

4

(
α1 D

1
m + α2 D

2
m

)
a.s. (4.2)

For every m ∈ M, let us denote by cmin(m) the following term that will be used several
times

cmin(m) :=
1

4

(
α1 D

1
m + α2 D

2
m

)
(4.3)

Now we state a result which provides the values of both α1 and α2 for most classical
affine causal models.

Proposition 2. Under the assumptions and notation of Proposition 1, we have

• If µ4 = E[ξ40 ] = 3 (for instance for Gaussian noise), then α1 = 2, α2 = 2 and
cmin(m) = 1

2 Dm;

• If the parameter θ identifying an affine causal model Xt = M t
θ ξt + f t

θ can be
decomposed as θ = (θ1, θ2)′ with f t

θ = f̃ t
θ1 and M t

θ = M̃ t
θ2, then α1 = 2, α2 = µ4−1

and
cmin(m) =

1

2
D1

m +
µ4 − 1

4
D2

m
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The second configuration in Proposition 2 includes classical time series
• GARCH(p, q), APARCH(δ, p, q) type models and related ones, cmin(m) = µ4−1

4 Dm;

• ARMA(p, q) models, cmin(m) = Dm
2 if the variance of the noise is known and

cmin(m) = Dm−1
2 + µ4−1

4 otherwise.
We can now state the main result of this paper.

Theorem 4.1. Let (X1, . . . , Xn) be an observed trajectory of an affine causal process
X belonging to AC(Mθ∗ , fθ∗) where θ∗ is an unknown vector belonging to Θ(r) ⊂ RDm∗ .
Let also M be a finite family of candidate models such that m∗ ∈ M. If assumptions
A1-A6 hold, there exist α1, α2, and a minimal constant cmin := max

(
α1
4 ,

α2
4

)
such that

for any κn(m) = 2 cDm log log n with

c ≥ cmin (4.4)

it holds for the selected model m̂ according to (3.4)

m̂
a.s.−→

n→∞
m∗. (4.5)

Remark 1. 1. For classical configurations as seen in Proposition 2, this result gives
a generalization of Hannan and Quinn criterion.

2. For more complex models, the values of α1 and α2 are unknowns (at least until
a better relationship between matrix F (θ∗m) and G(θ∗m) is found) and so cmin is
also unknown. In these cases, we propose to use adaptive methods such as slope
heuristic algorithm or dimension jump Arlot and Massart (2009) to calibrate cmin.
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Résumé. Les modèles stochastiques sont de plus en plus utilisés dans divers domaines
(épidémiologie, biologie, physique, etc.) et peuvent être représentés par des processus sto-
chastiques. L’utilisation de ce type de processus pour décrire un phénomène dynamique
permet d’intégrer à la description un aléa intrinsèque. La notion d’analyse de sensibilité
globale (GSA) pour des modèles stochastiques est délicate, en particulier lorsque l’aléa
intrinsèque est considéré comme un bruit sur des quantités d’intérêts spécifiques (QoI).
L’objectif de notre travail est de proposer une stratégie générique d’analyse de sensibilité
(AS) sur une classe de modèles stochastiques utilisés en épidémiologie pour décrire des
dynamiques épidémiques. Notre stratégie vise à séparer les deux sources de variabilité, à
savoir les paramètres incertains et l’aléa intrinsèque en écrivant la quantité QoI sous la
forme d’une fonction déterministe des paramètres incertains X et de l’aléa intrinsèque Z
codé par un vecteur aléatoire, avec X et Z indépendants. Pour cela, deux approches sont
introduites : la construction de Sellke (1983) et la représentation de Kurtz (1982,1986).
Ces deux approches permettent non seulement d’estimer les indices de sensibilité des pa-
ramètres d’entrée mais aussi de mesurer l’influence de l’aléa intrinsèque sur la variabilité
globale de la QoI étudiée. De plus, la construction de Sellke peut être utilisée pour étendre
la méthodologie au cadre non markovien. Partant de là, différents indices de sensibilité
seront ensuite estimés. Ces approches seront appliquées à un modèle simplifié de propa-
gation de SARS-CoV-2 (Knock, 2021) pour identifier les paramètres importants dans la
dynamique de l’épidémie.

Mots-clés. Châınes de Markov à temps continu, processus de comptage, modèles
épidémiologiques, analyse de sensibilité globale, décompositions basées sur les noyaux.

Abstract. Stochastic models are increasingly used in various fields (epidemiology,
biology, physics etc) to describe different phenomena. Indeed, many phenomena can be
described by stochastic processes, hence including an intrinsic randomness. Performing
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global sensitivity analysis (GSA) for such models is challenging, in particular if the in-
trinsic randomness of the system is considered as a noise on specific quantities of interests
(QoIs). The objective of our work is to propose a strategy to perform GSA on a generic
class of stochastic models used in epidemiology to describe epidemic dynamics. Our stra-
tegy aims at separating the two sources of variability, namely parameters uncertainty and
intrinsic randomness by putting the model functional QoI as a deterministic function of
uncertain parameters X and of the intrinsic randomness coded in a random vector Z such
as X and Z are independent. For this purpose, two approaches are introduced : Sellke
construction (1983) and Kurtz representation (1982,1986). These two approaches allow
not only to estimate sensitivity indices of the input parameters but also to measure the
influence of the intrinsic randomness on the global variability of the QoI under study. Fur-
thermore, Sellke construction can be used to extend our approach to the non-markovian
framework. Then, we put ourselves in various frameworks of sensitivity analysis and im-
plement different sensitivity measures. These approaches will be applied to a simplified
model of SARS-CoV-2 diffusion (Knock, 2021) in order to identify key parameters of the
epidemic dynamics.

Keywords. continuous time Markov chains, counting processes, epidemic models,
globale sensitivity analysis, kernel-based decompositions.

Introduction

La modélisation mathématique est de plus en plus utilisée dans des domaines variés
pour décrire des phénomènes divers aussi bien à petite qu’à grande échelle. Une partie
importante de ces modèles est basée sur des processus aléatoires (processus de sauts,
processus dérivant des équations différentielles stochastiques ...). Ainsi, non seulement les
sorties de ces modèles ou les quantités d’intérêt (QoI) peuvent être des fonctions, des
trajectoires au cours du temps, mais aussi elles sont intrinsèquement aléatoires : deux
appels du modèle évalué à une même entrée peuvent donner lieu à des résultats différents.
Selon le phénomène étudié, ces modèles peuvent être complexes (non-linéaires, espace
d’états de dimension élevée, etc.) et dépendre d’un nombre important de paramètres
d’entrée (encore désignés sous la terminologie entrées du modèle) potentiellement mal
connus. Dans ce contexte, l’analyse de sensibilité (AS) est un outil important à la fois
pour mieux appréhender un phénomène et pour éventuellement réduire la dimension de
l’espace des paramètres.

Etat de l’art

Plusieurs travaux ont été menés pour mettre au point des méthodes d’AS pour des
modèles stochastiques. D’une part Hart et al (2017) et d’autre part Mazo (2017) ont
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proposé un cadre d’AS des modèles à sortie scalaire en définissant des indices de sensi-
bilité inspirés des indices de Sobol’ (1990) et en proposant des procédures d’estimation
efficace. De plus, une approche d’analyse de sensibilité globale a été introduite par Etoré
et al (2020) pour les modèles stochastiques décrits par des équations différentielles sto-
chastiques. En partant des modèles issus de la physico-chimie, Navarro et al (2016) ont
utilisé la représentation de Kurtz (1982,1986) pour obtenir une décomposition de Sobol-
Hoeffding de la variance pour des modèles à sortie scalaire basés sur une classe de châınes
de Markov. D’autres approches reposent sur la méta-modélisation qui consiste à émuler le
comportement du modèle original avec un modèle moins complexe et pour lequel l’analyse
de sensibilité est plus simple à mettre en oeuvre (Zhu, 2021). Toutes ces approches et les
différents cadres utilisés révèlent toute la difficulté de mâıtriser et gérer l’aléa intrinsèque
dans l’AS de ces modèles. En pratique, cette difficulté se traduit par un coût élevé en
temps de calcul ou en précision des estimations.

Résultats

Nos études portent sur l’analyse de sensibilité globale des modèles stochastiques basés
sur des processus de sauts, en l’occurrence des modèles compartimentaux fréquemment
utilisés en épidémiologie pour représenter des dynamiques. Notre approche pour ce type
de modèles est de séparer les deux sources de variabilité : l’incertitude sur les paramètres
inconnus et l’aléa intrinsèque. Nous montrons en effet que sous certaines hypothèses les
modèles compartimentaux considérés s’écrivent sous la forme :

Y = f (X,Z) , (1)

avec f une fonction déterministe, X le vecteur aléatoire des paramètres incertains, Z un
vecteur aléatoire de loi connue codant l’aléa intrinsèque et où X et Z sont indépendants.
La forme (1) présente principalement deux avantages. En premier lieu, elle permet de se
placer dans un cadre d’AS très bien étudié qui est celui des modèles déterministes, car en
échantillonnant aussi l’aléa intrinsèque, les réponses du modèle sont fixes dès qu’on fige les
valeurs des paramètres et de l’aléa. En second lieu, la connaissance de la distribution de
l’aléa intrinsèque permet de quantifier sa contribution à la variance globale. Pour obtenir la
représentation (1), nous utilisons deux approches : la représentation de Kurtz (dans le cas
de modèles markoviens) et la construction de Sellke (dans les cas de modèles markoviens et
non markoviens). La représentation de Kurtz sert à écrire des châınes de Markov à temps
continu en fonction de processus de Poisson d’intensité 1. Alors, il devient possible d’écrire
toutes les sorties (éventuellement fonctionnelles) comme fonction des paramètres et d’un
nombre fini de processus de Poisson. Le vecteur des processus de Poisson constitue l’aléa
intrinsèque Z. Quant à la construction de Sellke, elle consiste à redéfinir les mécanismes
de sauts du modèle de façon à ce qu’ils dépendent de l’évolution d’une ou plusieurs
fonctions cumulatives croissantes. Les sorties s’obtiennent ainsi comme des fonctions des
paramètres et d’un vecteur aléatoire de longueur finie constitué de variables exponentielles
et uniformes ou multinomiales.
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Nous employons ces deux techniques pour réaliser l’analyse de sensibilité globale d’une
version simplifiée d’un modèle de propagation de l’épidémie de SARS-CoV-2 proposé dans
Knock et al (2021). Le modèle étudié est un modèle à sept compartiments correspondant
chacun à un état. Un individu peut être susceptible (S), exposé (E), infectieux asymp-
tomatique (IA), infectieux symptomatique (IS), hospitalisé (H), immunisé (R) ou décédé
(D). Le modèle est basé sur des processus de saut dont les transitions d’états, schématisées
dans la figure (fig. 1) dépendent de huit paramètres inconnus : le taux de transmission β
(caractérisant la transition S → E), la durée moyenne d’incubation 1/δ (qui caractérise
les transitions E → IA et E → IS), la durée moyenne d’infection des asymptoma-
tiques 1/µA (transition IA → R), la durée moyenne d’infection des symptomatiques 1/µS

(transitions IS → R, IS → H et IS → D), la durée moyenne d’hospitalisation 1/γH
(transitions H → R et H → D), la probabilité pS pour un individu exposé de présenter
des symptômes, la probabilité p = (p1, p2, p3) pour un individu symptomatique de guérir,
d’être hospitalisé ou de décéder, la probabilité pH pour un individu hospitalisé de guérir.
Nous nous intéressons à l’influence de ces paramètres sur la dynamique du nombre d’in-
dividus infectieux asymptomatiques, symptomatiques, hospitalisés et décédés (voir fig. 2
pour un exemple de ces dynamiques). Dans ce travail, nous proposons d’estimer pour
ces quantités d’intérêts fonctionnelles dépendant des paramètres incertains et de l’aléa
intrinsèque, des indices de Sobol’ dynamiques, agrégés (Lamboni, 2011) et des indices de
type HSIC (Da Veiga, 2021) en partant de la représentation (1).

Figures

S E IA R

IS H

D

Figure 1 – Modèle compartimental de propagation du SARS-CoV-2 compartant 7 états
(S,E,IA,IS,H,R,D) et 8 paramètres (β, δ, µA, µS, γH , pS, p, pH).
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Figure 2 – Exemples de dynamiques d’évolution des nombres d’individus asymptoma-
tiques (IA), symptomatiques (IC), hospitalisés (H) et décédés (D). Simulations par la
construction de Sellke de 5 trajectoires pour des paramètres d’entrés β = 1, 1/δ = 9,
1/µA = 5, 1/µC = 10, 1/γH = 15, pS = 60%, p = (60%, 20%, 20%), pH = 60% avec un
nombre initial de susceptibles égal à 10 000 et un nombre initial d’individus exposés égal
à 5.
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Da Veiga, Sébastien.(2021). Kernel-based ANOVA decomposition and Shapley effects - Appli-
cation to global sensitivity analysis,working paper or preprint hal-03108628.

X. Zhu and B. Sudret.(2021). Global sensitivity analysis for stochastic simulators based on
generalized lambda surrogate models,arXiv, https ://arxiv.org/abs/2005.01309.

6

522

0



Efficient Bayesian data assimilation via inverse
regression

Benoit KUGLER 1 & Florence FORBES 1 & Sylvain DOUTE 2 & Michel GAY 3

1 Univ. Grenoble Alpes, CNRS, Inria, Grenoble INP, LJK, 38000 Grenoble, France
(firstname.lastname@inria.fr)

2 Univ. Grenoble Alpes, CNRS, IPAG, 38000 Grenoble, France
(sylvain.doute@univ-grenoble-alpes.fr)

3 Grenoble Image sPeech Signal and Automatics Lab, Grenoble 38000 Grenoble, France
(michel.gay@gipsa-lab.grenoble-inp.fr)

Résumé. On propose une approche bayésienne pour résoudre un problème d’assimilation
de données. Dans un premier temps, le modèle direct est approché par un modèle
paramétrique inversible. Dans un deuxième temps, l’information a-priori est intégrée.
Cette division en deux étapes permet de traiter efficacement un nombre important d’inversions.
La méthode est illustrée sur une étude du manteau neigeux, utilisant un modèle de rétro-
diffusion électro-magnétique.

Mots-clés. Assimilation de données, problème inverse, régression, apprentissage
statistique

Abstract.
We propose a Bayesian approach to data assimilation problems, involving two steps.

We first approximate the forward physical model with a parametric invertible model,
and we then use its properties to leverage the availaibility of a priori information. This
approach is particularly suitable when a large number of inversions has to be performed.
We illustrate the proposed methodology on a multilayer snowpack model.

Keywords. Data assimilation, inverse problem, regression, statistical learning

1 Introduction

A data assimilation task aims at retrieving unknown parameters, denoted by x, from
observations y and an initial guess on the parameters x0. The observations and the
parameters are linked by a forward model, denoted by F . This problem is similar to
inverse problems but differs in the sense that the number of observations y is much
smaller than the number of parameters so that the observations y alone are not enough
to predict the parameters. It is then crucial to make full use of an initial guess of the
parameters x0 to avoid an ill-posed problem. One way to formalize this problem is to
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adopt a Bayesian formulation. Our problem is modeled considering two random variables
X ∈ RL and Y ∈ RD , linked by the relation

Y = F (X) + ε (1)

where ε is a centered Gaussian noise, with variance Σ, accounting for the measurement
and model uncertainties. We then account for an initial guess x0 with a prior density on
X, for example the product of a Gaussian distribution with mean x0 and a variance Γ0

and of a uniform distribution on the parameters range, denoted by UP . According to
Bayes’ rule, the posterior distribution has then the following form:

p0(x|Y = y) ∝ UP(x)N (x;x0,Γ0)N (F (x);y,Σ) .

The choice of Γ0 and Σ is crucial. Taking Σ = 0 boils down to solve the inverse
problem alone, without taking into account prior information. In contrast, taking Γ0 = 0
just yields a dirac centered at x0, without exploiting the measurements. When looking
at the maximum a posteriori (MAP) solution, it comes

x̂MAP = argmin
x∈P

||x− x0||Γ0 + ||y − F (x)||Σ ,

where || · ||Σ denotes the Mahalanobis distance. This is a well known consequence of as-
suming Gaussian distributions for the forward and prior models. In this work, we propose
to go beyond the Gaussian assumption by learning the underlying relation between X and
Y, using a regression approach. We first introduce the statistical model and show how
it can be used in an assimilation problem. We then illustrate the method on a realistic
example in remote sensing.

2 Efficient assimilation via regression

We propose to use a two-steps approach: first, we consider the problem without prior
information, and we learn the underlying relation between X and Y, using the so-called
Gaussian Locally-Linear Mapping model (GLLiM) ([Deleforge et al., 2015]). Then, we
adapt the model to take into account prior information.

2.1 Learning an invertible approximation of the forward model

In this first step, the joint distribution ofX andY is approximated by a Gaussian Locally-
Linear Mapping model (GLLiM) which builds upon Gaussian mixture models to capture
non linear relationships ([Deleforge et al., 2015]). A latent variable Z ∈ {1, . . . , K} is
introduced to model Y as piece-wise affine transformation of X:

Y =
K∑

k=1

1I{Z=k}(AkX+ bk + εk) (2)

2

524

(



where 1I is the indicator function, Ak a D × L matrix and bk a vector of RD that define
an affine transformation. Variable εk corresponds to an error term which is assumed to
be zero-mean and not correlated with X capturing both the observation noise and the
reconstruction error due to the affine approximation.

In order to keep the posterior tractable, we assume that εk ∼ N (0,Σk) and X is a
mixture of K Gaussians : p(x|Z = k) = N (x; ck,Γk) and p(Z = k) = πk. The GLLiM
model is thus characterized by the parameters θ = {πk, ck,Γk,Ak, bk,Σk}k=1:K

This model can be learned from a training set using an EM algorithm. More specifi-
cally, the training set (xn,yn)n=1..N is simulated such that xn are realizations of the prior
UP(x) and yn = F (xn) + εn. We then use the resulting GLLiM distribution denoted by
pG (and depending on θ) as a surrogate model for the pdf of (X,Y). Let’s stress out that
this first step does not use any prior information on X.

The purpose is to exploit the tractable density pG provided by the GLLiM model.
Indeed, from pG, conditional distributions are available in closed form and in particular:

pG(x|Y = y,θ) =
K∑

k=1

w∗
k(y)N (x;A∗

ky + b∗k,Σ
∗
k) (3)

with w∗
k(y) =

πkN (y; c∗k,Γ
∗
k)∑K

j=1 π
∗
jN (y; c∗j ,Γ

∗
j)

where a new parametrization θ∗ = {c∗k,Γ∗
k,A

∗
k, b

∗
k,Σ

∗
k}k=1:K is used that can be easily

deduced from θ as follows:

c∗k =Akck + bk

Γ∗
k =Σk +AkΓkA

#
k

Σ∗
k =

(
Γ−1

k +A#
k Σ

−1
k Ak

)−1

A∗
k =Σ∗

kA
#
k Σ

−1
k

b∗k =Σ∗
k

(
Γ−1

k ck −A#
k Σ

−1
k bk

)

(4)

The next section shows how to integrate the given prior information on X.

2.2 Prediction step using prior information

We now observe that the target posterior (with prior information) can be factored into
the product of the prior and a prior-less posterior:

p0(x|Y = y,θ) ∝ p(x|Y = y)N (x;x0,Γ0)

where
p(x|Y = y) ∝ UP(x)N (F (x);y,Σ)
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Since the GLLiM model has been learned such as to provide an approximation of p(x|Y =
y) through (3), we approximate the target posterior with

p0G(x|Y = y,θ) ∝ N (x;x0,Γ0) pG(x|Y = y,θ) (5)

The key feature is that this density remains in closed form: it actually remains a
Gaussian Mixture, with weights, means and covariances (αk,xk, Sk)K=1...K given by

Sk =
(
Γ−1

0 + (Σ∗
k)

−1
)−1

xk = Sk

(
Γ−1

0 x0 + (Σ∗
k)

−1m∗
k

)

βk =

√
|Sk|

(2π)L|Γ0||Σ∗
k|
exp

(
−1

2
(m∗

k − x0)
#Bk(m

∗
k − x0)

)

Bk = (Γ0 +Σ∗
k)

−1

αk =
w∗

k(y)βk∑K
k=1 w

∗
k(y)βk

m∗
k = A∗

ky + b∗k

(6)

This means that, once the first learning step is done, inference on the posterior can be
performed very efficiently: for example one can solve the assimilation problem by com-
puting the mean of p0G(x|Y = y,θ), which is straightforward. An uncertainty estimation
is also available by computing the variance.

Note that the same formulas can be recovered by observing that accounting for an
initial guess x0 amounts to add in the observations y an additional observation x0. Then
when using a Gaussian prior for x0, this combines well with the initial GLLiM model to
lead to an augmented GLLiM model in dimension L × (L + D), defined by (πk, ck,Γk)
being left unchanged and (Ak, bk,Σk) modified into

Ãk =

(
Ak

IL

)
, b̃k =

(
bk
0L

)
, Σ̃k =

(
Σk 0D,L

0L,D Γ0

)

2.3 Extension to a more complex prior

So far, we have only considered a really simple prior distribution onX. However, the result
from the previous section can easily be extended to the case of Gaussian mixtures. Indeed,
we can replace N (x;x0,Γ0) by a Gaussian mixture with parameters (ai, µi,Γi)i=1..I , and
still obtain p0G(x|Y = y,θ) as a Gaussian mixture, this time with K × I components. Its
parameters (αk,i,xk,i, Sk,i) are given by the following equations, which are a generalization
of (6) :
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Sk,i =
(
Γ−1
i + (Σ∗

k)
−1
)−1

xk,i = Sk,i

(
Γ−1
i µi + (Σ∗

k)
−1m∗

k

)

βk,i =

√
|Sk,i|

(2π)L|Γi||Σ∗
k|
exp

(
−1

2
(m∗

k − µi)
#Bk,i(m

∗
k − µi)

)

Bk,i = (Γi +Σ∗
k)

−1

αk,i =
w∗

k(y)aiβk,i∑K
k=1

∑I
i=1 w

∗
k(y)aiβk,i

m∗
k = A∗

ky + b∗k

(7)

This flexibility opens the door to more advanced inference tasks. However, in the
following, we focus on the simpler case of a Gaussian prior, which is sufficient in the real
world scenario we present in the next section.

3 Illustration on a detailed snowpack model

We present an application of our method to an example coming from [Gay et al., 2015],
which study the snowpack composition through an electromagnetic backscattering model
(EBM). More specifically, initial parameters values are coming from measurements per-
formed manually by experts. The goal is then to refine these initial measurements using
information available in the reflectivity measured by a radar. The quantities at stake
relate to the composition of the snow layers, namely the snow diameter di and its density
ρi for each layer i = 1 : L. Thus, given L layers, the parameters of interest x are of length
2 ∗ L. The backscattering measurement y is a scalar related to the parameters through
y = F (x) = FEBM(d1, . . . , dL, ρ1, . . . , ρL). We refer to [Phan et al., 2014] for more details
and the explicit expression of FEBM .

Figure 1 shows the assimilation results for 4 snow carrots. The measurements come
the from NoSREx report (measured at X-band, VV polarized, with an incidence angle of
40°). These results are only preliminary, but exhibit two properties that are consistent
with previous findings. First, the same pattern for the diameters as in [Gay et al., 2015] is
observed: the initial, expert measurements are consistently two high. Second, the density
profiles, after assimilation, are increasing with the depth, which is physically sound.

4 Conclusion

We have proposed a Bayesian inversion approach to solve assimilation tasks. We have
shown that the inverse regression approach GLLiM could be also adapted to account for a
priori knowledge. This framework is especially interesting when we deal when the forward
model is fixed, and assimilation is needed for a high number of observations, initial guesses
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Figure 1: Snow layers properties assimilation. Layers depth is increasing from left to right (that is, the
surface is on the left). Snow flakes diameter is in blue, density in red. Initial guesses are in solid line,
assimilation result in dashed line.

or prior covariance levels, since the same learned GLLiM model can then be reused. In
addition the possibility to use Gaussian mixtures as prior may cover a large range of
physical constraints. Future work also includes the study of the covariance choice impact
on the final assimilation results.

References

[Deleforge et al., 2015] Deleforge, A., Forbes, F., and Horaud, R. (2015). High-
dimensional regression with gaussian mixtures and partially-latent response variables.
Statistics and Computing, 25(5):893–911.

[Gay et al., 2015] Gay, M., Phan, X.-V., Ferro-Famil, L., Karbou, F., Durand, Y., Gi-
rard, A., and D ’urso, G. (2015). Simulation de la rétrodiffusion radar du manteau
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Résumé. Les maladies cardiovasculaires sont la principale cause de décès dans le monde et en 
Europe. En France, l’infarctus du myocarde est une cause importante de morbidité, de recours aux 
soins, d’altération de la qualité de vie et de mortalité. Une augmentation du nombre de cas d’infarctus 
du myocarde est attendue en France, engendrée par plusieurs phénomènes : le vieillissement de la 
population dans les décennies à venir, le maintien à un niveau élevé de la prévalence des facteurs de 
risque dans la population et la baisse de la mortalité cardiovasculaire. L’objectif du travail présenté 
est la projection, à partir des données du Système National des Données de Santé (SNDS), 
d’indicateurs épidémiologiques (incidence, prévalence) pour l’infarctus du myocarde jusqu’en 2035 
en France. La méthodologie de projection se base sur un modèle markovien appelé « illness-death » 
utilisant des estimations d’incidence à partir d’un modèle âge-cohorte, des estimations de la mortalité 
et de taille de population dans la population générale à partir de données démographiques. 

Mots-clés. Infarctus du myocarde, projection, incidence, prévalence, modèle markovien, modèle 
âge-période-cohorte 

 

Abstract. Cardiovascular diseases are the main cause of death worldwide and in Europe. In 
France, myocardial infarction is a major cause of morbidity, recourse to healthcare, degradation of 
quality of life and mortality. An increase in the number of myocardial infarction cases is expected in 
France, caused by several phenomena: the ageing of the population in the coming decades, the 
continued high prevalence of risk factors in the population and the decline in cardiovascular mortality. 
The objective of the work presented is the projection, using data from the database “Système National 
des Données de Santé” (SNDS), of epidemiological indicators (incidence, prevalence) for myocardial 
infarction up to 2035 in France. The projection methodology is based on a Markov model called 
“illness-death” using incidence estimates from an age-cohort model, estimates of mortality and 
population size in the general population from demographic data. 

Keywords. Myocardial infarction, projection, incidence, prevalence, Markov model, age-period-
cohort model 
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1 Introduction 
Les maladies cardiovasculaires sont la principale cause de décès dans le monde et en Europe. Selon 
le fardeau global des maladies (GBD) en 2019, la mortalité mondiale due aux maladies 
cardiovasculaires a été estimée à 18,6 millions de décès, soit 32,8 % de l'ensemble des décès dans le 
monde, contre 25,9 % en 1990 (Vos et al., 2020). 
 
En France, les maladies cardiovasculaires représentent un fardeau extrêmement lourd puisqu’elles 
sont à l’origine annuellement de 140 000 décès (seconde cause de décès tous sexes confondus, mais 
première pour les femmes) et de 1 million de patients hospitalisés. De plus, elles exposent à des 
séquelles lourdes et invalidantes et impactent la qualité de vie des patients. Par ailleurs, les 
cardiopathies ischémiques dont l’infarctus du myocarde ont été identifiées comme la seconde cause 
d’années de vie perdues en France (Vos et al., 2020). 
 
Une augmentation du nombre de cas d'infarctus du myocarde (IDM) est attendue en France en raison 
de plusieurs phénomènes. Le premier est le vieillissement de la population française qui entraîne une 
augmentation du nombre de personnes âgées de 65 ans et plus qui sont les principales victimes de la 
maladie (Projections de population à l’horizon 2070 - Insee Première - 1619, s. d.). Le deuxième est 
l’augmentation de l’incidence des hospitalisations pour IDM depuis le début des années 2000 chez 
les adultes de moins de 65 ans, avec une diminution de l’âge moyen lors de l’infarctus du myocarde 
(Amélie Gabet et al., 2017). Cette augmentation de l’incidence devrait se poursuivre compte tenu du 
maintien à un niveau élevé des principaux facteurs de risque (cholestérol, hypertension, tabac, 
diabète, obésité) dans la population (Blacher et al., 2020; Lailler et al., 2020; Pasquereau A, 2020; 
Vallée et al., 2020; Verdot et al., 2017). Enfin, la baisse de mortalité par infarctus du myocarde depuis 
plusieurs décennies concoure à l’augmentation de la prévalence de l’infarctus du myocarde dans la 
population. 
 
Dans ce contexte, la projection du nombre de cas de l’infarctus du myocarde devient un enjeu 
important de santé publique en France. L'augmentation importante de la prévalence de cette 
pathologie dans les années à venir nécessite d'être anticipée afin de permettre une prise en charge des 
patients. Ceux-ci porteront sur la prise en charge hospitalière et thérapeutique : en phase aigüe, 
l'infarctus du myocarde entraîne des hospitalisations longues et une prise en charge en soins de suite 
et réadaptation pour la réadaptation cardiaque. Les patients ayant eu un infarctus du myocarde, 
peuvent avoir une dégradation de leur qualité de vie jusque dans leurs activités quotidiennes (De 
Peretti et al., 2014), cette pathologie pouvant entraîner les patients vers un état de dépendance. Ainsi, 
l'anticipation des besoins en termes d'accueil de ces personnes et d'accompagnement est également 
nécessaire. 
 
Dans ce travail, nous projetons plusieurs indicateurs épidémiologiques (nombre de cas prévalents 
hospitalisés, prévalence, âge moyen des cas incidents) jusqu'en 2035. Nous nous sommes basés sur 
une méthodologie de projection de la prévalence développée pour les maladies chroniques en utilisant 
un modèle "illness-death" multi-états appliqué aux données d’hospitalisation issues du Système 
National des Données de Santé (SNDS) (Joly et al., 2013). Nous allons d'abord décrire les données 
SNDS utilisées pour les projections. Une description du modèle, le choix des hypothèses et la 
méthode d'estimation seront expliqués dans la section 3. Enfin, nous terminerons par une discussion 
sur l'objectif de ce travail et la pertinence du modèle. 
 
2 Données 
Entre 2007 et 2015 en France métropolitaine, 519 490 patients (67.4 % pour les hommes, 32.6 % 
pour les femmes) âgés de 35 à 95 ans, ont été hospitalisés pour un infarctus du myocarde (IDM). Ces 
patients ont été identifiés dans la base du PMSI (Programme de Médicalisation des Systèmes 
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d’Information). Les patients étaient sélectionnés lorsqu’ils avaient eu une hospitalisation complète 
(au moins une nuit d’hôpital) avec un diagnostic principal d’IDM (I21-I23) selon la classification 
internationale des maladies, dixième version (CIM-10), et n’ayant pas eu d’antécédents médicaux 
d’IDM au cours des deux années précédentes selon l’année d’inclusion. Le taux annuel brut 
d'incidence des hospitalisations par âge et par sexe a été calculé en utilisant les estimations annuelles 
des populations moyennes nationales de l'Institut national de la statistique et des études économiques 
(INSEE). Les données démographiques (taux de mortalité, taille de la population) entre 1955 et 2070 
par âge (35 à 95 ans) et par sexe sont issues de l’INSEE. 
 

3 Modèle 
La méthode de projection se base sur un modèle markovien à trois états, appelé “illness-death” 
(Figure 1), qui décrit les transitions possibles entre trois états : état 0 (vivant, sans IDM), état 1 
(malade (IDM)), état 2 (décédé). Le modèle est dit irréversible car un individu ne peut pas guérir de 
sa maladie. Les transitions sont caractérisées par leur intensité de transition que nous notons 𝛼01 pour 
le taux d’incidence de l’infarctus du myocarde, 𝛼02 pour le taux de mortalité des non-malades et 𝛼12 
pour le taux de mortalité des malades. De manière générale, les intensités de transition dépendent du 
temps calendaire t. 
 

 
Figure 1 : Modèle « illness-death » 

 
3.1 Hypothèses 

Nous avons choisi l’hypothèse d’une non-homogénéité du temps pour les intensités de transition. La 
non-homogénéité du temps indique que les intensités de transition ne sont pas constantes au cours du 
temps calendaire. 
 

3.2 Estimation des intensités de transition 
Le taux d’incidence des individus hospitalisés pour un IDM, noté 𝛼01(𝑎, 𝑐) pour un âge 𝑎 et une 
cohorte 𝑐 (appelée aussi génération), a été estimé à partir d’un modèle âge-cohorte : 
 

𝑌(𝑎, 𝑐)~ 𝑃𝑜𝑖𝑠𝑠𝑜𝑛(𝑚(𝑎, 𝑐) ×  𝛼01(𝑎, 𝑐 )) 
 

log(𝛼01(𝑎, 𝑐)) =  𝛼𝑎 +  𝛾𝑐 
 
où 𝑌(𝑎, 𝑐) est le nombre de cas incidents de l’IDM, 𝑚(𝑎, 𝑐) est le nombre de personnes-années, 
𝛼𝑎l’effet de l’âge et 𝛾𝑐 l’effet cohorte. Ce modèle a été comparé avec d’autres modèles, notamment 
le modèle âge-période. Le choix du modèle s’est basé sur le critère d’information d’Akaike (AIC), 
l’adéquation des données prédites aux données observées et la forme des projections calculées par le 
modèle. Le taux d’incidence a été estimé à l’aide d’un modèle linéaire généralisé (GLM) incluant des 
splines naturelles. De plus, nous avons considéré que le taux d’incidence était nul avant un âge 𝑎0 
(35 ans ici) en se basant sur l’épidémiologie de l’IDM : 
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𝛼01(𝑎, 𝑐) = 0 for 𝑎 ≤ 𝑎0  
 
Nous avons considéré que la mortalité des individus sains était équivalente à la mortalité dans la 
population générale obtenue à partir des données de l’INSEE que l’on dénote 𝛼2. Cette hypothèse est 
plausible car la prévalence de l’IDM n’est pas élevée (inférieure à 10 %). Comme l’âge, le temps 
calendaire et la cohorte sont liés par la relation suivante : 𝑡 =  𝑎 +  𝑐, il est alors possible d’obtenir 
le taux de mortalité des individus sains dépendant de l’âge et de la cohorte à partir du taux de mortalité 
dépendant de l’âge et du temps calendaire. Le taux de mortalité des individus sains par âge et par 
cohorte peut alors s’écrire : 
 

𝛼02(𝑎, 𝑐) =  𝛼2(𝑎, 𝑐) 
 
Nous avons ensuite ajusté un modèle de Gompertz-Makeham aux taux de mortalité de l’INSEE pour 
obtenir une fonction continue de l’âge pour chaque cohorte. (Olshansky & Carnes, 1997)  
 
La mortalité des individus malades a été considérée comme proportionnelle à la mortalité des 
individus sains avec un risque relatif dépendant à la fois de l’âge et de la durée depuis l’apparition de 
la maladie. Notons 𝑅𝑅𝑑1 le risque relatif associé à la première année suivant l’occurrence de la 
maladie et 𝑅𝑅𝑑2  le risque relatif par la suite. La mortalité d’un individu ayant eu un infarctus jusqu’à 
l’année suivante s’écrit : 
 

𝛼12(𝑎, 𝑐) = 𝛼02(𝑎, 𝑐)  × 𝑅𝑅𝑑1 
 
et pour un individu ayant eu un infarctus et au-delà de l’année suivant l’occurrence : 
 

𝛼12(𝑎, 𝑐) = 𝛼02(𝑎, 𝑐)  × 𝑅𝑅𝑑2 
 
Nous avons identifié les risques relatifs à partir d’une cohorte danoise dans laquelle 3.092.580 
personnes non diabétiques âgées d'au moins 30 ans et sans antécédents médicaux d'infarctus du 
myocarde ont été incluses et suivies entre 1997 et 2006. (Norgaard et al., 2010) 
 
Le nombre de cas prévalents pour une année 𝑡 est le nombre de personnes malades de tous âges à 
l’année 𝑡 considérée. Notons 𝑎0 l’âge minimal et 𝑎𝑚𝑎𝑥 l’âge maximal des individus (respectivement 
égaux à 35 et 95 ans pour ce travail), 𝜈(𝑎0, 𝑡) la taille de la population pour un âge 𝑎0 et une année 𝑡 
et 𝑐 la cohorte, la prévalence s’écrit alors : 
 

𝑁𝑝𝑟𝑒𝑣(𝑡) =  ∑ 𝜈(𝑎0, 𝑡 − 𝑎𝑚𝑎𝑥 + 𝑘) × 𝑃01(𝑎0, 𝑎𝑚𝑎𝑥 − 𝑘 + 𝑎0|𝑐)
𝑎𝑚𝑎𝑥

𝑘=𝑎0

 

 
avec 𝑃01(𝑎0, 𝑎𝑚𝑎𝑥|𝑐) la probabilité de se trouver dans l’état 1 (infarctus) en 𝑎𝑚𝑎𝑥 − 𝑘 + 𝑎0 sachant 
que l’individu était dans l’état 0 (sain) en 𝑎0.selon la cohorte. 
 
La probabilité 𝑃01(𝑎0, 𝑎𝑚𝑎𝑥|𝑐) est définie par : 
 

𝑃01(𝑎0, 𝑎max |𝑐) =  ∫ 𝑒−𝐴01(𝑎0,𝑢,𝑐) −𝐴02(𝑎0,𝑢,𝑐)

𝑎𝑚𝑎𝑥

𝑎0

 𝑎01(𝑢, 𝑐) 𝑒− 𝐴12(𝑢,𝑎𝑚𝑎𝑥,𝑐)  𝑑𝑢 

 
avec 𝐴01, 𝐴02, 𝐴12 les intensités de transition cumulées pour les transitions de l’état 0 vers l’état 1, 
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de l’état 0 vers l’état 2 et de l’état 1 vers l’état 2, respectivement. Pour alléger les formules, nous ne 
définissons que la formule générale de l’intensité de transition cumulée : 
 

𝐴𝑘𝑙(𝑠1, 𝑠2) =  ∫ 𝛼𝑘𝑙

𝑠2

𝑠1

(𝑢)𝑑𝑢 

où 𝑠1, 𝑠2 deux temps tels que 𝑠1 < 𝑠2. 
 
L’âge moyen des cas incidents est définie par : 

𝑎𝑔𝑒(𝑖𝑛𝑐𝑖)(𝑡) =  
∑ 𝑎 × 𝑃00(𝑎0, 𝑎|𝑐) × 𝛼01(𝑎, 𝑐) × 𝜈(𝑎0, 𝑐)𝑎𝑚𝑎𝑥

𝑎0

∑ 𝑃00(𝑎0, 𝑎|𝑐)𝑎𝑚𝑎𝑥
𝑎0

 ×  𝛼01(𝑎, 𝑐)  ×  𝜈(𝑎0, 𝑐)
  

avec 𝜈(𝑎0, 𝑐) la population d’âge 𝑎0 pour une cohorte 𝑐 et 𝑃00(𝑎0, 𝑎|𝑐) la probabilité de rester dans 
l’état 0 (sain) entre les âges 𝑎0 et 𝑎 selon la cohorte des individus. 
 

De même, 𝑃00(𝑎0, 𝑎|𝑐) est définie par : 

𝑃00(𝑎0, 𝑎|𝑐) = 𝑒−𝐴01(𝑎0,𝑎,𝑐) − 𝐴02(𝑎0,𝑎,𝑐) 
 

4 Discussion 
Les modèles de la famille âge-période-cohorte comme le modèle âge-cohorte sont fréquemment 
utilisés pour modéliser des taux d’incidence et de mortalité dans la littérature (Carstensen, 2007; 
Clayton & Schifflers, 1987) et permettent d’exprimer le taux d’incidence en fonction de l’âge et d’un 
effet du temps comme la cohorte. Malgré la période de suivi des patients hospitalisés assez courte 
(2007 à 2015 soit 9 ans), nous obtenons des taux d’incidence du même ordre de grandeur que l’on 
peut retrouver dans la littérature (L’état de santé de la population en France - RAPPORT 2017 - 
Ministère des Solidarités et de la Santé, s. d.). Pour ces projections, nous avons sélectionné le modèle 
simple qu’est l’âge-cohorte car il nous permettait d’avoir le meilleur compromis entre l’adéquation 
des données prédites aux données observées et l’allure des projections parmi différents modèles testés 
de la même famille. 
 
De nombreuses hypothèses du modèle ont été fixées avant de calculer les estimations des différents 
indicateurs épidémiologiques. Il est important d’évaluer a posteriori si nos hypothèses choisies pour 
le modèle n’ont pas été trop restrictives et fortes. Les estimations des différents indicateurs 
(prévalence et âge moyen des cas incidents) valident nos hypothèses puisque nous retrouvons des 
valeurs du même ordre de grandeur dans la littérature. (A Gabet et al., 2016; L’état de santé de la 
population en France - RAPPORT 2017 - Ministère des Solidarités et de la Santé, s. d.). De ce fait, 
ce travail pourrait s’appliquer à d’autres maladies chroniques cardiovasculaires comme les accidents 
vasculaires cérébraux. 
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J2i�@KQ/öHBb�iBQM KmHiB@7B/öHBiö �p2+ /2b
bö`B2b@i2KTQ`2HH2b 2M bQ`iB2

"�TiBbi2 E2`H2;m2`1,2 � *H�B`2 *�MM�K2H� 1

1 *1�- .�J- .A6- 6@NRkNd- �`T�DQM- 6`�M+2 #�TiBbi2XF2`H2;m2`!+2�X7` 2 *2Mi`2 /2
J�i?ûK�iB[m2b �TTHB[mû2b- 1+QH2 TQHvi2+?MB[m2- AMbiBimi SQHvi2+?MB[m2 /2 S�`Bb- NRRk3

S�H�Bb2�m *2/2t- 6`�M+2

_ûbmKûX LQmb 2t�KBMQMb H� K2i�@KQ/2HBb�iBQM /ǶmM +Q/2 MmKû`B[m2 +QKTH2t2 /�Mb
mM +�/`2 KmHiB@}/ûHBiû HQ`b[m2 H� bQ`iB2 /m +Q/2 2bi mM2 bû`B2 i2KTQ`2HH2X 1M miBHBb�Mi H2b
/QMMû2b #�bb2 2i ?�mi2 }/ûHBiû- MQmb T`QTQbQMb mM2 Kûi?Q/2 Q`B;BM�H2 /2 `û;`2bbBQM T�`
T`Q+2bbmb ;�mbbB2MX G� bQ`iB2 /m +Q/2 2bi /ûp2HQTTû2 bm` mM2 #�b2 +QMbi`mBi2 ¨ T�`iB` /2b
/QMMû2bX G2b T`2KB2`b +Q2{+B2Mib /2 HǶ2tT�MbBQM /2 H� bQ`iB2 /m +Q/2 bQMi i`�Biûb T�`
mM2 �TT`Q+?2 /2 +Q@F`B;2�;2X G2b /2`MB2`b +Q2{+B2Mib bQMi i`�Biûb +QHH2+iBp2K2Mi T�` mM2
�TT`Q+?2 /2 F`B;2�;2 �p2+ i2MbQ`Bb�iBQM /2 +Qp�`B�M+2X G2 K2i�@KQ/ĕH2 [mB 2M `ûbmHi2-
T`2M�Mi 2M +QKTi2 HǶBM+2`iBim/2 /�Mb H� +QMbi`m+iBQM /2 H� #�b2- bǶ�pĕ`2 THmb T2`7Q`K�Mi
2M i2`K2b /Ƕ2``2m`b /2 T`û/B+iBQM 2i /2 [m�MiB}+�iBQM /2 HǶBM+2`iBim/2 [m2 H2b i2+?MB[m2b
bi�M/�`/ /2 `û/m+iBQM /2b /BK2MbBQMbX

JQib@+HûbX S`Q+2bbmb ;�mbbB2Mb- bQ`iB2b bû`B2b@i2KTQ`2HH2b- +Qp�`B�M+2 i2MbQ`Bbû2- `û@
/m+iBQM /2b /BK2MbBQMb

�#bi`�+iX r2 +QMbB/2` i?2 bm``Q;�i2 KQ/2HBM; Q7 � +QKTH2t MmK2`B+�H +Q/2 BM � KmHiB@
}/2HBiv 7`�K2rQ`F r?2M i?2 +Q/2 QmiTmi Bb � iBK2 b2`B2bX lbBM; HQr@ �M/ ?B;?@}/2HBiv /�i�-
�M Q`B;BM�H :�mbbB�M T`Q+2bb `2;`2bbBQM K2i?Q/ Bb T`QTQb2/X h?2 +Q/2 QmiTmi Bb 2tT�M/2/
QM � #�bBb #mBHi 7`QK i?2 2tT2`BK2Mi�H /2bB;MX h?2 }`bi +Q2{+B2Mib Q7 i?2 2tT�MbBQM Q7 i?2
+Q/2 QmiTmi �`2 T`Q+2bb2/ #v � +Q@F`B;BM; �TT`Q�+?X h?2 H�bi +Q2{+B2Mib �`2 +QHH2+iBp2Hv
T`Q+2bb2/ #v � F`B;BM; �TT`Q�+? rBi? +Qp�`B�M+2 i2MbQ`Bx�iBQMX h?2 `2bmHiBM; bm``Q;�i2
KQ/2H i�FBM; BMiQ �++QmMi i?2 mM+2`i�BMiv BM i?2 #�bBb +QMbi`m+iBQM Bb b?QrM iQ ?�p2 #2ii2`
T2`7Q`K�M+2 BM i2`Kb Q7 T`2/B+iBQM 2``Q`b �M/ mM+2`i�BMiv [m�MiB}+�iBQM i?�M bi�M/�`/
/BK2MbBQM `2/m+iBQM i2+?MB[m2bX

E2vrQ`/bX :�mbbB�M T`Q+2bb2b- iBK2@b2`B2b QmiTmib- i2MbQ`Bx2/ +Qp�`B�M+2- /BK2MbBQM
`2/m+iBQM

R AMi`Q/m+iBQM
G2b T`Q;`ĕb /2 H� KQ/ûHBb�iBQM b+B2MiB}[m2 QMi +QM/mBi �m /ûp2HQTT2K2Mi /2 +Q/2b THmb
+QKTH2t2b 2i THmb +Qȿi2mt 2M i2`K2b /2 +�H+mHX AH 2bi /QM+ /2p2Mm Mû+2bb�B`2 /ǶmiBHBb2` /2b
Kûi�@KQ/ĕH2b- +QMbi`mBib ¨ T�`iB` /2b bQ`iB2b /2 +2b +Q/2b- �}M /Ƕûim/B2` H2b BM+2`iBim/2b /2

R
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+2b +Q/2bX LQmb bQm?�BiQMb �#Q`/2` H2 +�b /ǶmM +Q/2 +QKTH2t2 �p2+ /2b bû`B2b i2KTQ`2HH2b
2M bQ`iB2bX .2 THmb BH 2tBbi2 /2 THmb 2M THmb /2 +Q/2b KQ/ûHBb�Mi H2 KāK2 bvbiĕK2 +2 [mB �
T2`KBi /ǶBMi`Q/mB`2 H� KmHiB@}/ûHBiûX LQmb ûim/BQMb /2 +�b /2 H� KmHiB@}/ûHBiû ?Bû`�`+?Bbû2
Qɍ H2b +Q/2b T2mp2Mi āi`2 +H�bbû 2M 7QM+iBQM /2 H2m` +Qȿi 2i /2 H2m` T`û+BbBQMX

lM2 Kûi?Q/2 i`ĕb 2KTHQvû2 /�Mb H� +QKKmM�miû /2 H� [m�MiB}+�iBQM /ǶBM+2`iBim/2b
TQm` H� `û�HBb�iBQM /2 Kûi�@KQ/ĕH2b 2bi H� `û;`2bbBQM T�` T`Q+2bbmb ;�mbbB2MX *2ii2 Kûi?@
Q/2- û;�H2K2Mi �TT2Hû F`B;2�;2- � ûiû BMi`Q/mBi2 TQm` H� ;ûQbi�iBbiB[m2 �p�Mi /Ƕāi`2 miBHBbû
TQm` H2b 2tTû`B2M+2b MmKû`B[m2b 2i 2M [m�MiB}+�iBQM /ǶBM+2`iBim/2b- �p2+ HǶûK2`;2M+2 /2
H� KmHiB@}/ûHBiû BH 2bi /2p2Mm BMiû`2bb�Mi /2 +QMbi`mB`2 /2b �TT`Q+?2b KmHiB@}/ûHBiû TQm` H�
+QMbi`m+iBQM /2 KQ/ĕH2b /2 bm#biBimiBQMX G2 b+?ûK� �miQ@`û;`2bbB7 T`ûb2Miû T�` E2MM2/v
2i PǶ>�;�M UkyyyV 2bi H2 T`2KB2` `ûbmHi�i BKTQ`i�MiX 1MbmBi2 G2 :`�iB2i UkyRjV ¨ KQ/@
B}2` +2ii2 Kûi?Q/2 TQm` T2`K2ii`2 �m +Q@F`B;2�;2 KmHiB@}/ûHBiû /Ƕāi`2 /û+QKTQb�#H2 2M
F`B;2�;2 BM/ûT2M/�MibX

S�`KB H2b +Q/2b �v�Mi /2b bQ`iB2b /2 ;`�M/2 /BK2MbBQM MQmb MQmb BMiû`2bbQMb ¨ +2mt
/QMi H2b bQ`iB2b bQMi /2b 7QM+iBQMb /ûT2M/�Mi /m i2KTbX GQ`b[mǶ2HH2b bQMi û+?�MiBHHQMMû2b
2HH2b bQMi �TT2Hû2b bû`B2b@i2KTQ`2HH2bX PM 7�Bi H� bmTTQbBiBQM [m2 HǶû+?�MiBHHQMM�;2 2bi 7�Bi
bm` mM2 ;`BHH2 }M2 2i `û;mHBĕ`2 /QM+ H� bQ`iB2 2bi /2 i`ĕb ;`�M/2 /BK2MbBQMX G2b bû`B2b
i2KTQ`2HH2b bQMi i`�Biûb 2M miBHBb�Mi /2b Kûi?Q/2b bBKTH2 }/ûHBiûX

SQm` +QMbi`mB`2 /2b Kûi�@KQ/ĕH2b ¨ bQ`iB2 bû`B2@i2KTQ`2HH2 /2mt Kûi?Q/2b QMi ûiûb
2MpBb�;û2b- bQBi `û/mB`2 H� /BK2MbBQM /2 H� bQ`iB2 Qm �/�Ti2` H2 MQv�m /2 `û;`2bbBQM- pQB`
S2``BM UkykyVX SQm` H� `û/m+iBQM BH 2bi THmb /B{+BH2 /2 [m�MiB}2` HǶBM+2`iBim/2 2M T�`iB+mHB2`
[m�M/ HǶ2Mb2K#H2 /Ƕ�``Bpû2 /m +Q/2 2bi K�H +QMMmX .2 THmb mM2 ;`�M/2 [m�MiBiû /2 /QMMû2b
#�bb2 }/ûHBiû T2mi `2M/`2 H2 i2KTb /2 +�H+mH i`ĕb HQM; b�Mb �KûHBQ`2` b2MbB#H2K2Mi H2
`ûbmHi�iX G2 MQv�m TQb2 H2 T`Q#HĕK2 /2 H� bûT�`�iBQM /2 H� p�`B�#H2 i2KTQ`2HH2 2i /2b
p�`B�#H2b /Ƕ2Mi`û- +2 [mB `û/mBi H2b +�b /Ƕ�TTHB+�iBQMX �BMbB MQmb T`QTQbQMb /2 +QK#BM2`
H� `û/m+iBQM /2 /BK2MbBQMb bm` mM2 T�`iB2 /2 H2 bQ`iB2 /m +Q/2 2i TQm` H2 `2bi2 QM bmTTQb2
[mǶ2HH2 bmBi mM T`Q+2bbmb ;�mbbB2M /2 +Qp�`B�M+2 i2MbQ`Bû2X

k JmHiB@}/ûHBiû TQm` bû`B2b i2KTQ`2HH2b
PM bmTTQb2 [m2 H2b +Q/2 #�bb2 2i ?�mi2 }/ûHBiû bQMi H� `û�HBb�iBQM /ǶmM T`Q+2bbmb biQ+?�b@
iB[m2 (ZL, ZH)X AHb bQMi +QMMm2b TQm` H2b p�H2m`b xL 2i xH bm` H� ;`BHH2 t /2 Nt TQBMibX PM
bmTTQb2 [m2 HǶQM +?QBbBi mM2 7�KBHH2 HB#`2 /2 N 7QM+iBQMX PM +QMbi`mBi /QM+ H2b T`Q+2bbmb
biQ+?�biB[m2 bmBp�Mi,

ZL(x, t) =
N∑

i=1

AL,i(x)Γi(t) + Z⊥
L (x, t), URV

ZH(x, t) =
N∑

i=1

AH,i(x)Γi(t) + Z⊥
H(x, t), UkV
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�p2+ (AL,i, AH,i) mM T`Q+2bbmb ;�mbbB2M [m2 MQmb KQ/ûHBbQMb T�` mM KQ/ĕH2 �miQ@`û;`2bbB7X
G2b γi bQMi ûHûK2Mib /2 H� #�b2 i2KTQ`2HH2b /2 HǶ2Mb2K#H2 SN X LQi`2 ûim/2 � +QMbB/û`û
�Hi2`M�iBp2K2Mi [m2 H� #�b2 ûi�Bi biQ+?�biB[m2 Qm /ûi2`KBMBbi2X Z⊥

H(x, t) 2bi H� T�`iB2
Q`i?Q;QM�H2 [m2 HǶQM B;MQ`2 2M #�bb2 }/ûHBiû 2i [mB 2bi bmTTQbû āi`2 mM T`Q+2bbmb ;�mbbB2M
¨ +Qp�`B�M+2 i2MbQ`Bbû2X SQm` T`û/B`2 ZH(x, t) MQmb �pQMb /QM+ 3 ûi�T2b,

Ç G� /û}MBiBQM /2b 7QM+iBQMb ΓiX SQm` +2H� MQmb �pQMb T`QTQbû /2mt Kûi?Q/2b b2
7QM/�Mi bm` H� /û+QKTQbBiBQM 2M p�H2m`b bBM;mHBĕ`2bX G� T`2KBĕ`2 TQbbB#BHBiû 2bi /2
`û�HBb2` mM2 /û+QKTQbBiBQM /2b /QMMû2b #�bb2 }/ûHBiû 2i /2 T`2M/`2 H2b N T`2KB2`b
p2+i2m`b T`QT`2bX G� /2mtBĕK2 Kûi?Q/2 2bi bBKBH�B`2 ¨ H� p�HB/�iBQM +`QBbû2 2i +QM@
bBbi2 ¨ `û�HBb2` H� KQv2MM2 2i H� p�`B�M+2 /2 +?�+mM2 /2b #�b2b +QMbi`mBi2b �p2+ H�
Kûi?Q/2 T`û+û/2Mi2 K�Bb bm` mMB[m2K2Mi mM2 T�`iB2 /2b ûHûK2Mib #�bb2 }/ûHBiûX

Ç _û;`2bbBQM T�` T`Q+2bbmb ;�mbbB2M T�` H2 KQ/ĕH2 �_URV ¨ (AL,i, AH,i)X SQm` +2H�
MQmb miBHBbQMb H� Kûi?Q/2 /û+`Bi2 T�` G2 :`�iB2` UkyRjVX �BMbB N KQ/ĕH2b �_URV
/û+Q``ûHûb bQMi +QMbi`mBi BM/ûT2M/�KK2MiX

Ç G� `û;`2bbBQM bm` H� T�`iB2 Q`i?Q;QM�H2 Z⊥
H(x, t)X SQm` +2H� MQmb miBHBbQMb H� Kûi?Q/2

/û+`Bi2 T�` S2``BM UkykyVX PM � KQMi`û [m2 H� T`û/B+iBQM 2i H� KQv2MM2 /2 T`û/B+iBQM
`2bi2 bm` HǶ2bT�+2 S⊥

N = span {Γ1, . . . ,ΓN} �M/ S⊥
N = span {ΓN+1, . . . ,ΓNt}- 2bT�+2

Q`i?Q;QM�H2 ¨ SN X
SQm` H2 +?QBt /2 N QM T2mi +�H+mH2` TQm` H2b T`2KBĕ`2b p�H2m`b 2i �BMbB T`2M/`2 H�

p�H2m` [mB /QMM2 H2 K2BHH2m` KQ/ĕH2 bm` H2 b2i /Ƕ�TT`2MiBbb�;2X 1M 2z2i- H2 +�H+mH /ǶmM2
MQmp2HH2 p�H2m` /2 N M2 Mû+2bbBi2 [m2 H2 +�H+mH /ǶmM +Q@F`B;2�;2 2i /ǶmM F`B;2�;2 �p2+
+Qp�`B�M+2 i2MbQ`Bbû2X .2 THmb TQm` /2b N THmb ;`�M/ [m2 H� i�BHH2 /2 HǶ2Mb2K#H2 ?�mi2
}/ûHBiû QM T2mi KQMi`2` [m2 H2b T2`7Q`K�M+2b b2`QMi /2 KQBMb 2M KQBMb #QMM2b /QM+ QM
b�Bi [m2 N ≤ NH X

j _ûbmHi�i
LQi`2 Kûi?Q/2 2bi i2biû2 bm` mM +Q/2 T?vbB[m2 bBKTH2 /ǶmM T2M/mH2 HBû2 ¨ mM bvbiĕK2
K�bb2 `2bbQ`iX PM 7�Bi H� K2bm`2 /2 H� TQbBiBQM /m T2M/mH2 2M 7QM+iBQM /m i2KTb [mB 2bi
MQi`2 bQ`iB2X PM /BbTQb2 /2 NL = 100 2i NH = 10 2tTû`B2M+2b MmKû`B[m2b #�bb2 2i ?�mi2
}/ûHBiûX PM /BbTQb2 /ǶmM2 ;`BHH2 `û;mHBĕ`2 /2 Nt = 101 û+?�MiBHHQMb bm` H2 b2;K2Mi [0, 10]
[mB +Q``2bTQM/ �m T`Q#HĕK2 T?vbB[m2X SQm` ûp�Hm2` H� T2`iBM2M+2 /2 MQi`2 KQ/ĕH2 MQmb
�pQMb +?QBbB /2 +QKT�`û H2b p�H2m`b /2 Q2(t)X *2i BM/B+�i2m` 2bi /û}MB +QKK2,

Q2(t) = 1−
∑NH

i=1(zH(xi, t)− ̂zH(xi, t))2

NH Var(zy(x, t))
, UjV

�p2+ xi H� i@ĕK2 p�H2m` /2 HǶ2Mb2K#H2 /2 i2bi- zH(xi, t) H� p�H2m` bQ`iB2 /2 +Q/2 ?�mi2 }/ûHBiû
�m TQBMi xi- ̂zH(xi, t) 2bi H� T`û/B+iBQM /m KQ/ĕH2 ¨ i2bi2` TQm` H2 TQBMi xi 2i Var `2T`ûb2Mi2
H� p�`B�M+2 bm` HǶ2Mb2K#H2 /2b TQBMib +QMMmbX

j
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PM T2mi +QM+Hm`2 /�Mb MQi`2 2t2KTH2 [m2 H� KmHiB@}/ûHBiû 2bi Mû+2bb�B`2 TQm` +�` H2
KQ/ĕH2 bBKTH2 }/ûHBiû T`ûb2Miû2 ¨ H� };m`2 R KQMi`2 /2b `ûbmHi�ib BMbm{b�MibX G� Kûi?Q/2
2KTB`B[m2 /2 `û/m+iBQM /2 H� /BK2MbBQM- û;�H2K2Mi �TT2Hû2 T�` T`QD2+iBQM- 2bi KQBMb
T2`7Q`K�Mi2 [m2 H2b /2mt Kûi?Q/2b [m2 MQmb K2iiQMb 2M �p�MiX G2b /2mt Kûi?Q/2b bQMi
7QM/û2b bm` MQi`2 Kûi?Q/2 K�Bb miBHBb2Mi /2 K�MBĕ`2 /2 +QMbi`mB`2 H� #�b2 /2 7QM+iBQMb
i2KTQ`2HH2b /Bzû`2Mi2bX G� Kûi?Q/2 .B`�+ miBHBb2 HǶ2Mb2K#H2 /2b /QMMû2b #�bb2 }/ûHBiû
TQm` /û}MB` H2b Γi [mB bQMi /QM+ /ûi2`KBMBbi2b 2i H� Kûi?Q/2 1KTB`B[m2 +QMbi`mBi /2b
bQmb@2Mb2K#H2b TQm` �pQB` 2biBKû HǶBM+2`iBim/2 bm` H2b Γi [m2 HǶQM bmTTQb2 āi`2 H2b +QHQMM2b
/ǶmM2 K�i`B+2 Q`i?Q;QM�H2 �Hû�iQB`2X G2b MQv�mt /2 +Qp�`B�M+2 /m KQ/ĕH2 �_URV bQMi
iQmb /2b J�iĕ`Mb 5/2X SQm` H� +Qp�`B�M+2 /2 H� T�`iB2 Q`i?Q;QM�H2 H� T�`iB2 /ûT2M/�Mi /2
x � mM MQv�m /2 J�iĕ`M 5/2 �HQ`b [m2 H� T�`iB2 /û}MB2 2M t 2bi +�H+mHû T�` K�tBKmK /2
p`�Bb2K#H�M+2 ¨ T�`iB` /2b /QMMû2b 2i /2 H� +Qp�`B�M+2 2M xX

0 2 4 6 8 10

0.
6

0.
7

0.
8

0.
9

1.
0

t

Q2

Simple Fidélité
Multi−fidélité par projection
Multi−fidélité base Dirac
Multi−fidélité base Empirique

6B;m`2 R, *QKT�`�BbQM /2b Q2 2M 7QM+iBQM /m i2KTbX G� +Qm`#2 7QM+û2 `2T`ûb2Mi2 H�
KQv2MM2 /2 40 /Bzû`2Mi2b T`û/B+iBQMb bm` H2b /QMMû2b /Ƕ�TT`2MiBbb�;2 /Bzû`2Mi2b ûp�Hmû2b
bm` mM KāK2 2Mb2K#H2 /2 i2bi /2 1000 2tTû`B2M+2bX G� bm`7�+2 +QHQ`û2 `2T`ûb2Mi2 1.96
û+�`i@ivT2 /m Q2 2M /ûT2M/�Mi /m i2KTbX

G� Kûi?Q/2 T`QTQbû2 TQm` H� Kûi�@KQ/ûHBb�iBQM KmHiB@}/ûHBiû T`2M/ 2M +QKTi2 iQmi2b
H2b BM+2`iBim/2b 2i T`û/Bi /2 K�MBĕ`2 i`ĕb 2{+�+2 H2b bQ`iB2b /m +Q/2 /2 +�H+mH TQm` /2b
bû`B2b i2KTQ`2HH2b 2M bQ`iB2X S�` `�TTQ`i �mt Kûi?Q/2b /2 H� HBiiû`�im`2 2HH2 T2`K2i /2
`ûbQm/`2 mM T`Q#HĕK2 MQmp2�m �p2+ /2 K2BHH2m`b ;�`�MiBb i?ûQ`B[m2b 2i � /2 K2BHH2m`b
`ûbmHi�ib bm` mM 2t2KTH2X
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"B#HBQ;`�T?B2
JX E2MM2/v 2i �X PǶ>�;�M- UkyyyV- S`2/B+iBM; i?2 QmiTmi 7`QK � +QKTH2t +QKTmi2` +Q/2
r?2M 7�bi �TT`QtBK�iBQMb �`2 �p�BH�#H2- "BQK2i`BF�X
GX G2 :`�iB2i- UkyRjV- "�v2bB�M �M�HvbBb Q7 ?B2`�`+?B+�H KmHiB}/2HBiv +Q/2b- aA�Jf�a�
CQm`M�H QM lM+2`i�BMiv Zm�MiB}+�iBQMX
:X S2``BM- UkykyV �/�TiBp2 +�HB#`�iBQM Q7 � +QKTmi2` +Q/2 rBi? iBK2@b2`B2b QmiTmi- _2HB@
�#BHBiv 1M;BM22`BM; �M/ avbi2K a�72ivX
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Meta-modélisation multi-fidélité combinant
processus Gaussiens et réseau de neurones

bayésien

Baptiste Kerleguer1,2 & Claire Cannamela 1 & Josselin Garnier 2

1 CEA, DAM, DIF, F-91297, Arpajon, France baptiste.kerleguer@cea.fr 2 Centre de
Mathématiques Appliquées, Ecole polytechnique, Institut Polytechnique de Paris, 91128

Palaiseau Cedex, France

Résumé. Le problème d’intérêt est la méta-modélisation de la réponse d’un code
informatique dans un cadre multi-fidélité, c’est-à-dire lorsque la sortie peut être évaluée
à différents niveaux de prédiction et de temps de calcul. En utilisant des niveaux de
code de haute et basse fidélité, nous avons développé une méthode originale combinant la
régression par processus gaussien et le réseau neuronal bayésien. Le méta-modèle qui en
résulte a des capacités de prédictions très satisfaisantes mais surtout il tient compte des
incertitudes du processus gaussien et du réseau de neurones Bayésien.

Mots-clés. Processus Gaussiens, Réseau de neurones bayésien

Abstract. We want to build a surrogate model of a computer code in a multi-
fidelity framework, i.e. when the output can be evaluated at different levels of prediction
and calculation time. Using high and low fidelity code levels, we have developed an
original method combining Gaussian process regression and Bayesian neural network.
The resulting surrogate model has good prediction capabilities, but more importantly
it takes into account the uncertainties of the Gaussian process and the Bayesian neural
network.

Keywords. Gaussian process, Bayesien Neural Network

1 Introduction

Il existe de nombreux exemples d’utilisation de régression par processus gaussien dans un
cadre multi-fidélité dérivée de l’article de Kennedy et O’Hagan (2000). Dans cet article
une relation linéaire est supposée entre la sortie du code haute et celle de basse fidélité.
Par la suite des relations plus complexes entre codes ont été introduites, par exemple par
Perdikaris et al (2017). Ces méthodes, basées sur la régression par processus gaussien,
permettent de quantifier les incertitudes de prédiction. Elles sont également très efficaces
dans des contextes de données peu nombreuses, très fréquent lorsque le code est très
coûteux en temps de calcul. Leur principale limite sont le besoin d’hypothèses sur la
régularité de la relation entre les sorties de différents niveaux de fidélité et surtout la très
grande difficulté de passer en grande dimension (en entrée et en sortie du modèle).

1
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En parallèle le développement des réseaux de neurones a permis de construire des
méta-modèles très performants et notamment des méta-modèles multi-fidélité. Les méta-
modèles sont bien plus complexes à paramétrer mais permettent de traiter des problèmes
de très grande dimension en entrée et en sortie. Or des avancées récentes notamment
sur les réseaux de neurones bayésiens ont permis de quantifier les incertitudes de méta-
modélisation, Meng et al (2020). Ainsi on peut espérer construire des modèles qui per-
mettent la quantification des incertitudes dans un cadre de la grande dimension d’entrée
mais aussi de sortie.

2 Méthode

Le méta-modèle est construit en deux parties. Dans un premier temps c’est seulement
sur la sortie du code basse fidélité que nous allons construire un méta-modèle. Pour cela
nous avons utilisé la régression par processus gaussiens. Puis un deuxième modèle a pour
entrées les entrées du code et les sorties du code basse fidélité. La prédiction de la sortie
haute fidélité fera ainsi appel aux deux méta-modèles.

Pour interfacer les deux modèles nous devons transmettre le premier méta-modèle au
second méta-modèle, avec une prise en compte, pour ce dernier des résultats du premier
au moment de la phase d’apprentissage. La première méthode envisagée a été d’utiliser la
moyenne et la variance de sortie du modèle basse fidélité mais cela ne garantira pas le suivi
des incertitudes. La seconde méthode envisagée et finalement adoptée est de s’intéresser
à des réalisations de la loi de la sortie basse fidélité. Cette loi étant connue (sachant les
données), la quadrature de Gauss-Hermite est très adaptée pour minimiser le nombre de
réalisations nécessaires et de cette façon optimiser le temps de calcul. En ce qui concerne
la régression par processus gaussien, nous avons opté pour un noyau de Matèrn, même
s’il n’y a aucune limite au choix du noyau. Le réseau de neurones bayésien que nous
utilisons est activé par une fonction ReLU avec une seule couche cachée afin de réduire au
maximum les hyper-paramètres car nous avons peu de données. Nous nous sommes donnés
des a priori classiques dans la littérature. Les sorties du réseau de neurones bayésien sont
pondérées en fonction des points donnés par la formule de quadrature.

3 Résultats

Nous présentons des résultats pour des codes à deux niveaux de fidélité ainsi que des
sorties scalaires. Les codes que nous utilisons sont des fonctions analytiques dont la
dimension d’entrée varie de 1 à 4. Nous nous plaçons dans un contexte où les hypothèses
de linéarité entre les codes ne sont pas validées et les résultats de ces modèles sont très
mauvais. Ainsi nous devons aussi nous comparer à des modèles plus complexes.

Les performances de notre approche semblent comparables à celles obtenues à l’aide
de réseaux de neurones. Ils présentent l’avantage de pouvoir quantifier les incertitudes en
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fournissant une méthode d’échantillonnage de la loi à postériori. Nous espérons pouvoir
monter en dimension de sortie et d’entrées mais le nombre d’hyper-paramètres nous limite
encore dans un contexte de données peu nombreuses.
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Differentiation implicite pour la calibration de
modèles non lisses
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Résumé. Trouver la valeur optimale d’hyperparamètres pour un modèle peut être
écrit comme un problème d’optimisation à deux niveaux. Ce problème d’optimisation
est très souvent résolu en utilisant des techniques de grid-search, random-search ou de
l’optimisation bayésienne. Toutes ces méthodes peuvent être vues comme de l’optimisation
à l’ordre zéro (sans gradient) mais sont difficilement utilisables lorsque le nombre d’hyper-
paramètres à sélectionner devient grand. Des méthodes d’optimisation du premier ordre
peuvent surmonter ces difficultés : l’étape clés étant le calcul d’hypergradients, i.e. de
gradients en fonction des hyperparamètres. Ces méthodes ont été très étudiées pour des
modèles basés sur des problèmes d’optimisation lisses, cependant la littérature concer-
nant les problèmes d’optimisation non lisses est plus rare. Dans ce travail, nous étudions
les techniques classiques de calcul d’hypergradient (différenciation forward et implicite)
lorsque le problème d’optimisation sous-jacent est convexe mais non lisse. Les résultats sur
des modèles de régression et de classification montrent des gains significatifs en rapidité
de calcul, en particulier lorsque le nombre d’hyperparamètres est grand.

Mots-clés. Optimisation d’hyperparamètres, Optimisation non-lisse, Hypergradients
Abstract. Finding the optimal hyperparameters of a model (a.k.a. model selection)

can be cast as a bilevel optimization problem, which is typically solved using grid-search,
random-search or Bayesian optimization. These methods can be seen as zero-order (i.e.
gradient-free) techniques, and scale poorly with the number of hyperparameters to tune.
First-order optimization methods can overcome these limitations, the key step being the
computation of hypergradients, i.e. gradients w.r.t to the hyperparameters. Such methods
have been largely studied for models based on smooth optimization problems, however
the literature regarding non-smooth optimization problems is scarcer. In this work we
study classical hypergradient computation techniques (implicit and iterative differentia-
tion) when the underlying optimization problem is convex but non-smooth. Results on
regression and classification problems reveal clear computational benefits, especially when
multiple hyperparameters are required.

Keywords. Hyperparameter optimization, Non-smooth optimization, Hypergradi-
ents
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1 Introduction
En apprentissage automatique, presque tous les modèles dépendent d’au moins un hyper-
paramètre. Le choix de ce dernier impacte fortement la qualité du modèle et sa perfor-
mance. C’est le cas pour beaucoup d’estimateurs utilisés en apprentissage automatique,
où un paramètre de régularisation permet de contrôler le poids de la régularisation par
rapport au terme de fidélité aux données. Parmi ces estimateurs, on trouve la régression
Ridge [3], le Lasso [10], l’elastic net [12], la regression logisitque pénalisée !1 [7] et les
algorithmes de vecteurs supports [1]. Tous ces estimateurs sont solutions de problèmes
d’optimisation qui peuvent s’écrire de manière général sous la forme:

β̂(λ) ∈ argmin
β∈Rp

Φ(β,λ) ! f(Xβ) +
p∑

j=1

gj(βj,λ) , (1)

avec X ∈ Rn×p la matrice de design, f : Rn → R une fonction à gradient Lipschitz,
gj(·,λ) des fonctions convexes (possiblement non-lisse) et un paramètre de régularisation
(ou hyperparamètre) λ ∈ Rr. Une méthode classique de sélection d’hyperparamètre est
de faire de l’optimisation d’hyperparamètre, c’est-à-dire choisir le paramètre λ de sorte
que β̂(λ) minimise un critère donné C : Rp → R mesurant la performance du modèle. Plus
formellement l’optimisation d’hyperparamètre peut s’écrire sous la forme d’un problème
d’optimisation à deux niveaux.

argmin
λ∈Rr

{L(λ) ! C
(
β̂(λ)

)
}

s.t. β̂(λ) ∈ argmin
β∈Rp

Φ(β,λ) . (2)

Les méthodes classiques pour résoudre Problem (2) reposent souvent sur de l’optimisation
à l’ordre zéro (c’est à dire qu’elles n’utilisent pas l’information du gradient) comme la
grid-search, random-search [8], ou l’optimisation bayésienne [2, 9]. Cependant quand
l’hyperparamètre est continu et que le chemin de régularisation λ #→ β̂(λ) est (presque
partout) différentiable, des méthodes d’optimisation du premier ordre peuvent être util-
isées pour résoudre le problème d’optimisation à deux niveaux Problem (2). En effet en
utilisant la dérivation de fonctions composées, le gradient de L en fonction de λ, aussi
appelé hypergradient, s’écrit:

∇λL(λ) = Ĵ #
(λ)∇C(β̂(λ)) , (3)

avec Ĵ(λ) ∈ Rp×r la Jacobienne de la fonction λ #→ β̂(λ). La difficulté des méthodes du
premier ordre pour résoudre Problem (2) est d’évaluer le gradient en Equation (3). Il y
a trois algorithmes principaux de différenciation automatique pour calculer ce gradient:
la différenciation implicite [4], la différenciation backward [6] et la différenciation forward
[11]. Comme illustré dans la Figure 1, une fois que l’hypergradient à été calculé, Prob-
lem (2) peut être résolu en utilisant une descente de gradient par exemple. Avec un pas
ρ > 0: λ(t+1) = λ(t) − ρ∇λL(λ(t)).
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Figure 1: Lasso CV sur le jeu de données real-sim. Valeur de la fonction de valida-
tion croisée C(β(λ)) en fonction du paramètre de régularisation λ ∈ R pour plusieurs méth-
odes d’optimisation d’hyperparamètres pour le Lasso argminβ∈Rp

1
2‖y −Xβ‖22 + eλ‖β‖1.

Les croix représentent les 10 premières évaluations de chaque méthode.

2 Differentiation implicite
Le calcul de l’hypergradient en utilisant la différenciation implicite implique la résolution
d’un système linéaire de taille p × p qui peut être difficile à résoudre lorsque p devient
grand. Nous allons maintenant montrer que la différenciation implicite peut être utilisée
pour calculer la Jacobienne de Problem (1). Les fonctions convexes non lisses en ma-
chine learning impliquent très souvent une structure particulière sur l’estimateur. Cette
structure est portée par la notion de support généralisé que nous définissons ici:

Definition 1 (Support généralisé support) Soit β̂ une solution de Problem (1). Le
support généralisé Ŝ ⊆ [p] est l’ensemble des indices j ∈ [p] où gj est différentiable en β̂j:

Ŝ ! {j ∈ [p] : ∂gj(β̂j) est un singleton} . (4)

De plus le type de problème Problem (1) peut être résolu en utilisant une descente de
gradient proximale. Cette méthode de résolution itérative a deux caractéristiques intéres-
santes pour ce travail: 1. la descente de gradient proximale identifie le support après un
nombre fini d’itération [5], 2. elle induit une équation de point fixe:

β̂(λ) = proxγg

(
β̂(λ) − γX#∇f(Xβ̂(λ))

)
. (5)

Ces deux propriétés nous permettent de présenter un théorème pour faire de la différen-
ciation implicite sur le problème générique Problem (1).

Theorem 2 (Differentiation implicite pour les problèmes non lisse) On suppose
que gj est localement C2 pour tous les j ∈ Ŝ et que f est localement C2 autour de Xβ̂. De
plus on suppose que −∇f(β̂) ∈ ri

(
∂1g(β̂,λ)

)
où ri est l’intérieur relatif du sous différen-

tiel de g et que X#
:Ŝ
∇2f(Xβ̂)X:Ŝ est définie positive. Soit β̂ ! β̂(λ) une solution de Prob-

lem (1) et Ŝ son support généralisé. Alors la Jacobienne Ĵ de Problem (1) est donné par la
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formule suivante: ẑ = β̂−γ∇X#f(Xβ̂), et A ! IdŜ,Ŝ −∂1 proxγg(ẑ)Ŝ

(
Id|Ŝ| −γX#

:Ŝ
∇2f(Xβ̂)X:Ŝ

)
:

ĴŜc = ∂2 proxγg (ẑ)Ŝc ,

ĴŜ = A−1
(
∂2 proxγg(ẑ)Ŝ − γ∂1 proxγg(ẑ)ŜX

#
:Ŝ
∇2f(Xβ̂)X:ŜcĴŜc

)
.

Ce théorème prouve qu’il est possible d’utiliser la parcimonie induite par le support
généralisé pour résoudre le système linéaire de manière efficace. En effet, le problème à
résoudre est de taille |Ŝ| × |Ŝ| alors qu’il était de taille p × p pour les problèmes lisses.
Dans beaucoup de cas pratiques, |Ŝ| est beaucoup plus petit que p, il suffit de penser au
Lasso par exemple.

3 Optimisation d’hyperparamètres pour l’elastic net
Nous donnons maintenant un exemple de sélection d’hyperparamètre pour le modèle de
l’elastic net utilisant une méthode de premier ordre et qui utilise Theorem 2 pour le calcul
de l’hypergradient Equation (3). La sélection des valeur pour λ ∈ R2 est faite en utilisant
une validation croisée à 5-blocs. Le problème à deux niveaux à résoudre est:

argmin
λ=(λ1,λ2)∈R2

L(λ) = 1
nfold

nfold∑

i=1

‖yvali −Xvali β̂(λ,i)‖22

s.t. β̂(λ,i) ∈ argmin
β∈Rp

1

2n
‖ytraini −Xtrainiβ‖22 + eλ1‖β‖1 +

1

2
eλ2‖β‖2 .

La Figure 2 représente le critère de validation croisée en fonction du paramètre de régular-
isation (3 premières lignes) et en fonction du temps (dernière ligne). Les trois premières
lignes montrent l’évaluation du critère pour la grid-search, une méthode bayésienne et
notre méthode du premier ordre. Les croix de couleur les plus claires marquent les pre-
mières itérations. Sur tous les jeux de données, on peut remarquer que les méthodes du
premier ordre sont plus rapides pour résoudre le problème d’optimisation et ainsi effectuer
de la sélection d’hyperparamètres.

4 Conclusion
Dans ce travail, nous proposons une méthode de différentiation implicite pour la sélection
des hyperparamètres dans le cadre de fonctions séparables et non lisses. Notre approche
permet d’obtenir les hyperparamètres optimaux plus rapidement que les méthodes état
de l’art surtout lorsque le nombre des hyperparamètres devient grand. La méthode peut
s’appliquer à un grand nombre de modèles utilisés en apprentissage automatique comme
le lasso, l’elastic net ou encore la SVM.
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Figure 2: Comparaison en temps pour l’elastic net. Lignes de niveaux de la fonction
de validation croisée 5-blocs en fontion des deux hyperparamètres λ1 et λ2 (sur les 3
premières lignes), et en fontion du temps (dernière ligne) pour les jeux de données rcv1,
real-sim et 20news.
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Résumé. Les lois exponentielles pondérées générales qui contiennent les lois ex-
ponentielles modifiées, sont largement utilisées dans les applications statistiques telles
qu’en fiabilité. Nous étudions leurs fonctions poids exponentiels et des extensions à
partir d’une loi de référence continue positive. Des propriétés et leurs relations avec le
récent phénomène de variation sont établies. Des caractérisations, des opérations de
pondération et de dualité sont établies. Enfin, des perspectives sont discutées.

Mots-clés. Dualité, fiabilité, loi pondérée, modèle exponentiel.

Abstract. General weighted exponential distributions including modified expo-
nential ones are widely used with great ability in statistical applications, particularly
in reliability. We investigate full exponential weight functions and their extensions
from any nonnegative continuous reference distribution. Several properties and their
connections with the recent variation phenomenon are then established. Characteriza-
tions, duality and weightening operations are set forward. Perspectives are discussed.

Keywords. Duality, Exponential model, Reliability, Weighted distribution.

1 Introduction
Le phénomène de variation a été introduit par Abid et al. (2020). Appelé indice de
variation exponentielle ou indice de variation de Jørgensen pour la variable aléatoire
(v.a.) continue positive Y sur [0,+∞[k, il est défini comme le rapport de la variance au
carré de l’espérance. Plus précisément, cette quantité positive s’écrit

VI(Y) := VarY/(EY)2 ! 1. (1.1)

Il peut être considéré comme le carré du coefficient de variation et est beaucoup
utilisé en fiabilité. Voir, par exemple, Barlow et Proschan (1981) dans le sens du
coefficient de variation. L’indice de variation relative, RVI, a également été introduit
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comme le rapport de deux VIs en changeant la loi de référence exponentielle. Voir
Kokonendji et al. (2020a) pour plus de détails sur le cas multivarié.

La fonction densité de probabilité (fdp) de la référence qui est la v.a. exponentielle
X ∼ E(µ) de paramètre µ > 0 est

fX(x;µ) = µ exp(−µx)1[0,+∞[(x), (1.2)

où 1A désigne la fonction indicatrice de A. Toujours équi-varié, sa moyenne et sa
variance sont 1/µ et 1/µ2, respectivement. Il peut arriver que la variance de l’échantillon
soit supérieure ou inférieure au carré de la moyenne de l’échantillon, que l’on appelle
sur-variation et sous-variation, respectivement, par rapport à la loi exponentielle.

On peut définir une v.a. exponentielle pondérée de façon générale, désignée par
Xw, à partir de la référence X ∼ E(µ) de (1.2) et une fonction poids mésurable positive
w : [0,+∞[→ [0,+∞[ telle que

w(·) fX(·;µ) =: fXw(·;µ) (1.3)

soit une fdp, appélée loi exponentielle pondérée (LEP). Plus pratiquement, si la fonction
poids w0(·) est telle que 1 ! Ew0(X) < ∞, alors w(·) introduite en (1.3) devient

w(·) = w0(·)/Ew0(X), (1.4)

qui est finalement auto-normalisée. Notons qu’à partir de (1.4), la fonction poids
non normalisée w0(·) ≡ w0(·;α) peut dépendre d’un nombre strictement positif k de
paramètres α = (α1, . . . ,αk) ∈ Θk ⊆ Rk. Alors la fonction poids exponentiel w(·) ≡
w(·;µ,α) de (1.3) dépend de k + 1 paramètres. Les LEPs peuvent être considérées
comme des lois exponentielles modifiées et fournissent une approche unifiée pour
gérer à la fois la sur-variation et la sous-variation.

Ainsi, les objectifs fondamentaux de cette communication sont de fournir quelques
propriétés générales pour les LEPs et leurs liaisons avec le phénomène de variation.
Nous étudions les LEPs à deux paramètres dans le cadre des modèles exponentiels de
dispersion (MEDs); par exemple, Jørgensen (1997). Le reste du document est organisé
comme suit. Dans la section 2, nous énonçons plusieurs résultats liés à la représentation
d’une loi continue sur la demi-droite positive comme une version pondérée d’une autre,
en particulier de la loi exponentielle. Nous introduisons également la dualité ponctuelle
entre deux LEPs. La section 3 présente une connexion entre les LEPs des MEDs et le
phénomène de variation. Enfin, une conclusion avec une approche semi-paramétrique
des estimations des LEPs sont exposées dans la section 4.

2 Résultats sur les lois exponentielles pondérées (LEPs)
Nous étalons plusieurs propriétés liées à la représentation d’une loi continue positive
comme une loi pondérée par rapport à une loi de référence donnée. Les démonstrations
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de tous les résultats de cette section et de la suivante se trouvent dans Kokonendji et
al. (2020c) avec un certain nombre d’exemples récents de la littérature.

Théorème 2.1. Soit Y une v.a. continue positive avec fdp fY(·), de support SY ⊆ [0,+∞[ et
soit X ∼ E(µ) de (1.2) avec µ > 0. Alors

Y d
= Xw, (2.1)

où d
= représente l’égalité en loi et w(·) est la fonction poids exponentiel donnée par

w(x) = [exp(µx)/µ] fY(x), ∀x ∈ SY. (2.2)

La proposition suivante montre le lien entre deux représentations d’une loi continue
positive comme LEP. Il peut être utilisé pour démontrer l’unicité de (2.1).

Proposition 2.2. Soit X1 et X2 deux v.a. exponentielles de paramètres µ1 et µ2 respectivement.
Si une v.a. continue positive Y est telle que Y d

= Xw1
1 avec w1(·) définie en (2.2), alors Y d

= Xw2
2

avec
w2(x) = (µ1/µ2) exp[(µ2 − µ1)x]w1(x)1SY(x). (2.3)

Le résultat suivant montre que toute v.a. continue positive à sa propre représentation
exponentielle pondérée de (2.1), que nous appelons auto-décomposition en une LEP.

Corollaire 2.3. Soit Y une v.a. continue positive avec SY ⊆ [0,+∞[ et telle que EY < ∞.
Alors Y suit une LEP par rapport à la référence exponentielle de paramètre 1/EY.

Le Corollaire 2.3 représente une v.a. continue positive donnée comme une version
pondérée de référence exponentielle de même moyenne. A titre d’exemples, nous illus-
trerons entre autres les cas des lois gamma, lognormale et Weibull à trois paramètres.

Voyons maintenant la commutativité de l’opération de pondération sous une référence
plus générale que celle de la loi exponentielle.

Théorème 2.4. Soit Y une v.a. continue positive et soit w1(·) et w2(·) deux fonctions poids
positives telles que 0 < Ewj(Y) < ∞ avec j = 1, 2 et 0 < E[w1(Y)w2(Y)] < ∞. Alors

(Yw1)w2 d
= Yw1w2 d

= (Yw2)w1 .

Le concept de dualité introduit par Kokonendji et al. (2008, Section 3) pour les lois
de Poisson pondérées (LPPs) est étendu ici à toute loi continue positive de référence
donnée, y compris la loi exponentielle.

Définition 2.5. Soit Y une v.a. continue positive sur SY ⊆ [0,+∞[, et soit w0(·) et w∗0(·) deux
fonctions poids positives. Les deux versions pondérées correspondantes Yw0 et Yw∗0 sont dites
paires duales par rapport à Y si et seulement si

w0(y) w∗0(y) = 1, ∀y ∈ SY.
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Une conséquence pratique de la dualité pour les LEPs est que cette loi fournit la
variation opposée (i.e., sur-variation pour sous-variation et inversement). Par exemple,
la loi exponentielle E(µ) est auto-duale car sa fonction poids est w(x) = 1,∀x ∈ [0,+∞[.

Enfin, si Y d
= Zw avec w(·) positive et EY = EZ, alors à partir de (1.1) et des résultats

précédents, l’indice de variation relatif RVIZ(Y) de Y par rapport à Z satisfait :

RVIZ(Y) := VI(Y)/VI(Z) = VarY/VarZ ! 1 ⇐⇒ w(·) ! 1. (2.4)

3 LEPs des MEDs et phénomène de variation
Dans cette partie, nous établissons une connection (2.4) entre les VIs et les LEPs comme
membres des MEDs positifs ; voir Jørgensen et Kokonendji (2011) et Kokonendji et al.
(2020b).

La fdp d’un MED positif a la forme suivante :

f (x;θ,φ) = a(x;φ) exp[θx − K(θ;φ)]1[0,+∞[(x), (3.1)

avec φ > 0 le paramètre de dispersion, θ ∈ Θ ∩ (−∞, 0) ! ∅ le paramètre canonique,
a(x;φ) la fonction de normalisation et K(θ;φ) la fonction cumulante. Lorsque φ est fixé
(p.ex., φ = 1), on obtient les familles exponentielles naturelles (FEN) positive. Ainsi, la
loi de référence exponentielle de (1.2) est une FEN avec fdp

fX(x;θ) = exp[θx + log(−θ)]1[0,+∞[(x), (3.2)

µ = 1/(−θ) = µ(θ) et θ < 0 pour X ∼ E(θ).
Le résultat suivant découle du Théorème 2.1 dans le cas des MEDs positifs.

Proposition 3.1. Tout MED positif avec fdp donnée en (3.1) est une LEP avec

w(·;θ,φ) = a(·;φ)/Eθ[a(X;φ)] = a(·;φ) exp[−K(θ;φ)]/(−θ), φ > 0,θ < 0,

sa fonction poids exponentiel correspondante et X ∼ E(θ) de (3.2).

Nous énonçons maintenant une relation entre le phénomène de variation et les LEPs
des MEDs.

Théorème 3.2. Si Xw suit une LEP dans les MEDs de la Proposition 3.1 avec

∆µ := µd2/dµ2 logEµ[a(X;φ)] − 2d/dµ logEµ[a(X;φ)] − µ
(
d/dµ logEµ[a(X;φ)]

)2
.

Alors
∆µ ! 0 ⇐⇒ Xw ./

≺
X ∼ E(µ);

i.e., ∆µ est positive, nulle et négative si et seulement si Xw est sur-, équi- et sous-varié,
respectivement, par rapport à X ∼ E(µ).
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Pour établir ce résultat, nous aurons besoin du lemme technique suivant.
Lemme 3.3. Si Xw suit une LEP dans les MEDs de la Proposition 3.1, alors pour µ = 1/(−θ),

Varµ(Xw) = (EµXw)2 + µ4d2/dµ2 logEµ[a(X;φ)] − 2µ3d/dµ logEµ[a(X;φ)]

−µ4
{
d/dµ logEµ[a(X;φ)]

}2
.

Le phénomène de variation (1.1) pour toute LEP dans les MEDs sera plus pratique
à travers la proposition suivante avec des illustrations directes de la Table 1, qui peut
être envisagée dans le cadre des modèles linéaires généralisés. Cette proposition peut
être vue comme un analogue du Corollaire 2.3.
Proposition 3.4. Si Xw suit une LEP dans les MEDs de la Proposition 3.1 avec m = EXw

positive et φV(m/φ) = Varm(Xw), où V(·) est sa fonction variance unitaire, alors

VIm(Xw) := φV(m/φ)/m2 ! 1 ⇐⇒ Xw ./
≺

X ∼ E(1/m).

Table 1: Exemples des LEPs dans les MEDs en utilisant la Proposition 3.4.

Type(s) de LEPs V(m) φV(m/φ)/m2 Auteur(s)

Gamma (p = 2) m2 1/φ Morris (1982)
Gaussienne inverse (p = 3) m3 m/φ2 Letac et Mora (1990)
Ressel-Kendall* (q = 3) m2 +m3 1/φ +m/φ2 Letac et Mora (1990)
Tweedie (p > 1) mp mp−2φ1−p Jørgensen (1997)
Geometric Tweedie (q > 1) m2 +mq 1/φ +mq−2φ1−q Abid et al. (2020)

* Ressel-Kendall ≡ Gaussienne inverse géométrique.

4 Conclusion
Nous avons fait une représentation de toute loi continue positive comme une LEP avec
des caractérisations et opérations de pondération.

À partir du résultat du Corollaire 2.3, nous pouvons poursuivre dans les approches
non-paramétriques et semi-paramétriques de Marshall et Olkin (2007). En fait, pour
estimer toute fdp continue positive f : [0,+∞[→ R sous l’hypothèse non-paramétrique,
nous considérons l’approche semi-paramétrique

f (·) = w(·) fE(·;θ) =: fw(·;θ),

avec fw(·;θ) la part inconnue mais purement paramétrique et dépendant de θ, et w(·) la
part non-paramétrique sur [0,+∞[ pour θ fixé. Selon les lisseurs appropriés sur [0,+∞[
(p.ex., Kokonendji et Somé, 2018), des travaux dans ce sens sont en cours. On peut
voir Kokonendji et al. (2009, 2017) pour les lois de comptage. Enfin, on envisage aussi
attaquer les cas multivariés des LEPs ainsi que des LPPs de Kokonendji et al. (2008).
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Résumé. En apprentissage distribué, l’hétérogenéité statistique est un défi fondamental
soulevant des questions éthiques comme l’équité en terme de qualité de service offerte à une
population d’utilisateurs. Dans ce travail, nous proposons ∆-FL, un cadre d’apprentissage
collaboratif pour gérer des utilisateurs qui ne se conforment pas à la distribution de
données moyenne de la population. En s’appuyant sur la théorie des mesures de risques,
nous introduisons une fonction objective basée sur le superquantile pour concentrer
l’apprentissage sur les utilisateurs les moins favorisés. Nous proposons un algorithme
adapté à ce cadre distribué. Nous présentons des expériences numériques démontrant
les bénéfices de notre modèle pour les utilisateurs. Cet exposé est basé sur un travail
en collaboration avec Krishna Pillutla et Zaid Harchaoui(University of Washington) et
Jérôme Malick(CNRS) [2].

Mots-clés. Superquantiles, Optimisation robuste, Apprentissage fédéré, Mesures de
risques.

In distributed learning, statistical heterogeneity is a key issue raising fairness concerns
on the quality of service over a population of users. In this work, we propose ∆-FL, a
collaborative learning framework to handle heterogeneous client devices which do not
conform to the population data distribution. Building upon the theory of risk measures,
we introduce an objective function that focus on most disadvantaged users. We propose
an algorithm adapted to this distributed setting. We present concrete numerical evidences
of the benefits of our algorithm for disadvanted users. This talk is based on a joint work
with Krishna Pillutla and Zaid Harchaoui (University of Washington) and Jérôme Malick
(CNRS) [2].

Keywords. Superquantiles, Distributionally robust optimization, Federated Learning,
Risk measures.

1 Introduction

The proliferation of mobile phones, wearables and edge devices has led to an unprecedented
growth in the generation of user interaction data. Systems which tap into the power of
this rich data while respecting the privacy of users are geared to lead the next generation
of intelligent applications and devices. Such systems have naturally heterogeneous local
data distribution: knowing what global model should be aimed for and and how to learn it
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Sθ(Z) =
[Z |Z > Qθ(Z)]

area = θ

[Z] Qθ(Z)

Figure 1: For a continuous random variable Z, drawing of (1−θ)-quantile Qθ(Z) and (1−θ)-
superquantile Sθ(Z), defined as an expectation.

become fundamental issues. In federated learning [1], client devices with privacy-sensitive
data collaboratively learn a machine learning model under the orchestration of a central
server, while keeping their data decentralized. This is achieved by pushing the computation
to the devices while the server coordinates with the devices for aggregation of model
updates. A key feature of federated learning is statistical heterogeneity, i.e., client data
distributions are not identical. Each user has unique characteristics which are reflected
in the data they generate. These characteristics are influenced by personal, cultural,
and geographical factors. For instance, the varied use of language contributes to data
heterogeneity in a next word prediction task.

Vanilla federated learning and its standard algorithm, FedAvg [6], aim to fit a model
to the population distribution of the devices available for training. While this approach
works for users who conform to the population, it is liable to fail on individuals who do
not conform to the population, leading to poor user experience.

In this talk, we present risk measures [8] to train models that are more focused on
disfavoured devices. More specifically, instead of minimizing an average of the local losses
that measure the performance on each device, we propose to minimize the superquantile
of such sequence. This has the effect of pushing optimization with respect to devices with
a higher local loss. Optimization of such loss can be performed in large scale settings and
has been well studied in the centralized setting [3]. We propose an algorithm to minimize
such objective while satisfying the specific requirements of federated settings (keeping the
data decentralized, allow only privacy preserving communications with the server, etc...).

2 A risk-sensitive model for federated learning

We consider a heterogeneous distributed setting with N training devices. We characterize
each training device k by a probability distribution qk over data and a weight αk > 0. For
any model w belonging to some compact set X ⊂ Rd, we measure the loss incurred by
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w under data distribution qk with a given function f(w, qk). We assume any test device,
unseen during training, to have a distribution qπ that can be written as a mixture of the
training distributions: there exists π ∈ ∆N−1 such that qπ =

∑N
k=1 πkqk. Our goal is to

propose a global model w# which (a) maintain good predictive power on test devices who
conform to the population, and, (b) improve the predictive power on test devices who do
not conform to the population.

Given the mixture distribution qπ of a test device, we define its conformity denoted
conf(qπ) as mink∈{1,...,N} αk/πk. The conformity of a device is a summary of how close it is
to the population. A test device with conformity θ $ 1 closely conforms to the population
distribution qα = (α1, . . . ,αn). In contrast, a test device with θ $ 0 would be vastly
different from the population distribution.

For a fixed parameter θ, we consider the robust optimization problem:

min
w∈X

[
Fθ(w) := max

π:conf(qπ)≥θ
f(w, qπ)

]
. (1)

It is easy to show that this objective corresponds to the (1 − θ)-superquantile of the
sequence of losses over the training devices. Note that when θ = 1, we recover the standard
average loss in federated learning minimized by FedAvg. In our work, we propose a second
variant where

We use the dual form of this problem, which writes:

min
w∈X,η∈R

[
Gθ(w, η) = η +

1

θ

N∑

k=1

αk[max(f(w, qk)− η, 0)]

]
. (2)

A standard round of communication of our algorithm for solving (1) is consigned in
Figure 2, next to FedAvg’s one. Both consists of the following steps:

• Step 1: The server selects m client devices and broadcasts the global model to each
selected device.

• Step 1’ (∆-FL only): Each selected device computes the loss incurred by the
global model on its local data and sends it to the server. Based on these losses, the
server computes a threshold loss via the minimization of (2) with respect to η. It
only keeps devices whose losses are larger than this threshold, and unselects the
other devices.

• Step 2: Each selected device computes an update from its local data via local SGD.

• Step 3: The updates from selected devices are securely aggregated to update the
server model.
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(a) ∆-FL (b) Standard FedAvg

Figure 2: Description of one round of communication for our approach (∆-FL) and the standard
baseline in federated learning (FedAvg)

.

3 Theoretical and Experimental Results

3.1 Theoretical Analysis

We prove convergence of the algorithm in the smooth and strongly convex setting, with a
convergence rate. Our analysis relies on classical assumptions, such as bounded variance
of the local gradient estimators and bounded gradient dissimilarity among training devices.
Further details can be found in our paper [2].

3.2 Numerical Experiments

We report experiments on two learning datasets: character recognition on EMNIST and
sentiment analysis on tweets. We compare ∆-FL with the standard baseline FedAvg. We
tried several non-convex models (ConvNet, LSTM, RNN). We track the misclassification
error on each test device. To measure the performance on devices with low conformity, we
reproduce the histogram of misclassification over test devices for both FedAvg and ∆-FL
in the left part of Figure 3. We observe that our approach yields a thinner upper tail on
this distribution and a lower variance, thus achieving its intended purpose. On the right
part of Figure 3 we observe that improvement over the worst cases is achieved regardless
of the local data size of the devices, while other established baselines such as FedProx [4],
q-FFL [5] and AFL[7] all show lower performances on devices with smaller local datasets.
More numerical evidences can be found in our paper [2].
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(a) Histogram of misclassification error on
test devices.

(b) Scatter plots of misclassification error on
test devices against its data size for EMNIST.

Figure 3: Performance comparison between our approach ∆-FL and several established
baselines on disfavoured devices

.
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Résumé. La phytopharmacovigilance a pour objectif de surveiller les effets indésirables
des produits phytopharmaceutiques disponibles sur le marché et couvre notamment la
contamination des milieux. Cette surveillance s’exerce notamment en recherchant des
anomalies ou des ruptures dans les concentrations de substances actives de ces produits. La
mesure d’une concentration chimique dépendant de la précision de la machine de mesure,
les données observées sont soumises à une censure à gauche. Nous proposons ici une
approche paramétrique permettant, en présence de données censurées et à seuil de censure
connu, d’estimer le nombre et les positions des changements dans la concentration d’une
substance. Les performances de cette approche sont comparées à celles d’une méthode
de détection non-paramétrique, notamment sur des données réelles de concentrations du
prosulfocarb en région Val de Loire.

Mots-clés. Détection de ruptures, censure à gauche, programmation dynamique,
phytopharmacovigilance

Abstract. Pesticide effects are routinely monitored to detect potential health hazards.
Pesticide residues in the environment are of particular interest. A natural monitoring
strategy consists in looking for anomalies or change points in the concentration of active
substances in a given environment. Due to the quantification limit of most chemical
analyses, concentration observations are left censored which introduces some difficulties.
We propose in this paper a method to detect change points, both in number and positions,
in left censored concentration data that follow a parametric distribution (knowing the
censoring threshold). The method is compared to a reference non parametric method on
simulated and real world data (prosulfocarb concentration in Val de Loire).

Keywords. Change point detection, left censorship, PELT, pesticide monitoring.

1 Introduction

Le suivi de concentration de pesticides est un enjeu majeur des agences de sécurité
environnementale et de santé publique. En France, il est rendu possible par la collecte de
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mesures de concentration pour un grand nombre de substances, dans différents environne-
ments, sur l’ensemble du territoire. Ces données, aujourd’hui publiques, nécessitent des
méthodes d’analyse prenant en compte leurs spécificités [6]. Parmi celles-ci, on peut noter
une grande hétérogénéité de collecte avec un rythme de relève irrégulier et une densité de
collecte très variable en fonction de l’échelle géographique considérée.

De plus, les données de concentration présentent un phénomène de censure à gauche
induit par les limites de précision des techniques d’analyse. Lorsque la concentration dans
le prélèvement est trop faible, on observe la limite de quantification (LQ) de la technique
employée et pas la véritable concentration sous-jacente.

Pour suivre les concentrations des substances actives, nous proposons de rechercher
des ruptures dans ces valeurs, en adaptant les méthodes classiques [7] au cas de la censure
à gauche. Il s’agit de fournir aux analystes des plages de concentration homogène et
d’attirer l’attention sur des changements brutaux. Nous nous plaçons en outre dans un
cadre paramétrique car les concentrations présentent souvent des distributions de type
exponentiel.

La suite de l’article est organisée de la manière suivante. Nous présentons en section 2
le modèle de détection de ruptures ainsi que la procédure d’estimation des paramètres. La
section 3 est consacrée à des expériences sur des données simulées. Nous concluons l’article
par une section dédiée à une application sur des données réelles.

2 Détection de ruptures dans des données censurées
à gauche

On suppose dans la suite que l’on dispose d’une série de réalisations y1, ..., yn des
variables aléatoires indépendantes Y1, ..., Yn. On notera par ailleurs Ya:b = (Ya, ..., Yb).

2.1 Modélisation

On suppose que les Yi suivent des lois exponentielles censurées à gauche avec un seuil
de censure commun, a. En pratique, ce seuil correspondant à la limite de quantification
de l’analyse, est fixé et connu a priori. Les intensités des lois sont supposées constantes
par morceaux. Plus précisément, on suppose qu’il existe K∗ ruptures associées à K! + 1
intervalles définis par les instants t! = (0 = t!0 < t!1 < ... < t!K!−1 < t!K! < t!K!+1 = n). Sur
l’intervalle ]t!k, t

!
k+1], les Yi concernées ont une intensité λ!

k.
On cherche à déterminer K!, t! et λ! = (λ!

0, ...,λ
!
K!) à partir des observations. Pour

ce faire, on utilise une approche classique de vraisemblance pénalisée, ce qui conduit au
critère suivant

C̃Y1:n(K, t,λ) =
K∑

k=0

W (Y(tk+1):tk+1
,λk)− βnK , (1)
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où βn désigne un terme de pénalité associé au rajout d’une nouvelle rupture, etW (Y(tk+1):tk+1
) =∑tk+1

i=tk+1 ln fλk
(Yi) la log-vraisemblance du segment Y(tk+1):tk+1

.
Le terme βn peut être choisi de manière à obtenir les pénalités usuelles type AIC ou

BIC, ou via des méthodes de calibration non-asymptotiques comme l’heuristique de pente
[1].

L’estimateur de maximum de vraisemblance pénalisée est

(K̂, t̂, λ̂) = arg max
K=1,...,Kmax,t∈T ∆

K ,λ∈RK
+

C̃Y1:n(K, t,λ) , (2)

où T ∆
K = {t = (0 = t0 < t1 < ... < tK−1 < tK = n)}. Notons que K est contraint à être

inférieur à une valeur Kmax fixée par l’analyste sans que cela n’entrâıne de perte de
généralité. Par ailleurs, selon des arguments similaires à ceux dans [4], l’estimateur (K̂, t̂, λ̂)
est asymptotiquement consistant.

2.2 Procédure d’estimation

Quand K et t sont fixés, l’additivité du critère permet de le maximiser par rapport à
λ en travaillant segment par segment. On estime donc par maximum de vraisemblance
l’intensité d’une loi exponentielle censurée à gauche. En raison de cette censure, il n’existe
pas de formule explicite pour l’estimateur λ̂, on utilise donc une optimisation numérique
(méthode de Newton-Raphson dans l’implémentation proposée ici). Une fois l’estimateur λ̂
obtenu, on effectue du plug-in pour calculer le score d’un segment.

Pour optimiser le critère par rapport à K et t, on utilise l’algorithme Pruned Exact
Linear Time (PELT [3]). Il permet d’obtenir une segmentation optimale efficacement en
combinant programmation dynamique et élagage : le coût de calcul est en O(n). Notons
que le critère retenu doit satisfaire certaines propriétés pour que PELT soit applicable, ce
que nous avons vérifié dans le cas présent. L’une d’entre elles consiste en l’augmentation
du score d’une séquence de données lors de l’introduction d’une rupture dans celle-ci.

3 Illustration sur données simulées

Dans un premier temps, la méthode paramétrique introduite ci-dessus sera comparée à
l’état de l’art, et plus particulièrement à l’approche non-paramétrique MultRank décrite
dans [5]. Cette dernière est inspirée par l’approche non-paramétrique usuelle basée sur la
recherche de segments homogènes à partir d’un test sur les rangs, et on l’adapte au cas où
de la censure est présente. On comparera en particulier la capacité des deux méthodes
à détecter la présence d’une rupture dans les données. Lorsqu’on se place dans ce cadre,
comparer l’approche non-paramétrique à l’approche paramétrique revient à utiliser un
rapport de vraisemblance pour la dernière. Remarquons ici que réaliser un test de rapport
de vraisemblance ou maximiser la vraisemblance pénalisée introduite dans l’Equation 2
pour Kmax = 1 est équivalent, modulo le choix de la pénalité.
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Les données simulées représentent M = 2000 échantillons de n = 200 réalisations d’une
loi exponentielle. La moitié de ces échantillons ne contiendront pas de rupture, alors que
l’autre moitié présentera une rupture en position n

2 = 100. On notera λ0 le paramètre de
l’exponentielle du segment situé à gauche de la rupture et λ1 celui du segment à droite.
Les échantillons ne comportant pas de rupture seront générés selon une exponentielle de
paramètre λ0.

Les statistiques du test non-paramétrique et du test de rapport de vraisemblance seront
calculées pour chaque échantillon, et permettront de calculer des courbes ROC et des aires
sous la courbe associées, afin de comparer les performances des deux approches. A priori,
les performances de l’approche paramétrique devraient être meilleures car le modèle est ici
bien spécifié. Néanmoins, l’approche paramétrique devrait être plus sensible dans certains
cas, et notamment en raison de la convergence très lente du rapport de vraisemblance et
de la faible puissance du test [2] pour la distribution exponentielle.

Les résultats obtenus sur les données simulées sont présentés dans la Figure 1. Pour les
deux méthodes, on calcule l’aire sous la courbe ROC, en faisant varier la nombre minimum
d’observations avant une rupture. D’après ces résultats, si l’on contraint l’intervalle entre
deux ruptures à contenir suffisamment d’observations (un dixième de la taille du signal ici
pour n = 200), la méthode paramétrique obtient de meilleurs résultats. Par ailleurs, les
performances des deux méthodes sont également comparées en fonction du seuil de censure.
Dans le cas illustré ici, pour un seuil de censure égal à la médiane de la distribution dans
le second segment, les résultats restent comparables, et les performances de la méthode
paramétrique sont toujours meilleurs.
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Figure 1 – Aire sous la courbe ROC. LR (likelihood ratio) : courbe rouge, MultRank :
courbe bleue. λ0 = 4, λ1 = 6. Gauche : données sans censure. Droite : données avec censure
a = q50% d’une loi exponentielle de paramètre 6
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4 Application sur données réelles

On étudie l’évolution de la concentration de prosulfocarbe entre les années 2007 et
2020. Le prosulfocarbe est un herbicide dont l’usage a été ré-autorisé en 2009. Depuis lors,
les ventes de prosulfocarbe ont connu une explosion jusqu’à aujourd’hui, en passant de la
dix-septième substance la plus vendue à la quatrième en 2017. Seulement les concentrations
mesurées en région Centre-Val de Loire seront étudiées.

L’intérêt de ce cas d’étude réside dans le fait que la fenêtre d’observation temporelle dont
nous disposons couvre des années où la substance était (normalement) absente des eaux,
ainsi qu’une période de réapparition de cette substance active (son usage étant redevenu
légal). Toutes les données utilisées dans cette section peuvent être téléchargées depuis
l’adresse http://www.naiades.eaufrance.fr/acces-donnees#/physicochimie).

Les résultats obtenus via l’optimisation du critère pénalisé introduit dans l’Equation 2,
ainsi que les résultats obtenus avec la méthode non-paramétrique MultRank sont illustrés
dans la Figure 2. Pour la méthode paramétrique, on utilise une pénalité proportionnelle au
BIC et une taille de minimale de segment égale à un dixième de la longueur signal total.
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Les ruptures détectées par la méthode paramétrique sont disposées de manière plus
homogènes que celles détectées par MultRank. La taille minimale de segment ne permet
pas de retrouver le résultat de MultRank (voir les deux ruptures formant le segment en
2019 du graphe du bas).

La méthode paramétrique positionne des ruptures dès que l’on observe une valeur
élevée de concentration. Cela illustre la différence de robustesse entre les deux méthodes.

On peut remarquer que certaines positions de ruptures sont communes aux deux
méthodes. Celle ayant eu lieu en 2018 cöıncide avec un pic de concentration. Peu de temps
précédant cette rupture se trouve la valeur la plus extrême de concentration du signal.
Cette détection arrive lors de la plus grosse année de vente également.

Pour finir, la première rupture de MultRank en 2012 montre que les deux méthodes
sont sensibles aux changements de LQ. Bien qu’elle corresponde au début de la croissance
des ventes, on souhaiterait éviter de telles détections car elles ne correspondent pas à une
augmentation dans les concentrations de prosulfocarbe (qui n’arrive qu’un an après). Cela
s’explique plutôt par un changement de matériel de la part des laboratoires chargés de la
mesure.
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Résumé. La communication proposée porte sur l’analyse de données fonctionnelles
et la définition de modèles de processus Gaussiens (GP) multi-tâches pour traiter simul-
tanément les problèmes de régression et de classification non-supervisée. L’algorithme
Magma, issu d’un travail antérieur, permet la modélisation de multiples séries temporelles
asynchrones supposées partager de l’information commune, offrant une amélioration dras-
tique des performances comparées à la régression GP traditionnelle, ainsi qu’une pleine
prise en compte de l’incertitude. Nous introduisons une extension de ce modèle permet-
tant la définition d’un mélange de GPs multi-tâches ajoutant un aspect clustering à cette
approche. L’apprentissage des hyper-paramètres d’un tel modèle repose sur la définition
de distributions variationnelles, la vraisemblance n’étant pas calculable directement, per-
mettant de conserver une formulation explicite des lois a posteriori. Des formules ana-
lytiques sont également dérivées pour la prédiction de temps non-observés. L’algorithme
MagmaClust ainsi obtenu permet à la fois d’identifier des structures de groupes dans
un ensemble de courbes et offre des prédictions cluster-spécifique encore améliorées par
rapport à Magma. Cette approche a été implémentée et expérimentée sur différents jeux
de données simulés, offrant des performances remarquables tant sur les aspects de clus-
tering que de prédiction. Une application sur données réelles est également proposée via
l’étude et la prédiction future des courbes de performances de jeunes nageurs français.

Mots-clés. Processus Gaussiens, apprentissage multi-tâche, clustering de courbes,
méthodes variationnelles

Abstract. The present work is dedicated to the analysis of functional data and
the definition of multi-task Gaussian processes (GP) models for simultaneously dealing
with regression and clustering. The algorithm Magma, from a previous work, enables
modelling multiple asynchronous time series, assumed to share information, offering a
remarkable improvement in performances compared to standard GP regression, along

1

568

(



with a thorough quantification of uncertainty. An extension of this work is proposed
from the definition of a multi-task GPs mixture, which enriches the previous approach
with a clustering aspect. Learning the hyper-parameters in such model lies on the defi-
nition of variational distributions, since likelihood is not available directly, allowing us to
maintain explicit posterior distributions. In addition, analytical formulas are derived for
prediction of unobserved timestamps. The resulting algorithm, MagmaClust, offers a
group-structure identification within a set of curves as well as enhanced predictions com-
pared to Magma. This approach has been implemented and tested on several simulated
datasets, exhibiting noticeable performances both on clustering and prediction tasks. A
real data application, focusing on the study and forecast of future performance curves for
young french swimmers, is proposed as well.

Keywords. Gaussian Processes, multi-task learning, curve clustering, variational
inference

1 Contexte

Le cadre des processus Gaussiens (Rasmussen and Williams, 2006) offre une modélisation
élégante pour traiter le cas des données fonctionnelles, mais souffre toutefois de limitations
lorsque les points d’observations sont peu nombreux et/ou mal répartis sur le domaine
d’étude. Cependant, la définition de modèles multi-tâches (Caruana, 1997), autorisant
le partage d’informations, permet de tirer le meilleur parti de situations où de multiples
séries temporelles, présentant des caractéristiques communes, sont observées. Une ap-
proche classique pour définir un modèle de GPs multi-tâche a été introduit dans Bonilla
et al. (2008) en définissant une structure de covariance particulière, composée de deux ma-
trices, représentant respectivement les covariances entre les individus et entre les tâches.
Toutefois, tant sur le point de la complexité algorithmique, de l’impossibilité de gérer des
observations asynchrones, que sur des capacités prédictives raisonnablement limitées, cette
méthode reste non optimale dans de nombreuses applications. Plus récemment, un algo-
rithme du nom de Magma a été proposé (Leroy et al., 2020b) pour traiter l’entrainement
et la prédiction d’une nouvelle formulation de modèles de GPs multi-tâches. L’originalité
de cette approche repose sur l’introduction d’un processus moyen, commun à tous les indi-
vidus, qui, une fois estimé, embarque une information partagée fournissant une moyenne
a priori pré-entrainée avant même la prédiction. Les performances prédictives se trouvent
être grandement améliorées, notamment loin des points d’observations, tout en conservant
une complète quantification de l’incertitude et une gestion naturelle des données observées
irrégulièrement d’une courbe à l’autre.
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2 Modèle et inférence

Le travail ici présenté (Leroy et al., 2020a) s’inscrit dans la continuité de cette ap-
proche, en proposant une généralisation du modèle précédent à l’aide d’un mélange de
GPs, permettant d’identifier une éventuelle structure de groupe dans les multiples tâches
d’entrainement. En effet, pour certains jeux de données, l’hypothèse d’un unique proces-
sus central sous-jacent peut être trop restrictive. Ainsi, pour une donnée fonctionnelle yi
associée au i-ème individu appartenant au k-ième groupe, le modèle génératif se définit
comme suit :

yi = µk + fi + εi,

où µk est un GP spécifique au k-ème groupe, alors que fi et εi représentent un GP
et un bruit gaussien, tous deux spécifiques à l’individu i. Une formulation hiérarchique
équivalente, comme donnée ci-dessous pour tout vecteur de temps d’observation t, permet
de mieux comprendre en quoi les processus µk définissent les moyennes de chacun des
clusters:

p (yi(t) | µk(t)) = N
(
yi(t); µk(t),Ψθi,σ2

i
(t, t)

)
, ∀i, ∀t,

où Ψθi,σ2
i
désigne la structure de covariance associée à l’individu i. Ce nouveau modèle

dépend également d’une variable multinomiale latente Zi, contrôlant l’appartenance des
individus à chaque cluster. Dans cette approche, il est à présent nécessaire d’estimer les
hyper-paramètres des noyaux de covariance, conjointement des lois hyper-posterior des
processus µk et des variables Zi. Les dépendances a posteriori entre ces dernières quan-
tités poussent à introduire un algorithme Variationnel EM (VEM) (Attias, 2000) pour
l’entrainement, où les hyper-paramètres sont obtenus par maximisation de l’ELBO via
l’algorithme d’optimisation L-BFGS-B (Morales and Nocedal, 2011). Nous dérivons des
lois variationnelles approximées, dont les expressions analytique permettent leur utilisa-
tion ultérieure dans de formules de prédiction GP. Un algorithme EM est également établi
pour estimer les hyper-paramètres associés à un nouvel individu, partiellement observé,
ainsi que ses probabilités d’appartenance aux différents clusters. Par intégrations succes-
sives sur les processus moyens µk, puis sur les Zi, une loi a posteriori de mélange gaussien
multi-tâche peut être déduite, définie comme une somme pondérée de prédictions GP
cluster-spécifiques.

3 Expériences et résultats

Nous illustrons au travers de simulations les avantages d’une telle approche et son intérêt
lorsque les données présentent des structures de groupes. Par exemple, la Figure 2 pro-
pose une comparaison sur un même jeu de données entre la régression GP classique,
l’algorithme Magma, et notre nouvel approche MagmaClust, pour prédire des points
non observés (rouge) à partir d’observations (noir), aidé par les données issues des indi-
vidus d’entrainement (colorés en arrière plan). Les performances sur les aspects de clus-
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tering sont évaluées sur la Figure 1, et celles-ci dépassent nettement celles d’alternatives
usuelles de la littérature. L’algorithme a également été appliqué dans le cadre d’une étude
des courbes de progressions de jeunes nageurs, issues de données de la fédération française
de natation. Ce travail a permis d’indentifier différents profils de progression parmi les
individus ainsi qu’une prédiction probabiliste fiable des performances futures pour chaque
sportif.

Figure 1: Valeurs des Adjusted Rand Index (ARI) entre les vrais clusters et les partitions
estimées par les algorithmes kmeans, funHDDC, et MagmaClust. Le vrai nombre de
groupes est spécifié dans chaque méthode et le ARI est calculé sur 100 jeux de données
simulés selon 4 hypothèses différentes.
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Figure 2: Courbes prédictives (bleu) et intervalles de crédibilité à 95% associés (gris) pour
la régression GP (haut), Magma (milieu) et MagmaClust (bas). Les lignes pointillées
représentent le pamarètre de moyenne de chaque processus moyens µk. Les points observés
sont en noir, les points de test à prédire sont en rouge. Les points colorés en arrière plan
sont issus des individus de la base d’entrainement.
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3 Université de Paris, Laboratoire MAP5

Abstract. We introduce a deep latent recommender system (deepLTRS) in order
to provide users with high quality recommendations based on observed user ratings and
texts of product reviews. The underlying motivation is that, when a user scores only a few
products, the texts used in the reviews represent a significant source of information. Using
this information can alleviate data sparsity, thereby enhancing the predictive ability of the
model. Our approach adopts a variational auto-encoder architecture as a generative deep
latent variable model for both the ordinal matrix, encoding users scores about products,
and the document-term matrix, encoding the reviews. Moreover, different from unique
user-based or item-based models, deepLTRS assumes latent representations for both users
and products. An alternated user/product mini batch optimization structure is proposed
to jointly capture user and product preferences. Numerical experiments on simulated
and real-world data sets demonstrate that deepLTRS outperforms the state-of-the-art, in
particular in context of extreme data sparsity.

Keywords. Recommender Systems, Learning Generative Models, Matrix Completion

1 Introduction and related work

In the current era of information explosion, recommendation systems have become central
tools in a wide range of applications ranging from e-commerce to the global positioning of
IoT devices. Examples of recommended objects include movies, songs, books, as well as
restaurants to name just a few. At the core of the research in recommendation systems, we
point out the collaborative filtering [Herlocker et al., 2000], content-based filtering [Paz-
zani and Billsus, 2007] and hybrid methods [Burke, 2002] which have been widely used to
complete a matrix of user ratings about products based on the observed entries. In this
paper, we consider the problem of completing a large and extremely sparse user/product
matrix, when text reviews are available.

A long series of techniques have been proposed in the literature to address the matrix
completion problem. On the one hand, most algorithms have been proposed on the basis
of the sole knowledge of ratings. The HPF [Gopalan et al., 2015] model assumes that the
observed rating matrix is drawn from a Poisson distribution with latent user preferences
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and latent item attributes as parameters. It combines a sparsity model with a single
response model. More recently, CCPF [Basbug and Engelhardt, 2017] was introduced
by coupling a hierarchical Poisson factorization with an arbitrary data-generating model
among three different methods: mixture models, linear regression and matrix factoriza-
tion. Another set of recommender systems exploit both ratings and texts to improve
predictions. The HFT [McAuley and Leskovec, 2013] combines latent rating factors with
latent review topics by maximizing a penalized log-likelihood where the first term accounts
for rating distribution and the second penalty term accounts for the words distribution
over latent topics. However, HFT suffers from the limitation that the number of latent
factors should be equal to the number of latent topics. The ALFM [Cheng et al., 2018]
breaks this limitation by associating latent factors with different aspects. Each aspect is
represented as a probability distribution of latent topics. The overall rating is computed
through a linear combination of all the aspect ratings to achieve good performance.

Apart from models mentioned above, several deep-learning based methods have been
proposed recently. For instance, DeepCoNN [Zheng et al., 2017] uses CNNs to learn
representations of users and products from reviews and a regression layer is subsequently
introduced for the prediction of ratings. However, DeepCoNN assumes that reviews are
available only in the training phase. As an extension of DeepCoNN, the TransNet model
was introduced in [Catherine and Cohen, 2017] with an additional layer that allows the
model to also generate approximate comments during test and helps the model improve
prediction performance.

In order to both improve the robustness to data sparsity and the interpretability of rec-
ommendations, we introduce here the deepLTRS for the rating matrix completion. It aims
at accounting for both observed ratings and the textual information collected in product
reviews. DeepLTRS extends the probabilistic matrix factorization [Mnih and Salakhut-
dinov, 2008] by relying on recent auto-encoding extensions [Srivastava and Sutton, 2017;
Dieng et al., 2019] of latent Dirichlet allocation [Blei et al., 2003, LDA].

2 Generative model of deepLTRS

In this work, we consider data sets involving M users who are scoring and reviewing P
products. Such data sets can be encoded by two matrices: i) an ordinal data matrix Y ∈
NM×P , with Yij accounting for the score that the i-th user assigns to the j-th product.
When a score is assigned, it takes values in {1, . . . , H} with H > 1; ii) a document-term
matrix (DTM) W encoding the reviews that users write about products. By storing all
the different vocables employed by the users into a dictionary of size V , the v-th entry of
W (i,j), denoted by W (i,j)

v , is the number of times that the word v appears into the review
of the j-th product given by the i-th user. The document-term matrix W is obtained by
concatenation of all the row vectors W (i,j).

It is now assumed that both users and products have latent representations in a low-
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dimensional space RD, with D " min{M,P}.

Ratings. The following generative model is now considered for the ratings:

Yij = 〈Ri, Cj〉+ bui + bpj + εij, ∀i = 1, ...,M, ∀j = 1, ..., P, (1)

where 〈·, ·〉 is the standard scalar product and bui , b
p
j are two unknown real parameters

accounting for biases specific to users and products respectively. Finally, the residuals
εij are assumed to be i.i.d. normally distributed random variables, with zero mean and
unknown variance η2 as εij ∼ N (0, η2).

In the following, Ri and Cj are seen as random vectors, such that Ri
i.i.d∼ N (0, ID), ∀i

and Cj
i.i.d∼ N (0, ID), ∀j, with Ri and Cj assumed independent. The unbiased version of

this model (i.e. with bui = bpj = 0) is the well known probabilistic matrix factorization.

Reviews. We now extend the generative model to account for the document-term ma-
trix W . Following the LDA model, each document is drawn from a mixture distribution
over a set of K latent topics. The topic proportions in the document are denoted by a
vector lying in the K − 1 simplex. In deepLTRS, we assume that the topic proportions
θij ∈ [0, 1]K , with

∑K
k=1 θij = 1. Moreover, they follow

θij = σ(fγ (Ri, Cj)), (2)

where fγ : R2D → RK is a continuous function approximated by a neural network
parametrized by γ and σ : RK → RK denotes the softmax function.

As in LDA, each document W (i,j) is seen as a vector in NV (we recall that V is the
dictionary size) obtained as

W (i,j)|θij ∼ Multinomial(Lij, βθij), (3)

where Lij is the number of words in the review W (i,j) and β ∈ [0, 1]V×K is the matrix
whose entry βvk is the probability that vocable v occurs in topic k. By construction,∑V

v=1 βvk = 1, ∀k. In addition, conditionally to the vectors θij, all the reviews {W (i,j)}i,j
are independent random vectors.

Finally, we emphasize that Yij and W (i,j) are not assumed to be independent. Instead,
we described the above framework in which the dependence between them is completely
captured by the latent embedding vectors Ri and Cj.

3 Variational auto-encoding inference

This section now details the auto-encoding variational inference procedure. Let us denote
by Θ = {η2, γ, β, bu, bp} the set of the model parameters introduced so far. A natu-
ral inference procedure would consist in looking for Θ̂ML maximizing the (integrated)
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log-likelihood of the observed data (Y,W ). Unfortunately, this quantity is not directly
tractable and we rely on a variational lower bound to approximate it.

Let us consider a joint distribution q(·) over the pair (R,C) of all (Ri)i and (Cj)j.
Thanks to the Jensen inequality, it holds that

log p(Y,W |Θ) ≥Eq(R,C)

[
log

p(Y,W,R,C|Θ)

q(R,C)

]
= Eq(R,C)

[
log p(W,Y |R,C,Θ) + log

p(R,C)

q(R,C)

]

=Eq(R,C) [log p(W |R,C, β)] + Eq(R,C)

[
log p(Y |R,C, γ, η2, bu, bp)

]
−DKL(q(R,C)||p(R,C)),

(4)
where DKL denotes the Kullback-Leibler divergence between the variational posterior
distribution of the latent row vectors (Ri)i, (Cj)j and their prior distribution. The above
inequality holds for every joint distribution q(·) over the pair (R,C). In order to deal
with a tractable family of distributions, the following mean-field assumption is made

q(R,C) = q(R)q(C) =
M∏

i=1

P∏

j=1

q(Ri)q(Cj). (5)

Moreover, since Ri and Cj follow Gaussian prior distributions, q(·) is assumed to be
as follows

q(Ri) = g(Ri;µ
R
i := h1,φ(Yi,W

(i,·)), SR
i := h2,φ(Yi,W

(i,·))), (6)

and
q(Cj) = g(Cj;µ

C
j := l1,ι(Y

j,W (·,j)), SC
j := l2,ι(Y

j,W (·,j))), (7)

where g(·;µ, S) is the pdf of a Gaussian multivariate distribution with mean µ and variance
S. The two matrices SR

i and SC
j are assumed to be diagonal matrices with D elements.

Moreover, Yi (respectively Y j) denotes the i-th row (column) of Y , W (i,·) :=
∑

j W
(i,j)

corresponds to a document concatenating all the reviews written by user i and W (·,j) :=∑
i W

(i,j) corresponds to all the reviews about the j-th product. The functions h1,φ

and h2,φ encode elements of RP+V to elements of RD. Similarly, l1,ι and l2,ι encode
elements of RM+V to elements of RD. These functions are known as the network encoders
parametrized by φ and ι, respectively.

Thanks to Eqs. (1)-(3)-(5)-(6)-(7) and by computing the KL divergence in Eq. (4), the
evidence lower bound (ELBO) on the right hand side of Eq. (4) can be further developed
as follows:

ELBO(Θ) =
∑

i,j

(
Eq(Ri,Cj)

[
−1

2

(
(Yij − (RT

i Cj + biu + bjp))
2

η2
+ log η2

)])

+
∑

i,j

(
Eq(Ri,Cj)

[(
W (i,j)

)T
log (βσ(fγ(Ri, Cj)))

])
−

∑

i

[
−1

2

(
tr(SR

i ) + (µR
i )

TµR
i −D − log |SR

i |
)]

−
∑

j

[
−1

2

(
tr(SC

j ) + (µC
j )

TµC
j −D − log |SC

j |
)]

+ ξ

(8)
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where now Θ := {η2, γ, β,φ, ι, bu, bp} denotes the set of the model and variational param-
eters and ξ is a constant term that includes all the elements not depending on Θ.

The deep view of deepLTRS is shown in Figure 1. The encoders h1,φ, h2,φ and l1,ι, l2,ι
map the observed data from RP+V and RM+V , respectively, to the variational parameters
in a lower dimension RD. Symmetrically, the role of decoder is played by: i) RCT ,
the matrix product of R and C, that maps the lower dimension representations to the
“reconstructed” ordinal data matrix Ŷ ; ii) β, which maps the topic proportions from RK

into vectors in RV (the “reconstructed” rows of Ŵ ).

Figure 1: A deep-learning-like model view of DeepLTRS.

4 Application on real-world data

We now consider applying deepLTRS to real-world data sets consisting of different prod-
uct reviews from Amazon. The data sets can be downloaded freely on the dedicated
websites12. Five independent runs of the algorithm were performed. For each run, we
randomly selected 80%, 10% and 10% of the data as the training, validation and test set.
We trained our model for 100 epochs using Adam optimizer, with a learning rate of 2e−3.

Table 1 presents the test RMSE for deepLTRS and its competitors on the predicted
ratings for Amazon data sets. Reported test RMSE is obtained when the RMSE on the
validation set was the lowest, as for all methods. First of all, both HPF and CCPF models
only considered the user rating information. By replacing the single Poison distribution
in HPF with a mixture model, CCPF has made great improvements in RMSE. Next, the
remaining four methods all consider ratings and reviews. Among them, TransNet and
deepLTRS are deep-learning based models. It can be seen that, in general, ALFM and
deepLTRS always have better performance than HFT and TransNet.

1Amazon Fine Food reviews https://snap.stanford.edu/data/web-FineFoods.html
2Amazon Product data https://jmcauley.ucsd.edu/data/amazon/
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It is worth mentioning that deepLTRS outperforms ALFM on two data sets, Fine food
and Patio, while ALFM has better performance on the other two data sets since ALFM
introduces the average of all ratings to the formula in the score generation phase. When
most of the scores of the experimental data are very positive, for example, a lot of scores
are equal to 4, ALFM can achieve good results thanks to this average bias parameter.
However, if the score distribution of the data is more scattered, ALFM can not perform
well. To confirm this fact, we built a data set with ratings simulated in an interval [1,4] and
texts extracted from four BBC news. As shown in Figure 2, ALFM makes all predictions
concentrated near the average, which is not consistent with the simulation setup.

Table 1: Test RMSE on Amazon data sets.

Data sets HFT HPF CCPF-PMF

Fine Food 1.4477 (±0.0465) 2.9528 (±0.0144) 1.2913 (±0.0105)
Musical Instruments 1.3505 (±0.0061) 4.0926 (±0.0164) 1.1151 (±0.0242)

Patio 1.2183 (±0.0096) 3.8782 (±0.0051) 1.1353 (±0.0174)
Automotive 1.0844 (±0.0084) 4.3252 (±0.0041) 1.0105 (±0.0186)

Average 1.2752 (±0.3729) 3.8122 (±0.5220) 1.1381 (±0.1020)

Data sets ALFM TransNet deepLTRS

Fine Food 1.0705 (±0.0014) 1.3783 (±0.0012) 0.9788 (±0.0215)
Musical Instruments 0.8929 (±0.0013) 1.0912 (±0.0057) 0.9702 (±0.0143)

Patio 1.0219 (±0.0027) 1.0589 (±0.0009) 0.9855 (±0.0319)
Automotive 0.8797 (±0.0016) 1.0649 (±0.0012) 0.9299(±0.0511)

Average 0.9663 (±0.0819) 1.1483(±0.1334) 0.9661 (±0.0392)

Figure 2: Comparisons of the predictions with actual ratings for ALFM and deepLTRS,
where scores are simulated in the interval [1, 4].
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Résumé

Nous considérons le problème de sélection de variables en régression linéaire gaussienne en grande dimension.
Ce problème est motivé par des applications en génomique où l’acquisition de données d’expression est possible
pour tous les gènes d’une entité simultanément. L’objectif est la reconstruction de réseaux de gènes ou l’identi-
fication des facteurs de transcription régulant l’expression d’un gène cible.
Nous proposons d’identifier les variables par minimisation d’un risque empirique pénalisé. La première étape de
notre procédure est de régulariser la régression pour établir un ordre d’entrée des variables dans le support. Nous
créons ainsi une collection de modèles dépendante du jeu de données. Lors de la seconde étape, nous proposons
un nouveau critère non-asymptotique pour sélectionner le meilleur modèle pour un contrôle du risque prédictif.
Il s’appuie sur l’heuristique de pente proposée par [Birgé and Massart, 2007]. La pénalité utilisée dépend de
deux constantes à évaluer. Contrairement à la proposition de [Lebarbier, 2005], nous montrons que le rapport
des deux constantes n’est pas fixe et qu’il est préférable de les calibrer toutes les deux. Pour cela, nous proposons
un nouvel algorithme dont nous avons testé et comparé le comportement sur des simulations à partir de jeu de
données différents.

Mots-clefs : Sélection de modèle, pénalisation, collection de modèle aléatoire, heuristique de pente.

Abstract

We study the problem of variable selection for a high-dimension Gaussian linear regression. This problem
is motivated by genomics applications where gene expression measurements are available for all the genes
simultaneously. The goal is either the reconstruction of the gene network or the identification of the transcription
factors regulating the expression of one specific target gene.
We propose to identify the relevant variables by minimizing a penalized empirical risk. The first step of our
procedure deals with the regularization of the regression to establish an order for the variable entry in the
support. This step creates a data-dependent model collection. In the second step of our procedure, we propose
a new non-asymptotic criterion to select the best model for a predictive risk control. It is based on the slope
heuristic proposed by [Birgé and Massart, 2007]. The used penalty function depends on two unknown constants.
Contrary to what [Lebarbier, 2005] proposed, we show that the ratio of the two constants is not constant and
it is preferable to calibrate both. For that, we propose a new algorithm and its performances are tested and
compared in a simulation study composed of different settings.

Keywords : Model selection, penalization, random model collection, slope heuristic.
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1 Modèle

Nous considérons (Yi, Xi1, ..., Xip)i∈{1,...,n} un échantillon de n observations indépendantes et identiquement
distribuées selon le modèle statistique suivant :

Y =
p∑

j=1

β0
jXj + ε, where ε ∼ N (0,σ2) (1)

Nous désignons par X la matrice de design fixe de taille n × p composée des vecteurs colonnes (X1, · · · , Xp).
Nous supposons que σ2 est inconnue et que p est proche ou plus grand que n. L’objectif est d’estimer le p-vecteur
β0 =

(
β0
1 , · · · ,β0

p

)
pour assurer une bonne performance de prédiction.

2 Inférence

Pour pallier le problème de grande dimension, l’une des méthodes est d’ajouter une fonction de pénalité sur le
risque empirique lors de sa minimisation afin de limiter le nombre de coefficients non nuls à estimer.

Une étude exhaustive de tous les sous-ensemble possible des p variables est impossible. Ainsi, la première étape
consiste à restreindre l’estimation à une collection M de supports plausibles de β0 donnant ainsi un ordre
de pertinence sur les vecteurs colonnes (X1, · · · , Xp). Nous supposons celle-ci réalisée par l’utilisation d’une
pénalité telle que Lasso [Tibshirani, 1996] ou Elastic-Net [Zou and Hastie, 2005]. La seconde étape est basée sur
la sélection du meilleur support parmi ceux de la collection.

Pour cette seconde étape, nous considérons l’approche proposée par [Birgé and Massart, 2001] qui repose sur la
pénalisation des risques empiriques de la collection :

crit(m) =

{
1

n

n∑

i=1

(
Yi − (Xβ̂m)i

)2
+ pen(m)

}
, ∀m ∈ M (2)

où pour chaque m désignant un modèle de la collection M, Sm est un sous-espace de Rp de dimension Dm et
β̂m est l’estimateur tel que Xβ̂m est la projection orthogonale de Y sur Sm. La pénalité est de la forme :

pen(m) = 2



C1(σ
2)
Dm

n
+ C2(σ

2)
log

(( p
Dm

))

n



 . (3)

L’enjeu est alors de trouver les constantes C1(σ2) et C2(σ2) pour minimiser correctement le risque quadratique.
Généralement la pénalité est utilisée en fixant le rapport C1(σ

2)
C2(σ2) à 2.5, valeur obtenue par [Lebarbier, 2005] lors

d’une large étude de simulation dans le cadre de la détection de rupture. La pénalité définie en (3) s’écrit alors

pen(m) = 2κ(σ2)



2.5
Dm

n
+

log
(( p

Dm

))

n





où κ(σ2) est calibrée par la méthode de l’heuristique de pente implémentée dans le package capushe du logiciel
R [Baudry et al., 2012]. Cette calibration repose sur la relation linéaire attendue entre les valeurs du risque

empirique et les valeurs
(
2.5Dm

n +
log(( p

Dm
))

n

)
pour les modèles m de grande dimension.

Ces travaux de [Birgé and Massart, 2007], [Lebarbier, 2005] et [Baudry et al., 2012] proposent donc une mé-
thode d’estimation de la pénalité directement à partir des données permettant un ajustement plus fin de la
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minimisation en fonction des données disponibles. Cependant, ils supposent une étude exhaustive possible de
tous les modèles, éventuellement jusqu’à une certaine taille. Leur collection est alors dite fixe. Dans notre
cadre, la collection est une sous-liste non exhaustive de modèles pertinents. Générée par un algorithme, elle est
entièrement dépendante des données et donc aléatoire, ce qui peut altérer les performances d’une telle approche.

Nous proposons de tester la pénalité (3) lorsque la collection n’est plus fixe mais aléatoire et dépendante des
données. Par des simulations, nous montrons qu’il est toujours possible d’observer un comportement linéaire

entre les vecteurs
(

Dm
n ,

log(( p
Dm

))
n

)
et les valeurs du risque empirique pour les modèles de grande dimension.

Cependant, nous constatons que le rapport Ĉ1

Ĉ2
n’est plus constant et nous proposons un nouvel algorithme pour

calibrer les deux constantes C1 et C2.

3 Étude de simulation

Nous considérons plusieurs jeux de données simulés avec un bruit gaussien et des vecteurs colonnes Xj indé-
pendants ou corrélés. Nous évaluons les performances de prédiction de notre procédure d’estimation et nous
les comparons avec celles obtenues par (i) le critère eBIC [Chen and Chen, 2008] qui est le meilleur critère
asymptotique pour la prédiction, (ii) l’heuristique de pente avec le rapport fixé à 2.5, (iii) le critère LinSelect
[Giraud et al., 2012] qui permet un contrôle optimal non-asymptotique du risque prédictif.
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Abstract. Toroidal time series are temporal sequences of bivariate angular obser-
vations that often arise in environmental and ecological studies. A hidden semi-Markov
model is proposed for segmenting these data according to a finite number of latent classes,
associated toroidal densities. The model conveniently integrates circular correlation, mul-
timodality and temporal auto-correlation. A computationally efficient EM algorithm is
proposed for parameter estimation. The proposal is illustrated on a time series of wind
and sea wave directions.

Keywords. hidden semi-Markov model, EM algorithm, model-based clustering, toroidal
data

1 Introduction

Bivariate sequences of angles are often referred to as toroidal time series, because the
pair of two angles can be represented as a point on a torus. These data often arise in
environmental and ecological studies. Examples include time series of wind and wave
directions [8], time series of wind mean directions and directions of the maximum gust
observed each day [2] and time series of turning angles in studies of animal movement
[10].

The analysis of toroidal time series is complicated by the difficulties in modeling the
dependence between angular measurements over time [7]. An additional complication is
given by the multimodality of the marginal distribution of the data, because environmental
toroidal data are observed under time-varying heterogeneous conditions.

This paper introduces a toroidal hidden semi-Markov model (HSMM) that simultane-
ously accounts for dependence across circular measurements, temporal auto-correlation,
multimodality and latent time-varying heterogeneity. Under this model, the distribution
of toroidal data is approximated by a mixture of toroidal densities, whose parameters
depend on the evolution of a latent semi-Markov process. While the toroidal density

1

585

"



accommodates dependence between two circular variables, a mixture of toroidal densities
allows for multimodality and, finally, a latent semi-Markov process accounts for temporal
correlation and, simultaneously, for time-varying heterogeneity.

Our proposal extends previous approaches that are based on toroidal hidden Markov
models [9, 1]. Under a toroidal hidden Markov model, the data are approximated by a
mixture of toroidal densities, whose parameters depend on the evolution of a latent, first-
order Markov chain with a finite number of states. The sojourn times of each state of a
Markov chain are distributed according a geometric distribution. Hence the most likely
dwell time for every state of a hidden Markov model with underlying first-order Markov
chain is 1. Our proposal relaxes this restrictive assumption by replacing the latent Markov
chain with a latent semi-Markov model, allowing for sojourn times that are not necessarily
geometrically distributed.

2 A hidden semi-Markov model for toroidal data

Let z = (x, y) be a pair of angles, x, y ∈ [0, 2π). Moreover, let f(x;α) and f(y; β) be two
circular densities, respectively known up to the parameters α and β. Further, let F (x;α)
and F (y; β) be the two cumulative distribution functions of x and y, defined with respect
to a fixed, although arbitrary, origin. Finally, let g(u; γ), u ∈ [0, 2π) be a parametric
circular density, known up to a parameter γ. Then,

fq(z; θ) = 2πg (2π (F (x;α)− qF (y; β))) f(x;α))f(y; β)) q = ±1 (1)

is a parametric toroidal density with support [0, 2π)2, known up to the parameter vec-
tor θ = (α, β, γ), having the marginal densities f(x;α) and f(y; β) [3]. Equation (1)
is a typical example of a copula-based construction of a bivariate density, obtained by
decoupling the margins from the joint distribution. When the binding density g is the
uniform circular distribution, say g(x) = (2π)−1, then equation (1) reduces to the product
of the marginal densities. Otherwise, the dependence between x and y is captured by the
concentration of g: when g is highly concentrated, the dependence is high; when g is
more diffuse, dependence is low. Finally, the constant q = ±1 determines whether the
dependence between x and y is positive (q = 1) or negative (q = −1).

The proposed hidden semi-Markov model can be described as a dynamic mixture of
copula-based toroidal densities. To illustrate, let z = (zt, t = 1, . . . , T ), zt = (xt, yt),
xt, yt ∈ [0, 2π), be a toroidal time series. We assume that the distribution of the data
is driven by the evolution of an unobserved semi-Markov process with K states, which
represents (time-varying) latent classes and can be specified as a sequence u = (ut, t =
1, . . . , T ) of multinomial variables ut = (ut1 . . . utK) with one trial and K classes, whose
binary components represent class membership at time t. The joint distribution p(u; π)
of the chain is fully known up to a parameter π that includes K initial probabilities
πk = P (u1k = 1), k = 1, . . . , K,

∑
k πk = 1, K2−K transition probabilities πhk = P (utk =
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1|ut−1,h = 1), h, k = 1, . . . , K,
∑

k πhk = 1, h #= k (whereas πkk = 0, k = 1 . . . K), and,
finally, p parameters of the dwell time distributions of each state.

The specification of the HSMM is completed by assuming that the observations are
conditionally independent, given a realization of the semi-Markov process. As a result,
the conditional distribution of the observed process, given the latent process, takes the
form of a product density, say

f(z|u; θ1, . . . , θK) =
T∏

t=1

K∏

k=1

f(zt; θk)
utk , (2)

where f(z; θk), k = 1, . . . , K are the K cylindrical densities defined by (1) and known up
to a vector of parameters θk.

The likelihood function of the model is therefore obtained by integrating the joint
density of the observed data and the unobserved class memberships with respect to the
segmentation u, namely

L(π, θ; z) =
∑

u

p(u; π)f(z|u; θ1, . . . , θK). (3)

By computing the maximum likelihood estimate θ̂ [11, chapter 12], the toroidal time series
can be segmented according to the posterior probabilities of class membership

π̂tk = P (utk = 1 | z; θ̂), (4)

based on θ̂. More precisely, the observation at time t can be allocated to class k! if
π̂tk! ≥ π̂th, for each h = 1 . . . K (maximum a posteriori, MAP, allocation).

When the dwell distribution of each latent state is geometric, the model reduces to
a hidden Markov model that ignores alternative dwell time distribution. If, additionally,
the transition probability matrix of the model has equal rows, the model reduces to a
mixture model where observations are clustered by ignoring the information redundancy
that is due to temporal correlation.

3 An application to marine data

The proposed methods have been implemented to segment a time series of T = 1326
semi-hourly wind and wave directions, taken in wintertime by the buoy of Ancona, which
is located in the Adriatic Sea at about 30 km from the coast. Figure 1 displays the
scatter plot of the data. Point coordinates indicate the direction (in radians) from which
winds blow and waves travel. For simplicity, these bivariate observations are plotted on
the plane, although data points are actually on a torus. The interpretation of these data
is not easy. While in the ocean wind and wave directions are strongly correlated, this
is not necessarily true in the Adriatic Sea, due to the orography of the basin and the
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Figure 1: Wave directions and heights, as observed by the buoy of Ancona in wintertime
(−π, −pi/2, 0, π/2 respectively indicate South, West, North, East). For simplicity, the
data are plotted on the plane, although they are points on the torus [−pi/2, π/2)2.

location of the buoy. Coastal winds generate synchronized waves only when the waves
travel unobstructed, that is, either northwesterly or southeasterly, along the major axis
of the basin. When western and south-western winds blow from the coast, waves are not
synchronized with wind and travel along the major axis of the Adriatic basin from SE
to NW. This explains the clusters shown in Figure 1 and suggests the occurrence of two
latent wind–wave regimes. Accordingly, a HSMM with two states have been estimated
from these data.

The proposed HMM requires a parametric specification of the toroidal density (1),
which reduces to the choice of the binding density g and the choice of the marginal densities
f(x;α) and f(y; β) that respectively model the marginal distribution of the wind and wave
direction. However, depending on the choice of the binding density, the density (1) can be
multimodal [4]. Using multimodal densities in segmentation and classification problems,
such as the one motivating this paper, may unnecessarily complicate the interpretation of
the results. Unimodal densities can however be obtained by using the wrapped Cauchy
as a binding density g [4].

Accordingly, for this study, the binding density has been specified as a centered
wrapped Cauchy

g(u; γ) =
1

2π

1− γ2

1 + γ2 − 2γ cos(u)
u ∈ [0, 2π).

This circular density depends on a single concentration parameter γ ∈ [0, 1) and reduces
to the uniform circular density when γ = 0.

Wrapped Cauchy densities that include additional location parameters α1 and β1 have
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Figure 2: Segmentation of a time series of wind and wave directions. Left: observations
colored with grey levels according to the estimated membership probabilities of each class
(black indicates a probability equal to 1). Right: contour plot of state-specific toroidal
densities.

been instead exploited to model the marginal distributions of wind and wave direction,
say

f(x;α) = 1
2π

1−α2
2

1+α2
2−2α2 cos(y−α1)

x ∈ [0, 2π) (5)

f(y; β) = 1
2π

1−β2
2

1+β2
2−2β2 cos(y−β1)

y ∈ [0, 2π) (6)

The proposed toroidal density is therefore obtained by taking a wrapped Cauchy density
that binds wrapped Cauchy marginals, a model known as the bivariate wrapped Cauchy
model [5].

Figure 2 shows the shapes of the two state-specific toroidal distributions and the
segmented observations. The model successfully segment the observations according to
to clusters, and offers a clear-cut indication of the distribution of the data under each
regime. Under state 1, wind and wave directions are essentially independent, because
coastal winds do not generate waves. Under state 2, winds blows along the major axis
of the Adriatic basin and their directions are highly correlated with the directions of the
wave that they generate.

Overall, the model describes the plasticity of the wind–wave interaction in the Adriatic
Sea, indicating that the joint distribution of wind and wave data changes under different
environmental regimes. Regime switching changes not only the modal directions and con-
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centrations around these modes but also, and more interestingly, the correlation structure
of the data. As a result, on the one side, the (marginal) weak correlation between wind
and wave directions is explained by the presence of coastal winds (component 1). On the
other side, the model indicates that the wind direction is an accurate predictor of the
wave direction only under a specific regime (state 2).
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Abstract

L’humidité du sol est une variable clé dans la modélisation des cultures mais sa mesure est complexe
et les capteurs adéquats sont souvent onéreux. Ce travail présente différentes méthodes permettant
d’inférer la dynamique de l’humidité du sol à partir des seules données météorologiques.

Cette étude est préliminaire et a pour but d’expliquer la dynamique sur une station unique du réseau
de capteurs Wegener Network.

Parmi les méthodes testées, les réseaux de neurones récurrents donnent des résultats très encour-
ageants.

Soil moisture (SM) is a key variable in crop modelling, but its measurement can be hard, and appro-
priate recording devices are often costly. This work presents different methods in order to infer the soil
moisture dynamics as a dynamic system with the sole climatic conditions as input data.

This is a preliminary study aiming at predicting the dynamic of a single recording SM station, from
the Wegener Network.

Among the tested methods, recurrent neural networks give interesting results in reproducing the SM
dynamic.

1 Introduction

1.1 Soil moisture

Soil moisture (SM) is the percentage of water in a unit volume of soil. It is a driving variable for outdoor
agriculture as it has to be higher than the plants’ water needs for it to have an optimal growth [5].

It can be seen as a dynamical system which can be written as :

yt+1 = fθ(yt, ut, ut−1, . . . , ut−N , pt) , (1)

where yt is the soil moisture [%] at day t, θ describes the soil characteristics, ut corresponds to the meteo-
rological conditions on the same day and pt is what is used by the plant (if any) for its growth.

SM is fed with the incoming water (from precipitation or irrigation) and consumed by the evapo-
transpiration [3], which is the combined effect of evaporation from the atmosphere and the use of water
by the plant.

1.2 Soil characteristics

The soil characteristics θ express that different soils won’t react the same way to similar weather conditions.
The main parameter is the soil texture [5], which is determined by the quantity of sand, silt and clay in
the soil. A sandy soil will have a poorer ability of retaining water than a loamy one which has a higher
proportion of silt.

The soil is also described through its field capacity, which expresses the maximal quantity of water the
soil can withhold, above which either the water is kept in surface (which can lead to flooding) or drained
below the reach of the roots.

1.3 Meteorological variables

The process which rules the SM dynamic is described by the FAO in [3]. To use this model, meteorological
variables are needed, including solar radiation (rad), mean temperature (TM), quantity of precipitation
(prec) or air humidity (RH).

1.4 Dynamic aspect

SM value on day t is a function of the weather conditions described above as well as the SM values from
the previous day(s). For instance, a wet and rainy day will tend to increase the water proportion in the soil,
but this increase will be all the more pronounced as the quantity of water in the soil on the previous day is
small. This rule of thumb can have more subtle effects, like the formation of a crust on the ground surface
after several consecutive dry days [4].
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1.5 Modelling

Empirical models [4, 7, 17] can reproduce accurately the SM dynamic but they often need a good calibration
and suffer from poor generalization. To leverage this calibration issue, statistical approaches have been used
to infer the SM value at a desired time horizon [6, 11, 15, 10, 2].

A paramount point of this study is to try to infer SM values without the knowledge of the previous
ones during the prediction period (and thus without using expensive captors for this purpose). Only SM
values during a learning phase are used. Similarly, we also suppose that no prior knowledge on the soil
characteristics (pedological parameters) is available. The objective is to obtain an evaluation of this critical
variable, with the sole knowledge of classical weather data, and thus with a far reduced cost.

2 Data description

2.1 Wegener Network

This work has been performed with data from a single station taken out of the Wegener Network [13] which
provides a high-resolution dataset for different meteorological variables, including the ones needed by the
FAO model, as well as the soil moisture recorded by a Time Domain Reflectometer (TDR), plotted on fig. 1.

Table 1 shows the correlation between the meteorological variables and SM as well as with the daily
SM increment : ∆SMt = SMt − SMt−1. SM is negatively correlated with the mean temperature and the
radiation, which can be explained as the soil is dryer in summer, where the radiation and temperature are
higher. For the ∆SM, the highest correlation is with the precipitation, for this is the main input in the SM
evolution process.

Figure 1: SM measurements on a single station of the Wegener
Network. Data is split between a train set (blue) and a test set
(green). The τ parameter (dashed line) indicates the threshold
for the classification task

TM RH prec rad

SM -0.34 0.11 0.03 -0.25
∆ SM -0.05 0.23 0.44 -0.16

Table 1: Correlations between the SM
signal and meteorological factors

The goal of this report is to evaluate the different methods enabling to infer the daily SM value based on
meteorological variables, but also to detect days when SM is below a threshold, chosen to indicate situations
with water shortage for plant growth i.e. when yt < τ , here set to 0.35.

3 Soil moisture inference

In this section we will review the different methods for evaluating SM on a single station based on meteo-
rological data. We will first present the mechanistic model, and then statistical methods. Inferred value at
time t will be written as ŷt. Two

This station has been recording data with soil moisture since late 2013, and was therefore split between
a training set (2013-2017) and a test set (2018-2019) fig. 1.

3.1 Mechanistic model

The STICS model [4] is built of blocks which each describes a subprocess of plant growth.
Among those subprocesses, the water balance calculates the available water to the plant on a given day.

This subprocess is a balance between what is incoming to the system (rain and irrigation) and what is lost
through evaporatranspiration or drained below the reach of the roots.

This model depends on parameters θ which will rule the dynamic of this process. An acceptable range
of values for these parameters is given in [4] but they have to be precisely estimated in order to fit the soil
characteristics under study. For simplicity, we use here a simple least-square estimate. Other frequentist or
Bayesian methods can bed used in such configuration [18, 8], notably for a better assessment of parameter
uncertainty, or to take into account available prior information.

Let Mθ be the subprocess evaluating SM based on the daily meteorological data. To find the best
parameters we seek to solve :

argmin
θ

(Mθ(U)− y)2 (2)

Where U is the time series corresponding to the meteorological data (precipitation, temperature, relative
humidity, radiation and wind speed) and y is the recorded SM by the TDR probe.
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To begin with, we chose initial values for each parameter and evaluated the evolution of the reconstruction
error with a single parameter varying and the other ones fixed. From the second plot we can straightforwardly
see that the optimization problem eq. (2) is non convex. Note that the y-axis on this second plot has been
changed for readability purpose as the MSE variation’s range was of the order of 10−1. To solve this
non convex problem, we used the Powell method [14] which does not need gradient and works for bound-
constrained optimization problems fig. 2.

The result is shown on fig. 3. Some parameters have estimated values which match very closely the upper
or lower bound of the constraint intervals (corresponding to the acceptable range of values given by [4]), but
broadening those bounds or choosing different initial positions led to the same conclusion. The mechanistic
model appears to underestimate SM during dry episodes, thus exaggerating the evaluation of water stress
for plants. We can imagine the consequences if decision aid tools were based on this model: irrigation could
be recommended inappropriately. Moreover, the estimated output is noisier than the original data.

∗

Figure 2: Mono-dimensional variation of
(Mθ(U)− y)2 for two different parameters
of the STICS model eq. (2)

Figure 3: Optimized STICS reconstruction on the
reference station

3.2 Statistical models

Table 1 shows that relationships exist between the meteorological variables and SM. Statistical models can
then be used to try to mimic these dependencies and enable inference based on new data.

3.2.1 Regression model

The first model we considered is a simple linear regression. We seek to find θ such that ||XT θ − y||2 is as
small as possible, where X is a feature matrix.

Two scenarios are used to build X, one (S1) that uses only the previous meteorological data as input :
Xt = (ut, . . . , ut−l) and one that combines an auto-regressive part (S2) and is built such that

• During training : Xt = (ut, yt−1, . . . , ut−l, yt−l−1)

• During evaluation : Xt = (ut, ŷt−1, . . . , ut−l, ŷt−l−1)

This second linear model enables to carry the temporal information from the meteorological variables as
well as SM. This also abides by our will to have a blind approach, as the inference on test data will be done
without the knowledge of the true SM data. l has been chosen through a cross-validation procedure to 5
days.

Results for both configurations are plotted on figs. 4 and 5

Figure 4: Linear regression result S1 Figure 5: Linear regression results S2

∗y-axis is changed for readability purpose on clay content plot
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There is not enough information in the sole weather variables (S1) to catch the SM dynamic, only
the seasonal trend is explained by this model. S2 however shows that an estimation of the previous SM
values combined with the weather data are sufficient to evaluate very accurately the daily SM. This result is
expressed by the almost perfect fit of the estimated and ground truth data for the training set. However, the
error appears when using the inferred value of the previous day as a proxy for the last SM value, as can be
seen on the test set. The model tends to overestimate the low SM values and using inferred value as input
can be a source of drift with time even though such behaviour is not observed here. The impact is inverse
to the one discussed for the mechanistic models: a water stress episode for the crops could be missed.

3.2.2 LSTM

Results from section 3.2.1 tend to indicate that linear models are too basic to reproduce the SM dynamic.
However, the very positive impact of introducing the autoregressive part in the liner model inspired us to
use Recurrent Neural Networks (RNN). They are special cases of neural networks applied to time series. An
intuitive diagram of such a network is presented on fig. 6. The idea is to describe the system’s state through
a state variable ht. This state variable is computed from the so-called the encoder E :

ht = E(Xt, ht−1)

Ideally, in our scenario, this state variable is supposed to capture information relevant to the SM dynamic
and value. Once this state variable is calculated, the other part of the network, the decoder D will translate
this information into the desired SM evaluation.

ŷt = D(ht)

There are various available architectures for these two networks. For regression purposes, the decoder is
usually a simple linear regression :

ŷt = hT
t θD

For the training procedure, examples are fed to the network, by creating batches of n consecutive days
((Xt1 , yt1), . . . , (Xtn , ytn)), which produce SM evaluations at each time step. A backpropagation [16] algo-
rithm is run by re-adjusting the weights of the network based on the error between SM evaluation and ground
truth.

Xt

E

htht−1

D

ŷt

E

Xt+1

ht+1

D

ŷt+1

Figure 6: Schematic diagram of a Recurrent
Neural Network Figure 7: LSTM reconstruction on the reference sta-

tion

The state variable in the network captures information about the dynamic of the system, but this temporal
effect can be quickly attenuated depending on the encoder type. This happens for dense RNN, and more
sophisticated networks have been built to overcome this issue, such as Long Short Term Memory networks
(LSTM) [12].

To choose the most appropriate architecture for the evaluated problem, we performed a grid-search proce-
dure whose parameters were the encoder type, the state size and the feature length. We used TensorFlow [1]
with the Keras [9] framework. The grid-search result showed that the most appropriate network was an
LSTM with a state size of 2 and training length of 100 days.

The evaluation of this trained model on the reference station data is presented on fig. 7.

3.3 Comparison results

The global result is shown in table 2. Models were evaluate by comparing inferred SM value to ground
truth value on both training and test data. We used Root Mean Squared Error (RMSE) as a metric to
quantify their regression capacities and F1-score for the classification sub-problem. Bold elements represent
the best value for each metric on test data. The best model is the LSTM even though, a regression with an
auto-regressive part has also good predictive power.
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Table 2: Comparison results for different inference models

model LR (S1) LR (S2) LSTM Mechanistic
train test train test train test train test

RMSE 3.48 4.52 0.44 2.60 1.77 2.40 4.99 9.15
F1 score 0.13 0.09 0.97 0.71 0.87 0.83 0.59 0.75

4 Conclusion

This preliminary study shows the potential of statistical methods such as simple linear models or more
elaborate recurrent neural networks.

This work will be extended with other statistical approaches, including a more extensive study of auto-
regressive methods using exogenous variables. Once all methods are set, they will be evaluated on more
than a single recording station. The Wegener Network is composed of 12 stations which record different SM
dynamics for multiple soil types, this is a challenge when it comes to creating a single model for different soil
characteristics. We will also investigate other open datasets to take full advantage of data greedy methods
such as LSTM.

References

[1] M. Abadi, A. Agarwal, P. Barham, E. Brevdo, Z. Chen, C. Citro, G. S. Corrado, A. Davis, J. Dean,
M. Devin, S. Ghemawat, I. Goodfellow, A. Harp, G. Irving, M. Isard, Y. Jia, R. Jozefowicz, L. Kaiser,
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Résumé. La classe des convolutions généralisées de lois gammas fut créée par Thorin
dans le but d’établir la divisibilité des lois log-Normales et Pareto. Bien que ces distribu-
tions fussent étudiées de manière extensive dans le cas univarié, le cas multivarié et les
structures de dépendance qui en découlent ont reçu peu d’intérêt dans la littérature. De
plus, aucune procédure d’estimation pour ces distributions n’est connue. En exprimant les
densités des convolutions généralisés de loi gamma multivariés dans une base de Laguerre
tensorisée, nous comblons le manque et fournissons des procédures d’estimation pour les
cas univariés et multivariés. En étudiant la performance de ces procédures, nous fournis-
sons également une expansion en série convergente pour les densités de convolution de lois
gammas multivariés, que nous montrons comme étant plus stable que les séries univariés
de Moschopoulos et Mathai. Nous présentons finalement quelques exemples.

Mots-clés. Convolutions généralisées de lois gammas multivariées, GGC, mesure de Tho-
rin, base de Laguerre, infinie divisibilité, estimation. . . .

Abstract. The generalized gamma convolutions class of distributions appeared in Thorin’s
work while looking for the infinite divisibility of the log-normal and Pareto distributions.
Although these distributions have been extensively studied in the univariate case, the
multivariate case and the dependence structures that can arise from it have received little
interest in the literature. Furthermore, no estimation procedures are available for these
distributions. By expanding the densities of multivariate generalized gamma convolutions
into a tensorised Laguerre basis, we bridge the gap and provide estimation procedures for
both the univariate and multivariate cases. We provide some insight about performance
of these procedures, and a convergent series for the density of multivariate gamma convo-
lutions, which is shown to be more stable than Moschopoulos’s and Mathai’s univariate
series. We furthermore present some examples.
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Keywords. Multivariate Generalized Gamma Convolutions, GGC, Thorin’s measure,
Laguerre’s basis, infinite divisibility estimation. . . .

1 Introduction to Generalized Gamma Convolutions

The class G1 of univariate generalized gamma convolutions, defined as weak limits of
independent convolutions of gamma distributions, was first introduced by Thorin (1977)
as a tool to show the infinite divisibility of log-normal and Pareto distributions. By
definition, G1 is closed under independent convolutions, but as Bondesson (2015) recently
showed it is also closed by independent products of random variables. Pareto, log-Normal,
α-stable, Weibull, and many other useful distributions belong to this class, which makes it
a nice framework for many application fields such as climate events modeling, insurance,
etc.

Analogous multivariate classes Gd,n and Gd, d ≥ 1, were constructed by Bondesson (2009),
following an old idea of Cherian (1941). The class Gd,n contains convolutions of n comono-
tonic random vectors with gamma marginals: a random vector X ∈ Gd,n follows the
additive risk-factor structure:

X1 =Y1,1 + . . .+ Y1,n

. . . (1)

Xd =Yd,1 + . . .+ Yd,n,

where Yi,j are all gamma distributed, each row vector Yi,. has independent marginals,
and each column vector Y.,j has comonotonous marginals with common shape. Then Gd

is constructed as the closure of all Gd,n classes. Since on one hand some Yi,j might be
identically zero, as 0 ∈ G1,1, and on the other hand every Yi,j is infinite divisible, by
increasing n the model can achieve a wide variety of dependence structures, and marginal
distributions can approach any distribution in G1. Last but not least, the dependence
structure is naturally asymmetric and can have a wide range of shapes, including tail
dependence or independence.

Using an ad hoc Laguerre basis to express densities of these distributions, we provide
procedures for parameters estimation, which was not possible at the current stage of the
literature. We provide some examples of our estimator.
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2 Thorin’s measure and Miles’s projection

Let X ∈ Gd. Then there exists a measure ν, the so-called Thorin measure, such that the
cumulant generating function K of X can be expressed as:

K(t) = ln
(
E
[
e〈t,X〉]) = −

∫

Rd
+

ln (1− 〈t, s〉) ν (∂s) .

When X ∈ Gd,n, ν is n-atomic and atoms and weights of ν are respectively scales and
shapes of gamma vectors Y.,j from (1). Therefore, the model parameters can be fully
summarized by ν, which we would like to estimate from data.

The current literature contains no estimation procedure for distributions in Gd or Gd,n,
but only one projection procedures from known densities, given by Miles, Furman &
Kuznetsov (2019), which finds an approximation in G1,n to a formal density in G1.

Their result is based on the fact that, when d = 1, the first derivative of K is a Stieltjes
function which has specific useful properties when the initial density is exactly a den-
sity in G1. Furthermore, they require the evaluation of the moment generating function
M(t) = exp{K(t)} derivatives at t = −1 (exponentially shifted moments) with 300 digits
precision, excluding e.g. estimation from empirical datasets. From these moments, they
frame the problem of estimation of ν into a generalized moment problem, which can be
efficiently solved since K ′ is a univariate Stieltjes function. Sadly, if the initial information
does not strictly correspond to a Gd density, this moment problem frequently does not
have a solution at all.

Here, we investigate the estimation of d-variate Thorin measures through a least-square
approach to this moment problem. We now focus on the subclass Gd,n

1.

3 A loss through a certain Laguerre basis

The set of d-variate Laguerre functions exposed by Dussap (2020),

∀k ∈ Nd, φk(x) =
d∏

i=1

φki(xi) where φk(x) =
√
2e−x

k∑

p=0

(
p

k

)
(−2x)p

p!
,

1A continuous Thorin measure is not easy to work with: there is no simulation procedure for the
distribution, no known expressions for the density or the distribution function, and even the Laplace
transform requires numerical integration for evaluation.
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constitute an orthonormal basis of the set of square-integrable functions L2(Rd
+). The

coefficients of a Gd,n density in this basis are a certain linear combination of the (exponen-
tially shifted) moments, i.e. the derivatives at t = −1 of the moments generating function
M(t) = exp{K(t)}. Fortunately, the derivatives of K are easy to obtain for Gd,n models,
and through a fast recursive version of Faà di Bruno formula given by Miatto (2019) we
are able to compute Laguerre coefficients efficiently.

From this expansion, we obtain an approximation of an Integrated Square error loss
between densities from the parameters of the model. Let X1, ...XN be a random sample
from a density f with expansion f =

∑
k∈Nd

akφk. First, the k-th Laguerre coefficients ak

can be estimated by Monte-Carlo:

âk =
1

N

N∑

i=1

φk(Xi).

Then, if we denote coefficients of a Gd,n(α, s) distribution by ak(α, s), we estimate the
parametersα, s of our model from random samples by the following optimization program:

(α̂, ŝ) = argmin
α≥0,s≥0

∑

k≤m

(âk − ak(α, s))2 ,

where m is a threshold to control the size of the basis.

The remaining part of the integrated square error (that would have an expression in
the k > m part of the orthogonal basis) can be shown to go to zero as the number of
observations and the size of the basis increase.

An analysis of this loss show that it is constructed as a very high degree polynomial in
the parameters α, s,M(−1). It has therefore a myriad of local minima, and a global
optimizer should be used. We found that Particle Swarms routines from Zhan, Zhang,
Li, & Chung (2009) work quite well for these problems.

Several outcomes can be highlighted:

• Through an error bound on the Laguerre coefficients inside Gd,n, we provide a bound
on the error of the series expansion for densities in Gd,n, where the current literature
gives densities relying on Mathai and Moschopoulos series, which work only when
d = 1 and are known to be unstable or even dramatically failing for certain parame-
ters ranges, noteworthy those which correspond to projection of log-Normal, Pareto
or Weibull distributions.
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• The estimation algorithm still works for densities that are not in the class, e.g. a
Weibull with a shape of 3

2 which is projected, with an irreducible error, onto the
class.

• The algorithm is essentially the same whatever the dimension of the initial data,
and can use standard empirical data in 64-bits precision as a target.

Comparisons with Mile’s projection in a univariate setting show very good results. As
the multivariate case has no other estimation procedures in the literature, we propose
to illustrate our results with graphs of the dependence structure and marginals obtained
through estimation of a convolution of 20 bivariate gammas, taken on a simulation from
a Clayton copula with log-Normal and Pareto marginals, in Figure 1.

Figure 1: Estimation of a G2,20 distribution from N = 100000 simulations of a Clayton(θ =
7) copula with Pareto(α = 2.5) and log-Normal(µ = 0, σ = 0.83) marginals. We present
two quantile-quantile plots for the marginals, and Gaussian kernels of 100000 pseudo-
observations from the original sample and from a sample of the estimated distribution.

We remark that the dependence structure was estimated quite correctly. The problems in
the marginal upper tails could be easily overcome by increasing the number of gammas,
as both the log-Normal and the Pareto distributions are in G1.
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Estimation des paramètres d’un modèle de culture
à partir de données de plein champ et de données
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Résumé. Les modèles de culture élaborés par des écophysiologistes décrivent les
processus de développement d’une plante. Ils permettent en particulier de rendre compte
des différences de comportement de plusieurs variétés dans différents environnements, dues
aux interactions génotype-environnement. Pour les utiliser à des fins prédictives, il est
nécessaire de calibrer auparavant leurs paramètres. Nous considérons le modèle de culture
APSIM et proposons un modèle joint bayésien à effets mixtes dans lequel nous inférons la
valeur des paramètres inconnus à partir de données issues d’expérience de plein champ et
mesurées en plateforme de phénotypage. Nous choisissons des lois a priori informatives
pour intégrer les connaissances d’expert et implémentons un algorithme de type Gibbs
hybride pour simuler la loi a posteriori. Les résultats obtenus sur données simulées et
réelles mettent en évidence le gain obtenu sur la précision des estimations en utilisant les
données issues de plateforme de phénotypage en sus des données du champ.

Mots-clés. Modèle de culture, données hétérogènes, modèles à effets mixtes, modèle
bayésien, algorithme Gibbs hybride.

Abstract. Crop models were developed by ecophysiologists to describe plant devel-
opment. They allow in particular to report difference existing between several genotypes
in several environments, due to genotype by environment interaction. It is first necessary
to calibrate these models to use them for prediction purpose. We consider the crop model
APSIM and present a joint bayesian model with mixed effects. We infer models parameter
values from data collected in the field and in phenotyping platform. Prior distribution are
chosen in order to integrate expert knowledge. We implement an hybrid Gibbs algorithm
to simulate the posterior distribution. Results obtained from simulated and real data
highlight clearly the advantage of using phenotyping platform data in addition to field
data.

Keywords. crop model, heterogeneous data, mixed effects models, bayesian model,
Gibbs hybrid algorithm.
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1 Introduction

1.1 Contexte de l’amélioration des plantes

Un des enjeux actuels en sciences du végétal vise à mieux comprendre les mécanismes
impliqués dans le développement des plantes et leurs réponses aux conditions environ-
nementales. Ces mécanismes diffèrent d’une espèce à l’autre, chacune ayant des phases
de développement spécifiques. Au sein d’une même espèce, les différents processus qui se
succèdent au cours de la croissance ont lieu de façon différente selon la variété considérée :
ils se réalisent plus ou moins rapidement, à des périodes plus ou moins précoces, donnant
lieu à une importante variabilité de comportements. Mieux comprendre comment cette
variabilité dans les processus de croissance est reliée au génotype caractérisant la variété
est un objectif essentiel en amélioration des plantes.

De plus, une forte interaction existe entre la variété considérée et l’environnement,
incluant non seulement les aspects météorologiques mais également la composition du
sol, les intrants, etc. Ainsi, une même variété va évoluer différemment dans différents
environnements et différentes variétés vont se comporter différemment dans un même
environnement (cf. Millet et al. (2016)). Mieux comprendre ces interactions génotype-
environnement-conduite de culture est un levier important pour fournir de meilleures
recommandations dans le choix des variétés selon l’environnement, en particulier dans un
contexte de changement climatique fort, incluant de plus en plus d’événements climatiques
extrêmes (cf. Millet et al. (2019)).

La modélisation mathématique est un outil extrêmement pertinent pour mieux com-
prendre, quantifier et prédire ces interactions. Des modèles linéaires ont tout d’abord été
utilisés, donnant lieu à un cadre relativement limité du point de vue de la modélisation
des effets génotypiques et environnementaux. Plus récemment, des modèles descriptifs des
mécanismes de croissance des plantes, appelés modèles de culture, ont été développés par
des écophysiologistes des plantes, comme par exemple le modèle APSIM (cf. Keating et al
(2003)). Ces modèles dynamiques rendent compte des processus qui interviennent lors du
développement de la plante. Ils utilisent en entrée des variables environnementales et des
paramètres dépendant du génotype et fournissent en sortie des caractères plus ou moins
intégrés de la plante comme par exemple la date de floraison, le rendement, la biomasse
au cours du temps. Ces modèles descriptifs permettent également de modéliser les in-
teractions génotype-environnement-conduite de culture. Utiliser à des fins prédictives,
ils sont un outil efficace pour prédire ces interactions. Cependant un grand nombre de
paramètres de ces modèles sont généralement inconnus et doivent être calibrés. La valeur
des paramètres peut être ajustée manuellement en comparant les sorties du modèle à des
données. Cette approche requiert néanmoins beaucoup de temps, d’autant plus si le nom-
bre de paramètres est important. Une approche plus rapide consiste à ajuster un modèle
statistique basé sur le modèle de culture à partir des données disponibles, en inférant la
valeur des paramètres via un estimateur statistique. Ce type d’approche reste néanmoins

2

604

;



difficile à mettre en oeuvre du fait de la complexité du modèle de culture et demande la
mise en place de méthodes numériques efficaces. Des premières approches ont été pro-
posées ( cf. Cooper et al (2016)). Cependant elles ne permettent de traiter qu’un nombre
réduit de données et d’estimer un petit nombre de paramètres.

1.2 Le modèle de culture APSIM

Nous considérons le modèle de culture Agricultural Production Systems sIMulator (AP-
SIM) avec le module mäıs et une extension du module feuille réalisée par l’unité INRAE
LEPSE (Lacube et al. (2017)). Il s’agit d’un modèle à pas de temps journalier qui simule
un couvert constitué de plantes moyennes en mettant à jour un vecteur de descripteurs
de la plante qui évolue au cours du temps. Les entrées de ce modèle sont des covariables
météorologiques, des covariables descriptives du sol et de la conduite de culture. Il fournit
en sortie la date de floraison et les composantes du rendement. Certains paramètres ont
un sens physique, comme par exemple l’efficacité d’interception lumineuse, d’autres ne
sont pas interprétables. Par ailleurs, certains processus sont communs à toute l’espèce,
leurs paramètres ont une valeur commune à tous les génotypes de cette espèce, tandis
que d’autres processus sont variables génétiquement, leurs paramètres ont des valeurs
différentes selon le génotype, comme par exemple le nombre final de feuilles du plant.

1.3 Les données de sources hétérogènes

Nous disposons d’un riche jeu de données issu du projet DROPS European Project in-
cluant un panel de diversité composé de 230 génotypes hybrides observés en plein champ
dans 13 conditions environnementales. Une condition environnementale est définie par
un lieu et une année. Les lieux sont répartis en Europe du nord au sud, rendant compte
de conditions climatiques très contrastées. Les années considérées varient de 2012 à 2013.
Les données comprennent la date de floraison, les composantes du rendement (nombre de
grains, poids d’un grain) et les conditions environnementales.

De plus, des expériences auxiliaires complémentaires ont été réalisées sur la plate-
forme INRAE PhénoArch à Montpellier (Cabrera-Bosquet et al. (2016)). Ces expériences
ont permis d’obtenir des données supplémentaires sur des paramètres mécanistes inter-
venant dans le modèle de culture. Ainsi, des mesures de quantités telles que le nombre
final de feuilles observées ont été effectuées en plateforme, apportant des informations
complémentaires au jeu de données obtenu en plein champ.

L’objectif est d’utiliser les deux sources d’information champ et plateforme dans la
procédure d’inférence statistique des paramètres du modèle de culture.
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2 Modélisation statistique

2.1 Modélisation de la variabilité génotypique

Nous disposons pour chaque génotype du panel DROPS de mesures répétées du rende-
ment, du nombre de grains et de la date de floraison dansM conditions environnementales.
Nous considérons un modèle statistique à effets mixtes (cf. Pinheiro et Bates (2000))
basé sur le modèle de culture APSIM qui permet de prendre en compte simultanément
les variabilités inter-génotype et intra-génotype. On note Ygm la mesure vectorielle dans
la condition expérimentale m pour le génotype g et on modélise pour tout g et tout m :

log Ygm = logG(em, βg, γg) + εgm (1)

où G représente la sortie du modèle de culture APSIM, em le vecteur de variables descrip-
tives de l’environnement m, βg le vecteur des paramètres du génotype g non mesurées en
plateforme, γg le vecteur des paramètres du génotype g mesurées en plateforme, εgm un
terme d’erreur supposé gaussien centré de variance diagonale (σ2

1, σ
2
2, σ

2
3). On suppose que

les vecteurs d’effets aléatoires (βg) et (γg) sont indépendants identiquement distribués de
loi gaussienne d’espérance β̄ resp. γ̄, et de matrice de covariance diagonale Σβ, resp. Σγ.

2.2 Modélisation des données de plateforme de phénotypage

Nous considérons un modèle joint pour intégrer les données issues de la plateforme à
l’inférence des paramètres du modèle de culture. Pour cela, nous modélisons les mesures
des paramètres effectuées en plateforme de phénotypage via un modèle linéaire en fonction
de la valeur des paramètres du modèle de culture APSIM. On note Zg le vecteur de taille
p des mesures de paramètres du génotype g. Pour 1 ≤ l ≤ p, on a :

Zg,l = µl + ζlγg,l + ηg,l (2)

où µ et ζ sont des vecteurs inconnus de Rp et ηg,l un terme d’erreur résiduel supposé
gaussien centré de variance τ 2l .

3 Inférence bayésienne du modèle joint

Du fait de la complexité du modèle de culture APSIM et du grand nombre de paramètres
à estimer, nous faisons le choix d’une approche bayésienne qui va permettre de régulariser
la procédure d’estimation. Nous souhaitons choisir des lois a priori uniformes pour les
paramètres mécanistes du modèle de culture qui prennent leurs valeurs dans des intervalles
bornés fixés suivant des dires d’expert. Toutefois, pour des raisons computationnelles,
nous avons effectué une reparamétrisation du modèle, et les nouveaux paramètres sont à
valeurs réelles. Nous choisissons pour ces paramètres des lois a priori normales, telles
que leurs transformées par la reparamétrisation inverse soient les plus proches au sens de
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la divergence de Kullback-Leibler des lois uniformes de départ. Pour les paramètres µ et ζ
du modèle des données issues de la plateforme, nous choisissons des lois a priori normales
centrées sur la valeur attendue, 0 pour l’ordonnée à l’origine et 1 pour la pente. Nous
fixons des lois inverse gamma qui sont conjuguées pour les lois a priori des paramètres
de variances des bruits.

Nous appliquons un algorithme de Monte Carlo Markov Chain de type Gibbs hybride
(cf. Carlin et Louis (2008) ) pour générer une chaine de Markov qui sous des hypothèses
de régularité du modèle est ergodique et a pour loi stationnaire la loi a posteriori. A partir
des réalisations de cet algorithme, nous construisons des estimateurs empiriques des lois
a posteriori des paramètres du modèle.

Figure 1: Histogramme de la loi a posteriori de Nfinal sans (gauche, haut) et avec (gauche,
bas) les données plateforme supplémentaires ; Simulations versus prédictions via inter-
valles de crédibilité à 90% pour Nfinal sans (centre) et avec (droite) les données plateforme
supplémentaires.

4 Expériences numériques

Nous effectuons une étude de simulation en considérant les 13 environnements réels du
jeu de données DROPS et les valeurs des paramètres proches de ceux du génotype de
référence B73. Nous simulons 100 génotypes. Nous estimons les trois paramètres du
modèle correspondants au nombre final de feuilles (noté Nfinal), au premier ligulochrone
et au poids moyen potentiel d’un grain, les autres étant fixés à la valeur de référence. Nous
mettons en évidence que les estimateurs obtenus à partir des données issues du champ et
de la plateforme dans le modèle joint sont plus précis que les estimateurs obtenus à partir
des seules données issues du champ dans le modèle initial (cf Figures 1 et 2 gauche).

Nous ajustons ensuite le modèle proposé aux données réelles. Les prédictions obtenues
à partir du modèle avec les paramètres estimés à partir des données issues du champ et
de la plateforme sont meilleures que celles obtenues avec les paramètres estimés à partir
des seules données champ (cf Figure 2 droite).

Ce travail a été financé par le projet AMAIZING ANR-10-BTBR-01. Les auteurs
remercient la plateforme MIGALE, INRAE, 2020, Migale bioinformatics Facility pour les
moyens de calcul et les capacités de stockage.
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Figure 2: Ecart-types de la distribution a posteriori de Nfinal obtenus sans (abscisse)
et avec (ordonnée) les données plateforme supplémentaires en simulation (gauche) et sur
données réelles (droite).
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Résumé. Les méthodes de profilage ribosomique donnent accès aux segments d’ARN
messager protégés par le ribosome, pendant la traduction. Le séquençage de ces segments
fournit la fréquence d’usage des codons sur l’ensemble des ARN messagers, le translatome.
La normalisation et l’estimation de cette fréquence sont peu examinés et ne font pas
consensus. Nous présentons un nouvel estimateur pour les coefficients d’usage des codons.
Nous examinons ses caractéristiques en termes de biais et de convergence et présentons
une application sur une lignée de cellules tumorales.

Mots-clés. ARN, traduction, profilage ribosomique

Abstract. Ribosome profiling allows to obtain ribosome-protected mRNA fragments
during translation. Sequencing of these fragments yields codon usage over the pool of
mRNA, namely the translatome. The normalisation and estimation methods to calculate
this codon usage are rarely examined and there is no consensus on the best method. We
present a new estimator of codon usage. We investigate its bias and convergence and
show an application on simulated data and in a cancer cell line.

Keywords. RNA, translation, ribosome profiling

1 Introduction

La traduction de l’ARN messager en protéines est un phénomène clé, finement régulé
par les cellules d’un organisme, et qui se trouve en équilibre entre la transcription du
génome d’une part, et la régulation du protéome d’autre part. Le profilage ribosomique
permet de mesurer directement le translatome, ensemble des ARN messagers étant ac-
tivement traduits par des ribosomes (Ingolia et al. 2009). Cette méthode repose sur
l’arrêt et l’isolation des ribosomes, puis sur l’extraction des brins d’ARNm présents dans
le ribosome, et finalement leur séquençage. Souvent, le profilage ribosomique est utilisé
pour déterminer la fréquence d’utilisation des codons et notamment l’usage différencié de
codons synonymes. Cependant, peu de travaux se sont penchés sur les caractéristiques
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des estimateurs de ces quantités. Nous proposons un nouvel estimateur et examinons ses
caractéristiques. Nous présentons une application à une lignée de cellules tumorales en
présence ou non du nutriment queuine (Tuorto et al. 2018, Legrand et Tuorto 2020).

2 Contexte et estimateur proposé

La plupart des estimateurs utilisent la normalisation du nombre de codons dans le site
accepteur du ribosome par le nombre total de codons, et par la fréquence n constatée sur
les codons voisins, par exemple :

Ẽc,A =

nc,A∑
c∈codons

nc,A

1
3

(
nc,−3∑

c∈codons
nc,−3

+ nc,−2∑
c∈codons

nc,−2
+ nc,−1∑

c∈codons
nc,−1

) , (1)

où c désigne un codon parmi l’ensemble des codons {aaa, aac, ...}, A désigne l’emplacement
dans le site accepteur du ribosome, −3 désigne le 3ème codon en amont du site A, etc.
L’inconvénient de cette approche est que l’on prend pour hypothèse que le ribosome
n’interagit pas avec ces codons voisins, ce qui est peu réaliste puisque ces codons sont
également protégés par le ribosome. Hussmann (2015) a proposé un estimateur plus
élaboré, tenant compte de la fréquence des codons observée sur tout le translatome, qui
fournit une mesure à toute position autour du site A, cependant cette mesure est biaisée.

L’estimateur de l’usage du codon d’identité c que nous proposons est le suivant (Legrand
et Tuorto 2020) :

Ẽc,i = Ēc,i =

∑
g nc,i,g

∑
c,g nc,i,g · codon usageglobalc

, (2)

où g désigne un ARNm et l’usage global des codons est défini par :

codon usageglobalc =

∑
g(
∑

c nc,0,g) · codon usagec,g∑
c,g nc,0,g

. (3)

L’estimateur (2) converge vers l’unité, lorsqu’un codon est utilisé de façon neutre (ni
ralenti ni accéléré), et en posant l’hypothèse que l’usage des codons ne dépend pas de leur
position sur l’ARNm.

3 Application

Cet estimateur a été appliqué à la lignée de cellules tumorales HeLa en présence ou non
de queuine (Tuorto et al. 2018). La queuine est une base fréquemment substituée à la
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guanine dans le site anticodon de certains ARN transfert. Cette base n’est pas synthétisée
par l’organisme et doit être apportée par l’alimentation. La figure 1 montre l’estimateur
de Hussmann, peu bruité mais biaisé, et l’estimateur proposé.

Figure 1: Estimateur de Hussmann (A) et estimateur proposé (B,C)

Cet estimateur permet par ailleurs de déterminer l’usage des codons pour chaque
échantillon, en plus de permettre les comparaisons entre différentes conditions. Des
précisions seront apportées, notamment sur la mise au point de l’estimateur, l’examen
de son biais et sa convergence, lors de la présentation orale.
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Résumé. Dans cet exposé, nous nous intéressons à l’estimation des paramètres d’un
modèle des blocs latents dans le cadre d’un test de positionnement en langue SELF et à
une procédure de sélection de modèle afin de créer des groupes homogènes d’étudiants mais
aussi des groupes homogènes de questions du test. Nous étudions ensuite la robustesse de
cette procédure à partir d’une étude de simulation menée sur un jeu de données réelles.
Nous nous intéressons à deux indicateurs : le nombre de groupes d’étudiants sélectionné
et l’appartenance de deux étudiants donnés à un même groupe en fonction de la taille de
l’échantillon.

Mots-clés. Modèles des blocs latents, robustesse

Abstract. In this presentation, we address the parameter estimation issue in the latent
block models (LBM) framework applied to a language placement test called SELF, and
we consider a model selection procedure to build homogeneous groups of students but also
homogeneous groups of test questions. We next study the robustness of this procedure
through a simulation study from a real data set. Two indicators are considered : the
selected number of students groups and the membership of two given students to a same
group with respect to sample size.

Keywords. Latent Block Model, robustness

1 Introduction
Les étudiants entrant à l’université en France, de niveaux hétérogènes en langues, ont

besoin d’être évalués, puis dirigés vers des groupes de langues de niveaux différents pour
leur permettre de progresser au mieux. Les universités disposent pour cela de différents
tests de positionnement. Le test SELF, développé à Grenoble, est l’un des plus utilisés. A
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1

612

(



l’issue du test, chaque étudiant se voit attribuer un score agrégé, qui correspond au niveau
du cours dans lequel il doit s’inscrire, et un niveau pour chacune des trois compétences
évaluées (compréhension de l’oral, de l’écrit et expression écrite).

Par ailleurs, les concepteurs des tests ont de leur côté besoin d’évaluer si les questions
qu’ils proposent sont pertinentes pour l’évaluation, en particulier, si elles sont suffisam-
ment discriminantes. Il peut alors s’avérer utile de constituer des groupes de questions
plus ou moins difficiles par compétence.

Les résultats d’un test peuvent se présenter sous la forme d’une matrice où une ligne
correspond à un étudiant et une colonne à une question. L’élément (i, j) de la matrice
vaut 1 si le ième étudiant a réussi la jème question, et 0 sinon. Les modèles des blocs latents
s’avèrent alors particulièrement utiles pour constituer des groupes homogènes d’étudiants
et de questions.

Les algorithmes usuels pour estimer les paramètres dans un modèle des blocs latents
(Variational proposé par Govaert et Nadif (2008) ou Stochastic Expectation Maximization
proposé par Keribin et al (2010)) sont dérivés de l’algorithme EM.

Une difficulté majeure dans les modèles des blocs latents est de sélectionner correc-
tement le nombre de groupes d’étudiants et le nombre de groupes de questions. Deux
critères principaux émergent de la littérature : le Bayesian Information Criterion (BIC)
et le critère Integrated Completed Likelihood (ICL) . Notre procédure est basée sur le
critère ICL et sur la maximisation de l’énergie libre (voir Keribin et al. (2015)).

Le but de l’exposé est d’étudier la robustesse de la procédure proposée. La robustesse
est ici définie en termes de stabilité des groupes d’étudiants quand le nombre d’étudiants
varie.

2 Modélisation et estimation
Dans cette partie, nous présentons le modèle des blocs latents et l’estimation de ses

différents paramètres.
Fixons le nombre d’étudiants à n, le nombre de groupes d’étudiants à g, le nombre

de questions à q et le nombre de groupes de questions à m. On appelle Zi, i = 1 · · ·n,
les variables aléatoires indépendantes modélisant le groupe d’étudiants auquel appartient
l’étudiant i de loi multinomiale M(1; π1, . . . , πg), et Wj, j = 1 · · · q, les variables aléatoires
indépendantes modélisant le groupe des questions auquel appartient la question j de loi
multinomiale M(1; ρ1, . . . , ρm).

Une fois les groupes d’étudiants et de questions fixés, on suppose les réponses aux
questions indépendantes. Sachant que le i−ème étudiant appartient au groupe k et la
j−ème question appartient au groupe l, on modélise la réponse Yij par une loi de Bernoulli
de paramètre αkl :

P (Yij = 1|Zi = k,Wj = l) = αkl.

Pour un nombre de groupes d’étudiants fixé g et un nombre de groupes de questions
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fixé m, les paramètres π1, . . . , πg, ρ1, . . . , ρm,α11, . . . ,αgm sont estimés via l’algorithme
V-Bayes pour éviter le problème des groupes vides induit par l’algorithme VEM, com-
biné avec un échantillonneur de Gibbs pour limiter le problème des valeurs initiales (voir
Keribin et al. (2015)).

3 Procédure de sélection de modèle
Pour choisir de manière optimale les nombres de groupes g et m, une solution serait

de parcourir une grille de couples (k, l) et de sélectionner le couple qui maximise le critère
Integrated Completed Likelihood (ICL) (Keribin et al. (2015)). Or le coût de calcul d’une
telle procédure serait trop important. Nous passons donc par l’intermédiaire de l’éner-
gie libre, qui est asymptotiquement équivalente à l’ICL mais possède un coût de calcul
raisonnable. Notre procédure consiste donc, pour un couple (k, l) fixé, à

1. maximiser l’énergie libre ;
2. obtenir le couple (z, w) associé ;
3. calculer le critère ICL associé à ce couple (z, w).

On obtient ainsi un critère ICL par couple (k, l) de la grille. Le couple optimal (g,m) est
celui qui maximise les ICL sur la grille.

4 Robustesse de la procédure
Nous nous intéressons ici à la robustesse de la procédure proposée dans les sens sui-

vants :
— le nombre de groupes d’étudiants en fonction de la taille de l’échantillon,
— l’appartenance de deux étudiants donnés à un même groupe en fonction de la taille

de l’échantillon.
Pour cela, nous nous appuyons sur un jeu de données réelles issu du test de posi-

tionnement SELF en anglais constitué de 228 étudiants ayant répondu à un test de 36
questions.

Dans un premier temps, nous appliquons la procédure décrite ci-dessus au jeu de
données entier en faisant varier les nombres possibles de groupes (g,m) de 1 à 10 chacun.
Le critère ICL nous permet de sélectionner 3 groupes d’étudiants et 5 groupes de questions
qui nous servent de référence par la suite.

Pour une taille d’échantillon d’étudiants fixée (n = 20, 60, . . . , 220), nous tirons 100
fois un échantillon d’étudiants de taille n sans remise parmi les 228 étudiants de départ.
Nous appliquons la procédure à ces 100 échantillons. Dans la partie 5, nous présentons,
pour chaque taille d’échantillon n, les distributions du nombre de groupes d’étudiants et
du nombre de groupes de questions sélectionnés par le critère ICL.
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Nous comparons ensuite la partition obtenue des n étudiants avec la partition de
référence. Lorsque le nombre de groupes d’étudiants sélectionné est égal au nombre de
groupes d’étudiants de référence (g = 3), nous calculons les effectifs communs à chaque
groupe pour chaque permutation possible des labels des groupes en utilisant la version
unidimensionnelle du critère utilisé par Lomet et al. (2012). Lorsque le nombre de groupes
n’est pas le même, nous testons toutes les réunions possibles de groupes ; dans ce cas, une
faible erreur de classification signifie que les groupes obtenus sont des réunions des groupes
de référence (si la valeur estimée de g est égale à 2) ou des subdivisions (si la valeur estimée
de g est supérieure ou égale à 4).

5 Résultats
Dans le Tableau 1, nous représentons la distribution des couples (g,m) sélection-

nés par la procédure décrite précédemment. Nous pouvons observer que, plus le nombre
d’étudiants augmente (colonne de gauche sur le Tableau 1), plus les nombres (g,m) se
concentrent autour de 3 à 4 groupes d’étudiants et de 4 à 5 groupes de questions (co-
lonne de droite sur le Tableau 1). Rappelons que le couple (g,m) de référence est (3, 5)
(symbolisé par un carré dans le tableau).

Table 1 – Distribution des couples (g,m) sélectionnés par la procédure proposée en
fonction de n. Le carré symbolise le couple de référence.

n = 20 n = 140
!!!!g

m 2 3 4 5 6 7 Total

2 52 5 0 0 0 0 57
3 29 7 1 0 0 0 37
4 6 0 0 0 0 0 6
5 0 0 0 0 0 0 0
6 0 0 0 0 0 0 0

!!!!g
m 2 3 4 5 6 7 Total

2 0 1 7 2 0 0 10
3 0 9 30 17 1 0 57
4 0 2 22 5 2 1 32
5 0 0 0 0 0 0 0
6 0 0 0 0 1 0 1

n = 60 n = 180
!!!!g

m 2 3 4 5 6 7 Total

2 1 28 0 0 0 0 29
3 0 41 12 1 0 0 54
4 0 11 2 2 0 0 15
5 0 1 1 0 0 0 2
6 0 0 0 0 0 0 0

!!!!g
m 2 3 4 5 6 7 Total

2 0 0 3 0 0 0 3
3 0 0 31 22 3 0 56
4 0 0 21 11 4 0 36
5 0 0 0 2 0 1 3
6 0 0 0 1 1 0 2

n = 100 n = 220
!!!!g

m 2 3 4 5 6 7 Total

2 0 10 7 0 0 0 17
3 0 23 28 6 1 0 58
4 0 13 9 1 1 0 24
5 0 0 0 1 0 0 1
6 0 0 0 0 0 0 0

!!!!g
m 2 3 4 5 6 7 Total

2 0 0 0 0 0 0 0
3 0 0 17 31 2 0 50
4 0 0 14 11 11 1 37
5 0 0 0 6 7 0 13
6 0 0 0 0 0 0 0
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Sur la Figure 1, nous présentons pour chaque taille d’échantillon n la répartition
du pourcentage d’étudiants mal classés en fonction du nombre de groupes d’étudiants
sélectionné. Remarquons que ce pourcentage ne peut pas dépasser (g−1)/g (Robert et al.
(2020)). Nous observons que, plus la taille d’échantillon n augmente, plus le pourcentage
d’étudiants mal classés diminue quand on a sélectionné le bon nombre de groupes g = 3
(boxplots verts). Cependant, sur les échantillons où le nombre de groupes d’étudiants
sélectionné est égal à 4 (boxplots bleus), ce pourcentage reste constant montrant que le
quatrième groupe n’est pas simplement une subdivision d’un des groupes de référence.

Figure 1 – Répartition du pourcentage d’étudiants mal classés en fonction de la taille
d’échantillon n et du nombre de groupes sélectionné par la procédure (couleurs des box-
plots). Seuls les boxplots concernant au moins 5 individus ont été conservés ; le nombre
d’échantillons par boxplot est indiqué entre parenthèses à la suite de n.
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Inférence statistique pour un processus de
dégradation en présence de maintenances :

le modèle ARD 1

Margaux Leroy 1

1 Université Grenoble Alpes, Laboratoire Jean Kuntzmann,
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Résumé. On s’intéresse ici à des systèmes industriels ou technologiques qui se
dégradent au cours du temps. Ces systèmes sont soumis à des actions de maintenance dont
l’effet est de réduire le niveau de dégradation. Afin de modéliser ce type de dégradation,
plusieurs modèles ont déjà été proposés dans la littérature. On considèrera ici le modèle
ARD 1 (Arithmetic Reduction of Degradation) et on s’intéressera à l’estimation de ses
paramètres. On distinguera quatre cas de figure selon la manière dont les niveaux de
dégradation sont observés. Dans le premier cas, on considère qu’on observe les niveaux de
dégradation juste avant et juste après chacune des maintenances. Dans le second (resp.
troisième) cas, on observe le niveau de dégradation juste avant (resp. après) la mainte-
nance, mais pas juste après (resp. avant). Enfin dans le quatrième cas, on n’observe ni
le niveau de dégradation juste avant ni le niveau de dégradation juste après les mainte-
nances. Chacun de ces quatre cas amène à une écriture différente de la vraisemblance des
observations, et donc à des estimations différentes.

Mots-clés. Modèles de dégradation, Maintenances imparfaites, Estimation paramétrique

Abstract. In this article, we consider technological or industrial equipments that are
subject to degradation. These systems undergo maintenance actions, which reduce the
degradation level. Several models have already been proposed for this type of degradation.
Here we focus on the ARD 1 model (Arithmetic Reduction of Degradation). We study
the estimation of its parameters. We will give four different approaches according to the
way the degradation levels are observed. In the first case, we assume that we observe the
degradation levels just before and after each maintenance. In the second (resp. third)
case, we observe the degradation level just before (resp. after) maintenance but not after
(resp. before). In the last case, we do not observe the degradation level neither before
nor after the maintenances. Each case leads to a different writing of the likelihood of the
observations and therefore to different estimations.

Keywords. Deterioration modeling, Imperfect maintenance models, Parametric Es-
timation
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1 Présentation du modèle ARD 1 : Arithmertic Re-
duction of Degradation

Afin de modéliser un processus de dégradation au cours du temps, on décide de re-
courir à des processus stochastiques de Wiener. Les accroissements d’un tel processus
sont indépendants et de loi normale. Soit X un processus de Wiener, on écrira X(t) =
µ t+σ B(t) où B est un mouvement Brownien. On a X(t+∆t)−X(t) ∼ N (µ∆t , σ2∆t).

A certains instants donnés, on décide d’effectuer des maintenances dont l’effet est de
réduire le niveau de dégradation. Le modèle ARD 1 propose une modélisation de cet effet
des maintenances.

Le modèle ARD 1 a été proposé par Mercier-Castro [1]. L’hypothèse de ce modèle
est que l’effet des maintenances est de réduire le niveau de dégradation d’une quantité
proportionnelle au niveau de dégradation accumulé depuis la dernière maintenance.
Le facteur de proportionnalité ρ est le paramètre d’efficacité de la maintenance. Celui-ci
vaut 0 lorsque les maintenances sont sans effet et vaut 1 lorsqu’elles sont parfaites (elles
remettent le système à neuf). La valeur de ce paramètre est identique d’une maintenance
à l’autre pour un même système.
Dans ce modèle, contrairement à d’autres modèles de dégradation tels que ARD∞ [2],
l’effet de la maintenance ne prend en compte que la dégradation qui survient depuis la
dernière maintenance et non depuis le début de la dégradation.
Le modèle ARD 1 a trois paramètres à estimer : Le paramètre ρ d’efficacité de la mainte-
nance, le paramètre µ compris dans l’espérance de la loi des accroissements et le paramètre
σ2 compris dans la variance de ces accroissements.

L’observation ou non des niveaux de dégradation au moment des maintenances amène
à distinguer plusieurs cas de figure. Les fonctions de vraisemblances et les estimations des
paramètres du modèle seront différents d’un cas à l’autre.

2 Inférence statistique

Le système considéré fait l’objet d’inspections, pendant lesquelles on peut mesurer le
niveau de dégradation. Des mesures peuvent être effectuées aux instants des mainte-
nances, juste avant et juste après, et en dehors des instants de maintenance.

Quatre cas se dessinent :

Premier cas : on observe le niveau de dégradation juste avant et juste après la
maintenance.
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Second cas : on n’observe pas la dégradation juste après la maintenance mais on
l’observe juste avant.

Troisième cas : on n’observe pas la dégradation juste avant la maintenance, en
revanche on l’observe juste après.

Quatrième cas : on n’observe la dégradation ni juste avant ni juste après la main-
tenance.

Ces quatre situations impliquent différentes écritures de la vraisemblance du modèle
et a fortiori différentes estimations des paramètres.
On considérera ici que pour un même système, toutes les maintenances admettent le même
cas d’observation.
Par la suite, on appellera ”saut” la différence entre le niveau de dégradation juste avant
et juste après une maintenance.

Dans la figure ci-dessous, pour chacun des cas les mesures et les maintenances sont
effectuées périodiquement. Lorsqu’une mesure n’est pas effectuée lors d’une action de
maintenance, le saut apparâıt alors en pointillé.

Figure 1: Processus de dégradation avec maintenances imparfaites suivant les quatre cas
d’observation
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Dans le premier cas, les deux niveaux de dégradation juste avant et juste après les
maintenances sont observées (cf. cas 1 figure 1). Le saut de la maintenance est alors
connu et déterministe. La vraisemblance dans ce cas-ci s’écrira alors comme un produit
de densités de lois normales indépendantes et d’une distribution de Dirac.
Le saut étant déterministe, on estimera ici seulement les paramètres µ et σ2 par maximum
de vraisemblance.

Dans le second cas, le niveau de dégradation juste après la maintenance n’est pas ob-
servé (cf cas 2 figure 1). Cependant, le saut s’écrit en fonction des incréments précédents
depuis la dernière maintenance. Donc, puisqu’on connâıt la valeur initiale du processus
(qui vaut 0 au temps 0) et que l’on connâıt la valeur de la dégradation juste avant la
première maintenance, on peut en déduire la loi conditionnelle du premier saut. Puis,
par récurrence, on peut déterminer les lois conditionnelles de tous les sauts, et en déduire
l’expression de la fonction de vraisemblance.

Le troisième cas est plus simple (cf cas 3 figure 1), puisque l’incrément non observé
juste avant la maintenance est indépendant des autres incréments. Cela permet d’obtenir
facilement les lois conditionnelles des sauts.

Le quatrième cas est plus complexe (cf cas 4 figure 1). Chaque saut dépendant des
incréments précédents depuis la dernière maintenance, l’incrément non observé juste après
chacune des maintenances se retrouve dans l’écriture du saut suivant. Ainsi, les lois con-
ditionnelles des sauts sont plus complexes et font intervenir des vecteurs gaussiens. On
arrive néanmoins à écrire la fonction de vraisemblance.

Dans tous les cas, on montre que les estimateurs de maximum de vraisemblance de µ
et σ2 s’expriment en fonction de celui de ρ. L’estimateur de maximum de vraisemblance
de ρ est déterminé comme solution d’une équation implicite.

A l’aide de simulations, on comparera les quatre situations évoquées et on évaluera la
qualité des estimateurs dans chacun des cas.
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dans les nouveaux programmes du baccalauréat 2021 

  
Frédérique Letué1 & Anne-Béatrice Dufour 2 & Antoine Rolland 3 

  
1 Université Grenoble Alpes, CNRS, Grenoble INP, LJK, 38000 Grenoble, France, 

Frederique.Letue@univ-grenoble-alpes.fr 
2 Université de Lyon, Université Lyon 1, CNRS, Laboratoire de Biométrie et Biologie Evolutive UMR 

5558, 43 Bd du 11 novembre 1918, F-69622 Villeurbanne, France, 
anne-beatrice.dufour@univ-lyon1.fr 

3 Université de Lyon, Université Lyon 2, Laboratoire ERIC, Campus Porte des Alpes – 5 av. Pierre 
Mendès-France, 69676 Bron Cedex, France 

antoine.rolland@univ-lyon2.fr 
  
Résumé. Le baccalauréat français a subi une des plus importantes réformes de ces dernières années. 
Suite à la suppression des séries dans la voie générale, l’enseignement de mathématiques (et par 
conséquent de la statistique) joue un rôle particulier dans cette réforme par son absence dans le tronc 
commun de la filière générale et sa présence sous la forme d'une spécialité en Première et Terminale 
et de deux options (mathématiques expertes et mathématiques complémentaires) en Terminale. Dans 
cet exposé, après une présentation générale de la réforme et des nouveaux programmes de 
mathématiques, nous montrons quelle place tient la statistique, en distinguant la voie générale et la 
voie technologique, les spécialités et les options, son apparition éventuelle dans d'autres disciplines. 
  
Mots-Clés. Enseignement de la statistique, Réforme du baccalauréat 
  
Abstract. The French « baccalauréat » was submitted to one of the main reforms in the latest years. 
Following the cancellation of the specializations in the general field, mathematical teaching (and thus 
statistics teaching) plays a singular place in the reform, since it does not appear in the common-core 
syllabus, but it appears as a specialization teaching in the « Première » and « Terminale » years, and 
also as two options (« expert mathematics » and « complementary mathematics ») in the « Terminale 
» year. In this talk, after presenting the reform and the new mathematics syllabus, the new place of 
statistics teaching is shown, distinguishing between technologic and general fields, specialization 
teachings and options, and possible occuring in other disciplines. 
  
Keywords. Statistics teaching, French high-school diploma reform 
  

1. La réforme du baccalauréat 2021 
 Le baccalauréat a subi une des plus importantes réformes de ces dernières années. Les séries 
générales littéraire, économique et sociale, scientifique (L, ES et S) ont été supprimées1. En 
remplacement, les lycéens ont un tronc commun de 16h par semaine comprenant du français 
en Première, de la philosophie en Terminale, de l'histoire géographie, un enseignement moral 
et civique, deux langues vivantes, de l'éducation physique et sportive, un enseignement 
scientifique pour la filière générale et des mathématiques pour la filière technologique. A côté 

                                                
1 https://www.education.gouv.fr/en-route-vers-le-baccalaureat-2021-le-ministre-la-rencontre-de-parents-d-eleves-
de-seconde-9584 
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de ce tronc commun, les lycéens ont à choisir 3 spécialités2  de 4h par semaine en Première et 
2 spécialités de 6h par semaine (parmi les 3 choisies en Première) en Terminale : 
 

Arts Biologie écologie  
(pour les lycées agricoles uniquement) 

Histoire-géographie,   
géopolitique et sciences politiques 

Humanités,  
littérature et philosophie 

Langues, littératures et cultures étrangères et 
régionales 

Littérature et langues et cultures de l'Antiquité 

Mathématiques Numérique et sciences informatiques 
Physique-chimie Sciences de la vie et de la Terre 
Sciences économiques et sociales Sciences de l’ingénieur 

 
Deux options au maximum peuvent éventuellement être ajoutées en voie générale : une 
troisième langue vivante, arts, éducation physique et sportive, ou langues et cultures de 
l'Antiquité dès la Première, mathématiques expertes, mathématiques complémentaires, droit et 
grands enjeux du monde contemporain en Terminale. 
En voie technologique, le tronc commun est le même que celui de la voie générale, à part 
l'enseignement scientifique qui est remplacé par des mathématiques (3h par semaine). Les 
spécialités dépendent des filières choisies, qui sont, elles, maintenues. 
Les épreuves du baccalauréat sont elles-mêmes modifiées : si les épreuves anticipées de 
français en fin de classe de Première et celle de philosophie en Terminale sont maintenues, les 
deux spécialités de Terminale quant à elles sont évaluées par deux épreuves et via un grand 
oral portant sur ces deux spécialités en fin de Terminale. Ces épreuves comptent pour 60% de 
la note finale du baccalauréat. Les autres disciplines de tronc commun sont évaluées via des 
épreuves communes de contrôle continu (appelées E3C en 2019-2020, puis renommées EC en 
2020-2021) en Première (deux sessions) et en Terminale (une session). La spécialité 
abandonnée en Terminale est évaluée en fin de Première. Les notes à ces épreuves constituent 
30% de la note finale. Enfin, les notes des bulletins de Première et Terminale fournissent les 
10% restants, permettant ainsi d'inclure l'évaluation des options. 
La mise en place de la réforme, prévue sur les deux années scolaires 2019-2020 et 2020-2021, 
a été fortement perturbée, d’une part à cause de la contestation de la réforme elle-même ayant 
entraîné des blocages de lycées lors des premières épreuves en 2019-2020, mais surtout en 
raison de la crise sanitaire de la COVID-19. Ainsi, sur les trois séries d’épreuves communes 
prévues, seule la première a réellement eu lieu en janvier-février 2020, les deuxième et 
troisième étant annulées et remplacées par la note de contrôle continu. De même, les épreuves 
anticipées de français, l’épreuve de spécialité de fin de Première, et les deux épreuves de 
spécialités de Terminale (qui devaient se tenir en mars 2021) ont été supprimées. A la date où 
nous écrivons, sont toujours prévues les épreuves de philosophie et le grand oral. 
  

2. Les mathématiques dans la réforme du baccalauréat 2021 
Les mathématiques jouent un rôle particulier dans la réforme du baccalauréat 2021 par leur 
absence dans le tronc commun de la voie générale et par leur présence dans deux options 

                                                
2 https://www.education.gouv.fr/les-programmes-du-lycee-general-et-technologique-9812 
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(mathématiques expertes et mathématiques complémentaires). Les mathématiques de Seconde 
sont les mêmes pour les voies générale et technologique à raison de 4h par semaine (voir « 
Programmes et ressources d’accompagnement pour les voies générale et technologique du 
lycée » du Ministère de l’Education Nationale3). 
  
2.1. Le cas du baccalauréat technologique 
Les mathématiques sont présentes dans le tronc commun de la voie technologique à raison de 
3h par semaine en Première comme en Terminale. Les programmes de Première et de 
Terminale portent essentiellement sur le vocabulaire ensembliste et logique, les automatismes, 
l'analyse et la statistique et probabilités. La série sciences et technologies du design et des arts 
appliqués (STD2A) se différencie des autres filières par l'introduction d'activités géométriques 
en lieu et place de l'algorithmique et programmation présente dans toutes les autres filières 
Sciences et Techniques. 
  
2.2. Le cas du baccalauréat général 
Dans la voie générale, les mathématiques ne sont pas présentes dans le tronc commun (hormis 
quelques apartés dans l'enseignement scientifique). En Première, si le lycéen a choisi la 
spécialité « mathématiques », il en suit 4h par semaine, sinon 0h. En Terminale, cela dépend 
de la spécialité conservée et des options et peut ainsi varier de 0h à 9h. 
Le programme de la spécialité de Première s'appuie sur les acquis de la Seconde et porte sur 
cinq grands thèmes : l'algèbre, l'analyse, la géométrie, les probabilités et la statistique ainsi que 
sur l'algorithmique et programmation. Le programme de la spécialité de Terminale s'appuie sur 
les acquis de la Seconde et de la Première avec un approfondissement des connaissances et 
l'acquisition d'un niveau de compétences conduisant à la préparation de l'enseignement 
supérieur. Cinq termes sont abordés : algèbre et géométrie, analyse, probabilités, algorithmique 
et programmation et l'acquisition d'un vocabulaire ensembliste et logique.   
  
3. La statistique dans les programmes de mathématiques 
La statistique avait pris une place importante dans les dernières versions des programmes de 
mathématiques. Le but de ce paragraphe est de voir quelle place elle occupe maintenant, en 
distinguant la voie générale et la voie technologique, les spécialités et les options, son 
apparition éventuelle dans d'autres disciplines. 
  
3.1. Le socle commun de la Seconde 
Le programme de mathématiques comme de statistique de Seconde est commun aux filières 
technologique et générale et s'appuie sur les acquis du cycle 4 de formation. Il prévoit une 
consolidation autour de la notion de pourcentage vue soit comme une proportion, soit comme 
une évolution. La statistique descriptive qui proposait l'étude de trois paramètres (moyenne, 
médiane, étendue) s'enrichit de la moyenne pondérée ainsi que de deux paramètres de 
dispersion : écart interquartile et écart-type. En probabilités, l'accent est mis sur la formalisation 
de la notion de lois de probabilités dans le cas fini en s'appuyant sur le langage des ensembles 

                                                
3 https://cache.media.eduscol.education.fr/file/SP1-MEN-22-1-2019/95/7/spe631_annexe_1062957.pdf 
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et les premiers éléments de calcul de probabilités. Les notions d'échantillonnage et de loi des 
grands nombres sont présentées sous une forme expérimentale en lien avec la partie 
algorithmique et programmation.   
  
3.2. Le baccalauréat technologique 
En Première, l'accent est mis sur les couples de variables catégorielles, le croisement des 
informations. Les probabilités s'enrichissent de la notion de probabilité conditionnelle, de 
modèle associé aux expériences aléatoires par l'utilisation de simulations, l'aspect formalisme 
étant mis de côté. En Terminale, l'accent est mis sur les séries à deux variables quantitatives : 
nuage de points, changements de variable et le modèle de la régression linéaire simple 
(ajustement affine et moindres carrés). La progression se poursuit autour des probabilités 
conditionnelles avec les notions d'indépendance de deux événements, de la formule des 
probabilités totales. La notion de variable aléatoire discrète à valeurs finies est introduite à 
travers la loi binomiale, le calcul de l'espérance ainsi que les différents attendus liés aux 
coefficients binomiaux. 
  
3.3. Le baccalauréat général 
Dans le cadre du baccalauréat général, on distingue d'une part les deux enseignements de 
spécialité de Première et Terminale, d'autre part l'enseignement optionnel de mathématiques 
complémentaires de Terminale. L'autre option « mathématiques expertes » ne contient ni 
probabilité, ni statistique, à part l’étude des chaînes de Markov en lien avec les matrices. 
L'enseignement de spécialité de Première s’attache à l’étude des notions suivantes : probabilité 
conditionnelle, indépendance et variables aléatoires réelles (loi, espérance, variance) dans le 
cadre des univers finis. Les modèles probabilistes sont approfondis en Terminale. Le schéma 
de Bernoulli se décline en la somme d'épreuves identiques et indépendantes et permet ainsi 
d'aborder les sommes de variables aléatoires et les différentes relations inhérentes à ces sommes 
pour les espérances et les variances. Enfin, sont abordées la loi des grands nombres et l'inégalité 
de Bienaymé-Tchebychev. 
L'enseignement optionnel de mathématiques complémentaires proposé en Terminale traite les 
lois discrètes (uniforme, Bernoulli, Binomiale, géométrique), les lois à densité (uniforme, 
exponentielle) et la statistique à deux variables quantitatives (nuage de points, régression 
linéaire simple, ajustement des moindres carrés). 
   
4. La statistique dans les autres matières 
Des notions de statistique sont également présentes dans les programmes d’autres disciplines 
que les mathématiques. C’est le cas en particulier de la spécialité Sciences Économiques et 
Sociales (SES) de la filière générale, des enseignements scientifiques du tronc commun de la 
filière générale, et dans quelques matières en filières technologiques, telles que la physique 
en Sciences et Technologies de l’Industrie et du Développement Durable (STI2D) ou 
l’économie en Sciences et Technologies du Management et de la Gestion (STMG). Cet 
enseignement a pour vocation d’accroître auprès des étudiants la capacité à utiliser, à 
appliquer, à interpréter, à communiquer, à créer et à critiquer des informations et des idées 
statistiques de la vie réelle. 
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4.1. Spécialité « sciences économiques et sociales » 
Des notions de statistique sont abordées dans le programme de la spécialité SES, tant en classe 
de Première qu’en Terminale, avec comme objectif affiché de servir à l’objectivité des sciences 
sociales. Il s’agit donc plutôt d’étude des statistiques (en lien avec la statistique publique par 
exemple) que d’étude de la statistique comme outil mathématique en lien avec les probabilités. 
Il est bien indiqué en préambule de la présentation de la spécialité : « Les professeurs insistent 
sur l’exigence de neutralité axiologique. Les sciences sociales s’appuient sur des faits établis, 
des argumentations rigoureuses, des théories validées et non pas sur des valeurs. L’objet de 
l’enseignement des sciences économiques et sociales est le fruit des travaux scientifiques, 
transposés à l’apprentissage scolaire. Il doit aider les élèves à distinguer les démarches et 
savoirs scientifiques de ce qui relève de la croyance ou du dogme, et à participer ainsi au débat 
public de façon éclairée ; il contribue à leur formation civique ». Le tout doit être mis en œuvre 
« en prenant appui sur des supports variés (textes, tableaux statistiques, graphiques, utilisation 
de jeux, comptes rendus d'enquêtes, documents iconographiques et audiovisuels, 
monographies, …) ».  
 
 4.2. Tronc commun : enseignement scientifique  
L’enseignement scientifique est une nouveauté de la réforme des lycées. Il s’adresse à tous les 
lycéens de Première et Terminale du baccalauréat général à raison de deux heures par semaine. 
Son objectif est double : une formation scientifique générale et « un point d’appui pour ceux 
qui poursuivent et veulent poursuivre des études scientifiques ». Chaque année, des 
thématiques relevant des sciences de la vie et de la physique-chimie sont proposées : 4 en 
Première suivies d’un projet expérimental et numérique et 3 en Terminale.  Les mathématiques 
sont présentes dans chacun des thèmes ainsi que la mise en œuvre des différents concepts à 
travers l’outil numérique. 
La statistique est présente notamment dans le thème 3 : Une histoire du Vivant. Dans le sous-
thème - La Biodiversité et son évolution, les lycéens s’attachent à estimer une abondance par 
une méthode d’échantillonnage spécifique : Capture-Marquage-Recapture. Ils étudient 
également les fluctuations d’échantillonnage et l’intervalle de confiance d’une proportion. 
Dans le sous-thème - L’intelligence artificielle, ils travaillent autour des notions de corrélation 
/ causalité ainsi que des modèles linéaires et exponentielles. Enfin, quelle que soit la thématique 
générale et dans un souci de réflexion générale sur les savoirs scientifiques, de nombreuses 
représentations graphiques liées à la statistique descriptive classique sont utilisées 
(représentations en secteurs ou en bâtons, boîte à moustaches, nuage de points, etc). 
 
 4.3. Spécialité « physique »  
Le but de la spécialité physique est de familiariser le lycéen en filière STI2D avec la démarche 
expérimentale scientifique. A ce titre, la statistique y est présente à travers la notion de mesure 
d’incertitude et d’erreurs de mesure. En particulier, sont mobilisées les connaissances portant 
sur l’écart-type et la fluctuation d’échantillonnage. Les objectifs de compétences statistiques 
dans la spécialité physique sont, entre autres, d’exploiter des séries de mesures indépendantes 
(histogramme, moyenne et écart-type), d’estimer une incertitude-type sur une mesure unique 
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et de discuter de la validité d’un résultat en comparant la différence entre le résultat d’une 
mesure et la valeur de référence d’une part et l’incertitude-type d’autre part. 
 
4.4. Spécialité « ingénierie, innovation et développement durable »  
Dans cette spécialité (filière STI2D) résolument industrielle centrée sur la conception, un lien 
est fait avec la statistique à l’occasion de l’interprétation des résultats de simulations, à l’aide 
de « courbe, tableau, graphe, unités associées. ».  
 
 4.5. Spécialité « droit et économie » 
La partie économie de la spécialité droit et économie de la filière STMG inclut quelques 
notions de statistique, toujours dans l’optique d’une lecture et d’une interprétation correcte par 
l’élève de tableaux statistiques. L’approche est résolument pratique : « les élèves utilisent les 
notions et les mécanismes économiques à l’occasion d’analyses de situations réelles ou de 
données quelles qu’en soient leurs formes (séries statistiques, graphiques, cartes, etc.) ». 
Le contenu statistique en lui-même est léger et se limite à rechercher une information ou des 
statistiques pertinentes dans des documents fiables. Il est précisé que « dans le cas de 
documents statistiques, il s’agit par exemple d’être capable d’analyser et d’interpréter des 
graphiques de différents formats (graphiques statistiques, hiérarchiques ou de tendances, 
histogrammes, nuages de points, etc.) et de mobiliser les données observées pour calculer de 
nouvelles statistiques (cf. valeur ajoutée, coût marginal) ».  Parmi les thèmes d’étude abordés, 
seuls ceux ayant trait au calcul de la richesse (calcul du PIB, notion de statistique publique, 
calculs d’inégalité de revenus) et au chômage (taux de chômage et taux d’emploi, au sens du 
BIT et de Pôle Emploi) sont orientés majoritairement autour de statistiques. 
 
5. Discussion et conclusion 
La réforme met l’accent sur la dualité de l’enseignement de la statistique. Comme le soulignent 
Cobb et Moore4 (1997), la statistique est certes une discipline méthodologique mais elle existe 
car elle offre aux autres champs d’étude un ensemble cohérent d’idées ou d’outils pour traiter 
les données. Une partie de l’enseignement en lycée est donc axée sur son lien avec la 
mathématique (§ 3) ; l’autre partie sur l’analyse de données impliquée dans un domaine (§ 4). 
Il s’agit dans ce dernier cas de défendre une numératie5 statistique auprès de tous. 
Alors que les programmes de mathématiques au lycée faisaient précédemment la part belle à 
la statistique et à l’utilisation pratique de fichiers de données réelles, l’esprit des programmes 
de spécialités de mathématiques en Première et Terminale générale est maintenant beaucoup 
plus orienté vers les aspects probabilistes et historiques. Seule l’option mathématiques 
complémentaires de Terminale affirme le côté appliqué de la statistique avec de nombreux liens 
faits avec d’autres disciplines et laisse une belle place à la statistique à deux variables (droite 
de régression, coefficient de corrélation), peu présente auparavant. La notion de fluctuation 
d'échantillonnage est, elle, nettement moins présente dans les programmes actuels.  
 
                                                
4 Cobb, G.W. and Moore D.S. (1997) Mathematics, Statistics and Teaching. Am. Math. Mon, 104(9), 801:823 
5 capacité à utiliser, à appliquer, à interpréter, à communiquer, à créer et à critiquer des informations et des idées 
mathématiques de la vie réelle 
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Résumé. La représentation hiérarchique des données est une approche intéressante
dans le cadre de la régression réponse catégorielle, et ainsi en classification supervisée.
Certaines des catégories de réponse sont souvent incluses dans d’autres, ce qui génère
des subdivisions successives. Cette structure est proprement représentée par un dendro-
gramme ; dans lequel pour chaque nœud interne, l’estimation d’un modèle (utilisant un
ensemble spécifique de covariables) permet d’extraire des informations plus fines sur la
différenciation des catégories. Dans la plupart des cas, cette structure est a priori in-
connue. Dans cet article, nous introduisons et illustrons une méthodologie qui permet de
trouver un arbre de partition binaire pour les J catégories réponses, suivi d’une estimation
de la fonction de lien ainsi que de la sélection de covariables pertinentes pour chacune
des partitions présentées dans l’arbre. Nous avons testé notre méthodologie sur différents
jeux de données benchmarks et nous avons comparé d’une part la qualité de la méthode
de recherche d’arbre mais aussi sa performance face au logit multinomial classique.

Mots-clés. Structure hiérarchique des catégories, arbre de partition, fonction de lien,
spécification des GLMs, dendrogramme, PCGLM

Abstract. The hierarchical representation of data can be meaningful within the
framework of regression for categorical responses and thus for supervised classification.
Some of the response categories are likely to enclose others leading to successive sub-
divisions. This structure is appropriately represented by a dendrogram; where for each
internal node, the estimation of a model (using a specific set of covariates) allows for the
extraction of finer information on category differentiation. In most cases, this structure
is a priori unknown. In this paper, we introduce and illustrate a methodology to find a
binary partition tree for the J categories of a response variable, followed by an estimation
of the link function together with the selection of pertinent covariates for each of the
partitions represented in the tree. We tested our methodology on different datasets and
we compared its performance against the classical multinomial logistic model.

Keywords. Hierarchical structure among categories, partition tree, link function,
specification of GLMs, dendrogram, PCGLM.
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1 PCGLM binaire

Considérons le cadre de régression dans lequel la réponse Y est une variable catégorielle
à J catégories, qui doit être expliquée par un ensemble de p variables explicatives x =
(x1, . . . , xp). Dans ce contexte, un arbre de partition peut être employé pour spécifier
la hiérarchie entre les catégories réponses. Pour ce travail, nous ne considérons que des
arbres de partition binaires ce qui simplifie la spécification du modèle à construire. Dans
la suite, nous introduisons les notations et définitions nécessaires pour le développement
de cette méthodologie.

Un arbre orienté T est un arbre de partition de {1, . . . , J} où :

• les nœuds frères constituent une partition non identique de leur nœud père,

• {1, . . . , J} est la racine de T et

• chaque catégorie {j} (les feuilles) fait partie de T .

Un arbre orienté T est considéré un arbre de partition binaire si, en plus des conditions
précédentes, le degré de chaque noeud est au maximum 2. Désormais, V∗ est l’ensemble
des nœuds non terminaux d’un arbre de partition binaire T .

Il est possible de représenter un arbre de partition binaire par un dendrogramme. Dans
notre contexte, nous ne considérons que les dendrogrammes étiquetés, non ordonnés (E-
NO) qui sont équivalent à une arbre de partition binaire. Le nombre de dendrogrammes
E-NO définis pour les J catégories est donné par la formule :

b(J) =
(2J − 2)!

2J−1(J − 1)!
(1)

À titre d’exemple, dans le cas où J = 5, la Figure 1 représente les trois structures de
dendrogrammes possibles. Il y a 60 étiquetages possibles pour le dendrogramme (i), 30
pour le dendrogramme (ii), et 15 pour le dendrogramme (iii).

Figure 1: Structures de dendrogrammes étiquetés et non classés pour 5 catégories
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Table 1: Nombre de dendrogrammes selon J .

J 3 4 5 6 7 8 9 10

b(J) 3 15 105 945 10395 135135 2027025 34459425

Pour plus de 5 catégories, le nombre de dendrogrammes augmente à tel point qu’il
devient difficile d’explorer toutes les possibilités (voir Tableau 1).

Un GLM conditionnel partitionné binaire de {1, . . . , J} (B-PCGLM, pour son
acronyme en anglais) est spécifié par :

• un arbre de partition binaire T de {1, . . . , J} (dendrogramme E-NO)

• une collection de modèles de régression binaire C, où pour chaque nœud v ∈ V∗, F v

est la fonction de lien associée, et xv est le sous-vecteur de l’ensemble des covariables
x, associé au nœud v.

Étant donné la structure hiérarchique d’un B-PCGLM, il est possible de faire des
estimations séparés des J − 1 modèles. La vraisemblance globale se décompose comme
suit :

l =
∑

v∈V∗

lv

où lv représente la vraisemblance du GLM binaire associé au noeud v. Dans la section
suivante, nous présentons une méthodologie pour construire un B-PCGLM en supposant
que la structure du dendrogramme est inconnue.

2 Construction d’un B-PCGLM

Pour obtenir un B-PCGLM, deux tâches principales doivent être réalisées. La première est
la définition de la structure hiérarchique des catégories de réponse. À notre connaissance,
il n’existe pas de méthodologie permettant de générer automatiquement une structure
hiérarchique pour les groupes établis. Ici, nous proposons une heuristique pour trouver le
meilleur dendrogramme pour la réponse dans un contexte de régression catégorielle. La
deuxième tâche consiste à trouver et à ajuster l’ensemble des modèles C qui génèreront
des informations spécifiques pour chacun des J − 1 nœuds.

2.1 Construction d’un arbre de partition binaire

L’inférence de tous les dendrogrammes possibles peut s’avérer très couteuse en temps de
calcul lorsque le nombre de catégories augmente (car le nombre de dendrogrammes explose
lorsque J augmente; voir tableau 1). Nous proposons alors une heuristique de construction

3

631

!



du dendrogramme, basée sur la classification ascendante hiérarchique (CAH) mais dans un
contexte particulier. Au lieu de regrouper les individus, nous considérons comme points
de départ les groupes Ej := {1 ≤ i ≤ n : yi = j} pour j = 1, . . . , J , puis nous procédons
à une série de fusions successives des groupes jusqu’à ce qu’ils soient tous membres d’un
seul et même groupe, la racine.

Matrice de dissimilarité (entre les individus) D
Pour trouver les distances entre les individus selon les p covariables, une première

étape consiste à transformer toutes les covariables quantitatives sur une échelle commune.
Si elles ont le même niveau d’importance, la procédure la plus appropriée consiste à
standardiser la covariable k, en la divisant par son rang rk = max

1≤i≤n
xi,k − min

1≤i≤n
xi,k.

Pour les variables quantitatives, les distances Euclidiennes et de Manhattan sont les
plus populaires, tandis que pour les variables ordinales et nominales, les dissimilarités
les plus connues sont respectivement celles de Bray-Curtys et de Sokal-Michener; pour
plus de détails voir (Deza et al., 2013). L’approche la plus appropriée pour aborder les
variables mixtes est d’utiliser la distance de Gower, c’est-à-dire pour deux individus i et
i′ nous avons :

Di,i′ =
1

p

p∑

k=1

dki,i′

avec dki,i′ =
|xi,k−xi′,k|

rk
si la kième covariable est quantitative, et dki,i′ = 1{xi &=xi′} (fonction

indicatrice) si elle est catégorielle. La matrice D est de dimension n× n.

Matrice de dissimilarité (entre les groupes ) ∆
À partir de la matrice des dissimilarités entre les individus D, il est nécessaire de

trouver les dissimilarités entre les J groupes E1, . . . , EJ . Il existe plusieurs définitions des
dissimilarités entre les groupes et leurs méthodes associées sont connues sous le nom de
méthodes de liaison, parmi les plus populaires : minimum, maximum et moyenne. Par
exemple, la dissimilarité de liaison minimum est celle de la plus proche paire d’individus,
où les paires sont composées d’un individu de chaque groupe :

∆j,j′ := min
i∈Ej ,i′∈Ej′

Di,i′ .

La matrice ∆ est de dimension J × J .

Regroupement hiérarchique à partir de ∆
En partant des groupes E1, . . . , EJ , de nouveaux groupes sont créés séquentiellement

comme l’union des sous-groupes les plus similaires. C’est le même principe que celui em-
ployé dans le CAH (Everitt et al.). Cela permet de créer le dendrogramme E-NO recherché
qui résume la structure hiérarchique qui reflète les différences et/ou les similitudes entre
les catégories de réponse.
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2.2 Modèles binaires pour chaque nœud interne

Choix des fonctions de lien
Parmi les fonctions de lien les plus populaires pour la modélisation des données de

réponse binaire, il y a les fonctions de distribution logistique et normale. Une alternative
moins commune est la distribution Student t(ν) à ν degrés de liberté, qui a prouvé être
une alternative robuste pour les modèles de régression (Lange et al., 1989). Liu (2004) a
démontré que le modèle avec la fonction de lien t(7), fournit une excellente approximation
du lien logistique ; et qu’avec un grand nombre de degrés de liberté, le modèle se rapproche
du modèle Probit. Ainsi, les distributions de Student avec ν > 0 offrent un ensemble infini
et remarquable de possibilités pour la fonction de lien.

Pour différentes expérimentations sur des données réelles ainsi que sur des simulations,
nous avons trouvé le profil de vraisemblance pour ν ∈ (0.25, 30). Sur cette base, nous
avons mis au point une approche heuristique pour trouver le ν qui correspond au meilleur
modèle en termes de vraisemblance : estimer deux modèles en utilisant les distributions
logistique et Cauchy comme fonctions de lien, si la vraisemblance du modèle logistique
est supérieure ou égale à celle de Cauchy, alors estimer le modèle Probit et garder le
modèle avec la vraisemblance la plus élevée ; dans l’autre cas, utiliser un algorithme
d’optimisation pour trouver le meilleur ν ∈ (0.25, 4).

Sélection de variables pour chaque nœud interne
Comme les J − 1 modèles doivent être estimés à partir du regroupement de catégories,

la question de la sélection des variables explicatives qui influencent chaque nœud se pose.
Dans notre méthodologie, nous avons proposé d’utiliser l’approche Lasso qui effectue à
la fois : la régularisation et la sélection des variables. Il convient de noter que pour
s’assurer que la fonction de lien correspond bien aux données, après avoir sélectionné
les covariables pour chaque nœud, il est recommandé de réestimer la fonction de lien en
utilisant l’ensemble des covariables sélectionnées xv.

3 Application

Nous avons testé la méthodologie présentée sur plusieurs jeux de données de référence.
L’un d’entre eux consiste à déterminer le type de maladie Eryhemato-Squamous parmi
les six catégories suivantes : psoriasis, seboreic dermatitis, lichen planus, pityriasis rosea,
cronic dermatitis et pityriasis rubra pilaris. Pour les variables explicatives, on dispose de
12 attributs cliniques et 22 caractéristiques histopathologiques. Le problème de classifi-
cation est assez difficile car les caractéristiques cliniques observées sont similaires. Afin
de mesurer la qualité du B-PCGLM obtenu, nous l’avons comparé aux différents arbres
binaires possibles. Avec 6 catégories réponses, il existe un total de 945 arbres différents
(cf Formule 1). Nous avons estimé l’ensemble des 945 arbres en utilisant la distribution
logistique comme fonction de lien (afin de comparer uniquement les strutures d’arbres).
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En ordonnant les erreurs de classification de ces arbres, nous avons constaté par valida-
tion croisée que le score du B-PCGLM se situait dans des erreurs de classification les
plus faibles (premier quartile). En ce qui concerne le modèle multinomial, le pourcentage
moyen d’erreur de classification est de 4, 49%, tandis que pour le B-PCGLM (après une
sélection du degré de liberté de la fonction de lien Student et des variables explicatives à
chaque noeud), on obtient une erreur de classification de 3, 12%.

Nous avons aussi testé notre méthodologie sur plusieurs autres jeux de données. Dans
chaque cas, nous avons observé :

• la qualité du dendrogramme parmi l’ensemble des possibilités, et

• la qualité du modèle B-PCGLM résultant en comparaison avec le modèle logit multi-
nomial.

Pour ces deux points, les résultats sont satisfaisants, même lorsque le nombre de catégories
est élevé. Nous avons donc fourni une méthodologie fiable qui permet d’éviter l’exploration
de l’espace des dendrogrammes. Nous obtenons ainsi une structure hiérachique pertinente
de la variable réponse, permettant un ajustement précis du modèle sur chaque nœud non-
terminal.
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Résumé. Nous présentons une nouvelle approche pour estimer le champ de la fonction
d’étalement du point d’un télescope optique en construisant un modèle semi-paramétrique
de son erreur de front d’onde. Cette méthode est particulièrement avantageuse car elle
ne nécessite pas d’observations de calibration pour récupérer l’erreur de front d’onde et
elle prend naturellement en compte la chromaticité du système optique. Le modèle est
différentiable de bout en bout et s’appuie sur un opérateur de diffraction qui nous permet
de calculer les fonction d’étalement du point monochromatiques à partir des informations
du front d’onde.

Mots-clés. Modélisation de la Fonction d’Étalement du Point, Traitement d’Images,
Optique, Lentille gravitationnelle Faible.

Abstract. We introduce a new approach to estimate the point spread function (PSF)
field of an optical telescope by building a semi-parametric model of its wavefront error.
This method is particularly advantageous because it does not require calibration observa-
tions to recover the wavefront error and it naturally takes into account the chromaticity
of the optical system. The model is end-to-end differentiable and relies on a diffraction
operator that allows us to compute monochromatic PSFs from the wavefront information.

Keywords. Point Spread Function Modelling, Image Processing, Optics, Weak Lens-
ing.

1 Introduction

Future cosmological surveys will require to measure the shape of galaxies with high ac-
curacy. However, the optical instruments used inevitably affect the observations with the
point spread function (PSF). If we do not correct the images for the PSF, we will have
significantly biased shape measurements resulting in biased cosmological analyses. Thus,
the crucial importance of building a reliable and precise PSF model that allows us to
take into account the PSF effects in the shape measurement. Next-generation imaging
surveys, like the Euclid space mission [14], are pushing the limits of weak gravitational
lensing experiments [10] providing the motivation of this study.

There exist two main approaches to PSF modelling, parametric and non-parametric.
The first one consists in building an optical model of the telescope. The model is described
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by a reduced number of parameters that express a high variability. This approach requires
a good knowledge of the optical system physics and normally is based on the reconstruction
of the wavefront error (WFE). The recovery of the WFE from in-focus images is a very
degenerate problem with respect to the reduced number of parameters used. This explains
the need of calibration information like observations of out-of-focus stars that help to break
this degeneracy. The model’s parameters can be modified slightly to fit the observation
of in-focus stars, but the core of the model is defined previous to the observations. These
models are usually reserved for space missions as the randomness added by the atmosphere
would make an approach of this type unpractical. The most known example is the Tiny
Tim algorithm for the Hubble space telescope [13]. The second approach relies in imaging-
data to build the model with a minimal use of a priori information. The observed in-focus
stars are considered to be samples of PSF field in the field-of-view (FoV) and are used to
constrain the model. These techniques are generally based on learning features of the PSF
field with a dimensionality reduction method. Then followed by an interpolation mtehod
to recover the PSF at galaxy positions [9, 5, 3, 15, 8]. While the parametric models are
capable of generating chromatic PSF models with complex shapes they are prone to have
considerable errors if there is a mismatch between the model and the observations [7].
The non-parametric models do not suffer from the same issue as they are build on the
observations. However, they experience difficulties to model the PSF chromaticity and
complex PSF variations in the FoV.

In this work we present a new family of PSF modelling methods that intend to bridge
the gap between the two classical approaches. We propose to build a semi-parametric
model of the WFE by using an end-to-end differentiable diffraction operator. Our model
is able to account for the PSF chromaticity as well as complex variations int he FoV
without relying on the a priori information of the optical system. The non-parametric
part of the WFE is able to correct for the mismatches of the parametric part and help
to regularise the inverse problem of recovering the WFE from in-focus observations. We
take advantage of the automatic differentiation provided by frameworks like Tensorflow
[1] to build our model. As our model is completely differentiable, it is well adapted for
gradient-based optimisation techniques. We expect that our model can serve as building
block for novel PSF modelling methods that can profit from the power of deep neural
networks (DNN) in a more physics-motivated environment.

2 Wavefront PSF modelling

Let us define the PSF field for a specific image exposure as a function that inputs a
position in the instrument’s focal plane (FP) coordinates and a specific wavelength, and
outputs a monochromatic PSF. We denote this function H : FP ×R+ → I, where FP ∈ R2

is a FP position, and I ∈ RN×N is a square PSF postage stamp. PSF modelling consists
in building an estimator, Ĥ, of the PSF field from observations at a set of FP positions
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{ui}i=1,...,mobs
. Then, use the model to output monochromatic PSFs at another set of

target FP positions {uj}j=1,...,mtarget . The image Hλ
uj

corresponds to the PSF at location
uj and wavelength λ. We can model a polychromatic object observation as

Ḡuj =

∫
B(λ) (Gλ

uj
∗Hλ

uj
) dλ , (1)

where Ḡuj is the polychromatic observation of the object Gλ
uj

convolved with the PSF

Hλ
uj
, and B(λ) ∈ R is an indicator function of the instrument’s passband. To model the

PSF we consider certain star observations as point sources, hence samples of the PSF
field. Therefore, we use them to constrain the PSF model Ĥ. The star observations can
be approximated as

H̄ui ≈
Nλ∑

b=1

Sui(λb) Hλb
ui

, (2)

where we discretize the integral in (1) with Nλ wavelength bins, Sui(λb) ∈ R+ is the
normalised Spectral Energy Distribution (SED) of the star at position ui and wavelength
λb, and we approximate B(λ) as being an ideal band-pass filter in the instrument’s wave-
length range. In practice, the problem’s inputs are a set of positions {ui}i=1,...,mobs

with
their SED and the corresponding observed PSF postage stamps. We have to use these
inputs to constrain our PSF model that we define as follows

Ĥλ
ui
∝ Dθ

{
P ' exp

[
2πi

(
Φui

λ
+ Cλ

ui

)]}
, (3)

where ' is the Hadamard or element-wise product, Dθ : Rp×p → RN×N denotes the
diffraction operator with telescope-specific parameters θ, and P ∈ [0, 1]p×p and Ĥλ

ui
∈

RN×N are the pupil function and the PSF postage stamp at wavelength λ and FP position
ui, respectively. The pupil function represents the obscurations encountered in the pupil
plane, where our wavefront model is defined. The model definition is proportional as we
need to rescale it so that its flux, the sum of the pixels in the postage stamp, is one. We
base the diffraction operator on Fraunhofer’s approximation [6] that allow us to have a
rapid calculation based on the Fast Fourier Transform (FFT) algorithm. The operator is
proportional to the squared absolute value of the FFT of the WFE. We take care of the
variable sampling in the WFE as a function of wavelength by using a variable zero-padding
of the estimated WFE before applying the FFT.

The parametric model, Φui , is based on a weighted sum of Zernike polynomials [17].
An interesting property of these polynomials is that they are orthogonal in the unit disk
making them well adapted to describe mirror aberrations. Our model reads

Φui [x, y] =
NZ∑

j=1

aj,uiZj[x, y] , (4)
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where aj,ui ∈ R corresponds to the coefficient for the Zernike polynomial of Noll’s single-
index j [17], Zj ∈ Rp×p to the disk of the Zernike polynomial of index j, and NZ is the
maximum index considered. The [x, y] are coordinates of the pupil plane and are not to
be confused with the FP coordinates ui. To model the variations on the FP we define
aj,ui as a polynomial of the FP positions. Each coefficient with Zernike index j has an
independent position polynomial of maximum order dP . For example, a maximum degree
of 1 gives us aj,ui = cj0+ cj1ui[0]+ cj2ui[1], where ui[0] and ui[1] are the first and the second
coordinates of the FP position, respectively. The number of parameters of Φ to estimate
is NZ(dP + 1)(dP + 2)/2. The chromatic variation of the parametric model is encoded in
the λ divisor of Φui in (3) which corresponds to the natural chromatic variations due to
diffraction.

The non-parametric model, Cλ
ui
, is defined with a simple, but successful, model in this

work. We use a matrix factorisation scheme where each FP position is a weighted sum
of learned WFE features. The weights are constructed as polynomials of the FP position
with a maximum degree dNP providing r coefficients. The model reads

Cλ
ui
=

1

λ
(Πui ×1 S)i2,i3 =

1

λ

r∑

i1=1

(Πui)i1Si1,i2,i3 , (5)

where Cλ
ui

∈ Rp×p, ×1 is the 1-mode product of a tensor with a vector [11], S ∈ Rr×p×p

is the tensor containing r wavefront feature images, and Πui ∈ R1×r contains the position
polynomials. For example, if we set dNP to 1 we obtain Πui = [1, ui[0], ui[1]]. For sim-
plicity, we only consider chromatic variations due to diffraction but the model allows to
include more complex models.

3 Numerical experiment

3.1 Data

We simulate a polychromatic PSF field using the proposed model seen in (3) with its
non-parametric part set to zero. The optical parameters are taken from Euclid’s visible
instrument characteristics [14]. We draw 200 uniformly distributed positions in the square
FoV, where 70% are used for training the model and the rest for testing it. Each star is
randomly assigned one of 13 stellar SED from the Pickles library [18] as done in [19, §5.3].
The maximum order of Zernike polynomial, NZ , is set to 45, the number of wavelength
bins, Nλ, to 20, the polynomial maximum degree, dP , to 2, and the dimensions p and N to
256 and 32, respectively. The instrument’s passband is considered as ideal in the range of
550 nm to 900 nm. We draw random values for the coefficients of the Zernike polynomials
with the constraint that of having a RMS value of 0.1 µm to limit the optical system’s
aberrations. This allows to have a randomly varying PSF field. Finally, we add a random
white Gaussian noise to each training star so that each one has a random SNR value
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in the range [10, 70]. We use an Euclid-like obscuration that is composed of a circular
centred obscuration with three supporting arms that can be seen in the study [20].

3.2 Experience

The PSF field modelling problem consists in estimating the simulated test stars having
as input the noisy training stars. The SED information of both is available. We train and
compare three models: i) Parametric model with NZ = 15 and dP = 2; ii) Parametric
model with NZ = 45 and dP = 2; iii) Semi-parametric model with NZ = 15, dP = 2,
and dNP = 3. The objective function used to train the model is the Mean Square Error
(MSE) between the observed stars and the PSF model reconstruction. All the models use
a gradient-based optimization method based on the Rectified Adam optimiser [16] with
a batch size of 16. Both parametric models use a learning rate of 10−2 and a number of
epochs of 30. For the semi-parametric model, we first train the parametric part using a
learning rate of 10−2 for 15 epochs with the non-parametric part set to zero. Then we
fix the parametric part and start to train the non-parametric part using a learning rate
of 1−1 during 100 epochs. The evaluation metric we use is the root mean square error
(RMSE) between the test stars and the model estimations. Let us point out that our
implementation follows the Tensorflow 2.1 framework [1] but it is used as an automatic
differentiation library to perform optimisation.

3.3 Results

Table 1 presents the quantitative results. We see that the parametric model with NZ = 15
is the worst performing, as expected, due to a misspecification of the parametric model
with respect to the underlying data model. The parametric model with NZ = 45 has a
perfect match with the data model, and we observe a 35% performance gain with respect
to the previous one. However, the interesting part is that the semi-parametric model with
a wrongly-specified parametric part is able to obtain the best performance. Thanks to
its non-parametric part the proposed model can recover the performance gap between
the two parametric models, and even go beyond by obtaining a gain of almost 65% with
respect to the parametric NZ = 45 model.

The estimation of the Zernike coefficients using in-focus stars is a difficult problem,
known to be ill-posed, and possibly presents multi-modalities. Even if we use all the
training stars in our data-set we are prone to get stuck at a local minimum due to the
non-convexity of the problem. The non-parametric part of the model acts as a regularizer
and helps to escape from local minima by providing an easier optimization landscape.
This behaviour has been observed in the optimization of overparametrized DNN and is
currently a subject of study [2]. The metrics are calculated on the test stars that are
not available for the training of the model, showing that the non-parametric part is not
over-fitting the training stars.
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Model RMSE Relative RMSE

Parametric NZ = 15 8.69× 10−4 (7.90× 10−4) 11.4% (9.9%)
Parametric NZ = 45 5.59× 10−4(4.95× 10−4) 7.3% (6.2%)
Semi-parametric NZ = 15, dNP = 3 2.03× 10−4 (1.71× 10−4) 2.6% (2.1%)

Table 1: Pixel RMSE results on the test dataset, in parenthesis for the train dataset, for
the different PSF models.

4 Discussion and conclusions

We have presented the building blocks that open the way to a brand-new family of PSF
models that aims to improve the two classical families, which are the parametric and the
non-parametric methods. The proposed semi-parametric approach allows us to recon-
struct the wavefront error and derive the chromatic point spread function at any position
in the field-of-view. One of the novelties of our approach is that it uses only in-focus
stars to characterise the wavefront error. This is in contrast with other wavefront-based
models [4, 12] that need out-of-focus stars, sometimes referred as donuts, to estimate its
parameters. Nonetheless, our model could also profit from these rich observations if they
are available.

The proposed PSF model provides a way to estimate the PSF field taking into account
the PSF chromaticity and field-of-view variations. The semi-parametric approach is able
to learn features that a parametric model cannot capture. The non-parametric part of
the model corrects for a mismatch between the parametric model and the underlying
observed data model. It also helps to regularize the challenging ill-posed inverse problem
of estimating the wavefront error from in-focus stars. We show on a realistic data-set
that it can even improve the results over a perfectly specified parametric model and that
the model is not over-fitting the testing data. Our model is based on an end-to-end
differentiable approach which allows for gradient-based optimization techniques which, in
practice, give good results with the semi-parametric approach. Its framework allows us to
easily incorporate known physical models, while the non-parametric part learns to correct
for its imperfections. In this way, we can continuously incorporate physical knowledge to
the model.

References

[1] M. Abadi, A. Agarwal, P. Barham, E. Brevdo, Z. Chen, C. Citro, G. S. Corrado,
A. Davis, J. Dean, M. Devin, S. Ghemawat, I. Goodfellow, A. Harp, G. Irving, M. Is-
ard, Y. Jia, R. Jozefowicz, L. Kaiser, M. Kudlur, J. Levenberg, D. Mané, R. Monga,
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Résumé. En bioinformatique, finance, traitement de la parole ou encore analyse du
climat il est récurrent de traiter des séries de données dont la moyenne est sujette à une ou
plusieurs ruptures. Ainsi, l’analyse de ces données implique souvent de résoudre le double
problème de la détection et de la localisation de ces ruptures. Récemment, Verzelen et
al. (2020) ont montré qu’il est possible de contrôler de manière optimale l’estimation de
ces ruptures au sens de la perte l1 et de Hausdorff. La procédure implique d’optimiser
un critère des moindres carrés pénalisés avec une nouvelle pénalité multi-échelle qui fa-
vorise les segmentations homogènes. Nous étendons les idées d’élagage fonctionnel à cette
pénalité afin de résoudre le critère précédent. Nous proposons une implémentation efficace
en C++ interfacée avec R de cet l’algorithme, baptisé Ψ-FPOP. Cette implémentation
permet de traiter des grands profils rapidement.

Mots-clés. segmentation, pénalité multi-échelle, inférence par maximum de vraisem-
blance, optimisation discrète, programmation dynamique, élagage fonctionnel

Abstract. In bioinformatics, finance, speech processing or climate analysis it is com-
mon to process data series whose mean is subject to one or more changes. Thus, the
analysis of these data often involves solving the dual problem of detecting and locating
these change-points. Recently, Verzelen et al. (2020) showed that it is possible to op-
timally control the estimation of these change-points in the sense of l1 and Hausdorff
loss. The procedure involves optimizing a least squares criterion penalized with a new
multiscale penalty that favours well spread change-points. In order to solve the previous
criterion, we extend the ideas of functional pruning to this penalty. We propose an ef-
ficient C++ implementation interfaced with R of this algorithm, named Ψ-FPOP. This
implementation allows to process large profiles quickly.

Keywords. change-point detection, multiscale penalty, maximum likelihood infer-
ence, discrete optimization, dynamic programming, functional pruning
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1 Définition du modèle statistique de détection de
ruptures multiples

On note Y = (y1, . . . , yn) une série de n observations ordonnées selon un attribut. On
suppose que ces observations sont des réalisations de variables indépendantes suivant une
loi normale de variance constante σ2. On assume que la moyenne de ces lois est affectée
par K ruptures, ce qui correspond à une segmentation du signal en K + 1 segments. On
note τj la localisation de la j ème rupture pour j = 1, . . . , K. Par convention on introduit
les indices factices τ0 = 0 et τK+1 = n. Le j ème segment est formé par les observations
yτj−1+1, . . . , yτj . La moyenne de ces observations notée µj est un paramètre spécifique au
j ème segment. Formellement on suppose donc le modèle suivant (Picard et al., 2007):

∀i | τj−1 + 1 ≤ i ≤ τj, Yi ∼ N (µj, σ
2) iid. (1)

Le modèle (1) dépend d’un vecteur de paramètres θ = (µ1, . . . , µK+1, σ2, τ1, . . . , τK). On
note L(y1, . . . , yn; θ) la fonction de log-vraisemblance dérivée de ce modèle,

L(y1, . . . , yn; θ) =
K+1∑

j=1

log(f(yτj−1+1, . . . , yτj ;µj, σ
2)) (2)

avec f(yτj−1+1, . . . , yτj ;µj, σ2) la distribution conjointe des observations indépendantes.
Sachant l’hypothèse sur la normalité et l’indépendance des données on obtient:

L(y1, . . . , yn; θ) = −n

2
log(2πσ2)− 1

2σ2

K+1∑

j=1

τj∑

i=τj−1+1

(yi − µj)
2. (3)

Pour K > 0, on définit MK
1:n l’ensemble de toutes les segmentations possibles de Y avec

exactement K ruptures ainsi que τ n = {τ1, . . . , τK} ∈
⋃

0<K<nMK
1:n, une segmenta-

tion particulière de Y . On dénombre donc
∑n−1

K=1 |MK
1:n| =

∑n−1
K=1

(
n−1
K

)
= 2n−1 façons

différentes de segmenter Y . La problématique statistique considérée ici est l’inférence
du nombre et de la position des ruptures à partir des données observées. Une méthode
classique est de sélectionner la segmentation τ ∗

n ∈ MK
1:n optimisant un critère de vraisem-

blance pénalisée.

2 Optimiser les pertes des moindres carrés avec une
pénalité multi-échelle

2.1 Définition du problème d’optimisation pénalisée

Verzelen et al. ont récemment proposé une procédure contrôlant de manière optimale
l’estimation des ruptures au sens de la perte l1 et de Hausdorff (cf. équations 31 &
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32 Verzelen et al., 2020). Cette procédure repose sur l’optimisation d’un critère des
moindres carrés pénalisés avec une pénalité multi-échelle. Intuitivement, la pénalité multi-
échelle proposée pénalise plus fortement les petits segments et favorise les segmentations
homogènes des données. Nous pouvons ré-écrire le critère à optimiser de la manière
suivante:

τ ∗
n = argmin

τ n∈
⋃

0<K<n MK
1:n





K+1∑

j=1

min
µ





τj∑

i=τj−1+1

(yi − µ)2 −β log(τj − τj−1)︸ ︷︷ ︸
pénalité dépendante de la
longueur du jème segment




+ α|τ n|




(4)

où α est de la forme γ + β log(n). γ et β sont deux constantes à calibrer.

2.2 Fonctionnalisation du problème d’optimisation pénalisée

Comme le suggère (4), le coût d’une segmentation peut-être décomposé comme la somme
du coût de ses segments. On peut donc résoudre (4) à l’aide de l’algorithme de program-
mation dynamique de Bellman (1961) avec au maximum O(n2) opérations. Si le nombre
de ruptures est linéaire en le nombre de données on peut aussi utiliser l’algorithme PELT
(Killick et al., 2012) qui, dans ce scénario, a une complexité typiquement linéaire. Cepen-
dant, si le nombre de rupture est petit, PELT à une complexité quadratique. Dans la
suite de cette section, nous étendons les idées d’élagage fonctionnel de l’algorithme FPOP
(Maidstone et al., 2017) et pDPA (Rigaill, 2015) à cette pénalité. Nous baptisons cette
algorithme Ψ-Fpop. Ψ-Fpop a un temps de calcul sous-quadratique même pour un petit
nombre de ruptures.

Comme dans l’article de Maidstone et al. (2017), on introduit une fonction f̃t,s(µ) qui
est définie comme le coût de la meilleure segmentation des données, noté F , jusqu’au
point t conditionnellement à la dernière rupture s et la moyenne du dernier segment µ.
Ainsi,

f̃t,s(µ) = Fs +
t∑

i=s+1

(yi − µ)2 + α

︸ ︷︷ ︸
coût fonctionnel comme dans FPOP

−β log (t− s) (5)

avec f̃t,t(µ) = Ft+α et F0 = −α. Durant la procédure, comme pour FPOP, cette fonction
de coût est conservée et mise à jour avec la formule suivante:

f̃t,s(µ) = f̃t−1,s(µ) + (yt − µ)2 + β log (t− 1− s)− β log (t− s) . (6)

De manière analogue à FPOP, À chaque étape t, l’algorithme Ψ-FPOP considère le min-
imum des f̃t,s(µ), noté F̃t(µ), une fonction quadratique par morceaux:

F̃t(µ) = min
s≤t

{
f̃t,s(µ)

}
. (7)
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Parmi toutes les ruptures candidates, il existe un sous-ensemble de ces ruptures qui
participe à ce minimum. Notez que Ft, la solution du problème (4), s’obtient en min-
imisant (7) sur µ. Maidstone et al. (2017) ont démontré que F̃t(µ) peut être mise à jour
itérativement. Dans FPOP la règle de mise à jour de jour F̃t(µ) suggère qu’il suffit de
comparer l’ensemble des fonctions de coût des ruptures candidates participant à F̃t−1(µ)
avec la fonction de coût de la rupture candidate dernièrement introduite, à savoir: Ft+α.
Ainsi, elle justifie qu’à l’étape t toutes les ruptures candidates s dont la fonction de coût
f̃t,s(µ) ne participe pas à F̃t(µ) peuvent être élaguées. Plus formellement, pour chaque

rupture candidate s on définit Z∗
t,s l’ensemble des µ sur lesquels f̃t,s(µ) est égale à F̃t(µ).

Sachant la règle de mise à jour de F̃t(µ), on obtient:

Z∗
t,s ⊃ Z∗

t+1,s. Et Z∗
t,s = ∅ =⇒ Z∗

t+1,s = ∅ . (8)

La règle (8) n’est plus vraie pour Ψ-FPOP car f̃t,s(µ) − f̃t,s′(µ) dépend de t. Cela im-
plique de ré-évaluer les comparaisons entre les ruptures candidates s et s′ à divers t. En
particulier, on ne peut pas garantir que si Z∗

t,s = ∅ alors Z∗
t+1,s = ∅ .

2.3 Mise à jour de la zone de vie des ruptures candidates (Zt,s)

Plutôt que d’évaluer la zone de vie exacte Z∗
t,s des ruptures candidates, nous cherchons à

mettre à jour une zone de vie Zt,s incluant Z∗
t,s et validant (8). Pour cela, les règles de

mise à jour de Zt,s vers Zt+1,s doivent garantir que,

Zt+1,s ⊃ Z∗
t+1,s . (9)

Nous définissons l’intervalle It,s,s′ tel que s < s
′
,

It,s,s′ = {µ | f̃t,s(µ) ≤ f̃t,s′ (µ)}. (10)

La comparaison de f̃t,s(µ) avec f̃t,s′ (µ) donne:

f̃t,s(µ)− f̃t,s′ (µ) = Fs − Fs′ +
s′∑

i=s+1

(yi − µ)2

︸ ︷︷ ︸
forme quadratique constante

+β(log(t− s
′
)− log(t− s)︸ ︷︷ ︸

h, une fonction qui varie
avec t, s et s’

). (11)

Le calcul des racines de (11) permet de déterminer It,s,s′ . h est une fonction monotone
croissante sur t et limt→∞ h(t, s, s′) = 0. Comme h est croissante sur t,

It+1,s,s′ ⊂ It,s,s′ . (12)

On définit alors I∞,s,s′ qui correspond à It,s,s′ lorsque t → ∞. Le calcul des racines de

Fs − Fs′ +
s′∑

i=s+1

(yi − µ)2 permet de déterminer I∞,s,s′ .
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Nous proposons la règle de mise à jour:

Zt+1,s = Zt,s ∩

comparaisons avec le futur︷ ︸︸ ︷
(
⋂

s′

It+1,s,s′) \

comparaisons avec le passé︷ ︸︸ ︷
(
⋃

s′′

I∞,s′′,s) . (13)

Nous pouvons montrer que la règle (13) valide (9) et permet d’élaguer. Intuitivement,
si Zt,s est vide alors on peut élaguer s car pour tout k ≥ 0 la zone de vie exacte Z∗

t+k,s est
inclue dans Zt,s et par conséquent est vide.

2.4 Comparaison des ruptures candidates et simplification de la
règle de mise à jour

La Règle (13) suggère que pour chaque rupture candidate s, il faut la comparer à des rup-
tures candidates futures s′ et des ruptures candidates passées s′′. Pour les ruptures can-
didates passées il faut considérer t qui tend vers l’infini (I∞,s′′ ,s). Dans ce cas, l’ensemble
des comparaisons peuvent être effectuées une fois pour toute quand la rupture candi-
date est introduite. Pour les ruptures candidates futures il faut régulièrement comparer
s à des s′. Effectuer toutes les comparaisons entre s et s′ à chaque étape est coûteux:
O(nombre de ruptures candidates2). Idéalement, pour chaque s, on aimerait effectuer le
minimum de comparaisons qui entrâıneraient son élagage. Une stratégie näıve (mais sou-
vent efficace) consiste à échantilloner un petit nombre de s′ à chaque étape. Notez que
l’échantillonnage des s′ ne change pas l’exactitude de l’algorithme.

Une implémentation de Ψ-FPOP en C++ interfacée avec R est disponible à l’adresse
https://github.com/aLiehrmann/FpopPSD.

3 Simulations

Dans le reste de l’exposé nous présenterons des simulations portant sur le calibrage de la
constante γ (cf. section 2.1), la comparaison des stratégies d’échantillonnage des ruptures
candidates futures (cf. section 2.4), la comparaison des temps d’execution de Ψ-FPOP
& FPOP & PELT (cf. figure 1), ainsi que la comparaison de FPOP & Ψ-FPOP sur des
données réalistes de variation du nombre de copies d’ADN (CNV).
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Résumé. Ce travail s’intéresse à l’étude d’une méthode PLS (« Partial Least Squares »
pour « Moindres Carrés Partiels ») parcimonieuse. Alors que les autres méthodologies de
cette sorte travaillaient sur un modèle PLS déjà construit ou en construction, notre so-
lution s’attaque à offrir une bonne estimation des matrices de covariance successives, qui
sont au cœur de l’estimation du modèle PLS. Grâce à une régularisation par seuillage
doux, le modèle PLS résultant est naturellement parcimonieux en covariables et en va-
riables réponses. Cette méthodologie nécessite l’emploi d’une méthode de validation ro-
buste fondée sur le bootstrap. De plus, de nouveaux critères de validation, sur la base
du R2 et du Q2 ont été introduit afin de construire un modèle PLS moins sensible au
sur-apprentissage, particulièrement néfaste si le nombre de covariables est important et le
nombre d’observations est faible.

Mots-clés. PLS, parcimonie, sur-apprentissage, R2, Q2, grande dimension, n<<p

Abstract. This work focuses on the study of a sparse PLS (« Partial Least Squares »)
method. While other methodologies of this kind worked on a PLS model already built or
under construction, our solution tackles the heart of the estimation problem by focusing
on providing a good estimation of the successive covariance matrices, which are at the
heart of the PLS model estimation. Thanks to a soft thresholding regularization, the
resulting PLS model is naturally parsimonious in covariates and response variables. This
methodology requires the use of a robust validation method to which the bootstrap is
suitable. In addition, new validation criteria based on R2 and Q2 have been introduced
in order to build a PLS model less sensitive to over-fitting, which is particularly harmful
if the number of covariates is large and the number of observations is low.

Keywords. PLS, sparsity, over-fitting, R2, Q2, high-dimensional data, n<<p

1 Introduction
La quantité de descripteurs, notée p, captant le comportement d’un nombre réduit

d’observations, noté n, s’est enrichie très récemment et avec elle les méthodes permettant
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de les analyser. On pense aux données de séquençage en génétique par exemple, où p peut
valoir plusieurs dizaines de milliers pour peu, voire très peu, d’observations : n de l’ordre
de quelques dizaines parfois. Ces données sont associées à des questions de recherche refor-
mulées en critères d’optimisation que l’analyste doit résoudre. Les cas n << p conduisent
à des solutions non uniques qui se révèlent bien souvent instables, victimes de ce que
l’on appelle le sur-apprentissage. Ces instabilités sont partiellement décelables en ayant
recours à des méthodologies de ré-échantillonage telles que la validation croisée (CV pour
cross-validation) ou le bootstrap, au centre de notre travail actuel. L’objectif des mé-
thodes de régularisation est de trouver un équilibre entre cette stabilité des résultats et
l’adéquation aux données, autrement dit la précision avec laquelle on respecte le problème
d’optimisation ou encore, d’un point de vue plus pratique, la pertinence de la réponse à
la question de recherche.
On suppose que x et y sont des variables aléatoires de dimensions p et q, X et Y sont des
matrices aléatoires de dimension n×p et n×q où, pour chaque ligne i∈ [[1, n]], xi ∼ x et
yi ∼ y et les xi, respectivement les yi, sont indépendants les uns des autres. Les objets
représentés par la lettre « y » doivent être prédits (réponse) par ceux représentés par la
lettre « x » (prédicteurs). On note Dn le jeu de données basé sur ces n observations.
De nombreuses méthodes de régularisation ont émergé depuis une cinquantaine d’années
et nous nous intéressons ici à la méthode des Moindres Carrés Partiels (PLS dans la
suite pour « Partial Least Squares » en anglais) décrite initialement par Wold [3]. La PLS
est une méthode de régression multi-linéaire capable d’estimer des matrices de régres-
sion même dans le cas n < p, où X′X est non inversible. Le principe de cet algorithme
est d’estimer itérativement, ici pour l’itération r, les premiers vecteurs singuliers droit et
gauche, ur et vr, des matrices de covariance empiriques M(r) = Y(r)′X(r)/(n− 1) où Y(r)

et X(r) sont les matrices résiduelles des étapes précédentes Y(r−1) et X(r−1) sur le score
tr−1 = X(r−1)ur−1.
La suppression de variables inutiles, car non associées à la variable réponse, d’un modèle
de prédiction induit une stabilisation du dit modèle en améliorant le rapport signal sur
bruit. Assez naturellement, la problématique de suppression de ces variables inutiles est
devenue un pan entier de recherche en mathématiques appliquées. On parle de modèles
parcimonieux, « sparse » en anglais. Ce genre de méthodologie a été appliquée à l’analyse
PLS au travers de nombreux travaux et [2] en décrit 16 versions au travers de 3 grandes
classes nommées par les auteurs « filter », « wrapper » et « embedded » soit en français,
respectivement, « filtrage », « enveloppement » et « encastrement » par exemple. Dans
la première classe, un modèle PLS est filtré pour sélectionner les variables d’importance,
bien souvent à partir d’un seuil unique. Les méthodes d’enveloppement reprennent une
méthodologie de filtration pour réajuster un modèle PLS, ce qui est répété un certain
nombre de fois. La troisième classe est occupée par des méthodes où la sélection de va-
riables est réalisée en même temps que l’estimation des paramètres du modèle.
Nous proposons ici une autre vision de la sélection de variables en PLS qui recherche la
stabilisation des matrices de covariance empiriques M(r) en amont de chaque décomposi-
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tion spectrale. La stabilisation est réalisée grâce à l’opérateur de seuillage doux appliqué
directement à ces matrices et dont le fonctionnement pratique est expliqué plus loin.
Cette méthodologie fait donc partie d’une quatrième classe de méthodes, en reprenant
la classification de [2], qui tente de résoudre la sélection de variables avant l’estimation
des paramètres. Elle travaille ainsi au plus près des données sans pour autant réaliser une
sélection marginale univariée des prédicteurs. Cette proximité lui a valu la dénomination
de « data driven » pour « motivée par les données » soit au total : « data driven sparse
PLS » et dans la suite ddsPLS.
Afin que quantifier la qualité des modèle construits, nous nous sommes inspirés des no-
tions de R2 et de Q2, coefficients très utilisés en analyse PLS et en régression de façon
générale, pour construire une statistique, notée γ dans la suite, et des estimateurs asso-
ciés. La sensibilité au phénomène de sur-apprentissage de ces estimateurs nous permet de
sélectionner, parmi une famille de modèles ddsPLS concurrents, le modèle optimal. Ces
estimateurs emploient des procédés de ré-échantillonnage bootstrap.

Dans la suite nous commencerons par décrire le modèle statistique des variables la-
tentes puis le modèle ddsPLS. Ensuite nous détaillerons la statistique introduite ci-dessus
et ses estimateurs. Une dernière section permet d’apprécier cette méthodologie sur un jeu
de données simulées simple.

2 Modèle statistique à variables latentes
En plus de ce qui a été décrit en introduction sur les objets x et y et leurs équivalents

populationnels, nous ajoutons que les composantes de x et y sont de variance unitaire.
De plus, les méthodes telles que la PLS ou l’ACP sont souvent associés à des modèles à
variables latentes R-dimensionnelles, notées φ dans cet énoncé et qui vérifient Eφ = 0R,
var(φ) = IR et






x = A′φ+ ε où A = [a1, · · · , aR]′ ∈ MR×p(R) avec ||ar|| %= 0,
y = D′φ+ ξ où D = [d1, · · · ,dR]′ ∈ MR×q(R) avec ||dr|| %= 0,
avec ψ = (φ′, ε′, ξ′)′ et var(ψ) diagonale.

(1)

Ce système conduit naturellement à considérer le modèle de régression

y = B′x + e, (2)

où B ∈ Rp×q est une matrice non stochasique, e ∈ Rq est une erreur résiduelle et e et x
sont indépendants. Il vient que la matrice B satisfait

(AB)′ φ = D′φ =⇒
E · φ′

AB = D (3)

qui n’admet pas de solution unique dans le cas général.
On peut aussi remarquer que le Système (1) n’est pas identifiable, en effet pour une
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matrice R ∈ GLR(R) quelconque et en notant t = R′φ, P = R−1A et C = R−1D, le
Système (1) conduit au système de variable latentes plus général, et principalement utilisé
dans la communauté 





x = P′t+ ε
y = C′t+ ξ
avec var(t′, ε′, ξ′)′ diagonale

, (4)

où t est le vecteur de scores et P et C sont appelés poids. Puisque ces poids ne sont
pas identifiables, la méthode PLS cherche à construire le sous-espace engendré par φ au
travers d’une matrice R inconnue.

3 Une PLS parcimonieuse, ddsPLS
La méthode PLS a été décrite par de nombreux algorithmes, nous considérons ici

l’algorithme Nipals. C’est un algorithme itératif avec R itérations.
La solution que nous proposons ici utilise une famille de R coefficients λ(r) pour seuiller les
matrices de covariances empiriques successives après déflations. De plus, cet algorithme
construit un estimateur B̂ sparse à la fois en « x » et en « y ».

ddsPLS
B̂ = U (P′U)−1 C
X(1) = X
Y(1) = Y





, ∀r ∈ [[1, R]]






(a)

{
ur =

−−→
RSV

(
Sλ(r)

(
M(r)

))
,

vr =
−−→
RSV

(
Sλ(r)

(
M(r)′

))
,

(b) tr = X(r)ur,
(c) pr = X(r)′tr/t′rtr,

(d)

{
Πr = diag({δ $=0(vr)j}j∈[[1,q]]),
cr = arg min

V

∣∣∣∣Y(r)Πr − trV′
∣∣∣∣2 ,

(e) X(r+1) = X(r) − trp′
r, Y(r+1) = Y(r) − trc′r,

(5)
−−→
RSV (pour Right-Singular-Vector) renvoie le 1er vecteur singulier droit de son argument.
L’opérateur de seuillage doux « Sλ (·) » retire à chaque élément de son argument matriciel
une valeur λ ≥ 0 et retourne 0 si le coefficient initial est inférieur (en valeur absolue) à λ.
Ici (a) fixe les poids, (b) fixe les scores, (c) estime la matrice de régression de X(r) sur tr
et (d) de Y(r) sur tr et (e) réalise la déflation de chacune des matrices.
Si λ(r) = 0 alors on retrouve l’algorithme Nipals classique.

4 Une statistique et des estimateurs bootstrap
Le coefficient R2, également appelée variance expliquée ou coefficient de détermination,

décrit la qualité de l’ajustement d’un modèle prédictif. Il est défini par

R2 = 1−
∑q

j=1

∑n
i=1 (yi,j − ŷi,j)

2

∑q
j=1

∑n
i=1 (yi,j − ȳj)

2 , (6)
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où ȳj est la moyenne empirique de yj (composante j de y) et ŷi,j est l’estimation de yi,j par
le modèle courant. On appelle « Somme des Carrés Résiduels » (RSS pour « Residual Sum
of Squares ») le numérateur dans l’expression précédente et « Somme des Carrés Totaux »
(TSS pour « Total Sum of Squares ») le dénominateur si bien que R2 = 1 − RSS/TSS.
Cette métrique rapporte donc l’inertie des erreurs en entraînement à l’inertie totale du
jeu d’entraînement. Plus ce R2 est grand et plus le modèle est proche de la structure du
jeu de données d’entraînement et vaut 1 lorsque l’erreur est nulle.
Introduisons la statistique suivante

γ = 1−
∑q

j=1 var(yj − ŷ(p)j )
∑q

j=1 var(yj)
, (7)

avec ŷ(p)j l’estimateur de yj via le modèle p. On peut remarquer que l’expression du R2,
détaillée précédemment, est une estimation de γ pour le modèle pn (construit sur Dn) les
erreurs étant estimées aussi sur Dn. Il est ainsi possible d’interpréter la valeur γ = 0, qui
correspond à un modèle prédictif de qualité équivalente à la prédiction à la moyenne. Si
γ > 0, alors le modèle se trompe généralement moins que la moyenne, et sinon il se trompe
plus. Il vient que si γ > 0, alors le modèle courant peut être conservé. Cet estimateur
est sensible au sur-apprentissage notamment car les erreurs sont estimées sur le jeu de
données qui a servi à construire le modèle. Afin de s’en affranchir, du moins partiellement,
le Q2 a été introduit, il se définit comme

Q2 = 1−

∑q
j=1

∑F
f=1

∑
i/∈cvf

(
yi,j − ŷ

(pf )
i,j

)2

TSS
,

(8)

où F est le nombre de sous-échantillons (« fold » en anglais) obtenus par validation croisée
et cvf la liste des indices ne faisant pas partie du fold f . De même, ŷ(pf )

i,j est l’estimation
de yi,j via le modèle pf .

Notre méthodologie nécessitant un lissage prononcé des courbes de validation, nous
nous sommes intéressés à des estimateurs bootstrap. En effet, nous pouvons construire
des estimateurs de γ en utilisant des échantillons bootstraps et une formulation plus riche
du R2 et du Q2 : R̄2

B = 1
B

∑B
b=1 R

2
b et Q̄2

B = 1
B

∑B
b=1 Q

2
b comme moyennes empiriques des

B estimateurs suivants

R2
b = 1−

∑q
j=1

∑
i∈IN(b)

(
yi,j − ŷ(pb)

i,j

)2

∑q
j=1

∑
i∈IN(b)

(
yi,j − ȳ(b)j

)2 , Q2
b = 1−

∑q
j=1

∑
i∈OOB(b)

(
yi,j − ŷ(pb)

i,j

)2

∑q
j=1

∑
i∈OOB(b)

(
yi,j − ȳ(b)j

)2 ,

(9)
où IN(b) et OOB(b) sont les indices des observations In-Bag (« dans le sac », IB) et Out-
Of-Bag (« en dehors du sac », OOB). ŷ(pb)

i,j est l’estimation de yi,j par le modèle pb et ȳ(b)j

est la moyenne empirique de yj calculée sur l’échantillon bootstrap b.
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En analyse PLS, il est courant de conserver le modèle qui minimise l’écart entre le R2 et
le Q2, voir [1]. En effet, les deux descripteurs sont en réalité sujets au sur-apprentissage et
le maximum de Q2 conduit bien souvent à des modèles non optimaux. Nous utilisons alors
la métrique « R̄2

B−Q̄2
B » pour sélectionner le modèle optimal avec la condition « Q̄2

B > 0 »
pour pouvoir conserver le modèle.

5 Exemple sur un jeu de données simple
Considérons la structure de données suivante

A =
√
1− σ2

(
1′
50 0′

950

)
, D =

√
1− σ2

(
1
)
, (10)

avec 1− σ2 = 0.9025 où σ est tel que

ψ = (φ, ε1...50/σ, ε51...1000, ξ/σ) ∼ N (0, I1+1000+1) .

Dans cette structure, les 50 premiers coefficients de la matrice de régression (qui est ici un
vecteur) devraient être égaux et différents de 0 alors que les 950 derniers devraient être
égaux à 0. Afin d’illustrer le comportement des estimateurs R̄2

B et Q̄2
B de γ, on simule

trois jeux de données pour trois tailles d’échantillons (n = 50, 100, 200) que l’on soumet
au bootstrap pour le modèle ddsPLS. On trace alors les courbes associées pour des valeurs
de λ comprises entre 0 et 1, voir la première ligne de la Figure 1. La première figure de
la seconde ligne représente le nombre de variables sélectionnées pour chaque modèle et
la seconde les boxplots des 50 premiers coefficients de régression, les autres étant égaux
à 0. Ces modèles sont construits sur une composante, par convergence de l’algorithme
ddsPLS.
On observe que les R̄2

B sont généralement importants là où les Q̄2
B sont généralement

faibles, ceci pour des zones de faibles régularisations (λ faibles et beaucoup de variables
sélectionnées) ou inversement pour des zones de fortes régularisations (λ important et
trop peu de variables sélectionnées). Ainsi les Q̄2

B, dans les trois expériences, montrent
des zones raisonnables pour λ entre 0.3 et 0.8, au travers d’un plateau qui correspond
à exactement 50 variables sélectionnées. Pourtant le choix précis de λ sur ce genre de
plateau est complexe. En effet, quel que soit n, le maximum en Q̄2

B (représenté par le
symbole « ! ») correspond à une zone de sur-apprentissage puisque le R̄2

B commence à
augmenter et que le nombre de variables sélectionnées est supérieur à 50 (visible ici pour
n = 100). Les points sélectionnées, qui correspondent aux minima en « R̄2

B − Q̄2
B », se

positionnent plutôt en milieu de plateau et permettent d’éviter ainsi le sur-apprentissage.

6 Conclusion
La méthode présentée dans ce travail propose une solution afin de gérer les effets

délétères de la grande dimension par régularisation parcimonieuse. Lorsque y est multi-
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Figure 1 – Résultats de simulations pour différents n. Dans le dernier graphique on ne
fait pas apparaître les 950 derniers coefficients qui sont égaux à 0 quel que soit n.

dimensionnel, cette méthodologie montre des résultats très encourageants (non exposés
ici). De nouveaux critères statistiques ont été explorés, basés sur des critères existants et
reconnus, utilisant avantageusement les effets de sur-apprentissage intrinsèquement asso-
ciés aux descripteurs R2 et Q2. Là où la Statistique suit la métrique du R2, l’Apprentissage
suit le Q2 et notre méthodologie se nourrit de la différence de ces deux critères.
Des simulations ont permis de comparer cette méthodologie à d’autres déjà établies et
reconnues. Leurs discussions feront l’objet de futurs travaux.
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Résumé. Dans [7] sont présentées des méthodes et stratégies pour détecter et estimer
les localisations des ruptures dans la moyenne d’une grande classe de modèle autoregressifs
conditionnellement non-linéaire. Nous faisons des simulations pour illustrer ces méthodes
et les appliquer à la détection des ruptures dans des données du Covid-19.
Mots-clés. Séries chronologiques, Ruptures, Données du Covid-19 en France.

Abstract. In [7] is presented some methods and strategies for detectiong and estima-
ting the locations of weak changes in the mean of classe of a Conditional Heteroscedastic
AutoRegressif Non-linear model (CHARN) models. We present the results of some simu-
lations for illustrating these methods which are apply to detecting changes in Covid-19
data.
Keywords. Time series, Breaks, Covid-19 data in France.

1 Introduction

Dans le présent travail on s’intéresse à l’étude des petites ruptures dans la moyenne des
modèles CHARN. En santé, celles-ci peuvent être des signaux annonciateurs de maladies.
En finance, elles peuvent annoncer une crise financières. En climatologie, elles peuvent
signaler une tempête, une sécheresse, une inondation ou encore une canicule.
Des nouvelles méthodes sont proposées dans [7] pour détecter ce type de ruptures, ainsi
que des stratégies pour estimer leurs localisations. Nous les appliquons à la détection des
ruptures dans la moyenne des données sur le nombre de décès quotidiens du Covid-19 en
France lors de la première vague. Au préalable, quelques résultats de simulation sur des
données issues d’un modèle CHARN sont présentées.

2 Les méthodes

Les méthodes étudiées dans [7] reposent essentiellement sur la puissance théorique d’un
test du rapport de vraisemblance pour discriminer entre modèles conditionnellement
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hétéroscédastique non-linéaires CHARN). Plus précisément, soit une série d’observations
X1, X2, . . . , Xn générée par le modèle CHARN(p) suivant

Xt = T (Zt−1) + γ"ω(t) + V (Zt−1)εt, t ∈ Z, (1)

où γ = (γ1, . . . , γk, γk+1)" ∈ Rk+1 et pour t1, . . . , tk, 1 < t1 < . . . < tk < n,
ω(t) = (1[1,t1[(t),1[t1,t2[(t), . . . ,1[tk,n[(t))

" ∈ {0, 1}k+1, (Xt)t∈Z est un processus station-
naire par morceaux et ergodique, (εt)t∈Z est un bruit blanc centré réduit de densité f ,
pour tout t ∈ Z, Zt = (Xt, . . . , Xt−p+1)", p ∈ N, et T et V sont des fonctions réelles
telles que infx∈Rp V (x) > 0. Parmi les travaux qui ont étudié cette classe de modèles nous
pouvons citer par exemple [1], [2], [3] et [6].
Dans [7] un test du rapport de vraisemblance est construit pour tester

H0 : γ = γ0 contre H(n)
β : γ = γ0 +

β√
n
= γn, n > 1,

pour γ0 ∈ Rk+1 et β ∈ Rk+1. Ces deux hypothèses se rapprochent lorsque la taille de
l’échantillon grandit. On montre qu’elles sont contiguës au sens de Le Cam (voir [4]).
Cette propriété permet l’étude de la puissance du test construit, et l’obtention d’une ex-
pression explicite de sa puissance. En effet, si ψ0 = (ρ"0 , θ

"
0 )

" ∈ Θ×Θ̃ ⊂ Rl×Rq est le vrai
paramètre de nuisance du modèle (1), sous certaines hypothèses techniques, on montre
que pour toute valeur de β, le test du rapport de vraisemblance construit est asymptoti-
quement optimal, de puissance asymptotique locale Pk,tk = 1 − Φ (uα −((γ0, β)) , où Φ
est la fonction de répartition de la loi normale centrée réduite, uα le quantile d’ordre 1−α,
α ∈ (0, 1) et ω est une fonction à valeurs réelles dont nous ne rappelons pas l’expression
qui se trouve dans [7].
La première étape des méthodes décrites dans [7] consiste à déterminer, à partir du chro-
nogramme, les m premières données X1, X2, . . . , Xm qui sont à peu près stationnaires, le
nombre maximum K de ruptures potentielles et la distance minimale h << n entre elles.
Notons P0,t0 = α, et considérons τ ∈ (0, 1). Pour détecter la présence de rupture, prendre
k = 1 et appliquer le test à tous les t1 tels que m ≤ t1 ≤ n− h.

1. Si |P̂1,t1 − P0,t0 | ≤ τ pour tous ces t1, alors aucune rupture n’est détectée dans la
série.

2. Si |P̂1,t1 − P0,t0 | > τ pour un t1, alors, il existe au moins une rupture dans la série.

Pour estimer les localisations des ruptures, pour k = 1, . . . , K, on suppose que m < τ 01 <
. . . < τ 0k < n − h, τ 0j − τ 0j−1 ≥ h, j = 2, . . . , k, sont de potentielles localisations des rup-
tures obtenues du chronogramme. Soit Cj un ensemble arbitraire d’indices autour des τ 0j ,
j = 1, . . . , k. On considère Sk = C1×C2× . . . Ck. Pour tout k-uplet τ k = (τ1, . . . , τk) ∈ Sk,
on applique le problème de test ci-dessus avec tj = τj, j = 0, . . . , k+1 et on calcule Pk,tk .

• À l’étape k + 1 :
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1. Si |P̂k+1,tk+1 − Pk,tk | ≤ τ et |P̂k,tk − Pk−1,tk−1 | > τ , alors nous estimons le couple

(k̂, t̂k) du nombre des ruptures et du vecteur des localisations par

(k̂, t̂k) = arg max
tk∈Sk

P̂k,tk .

2. Si |P̂k+1,tk+1 − Pk,tk | > τ , nous répétons l’étape 1 en remplaçant k par k + 1.

3 Ruptures et estimation des localisations

Dans ce paragraphe, nous utilisons le logiciel R pour étudier les performances des résultats
théoriques obtenus dans [7]. Nous appliquons ces résultats au modèle (1) pour p = 1, Zt =
Xt−1, T (Zt−1) = ρ1+ρ2Xt−1e

ρ3X2
t−1 , γ = γ0+β/

√
n et V (Zt−1) = (θ1+θ2X2

t−1e
−θ3X2

t−1)1/2,
où les ρj, θj et γ0 sont des paramètres prenant certaines valeurs à préciser, n est la taille
de l’échantillon, (εt)t est un bruit blanc standard de densité f , et β est un réel arbitraire.
Le niveau nominal considéré est α = 0.05 et le nombre de réplications est N = 5000.

3.1 Simulations

Plusieurs situations sont considérées pour évaluer la performance de notre méthode.
Nous commençons par le cas d’une série d’observations stationnaires. C’est-à-dire une
série sans ruptures. Nous considérons ensuite le cas d’une série comportant une rupture.

3.1.1 Aucun point de rupture dans les données

Nous calculons d’abord la puissance locale asymptotique dans le cas où le modèle ne
présente aucune rupture, c’est-à-dire dans le cas où k = 0. Nous considérons le modèle ci-
dessus lorsque n = 200, γ0 = 0 et f la densité gaussienne standard. Puis, nous représentons
graphiquement la puissance dans le cas où ρ1 = ρ2 = 0, θ1 = 1 et θ2 = 0 et dans le cas où
ρ1 = 0.5, ρ2 = 0, θ1 = 1, θ2 = 0. Les deux courbes sont construites sur la Figures 1.
On observe que la puissance du test ne dépasse pas 0.053 pour α = 0.05. Donc on accepte
l’hypothèse nulle d’absence de rupture, ce qui est bien le cas ici.

3.1.2 Un seul point de rupture

Nous prenons le cas où ρ1 = ρ2 = 0, θ1 = 1 et θ2 = 0 et le cas où ρ1 = 0.5, ρ2 = 0,
θ1 = 1, θ2 = 0. Pour chaque cas considéré, nous traçons les courbes de la puissance du
test en faisant varier les instants de rupture (voir les Figures 2 (a) et 2 (b)). Par exemple
pour le premier échantillon considéré, nous prenons t1 = 30 c’est-à-dire n1(n) = 30 et
n2(n) = 170 et nous traçons la puissance du test pour β = (0;−0.5) et pour β = (0; 0.8).
Ensuite, nous prenons t1 = 60, c’est-à-dire n1(n) = 60 et n2(n) = 140 et nous traçons la
courbe de la puissance pour β = (0; 0.4) et pour β = (0;−0.4) ainsi de suite. On constate
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(a) n = 200, γ0 = 0, ρ1 = ρ2 = 0, θ1 =
1, θ2 = 0

(b) n = 200, γ0 = 0, ρ1 = 0.5, ρ2 = 0, θ1 =
1, θ2 = 0

Figure 1 – Pas de rupture

(a) n = 200, ρ1 = ρ2 = 0, θ1 = 1 et θ2 = 0 (b) n = 200, ρ1 = 0.5, ρ2 = 0, θ1 = 1, θ2 = 0

Figure 2 – Une rupture

que la puissance du test est maximale à l’instant de rupture. Donc notre test détecte bien
les instants de rupture qui sont les temps donnant la plus grande puissance.

3.2 Application aux données réelles

Nous cherchons dans cette partie les points de rupture dans la série sur le décès quotidiens
de COVID-19 en France dans la période du 27/02/2020 au 10/07/2020. La Figure 3 (a)
correspond au chronogramme des données brutes. Nous voulons savoir si les potentiels
points de rupture dans cette série, tracés en vert dans la figure, représentent réellement
des points de rupture. Ces points sont t1 = 31, t2 = 38, t3 = 55, t4 = 86 et t5 = 116 cor-
respondants respectivement aux dates suivantes : 28/03/2020, 04/04/2020, 21/04/2020,
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22/05/2020 et 21/06/2020. Nous commençons tout d’abord par modéliser la série que
nous étudions.
D’après le graphique, celle-ci présente une tendance et ne semble pas présenter de sai-
sonnalité. Les résultats de [7] ne peuvent pas s’appliquer directement à ces séries. Nous
considérons alors la série corrigée de la tendance par la méthode des moyennes mobiles
d’ordre 5. Cette série est représentée dans la Figure 3. (b). Sur chaque intervalle [ti−1, ti)
la série résiduelle semble stationnaire. Nous ajustons à cette série un modèle de la forme

Xt = µ+ (βi/
√
n) + σiεt,

où pour tout i ∈ {1, . . . , 6}, µ + (βi/
√
n) et σi sont respectivement la moyenne et la

variance de Xt sur l’intervalle [ti−1, ti), β1 = 0 et pour tout i = 2, . . . , 6, βi ∈ R, εt est un
bruit blanc gaussien centré réduit, t0 = 1, t6 = n et 1 et n sont respectivement 27/02/2020
et 10/07/2020. Cela correspond à notre problème de test pour T (x) = µ, V (x) = σi sur
chaque intervalle [ti−1, ti), γ0 = (µ, µ, . . . , µ)", γn = (µ, µ+(β2/

√
n), µ+(β3/

√
n), . . . , µ+

(β6/
√
n))" et β = (0, β2, β3, . . . , β6)". Nous calculons la puissance du test autour des

ti et nous prenons les dates donnant la plus grande puissance. Nous obtenons ainsi les
dates : t̂1 = 35, t̂2 = 40, t̂3 = 56, t̂4 = 88 et t̂5 = 1117, à compter à partir du 27/02/2020.
Ces dates correspondent respectivement aux dates 02/03/2020, 06/04/2020, 22/04/2020,
21/05/2020 et 25/06/2020, différentes mais assez proches des dates potentielles de rup-
ture. Elles sont représentées dans la Figure 4.
Une interprétation possible des dates estimées est la suivante : Au tour du 02/03/2020,
le nombre de décès augmente drastiquement, atteint son pic et redescend autour du
06/04/2020, puis oscille significativement jusqu’aux environs du 22/04/2020, et un peu
moins significativement entre les première et deuxième phases du déconfinement, qui ont
lieu le 11/05/2020 et le 02/06/2020 respectivement, jusqu’au 21/05/2020, date à partir
laquelle il se stabilise avant de se réduire considérablement à partir du 25/06/2020, peu
après la troisième phase du déconfinement, qui a lieu le 02/06/2020.

3.3 Comparaison avec d’autres méthodes

D’autres méthodes issues pour le CUSUM test sont étudiées dans [5] dans le but est de
détecter les ruptures lorsqu’elle se produit dans les premières ou les dernières observations.
Nous voulons dans ce paragraphe comparer les résultats obtenues par nos méthodes à ceux
obtenues par [5] implémentées sous R. Pour cela, nous simulons une série d’observations
générées par le modèle (1) pour n = 200, ρ1 = 0.5, ρ2 = 0, θ1 = 1 et θ0 = 0. Nous prenons
le cas où on a qu’un seul point de rupture à l’instant t = 30, 60, 90, 120, 150, 170 et le
paramètre β = (0, β2), où β2 est une valeur arbitraire dans R. Nous notons notre méthode
NEW et les deux méthodes de [5] par SCUSUM et RCUSUM. Les résultats sont affichés
dans la Table 1.
Nous remarquons que lorsque β2 prend de petites valeurs, les SCUSUM et RCUSUM
donnent de mauvais résultats. Ces deux méthodes n’estiment pas bien les localisations
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(a) La série des données brutes (b) La série résiduelle

Figure 3 – Nombre de décès quotidiens de COVID-19 en France du 27/02/2020 au
10/07/2020.

Figure 4 – Les dates de rupture trouvées

des points de rupture. Si β2 prend de grandes valeurs, les deux méthodes donnent des es-
timations plus proches de l’instant exact de rupture, mais RCUSUM est plus performante
SCUSUM. Dans tous les cas, il est clair que la méthode NEW est la plus efficace. Elle
estime bien la localisation des points de rupture et donne des résultats plus proches que
les deux autres méthodes, quelle que soit la valeur de β2.
De plus, lorsque nous prenons β = (0, 0) c’est-à-dire lorsque la série ne présente aucune
rupture (lorsqu’elle est stationnaire), les SCUSUM et RCUSUM estiment des localisations
des points de rupture qui n’existent pas. La méthode NEW est donc bien plus efficace et
plus performante que les deux autres sur l’exemple considéré.
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t exact 30 60 90 120 150 170
Méthodes (0, β2) (0,−0.5) (0, 0.4) (0,−0.6) (0, 0.5) (0, 0.8) (0,−0.75)
NEW 30 60 91 120 149 170
SCUSUM 99 99 99 100 101 100
RCUSUM 91 60 69 143 79 126

t exact 30 60 90 120 150 170
Méthodes (0, β2) (0,−5) (0, 4) (0,−6) (0, 5) (0, 8) (0,−2)
NEW 30 60 90 120 150 171
SCUSUM 76 81 93 113 136 105
RCUSUM 29 63 82 80 159 44

t exact 30 60 90 120 150 170
Méthodes (0, β2) (0,−25) (0, 24) (0,−26) (0, 25) (0, 28) (0,−22)
NEW 30 60 90 120 150 170
SCUSUM 36 62 91 120 148 163
RCUSUM 38 61 90 121 150 166

Table 1 – n = 200, ρ1 = 0.5, ρ2 = 0, θ1 = 1 et θ0 = 0.
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[4] Dreosebeke, J-J. & Fine, Inférence non paramétrique : Les statistiques de rangs.
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Résumé. Les enchères en temps réel (Real-time bidding, RTB) revêtent depuis la
dernière décennie une grande importance pour les annonceurs de publicité en ligne. Cet
intérêt grandissant conduit les acteurs à développer des techniques de plus en plus so-
phistiquées. Le travail que nous présentons se focalisent sur l’étude et la formalisation
de ce problème sous forme d’un processus de décision markovien, ainsi que le dévelop-
pement d’algorithmes d’enchère efficaces et compétitifs. Nous utilisons le dataset public
Ipinyou qui est très largement utilisé dans tous les travaux similaires et qui nous permet
de comparer les performances de nos algorithmes.

Mots-clés. Enchères en temps réel, Apprentissage automatique, Apprentissage par
renforcement, Processus de décision Markovien, algorithme acteur-critique

Abstract. Real-time bidding (RTB) has been of great importance to online adverti-
sers for the last decade. This growing interest has led the players to develop increasingly
sophisticated techniques. The work we present focuses on the study and formalization of
this problem in the form of a Markovian decision process, as well as the development of
efficient and competitive bidding algorithms. In our experiments, we use the Ipinyou data-
set which is largely used in similar research work enabling us to compare our algorithms’
performances.

Mots-clés. Real-time bidding, Machine learning, Reinforcement learning, Markov de-
cision process, actor-critic algorithm.

1 Introduction
Le « real-time bidding » (RTB, enchère en temps réel) consiste à vendre en temps réel

et au plus offrant un espace publicitaire sur une page web. Le but d’un annonceur est de
remporter, pour un coût minimal, les enchères dont il espère un clic (puis un achat). Le
prix de cette enchère est basé en général sur son historique d’enchères, de la potentialité
des publicités à donner lieu à un clic, de son budget ainsi que de caractéristiques de l’in-
ternaute ayant ouvert la page contenant l’espace publicitaire mis aux enchères.
Nos travaux se focalisent sur ce point de vue « annonceur » et explorent les techniques
permettant la maximisation du revenu (nombre de clics) sous différentes contraintes in-
hérentes à l’écosystème du RTB que nous détaillons dans la suite.
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2 Processus de décision markovien et RTB

2.1 Formulation du RTB sous forme de processus de décision
Markovien

Le problème du RTB se prête très bien à une modélisation sous forme de processus de
décision markovien (MDP) [3]. Formellement, Un MDP est défini :

— S : L’ensemble des états possibles de l’environnement du point de vue de l’annon-
ceur.

— A : L’ensemble des actions offertes à l’annonceur afin d’interagir avec l’environne-
ment.

— T : La matrice de transition T : S × A → S qui représente les dynamiques de
l’environnement : T (s, a, s′) est la probabilité d’arriver dans l’état s′ en prenant
l’action a depuis l’état s.

— R : La matrice de récompense R : S × A × S → R : R(s, a, s′) qui représente la
récompense associée à l’action a prise depuis l’état s menant à l’état s′.

L’annonceur est chargé de prendre des actions, ici des enchères, en considérant l’état
actuel de la campagne d’affichage publicitaire (budget restant, nombre d’enchères restants,
etc.. . .). L’environnement du MDP correspond à la salle des enchères : il est chargée
d’adjuger les enchères, de faire payer les gagnants mais aussi de distribuer les éventuelles
récompenses que sont les clics.

Lors de la connexion d’un utilisateur à une page ayant un espace publicitaire dispo-
nible, une requête d’affichage contenant les informations de connexions de l’utilisateur
(navigateur et appareil utilisé, région, IP, . . .) ainsi que des informations sur l’encart pu-
blicitaire (taille, position, . . .) est envoyée et diffusée sur une plate-forme (appelée AdEx-
change), et qui correspond à l’environnement. Les annonceurs qui souhaitent participer à
l’enchère au temps t formulent ainsi leur proposition de prix bt. L’enchère est remportée
par le plus offrant et adjugée au prix de la deuxième enchère la plus élevée (Second price
auction). Enfin la publicité est transmise et affichée.

Afin de calculer le meilleur prix ou la meilleure action du point de vue du MDP,
chaque annonceur doit en premier lieu évaluer la probabilité p(x) que l’affichage de sa
publicité entraîne une action (clic, achat, . . .) de la part de l’utilisateur qui voit la publicité.
La probabilité p(x) d’un clic est un paramètre important pour optimiser une campagne
d’affichage en ligne. En pratique, le taux de clic (τ) moyen est souvent inférieur à 0.1%
et est estimé par chaque annonceur sur ses campagnes de publicité antérieures.

Après un travail de pré-processing classique, trois algorithmes classiques sont utilisés
pour estimer p(x) : XGBoost [1], Machine à factoriser (FM) [7] et Deep Factorization
Machine (DFM) [2]. On peut noter que le premier algorithme se relie assez directement
aux forêts aléatoires alors les deux autres sont des modèles linéaires avec des interactions
d’ordre deux pour FM et des interactions d’ordre supérieur estimés avec un réseau de
neurones pour DFM.
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2.2 Optimisation du bid
La stratégie de bid linéaire est la technique la plus répandue dans l’industrie à l’heure

actuelle. Elle consiste à ajuster un coefficient multiplicateur λ à la probabilité de clic
(p(x)) :

bt = λ× p(x)

τ
(1)

λ est estimé sur les campagnes passées. Largement utilisée dans l’industrie, cette stra-
tégie d’enchères est utilisée ici comme référence. Elle nécessite cependant une intervention
humaine d’ajustement du paramètre λ au jour le jour afin de suivre les évolutions d’un
marché hautement dynamique. L’apprentissage par renforcement est une alternative qui
exploite la modélisation MDP et permet l’ajustement automatique de la stratégie aux
dynamiques de l’environnement.

Au vu des résultats préliminaires, nous nous focalisons sur l’algorithme Actor-Critic
(AC) [4, 5]. C’est un algorithme composé de deux réseaux de neurones : un Acteur chargé
de choisir une action at au temps t conditionnellement à l’état st, et un Critique chargé
d’évaluer l’action choisie par l’acteur. Les actions de l’acteur sont mise à jour au fur et
à mesure des retours du critique et at converge alors vers la meilleure action en terme
d’espérance de gains.

Les données de chaque campagne sont découpées en segments de T = 1000 enchères
appelés épisodes. Les modèles sont entraînés à la fin de chaque épisode. Quant à la for-
mulation des états, nous utilisons le nombre d’épisodes restants, ici calculé sur le jeu de
données mais pouvant être estimé facilement sur les données historiques d’un annonceur.
Les états contiennent aussi le rythme de consommation du budget entre t et t + 1 ainsi
que le pourcentage de consommation du budget total alloué à l’épisode en cours.

Dans notre cas, l’action consiste à enchérir plus ou moins que le bt du bid linéaire. Nous
avons choisi l’ensemble des actions at ∈ A = {−0.08,−0.03,−0.01, 0, 0.01, 0.03, 0.08}. Ceci
nous conduit à définir l’enchère de la façon suivante :

bt = λt ×
p(x)

τ
avec λt = λ× (1 + at)

3 Notre contribution
L’AUC (Area Under the ROC Curve) est l’une des mesure d’évaluation les plus utilisées

en RTB. Nous montrerons les biais induits par cette mesure et nos propositions pour y
remédier, en particulier nous montrerons comment évaluer conjointement la prédiction du
taux de clic et le prix optimal de l’enchère.

Biais de l’AUC appliquée au RTB : Lorsqu’elle est appliquée à la prédiction du
taux de clic dans le contexte du RTB, l’AUC présente notamment les biais suivants :
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— Elle donne le même poids aux faux positifs et aux faux négatifs. Dans le contexte
du RTB, un faux positif revient à miser pour remporter l’enchère sur un affichage
n’entraînant pas de clic et constitue donc une perte sèche sur le budget. A l’inverse,
un faux négatif nous conduira à ne pas participer à une enchère sur un affichage
suivi d’un clic. Cela représente uniquement la perte d’un clic mais pas de budget.
Ces deux cas ne devraient donc pas avoir le même poids dans l’évaluation du
modèle.

— L’AUC reflète la performance globale du modèle de prédiction pour tous les seuils
de séparation : les régions extrêmes sont donc aussi prises en compte là où, dans
le contexte du RTB, ces régions ne seront pas utilisées.

— L’AUC ne prends en compte que l’ordre des prédictions et pas les probabilités en
elles-mêmes. Cela n’est pas adapté à la stratégie d’enchère puisque elle est basée
sur la probabilité prédite par le modèle.

Nous montrerons comment utiliser l’algorithme Actor-Critic pour l’estimation du co-
efficient multiplicateur λt.

Nous présentons dans le tableau 1 l’efficacité de cette approche comparée à la baseline
de l’enchère linéaire largement utilisée dans l’industrie. Ces résultats sont obtenus en
appliquant les algorithmes sur le jeu de données publique IpinYou [8]. Ce jeu de données est
le plus utilisé et étudié et est organisé neuf campagnes d’enchères, chacune correspondant
à un annonceur. Dans la version du jeu de données que nous utilisons 1, chaque campagne
comporte entre 156 063 et 350 000 d’historique d’enchères avec un taux moyen de clic entre
0.028% (campagne 2261) et 0.113% (campagne 3358) souvent reliés au type de produits
proposés. Le support de ces campagnes est variable et par exemple une campagne sur
téléphone mobile génère plus de clics accidentels et donc complique l’estimation de p(x),
la probabilité de clic. Dans le tableau 1, Lin et AC correspondent respectivement à la
référence linéaire et à notre version de l’Actor-Critic.

Nous incluons dans ce tableau, les performances d’un algorithme naïf, Constant,
consistant à enchérir de manière constante bt = λ. Ces résultats nous permettent de
mettre en évidence les campagnes pour lesquelles l’estimation de la probabilité de clic
n’a pas été efficace, comme par exemple sur la campagne 2997 où cette stratégie naïve
produit de meilleurs résultats que la stratégie linéaire ou l’algorithme AC.

Le budget disponible pour chaque campagne est fixé à une fraction B du budget
nécessaire pour remporter toutes les enchères. Nous étudierons les performances sous
différentes contraintes de budget comme il en est coutume dans la communauté. Par
souci de simplicité, nous ne présentons ici que les résultats pour B = 1/32.

Toutes nos expériences sont conduites en mode asynchrone (offline). Cela soulève des
questions d’adaptabilité et d’application dans le monde réel puisque le processus d’enchère
en temps réel ne doit pas dépasser les 100 millisecondes afin de ne pas nuire à l’expérience
de navigation des utilisateurs en allongeant le temps d’affichage des sites. Cette contrainte

1. https ://github.com/wnzhang/make-ipinyou-data

4

666

"



devra donc être prise en compte lors du déploiement de nos algorithmes et s’appuyer sur
des méthodes d’apprentissage asynchrone comme le fait l’algorithme A3C (Asynchronous
Advantage Actor-Critic) [6].

Table 1 – AUC sur la prédiction du CTR et nombre de clics obtenus

camp ID nb nb de clics AUC Constant Lin AC
d’enchères potentiels

1458 350 000 304 0.9768 9 247 261
2259 350 000 106 0.6877 5 9 9
2261 343 862 97 0.6216 10 8 8
2821 350 000 206 0.6194 16 16 21
2997 156 063 530 0.6044 72 71 71
3358 300 928 260 0.9758 7 188 201
3386 350 000 280 0.7776 1 38 39
3427 350 000 230 0.9787 4 145 156
3476 350 000 196 0.9579 2 110 111

L’importance de la formulation des états et les implications en terme de convergence
des algorithmes seront discutées. Nous discuterons aussi de l’élaboration d’une fonction
de récompense adaptée à l’application de l’apprentissage par renforcement aux enchères
en temps réel.
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Résumé. Dans les enquêtes probabilistes, lorsqu’il n’y a pas de base de sondage
pour la population cible, une solution consiste à trouver une base de sondage liée à la
population cible et à utiliser un échantillonnage indirect. Les poids d’échantillonnage
peuvent être déterminés à l’aide de la méthode généralisée du partage des poids (MGPP).
Toutefois, cette méthode ne peut pas être appliquée lorsque certains des liens entre la
base de sondage et l’échantillon de la population cible sont manquants ou difficiles à
récupérer de manière exhaustive. Une solution pour éviter ce problème est de considérer
une population intermédiaire liée à la fois à la base de sondage et à la population cible et
d’utiliser un double échantillonnage indirect. La MGPP peut alors être utilisée deux fois,
d’abord entre la population de base et la population intermédiaire, puis entre la population
intermédiaire et la population cible. Comme l’illustre l’enquête française sur le trafic
postal, ce double échantillonnage indirect peut détériorer la précision des estimateurs dans
certaines situations. Mathématiquement, il est possible de mettre en évidence l’ampleur
de la perte de précision dans des situations pratiques proches du contexte de La Poste.
Les résultats sont illustrés par des simulations Monte-Carlo et par une application à
l’estimation du trafic postal français.

Mots-clés. Enquêtes, Estimation de variance, Méthode généralisée du partage des
poids, Plan de sondage complexe, Population finie.

Abstract. In probabilistic surveys, when there is no sampling frame for the target
population, a solution is to find a frame population linked in some way to the target
population and use indirect sampling. The sampling weights can be determined using the
generalized weight share method (GWSM). However, this method cannot be applied when
some of the links between the frame population and the sample in the target population
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are missing or difficult to retrieve exhaustively. A solution to avoid this issue is to consider
an intermediate population linked in some way to both the frame and target populations
and use a double indirect sampling. Then the GWSM can be used twice, first between
the frame and intermediate populations and then between the intermediate and target
populations. As illustrated with the French postal traffic survey, this double indirect
sampling appears to be deteriorating the precision of estimators in some situations. Using
mathematical derivations, it is possible to highlight the magnitude of the loss of precision
in practical situations similar to the French postal context. Results are illustrated through
Monte Carlo simulations and with an application to the French postal traffic estimation.

Keywords. Complex sampling design, Finite population, Generalized Weight Share
Method, Surveys, Variance estimation.

1 Introduction
En France, l’estimation du trafic postal mensuel par “La Poste” est basé sur un tirage

d’échantillon probabiliste. Jusqu’au début des années 2010, les échantillons étaient tirés
directement dans la population des tournées de facteurs, qui constitue la population cible
ou d’intérêt. Récemment, l’organisation des tournées a évolué de telle façon que cette
population n’est plus stable dans le temps. Il n’est plus possible d’échantillonner directe-
ment les tournées, et le plan de sondage a été modifié en un tirage dans la population des
adresses, qui constitue la base de sondage. Chaque tournée de facteur étant constituée
d’adresses, il est possible de relier la population cible à la base de sondage et d’utiliser un
plan de sondage indirect pour récupérer un échantillon de tournées.

L’échantillonnage indirect a été étudié de manière intensive dans la littérature (voir par
exemple Deville & Lavallée, 2006 et Lavallée, 2007). La méthode d’estimation privilégiée
dans ce contexte est la méthode dite méthode généralisée de partage des poids (MGPP).
Elle consiste à utiliser les liens qui existent entre la base de sondage et la population cible
pour exprimer un total d’intérêt sur la population cible comme un total sur la base de
sondage. Les méthodes d’estimation classiques comme l’estimateur d’Horvitz-Thompson
peuvent alors être utilisées. La MGPP est une méthode simple mais elle nécessite que
les liens entre la base de sondage et la population cible soient connus. Pour l’exemple
de La Poste, il s’agit de connaître toutes les adresses dont le courrier est délivré par
un facteur lors d’une tournée échantillonnée. On a une moyenne d’environ 500 adresses
par tournée et il n’est pas possible de collecter toute l’information avant le départ du
facteur. Pour contourner le problème, La Poste a mis en place un sondage doublement
indirect en utilisant les casiers de tri du courrier comme une population intermédiaire
entre la population des adresses et celle des tournées. Pour ce plan de sondage, il suffit
de connaître les casiers des tournées échantillonnées (50 en moyenne) et les adresses du
casier associé à l’adresse échantillonnée (10 en moyenne). Avec 60 éléments d’information
à collecter en moyenne par tournée échantillonnée pour ce sondage indirect double, au lieu
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de 500 pour le sondage indirect simple, il devient possible de mettre en œuvre la méthode
d’échantillonnage et ainsi maîtriser les biais d’estimation. Toutefois, La Poste a observé
une détérioration importante de la précision des estimateurs de trafic postal après avoir
mis en place ce double sondage indirect.

L’objectif de ce travail est d’évaluer la détérioration de la précision en comparant les
variances des estimateurs MGPP de totaux entre un sondage indirect simple et double. Ces
calculs mathématiques aboutissent à une évaluation précise de la différence de variances
dans un contexte proche de celui de La Poste, et permettent d’expliquer la perte de
précision observée en pratique. Des simulations de type Monte Carlo valident les résultats
et permettent de distinguer des situations où la perte de précision liée à l’utilisation d’un
sondage indirect double est faible, voire nulle, de situations où la perte peut-être très
forte. Au delà de la compréhension de la perte de précision pour l’estimation du trafic
postal, les résultats obtenus permettent de donner des recommandations pour une mise
en œuvre efficace d’un plan de sondage indirect double.

Dans la section 2, nous rappelons les notations et les définitions des estimateurs MGPP
pour un sondage indirect simple puis double. Dans la section 3, nous donnons les princi-
paux résultats concernant l’étude de la différence de variances des estimateurs Horvitz-
Thompson entre sondage indirect simple et double.

2 Sondage indirect

2.1 Sondage indirect simple
Soit y la variable d’intérêt et yk la valeur de y pour l’individu k dans la population

cible UT . L’objectif est d’estimer le total ty =
∑

k∈UT
yk de la variable y sur UT . On

suppose que la liste exhaustive des unités de UT n’est pas disponible mais qu’il existe une
base de sondage UF reliée à UT de telle façon que chaque unité de UT soit liée à au moins
une unité de UF . Dans ce cas, l’échantillonnage indirect, tel que détaillé par Deville et
Lavallée (2006), permet de sélectionner un échantillon sF de UF par un plan de sondage
classique, noté p, et d’utiliser des méthodes standards d’estimation de paramètres sur UT .
Dans l’exemple de La Poste, la population cible est constituée des tournées de facteurs,
la base de sondages est composée d’adresses et chaque tournée contient au moins une
adresse.

Dans un plan indirect, la base de sondage UF et la population cible UT peuvent être
reliées de diverses manières (voir Deville et Lavallée, 2006, pour plus de détails). Dans
le cas de La Poste, pour un jour donné, une adresse n’est délivrée que par une seule
tournée (hors organisations dédiées à la distribution des colis) et on parle de liens de type
“tous pour un”, puisqu’une unité de UF n’est liée qu’à une seule unité de UT mais qu’une
unité de UT peut être reliée à plusieurs unités de UF . Dans la suite de cet article, nous
considérons uniquement ce type de liens. A chaque paire (i, k) de UF × UT , est associé
un indicateur pondéré de lien (ou plus simplement poids de lien), noté θik. On a θik = 0,
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si les unités i et k ne sont pas liées, et un poids strictement positif θik > 0 sinon. Pour
pouvoir exprimer un total sur la population UT comme un total pondéré sur UF , il est
nécessaire de normaliser les θik. Dans la suite, on note θ̃ik = θik/

∑
i′∈UF

θi′k les poids de
liens normalisés et on a

∑
i∈UF

θ̃ik = 1 pour tout k de UT . On peut alors écrire le total ty
de y sur UT , comme un total sur UF pour une variable artificielle ỹi =

∑
k∈UT

θ̃ikyk :

ty =
∑

k∈UT

yk =
∑

k∈UT

(
∑

i∈UF

θ̃ik

)
yk =

∑

i∈UF

∑

k∈UT

θ̃ikyk =
∑

i∈UF

ỹi.

Pour estimer ty, on tire un échantillon sF dans UF avec le plan de sondage p et on
note πi = p(i ∈ sF ), i ∈ UF , les probabilités d’inclusion d’ordre un, supposées strictement
positives pour tout i ∈ UF . L’estimateur Horvitz-Thompson de ty est donné par :

t̂y1 =
∑

i∈sF

ỹi
πi

=
∑

i∈sF

1

πi

(
∑

k∈UT

θ̃ikyk

)
=

∑

k∈UT

(
∑

i∈sF

θ̃ik
πi

)
yk.

Cet estimateur est appelé estimateur MGPP et il est sans biais pour ty si et seulement si
les poids de liens sont normalisés.

Un choix simple pour les poids de liens est θik = 1 si i et k sont liés et 0 sinon. Les poids
normalisés associés sont donnés par θ̃ik = 1/Nk

F où Nk
F est le nombre d’unités de UF reliées

à l’unité k dans UT . Deville et Lavallée (2006) montrent que pour des plans de sondage
tels que le plan de Bernoulli ou le plan aléatoire simple sans remise, ces poids de liens
vérifient une propriété d’optimalité. Parmi tous les poids de liens normalisés possibles, ils
minimisent la variance de l’estimateur MGPP pour certaines variables d’intérêt (voir la
propriété d’optimalité faible dans Deville et Lavallée, 2006).

2.2 Sondage indirect double
Il est possible que certains liens entre la base de sondage et la population cible, néces-

saires à l’estimation des paramètres d’intérêt, soient inconnus car trop coûteux à récupérer
en pratique, comme dans le cas de La Poste. Dans ce cas, une population intermédiaire
UM permettant de relier UF à UT peut être utilisée avec un double sondage indirect et une
double mise en œuvre de la MGPP qui permet de diminuer le nombre de liens nécessaires.
Comme expliqué précédemment, dans le cas de La Poste, le nombre d’adresses par tour-
née étant trop important pour être collecté avant le départ des facteurs, la population des
casiers de tri du courrier est utilisée comme population intermédiaire entre la population
d’adresses et celle des tournées de facteur.

Le sondage indirect simple se généralise sans difficulté au cas du sondage indirect
double mais demande d’introduire des notations supplémentaires (voir aussi Deville et
Lavallée, 2006, et la propriété de transitivité). Le poids de lien normalisé entre i ∈ UF et
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j ∈ UM (resp. j ∈ UM et k ∈ UT ) est noté θ̃ij (resp. θ̃jk). On peut alors écrire le total ty de
y sur UT comme un total sur UF pour la variable artificielle ˜̃yi =

∑
j∈UM

θ̃ij
∑

k∈UT
θ̃jkyk :

ty =
∑

k∈UT

yk =
∑

k∈UT

(
∑

j∈UM

θ̃jk

)(
∑

i∈UF

θ̃ij

)
yk =

∑

i∈UF

∑

j∈UM

θ̃ij
∑

k∈UT

θ̃jkyk =
∑

i∈UF

˜̃yi.

On peut aussi en déduire l’estimateur MGPP de ty :

t̂y2 =
∑

i∈sF

˜̃yi
πi

=
∑

i∈sF

1

πi

(
∑

j∈UM

θ̃ij
∑

k∈UT

θ̃jkyk

)
=

∑

k∈UT

(
∑

i∈sF

1

πi

∑

j∈UM

θ̃ij θ̃jk

)
yk.

3 Comparaison des sondages indirects simple et double
Pour comparer les deux plans indirects introduits précédemment, on fixe les popula-

tions UF et UT ainsi que les paires (i, k) ∈ UF × UT qui sont liées. On rappelle qu’on ne
considère que des liens de type “tous pour un” entre UF et UT . On considère les poids de
liens normalisés θ̃ik. Pour le plan indirect double, les poids de liens sont normalisés mais
peuvent être quelconques tant qu’ils conduisent aux mêmes paires (i, k) ∈ UF × UT liées
que pour le sondage indirect simple.

Les variances de t̂y1 and t̂y2 se déduisent facilement des formules de variance de l’esti-
mateur Horvitz-Thompson. Soient πii′ = p(i, i′ ∈ sF ), les probabilités d’inclusion d’ordre
deux. Les variances de t̂y1 et t̂y2 sont données par :

Var(t̂y1) =
∑

i∈UF

∑

i′∈UF

πii′ − πiπi′

πiπi′

∑

k∈UT

θ̃ikyk
∑

k′∈UT

θ̃i′k′yk′ =
∑

k∈UT

∑

k′∈UT

ykyk′Cov(t̂θ̃k , t̂θ̃k′ )

où t̂θ̃k =
∑

i∈sF θ̃ik/πi est l’estimateur Horvitz-Thompson du total des poids de liens entre
UF et UT , pour l’individu k dans UT , dans le cas du sondage indirect simple et

Var(t̂y2) =
∑

i∈UF

∑

i′∈UF

πii′ − πiπi′

πiπi′

∑

k∈UT

∑

j∈UM

θ̃ij θ̃jkyk
∑

k′∈UT

∑

j′∈UM

θ̃i′j′ θ̃j′k′yk′

=
∑

k∈UT

∑

k′∈UT

ykyk′Cov(t̂ ˜̃θk , t̂ ˜̃θk′ )

où t̂ ˜̃θk
=

∑
i∈sF (

∑
j∈UM

θ̃ij θ̃jk)/πi est l’estimateur Horvitz-Thompson du total des poids
de liens entre UF et UT , pour l’individu k dans UT , dans le cas du sondage indirect double.
Pour comparer la précision du sondage indirect simple avec le double, nous calculons la
différence des variances :

Var(t̂y2)− Var(t̂y1) =
∑

k∈UT

∑

k′∈UT

ykyk′
(
Cov(t̂ ˜̃θk , t̂ ˜̃θk′ )− Cov(t̂θ̃k , t̂θ̃k′ )

)
.

La proposition suivante permet de simplifier l’expression de la différence de variances
de t̂y2 et t̂y1 dans le cas d’un plan de Bernoulli ou aléatoire simple sans remise.
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Proposition 1 Si p est un plan de Bernoulli ou un plan aléatoire simple sans remise, si
les liens entre UF et UT sont de type ‘tous pour un” et si on considère, pour tout k de UT ,
les poids de liens θ̃ik = 1/Nk

F où Nk
F est le nombre d’unités de UF reliées à k, nous avons :

Var (t̂y2)− Var (t̂y1) =
∑

k∈UT

y2kVar (t̂ ˜̃θk
− t̂θ̃k)

On déduit de la proposition précédente que pour les plans usuels de Bernoulli et aléa-
toire simple sans remise, dans le cas de liens de type “tous pour un”, le plan indirect
double conduit toujours à des estimateurs MGPP moins précis que l’estimateur obtenu
par sondage indirect simple avec des poids de liens optimaux. De plus, on voit que cette
différence de variances est liée à la variabilité de la différence des estimateurs des poids
de liens. Selon la façon dont la base de sondage est liée à la population intermédiaire
et la population intermédiaire à la population cible, on peut obtenir des différences de
variances faibles ou fortes. Différents scénarios seront envisagés et des simulations Monte
Carlo permettront d’illustrer les situations où le plan indirect double conduit à une perte
de précision importante comparé au plan indirect simple. Ces résultats peuvent se géné-
raliser au plan de Poisson pour des poids de liens optimaux ainsi qu’aux plans stratifiés
aléatoires simples sans remise sous certaines conditions. L’application de ces résultats
dans un contexte proche de celui de La Poste sera aussi présentée.

Bibliographie
[1] Deville, J.-C. et Lavallée, P. (2006). Indirect sampling : the foundations of the genera-
lized weight share method, Survey methodology, 32(2), 165-176.

[2] Lavallée, P. (2007). Indirect sampling, Springer-Verlag New York.
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Résumé. Identifier les directions dans lesquelles des événements exceptionnels appa-
raissent est un des problèmes majeurs de la théorie multivariée des valeurs extrêmes. D’un
point de vue théorique, la majeure partie de l’information concernant de tels événements
est contenue dans la mesure spectrale, qui apparâıt comme la limite de la composante
angulaire de vecteurs aléatoires à variation régulière. Estimer cette mesure s’avère être
un point délicat, notamment en grande dimension. Dans cette présentation, nous intro-
duisons une méthode de réduction de la dimension basée sur la projection euclidienne sur
le simplexe. Cette projection a été étudiée dans le cadre des valeurs extrêmes par Meyer
& Wintenberger (2021) qui ont établi plusieurs résultats théoriques. La présentation
s’attachera à exposer une approche statistique basée sur de la sélection de modèle qui per-
met d’identifier les groupes de coordonnées susceptibles d’être extrêmes simultanément.
Cette approche donne lieu à un algorithme appelé MUSCLE pour MUltivariate Sparse
Clustering for Extremes.

Mots-clés. Extrêmes multivariés, measure spectrale, projection sur le simplexe.

Abstract. Identifying directions where exceptional events occur is one of the major
problems of multivariate extreme value theory. From a theoretical point of view most of
the information concerning such events is contained in the spectral measure which appears
as the limit of the angular component of regularly varying random vectors. Estimating
this measure is a delicate point especially in large dimensions. In this presentation we
introduce a dimension reduction method based on the Euclidean projection onto the
simplex. This projection has been studied in the context of extreme values by Meyer &
Wintenberger (2021) who established several theoretical results. The presentation will
focus on a statistical approach that uses model selection to identify groups of coordinates
that are likely to be extreme simultaneously. This approach gives rise to an algorithme
called MUSCLE for MUltivariate Sparse Clustering for Extremes.

Keywords. Multivariate extremes, projection onto the simplex, spectral measure.
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1 Valeurs extrêmes et variation régulière

1.1 Variation régulière

Étudier les valeurs extrêmes générées par un vecteur aléatoire X ∈ Rd
+, d ≥ 2, revient à

étudier le comportement de la queue de distribution deX. Dans ce contexte, il est courant
de supposer que le vecteur X est à variation régulière : il existe un vecteur aléatoire Θ
sur la sphère unité telle que

P
(
(|X|/t,X/|X|) ∈ · | |X| > t

) d→ P((Y,Θ) ∈ ·) , t → ∞ , (1)

cf Resnick (2007). Dans ce cas, | · | désigne n’importe quelle norme sur Rd. Le vecteur
limite Θ est alors appelé vecteur spectral tandis que sa loi est appelée mesure spectrale.
La convergence (1) permet de séparer l’étude de la composante radiale des extrêmes |X|/t
de celle de la composante angulaire X/|X|. Cette dernière concentre l’information sur la
localisation et la dépendance des valeurs extrêmes. L’étude de la mesure spectrale est
donc un point central de la théorie des extrêmes multivariés.

Il est souvent intéressant (voir par exemple Goix et al. (2017)) d’étudier le comporte-
ment du vecteur spectral sur les sous-ensembles Cβ de la sphère définis par

Cβ = {x ∈ Rd
+ : |x| = 1, xj > 0 pour j ∈ β, xj = 0 pour j /∈ β} ,

pour β ⊂ {1, . . . , d}. Des groupes de directions β sont appelés clusters. En effet, la
mesure spectrale met de la masse sur un tel ensemble si des événements extrêmes ap-
paraissent conjointement dans la direction β. On est ainsi ramené à l’estimation des
probabilités P(Θ ∈ Cβ). Cependant, l’estimation de ces quantités se révèle délicate pour
essentiellement deux raisons. Tout d’abord, le nombre de probabilités à estimer crôıt
exponentiellement en la dimension. Par ailleurs, si β &= {1, . . . , d} vérifie P(Θ ∈ Cβ) > 0,
alors la mesure spectrale charge la frontière de Cβ (qui est le sous-ensemble Cβ lui-même)
et donc la convergence (1) ne s’applique pas.

L’idée proposée par Meyer et Wintenberger (2021) pour contourner ce problème est
de remplacer le vecteur unitaire X/|X| de (1) par un autre projeté qui permet de mieux
tenir compte de la masse mise par la mesure spectrale sur les sous-ensembles Cβ. Cette
modification de la convergence (1) donne alors naissance à la notion de variation régulière
parcimonieuse.

1.2 Variation régulière parcimonieuse

Introduite principalement par Duchi et al. (2008), la projection euclidienne sur le simplexe
a connu un usage divers et varié, notamment en théorie de l’apprentissage.

Dans la suite, | · | désigne la norme "1 et Sd−1
+ désigne le simplexe de Rd. Si v ∈ Rd

+,
alors le vecteur projeté π(v) est l’unique vecteur w de Sd−1

+ qui minimise la quantité

2
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|w − v|2, où | · |2 désigne la norme "2. On note alors π la projection euclidienne sur le
simplexe Sd−1

+ . Cette manière de projeter permet de rendre les vecteurs parcimonieux,
c’est-à-dire avec plusieurs coordonnées nulles. Elle permet ainsi de mieux rendre compte
du comportement des extrêmes sur les ensembles Cβ.

Définition 1 (Variation régulière parcimonieuse). Un vecteur X à valeurs dans Rd
+ est dit

à variation régulière parcimonieuse s’il existe un vecteur aléatoire Z défini sur le simplexe
et une variable aléatoire positive Y tels que

P
(
(|X|/t, π(X/t)) ∈ · | |X| > t

) d→ P((Y,Z) ∈ ·) , t → ∞ . (2)

Le vecteur limite Z doit être vu comme la limite angulaire obtenue après avoir rem-
placé X/|X| par π(X/t) dans l’Equation (1). Par continuité de la projection, la notion
de variation régulière standard (Equation (1)) implique celle de variation régulière parci-
monieuse. Meyer et Wintenberger (2021) ont prouvé que sous des hypothèses assez faibles,
les deux notions sont en fait équivalentes.

L’intérêt principal de la Définition 1 est de pouvoir approcher le comportement des
extrêmes de X sur les ensembles Cβ. En effet, en reprenant les notations précédentes, on
a la convergence suivante pour tout β ⊂ {1, . . . , d} :

P(π(X/t) ∈ Cβ | |X| > t) → P(Z ∈ Cβ) , t → ∞ . (3)

L’objectif est donc d’estimer le support de la distribution de Z via l’estimation des
probabilités P(Z ∈ Cβ), pour β ⊂ {1, . . . , d}, le but étant de détecter lesquelles de ces
probabilités sont positives. Autrement dit, il s’agit d’identifier l’ensemble

S∗(Z) := {β ⊂ {1, . . . , d} : P(Z ∈ Cβ) > 0} .

Cet ensemble S∗(Z) rassemble tous les clusters de directions β sur lesquelles le vecteur
angulaire Z met de la masse. On note s∗ son cardinal. L’objectif est alors de proposer
une approche statistique pour décider quels clusters β appartiennent à S∗(Z).

2 Estimation

On considère désormais une suite de vecteurs aléatoires indépendants et identiquement dis-
tribués à variation régulière X,X1,X2, . . . de vecteur spectral Θ. On considère également
une variable aléatoire Y de loi de Pareto de paramètre α > 0, indépendante de Θ. Enfin,
on pose Z = π(YΘ).

Le cadre classique en statistique des valeurs extrêmes est de considérer une suite
positive (un)n∈N telle que un → ∞. Cette suite joue le rôle du seuil t dans les Equations
(1) et (2). Cela signifie que pour n ∈ N, la quantité un doit être vue comme le seuil
au-dessus duquel les données X1, · · · ,Xn sont considérées comme des valeurs extrêmes.
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Il est également usuel de définir un niveau k = kn = nP(|X| > un) et de supposer
que kn → ∞ quand n → ∞. Il est à noter que l’hypothèse un → ∞ implique que
kn/n = P(|X| > un) → 0. Ainsi, kn tend vers l’infini à une vitesse plus lente que n.
Un estimateur naturel non biaisé pour kn est k̂ = k̂n =

∑n
j=1 1|Xj |>un qui correspond au

nombre de dépassements au-dessus du seuil un, c’est-à-dire au nombre de valeurs extrêmes.
Notre objectif est d’estimer les probabilités p∗(β) := P(Z ∈ Cβ) pour β ⊂ {1, . . . , d}.

Ces probabilités apparaissent comme les limites des probabilités pré-asymptotiques pn(β) :=
P(π(X/un) ∈ Cβ | |X| > un) (voir Equation (3)). Le problème principal est alors de
décider si p(β) est positif ou nul. On définit pour cela l’estimateur

Tn(β) :=
n∑

j=1

1{π(Xj/un) ∈ Cβ, |Xj| > un} ,

pour β ⊂ {1, . . . , d}. L’idée est de sélectionner parmi les valeurs extrêmes celles qui
sont projetées dans l’ensemble Cβ. Ces estimateurs vérifient les résultats asymptotiques
suivants.

Théorème 1. On reprend les notations précédentes.

1. (Consistance). Le vecteur k−1
n (Tn(β))β⊂{1,...,d} converge en probabilité vers p∗ :=

(p(β))β⊂{1,...,d}.

2. (Normalité asymptotique). On a la convergence en loi suivante :

√
kn Diag

(
pS∗(Z)

)−1/2
(Tn,S∗(Z)

kn
− pn,S∗(Z)

)
d→ N (0, Ids∗) , n → ∞ .

où Tn,S∗(Z) (resp. pn,S∗(Z) et p∗
S∗(Z)) correspond au vecteur de Rs∗ dont les composantes

sont les Tn(β) (resp. pn(β) et p∗(β)) pour β ∈ S∗(Z) (on se restreint aux probabilités
positives).

3 Sélection de modèle

La répartition des k données extrêmes sur les 2d − 1 sous-ensembles (Cβ)β⊂{1,...,d} suggère

d’utiliser le modèle multinomial Mk sur R2d−1 de vecteur de probabilités p défini par

p = (

2d−1 composantes︷ ︸︸ ︷
p1, . . . , ps, p, . . . , p︸ ︷︷ ︸

r−s

, 0, . . . , 0) ,

avec p1 ≥ . . . ≥ ps, p ∈ (0, 1) satisfaisant la contrainte :

p1 + . . .+ ps + (r − s)p̃ = 1 .
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L’idée est de séparer les clusters β en trois catégories. La première correspond aux
clusters sur lesquels les extrêmes apparaissent, leur probabilité d’apparition étant alors pj.
La deuxième catégorie correspond aux clusters qui concentrent peu de données extrêmes.
Ce phénomène résulte du biais entre l’aspect non-asymptotique de l’étude et le modèle
théorique des p∗(β). Ce biais est modélisé par une probabilité d’occurence p considérée
comme proche de 0. Enfin, la dernière catégorie concerne les clusters β sur lesquels au-
cune donnée n’est apparue ; on estime alors que ces clusters ne concentrent pas de valeurs
extrêmes (d’où une probabilité d’occurrence nulle). L’objectif est alors d’ajuster au mieux
le nombre s de faces significatives. Cet ajustement s’effectue par le calcul de la divergence
de Kullback-Leibler entre les données et le modèle théorique Mk. L’estimation de cette
vraisemblance implique que le modèle qui correspond le mieux aux données est celui qui
minimise une log-vraisemblance pénalisée.

La sélection des clusters contenant les extrêmes de X s’est faite jusqu’à présent pour
le choix d’un seuil un arbitraire. L’idée est alors d’inclure le choix de ce seuil dans la
sélection de modèle. L’approche utilisée consiste à considérer des modèles avec un nombre
de valeurs extrêmes différent et de déterminer le modèle le plus approprié. Cette analyse
est réalisée en partitionnant les données en un groupe d’extrêmes et un groupe de non-
extrêmes, le but de la sélection de modèle étant d’identifier la partition qui correspond le
mieux aux données.

Notre approche donne lieu à un algorithme appelé MUSCLE pour MUltivariate Sparse
Clustering for Extremes qui donne les clusters extrêmes à partir de données X1, . . . ,Xn.
Cet algorithme ne nécessite aucun hyper-paramètre, contrairement aux méthodes exis-
tantes dans la littérature. Ce travail est par ailleurs le premier qui combine l’étude de la
dépendance des extrêmes et le choix du seuil.

La fin de notre présentation est consacrée à l’étude de divers exemples sur des données
simulées qui illustrent la pertinence de notre approche. Enfin, nous mettons en évidence
les clusters extrêmes sur des données financières et environnementales.
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Résumé. On considère un modèle de régression non paramétrique à erreurs ho-
moscédastiques et un échantillonnage fixé, notre but est de construire le test de l’hypothèse
linéaire contre les alternatives de ruptures de modèle et ce sans condition de régularité
sur la fonction de régression aussi bien sous l’hypothèse nulle que sous l’alternative. On
établit la normalité asymptotique de la statistique de test sous l’hypothèse nulle ainsi que
sous l’hypothèse alternative de ruptures de modèle.

Mots-clés. Hypothèse linéaire, régression non paramétrique, rupture de modèle.

Abstract. We consider a regression model in the case of a homoscedastic error struc-
ture and fixed design, our aim is to build the test of the linear hypothesis versus regime
switching models without regularity condition, and also under either the null or the al-
ternative hypotheses. We establish the asymptotic normality of the test statistic under
the null hypothesis and the alternative one.

Keywords. Linear hypothesis, nonparametric regression, regime switching.

1 Introduction

On considère le modèle de régression suivant

Yi,n = f(ti,n) + εi,n , i = 1, . . . , n , (1)

où f est une fonction réelle inconnue, définie sur l’intervalle [0, 1] et ti,n, i = 1, . . . , n, est un
échantillonnage fixé de l’intervalle [0, 1] . Les erreurs εi,n forment un tableau triangulaire
de variables aléatoires d’espérance nulle et de variance finie σ2.
Soient g1, . . . , gp des fonctions définies sur [0, 1] et linéairement indépendantes et soit Ep

l’espace vectoriel engendré par g1, . . . , gp . On veut tester l’hypothèse:

H0 : f ∈ Ep contre H1 :

{
∃ s ∈]0, 1[ tel que f = φ1I[0,s] + ψ1I]s,1],
φ ∈ Ep , ψ Riemann intégrable et f #∈ Ep .

(2)
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La plupart des travaux sur les tests d’hypothèses dans le modèle (1) supposent des
conditions de régularité sur f , g1, . . . , gp ; généralement ces fonctions sont supposées
höldériennes. On peut citer, sans être exhaustif, Cox et al (1988), Eubank et Spiegel-
mann (1990), Eubank et Hart (1992), Azzalini et Bowman (1993), Härdle et Mammen
(1993). Les tests basés sur l’estimation sur la L2-distance entre f et Ep sont étudiés
par Dette et Munk ((1998), Munk et Dette (1998), Mohdeb et Mokkadem (2004), avec
l’hypothèse que f est höldérienne d’ordre γ > 1/2.

Dans ce travail, on applique l’approche utilisée dans Mohdeb et Mokkadem (2015)
et Lessak et Mohdeb (2015) pour construire le test d’hypthèses (2) dans le modèle (1).
On suppose que f , g1, . . . , gp sont Riemann-intégrables; sous cette seule condition sur
les fonctions, on établit la normalité asymptotique de la statistique de test qui permet
de construire le test (2) et d’avoir la puissance pour des alternatives de ruptures de modèle.

Dans la section 2, on introduit les hypothèses et on présente notre résultat principal.

2 Hypothèses et résultats

On considère le modèle de régression (1) et Ep est l’espace vectoriel engendré par des
fonctions fixées g1, . . . , gp définies sur [0, 1] et linéairement indépendantes.

Nos hypothèses sont les suivantes:

• (A1) max
i=2,...,n

∣∣∣∣(ti,n − ti−1,n)−
1

n

∣∣∣∣ = o
(
1

n

)
;

• (A2) ∀n, ε1,n, . . . , εn,n sont indépendantes et ∃C ∈ IR+ tel que E(ε4i,n) < C, ∀i, n ;
• (A3) La fonction f est Riemann-intégrable.
• (A4) Les fonctions g1, . . . , gp sont localement höldériennes d’ordre γ > 1/2.

Les fonctions que nous considérons, sont aussi dans L2(dt) muni de son produit scalaire
usuel. On pose,

D2(f) := min
v∈Ep

‖f − v‖2 (3)

la distance entre f et le sous-espace Ep, Y := (Y1,n, . . . , Yn,n)′ , fn :=
(
f(t1,n), . . . , f(tn,n)

)′
,

gk,n :=
(
gk(t1,n), . . . , gk(tn,n)

)′
, k = 1, . . . , p , et G := (g1,n, . . . , gp,n).

On note aussi Ep,n, le sous-espace de IR
n engendré par {g1,n, . . . , gp,n} qui est une discréti-

sation du sous-espace Ep, Πn = G(G′G)−1G′ , la matrice de projection sur Ep,n et
Π⊥

n = In − G(G′G)−1G′ , la matrice de projection sur l’espace orthogonal de Ep,n , où
In est la matrice identité n× n .
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On considère la statistique suivante définie par

D2
n :=

1

n
Y ′Π⊥

nY . (4)

On vérifie que

E(D2
n) = D̃2

n +
n− p

n
σ2 , où D̃2

n =
1

n
f ′
nΠ

⊥
n fn .

On est amené ainsi à considérer D2
n − n−p

n σ2, mais σ2 est inconnu. On l’estime à l’aide de
l’estimateur suivant, introduit par Gasser, Sroka, et Jennen-Steinmetz (1986)

S2
ε =

1

6(n− 2)

n−1∑

i=2

(Yi+1,n + Yi−1,n − 2Yi,n)
2 . (5)

On obtient ainsi la statistique de test donnée par

D̂2
n = D2

n −
n− p

n
S2
ε ;

et on rejette l’hypothèse H0 : ”f ∈ Ep” si D̂2
n > uα , où uα est un nombre réel positif.

Notre résultat principal est le suivant.

Théorème 1 Si les conditions (A1), (A2) et (A3) sont satisfaites, alors

√
n
{
D̂2

n − D̃2
n +Bn(f)

} L−→
n→+∞

N
(
0,

17

9
σ4 + 4σ2D2(f)

)
,

où Bn(f) =
1

6n

n−1∑

i=2

(
f(ti+1,n) + f(ti−1,n)− 2f(ti,n)

)2
.

Nous avons le résultat suivant, comme conséquence du Théorème 1, sous l’hypothèse nulle
H0.

Corollaire 1 Si les conditions (A1)-(A4) sont satisfaites, alors sous l’hypothèse nulle
H0, on a

√
n D̂2

n
L−→

n→+∞
N

(
0,

17

9
σ4

)
.

Ce corollaire donne le niveau asymptotique du test et le Théorème 1 donne la puissance
du test pour les hypothèses alternatives de ruptures de modèles. En pratique la variance
σ2 des erreurs est généralement inconnue, on peut considérer un estimateur consistent σ̂2

de σ2. On rejette l’hypothèse nulle H0 : ”f ∈ Ep”, si
√
n

σ̂2
D̂2

n > z1−α ,

où z1−α est le (1− α)quantile d’une loi normale standard.
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3 Simulations

Dans nos simulations, on étudie le test de l’hypothèse

H0 : f(t) = t1I[0,1](t) contre H1 : f(t) = t1I[0,s](t) + βt1I]s,1](t) , β #= 1 ,

au niveau de signification α = 0.05.
On a mené une étude Monte Carlo en simulant le modèle (1), avec ti,n = i−1

n−1 , i = 1, . . . , n
et une taille d’échantillon n = 64 et εi,n ∼ i.i.d.N (0, σ2). La statistique de test est définie
par

D̂2
n =

1

n

n∑

i=1

|Yi,n − â ti,n|2 −
n− 1

n
S2
ε , où â =

∑n
i=1 ti,nYi,n∑n

i=1 t
2
i,n

.

L’hypothèse H0 est rejetée si
(
9n

17

)1/2 D̂2
n

σ̂2
> v0.95 ,

où v0.95 = 1.65 est le quantile d’ordre 0.95 d’une loi normale standard et

σ̂2 =
1

n

n∑

i=1

(Yi,n − âti,n)
2 .

Les simulations sont conduites pour différentes valeurs de s, β et σ2. Les résultats obtenus
montrent que, pour les petites valeurs de l’écart-type σ des erreurs, la puissance empirique
du test est proche de 1. Les résultats montrent également que pour β = 1 et s = 1, la
puissance empirique est proche du niveau de signification α = 0.05, car, dans ce cas,
l’hypothèse alternative correspond à l’hypothèse nulle H0.
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Résumé. Nous nous intéressons à la reconstruction de la condition initiale d’une
équation aux dérivées partielles non linéaires (EDP), à savoir l’équation de Fokker-Planck,
à partir de l’observation d’un mouvement brownien de Dyson à un temps donné t > 0.
L’équation de Fokker-Planck peut-être obtenue comme la limite d’un système de partic-
ules avec répulsion électrostatique correctement renormalisé. La solution de l’équation de
Fokker-Planck peut s’écrire comme la convolution libre de la condition initiale et de la
distribution de la loi semi-circulaire. Nous proposons un estimateur non-paramétrique de
la condition initiale, obtenu en effectuant une déconvolution libre au moyen de fonctions
de subordination. Cet estimateur est original car il implique la résolution d’une équation
du point fixe et une déconvolution classique par une distribution de Cauchy. En effet, en
probabilité libre, l’analogue de la transformée de Fourier est la transformée R, liée à la
transformée de Cauchy. La convergence de l’estimateur est prouvée et l’erreur quadra-
tique moyenne intégrée est obtenue, avec des vitesses de convergence similaires à celles
connues pour des problèmes d’estimation non paramétrique de densité dans un cadre de
déconvolution classique. Enfin, une étude de simulations illustre les bonnes performances
de notre estimateur.

Mots-clés. EDP avec condition initiale aléatoire, Déconvolution libre, Problème in-
verse, Estimation non paramétrique par méthodes à noyau, Transformée de Fourier, MISE,
Mouvement brownien de Dyson.

Abstract. We are interested in reconstructing the initial condition of a non-linear
partial differential equation (PDE), namely the Fokker-Planck equation, from the obser-
vation of a Dyson Brownian motion at a given time t > 0. The Fokker-Planck equation
describes the evolution of electrostatic repulsive particle systems, and can be seen as the
large particle limit of correctly renormalized Dyson Brownian motions. The solution of
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the Fokker-Planck equation can be written as the free convolution of the initial condition
and the semi-circular distribution. We propose a nonparametric estimator for the initial
condition obtained by performing the free deconvolution via the subordination functions
method. This statistical estimator is original as it involves the resolution of a fixed point
equation, and a classical deconvolution by a Cauchy distribution. This is due to the fact
that, in free probability, the analogue of the Fourier transform is the R-transform, related
to the Cauchy transform. The convergence of the estimator is proved and the integrated
mean square error is computed, providing rates of convergence similar to the ones known
for non-parametric deconvolution methods. Finally, a simulation study illustrates the
good performances of our estimator.

Keywords. PDE with random initial condition, Free deconvolution, Inverse prob-
lem, Non-parametric kernel estimation, Fourier transform, Mean Integrated Error, Dyson
Brownian motion.

1 Introduction

We consider the 1-d free Fokker-Planck equation:

∂

∂t
µt = − ∂

∂x

[
µt

(
Hµt

)]
, (1)

where
(
µt

)
t≥0

is a family of probability measures on R, and initial condition µ0(x) =

p0(x)dx, and
(
Hµ

)
denotes the Hilbert transform of a probability measure µ on R, defined

for any x ∈ R by: Hµ(x) := limε→0

∫
R\[x−ε,x+ε]

1

x− y
dµ(y).

Let ! denote the free convolution between two probability measures on R, which has been
first introduced by D. Voiculescu in 1986. Then, the solution µt of (1) can be written as:

µt = µ0 ! σt, (2)

where σt is the semi-circular distribution of variance t with density fσt(x) =
1

2πt
.
√
4t− x2,

x ∈ [−2
√
t, 2

√
t].

Observations: we observe a matrix Xn(t) for a given time t > 0, t is assumed to be
fixed in the sequel, where

Xn(t) = Xn(0) +Hn(t),

withXn(0) a diagonal matrix whose entries are the ordered statistic λn
1 (0) < · · · < λn

n(0) of
a vector (dnj )j∈{1,...n} of n independent and identically distributed (i.i.d.) random variables
distributed as µ0, and Hn(t) a standard Hermitian Brownian motion.
We emphasize that we do not observe directly the initial conditionXn(0). The observation
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consists in Xn(t), from which we can compute the eigenvalues (λn
1 (t), · · · ,λn

n(t)) and then
the associated empirical measure. It is known that, (see e.g. in [1, Theorem 4.3.2]), the
eigenvalues (λn

1 (t), · · · ,λn
n(t)) of X

n(t) solve the following system of stochastic differential
equations (SDE):

dλn
j (t) =

1√
n
dβj(t) +

1

n

∑

k %=j

dt

λn
j (t)− λn

k(t)
, 1 ≤ j ≤ n,

where βj are i.i.d. standard real Brownian motions. Now, we denote by µn
t = 1

n

∑n
j=1 δλn

j (t)
,

the empirical measure of these eigenvalues at time t, then, under specific conditions, the
process (µn

t )t≥0 converges weakly almost surely as n goes to infinity to the process (µt)t≥0

solution of (1) with density (p(t, ·))t≥0.
The purpose is to estimate the density p0 from the data (λn

1 (t), · · · ,λn
n(t)), which can be

considered as a free deconvolution problem (see (2)).

2 Main results

For g ∈ L1(R), let g$ denote the Fourier transform of g.

2.1 Free deconvolution by subordination method

Let µ be a probability measure on R, the Cauchy transform of µ is defined by

Gµ(z) =
∫
R
dµ(x)

z − x
, z ∈ C\R. Denote the upper half-plane C+ := {z ∈ C|Im(z) > 0} and

Cγ := {z ∈ C+|Im(z) > γ}, for γ > 0. We also can define Fµ(z) := 1/Gµ(z), for z ∈ C+.
Remind that µt = µ0 ! σt (see (2)), we can prove that there exist unique subordination
functions w1 and wfp from C2

√
t onto C+, satisfying some specific properties, in particular:

Fµ0(z) = Fσt(w1(z)) = Fµt(wfp(z)), for z ∈ C2
√
t.

Moreover, set Kz(w) := t.Gσt

(
w+Fµt(w)−z

)
+z for w ∈ C 1

2 Im(z). Then, for any z ∈ C2
√
t

we haveKz

(
wfp(z)

)
= wfp(z), and for any w ∈ C 1

2 Im(z), K
◦m
z (w) converges to wfp(z) when

m → +∞. These results on the subordination function wfp are adapted from [2], but in
the special case of the free deconvolution by the semi-circular distribution σt.
As a consequence, we establish a fixed-point equation which allows us to obtain the Cauchy
transform of the initial condition µ0 from the fixed-point function wfp as

Gµ0(z) = Gµt

(
wfp(z)

)
=

1

t

(
wfp(z)− z

)
, z ∈ C2

√
t. (3)

Let Cγ denote the centered Cauchy distribution with parameter γ > 0, and ∗ denote the
classical convolution operator. Then, using the Stieltjes-inversion-formula, we get:

fµ0∗Cγ (x) =
1

πt

[
γ − Imwfp(x+ i.γ)

]
, for x ∈ R, γ > 2

√
t. (4)
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2.2 Construction of statistical estimator of p0

In order to construct an estimator of p0, the first-step is to estimate wfp(z) for z ∈ C2
√
t

using equation (3). For this reason, it is natural to replace µt by its empirical measure µn
t .

More precisely, remind that we do not observe directly the measure µt, but the matrix
Xn(t) for a given n. Then, for z ∈ C+, in equation (3) replacing Gµt(z) by:

Ĝµn
t
(z) :=

∫

R

dµn
t (λ)

z − λ
=

1

n

n∑

j=1

1

z − λn
j (t)

=
1

n
tr
((

zIn −Xn(t)
)−1

)
,

with In the identity matrix, leads to the following theorem:

Theorem-Definition 2.1 There exists a unique fixed point to the following functional

equation in w(z):
1

t
(w(z)− z) = Ĝµn

t
(w(z)), for z ∈ C2

√
t. This fixed-point is denoted by

ŵn
fp(z). Moreover, ŵn

fp(z) ∈ C 1
2 Im(z) and

∣∣ŵn
fp(z)− z

∣∣ ≤
√
t.

Now, using (4), in order to finally obtain an estimator of p0, the second-step is to make a
classical deconvolution by Cγ. Hence, we shift to Fourier-transform domain. Recall that
for the Cauchy distribution Cα with α > 0, f $

α(ξ) = e−α|ξ| for ξ ∈ R. We now define our
ultimate estimator for the density function p0 from its Fourier transform:

Definition 2.2 For γ > 2
√
t, consider a bandwidth h > 0 and the sinc kernel K, namely

K(x) = sinc(x) = sin(x)/(πx), with Kh(x) :=
1

h
.K

(x
h

)
for x ∈ R. We define the

estimator p̂0,h of p0 by its Fourier transform:

p̂$0,h(z) = eγ.|z|.K$
h(z).

1

πt

[
γ −

(
Im ŵn

fp(·+ i.γ)
)$
(z)

]
. (5)

From (5), we can see that the behavior of p̂0,h depends heavily on properties of ŵn
fp. Thus,

we have proved first the consistency of ŵn
fp in the following proposition, which is crucial

to study the convergence of p̂0,h.

Proposition 2.3 Let γ > 2
√
t. Suppose p0 satisfies

∫
R log(x

2 + 1)p0(x)dx < +∞. Then:
(i) For any z ∈ C2

√
t, the estimator ŵn

fp(z) converges almost surely to wfp(z) as n → ∞.
(ii) The convergence is uniform on Cγ.

(iii) The convergence rate on Cγ: supn∈N supz∈Cγ
E
[
n
∣∣ŵn

fp(z)− wfp(z)
∣∣2
]
< +∞.

2.3 Mean integrated squared error (MISE)

By Parseval’s equality, we consider the classical bias-variance decomposition of the L2−risk:

‖p̂0,h − p0‖2L2(R) =
1

2π

∥∥p̂$0,h − p$0
∥∥2

L2(R) ≤
1

π

∥∥p̂$0,h −K$
h.p

$
0

∥∥2

L2(R) +
1

π
‖K$

h.p
$
0 − p$0‖

2
L2(R) .

Actually, the study for the variance term is quite involved and the order is provided by
the following theorem.
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Theorem 2.4 Assume that there exists a constant C > 0 such that

µ0

(
(κ,+∞)

)
≤ C

κ
, for sufficiently large κ > 0. (6)

Then, for any γ > 2
√
t, there exists a constant Cvar(t) only depending on t such that for

any h > 0 and n large enough,

E
(∥∥p̂$0,h −K$

hp
$
0

∥∥2

L2(R)

)
≤ γ8

(γ2 − 4t)4
.
Cvar(t).e

2γ
h

n
.

We consider first the space Ss(a, r, L) of supersmooth densities defined for a > 0, L > 0
and r > 0 by: Ss(a, r, L) =

{
g density such that

∫
R |g

$(ξ)|2.e2a|ξ|rdξ ≤ L
}
.

For the bias, we classically have for p0 ∈ Ss(a, r, L): ‖K$
h.p

$
0 − p$0‖

2
L2(R) ≤ Le−2ah−r

. We
therefore obtain:

MISE := E
[
‖p̂0,h − p0‖2L2(R)

]
≤ Le−2ah−r

+
γ8

(γ2 − 4t)4
.
Cvar(t).e

2γ
h

n
. (7)

The rates of convergence are summed up in the following corollary, adapted from the
computation of [6]. One can see that there are three cases to consider to derive rates
of convergence: r = 1, r < 1 and r > 1, depending on which the bias or variance term
dominates the other.

Corollary 2.5 Suppose that µ0 satisfies Assumption (6) and the density p0 belongs to
the space Ss(a, r, L) for a > 0, r > 0 and L > 0. Then, for any γ > 2

√
t , we have:

E
[
‖p̂0,h−p0‖2L2(R)

]
=






O
(
n− a

a+γ
)

if r = 1

O
(
exp

{
− 2a

(2γ)r

[
log n+ (r − 1) log log n+

∑k
i=0 b

∗
i (log n)

r+i(r−1)
]r})

if r < 1

O
(

1
n exp

{
2γ

(2a)1/r

[
log n+ r−1

r log log n+
∑k

i=0 d
∗
i (log n)

1
r−i r−1

r

]1/r})
if r > 1,

where k ∈ N is such that k
k+1 < min

(
r, 1r

)
≤ k+1

k+2 , and where the constants b∗i and d∗i are
computable.

Now, let us consider Sobolev ordinary-smooth type regularities. Assume that p0 belongs
to the Sobolev class Sb(β, L) defined for β > 0 and L > 0 as:

Sb(β, L) =
{
g density such that

∫

R
|g$(ξ)|2.(1 + ξ2)βdξ ≤ L

}
.

We have then for the bias term: ‖K$
h.p

$
0 − p$0‖

2
L2(R) ≤ L.h2β. Furthermore, using Theorem

2.4, we obtain the following result.

5

689

"



Corollary 2.6 Suppose that µ0 satisfies Assumption (6) and the density p0 belongs to
the space Sb(β, L) for β > 0 and L > 0. Then, for any γ > 2

√
t and by choosing the

bandwidth h = C̃. log−1(n) with C̃ > 2γ, we have:

E
[
‖p̂0,h − p0‖2L2(R)

]
= O

(
(log n)−2β

)
.

Now, let us discuss the optimality of the convergence rates stated in Corollaries 2.5 and 2.6.
It is relevant to connect them with the minimax rates obtained in the classical statistical
density deconvolution problem by Butucea and Tsybakov in [3] for supersmooth densities
or in Fan and Koo [5] for Sobolev ordinary-smooth type regularities. Here, our estimation
strategy converts the initial free deconvolution problem into the classical deconvolution
problem (4) between µ0 and the Cauchy distribution Cγ. Thus, our observation scheme is
more intricate and involved than the framework of classical density deconvolution tackled
in [3] and [5]. If our observations had been distributed according to the density fµ0$Cγ as
in [3] and [5], for a given γ, the upper bound of the variance term given by Theorem 2.4 as
well as the bounds for the bias mentioned above would have been optimal. Consequently,
as part of our strategy, we expect that our rates of convergence cannot be improved for a
given γ.
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Conditional Kaplan-Meier survival function: 
Illustration for female and male promotion in Science 
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Abstract: In event history analysis, the standard practice is to compute the ‘Kaplan-Meier’ 

survival function and represent it graphically as a first exploratory analysis, followed by a Cox’s 

regression with a number of control variables and assuming either a proportional or fully 

parametrized hazard function. In the present contribution, we show that it is also possible to 

compute and represent graphically a ‘Kaplan-Meier’ survival function conditionnal on all the 

control variables. One would think that it is particularly interesting to assess the results of an event 

history analysis and present them graphically by comparing the conditional Kaplan-Meier (CKM) 

survival function to the usual Kaplan-Meier (UKM) survival function. However this as never been 

done to our knowledge. One reason is probably that it is not trivial to implement a conditional 

Kaplan-Meier (CKM) survival function. One needs to rely on a fully parametrized hazard function, 

while a majority of studies rely on the less specific and more convenient proportional hazard 

function. 

To illustrate the interest of the (CKM) survival function as a tool, we consider what would have 

been its application in a study where we have investigated what are the factors of the promotion 

of female and male scientists at the French Institute of Physics (INP) at CNRS 
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1. Introduction 

In event history analysis, the standard practice is to compute the ‘Kaplan-Meier’ survival 

function and represent it graphically as a first exploratory analysis, followed by a Cox’s regression 

with a number of control variables and assuming either a proportional or fully parametrized hazard 

function. In the present contribution, we show that it it is also possible to compute and represent 

graphically a ‘Kaplan-Meier’ survival function conditionnal on all the control variables.. To do so, 

one needs to rely on a fully parametrized hazard function, while a majority of studies rely on the 

less specific and more convenient proportional hazard function. 

To illustrate the interest of the conditionl survival function as a tool, we consider what 

would have been its application in a study where we have investigated what are the factors of the 

promotion of female and male scientists at the French Institute of Physics (INP) at CNRS 

Section 2 of our paper explain in details how to defin and implement conditional Kaplan-

Meier survival function. Section 3 present an illustration of conditionl survival function as a tool 

in the case of event analysis of female and male physicists promotion at CNRS, that we have 

published in two compagnion studies to the present paper: Mairesse-Pezzoni-Visentin, 2019 and 

2020. 

 

2.  Defining and implementing the conditional Kaplan-Meier survival function 

 

The Kaplan-Mayer statistic is often used to estimate the survival function in presence of 

individual survival data. The statistic for the first survival period (𝑆መሺ𝑡ଵሻ) is calculated as 1 minus 

the ratio between the number of individuals who experience the event in the first period (𝑑ଵ) over 

the number of individuals at risk (𝑛ଵ). The statistic for the second survival period (𝑆መሺ𝑡ଶሻ) is 

calculated as 𝑆መሺ𝑡ଵሻ multiplied by 1 minus the ratio between the number of individuals who 

experience the event in the second period (𝑑ଶ) over the number of individuals at risk (𝑛ଶ). For a 

generic survival period t, the Kaplan-Mayer statistic is calculated as in Equation 1. 

𝑆መሺ𝑡ሻ ൌ ∏ ሺ1 െ ௗ

ሻ௧ழ௧       Equation 1 
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The Kaplan-Mayer statistic is often used as a first descriptive in many empirical exercises. 

The graphical representation of the Kaplan-Mayer statistic is a curve showing a series of 

decreasing “steps” resulting from considering discrete time periods to estimate the survival 

function, rather than considering continuous time.  

Although its utility for descriptive purposes, the Kaplan-Mayer statistic is not calculated 

conditional on the individuals’ characteristics. To calculate the survival functions controlling for 

individuals characteristics, we need to use a model from which we can estimate a conditional 

survival function. To do so, we proceed in three steps. First, we define a parametric model in which 

we predict the hazard rate conditional on the individuals’ characteristics. Second, we show the 

relationship between the hazard rate and the survival function. Third, using the estimated 

parameters of the model predicting the hazard rate, we represent graphically the conditional 

survival function. 

 

Parametric models used to predict the hazard rate 

Parametric models predicting the hazard rate  conditional on the individuals’ characteristics 

can be generally represented as in Equation 2, where ℎሺ𝑡ሻ is the hazard rate at time t, x is a vector 

of individual characteristics𝛽, is the model constant, 𝛽 is the vector of coefficients to be estimated, 

and ℎሺ𝑡ሻ is the baseline hazard function.  

ℎሺ𝑡ሻ ൌ  ℎሺ𝑡ሻ𝑒ሺఉబା௫ఉሻ                Equation 2 

 

The baseline hazard function represents the direct relationships between the time and the 

hazard rate. In other words, it represents the idea that the hazard rate is expected to increase with 

time despite the individuals’ characteristics. In parametric models, the main problem is that the 

functional form of ℎሺ𝑡ሻ is unknown. Often statisticians use a Weibull functional form to define 

the baseline hazard rate. Assuming that our baseline hazard function has a Weibull distribution 

ℎሺ𝑡ሻ ൌ 𝛾𝛼𝑡ఈିଵ, we can rewrite Equation 2 as the following Equation 3,: 

ℎሺ𝑡ሻ ൌ  𝛾𝛼𝑡ఈିଵ𝑒ሺ௫ఉሻ            Equation 3. 

where 𝛾 ൌ 𝑒ሺఉబሻ, and the parameters 𝛼,𝛽,𝛽 and 𝛾 are estimated using maximum likelihood. 

 

Relationship between the hazard rate and the survival function 
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The hazard rate is defined as the ratio between the probability that the event occurs at time 

t (f(t)) and the probability that the event has not yet occurred until t, i.e., one minus the cumulative 

distribution function (F(t)), or Equation 4: 

ℎሺ𝑡ሻ ൌ
𝑓ሺ𝑡ሻ

1 െ 𝐹ሺ𝑡ሻ
 

 

The Weibull functional form has mathematical properties that allow to conveniently define 

the hazard rate (ℎሺ𝑡ሻ) as in Equation 5, the probability density function (f(t)) as in Equation 6, the 

cumulative distribution function (F(t)) as in Equation 7, and the survival function (1-F(t)) as in 

Equation 8. Specifically, the survival function can be written as in Equation 8, and the parameters 

𝛾 and 𝛼 derived from the estimations of Equation 3; 

 

ℎሺ𝑡ሻ ൌ  𝛾𝛼𝑡ఈିଵ                            Equation 5 

𝑓ሺ𝑡ሻ ൌ  𝛾𝛼𝑡ఈିଵ𝑒ିఊ௧ഀ                  Equation 6 

𝐹ሺ𝑡ሻ ൌ  1 െ 𝑒ିఊ௧ഀ                       Equation 7 

𝑆ሺ𝑡ሻ ൌ 1 െ 𝐹ሺ𝑡ሻ ൌ െ𝑒ିఊ௧ഀ         Equation 8 

 

Using the estimated parameters of the model we calculate the conditional survival function 

Combining the results of the parameter estimates in Equation 3 and the mathematical 

relationships between the hazard rate (Equation 5) and the survival function (Equation 8) and 

assuming a Weibull distribution, we can predict the survival function at any period t conditional 

on the control variables (the vector x in Equation 3). This allows us to compare the graphical 

representation of the Kaplan- Meier survival function with the graphical representation of the 

predicted survival function conditional on control variables. Moreover, having assumed a Weibull 

distribution, allows us to consider continuous time, and represent graphically the survival function 

conditional on control variables as a continuous curve, while the usual Kaplan-Meier 

representation of the survival function is defined in discrete-time and itshe graphical representation 

is characterized by “steps”.  

 

3.  Illustration for an event analysis of female and male physicists promotion 
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at CNRS 

 

3.1  Organizational setting, variables and descriptive statistics  

The illustration we propose is based on a panel data sample of female and male researchers 

working at the Institute of Physics (INP), the Institute of CNRS specialized in the field of physics, 

for which we were able to combine administrative and bibliometric data, as well as specific 

information gathered from an online survey. Based on these data and relying on event history 

analysis, as explained in Section 2, we analyze promotions of these researchers from the entry 

positions or ranks of ‘Chargé de Recherche’ to the highest rank of ‘Directeur de Recherche’, 

respectively denoted (CR) and (DR). 

In this setting, in the two compagnion studies to the present analysis, we have investigated 

whether factors of promotion, direct and indirect, such as research output and family 

characteristics, can account for differences in the promotion rates of the female and male INP 

physicists from CR to DR ranks. In addition to the usual measure of numbers of publications and 

citations received, we have also considered complementary research activities such as mentoring, 

professional networking, fundraising, technology transfer, and project management activities. We 

have also considered family characteristics which we had retrieved in an online survey of INP 

researchers about the number and age of their children. We focus here on the impact of these family 

characteristics on the female and male physicists CR to DR promotion rates, as precisely proxied 

by the scientist’s number of children until year (t-1), and a dummy variable that equals one if the 

scientist has one child born in the last three years, zero otherwise, respectively denoted by Family 

size in year (t-1) and One child less than 3 years old. 

Our study sample is an unbalanced panel of 7,805 observations for 604 INP scientists, of 

which 139 are women (23.0%), and 465 are men (77.0%). Each of them is an active researcher 

from when entering at CNRS until 2017, the year of our online survey and last year of our study 

sample. Table 1 shows that overall, during our study period, 276 (45.7%) researchers are promoted 

DR after 14.3 years, on average, and 328 (54.3%) researchers stay CR without being promoted to 

DR for 11.7 years, on average. 

We see also in Table 1 that 56 (40.3%) female physicists are promoted DR after 15.8 years 

and their 220 (47.3%) male colleagues after 14.0 years. The difference of years to be promoted 
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from CR to DR for female and male physicists is of 1.8 years (=15.8-14.0), a rather small number, 

but statistically highly significant (the P-value of the test between the two means equals 0.0076). 

Relatedly, 83 (59.7 %) female researchers remain CR for 13.3 years until the end of the study 

period, while 245 (62.7 %) male researchers remain CR for 11.2 years 

 
Table 1: Promotion of INP scientists from CR to DR 

Numbers Scientists Scientist-year 
Observations 

Average number of 
years at risk  
of promotion 

  All Female Male All Female Male All Female Male 

Recruited CR 604 139 465 7805 1989 5816 12.9 14.3 12.5 

Promoted DR 276 56 220 3967 888 3 079 14.3 15.8 14.0 

Not promoted DR 328 83 245 3838 1101 2737 11.7 13.3 11.2 

Share of promoted (%) 45.7 40.3 47.3 50.8 44.6 52.9 -- -- -- 
Note: For the individuals not promoted to DR, the average year duration is right-censored.  

. 

In the Appendix, we document in Table A1 the descriptive statistics for the time-invariant 

and time-variant variables. The descriptive statistics for the time-invariant variables are calculated 

over the sample of 604 researchers. Statistics for the time-variant variables are calculated over the 

7,805 periods when the 604 researchers are at risk of promotion, namely from the year of entry at 

CNRS until the year of promotion to DR, or until 2017 if a researcher remains CR. We observe 

that the differences between female and male researchers are substantial and significant, as they 

are between researchers promoted and not-promoted to DR. We also see that the averages of the 

time-invariant covariates often small and not statistically significant. As concerns family 

characteristics the family size and the child less than three-years old dummy are weakly 

statistically different between female and male scientists, and on average respectively equal 1.19% 

and 26% for female and 1.13% and 28% for male. 

 

3.2  Results  

In Figure 1 we show the Kaplan-Meier non-parametric survival function for female and 

male scientists separately, when we follow the standard practice of computing and representing 

the ‘Kaplan-Meier’ survival function graphically, as a first exploratory analysis. We see clearly 

that the average survival rate for female physicists as CR(i.e., the time elapsed from the recruitment 
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as CR to the promotion to DR) is higher than for males in all periods, meaning that the average 

promotion rate to DR is lower for female than males. If we compute the log-rank test of equality 

between the two Kaplan-Meir survival functions, we also find that it is rejected with a P-value of 

0.0004 (Chi2 =12.51). 

 

Figure 1: Kaplan-Meier survival function estimates by gender  

 
Note: The x-axis years correspond to the time elapsed from the recruitment as CR 

      to the promotion to DR. 
 

Table A2 in the Appendix reports the maximum likelihood estimates of the parametric 

proportional hazard model, assuming a Weibull distribution as in Equation 3. Figure 2 shows the 

predicted survival function according to the estimates in Column 1, Figure 3 the predicted survival 

function according to the estimates in Column 2, and Figure 4 the predicted survival function 

according to the estimates in Column 3. 

The graphical representation in Figure 2 of the survival functions based on our parametric 

model estimates including only the Female dummy variable is very similar the one of Figure 1 and 

the estimates derived from the parametric model including only the Female dummy variable 

(Figure 2). In both cases, the curve representing the survival function of female scientists is above 

the curve of male scientists. This means that, for a given value of survival time, female scientists 
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are more likely than male scientists to be in the CR career step (or, equivalently, are less likely to 

be promoted DR). 

When we control only for family characteristics, we have a similar conclusion.The female 

scientists’ estimated survival function is still above the male survival function meaning that 

controlling for family characteristics does not affect the female likelihood of promotion to DR. 

However, when we control for the academic characteristics of scientists (i.e., scientific outputs, 

fundraising ability, and teaching experience, etc.), we find interestingly two survival functions that 

are not significantly different for female and male scientists. 
 
Figure 2: Weibull survival distribution by gender fitted from estimates in Table 1, column 1. 

 
Note: The analysis time corresponds to the number of years elapsed from the recruitment as CR to the promotion to DR. 
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Figure 3: Weibull survival distribution by gender fitted from estimates in Table 1, column 2. 

 
Note: The analysis time corresponds to the number of years elapsed from the recruitment as CR to the promotion to DR. 
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Figure 4: Weibull survival distribution by gender fitted from estimates in Table 1, column 3. 

 
Note: The analysis time corresponds to the number of years elapsed from the recruitment as CR to the promotion to DR. 

 

 

 

4.  Conclusion 

This paper aims to compare different ways of estimating the survival function for a 

longitudinal sample of individuals at risk of an event. We estimate the survival function following 

three different approaches. The first approach is the non-parametric Kaplan-Meier estimate, the 

second approach calculates the survival function relying on the estimates of a parametric model 

including only one variable of interest and no controls, and the third approach calculates the 

survival function relying on the estimates of a parametric model including the variable of interest 

and a set of controls. For each approach, we produce a graphical representation of the survival 

function.  
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The three graphical representation of the survival functions shows some peculiarities. The 

survival curve derived from the non-parametric Kaplan-Meier approach is calculated without 

assuming any functional form but it requires dividing the survival time into discrete time intervals. 

Moreover, it does not allow to calculate confidence intervals and to control for individual 

characteristics. Different from the Kaplan-Meier approach, the parametric model including only a 

variable of interest allows to consider continuous survival time and to include confidence intervals 

in the graphical representation. Finally, the survival function relying on the estimates of a 

parametric model including a set of controls allows calculating the survival function and its 

confidence intervals conditioning on the individual characteristics. 

We suggest that a good practice in the event history analyses would be to compare 

systematically the three graphics resulting from the three ways of estimating the survival function. 

We illustrate our approach in an empirical exercise comparing three graphics of the survival 

functions of female and male researchers at risk of promotion. 
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Appendix A 

Table A1: Descriptive statistics. 
  (1) (2) (3) (4) (5) (6) (7) 

 All Female Male P-val. 
2-3 

Promoted 
to DR 

Not 
promoted 

P-val. 
 5-6 

Time-invariant covariates               
604 researchers (139 females, 465 males)        
Female scientist 0.23 1 0  0.20 0.25 0.145 
Male scientist* 0.77 0 1  0.80 0.75 0.145 
Age at CR 31.25 31.1 31.3 0.464 30.41 31.97 0.000 
Recruited as CR1 0.22 0.23 0.22 0.746 0.25 0.20 0.069 
Ph.D. in a Paris university 0.35 0.29 0.37 0.105 0.35 0.35 0.955 
Ph.D. in a French university 0.44 0.41 0.45 0.379 0.41 0.46 0.238 
Ph.D. in a foreign university (ref.) 0.21 0.30 0.18 0.003 0.24 0.19 0.134 
Ph.D. graduation year* 1996 1995 1997 0.253 1990 2002 0.000 
Ph.D. graduation year 2001-2017 0.40 0.37 0.42 0.311 0.08 0.68 0.000 
Ph.D. graduation year 1991-2000 0.29 0.27 0.29 0.629 0.36 0.23 0.001 
Ph.D. graduation year before 1991 (ref.) 0.31 0.36 0.29 0.120 0.56 0.09 0.000 
Section 2: Physical theories 0.19 0.10 0.21 0.003 0.21 0.17 0.312 
Section 3: Condensed matter physics (structures and electronic properties) 0.24 0.21 0.25 0.349 0.22 0.25 0.467 
Section 4: Atoms and molecules, optics and lasers, hot plasma physics 0.29 0.31 0.29 0.596 0.29 0.29 0.939 
Section 5: Condensed matter physics (organizations and dynamics) 0.28 0.38 0.26 0.004 0.28 0.29 0.914 

        
Time-variant covariates        
7805 periods at risk of promotion (1989 for females, 5816 for males)        
Cumulated number of articles in t-1 21.44 15.63 23.43 0.000 41.86 20.70 0.000 
Cumulated number of conference papers in t-1 4.06 2.86 4.47 0.000 7.43 3.94 0.000 
Average number of citations in t-1 1.82 1.23 2.016 0.000 1.88 1.81 0.612 
Cumulated number of collaborators in t-1 25.02 19.58 26.88 0.000 43.50 24.34 0.000 
Cumulated number Ph.D. theses supervised in t-1 0.16 0.13 0.17 0.002 0.69 0.14 0.000 
Cumulated years as head of a research team in t-1 0.75 0.75 0.74 0.848 2.55 0.68 0.000 
Cumulated years with other research responsibilities in t-1 0.42 0.28 0.47 0.000 1.08 0.39 0.000 
Family size in t-1 1.14 1.19 1.13 0.042 1.79 1.12 0.000 
One child less than 3 years old 0.28 0.26 0.28 0.038 0.17 0.28 0.000 
At least one EPO patent in t-1 0.05 0.04 0.05 0.537 0.08 0.05 0.008 
At least one ANR or EU grant in t-1 0.04 0.03 0.04 0.066 0.05 0.04 0.183 
Gender parity initiative (MPPF) 0.38 0.33 0.40 0.000 0.19 0.39 0.000 
Share of individuals with at least one child in the observation period* 0.75 0.79 0.73 0.168 0.81 0.70 0.001 
Average number of publications at promotion time* 43.46 32.98 46.59 0.000 49.29 38.55 0.000 

Note: Column 4 shows the P-value of the tests for mean equality between females (Column 2) and males (Column 3), while Column 
7 shows the P-value of the tests for mean equality between researchers promoted to DR (Column 5) and not promoted (Column 6). 
The average values for the time-invariant covariates are calculated at the researcher level, while the time-variant covariates are 
calculated as an average for all the period at risk of promotion. *Average statistics mentioned in the text, but not entering in the 
econometric analysis. 
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 Table A2: Event history analysis for promotion to DR using maximum likelihood estimations of 
the parametric model assuming the Weibull functional form of the baseline hazard (ℎሺ𝑡ሻ ൌ
𝛾𝛼𝑡ఈିଵ). 

  (1) (2) (3) 
 All All All 
 Hazard ratio Hazard ratio Hazard ratio 

       
Female 0.569*** 0.570*** 0.778 

 (0.100) (0.0989) (0.151) 
Cumulated number of articles in t-1   1.027*** 

   (0.00487) 
Cumulated number of conference papers in t-1   0.998 

   (0.00741) 
Average number of citations in t-1   1.069*** 

   (0.0245) 
At least one EPO patent in t-1   1.208 

   (0.299) 
Cumulated number of collaborators in t-1   0.992** 

   (0.00362) 
Cumulated number Ph.D. theses supervised in t-1   1.233*** 

   (0.0855) 
Cumulated years as head of a research team in t-1   1.088*** 

   (0.0226) 
Cumulated years with other research responsibilities in t-1   0.973 

   (0.0305) 
At least one ANR or EU grant in t-1   0.808 

   (0.279) 
Family size in t-1  1.162*** 1.132* 

  (0.0664) (0.0720) 
One child less than 3 years old  0.806 0.820 

  (0.143) (0.146) 
Age at CR   1.003 

   (0.0385) 
Ph.D. from a Paris university   0.680* 

   (0.152) 
Ph.D. from a French university   0.801 

   (0.174) 
Ph.D. graduation year 2001-2017   0.775 

   (0.275) 
Ph.D. graduation year 1991-2000   1.100 

   (0.194) 
Recruited as CR1   1.621** 

   (0.387) 
Gender parity initiative (MPPF)   0.835 

   (0.208) 
Constant 0.000335*** 0.000387*** 0.000492*** 

 (0.000110) (0.000141) (0.000609) 
Section dummies 
 

No No Yes 
Log-likelihood -313.747 -309.317 -226.885 
Weibull parameter  2.683 2.563 2.244 
Observations 7,805 7,805 7,805 
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Résumé. On s’intéresse au clustering de données continues sous un processus de
génération de valeurs manquantes non ignorable. Le clustering est effectué par un mélange
semi-paramétrique. L’estimation est faite par maximisation de la vraisemblance lissée au
moyen d’un algorithme de Majoration-Minimisation. L’apport de notre approche est
illustrée par sur données simulées.

Mots-clés. Clustering, Modèle de Mélange, Valeurs manquantes non ignorables,
Vraisemblance lissée.

Abstract. We are concerned in clustering continuous data sets subject to nonignor-
able missingness. Clustering is achieved by a specific semi-parametric mixture. Estima-
tion is performed by maximizing the smoothed likelihood via a Majoration-Minimization
algorithm. Simulated data illustrates the benefits of the poroposed method.

Keywords. Clustering, Mixture Model, Nonignorable Missigness, Smoothed Likeli-
hood.

1 Introduction

Mixture models permit to achieve the clustering purpose in a rigorous context but the case
where data have missingness is generally neglected. Moreover, the missing not at random
scenario (MNAR; Little and Rubin (2019)), where the missingness process depends on the
missing values even conditional on the observed covariates, generally requires the miss-
ingness process to be considered to obtain consistent estimators. However, few statistical
methods permit this scenario because the models are often not identifiable based on the
observed data.

Two clustering approaches allow data subject to the MNAR scenario to be analyzed.
Chi et al. (2016) introduces the K-POD algorithm that extends the K-means to the case
of missing data even if the missing mechanism if unknown. However, this approach suffers
from the standard drawbacks of the K-means algorithm (i.e., assumptions of spherical
clusters and equals proportions of the clusters). Alternatively, using a selection model

1
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approach Miao et al. (2016) proposed a specific Gaussian mixtures and t-mixtures to
analyze data under MNAR scenario. For such approach, the missingness process must
be specified (probit and logit distributions are generally used). However, this approach
produces strong bias if the parametric assumptions (made on the covariate distribution
or on the missingness process) are violated.

In this paper, clustering is performed via a mixture model that uses a pattern-mixture
model approach with non-parametric distributions. Thus, no assumptions are made on the
data distribution or on the missingness process except that the variables are independent
within components. Note that this assumption is quite standard for semi-parametric mix-
tures (Levine et al., 2011; Kasahara and Shimotsu, 2014). For each mixture component,
we estimate, for each variable, its probability to be observed and its conditional distribu-
tion given the variables is observed. We emphasize that our concern is clustering and not
imputation or density estimation. Indeed, without adding assumptions, the distribution
of the variables within component cannot be estimated by our procedure. Estimation of
mixture is done by maximizing the smoothed likelihood (Levine et al., 2011).

The paper is organized as follows. Section 2 introduces the model Section 3 focuses
on the estimation. Section 4 illustrates the relevance of the approach. Section 5 gives a
conclusion. More details are available in Du Roy de Chaumaray and Marbac (2020).

2 Mixture for nonignorable missingness

2.1 The data

The observed sample is composed of n independent and identically distributed subjects
arisen form K homogeneous subpopulations. Each subject is described by d continuous
variables and some realizations of these variables may be unobserved. The probability,
for a variable, to be not observed is allowed to depend on the values of the variable itself
and the subpopulation membership.

Each subject i is described by a vector of three variables (X!
i ,R

!
i ,Z

!
i )

! where
X i = (Xi1, . . . , Xid)! ∈ Rd is set of continuous variables, Ri = (Ri1, . . . , Rid)! ∈ {0, 1}d
indicates whether Xij is observed (Rij = 1) and Zi = (Zi1, . . . , ZiK)! indicates the sub-
population of subject i (Zik = 1 if subject i belongs to subpopulation k and otherwise
Zik = 0). Each subject belongs to one subpopulation such that

∑K
k=1 Zik = 1. The real-

izations of Zi are unobserved and a part of the realizations of X i can be unobserved too.
Therefore, the observed variables for subject i are (Xobs!

i ,R!
i )

! where Xobs
i is composed

of the elements of X i such that Rij = 1 and the unobserved variables for subject i are
(Xmiss!

i ,Z!
i )

! where Xmiss
i is composed of the elements of X i such that Rij = 0.

2
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2.2 General mixture model

We use mixture models in a purpose of clustering and not for density estimation. Clus-
tering aims to estimate the subpopulation memberships given the observed variables (i.e.,
the realization of Zi given (Xobs!

i ,R!
i )

!) without assumption on the missingness pro-
cess (i.e., no assumption are made on the conditional distribution of Ri | X i,Zi). The
probability distribution function (pdf) of (X!

i ,R
!
i )

! for subpopulation k (i.e., Zik = 1)
is denoted by gk(·). Thus, the pdf (X!

i ,R
!
i )

! is defined by the pdf of a K-component
mixture

g(xi, ri) =
K∑

k=1

πkgk(xi, ri), (1)

where πk > 0,
∑K

k=1 πk = 1 and gk(·;θ) is pdf of component k. From (1), using the
pattern-mixture model, the pdf of component k is given by

gk(xi, ri) = gk(ri)gk(xi | ri). (2)

For clustering, the pattern-mixture model should be preferred to selection model be-
cause it does not require to specify the missingness process, allows this process to be
nonignorable and permits to easily obtain the conditional probabilities of the subpopula-
tion membership given the distribution of the observed values

P(Zik = 1 | xobs
i , ri) =

gk(xobs
i , ri)∑K

!=1 π!g!(xobs
i , riθ)

.

Indeed, integrating the pdf of component k over the missing variables Xmiss
i , we have

gk(x
obs
i , ri) = gk(ri)gk(x

obs
i | ri).

Note that this approach does not permit to estimate the marginal distribution of X i | Zi

without adding assumptions on the missing process. Thus, the proposed approach can be
used for clustering but not for density estimation.

2.3 Semi-parametric mixture for nonignorable missingness

A wide range of literature focuses on models assuming that conditionally on knowing
the particular subpopulation the subject i came from, its coordinates X i are indepen-
dent. Thus, we extend this model for nonignorable missingness. The couples of variables
(Xij, Rij)! are assumed to be conditionally independent given Zi. Thus, the distribution
ofRi | Zi is a product of Bernoulli distributions and the conditional density ofX i | Zi,Ri

is defined as the product of univariate densities. Thus, from (2), the pdf of component k
is also defined as

gk(xi, ri) = gk(ri; τ k)
d∏

j=1

p
rij
kj (xij)q

1−rij
kj (xij) with gk(ri; τ k) =

d∏

j=1

τ
rij
kj (1− τkj)

1−rij ,
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where τ k = (τk1, . . . , τkd), τkj is the probability that Xij is observed given that subject
i belongs to subpopulation k, pkj(·) is the conditional density of Xij given Zik = 1 and
Rij = 1 and qkj(·) is the conditional density of Xij given Zik = 1 and Rij = 0. Thus,
clustering is achieved by modeling, for each subpopulation, the marginal probability of
missingness and the conditional density given that the variable is observed. Integrated
out the unobserved variables Xmiss

i , we have

gk(x
obs
i , ri;θ) =

K∑

k=1

πkgk(x
obs
i , ri;θ), with gk(x

obs
i , ri;θ) = gk(ri; τ k)

d∏

j=1

p
rij
kj (xij), (3)

where θ groups all the finite parameters (πk and τ k) and all the infinite parameters pkj(·).
Note, we do not need to estimate qkj(·) for the clustering purpose but that this implies
that we are not able to estimate the distribution of X i | Zi.

The following assumptions provide sufficient conditions for the model identifiability
stated by Lemma 1 which is a consequence of Theorem 8 in Allman et al. (2009).

Assumption 1 The pkj’s are linearly independent, πk > 0 and τkj > 0.

Lemma 1 If Assumption 1 holds true, then the model defined by (3) is generically iden-
tifiable, up to label swapping.

3 Maximizing of the smoothed likelihood

To perform parameter estimation, we extend the approach of Levine et al. (2011) that uses
the smoothed likelihood to the case of mixed-type variables. Indeed, the observed variables
contains continuous variables xobs

i and binary variables ri. Note that the smoothing is
only performed on the densities and thus on the distributions of xobs

i . Let S be the
smoothing operator defined by Sgk(xobs

i | ri) =
∏d

j=1 (Spkj(xij))
rij where

Spkj(xij) =

∫

Ωj

1

h
K

(
xij − u

h

)
pkj(u)du,

where K is a kernel function and h > 0 its bandwidth. We consider the non linear
smoothing operator defined by

N gk(x
obs
i , ri;θ) = gk(ri; τ k) exp{S ln gk(x

obs
i | ri)}. with gk(x

obs
i | ri) =

d∏

j=1

p
rij
kj (xij).

The smoothed log-likelihood function is defined by

#n(θ) =
n∑

i=1

ln

(
K∑

k=1

πkN gk(x
obs
i , ri;θ)

)
.
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Parameter estimation is performed by maximizing the smoothed likelihood over θ. This
maximization is achieved by a MM algorithm detailed in Du Roy de Chaumaray and
Marbac (2020).

4 Numerical experiments

Tho illustrates the benefits of the proposed method, we compare, on simulated data, our
proposed method to the following standard methods for clustering data with missingness:
GLMM (Gaussian-Logit mixture model Miao et al. (2016)), K-pod (K-pod approach
performed Chi et al. (2016)) and NPimputed (non parametric mixture on the imputed
data where imputation is performed with the R package missMDA (Josse and Husson,
2016)). During all the experiments we use a Gaussian kernel with bandwidth h = n−1/5.

We generate complete data from a bi-component mixture with unequal proportions
(π1 = 1/3 and π2 = 2/3) and independence between variables within components such
thatXij = δ(Zi1−Zi2)+εij, where the εij are independent from all the variables. Then, we
add missing values from three scenarios: MCA: (P(Rij = 0 | Xij,Zi) = (1 + exp(γ))−1),
MNAR-1 (P(Rij = 0 | Xij,Zi) = (1 + exp(γ + zi1 − zi2))−1), MNAR-2 (P(Rij = 0 |
Xij,Zi) = (1 + exp(γ + xij))−1). Thus, the parameters δ and γ allow to set the rates of
misclassification error and missingness. We consider three distributions for εij: standard
Gaussian, Student with 3 degrees of freedom and Laplace.

We consider data sets composed by n = 100 observations and d = 4 variables. For
each scenario, we generated 100 data sets. To compare the methods, we compute the
Adjusted Rand index between the true partition and the estimators of the partition given
by the methods. Results obtained for different rates of missingness and a theoretical
missclassification rate of 5% are presented in Figure 1.

5 Conclusion

The proposed method allows continuous data set with nonignorable missingness to be
clustered with no more assumption than the independence within components. Selecting
the number of components is a difficult task that could be achieved by extending the
approach of Kasahara and Shimotsu (2014) to the mixed-type data. Finally, a procedure
of bandwidth selection should be investigated.
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Figure 1: ARI obtained by the competing methods on 100 samples of 100 observations
described by 4 variables for different rates of missingness and a theoretical rate of mis-
classification of 5%.
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christophe.biernacki@inria.fr
4 Univ. Lille, CHU Lille, ULR 2694 - METRICS and Inria, F-59000 Lille, France.

vincent.vandewalle@univ-lille.fr

Résumé. Nous étudions l’estimation des paramètres des modèles de régression avec
des effets fixes par classe, lorsque la variable de classe est manquante alors que des va-
riables liées à la classe sont disponibles. Ce problème peut être résolu en modélisant la
distribution jointe de la variable cible et des variables liées à la classe. La stratégie habi-
tuelle d’estimation des paramètres pour ce modèle joint est une approche en deux étapes,
commençant par l’apprentissage de la variable de la classe (étape de clustering) et ensuite
l’insertion de son estimateur pour ajuster le modèle de régression (étape de régression).
Toutefois, cette approche est sous-optimale car à la fois les estimateurs des paramètres de
la régression sont biaisés et aussi elle n’utilise pas la variable cible pour le clustering. Ainsi,
nous plaidons pour une approche d’estimation simultanée du clustering et de la régression,
dans un cadre semi-paramétrique. Des expériences numériques illustrent les avantages de
notre proposition en considérant différents modèles pour la distribution dans les classes
et différents modèles de régression.

Mots-clés. clustering ; modèles de mélange ; modèles de régression ; modèles semi-
paramétriques.

Abstract. We investigate the parameter estimation of regression models with fixed
group effects, when the group variable is missing while group related variables are avail-
able. This problem can be solved by modeling the joint distribution of the target and of
the group related variables. The usual parameter estimation strategy for this joint model
is a two-step approach starting by learning the group variable (clustering step) and then
plugging in its estimator for fitting the regression model (regression step). However, this
approach is suboptimal since both regression estimates are biased and it does not make
use of the target variable for clustering. Thus, we claim for a simultaneous estimation
approach of both clustering and regression, in a semi-parametric framework. Numeri-
cal experiments illustrate the benefits of our proposition by considering wide ranges of
distributions and regression models.

Keywords. clustering; finite mixture; regression model; semi-parametric model.
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1 Introduction

The regression model with a fixed group effect considers that the intercept of the regression
depends on the group from which the subject belongs (the intercept is common for subjects
belonging to the same group but different for subjects belonging to different groups).
However, in many applications, the group variable is not observed but other variables
related to this variable are observed. For instance, suppose we want to investigate high
blood pressure by considering the levels of physical activity among the covariates. In
many cohorts, the level of physical activity of a subject is generally not directly available
(because such a variable is not easily measurable) but many variables on the mean time
spent doing different activities are available.

The estimation of a regression model with a fixed group effect is generally performed
using a two-step approach as for instance in Epidemiology or in Economics. As a first
step, a clustering on the individual based on the group related variables is performed
to obtain an estimator of the group. As a second step, the regression model is fitted
by using the estimator of the group variable among the covariates. However, since the
group variable is estimated with error (class overlap), it is well-known that the resulting
estimators of the parameters of regression are biased (Bertrand et al., 2017). The bias
depends on the accuracy of the clustering step. Note that, although the target variable
contains information about the group variable (and so is relevant for clustering), this
information is not used in the two-step approach, leading to sub-optimal procedures.

We propose a new procedure (hereafter referred to as the simultaneous approach) that
estimates simultaneously the clustering and the regression models in a semi-parametric
frameworks (Hunter et al., 2011) thus circumventing the limits of the standard procedure
(biased estimators). We demonstrate that this procedure improves both the estimators
of the partition and regression parameters. We focus on semi-parametric mixture where
the component densities are defined as a product of univariate densities (Chauveau et al.,
2015), which is identifiable if the univariate densities are linearly independent and if
at least three variables are used for clustering (Allman et al., 2009). Semi-parametric
inference is achieved by a maximum smoothed likelihood approach (Levine et al., 2011)
via a Maximization-Minimization (MM) algorithm (Hunter and Lange, 2004).

The presentation is organized as follows. Section 2 introduces a general context where
a statistical analysis requires both methods of clustering and prediction, and it presents
the standard approach that estimates the parameters in two steps. Section 3 shows that
a procedure that allows a simultaneous estimation of the clustering and of the regres-
sion parameters generally outperforms the two-step approach. Section 4 discusses about
numerical experiments, which are not given in this long summary but will be presented
during the talk. More details about the work presented can be found in Marbac et al.
(2020).
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2 Embedding clustering and prediction models

2.1 Data presentation

Let (V !, X!, Y )! be the set of the random variables where V = (U!, Z!)! is a dV =
dU +K dimensional vector used as covariates for the prediction of the univariate variable
Y ∈ R, X is a dX dimensional vector and Z = (Z1, . . . , ZK)! ∈ Z is a categorical variable
with K levels. The variable Z indicates the group membership such that Zk = 1 if the
subject belongs to cluster k and otherwise Zk = 0. The realizations of (U!, X!, Y )! are
observed but the realizations of Z are unobserved. Thus, X is a set of proxy variables
used to estimate the realizations of Z. Considering the high blood pressure example, Y
corresponds to the diastolic blood pressure, U is the set of observed covariates (gender,
age, alcohol consumption, obesity and sleep quality), X is the set of covariates measuring
the level of physical activity and Z indicates the membership of a group of subjects
with similar physical activity behaviours. The observed data are n independent copies
of (U!, X!, Y )! denoted by U = (u1, . . . , un)!, X = (x1, . . . , xn)! and Y = (y1, . . . , yn)!

respectively. The n unobserved realizations of Z are denoted by Z = (z1, . . . , zn)!.

2.2 Introducing the joint predictive clustering model

Regression model Let a loss function be L(·) and ρ(·) its piecewise derivative. The
loss function L allows the regression model of Y on V to be specified with a fixed group
effect given by

Y = V !β + ε with E[ρ(ε)|V ] = 0, (1)

where β = (γ!, δ!)! ∈ RdV , γ ∈ RdU are the coefficients of U , δ = (δ1, . . . , δK)! ∈ RK are
the coefficients of Z (i.e., the parameters of the group effect), and ε is the noise. Note
that for reasons of identifiability, the model does not have an intercept. The choice of L
allows many models to be considered and, among them, one can cite the mean regression
(with L(t) = t2 and ρ(t) = 2t), the τ -quantile regression (with L(t) = |t| + (2τ − 1)t
and ρ(ε) = τ − 1{ε≤0}), the τ -expectile regression (with L(t) = |τ − 1{t ≤ 0}|t2 and
ρ(t) = 2t((1− τ)1{t ≤ 0}+ τ1{t > 0}).

The restriction on the conditional moment of ρ(ε) given V is sufficient to define a model
and allows for parameter estimation. However, obtaining maximum likelihood estimate
(MLE) needs specific assumptions on the noise distribution. For instance, parameters
of the mean regression can be consistently estimated with MLE by assuming a centred
Gaussian noise. Similarly, the parameters of τ -quantile (or τ -expectile) regression can
be consistently estimated with MLE by assuming that the noise follows an asymmetric
Laplace (or an asymmetric normal) distribution. Hereafter, we denote the density of the
noise ε by fε.
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Clustering model The distribution of X given Zk = 1 is defined by the density fk(·).
Therefore, the marginal distribution of X is a mixture model defined by the density

f(x;ϑ) =
K∑

k=1

πkfk(x) =
K∑

k=1

πk

dX∏

j=1

fkj(xj), (2)

where ϑ = {πk, fk; k = 1, . . . , K}, πk > 0 and
∑K

k=1 πk = 1 and where fk is the density
of component k defined as the product of univariate densities fkj in the semi-parametric
setting.

Joint clustering and regression model The joint model assumes that Z explains the
dependency between Y and X (i.e., Y and X are conditionally independent given Z) and
that U and (X!, Z!) are independent. Moreover, the distribution of (X, Y ) given U is
also a mixture model defined by the density (noting θ = {ϑ}∪{δk; k = 1, . . . , K}∪{γ, fε})

f(x, y|u; θ) =
K∑

k=1

πkfk(x)fε(y − u!γ − δk), (3)

where, for k = 1, . . . , K we have

E[ρ(Y − U!γ − δk)|U,Zk = 1] = 0. (4)

Moment condition The following lemma gives the moment equation verified on the
joint model. It will be used later to justify the need for a simultaneous approach. It
shows an equivalence between the moment equation which permits to understand why
the two-step approach is biased and which justifies the use of the unified procedure.

Lemma 1. Let an identifiable model defined by (3) and (4), for any x and k. Then, noting

rX,Y
k (x, y) = πkfk(x)fε(y−u!γ−δk)∑K

"=1 π"f"(x)fε(y−u!γ−δ")
, β = (δ!, γ!)! is the single parameter satisfying

∀k = 1, . . . , K, E[rX,Y
k (X, Y )ρ(Y − u!γ − δk)|U,X] = 0. (5)

3 The proposed simultaneous estimation procedure

Based on Lemma 1, we have shown in Marbac et al. (2020) that performing a two-step
approach, thus performing the regression based on the clustering step output, provides
a suboptimal classification rule because the classification neglects the information given
by Y . Consequently, we circumvent this issue by using a simultaneous semi-parametric
approach, also avoiding bias of parametric miss-specified models.
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Semi-parametric model In this section, we consider the semi-parametric version of
the model defined by (3) where the densities of the components are assumed to be a
product of univariate densities. Thus, we have

f(y, x | u; θ) =
K∑

k=1

πkfk(y, x | u; θ) =
K∑

k=1

πk

dX∏

j=1

fkj(xj)fε(y − u!γ − δk), (6)

where θ groups all the finite and infinite parameters and β is such that (5) holds. A
sufficient condition implying identifiability for model (6) is that the marginal distribution
of X is identifiable and thus a sufficient condition is to consider linearly independent
densities fkj’s and dX ≥ 3 (Allman et al., 2009). For sake of simplicity we will note
w = (x!, y)! with w ∈ RdX+1, such that f(y, x | u; θ) =

∑K
k=1 πkfk(w | u; θ).

Majorization-Minorization algorithm Parameter estimation is achieved via a Majorization-
Minorization algorithm. Given an initial value θ[0], this algorithm iterates between a
majorization and a minorization steps. Thus, an iteration [r] is defined by

• Majorization step: t[r−1]
ik ∝ π[r−1]

k

(
N f [r−1]

k

)
(wi | ui; θ[r−1]), with N fk the exponen-

tial of the smoothed log-density in class k (Levine et al., 2011).

• Minorization step:

1. Updating the parametric elements

π[r]
k =

1

n

∑

i

t[r−1]
ik and β[r] = argmin

β

∑

i,k

t[r−1]
ik ρ(yi − u!

i γ − δk).

2. Updating the nonparametric elements

fkj(a) =
1

nπ[r]
k

∑

i

t[r−1]
ik Kh(xij−a) and fε(a) =

1

n

∑

i,k

t[r−1]
ik Kh(yi−u!

i γ
[r]−δ[r]k −a),

with Kh the rescale kernel function of bandwith h considered in the smoothing.

The Majorization-Minorization algorithm is monotonic for the smoothed log-likelihood.
It is a direct consequence of the monotony of the algorithm of Levine et al. (2011) where
we use the fact that, in order to satisfy the moment condition defined in (5) of Lemma 1,

we must have β[r] = argminβ

∑n
i=1

∑K
k=1 t

[r−1]
ik ρ(yi − u!

i γ − δk).
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4 Numerical experiments and conclusion

In experiments presented in Marbac et al. (2020), we have considered several types of
regressions in a semi-parametric framework. In a first time we have compared the simul-
taneous and the two-step approaches in a parametric and semi-parametric framework. In
a second time we have shown that robust regressions can be easily used with the semi-
parametric approach and improve the estimators of the regression parameters. In a third
time, we have shown that the semi-parametric method permits to consider asymetric
losses (quantile or expectile regressions). An application the high blood pressure has also
been studied where we have considered simultaneously the clustering of subjects based on
their physical activity and the use of this variable in a regression model on the diastolic
blood pressure.

The main conclusion is that simultaneously performing the clustering and the esti-
mation of the regression model improves the accuracy of both the partition and of the
regression parameters. The approach can be applied to a wide range of regression models,
and avoids bias in the estimation compared with parametric models.
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1 Université Côte d’Azur, Inria, CNRS, Laboratoire J.A.Dieudonné, Maasai team, Nice,
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Résumé. L’objectif de ce travail est d’analyser les notifications d’effets indésirables
(EIs) recueillies par le Centre Régional de Pharmacovigilance de Nice (France) entre
2010 et 2020. La détection actuelle des signaux par les experts est malheureusement
incomplète, donc nous étudions ici une méthode automatisée de détection des signaux.
À cette fin, nous introduisons un modèle de co-clustering génératif, nommé modèle de
bloc latent dynamique (dLBM), qui étend le modèle de bloc latent classique au cas des
données de comptage dynamique. Le temps continu est géré en partitionnant la période
de temps considérée, permettant la détection de coupures temporelles dans les signaux.
Un algorithme SEM-Gibbs est proposé pour l’inférence et le critère ICL est utilisé pour la
sélection du modèle. L’application à l’ensemble de données ADR a souligné que le dLBM
était non seulement capable d’identifier des clusters cohérentes avec les connaissances
rétrospectives, mais aussi de détecter des comportements atypiques, dont les professionnels
de santé n’étaient pas conscients.

Mots-clés. Co-clustering, pharmacovigilance, modèle de bloc latent, matrices de
comptage dynamique, algorithme SEM-Gibbs.

Abstract. The purpose of this work is to analyze the notifications of adverse drug
reactions (ADR) gathered by the Regional Center of Pharmacovigilance of Nice (France)
between 2010 to 2020. As the current expert detection of safety signals is unfortunately
incomplete, we investigate here an automatized method of safety signal detection. To this
end, we introduce a generative co-clustering model, named dynamic latent block model
(dLBM), which extends the classical binary latent block model to the case of dynamic
count data. The continuous time is handled by partitioning the considered time period,
allowing the detection of temporal breaks in the signals. A SEM-Gibbs algorithm is
proposed for inference and the ICL criterion is used for model selection. The application
to ADR dataset pointed out that dLBM was not only able to identify clusters that are
coherent with retrospective knowledge, but also to detect atypical behaviors, which the
health professionals were unaware.
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Keywords. Co-clustering, pharmacovigilance, latent block model, dynamic count
matrices, SEM-Gibbs algorithm.

1 Introduction

One of the missions of the Regional Centers of Pharmacovigilance (RCPVs) is safety signal
detection. However, the method currently used, i.e. manual expert detection of safety
signals by the RCPV, despite being unavoidable, has the disadvantage of being incomplete
due to its workload. This is why, developing automatized method of safety signal detection
is currently a major issue in pharmacovigilance. In such a context, clustering may play
an important role in summarizing the information carried out by pharmacovigilance data
and identifying patterns of interest. It would be indeed of interest to both cluster the
drugs and the adverse reactions to help medical experts in their tasks.

2 The dynamic latent block model (dLBM)

The main goal of this model is the simultaneous clustering of rows and columns of
high-dimensional sparse matrices in a dynamic time framework. The data we consider
are organized such that the rows (drugs in pharmacovigilance application) are indexed
by i = 1, . . . N and the columns (adversarial effects) by j = 1, . . . , P . Moreover, we con-
sider a fixed time period [0, T ] during which the total number of rows, N , and columns, P ,
is fixed. We indicate as X (t) the N ×P matrix that represents the cumulative number of
interactions between i and j at time t ∈ [0, T ]. According to the latent block model (Gov-
aert and Nadif, 2010), rows and columns of X (t) are assumed to be clustered respectively
into K and L groups, such that the data belonging to the same block are independent
and identically distributed. More formally, the latent structure of X (t) is identified by:

• Z := {zik}i∈1,...,N,k∈1,...,K represents the clustering of rows into K groups: A1, ...,AK .
The row i belongs to cluster Ak iff zik = 1;

• W := {wj!}j∈1,...,P,!∈1,...,L represents the clustering of columns into L groups: B1, ...,BL.
The column j belongs to cluster B! iff wj! = 1.

Moreover, Z and W are assumed to be independent and distributed according to multi-
nomial distributions:

p(Z|γ) =
K∏

k=1

γ|Ak|
k , p(W |ρ) =

L∏

!=1

ρ|B!|
! ,
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where γk = P{zik = 1}, ρ! = P{wj! = 1},
K∑

k=1

γk = 1,
L∑

!=1

ρ! = 1, and |Ak| and |B!|

respectively represent the number of rows in cluster Ak and the number of columns in
cluster B!.

Modeling the dynamic framework A possible approach for the dynamic modeling
relies on non-homogeneous Poisson processes (NHPPs), thus assuming that {Xij(.)}i,j are
independent point processes, with instantaneous intensity functions λ. We further assume
that the intensity function only depends on the respective clusters of row i and column j:

Xij(t) | zik, wj! = 1 ∼ P
(∫ t

0

λk!(u)du

)
. (1)

In order to ease the understanding of the dynamic model and to make the inference
tractable, we also operate a clustering over the time dimension. Let us first introduce a
discretization of the considered time interval [0, T ], as follows:

0 = t0 < t1 < · · · < tU = T, (2)

where the U intervals, Iu = [tu−1, tu[, will also be clustered. The number of interactions
between i and j on the time interval Iu can be therefore summarized by:

Xiju := Xij(tu)− Xij(tu−1), ∀(i, j, u), (3)

where Xij(tu) represents the cumulative number of interactions at time tu between i
and j. Since our goal is to perform clustering over the time dimension as well, each time
interval I1, . . . , IU is also assumed to be assigned to a hidden time cluster D1, . . . ,Dc.
A specific time cluster can occur more than once in the temporal line when a similar
interactivity pattern is repeated in time. To model the membership to time clusters, a
new latent variable S has to be introduced. As for Z and W , we assume that S follows a
multinomial distribution:

p(S | δ) =
C∏

c=1

δ|Dc|
c , (4)

where δc = P{suc = 1};
C∑

c=1

δc = 1 and | Dc | represents the number of time intervals in

the cluster Dc. Once these additional assumptions have been made, we can write:

Xiju|zikwj!suc = 1 ∼ P(λk!c∆u), (5)

where ∆u indicates the length of the interval Iu.We assume that ∆u is constant, ∆u = ∆.
We can finally set ∆ = 1 without loss of generality. Thus, it holds that:

p(Xiju | zikwj!suc = 1,λk!c) =

(
(λk!c)

Xiju

Xiju!
exp (−λk!c)

)
. (6)
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It is now possible to write the complete data likelihood of the model:

p(X,Z,W, S|γ, ρ, δ,λ) = p(Z|γ)p(W |ρ)p(S|δ)p(X|Z,W, S,λ), (7)

where p(Z|γ), p(W |ρ) and p(S|δ) were defined in the previous section. The conditional
distribution ofX, given Z,W , and S, can be easily obtained from Eq. (6) by independence:

p(X|Z,W, S,λ) =
∏

k,!,c

(
(λk!c)Rk!c

Pk!c
exp (− | Ak || B! || Dc | λk!c)

)
, (8)

where Rk!c =
N∑

i=1

P∑

j=1

U∑

u=1

zikwj!sucXiju and Pk!c =
N∏

i=1

P∏

j=1

U∏

u=1

(zikwj!sucXiju)!.

Model inference We look for a way to maximize the log-likelihood in order to obtain
the estimation of the model parameters, θ. In the co-clustering case, the EM algorithm is
computationally unfeasible, the idea is to use a stochastic version of it, known as SEM-
Gibbs, proposed by Keribin et al. (2010). Thanks to the Gibbs sampler within the SE
step a partition for Z, W and S is generated without computing the joint distribution.
The algorithm starts with initial values for the parameter set θ(0), the column clusters
W (0) and the time clusters S(0). Regarding the burn-in period, after a certain number of
iterations of the algorithm, we can obtain the final parameters estimation by computing
the mean of the sampled distribution. The optimal values for Z, W and S are estimated
by the mode of their sample distributions.

Model selection Up to now, we have assumed that the number of row clusters (K),
column clusters (L) and time clusters (C) was known. However, for real data sets, this
assumption is of course unrealistic. For this reason, our purpose in this section is to define
a model selection criterion that can automatically identify the optimal number of clusters.
We rely on ICL (Integrated Completed Likelihood, Biernacki et al. (2000)):

ICL(K,L,C) = log p(X, Ẑ, Ŵ , Ŝ; θ̂)− K − 1

2
logN+

−L− 1

2
logP − C − 1

2
logU − KLC

2
log(NPU)

(9)

The triplet (K̂, L̂, Ĉ) that leads to the highest value for the ICL is considered as the most
meaningful for those data.

3 Analysis of the adverse drug reaction dataset

This section considers a large dataset consisting of ADR data collected by the Regional
Center of Pharmacovigilance (RCPV), located in the University Hospital of Nice (France).

4
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The center covers an area of over 2.3 million inhabitants. A time horizon of 10 years is
considered, from January 1st, 2010 to September 30th, 2020, the unity measure for time
intervals is a month (∆u = ∆ = 1 month). The overall dataset is made of by 44,269
declarations. We only considered drugs and ADRs that were notified more than 10 times
over the 10 years. During this period, an extremely uncommon behavior happened in the
progress of notifications to the RCPV. In fact, in 2017 an unexpected rise of reports for
ADRs happened concerning a specific drug called Lévothyrox®. This has been marketed
in France for about 40 years as a treatment for hypothyroidism and, in 2017, a new
formula was introduced on the market. The Lévothyrox® case had an extremely high
media coverage in France: Lévothyrox® spontaneous reports represent almost the 90%
of all the spontaneous notifications that the RCPV received in 2017 (Viard et al., 2019).
Behind those very visible effects, many ADR signals need to be detected for obvious public
health reasons. In particular, those data also contain ADR reports regarding Médiator®,
which is here far less visible, but also led to many avoidable serious cardiovascular diseases.
This is why, we expect dLBM to be a useful tool to reveal such hidden signals.

3.1 Summary of the results
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Figure 1: Reports received by the

RCPV, colors represent the time clus-

ters.

We have run dLBM for different values of K, L and
C, we tested row (here drugs), column (here ADRs)
and time groups ranging from 1 to 12. The ICL crite-
rion identified the optimal values as: K̂ = 7, L̂ = 10,
Ĉ = 6. Figure 1 shows the frequency of the declara-
tions received by the RCPV from 2010 to 2020, sorted
by month, where the colors represent the identified
time clusters. Figure 2 shows the evolution of the
relationship between drug clusters and ADR clusters
over time. In fact, each panel represents a cluster of
drugs and within them each line identifies a cluster of
ADRs and its intensity changes over time. In this ap-
plication to pharmacovigilance, dLBM proved to be a
very useful tool for identifying phenomena that would
have been difficult to detect otherwise, even by an
expert eye. In fact, dLBM revealed that in addition
to Lévothyrox® health crisis, which was the one with the widest media coverage, two
other major events have occurred. The first one concerning Médiator®, which took place
in 2009-2010, and the second one concerning Mirena®, which took place in the first half
of 2017. In addition, dLBM was also able to put in light some unexpected variations of
notifications such as an under-notification of bleeding related ADRs during Lévothyrox®

crisis. Another thing that dLBM has highlighted is the existence of 3 different phases
during the Lévothyrox® crisis corresponding to the reporting peak, the marketing period

5
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Figure 2: Evolution of the relation between each drug cluster and the all ADR clusters
over time. Each color corresponds to a different cluster of adverse drug reaction.

of generics and the end of the crisis, respectively. Those phases were not noticed by
the RCPV staff during the Lévothyrox® crisis. In general, we can conclude that dLBM
could be extremely useful as a routine tool for signal detection, since it might help health
professionals to identify structural changes or patterns of interest and, perhaps, prevent
some of the consequences a health crisis can lead to.
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Résumé  
Pour comparer deux moyennes, estimées sur deux échantillons indépendants (X et Y), 

habituellement le test de Student est employé dans le cas de la normalité des distributions. Dans le 
cas où la variable est de type ordinal, le test de Mann-Whitney est essentiellement appliqué. Il 
consiste à mettre ensemble les réponses des 2 groupes X et Y puis à les classer. L’inférence 
statistique est basée ensuite sur la somme des rangs des sujets des deux échantillons X et Y. Dans le 
cas de mise en évidence d’une différence entre X et Y, le test de Mann-Whitney ne permet pas de 
quantifier cette différence statistique. Récemment, nous avons proposé un nouvel algorithme basé 
sur la méthode RIDIT (Relative to an Identified Distribution) que nous l’avons nommé « Improved 
RIDIT » (Marfak et al. 2020). A la différence du test de Mann-Whitney, Improved RIDIT apporte 
de nouvelles statistiques dans le cas d’une variable ordinale telles que l’Augmentation du Risque 
Absolu (ARI : Absolute Risk Increase)/Reduction du Risque Absolu (ARR : Absolute Risk 
Reduction), l’odds ratio ordinal (oddsOrdinal) et le Nombre de sujet Nécessaire à Traiter (NNT). Dans 
cet article, nous présentons la méthode Improved RIDIT et un exemple d’application dans le 
domaine de la santé. 
 
 

Mots-clés. Tests Statistiques, Improved RIDIT, odds Ordinal, Risque Absolu, Nombre de Sujet 
Traités. 

 

Abstract 
To compare two means, estimated on two independent samples (X and Y), usually the Student's 

test is used in the case of the normality of the distributions. In the case of ordinal variables, the 
Mann-Whitney test is essentially applied. It consists in putting together the answers of the 2 groups 
X and Y and classifying them. Therefore, statistical inference is based on the sum of the ranks of 
the subjects of the two samples X and Y. When a difference between X and Y is observed, the 
Mann-Whitney is not able to quantify this difference. statistical. Recently, we proposed a new 
algorithm based on the RIDIT (Relative to an Identified Distribution) method that we named 
"Improved RIDIT" (Marfak et al. 2020). Unlike the Mann-Whitney test, Improved RIDIT provides 
new statistics in the case of an ordinal variable such as Absolute Risk Reduction (ARR)/Absolute 
Risk Increase (ARI), the ordinal odds ratio (oddsOrdinal) and the Number of subjects Needed to Treat 
(NNT). In this article, we present the Improved RIDIT method and an example of application for 
health-related quality of life. 

Keywords. Statistical tests, Improved RIDIT, odds Ordinal, Absolute Risk, Number Needed to 
Treat. 
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1. Introduction 
 

Le test de Mann-Whitney est essentiellement appliqué pour comparer deux échantillons 
indépendants dans le cas d’une variables ordinale. Il consiste à mettre ensemble les réponses des 2 
groupes X et Y puis à les classer. L’inférence statistique est basée ensuite sur la somme des rangs 
des sujets des deux échantillons X et Y. Dans le cas de mise en évidence d’une différence entre X et 
Y, le test de Mann-Whitney ne permet pas de quantifier cette différence statistique. Récemment, 
nous avons proposé un nouvel algorithme basé sur la méthode RIDIT (Relative to an Identified 
Distribution) que nous l’avons nommé « Improved RIDIT » (Marfak et al. 2020). A la différence du 
test de Mann-Whitney, la méthode Improved RIDIT apporte de nouvelles statistiques dans le cas 
d’une variable ordinale telles que l’Augmentation du Risque Absolu (ARI : Absolute Risk 
Increase)/Reduction du Risque Absolu (ARR : Absolute Risk Reduction), l’odds ratio ordinal 
(oddsOrdinal) et le Nombre de sujet Nécessaire à Traiter (NNT). Dans cet article, nous présentons la 
méthode Improved RIDIT et un exemple d’application dans le domaine de la santé. 

Dans cet article, nous présentons dans une première partie les fondements de la méthode 
Improved RIDIT et l’algorithme de calcul. Dans une deuxième partie nous appliquons la méthode à 
des données de la qualité de vie. 
 

2. La méthode Improved RIDIT 
 

Considérons deux échantillons indépendants Y (témoins ou recevant un traitement dans le cadre 
d'un essai clinique) et X (patients atteints d'une maladie chronique ou recevant un traitement 
placebo). Supposons qu’une variable à l’étude (exemple, la douleur) est évaluée par chacun des 
sujets des deux échantillons sur une échelle de Likert à k niveaux. Les données obtenues par 
l’ensemble des sujets sont résumées dans un tableau de contingence où les lignes se réfèrent aux 
échantillons Y et X et les colonnes se réfèrent aux niveaux de l’échelle de mesure (Tableau 1). La 
variable ordinale est classée du niveau le moins grave (exemple, pas de douleur est codé «1») au 
niveau le plus grave (exemple, douleur extrême est codé «5»). 
 

Tableau 1 : format des données pour réaliser les calculs par la méthode Improved RIDIT 

Level of severity (l) 1 … 2 k Total 

Echantillon Y   
    …   

        
    ny 

Echantillon X   
    …   

        
    nx 

Total    …         N = ny + nx 

 
k est le nombre de niveaux de l’échelle Likert. Pour chaque niveau,        ,   

    and   
    dénote 

les fréquences observées respectivement chez les sujets the des échantillons Y and X. 
Notons yj (j = 1,…, ny) les ny observations de l’échantillon Y et xi (i = 1,…, nx) les nx 

observations de l’échantillon X. Soit la fonction Z définie par : 

     
              
                 
              

         

A partir de la fonction Z, nous définissons les probabilités : 
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S+, S0 and S- indiquent respectivement que des sujets de l’échantillon X sont dans un niveau plus 
sévère, similaire ou moins sévère que des sujets de l’échantillon Y. Le test Improved RIDIT est 
basé sur la statistique : 

       

  

   

  

   

        

Avec                
  
   

  
            

A partir des équations eq. 1 et eqs. 2-4, nous obtenons : 

              

  

   

  

   

         

Alors,                            
Une estimation de         est : 

        
 
    

        

A partir de (eq.1) et le Tableau 1, nous réécrivons (eq.5) : 

      
      

   
 

     

 
   

   

     
      

    
   

   

 
 

   

          

La variance de W est : 

       
         

 
   

          
   

    
           

A partir des équations eq.3, eq.9 et la propriété de la probabilité           , les estimations 
des ex-aequo S0 et S+ et S- sont : 

    
 

    
   

     
   

 

   

          

    
 
 
       

 
    

           

    
 
 
       

 
    

           

L’estimation de    and    exige le calcul de W (eq.10), ce qui n’est pas évident. Nous avons 
proposé un simple algorithme (Marfak et al. 2020) : 
1. Transformmer la table de contingence (Table 1) en matrice carrée        dont les élements sont 

les produits des fréquences   
    and   

    (l, m = 1,…, k), avec k est le niveau de la variable 
ordinale : 

  

 

  
 
 

  
     

     
     

      
     

       
     

   

  
     

     
     

      
     

       
     

   

     
  
       

     
       

      
       

       
       

   

  
     

     
     

      
     

       
     

    

  
 
 

 

Regardant les éléments de la matrice       , on peut noter : 
- La somme de tous les éléments        est égale à     . 
- La somme des éléments au-dessus de la diagonale est équivalent au terme gauche de (eq. 

10). Ces valeurs   
      

           indiquent qu’un sujet tiré au sort de l’échantillon X est 
dans un niveau élevé qu’un sujet tiré au sort de l’échantillon Y. 
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- La somme des éléments au-dessous de la diagonale est équivalent au terme droite de (eq. 
10). Ces valeurs   

      
           indiquent qu’un sujet tiré au sort de l’échantillon X est 

dans un niveau bas qu’un sujet tiré au sort de l’échantillon Y. 
- La somme des éléments de la diagonale (la trace de la matrice       ) divisée par      est 

équivalent à (eq. 12). 
2. On estime    par                où Tr est la trace. 
3. Construisons la matrice        en multipliant les éléments digonaux        par zero (     , 

eq. 1), les éléménts au-dessus de la diagonale par 1 (     , eq. 1) et les éléménts au-dessous 
de la diagonale par -1 (     , eq. 1): 

  

 

  
 
 

   
     

      
     

       
     

   

   
     

       
     

       
     

   

     
   

       
      

       
       

       
   

   
     

      
     

       
     

       

  
 
 

 

4. Calculons W (eq. 10) comme etant la somme de toous les éléments       . 
5. Estimons     comme etant la somme des éléments au-dessus de la diagonale de   divisée par 

    . 
6. Estimons     comme etant la valeur absolue de la somme des éléments au-dessous de la 

diagonale de   divisée par     . 
Notons que             et W estimés dans les étapes 2 and 4-6 vérifient les équations (eq.13) et 

(eq.14). 
Une fois�S+ et S- sont estimés, la méthode Improved RIDIT permet de calculer les statistiques 

suivantes : 
 

2.1. The Absolute Risk Reduction (ARR) and Needed Number to Treat (NNT) 
 

Considérons le cas de l’étude de l’impact d’un traitement où X et Y sont deux échantillons 
indépendants représentant deux groupes de sujets Control et Traitement. Si le traitement a un effet 
positif, alors S- = P(Y<X) indique la probabilité qu’un sujet du groupe traitement est dans un état 
meilleur qu’un sujet du groupe control et S+ = P(Y>X) indique qu’un sujet du groupe traitement est 
dans un état médiocre qu’un sujet du groupe control. Shepstone (Shepstone, 2001) a montré que 
P(Y<X) - P(Y>X) est équivalent à Absolute Risk Reduction (ARR). En utilisant de la méthode 
Improved RIDIT, on estime aisément ARR par : 

                       
 

Aussi, on estime le Needed Number to Treat (NNT) qui est très important dans les essais 
cliniques pour évaluer l’efficacité d’un traitement. Le NNT est défini comme le nombre de patients 
à traiter pour prévenir un effet négatif (Wen et al. 2005). Il est estimé par NNT = 100/ARR (où 
ARR est en %) ou NNT = 1/ARR (où ARR est une proportion). 

Dans le cas des études portant sur l’évaluation de l’effet négatif d’un évènement (exemple, 
maladie), on définit Absolute Risk Increase (ARI) par analogie à ARR dans les études cliniques. Le 
ARI est estimé par :  

                       
L’intervalle de confiances de ARR/ARI à (1-D) est donné par : 
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2.2.The odds ordinal 
 

Agresti (Agresti, 1980) a proposé la généralisation de l’odds ratio aux variables ordinales par :  

            
      
      

          

La méthode Improved RIDIT permet de calculer cette statistique par : 

             
   

   
          

 
 
 
 

3. Application aux données de la qualité de vie liée à la santé 
 
Nous avons appliqué la méthode Improved RIDIT sur les données de la qualité de vie de 1857 

sujets (1016 femmes and 841 hommes) diabétiques évalués par l’instrument EQ-5D-5L qui permet 
de mesurer la qualité de vie liée à la santé par 5 dimensions de la santé (Mobilité, Activités 
courantes, Autonomie, Douleur et Anxieté/Depression) par l’utilisation d’une échelle Likert à 5 
niveaux (Mateo et al., 2015). En appliquant la méthode Improved RIDIT sur ces données, nous 
avons estimé le ARI et le oddsOrdinal (Tableau 2). En terme de risque, les valeurs ARI ont montré 
que les femmes diabétiques avaient un risque absolu de diminuer leur mobilité de 22%, leur 
autonomie par 16% et leur activités courantes par 23%. Ces femmes diabétiques avaient aussi un 
niveau de douleur plus élevé de 29% par rapport aux hommes diabétiques et elles étaient 20% plus 
anxieuses. Les valeurs de oddsOrdinal ont révélé les mêmes résultats en montrant que le diabète 
affecte la mobilité, l’autonomie, les activités courantes, l’anxiété et la douleur par deux fois chez les 
femmes que chez les hommes (Tableau 2). 

 
Tableau 2. Comparaison entre la qualité de vie des femmes et des hommes diabétiques en 
appliquant la méthode Improved RIDIT aux données de Mateo et al. 

EQ-5D dimension ARI [CImin – CImax] OddsOrdinal [CImin – CImax] W-test (PHB-value) 
Mobilité 0.22 [0.17 - 0.27] 2.00 [1.76-2.28] 8.88 (< 0.0001) 
Autonomie 0.16 [0.12 - 0.20] 2.33 [2.07-2.73] 8.12 (< 0.0001) 
Activités courantes 0.23 [0.19 - 0.28] 2.35 [2.07-2.67] 9.90 (< 0.0001) 
Douleur 0.29 [0.24 - 0.34] 2.38 [2.10-2.71] 11.35 (< 0.0001) 
Anxiété/Depression 0.20 [0.15 - 0.24] 2.54 [2.15-2.80] 9.07 (< 0.0001) 

PHB-value the Bonferroni-Holm p-values correction. 
 

 
4. Conclusion 

 La méthode Improved RIDIT permet de comparer entre deux échantillons 
indépendants en fournissant 3 informations statistiques : OddsOrdinal, Absolute Risk 
Increase/Absolute Risk Reduction et le Number Needed to Treat. Elle peut être utilisée dans 
plusieurs domaines de la recherche quand la variable à l’étude est de type ordinal. Dans le domaine 
de la santé, la méthode est utilisable dans les essais cliniques et dans l’étude de des maladies sur 
l’état de santé des populations.  
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Résumé. Pour le modèle de régression Y = b(X)+σ(X)ε, où la loi deX a une densité
f , l’exposé portera sur une inégalité d’oracle pour un estimateur de bf , faisant intervenir
un noyau au sens de Lerasle et al. (2016), sélectionné via la méthode PCO. En plus de la
sélection de fenêtre pour des estimateurs à noyaux (au sens usuel) comme dans Lacour,
Massart et Rivoirard (2017) ou Comte et Marie (2020), la méthode couvre la sélection
de dimension pour des estimateurs par projection de f et bf dans le cas anisotrope (cf.
Halconruy et Marie (2020)).

Mots-clés. Estimateurs non-paramétriques ; Estimateurs par projection ; Sélection
de modèle ; Régression.

Abstract. In the regression model Y = b(X) + σ(X)ε, where X has a density f ,
this talk deals with an oracle inequality for an estimator of bf , involving a kernel in the
sense of Lerasle et al. (2016), selected via the PCO method. In addition to the bandwidth
selection for kernel-based estimators as in Lacour, Massart and Rivoirard (2017) or Comte
and Marie (2020), the dimension selection for anisotropic projection estimators of f and
bf is covered (see Halconruy and Marie (2020)).

Keywords. Nonparametric estimators ; Projection estimators ; Model selection ;
Regression model.

Résumé détaillé

Soient n ∈ N∗ variables aléatoires (X1, Y1), . . . , (Xn, Yn) à valeurs dans Rd × R (d ∈ N∗),
de même loi de probabilité absolument continue par rapport à la mesure de Lebesgue, et

ŝK,!(n; x) :=
1

n

n∑

i=1

K(Xi, x)#(Yi) ; x ∈ Rd,

où # : R → R est une fonction borélienne et K est une application symétrique de Rd ×Rd

dans R. Il s’agit d’un estimateur de la fonction s : Rd → R définie par

s(x) := E(#(Y1)|X1 = x)f(x) ; ∀x ∈ Rd,

où f est une densité de X1. Pour # = 1, ŝK,!(n; .) est l’estimateur de f étudié dans
Lerasle et al. [10], généralisant l’estimateur de Parzen-Rosenblatt et les estimateurs par
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projection (cf. Parzen [12], Rosenblatt [13], Tsybakov [14], etc.), mais pour # %= 1, il
généralise des estimateurs utilisés en régression non-paramétrique. Supposons que pour
tout i ∈ {1, . . . , n},

Yi = b(Xi) + σ(Xi)εi (1)

où εi est une variable aléatoire centrée et de variance 1, indépendante de Xi, et b, σ :
Rd → R sont des fonctions boréliennes.

• Si # = IdR, k est un noyau symétrique et

K(x′, x) =
d∏

q=1

1

hq
k

(
x′
q − xq

hq

)
avec h1, . . . , hd > 0 (2)

pour tous x, x′ ∈ Rd, alors ŝK,!(n; .) est le numérateur de l’estimateur de Nadaraya-
Watson de la fonction de régression b (cf. Nadaraya [11] et Watson [16]). Plus
précisément, ŝK,!(n; .) est un estimateur de s = bf car ε1 est indépendante de X1 et
E(ε1) = 0. Si # %= IdR, alors ŝK,!(n; .) est le numérateur de l’estimateur étudié dans
Einmahl et Mason [4, 5].

• Si # = IdR, Bmq = {ϕmq

1 , . . . ,ϕmq
mq} (mq ∈ N∗ et q ∈ {1, . . . , d}) est une famille

orthonormée de L2(R) et

K(x′, x) =
d∏

q=1

mq∑

j=1

ϕmq

j (xq)ϕ
mq

j (x′
q) (3)

pour tous x, x′ ∈ Rd, alors ŝK,!(n; .) est un estimateur par projection sur S =
span(Bm1 ⊗ · · ·⊗ Bmd

) de s = bf .

Enfin, si b = 0 dans le Modèle (1), pour tout i ∈ {1, . . . , n},

Yi = σ(Xi)εi (4)

Si #(x) = x2 pour tout x ∈ R, alors ŝK,!(n; .) est un estimateur de s = σ2f .

Ces dernières années, plusieurs méthodes de sélection de fenêtre pour l’estimateur de
Parzen-Rosenblatt (# = 1 et K défini par (2)) ont été étudiées. D’une part, la méthode
de Goldenshluger-Lepski, introduite dans [6], très satisfaisante sur le plan théorique, mais
pas totalement sur le plan numérique (cf. Comte and Rebafka [3]). D’autre part, dans
[9], Lacour, Massart et Rivoirard ont proposé la méthode PCO (Penalized Comparison to
Overfitting) et démontré une inégalité d’oracle en usant d’une inégalité de concentration
pour les U-statistiques due à Houdré et Reynaud-Bouret [8]. Avec Varet, les auteurs de
[9] ont établi l’efficacité de la méthode PCO sur le plan numérique dans Varet et al. [15].
Toujours dans le contexte de l’estimation de densité, la méthode PCO a été étendue à
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la sélection de fenêtres pour l’estimateur récursif de Wolverton-Wagner dans Comte et
Marie [1].

L’exposé portera sur l’extension suivante de la méthode PCO à la sélection de l’application
symétrique K pour l’estimateur ŝK,!(n; .) :

K̂ ∈ arg min
K∈Kn

{
‖ŝK,!(n; .)− ŝK0,!(n; .)‖22 +

2

n2

n∑

i=1

〈K(., Xi), K0(., Xi)〉2#(Yi)
2

}

où

K0 ∈ arg max
K∈Kn

{
sup
x∈Rd

|K(x, x)|
}

est un noyau maximal et Kn désigne une famille d’applications symétriques, par exemple
de la forme (2) ou de la forme (3). Quelques expériences numériques seront présentées,
puis il sera établi que si E(exp(α|#(Y1)|)) < ∞, alors

E(‖ŝK̂,!(n; .)− s‖22) ! (1 + θ) min
K∈Kn

E(‖ŝK,!(n; .)− s‖22)

+
c

θ

(
‖E(ŝK0,!(n; .))− s‖22) +

log(n)5

n

)
.

Pour le modèle (1), l’exposé s’achèvera sur une borne de risque pour l’estimateur quotient

ŝK̂1,IdR
(n; .)

ŝK̂2,1
(n; .)

de b(.),

où

K̂1 ∈ arg min
K∈Kn

{
‖ŝK,IdR(n; .)− ŝK0,IdR(n; .)‖22 +

2

n2

n∑

i=1

〈K(., Xi), K0(., Xi)〉2Y 2
i

}

et

K̂2 ∈ arg min
K∈Kn

{
‖ŝK,1(n; .)− ŝK0,1(n; .)‖22 +

2

n2

n∑

i=1

〈K(., Xi), K0(., Xi)〉2

}
.

Ces résultats sont issus de deux travaux, l’un en collaboration avec Fabienne Comte [2],
et l’autre avec Hélène Halconruy [7].
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Résumé. Cette note est une version actualisée de la contribution proposée aux
JdS 2020 qui ont été reportées en 2021. Nous considérons le problème de construction
de tests de détection pour certains types de données issues de l’astrophysique. Une car-
actéristique commune des données considérées est que la distribution du bruit de fond est
inconnue, ce qui invalide l’utilisation de nombreux tests classiques. Nous présentons des
résultats récents proposant des solutions à ce problème pour deux applications spécifiques,
la détection d’exoplanètes et celle de galaxies. Dans les deux cas, nous exploitons pour
contôler les taux d’erreur le fait que des données d’apprentissage sont disponibles.

Mots-clés. détection, tests multiples, exoplanètes, galaxies.

Abstract.
This note is an updated version of the contribution proposed to the JdS 2020 conference

that was postponed to 2021. In this note, we consider the problem of building detection
tests for some types of astrophysical data. The distribution of the background noise is
unknown in the considered cases, preventing from using most classical procedures. We
present works that address this problem for two specific applications : the detection of
exoplanets and of galaxies. In both case, we exploit the availability of training data sets
to allow for the control of the test’s error rates.

Keywords. detection, multiple testing, exoplanets, galaxies.
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1 Problématique et contexte

La détection de sources est un enjeu majeur dans plusieurs domaines de l’astrophysique.
Le contexte moderne d’instruments toujours plus complexes produisant des données tou-
jours plus volumineuses conduit souvent à réaliser un nombre gigantesque de tests si-
multanément. La thématique des tests multiples permet de prendre en compte cette
multiplicité de manière appropriée. Si ce domaine de recherche possède des origines très
anciennes en statistique, les deux dernières décennies y ont vu une explosion de travaux
théoriques et appliqués : parmi les procédures qui ont vu le jour, on peut citer notamment
la procédure de Benjamini-Hochberg [1] qui contrôle le false discovery rate (FDR), ainsi
que les différentes versions du higher criticism (HC) [2] et des tests de Berk-Jones (BJ)
[3] pour le cas de signaux rares et faibles [2].

En astrophysique, ce genre de procédures reste cependant assez peu utilisé. Une des
raisons est que la distribution des données sous l’hypthèse nulle est très souvent inconnue.
Ceci pousse l’utilisateur à se tourner vers des procédures ad hoc, qui peuvent présenter
des risques. Un exemple récent est le cas de la détection d’une exoplanète près de l’étoile
α Centauri Bb [4]. La détection de cette exoplanète, annoncée en 2012 sur la base d’une
P -valeur évaluée à 0.02% [4], a été fortement remise en cause depuis [5, 6]. En effet,
ces dernières analyses ont mis en lumière des effets mal pris en compte, en particulier le
signal parasite émis par l’étoile elle-même (le “bruit stellaire”). Ces effets, très difficiles à
contrôler, impactent fortement les taux d’erreur prédits par les tests qui les ignorent.

L’objet de cette note est de présenter des procédures de détection avec des taux
d’erreur correctement contrôlés même lorsque la distribution des statistiques de test sous
la distribution nulle est mal connue. Nous considérons deux cas concrets : la détection
d’exoplanètes par vélocimétrie radiale [7] (Section 2), et la détection de galaxies dans des
images multi-longueurs d’onde de l’instrument MUSE [8, 9] (Section 3).

2 Détection d’exoplanètes par vitesses radiales

La présence d’une planète orbitant autour d’une étoile induit un mouvement de l’étoile
autour du barycentre de masse du système étoile-planète. Ce mouvement module de
façon quasi-périodique la vitesse radiale de l’étoile par rapport à un observateur terrestre
et s’imprime par effet Doppler sur la lumière de l’étoile. En mesurant le décalage Doppler
des raies du spectre stellaire en fonction du temps, on déduit ainsi la vitesse radiale de
l’étoile. Les données se présentent donc sous la forme d’une série temporelle obtenue
durant une fenêtre temporelle d’observation.

Le but est de tester, dans une telle série de vitesses radiales, H0 : la moyenne est
nulle (il n’y a pas d’exoplanète) contre H1 : la moyenne est un signal quasi-périodique
(il y a une ou plusieurs exoplanètes). La série temporelle est supposée stationnaire, mais
sa matrice de covariance Σ est inconnue en raison du bruit stellaire. Pour s’adapter à
l’alternative, une approche classique en échantillonnage régulier consiste à construire le
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périodogramme des données (module carré de la transformée de Fourier discrète de la
série), puis à rechercher si ses composantes indiquent de façon significative la présence de
signaux périodiques. Cependant, la distribution de ce périodogramme est inconnue sous
H0 car Σ est inconnue.

Pour contourner cette difficulté nous avons proposé [10] une approche “exogène”, ren-
due possible par la disponibilité d’un certain nombre (L) de séries simulées sous H0. En
effet, il existe à l’heure actuelle des codes astrophysiques permettant de simuler de façon
réaliste les vitesses radiales qui seraient observées pour un type d’étoile donné. Ceci per-
met, au moins sur une certaine plage de fréquences, de générer des séries exogènes sousH0.
Celles-ci sont cependant en nombre très limité (quelques unités à une dizaine) en raison
du fort coût de calcul que ces simulations nécessitent. A l’aide de ces séries, il est possible
de construire un périodogramme de référence, utilisé pour normaliser le périodogramme
des données.

Notons Z1, . . . , ZN un sous-ensemble de composantes du périodogramme ainsi stan-
dardisé. Si l’échantillonnage est régulier, alors les distributions considérées possèdent
des expressions analytiques [11]. Ainsi, sous certaines conditions, on peut montrer que
Z1, . . . , ZN sont asymptotiquement indépendants avec Zj ∼ F(2, 2L) (loi de Fisher de
paramètres 2 et 2L) sous l’hypothèse nulle et Zj ∼ Fλj(2, 2L) (loi de Fisher decentrée
avec un certain paramètre de décentrage λj et de paramètres 2 et 2L) sous l’alternative.
Soulignons que sous H0, la distribution du périodogrammee standardisé est indépendante
du paramètre de nuisance Σ. Cette propriété, complètée par celle de l’indépendance
asymptotique, permet de construire des tests globaux de niveau α à partir des Zj. Par
exemple, une façon naturelle et explicite d’agréger ces tests est simplement le test du
maximum. Dans le cas considéré, celui-ci rejette l’hypothèse nulle si max(Zj, 1 ≤ j ≤ N)
dépasse le seuil γ(α), calibré de sorte que

1−
(
1−

( L

γ(α) + L

)L)N

= α.

Des résultats similaires peuvent être obtenus pour de nombreux autres tests comme celui
de Fisher [12], ses variantes [13, 14, 15] et ceci permet également d’utiliser des tests de
détection de type HC et BJ.

Sur des simulations, on voit que l’approximation asymptotique est bonne quand la
longueur de la série est suffisamment grande devant la durée caractéristique de corrélation
du signal (typiquement un à deux ordres de grandeur supérieur), ce qui confirme que le
test conduit est bien de niveau α. De plus, les modèles analytiques obtenus permettent
d’étudier la puissance asymptotique de cette procédure de test. Là aussi, les simulations
montrent que ces expressions sont valables pour des valeurs de N modérées . Ces résultats
permettent de faire des études de détectabilité pour des planètes ou des instruments avec
des caractéristiques données.

Dans le cas de l’échantillonnage irrégulier, l’hypothèse d’indépendance entre les Zj ne
peut être tenue. Nous avons proposé dans [16] des techniques de bootstrap pour approcher
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la distribution de la statistique de test sous H0. Ces techniques permettent d’estimer, par
des méthodes de Monte Carlo, la probabilité de fausse alarme α(γ) (aussi notée PFA dans
la Figure 1) pour tout seuil γ et pour toute grille d’échantillonnage donnés. Deux exemples
sont montrés en Figure 1, où 100 estimés de PFA ont ainsi été générés par bootstrap pour
deux types d’échantillonnages (irrégulier et régulier avec données manquantes sur une
certaine durée, en gris). On voit que les vraies valeurs α(γ) de la procédure de détection
proposée (en vert) sont comprises dans l’intervalle obtenu par la procédure d’estimation
de α(γ) pour chaque γ.

3 Détection de galaxies dans les données MUSE

Le spectrographe intégral de champ MUSE installé sur un des télescopes de 8 m au Very
Large Telescope (Chili) permet d’obtenir des images multi-longueurs d’onde (typiquement
300× 300 images dans 3600 canaux optiques). On cherche à détecter dans ce “cube” de
données des galaxies très lointaines, qui se manifestent par une faible augmentation locale
du flux (une raie en émission) dans une poignée de voxels. On connâıt à peu près la
forme de ces raies mais ni leurs hauteurs, ni leur nombre (quelques dizaines à quelques
centaines typiquement) ni leurs positions dans le cube. Par ailleurs, la hauteur de certaines
raies peut être beaucoup plus faible que le niveau du bruit de fond et que celui d’autres
sources brillantes et étendues (d’autres étoiles et galaxies) voire que certains artefacts
instrumentaux. On regroupe ces sources parasites sous le terme de signaux de nuisance.

Dans ce cadre, nous avons proposé dans [9] une approche de détection en deux temps :
les signaux de nuisance sont d’abord supprimés et l’étape de détection des galaxies se fait
ensuite, dans le résidu. Pour s’adapter à l’alternative, l’approche considère les maximas
locaux du cube de données résiduel. En raison des prétraitements, la distribution sous
H0 des maxima locaux n’est pas connue. Le problème considéré ici est plus complexe que
le précédent puisqu’il y a plusieurs hypothèses nulles, chacune liée à un maximum local
[17]. Si nous notons x, y, z la position d’un maximum local, on teste H0,x,y,z : il n’y a pas
de raie d’émission à la position (x, y, z), contre H1,x,y,z : il y en a une à cette position.
Le critère d’erreur considéré est celui du FDR, moyenne du taux de fausses découvertes
parmi les positions déclarées comme correspondant à une galaxie.

L’approche que nous proposons pour ce problème est “endogène”. Dans [9] nos sim-
ulations numériques suggèrent que la procédure proposée, qui utilise la population des
minimas locaux comme ”proxy” pour celle des maxima locaux, permet de contrôler le
FDR. Dans cette contribution, nous démontrons mathématiquement qu’une procédure
voisine contrôle le FDR sous plusieurs hypothèses simplificatrices.
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Figure 1: Probabilité de fausse alarme α (notée PFA) en fonction du seuil de détection
(γ) pour deux types d’échantillonnages irréguliers : un échantillonnage aléatoire (10% des
observations sont prises aléatoirement dans une grille régulière de 2880 points, panel de
gauche) et un échantillonnage régulier “avec trou” (pas régulier de ∆t = 60 s mais absence
de données pendant 43.2 h résultant également en N = 288 points, panel de droite). Les
fenêtres spectrales associées à chaque type d’échantillonnage sont montrées en encart dans
chaque panel. Les données utilisées pour cette validation sont des séries temporelles de
vitesses radiales du Soleil obtenues par l’instrument GOLF sur le satellite SoHo, et les
signaux d’apprentissage utilisés pour la calibration du périodogramme proviennent de
simulations magnéto-hydrodynamiques (MHD) de convection solaire [10]. Les courbes
vertes montrent la valeur α(γ), mesurée sur les données GOLF, de la procédure de test
exploitant les signaux d’apprentissage. Les courbes grises montrent les estimés α̂(γ) tels
qu’obtenus par notre technique de bootstrap. On voit que cette technique permet d’estimer
de façon fiable le taux d’erreur α(γ) de la procédure de test proposée.
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Résumé. Nous proposons une approche de régularisation itérative pour les modèles
linéaires, quand le biais imposé à la solution n’est pas fortement convexe. Nous car-
actérisons la stabilité d’une approche primale-duale en présence de bruit déterministique.
Les résultats théoriques sont complétés par des expériences montrant des gains de temps
de plusieurs ordres de grandeur.

Mots-clés. Problèmes inverses, régularisation, parcimonie.

Abstract. We study iterative/implicit regularization for linear models, when the
bias is convex but not necessarily strongly convex. We characterize the stability proper-
ties of a primal-dual gradient based approach, analyzing its convergence in the presence
deterministic noise. Theoretical results are complemented by experiments showing that
state-of-the-art performances can be achieved with considerable computational speed-ups.

Keywords. Inverse problems, regularisation, sparsity.

1 Introduction

When estimating parameters of a machine learning model, a classical way to achieve
uniqueness and stability is to consider explicitly penalized objectives, leading to regular-
ized empirical risk minimization. A more recent approach is based on directly exploit-
ing an iterative optimization procedure for an unpenalized problem. This approach is
known as implicit regularization [Gunasekar et al., 2017], early stopping [Yao et al., 2007,
Raskutti et al., 2014] or iterative regularization [Engl et al., 1996, Kaltenbacher et al.,
2008]. In this work, we are interested in iterative regularization procedures where the
considered bias is not the Euclidean norm but rather a general convex functional. Such
a procedure has been studied when the bias is strongly convex: linearized Bregman iter-
ations (a.k.a. mirror descent) can be used [Burger et al., 2007, Gunasekar et al., 2018].
The general convex case, even for linear models, is much less understood.

We propose and study an efficient algorithm for general convex bias. We adapt the
Chambolle and Pock (CP) algorithm with errors [Chambolle and Pock, 2011, Rasch and
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Chambolle, 2020], and study its iterative regularization properties. In the setting of
linear models with worst case errors, our analysis provides dimension free convergence
and stability results in terms of Bregman divergence and approximate feasibility.
Notation. The set of integers from 1 to n is [n]. Let f : Rn → R ∪ {+∞} and J : Rp →
R ∪ {+∞} be proper, convex, and lower semicontinuous. The subdifferential of J at
w ∈ Rp is ∂J(w). The Bregman divergence associated to J is denoted Dθ

J(w,w
′) !

J(w) − J(w′) − 〈θ, w − w′〉, where θ ∈ ∂J(w′). The Fenchel-Legendre conjugate of f is
f "(θ) ! supw〈w, θ〉 − f(w). The indicator function ι{y} is equal to zero if the argument
equals y and +∞ otherwise. For a proper convex lower semicontinuous function J ,
proxJ(x) = argminy J(y) + ‖x− y‖2/2.

2 Over-parametrization and regularization

Let J be a regularization functional, used to impose a structure on the solution. We
consider linear models of the form y = Xw, when there are possible infinitely many
solutions for a given y. In that case, the typical Tikhonov regularization is

min
w

1

2
‖y −Xw‖2 + λJ(w) . (1)

We study the alternative of iterative regularization, where the problem solved is

min
w∈Rp

J(w) s.t. Xw = y , (2)

and where the number of iterations k plays the role of a regularization parameter just
like λ in Tikhonov regularization (or rather 1/λ). Iterative regularization is particularly
appealing in the large scale setting, where substantial computational savings are expected:
early stopping needs a finite number of iterations, while Tikhonov regularization requires
solving exactly Problem (1) for multiple values of λ. The results in Benning et al. [2016]
and Gunasekar et al. [2018] exhibit an iterative regularization proceduring by showing that
mirror descent solves Problem (2) under the key assumption that J is strongly convex.
In this paper, we take steps to fill in this gap studying an efficient approach for which we
characterize the iterative regularization properties.

3 Problem setting and proposed algorithm

In the following, X is an n by p matrix and y an n-dimensional vector. We consider the
case where y is unknown, and a vector yδ is available such that ‖y−yδ‖ ≤ δ, where δ ≥ 0
can be interpreted as the noise level.

Assumption 1 We assume that the bias J : Rp → R ∪ {+∞} is proper, convex, and
lower semicontinuous. We also assume that Problem (2) has at least one solution (in
particular the linear equation has at least one solution for the exact data y).

2

741

!



Note that we use a vectorial notation for simplicity but our results are dimension free and
sharp for an infinite dimensional setting where X is a linear bounded operator between
separable Hilbert spaces. Some examples of this setting are given in the sequel.

Example 2 (Sparse recovery) Choosing J = ‖ · ‖1 corresponds to finding the minimal
&1-norm solution to a linear system, and in this case Problem (2) is known as Basis
Pursuit [Chen et al., 1998], and Problem (1) as the Lasso [Tibshirani, 1996].

Example 3 (Low rank matrix completion) In several applications, such as recom-
mendation systems, it is useful to recover a low rank matrix, starting from the observation
of a subset of its entries [Candès and Recht, 2009]. A convex formulation is:

min
W∈Rp1×p2

‖W‖∗ s.t. Wij = Yij ∀(i, j) ∈ D ,

where ‖ · ‖∗ is the nuclear norm and D ⊂ [p1] × [p2] is the set of observed entries of
the matrix Y . In that case, X is not a design matrix: it is a (self-adjoint and linear)
masking operator from Rp1×p2 to Rp1×p2, such that (XW )ij has value Wij if (i, j) ∈ D and
0 otherwise; the constraints write XW = XY .

Example 4 (Total variation) The problem of Total Variation [Rudin et al., 1992] is
minW∈Rp1×p2 ‖∇W‖1s.t. XW = Y , where X is usually a blurring operator. The prob-

lem can be reformulated as: minW̃ Ω(W̃ ) s.t. X̃W̃ = Ỹ , with W̃ =

(
W
U

)
, Ω(W̃ ) =

‖U‖1, X̃ =

(
X 0
∇ −Id

)
and Ỹ =

(
Y
0

)
.

Now consider the following iterations, with initialization w0 ∈ Rp, θ0 = θ−1 ∈ Rn, and
parameters τ , σ such that στ ‖X‖2op < 1:

{
wk+1 = proxτJ(wk − τX&(2θk − θk−1)) ,

θk+1 = θk + σ(Xwk+1 − y) .
(3)

Proposition 5 Under Assumption 1, the iterations (3) converge to a point (w", θ") such
that Xw" = y. Additionally, w" is a minimizer of J amongst all interpolating solutions,
meaning that it solves Problem (2).

We prove Proposition 5 by casting (3) as an instance of the Chambolle-Pock algorithm
[Chambolle and Pock, 2011] which solves minw f(Xw) + g(w). Hence, for f = ι{y} and
g = J , it can minimize a convex function on a set defined by linear equalities, as in
Problem (2).
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4 Theoretical analysis

As usual for this class of methods, called primal-dual, the Lagrangian is a useful tool
to establish convergence results. The Lagrangian of Problem (2) is L(w, θ) = J(w) +
〈θ,Xw − y〉, where θ ∈ Rn is the dual variable. Under a technical condition, w" is a
solution of Problem (2) if and only if there exists a dual variable θ" such that (w", θ") is
a saddle-point for the Lagrangian, namely, iff for every (w, θ) ∈ Rp × Rn,

L(w", θ) ≤ L(w", θ") ≤ L(w, θ") . (4)

First, we need to choose a suitable criterion to estimate the approximation properties
of the iterates. In general, it is not reasonable to expect a rate of convergence for the
distance between the iterates and the solution. Indeed, since the problem is only convex,
it is well known that the convergence in distance can be arbitrarily slow. In Molinari
et al. [2021], we explain why a reasonable choice is given by the duality gap together with
the residual norm (respectively, L(wk, θ") − L(w", θk) and ‖Xwk − y‖). For these two
quantities, we derive early-stopping bounds in the inexact case, i.e. when the accessible
data is only yδ with ‖yδ − y‖ ≤ δ (Proposition 6 and Corollary 7).

We now consider the iterates (wk, θk), and their averaged versions (wk, θk), obtained by
applying iterations (3) to the noisy problem, where y is replaced by yδ with ‖yδ−y‖ ≤ δ.
In Proposition 6, we derive early-stopping bounds for the iterates, in terms of duality gap
L(wk, θ")−L(w", θk) and residual norm ‖Xwk − y‖. We highlight that, despite the error
in the data yδ, both quantities are defined in terms of y and hence related to the noiseless
problem. In particular, (w", θ") is a saddle-point for the noiseless Lagrangian. We have
the following estimates (see Molinari et al. [2021] for proofs).

Proposition 6 (Stability) Under Assumption 1, let ε ∈ (0, 1) and assume that the step-
sizes are such that στ ≤ ε/ ‖X‖2op. Then, for z = (w, θ) and V (z) = ‖w‖2/2τ +‖θ‖/2/2σ,

L(wk, θ")− L(w", θ
k
) ≤ 1

k

(√
V (z0 − z") +

√
2σδk

)2
(5)

and

‖Xwk − y‖2 ≤ 2(1 + ε)

σε(1− ε)

[
√
2σV (z0 − z")δ +

σε

1− ε
δ2 + 2σδ2k +

1

k
V (z0 − z")

]
. (6)

Corollary 7 (Early-stopping) Under the assumptions of Proposition 6, choose k = c/δ
for some c > 0. Then there exist constants C, C ′ and C ′′ such that

L(wk, θ")− L(w", θ
k
) ≤ Cδ and ‖Xwk − y‖2 ≤ C ′δ + C ′′δ2 .
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5 Empirical analysis on sparse recovery

Additional experiments are in Molinari et al. [2021]. In real settings, w" and δ are un-
known, and so is the stopping time. It can still be evaluated by cross validation or similar
procedure, as is usually done for the optimal λ in explicit regularization.

The most popular regularization approach is to solve Problem (1) (here, the Lasso) for
typically 100 values of λ geometrically chosen as λt = 10−3t/99‖X&y‖∞ for t = 0, . . . , 99.
In Figure 1 we compare the Lasso regularization path to the Basis Pursuit optimization
path of the Chambolle-Pock algorithm. The dataset for this experiment is rcv1-train,
with (n, p) = (20 242, 26 683). The figure of merit is the prediction mean squared error on
left out data, using 4-fold cross validation (dashed color lines), with the average across
the folds in black. The horizontal line marks the λ (resp. the iteration k) for which the
Lasso path (resp. the optimization path of iterations (3)) reaches its minimum MSE on
the test fold.

10−5 10−4 10−3 10−2 10−1 100

λ/λmax

1

2

3

M
ea
n
sq
ua
re
d
er
ro
r

Tikhonov regularization

best λ

0 100 200 300 400 500
Chambolle-Pock iteration

1

2

3

M
ea
n
sq
ua
re
d
er
ro
r

Iterative regularization

best iteration

Figure 1: Comparison of Tikhonov regu-
larization path (top) and optimization path
of Algorithm (3) (bottom) on rcv1 with 4-
fold cross-validation. Minimal value reached:
0.19 (top), 0.21 (bottom). Computation time
up to optimal parameter: 50 s (top); 0.5 s
(bottom).

The first observation is that the Basis Pur-
suit solution (both the end of the optimiza-
tion (k = +∞) and regularization paths
(λ = 0)) performs very poorly, having a
MSE greater than the one obtained by the
0 solution. The second observation is that
the minimal MSEs on both paths are sim-
ilar: 0.19 for Lasso path, 0.21 for opti-
mization path of Algorithm (3). The main
point is however that it takes 20 iterations
of algorithm (3) to reach its best iterate,
while the optimal λ for the Lasso is around
λmax/100. If the default grid of 100 values
between λmax and λmax/1000 was used, this
means that 66 Lassos must be solved, each
one needing hundreds or thousands of iter-
ations to converge. This is reflected in the
timings: 0.5 s for Algorithm (3) vs 50 s for
Tikhonov.
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On reparameterisations of the Poisson process
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Résumé. Combiner l’analyse des valeurs extrêmes avec des méthodes bayésiennes
a plusieurs avantages, comme la prise en compte d’information a priori ou encore la
possibilité d’étudier des cas irréguliers en statistique fréquentiste. Nous nous attardons ici
sur un modèle d’extrêmes par processus de Poisson, et proposons une approche alternative
à une étude récente sur une reparamétrisation du modèle qui orthogonalise les paramètres
pour améliorer l’échantillonnage a posteriori par méthode de Monte-Carlo par châınes de
Markov (MCMC).

Mots-clés. Théorie des valeurs extrêmes, Processus de Poisson, Inférence bayésienne.

Abstract. Combining extreme value analysis with Bayesian methods has several
advantages, such as the consideration of prior information or the ability to study irregular
cases for frequentist statistics. We focus here on a model of extremes by Poisson process,
and propose an alternative of a recent study on a parameterisation of the model which
orthogonalizes the parameters to improve posterior sampling by Markov chain Monte-
Carlo method (MCMC).

Keywords. Extreme-Value theory, Poisson processes, Bayesian inference.

1 Introduction

Bayesian inference provides tools to estimate parameters of extreme value models, quan-
tify their uncertainty (Arbel et al., 2019), and exploit prior information if available. In
particular, Markov chain Monte Carlo (MCMC) methods have various advantages for
extreme value parameter inference, which are summed up in Coles and Tawn (1996).
However, the interdependence of the parameters can compromise their estimation, and
in particular the convergence of the Markov chain. Among the extreme models, the
Poisson process allows generalising the two most frequent models, namely block maxima
and peak-over-threshold. After a presentation of the extreme value model based on a
Poisson process, we present two reparametrisations to facilitate Bayesian inference. Both
approaches are then compared from a theoretical and experimental point of view.

1

752

"



2 Poisson process characterisation of extremes

Let (X1, . . . , Xn) be i.i.d. random variables with distribution function F , and Mn =
max{X1, . . . , Xn}, whose distribution is F n. The domain of attraction of F is defined to
be the set of distributions G such that there exist two sequences an > 0 and bn such that

F n(anx+ bn) → G(x) as n → ∞.

The extreme-value theorem states that if F belongs to the maximum domain of attraction
of a distribution G, then G is a generalised extreme value (GEV) distribution:

G(x) = G(x | θ) =
{
exp

(
−
{
1 + ξ

(
x−µ
σ

)}− 1
ξ

+

)
if ξ $= 0 ,

exp(− exp(−x−µ
σ )) if ξ = 0,

where {x}+ = max{0, x} and θ = (µ, σ, ξ) ∈ R×R+ ×R. Asymptotically, an and bn can
be absorbed in the parameters in such a way that it is sufficient to estimate θ.

An alternative is to consider values that exceed a high threshold u. A second extreme-
value theorem, known as the Pickands theorem, states that if F belongs to the maximum
domain of attraction of G(· | µ, σ, ξ), then the distribution function of the exceedances
P (X − u | X > u) can be approximated by a Generalised Pareto Distribution (GPD):

P (X < y + u | X > u) −−−→
u→x∗






1−
{
1 + ξ y

σ̃u

}− 1
ξ

+
if ξ $= 0 ,

1− exp
(
− y

σ̃u

)
if ξ = 0,

where x∗ is the upper endpoint of X. The shape parameter ξ is the same as in the GEV
model, and the relation σ̃u = σ + ξ(u− µ) links the two scale parameters.

Summarised by Coles (2001), a third way to characterise extreme observations comes
from the theory of point processes, and unifies the two previous models. From the extreme
value theorem, one can show that the point process Nn related to the point sequence
{X1, . . . , Xn} is such that for intervals Iu = [u,+∞) with sufficiently large u, we have

Nn(Iu) ∼ B(n, p) , with p ≈
{

1
n

(
1 + ξ

(
u−µ
σ

))− 1
ξ if ξ $= 0 ,

1
n exp(−

u−µ
σ ) if ξ = 0.

As n → +∞, the binomial distribution converges to a Poisson distribution P(Λ(Iu)), with

Λ(Iu) =

{(
1 + ξ

(
u−µ
σ

))− 1
ξ if ξ $= 0 ,

exp(−u−µ
σ ) if ξ = 0.

(1)

This result combined with the independence property for distributions of Nn on non-
overlapping sets is sufficient to say that Nn converges to a non-homogeneous Poisson
process, with intensity measure for a fixed u given by (1):

Nn
d−→ N, with N(Iu) ∼ P(Λ(Iu)).
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Clearly the GEV model is a special case of this limiting Poisson process, since:

P (Mn < z) = P (Nn(Iz) = 0) −−−−→
n→+∞

P (N(Iz) = 0) = exp(−Λ(Iz)) = G(z | θ).

However, the parameters (µ, σ, ξ) are here related to the overall maximum of the dataset,
and it is frequent to study maxima of m smaller blocks (such as annual maxima). To this
end, the intensity measure Λ(Iu) is multiplied by a scaling factor m equal to the number
of blocks. In the same way, the threshold excess model is also a special case as it can be
derived from the Poisson process model. One difference between estimation with GPD
and Poisson process is the threshold dependence of σ̃u on the first case, contrary to σ
which is here the same as in the GEV model, and does not depend on u.

Then, we are able to define the likelihood for n observations (x1, . . . , xn) above u:

L(θ | x) = exp (−mΛ(Iu | θ))
n∏

i=1

λ(xi | θ),

with λ(x | θ) =
{
σ−1

(
1 + ξ

(
x−µ
σ

))− 1+ξ
ξ if ξ $= 0 ,

σ−1 exp(−x−µ
σ ) if ξ = 0.

The choice of the scaling factor m will have an impact on µ and σ, but ξ stays invariant
with respect to m. More precisely, Wadsworth et al. (2010) show that if (µ1, σ1, ξ) are
parameters associated with m1 block maxima and (µ2, σ2, ξ) are parameters associated
with m2 block maxima, then

µ2 = µ1 −
σ1

ξ

(
1−

(
m2

m1

)−ξ
)
, and σ2 = σ1

(
m2

m1

)−ξ

. (2)

3 Two reparameterisations for Bayesian inference

Parameter orthogonality is defined as a property of a set of parameters θ which leads to a
diagonal Fisher information matrix I(θ). Sharkey and Tawn (2017) show empirically that
orthogonality improves the convergence of the MCMC to the joint posterior distribution
of the parameters. We successively describe their method to achieve near-orthogonality,
and suggest another one proposed by Chavez-Demoulin and Davison (2005) for another
purpose, that seems to be more effective for this objective.

3.1 Near-orthogonality by tuning m (Sharkey and Tawn, 2017)

In view of (2), it is easy to transform the parameters µ and σ by changing the value
of the scaling factor. Sharkey and Tawn (2017) use this degree of freedom to find an
m that minimises the asymptotic covariance between parameters, in order to change it
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before using the Metropolis–Hastings algorithm, and at the end, restore the parameters
corresponding to the initial number of blocks. As the asymptotic covariance matrix can
be found by inverting the Fisher information matrix, the authors describe their problem
as finding a value of m that near-orthogonalizes the parameters (µ, σ, ξ).

The details of the derivation will not be given here, but one should note that they are
only valid for ξ > −1/2. In the end, asymptotic covariances can be written as functions

of
(
x = −1

ξ log
{
1 + ξ

(
u−µ
σ

)}
+
, σ, ξ

)
as:

ACov(µ, σ) =
σ2

mξ2
ex

(
ξ(1 + ξ)2x2 − (1 + 3ξ)(1 + ξ)x+ ξ3 + (1 + ξ)(1 + 2ξ)

+e−ξx(1 + ξ)(1 + 2ξ)(x− 1)
)
,

ACov(µ, ξ) =
σ

mξ2
ex(1 + ξ)

(
ξ(1 + ξ)x− (1 + 2ξ)(1− e−ξx)

)
,

ACov(σ, ξ) =
σ

m
ex(1 + ξ) ((1 + ξ)x− 1) .

Denoting by ρθ1,θ2 the asymptotic correlation between two of the three parameters,
the authors noted that a range of values can also work for m between m1 and m2, where

m1 = argmin
m

{|ρµ,σ|+ |ρµ,ξ|} and m2 = argmin
m

{|ρµ,σ|+ |ρσ,ξ|}.

They also found on their experiments that m1 cancels ACov(µ, σ), and that m2 cancels
ACov(σ, ξ). A numerical method is used in Sharkey and Tawn (2017) to approximate
m1 and m2 as functions of ξ, so their framework consists of estimating ξ (with maximum
likelihood for example), to obtain m̂1(ξ) and m̂2(ξ) and choose a value in this interval to
run the MCMC.

3.2 Orthogonal parameterisation (our proposal)

More directly, there exists a parameterisation of the Poisson process that leads directly
to orthogonality. Suggested by Chavez-Demoulin and Davison (2005), it consists of the
following change of variable:

(r, ν, ξ) =

(
m

(
1 + ξ

(
u− µ

σ

))−1/ξ

, (1 + ξ)(σ + ξ(u− µ)), ξ

)
.

Parameter r represents the intensity of the Poisson process, which is the expected num-
ber of exceedances, and the two others can be seen as an orthogonal parametrisation of
the GPD distribution with scale σ̃u = σ + ξ(u − µ) and shape ξ. The motivations of
Chavez-Demoulin and Davison (2005) for this transformation are different1, but this pa-
rameterisation can be used here to ensure full orthogonality, which means that I(r, ν, ξ)
is diagonal.

1To avoid computations difficulties when using a generalised linear model for extremes.
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4 Comparison of the two approaches

The approach of Sharkey and Tawn (2017) implies to study the x roots of ACov(µ, σ) and
ACov(σ, ξ) to respectively deduce m̂1(ξ) and m̂2(ξ). The corresponding value of m can be

found by observing that x = log( r
m), with r = m

(
1 + ξ

(
u−µ
σ

))−1/ξ
the expected number

of observations. Although r is unknown before estimation, it can be easily estimated by
the actual number of observations n, allowing us to deduce the value of m from a given x.
The authors provide an approximation method to numerically compute m̂1(ξ) and m̂2(ξ).
In contrast here, we investigate the existence, uniqueness and position of the roots from
a theoretical point of view.

For ACov(σ, ξ), we directly have x1 =
1

1+ξ as the unique root. Moreover, as ξ > −1
2 , we

have x1 > 0, which motivates us to study the sign of the root x2 for ACov(µ, σ). Indeed,
if x2 is unique and x2 < 0, then the choice x = 0 which cancels the third asymptotic
covariance ACov(µ, ξ) will always be reasonable as it will stay in the targeted interval,
between the two other roots. In addition, x = 0 corresponds to the choice m = r (which in
practice translates intom = n), and is a simple choice as it does not require any estimation
of ξ. The interest of the choice m = n has already been mentioned in Wadsworth et al.
(2010) to improve the mixing property of the chain. Unfortunately, a study of function
for ACov(µ, σ) shows that the properties of uniqueness and positivity are only valid in the
case where ξ > 0. In that case, studies of Wadsworth et al. (2010) and Sharkey and Tawn
(2017) corroborate the choice of m = n. However, it is not the case when −1

2 < ξ < 0.
The study shows that x2 is not negative here, and worse, may not be unique (Fig. 1).

Thus, instead of tuning m, using the orthogonal parameterisation of Chavez-Demoulin
and Davison (2005) is more adapted, as has the following three advantages:

1. It exactly orthogonalises the three parameters.

2. It is more accurate in the sense that there is no need to estimate r (as r is one of
the parameters).

3. It is valid for all ξ > −1/2.

Moreover, by plugging the variables (r, ν) in (2), we can show that the invariance
property with respect to m holds for the three parameters, and so the parametrisation is
totally independent from the choice of m. In the communication, we shall also present
the experimental part, comparing the convergence and mixing properties of the Markov
chains corresponding to different parameterisations on various datasets.
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(a) ξ = 0.3 (b) ξ = −0.25

(c) ξ = −0.35 (d) ξ = −0.4

Figure 1: Graphs of ACov(µ, σ) as a function of x for different values of ξ. When ξ > 0
(a), 0 effectively belongs to the segment [x1, x2], but it is not the case anymore when
ξ < 0, with different scenarios. The covariance function can stay monotonic (b), or may
be locally decreasing (c), up to having multiple roots (d).
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Résumé. Des versions dynamiques de l’aire sous la courbe ROC (AUC) et du Brier
score ont été développées par Blanche et al. [2] dans le cadre des risques compétitifs afin de
quantifier les capacités prédictives des modèles conjoints. Certains tests ont également été
proposés afin de les comparer. Cependant, seules deux prédictions peuvent être comparées.
Le résultat principal de notre étude est la proposition d’une nouvelle procédure de test
permettant d’étendre cette comparaison à plus de deux prédictions.

Mots-clés. prédiction dynamique, AUC & Brier score dynamiques, analyse de survie

Abstract. Dynamic versions of the area under the ROC curve (AUC) and the Brier
score have been developed by Blanche et al. [2] in the competing risks setting to quantify
the predictive accuracy of the joint models. Some tests have also been proposed for com-
parison. However, only two predictions can be compared. The main result of this study is
a new test procedure to extend this comparison to more than two predictions.

Keywords. dynamic prediction, dynamic AUC & Brier score, survival analysis

1 Introduction
Un des enjeux majeurs de la pratique clinique actuelle est l’identification des mar-

queurs les plus aptes à prédire les risques individuels liés à une maladie. En effet, cela
permet aux cliniciens d’agir précocement, limitant ainsi la morbidité des patients vulné-
rables. Le développement de la modélisation dite dynamique contribue à cette fin. Elle
permet d’établir des prédictions de risques individuelles dynamiques au sens où elles sont
réactualisées au fil du temps dès que le profil clinique du patient s’étoffe. En particulier, les
modèles conjoints [5, 6] présentent l’avantage d’établir leurs prédictions en tenant compte
de tout l’historique du patient. Avant d’utiliser ces modèles en pratique clinique, leurs
capacités prédictives doivent être évaluées rigoureusement.

Pour ce faire, des versions dynamiques de l’aire sous la courbe ROC (AUC) et du Brier
Score (BS) ont été développées par Blanche et al. [2] dans le cadre des risques compétitifs.
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Un test de comparaison entre deux prédictions est également établi. Or, grâce aux récents
progrès technologiques, de plus en plus de marqueurs sont disponibles, induisant le be-
soin de comparaison de multiples marqueurs. Notre travail permet de répondre à cette
problématique.

Application clinique motivant la recherche. Aussi appelée la maladie du foie
gras, la Non Alcoholic Fatty Liver Disease (NAFLD) touche principalement des personnes
atteintes d’obésité et peut mener à de graves complications hépatiques. Parmi toutes les
lésions hépatiques observées dans les cas de NAFLD, la fibrose hépatique est le principal
indicateur du pronostic du patient. La biopsie du foie est la référence pour l’évaluation de
ces lésions, mais cette procédure ne peut être largement utilisée dans la vaste population
de la NAFLD en raison de son caractère invasif et des coûts associés. Des tests non-
invasifs sont maintenant disponibles pour l’examen de la fibrose hépatique. Sans risque
pour le patient, ce sont principalement des tests sanguins et des mesures de l’élasticité
du foie pouvant facilement être répétés lors du suivi du patient. Nous utiliserons notre
procédure de test afin d’identifier le meilleur marqueur pronostique parmi les tests non-
invasifs disponibles pour les complications hépatiques des patients atteints de NAFLD.

2 Méthodes

2.1 Notations
Soit T la variable de temps à l’évènement, C le temps de censure, et ∆ = 1 (T ! C)

l’indicateur d’évènement. Par souci de simplification, seulement deux évènements compé-
titifs sont pris en compte : η = 1 pour l’évènement principal, η = 2 pour le compétitif.
Soit M un marqueur pour lequel Mi(s) représente l’information collectée pour l’individu
i jusqu’au temps landmark s. Nous considérons que la loi jointe de (T, η,M(s)) est appro-
chée par un modèle conjoint paramétré par un vecteur de paramètres ξ, dont l’estimateur
est ξ̂.

Soit h ∈ R+ un horizon de prédiction fixé. La prédiction dynamique πi(s, h) [4] corres-
pond à la probabilité pour un individu i de subir l’évènement principal dans l’intervalle
de temps ]s, s+ h] étant donnée l’information collectée jusqu’au temps s. Elle est définie
par

πi (s, h) = Pξ̂ (s < Ti ! s+ h, ηi = 1 | Ti > s,Mi(s), Xi) , (1)

avec Pξ̂ la distribution de probabilité paramétrée par ξ̂, et Xi un vecteur de variables à
baseline. De plus, soient T̃ = min (T,C) le temps d’observation, et η̃ = ∆η où η̃i = 1 si
l’individu i a subi l’évènement principal (2 si évènement concurrent) avant d’être censuré
et 0 sinon.
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2.2 Critères de performance des prédictions dynamiques

Soit un n-échantillon
{(

T̃i,∆i, η̃i, πi(·, ·)
)
, i = 1, . . . , n

}
. Dans cette partie, nous nous

intéressons à la prédiction de l’évènement principal (η = 1).

AUC dynamique. L’AUC dynamique est utilisé afin de mesurer la discrimination
de prédictions dynamiques. Soit Di (s, h) = 1(s<Ti!s+h,ηi=1) égal à 1 si l’individu i subit
l’évènement principal entre ]s, s+ h], 0 sinon. L’AUC dynamique de Blanche et al. [2] au
temps landmark s et à l’horizon h est défini par, pour tout i, j ∈ {1, . . . , n},

AUC (s, h) = P (πi(s, h) > πj(s, h) | Di (s, h) = 1, Dj (s, h) = 0, Ti > s, Tj > s) .

Afin de prendre en compte la censure lors de l’estimation, Uno et al. [9] et Hung
& Chiang [3] ont développé des estimateurs Inverse Probability of Censoring Weighting
(IPCW). Ce type d’estimateur consiste à pondérer les individus par la probabilité de ne
pas être censuré. En supposant le temps de censure C indépendant de (T, η, π (·, ·)), les
poids sont définis de la façon suivante

Ŵi (s, h) =
1(T̃i>s+h)

Ĝ (s+ h | s)
+

1(s<T̃i!s+h)∆i

Ĝ
(
T̃i | s

) ,

où Ĝ (u) est l’estimateur de Kaplan-Meier de P (C > u), et Ĝ (u | s) = Ĝ (u)/Ĝ (s)
la probalilité de ne pas être censuré à u sachant qu’on ne l’est pas à s. Soit D̃i (s, h) =
1(s<T̃i!s+h,η̃i=1). Ainsi, Blanche et al. [2] proposent d’estimer AUC(s, h) par

ÂUC (s, h) =

n∑
i=1

n∑
j=1

1(πi(s,h)>πj(s,h))D̃i (s, h)
(
1− D̃j (s, h)

)
Ŵi (s, h) Ŵj (s, h)

n∑
i=1

n∑
j=1

D̃i (s, h)
(
1− D̃j (s, h)

)
Ŵi (s, h) Ŵj (s, h)

. (2)

Brier score dynamique. Afin de mesurer la discrimination et la calibration de pré-
dictions dynamiques, Blanche et al. [2] ont également développé la définition du Brier
score dynamique

BS(s, h) = E
[
(D(s, h)− π(s, h))2 | T > s

]

grâce notamment à la définition du Brier score à risque compétitif de Schoop et al. [7]. Il
est estimé par

B̂S(s, h) =
1

nŜT̃ (s)

n∑

i=1

Ŵi(s, h)
(
D̃i(s, h)− πi(s, h)

)2

,

où ŜT̃ (s) est la probabilité estimée d’observer un individu à risque au temps s.
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2.3 Procédure de comparaison
Pour pouvoir comparer plus de deux prédictions dynamiques, nous faisons dans un

premier temps une comparaison globale afin de voir si l’une d’entre elles diffère des autres.
Si oui, nous effectuons ensuite des tests post-hoc afin de localiser cette différence. La
théorie de ce test étant la même pour les versions dynamiques de l’AUC et du Brier score,
nous posons Θ(·, h) désignant aussi bien AUC(·, h) que BS(·, h) à l’horizon h, et Θ̂(·, h)
l’estimateur IPCW associé. Soient Θp, p ∈ P = {1, . . . , P}, les p critères de qualité ici
comparés, disponibles au temps landmark s ∈ S = {1, . . . , S}.

Procédure.
• Étape 1 : Test global. Nous testons

H0 : Θ1(·, h) = . . . = ΘP (·, h)

versus

H1 : ∃p ∈ P ,Θp(·, h) $= Θ1(·, h)

où Θ1 est le critère de qualité associé au marqueur de référence posé arbitrairement,
via la statistique de test

ΨS,P(h) =
S∑

s=1

P∑

p=2

[√
n

σ̂p,1
s,h

(
Θ̂p(s, h)− Θ̂1(s, h)

)]2

,

Sous H0,

ΨS,P(h)
L−→ Γ

(
P − 1

z
; z

)
, où z = 2




1 +

2(P − 1)
S∑
i !=j

ρij

S(P − 1)




;

avec L−→ désignant la convergence en loi et ρij = Corr (Θ(i, h),Θ(j, h)) la corrélation
entre les différents temps landmark.

• Étape 2 : Test post-hoc. Si le test global montre une différence significative lors
de la première étape, nous effectuons toutes les comparaisons par paires afin de
situer cette différence.

Gestion de la multiplicité. La gestion de la multiplicité des tests permettant un
contrôle du Family-Wise Error Rate (FWER) au seuil 5% se fera à l’aide la procédure
de Shaffer [8], montrant d’excellentes performances dans ce contexte [1]. La procédure de
Shaffer étend celle de Bonferroni-Holm dans le cadre des dépendances logiques entre les
hypothèses.
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3 Simulations
Des premières études de simulation ont été réalisées pour le test global. Dans un pre-

mier temps, nous comparons notre test global au test simultané déjà existant de Blanche
et al. [2] dans le cadre de comparaison de deux prédictions dynamiques. Nous avons éga-
lement étudié l’erreur de type I et la puissance obtenue lorsque plus de deux prédictions
sont comparées. Les résultats sont résumés dans le table 1.

Simulations Individus Hypothèse φ a ϕ b ψ c

5 000 500 H0 5.68 3.34 4.36
5 000 500 H1 43.24 36.02 49.82
1 000 500 H0 6.1 3.8 -
1 000 500 H1 42.8 34.6 -
1 000 1 000 H0 4.6 3.2 -
1 000 1 000 H1 76.0 68.4 -

a. Résultats correspondant au test simultané de Blanche et al. [2].
b. Résultats correspondant à notre test de comparaison global pour deux prédictions dynamiques.
c. Résultats correspondant à notre test de comparaison global pour trois prédictions dynamiques.

Table 1 – Résultats des études de simulations pour le test global sur l’ensemble des
temps landmark S = {0, 1, 2, 3, 4, 5} et l’horizon de prédiction h = 5 ans.

Dans le cadre d’une comparaison de deux prédictions dynamiques, le test global permet
un contrôle de l’erreur de type I dans l’ensemble des scénarios envisagés tout en obtenant
une puissance proche du test de Blanche et al. [2]. Dans le cadre de trois prédictions
dynamiques, l’erreur de type I est également contrôlée.

Conclusion. Dans le cadre de la NAFLD, notre nouvelle procédure permet de sélec-
tionner le meilleur biomarqueur parmi une grande quantité disponible afin de prédire les
complications hépatiques. D’après les premiers résultats de simulations, l’erreur de type
I est contrôlée dans tous les scénarios considérés pour notre test global. La procédure de
Shaffer a permis par la suite de contrôler le FWER lors des comparaisons par paires. Fina-
lement, ce travail permet de comparer plus de deux critères de performance de prédictions
dynamiques et sera disponible par le biais d’un package R prochainement.
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Résumé. L’étude de la distribution des espèces le long de gradients environnemen-
taux est très répandue en écologie et évolution. Il est également courant de s’intéresser
aux changements de distribution entre deux périodes, notamment dans le contexte des
changements globaux. Spécifiquement, l’étude de changement d’optimums de répartition
a fait l’objet d’une large littérature. Jusqu’à présent les déplacements d’optimums ne sont
pas estimés explicitement par les modèles utilisés. Nous proposons un nouveau modèle
Bayésien permettant d’estimer explicitement et simultanément pour plusieurs espèces le
déplacement d’optimums. Plusieurs scénarios de simulation ont permis d’évaluer son effi-
cacité et de la comparer à deux méthodes souvent utilisées : le modèle linéaire généralisé
mixte et la comparaison de moyenne. Une étude sur les déplacements altitudinaux de 24
espèces d’orthoptères dans les alpes françaises, dans un contexte de changement clima-
tique, a aussi permis d’illustrer les différences entre méthodes.

Mots-clés. Modèle hiérarchique, Bayésien, Modèle de distribution d’espèces, Déplacements
altitudinaux, Changements globaux, Niche écologique

Abstract. Study of species response curves along environmental gradient is of great
interest in ecology and evolution. Particularly in the context of global change, it has
became recurrent to test for changes in species distribution between two surveys. Facing
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a lack of an explicit method to estimate shift in species optimum, we extended an existing
hierarchical Bayesian model to explicitly estimate multi-species optimum shifts. Through
a simulation study, including different ecological scenarios, we assessed the performance
of our new model and compared it with methods commonly used: Generalized Linear
Mixed Model and mean comparison method. We also conducted a case study on Or-
thoptera community using the three methods. We investigated the altitudinal shifts of 24
Orthoptera species between two surveys apart from thirty years in the French Alps.

Keywords. Hierarchical model, Bayesian, Species distribution model, Altitudinal
shift, Global change, Ecological niche

1 Context

Modelling species distribution along environmental gradient is of particular interest in
ecology and evolution. Particularly in the context of global change, it has become recur-
rent to test for changes in species distribution between two surveys. Studies investigating
shifts in species distribution are numerous. A lot of them focused on changes in range
limits, though it has been criticized as bias could easily occur due to sampling artefact
(Shoo, Williams, and Hero 2006). Hence, several authors had preferred studying shifts in
species optimum positions as its less dependent on sampling effort (Shoo, Williams, and
Hero 2006).

Different modelling frameworks were developed for studying optimum shifts. The
simplest and widely used, is the comparison of species’ mean position along environmental
gradients (Chen et al. 2009; Menéndez et al. 2014; Freeman et al. 2018). However, concern
has been raised about the effect of sampling effort on such method (Shoo, Williams, and
Hero 2006; Ter Braak and Looman 1986). Statistical models, such as generalized linear
model or generalized additive model, are also commonly used (Lembrechts et al. 2017;
Tayleur et al. n.d.). In most of the studies, two models were conducted separately to
estimate species optimums for each period. Then the shift was derived. One gap of this
type of analysis is the lack of uncertainty associated with the estimate. To face it some
authors used bootstrapping (Maggini et al. 2011), though it has some inconveniences (Urli
et al. 2014).

We propose here an extension of the Gaussian logistic model (Jamil, Kruk, and Braak
2014; Ter Braak and Looman 1986) that explicitly estimates shifts in optimums of multiple
species. We also developed a Bayesian generalized linear mixed model and used the
posterior distributions of its coefficients to compute posterior distributions of species
optimum shifts. These hierarchical Bayesian models were evaluated and compared to
the mean comparison method through a simulation study involving different sampling
and ecological scenarios. We also present the results of the motivating example which
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consisted of estimating species-specific altitudinal shifts of an Orthopteran community
between two surveys apart from thirty years.

2 Optimum shift modelling

Our first purpose was to study the motivating example. We wanted to estimate species-
specific shifts in optimum positions along an altitudinal gradient of Orthoptera species
between two surveys. Hence, for clarity we stayed in the context of altitudinal shifts
between two surveys. However, the methods developed could be applied in other contexts
such as ontogenetic, geographical or phenological shifts to cite a few (Bertrand, Gégout,
and Bontemps 2011; Coudun and Gégout 2005; Hällfors et al. 2020).

2.1 Mean comparison method

Positions of species optimums along the altitudinal gradient are seen, in the mean com-
parison method (coded hereafter T-test), as the averages of altitudes at which species
were observed. We conducted two-sample Student tests between surveys on the occupied
altitudes, for each species separately. Hence, it gave us species-specific shift estimates and
confidence intervals associated.

2.2 Bayesian models

We developed two Bayesian hierarchical models: a Generalized Linear Mixed Model
(GLMM) and a new model, named Explicit Hierarchical Model of Optimum Shifts (EHMOS).
In the GLMM, the species-specific occupancy probabilities were modelled as a logistic re-
gression of linear and quadratic effects of altitude, linear effect of the survey and their
interactions, allowing for variability in species response curves between surveys:

logit(ψi,j,s) = β0,i + β1,i ×Xj + β2,i ×Xj
2 + β3,i × Ss + β4,i × Ss ×Xj + β5,i × Ss ×Xj

2

where β′
is are the coefficients, coded as species random effects, related to the species-

specific effects mentioned above and Xj the altitude at site j. Ss is the binary variable
coding for the survey. Posterior distributions of species shifts were calculated from poste-
rior distributions of the model coefficients. The EHMOS is an extension at two surveys of
the multi-species Gaussian logistic model developed to describe species unimodal response
curves for one survey (Jamil, Kruk, and Braak 2014). Our model explicitly estimate
species shifts in optimum positions between two surveys. Species response curves were
described through a reformulated logistic regression involving four ecologically meaningful
parameters (αi,s, θi, δi and τi,s):

logit(ψi,j,s) = αi,s −
(Xj − (θi + (Ss × δi)))2

2× τi,s2
(1)
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where αi,s represents the maximum occupancy probability on the logit scale reach by
species i during survey s; θi is the environmental optimum of species i for the first survey
(as the variable S is coded as S1 = 0 and S2 = 1); δi is the shift between the two
optimums for species i; τi,s, named tolerance, is a measure of response curve width of
species i in survey s. Each parameter is seen as a random effect varying between species.
The maximum occupancy probability and the tolerance could also vary between surveys.
In both model, we computed medians and credible intervals of the posterior distributions
of estimated optimum shifts.

3 Motivating example

We estimated shifts in optimum positions along an altitudinal gradient for 24 Orthoptera
species between one historic survey, conducted between 1983 and 1988 (Gueguen 1990),
and one recent survey, conducted in 2018 and 2019 (Mourguiart et al. 2021). 134 sites
distributed between 928 m and 2614 m of altitude were sampled in both surveys. The
three statistical methods provided quite different estimates, but all suggested an upward
shift in average despite heterogeneity between species.

4 Simulation study

Through a simulation study including eight scenarios, we tested the performance of the
EHMOS and compared it to the GLMM and the mean comparison method. The eight
scenarios were decomposed in three sub-scenarios referring to the (A) sampling design,
(B) species optimum positions, and (C) species ecological specializations. Each sub-
scenario was cut in two categories. For each category, unimodal symmetric response
curve (Equation 1) of twenty species were simulated along a virtual altitudinal gradient.
Presence/absence data were derived from the response curves for 300 simulated sampling
sites. The sampling sites were either uniformly or normally distributed along the virtual
gradient depending on the sampling sub-scenario category (A1 or A2 respectively). Once
the sampling sites were simulated, we positioned species optimums on the sampling gradi-
ent according to the optimum sub-scenario category (coded B1 and B2). In sub-scenario
B1, 100% of species have their both optimums in the middle of the sampling range, while
in B2 30% of species had their optimums close to the sampling boundaries. For all scenar-
ios, we computed 60% of upward shifts, 20% of downward shifts and 20% of no shift to test
all kinds of response while keeping majority of upward shifts as expected under ongoing
climate change. Finally, we simulated species response curve shape descriptors following
two ecological specialization sub-scenario categories (C1 and C2). In sub-scenario C1,
we simulated all species as specialist species, i.e. species having narrow ecological niche
width and high maximum probability of occurrence. In sub-scenario C2, we simulated
50% of specialist and 50% of generalist species with wider niche width and smaller max-
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imum probability of occurrence. We run all possible combinations of the sub-scenario
categories resulting in eight scenarios (23 scenarios). Model performance was assessed
computing bias and RMSE. Results indicate that EHMOS provides the best estimates
for all scenarios, with the lowest RMSEs (Table 1). The mean comparison method is the
poorest in almost all scenarios, mainly due to underestimation. GLMM seems to provide
quite good estimates but gave unreasonable estimates for edge species especially under
uniform sampling and had some convergence issues.

Table 1: Comparison of estimation accuracy, based on simulated data analyses, between
our new model, EHMOS, explicitely estimating species shift, a simple GLMM and a mean
comparison method. The table shows results obtained from data simulated according to
eight scenarios. For each model and each scenario, we show the average root-mean-square
error (‘RMSE’) and the bias.

RMSE Bias
Scenario EHMOS GLMM T-test EHMOS GLMM T-test

A1xB1xC1 10.65 21.24 67.81 0.79 -0.74 -3.31
A1xB1xC2 29.12 34.60 79.19 2.06 -1.56 3.13
A1xB2xC1 42.89 273.59 131.31 0.66 8.00 1.93
A1xB2xC2 96.87 135.48 147.28 -5.03 11.46 -12.08
A2xB1xC1 8.85 11.14 75.52 0.73 0.62 -5.00
A2xB1xC2 22.97 36.71 193.70 0.38 1.74 -24.84
A2xB2xC1 15.66 41.17 80.25 1.81 -0.19 -8.40
A2xB2xC2 59.52 120.18 145.15 0.52 -1.70 -17.17

We show in this study that the new Explicit Hierarchical Model of Optimum Shifts
(EHMOS) provide better estimates than GLMM and T-test methods commonly used
in range shift studies. The explicit parametrization of optimum shifts in EHMOS could
allow new insights in shift modelling. For instance, we could directly incorporate potential
effects of species ecological traits on optimum shifts, which is currently studied a posteriori
(Felde, Kapfer, and Grytnes 2012).
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Résumé. Dans la présente contribution nous proposons un lien entre les modèles
autorégressifs moyenne mobile à seuils (Threshold Autoregressive Moving Average) ou
TARMA et les modèles ARMA dépendant du temps (Time-Dependent ARMA) ou tdARMA.
Nous montrons qu’une paramétrisation adéquate permet d’inclure les modèles TARMA
dans la large classe des structures tdARMA. Le principal advantage qu’on peut tirer de
ce résultat est l’obtention des propriétés asymptotiques des estimateurs des paramètres
TARMA sous des conditions plus faibles que celles disponibles dans la litérature.

Mots-clés. Modèle à seuils, modèle ARMA dépendant du temps.

Abstract. In the present contribution, we propose a link between Threshold Autore-
gressive Moving Average (TARMA) and Time-Dependent ARMA (tdARMA) models. We
show that a proper parametrization allows to include the TARMA model in the large class
of tdARMA structures. The main advantage that can be obtained from this result is the
derivation of the asymptotic properties of the estimators of TARMA parameters that can
be obtained under weaker conditions with respect to those in the available literature.

Keywords. Threshold model, time-dependent ARMA model.

1 Introduction

In time series analysis, the dynamic of data has often been modelled through the intro-
duction of time-dependent coefficient structures. Starting from Nicholls and Quinn (1982)
different proposals have been given in this domain.

In the present contribution, the attention is focused on some generalizations of the
ARMA structure where the dependence of the coefficients to the time is differently mod-
elled.

More precisely we will start considering Threshold ARMA (TARMA) models (Tong,
1983):

Xt =
k∑

i=1

[
p∑

j=1

φ(i)
j Xt−j −

q∑

j=1

θ(i)j εt−j

]
I{Yt−d∈Ri} + εt, (1)
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where Xt is the variable of interest at time t, k is the number of regimes, the φ(i)
j , j =

1, ..., p, and θ(i)j , j = 1, ..., q, are, respectively, the autoregressive and moving average
coefficients of the ARMA models for the i-th regime, i = 1, ..., k, Yt−d is the threshold
variable, d is the threshold delay, I{·} is an indicator function, Ri is a subset of the real

line such that R =
⋃k

i=1 Ri with Ri∩Rs = ∅, for i $= s, and {εt} a sequence of independent
and identically distributed (i.i.d.) random variables with null mean and finite moments
of order 4+δ, δ > 0, with εt independent from Yt and Yt a stationary and ergodic process.

Even if model (1) can be shortly described as “local linear ARMA” because, within
each regime, Xt follows an ARMA model, its overall structure is more complex and
goes beyond the linear domain. This is the reason why general results for the statistical
properties of model (1), such as stationarity and ergodicity, have only been faced for well-
defined parametrizations with endogenous threshold variable (Yt−d = Xt−d): Brockwell et

al. (1992), consider a simplified structure with θ(i)j = θj, for j = 1, . . . , q where, in other
words, the moving average coefficients do not change among regimes; Liu and Susko
(1992) define sufficient conditions for the stationarity of model (1) with p = 1 whereas
more recently Chan and Goracci (2019) focus the attention on the ergodicity of first-order
threshold ARMA processes (with p = q = 1).

As clarified before, in all cited literature the examined threshold model is characterized
by an endogenous threshold variable. It makes, at the same time, the model less general
with respect to model (1) but even more complex, when its dynamic structure needs to
be investigated.

A recent contribution in this domain is given in Boubacar Mäınassara and Rabehasaina
(2020), where, differently from model (1) the switching structure at known dates is related
to an observed process with values in a finite set.

In the following, we consider a further variant of (1) that allows connecting the
TARMA model to the large class of tdARMA models (Azrak and Mélard, 1998). We
are going to present the model, the main differences with respect to model (1), and how
these differences can support the estimation of the model parameters.

2 Threshold ARMA model

In (1), t is assumed to vary in Z, the set of integers. In the following we consider the
process Xt starting at time t = 1, such that Xt = 0 and εt = 0 for t < 1.

A tdARMA model is defined by

Xt =
p∑

j=1

φtjXt−j −
q∑

j=1

θtjεt−j + εt, (2)

where the coefficients φtj, j = 1, . . . , p, and θtj, j = 1, . . . , q, depend on a vector of
parameters β and εt is like above.
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To better understand the relation between the TARMA and the tdARMA models,
we introduce the following notation: let I(i)t−d be a short form for the indicator function

I{Yt−d∈Ri}, such that I(i)t−d = 1 if yt−d ∈ Ri and I(i)t−d = 0 otherwise, for i = 1, . . . , k, model
(1) can be written as (2) where

φtj(β) =
k∑

i=1

φ(i)
j I(i)t−d, j = 1, . . . , p,

θtj(β) =
k∑

i=1

θ(i)j I(i)t−d, j = 1, . . . , q,

and β = (φ(1)
1 , · · · ,φ(k)

p , θ(1)1 , · · · , θ(k)q ), with β ∈ B an open set of a Euclidean space
R(p+q)k and let β0 (an interior point of B) be the corresponding vector of the true pa-
rameters. Let et(β) be the residual defined iteratively by

Xt =
k∑

i=1

[
p∑

j=1

φ(i)
j Xt−j −

q∑

j=1

θ(i)j et−j(β)

]
I{Yt−d∈Ri} + et(β), (3)

for t = 1, 2, .... Following Francq and Gautier (2004) and the notation of Mélard (2021),
model (2) can be iteratively given as:

Xt(β) =
t−1∑

r=0

[
r∑

s=0

(
r−s−1∏

!=0

JAt−!(β)

)
K

(
s−1∏

j=0

At−r+s−j(β0)

)]
Et−r, (4)

where:

Xt
[(p+q)×1]

(β) =





Xt
...

Xt−p+1

et(β)
...

et−q+1(β)





, At(β)
[(p+q)×(p+q)]

=

[
Φt Θ̃t

0
(q×p)

C

]
, Et

[(p+q)×1]
=





εt
0

[(p−1)×1]

εt
0

[(q−1)×1]




,

with:

Φt =

[
φt1 φt2 . . . φtp

I
(p−1)

0
(p−1)×1

]
, Θ̃t =

[
θt1 θt2 . . . θtq

0
(q−1)×q

]
, C =




0

[1×(q−1)]
0

I
(q−1)

0
[(q−1)×1]



 ,

whereas I is the identity matrix, 0 a null vector or matrix, K = [ku,v], for u, v = 1, . . . , (p+
q), is a null matrix with two elements replaced with k1,1 = k(p+1),1 = 1 and J = [ju,v] is
an identity matrix with two elements replaced with j1,1 = 0 and j(p+1),1 = −1.
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Given these results, model (4) can be shortly written as:

Xt(β) =
t−1∑

r=0

Ψtr(β)Et−r, (5)

with Ψtr(β) =
∑r

s=0

(∏r−s−1
!=0 JAt−!(β)

)
K

(∏s−1
j=0 At−r+s−j(β0)

)
.

Finally note that the results given in this section for the TARMA model with ex-
ogenous threshold variable can be applied to the case where the threshold variable is
endogenous, Yt−d = Xt−d, and, in our knowledge, it is a novelty that has not been consid-
ered in the cited literature. Note also that this section (and the next one) can be written
also for a vector TARMA model (VTARMA), see e.g. Niglio and Vitale (2015).

3 MA representation of the TARMA model

The notation introduced in Section 2 allows obtaining the MA representation of et(β). In
fact, noting that et(β) is the (p+ 1)-th element in Xt(β), then:

et(β) =
t−1∑

r=1

ψtr(β)εt−r. (6)

with ψtr(β) = U′
p+1Ψtr(β)U1, where U1 and Up+1 are two [(p+ q)× 1] null vectors with

the first and the (p+ 1)-th elements replaced with 1 respectively and U′
p+1 the transpose

of Up+1.
It is then possible to obtain the first three derivatives of et(β) with respect to the

elements of β, e.g. for the first-order derivative with respect to βi, i = 1, ...,m, where
m = (p+ q)k,

∂et(β)

∂βi
=

t−1∑

r=1

ψtir(β)εt−r, (7)

where

ψtir(β) =
∂ψtr(β)

∂βi
. (8)

Then we let ψtir = ψtir(β0). Starting from here, we restrict the TARMA model to the
case of a strictly exogenous variable Yt−d. Otherwise, in the case of a TARMA with an
endogenous threshold variable, the coefficients ψtir will be random variables.

Given the first three derivatives of et(β) like in (7) and using the results in Francq and
Gautier (2004) and Mélard (2021) for homoscedastic tdVARMA models, we can obtain,
under the conditions A1-A6 in Mélard(2021), see the Appendix, quasi maximum likelihood
estimators for β whose asymptotic properties are derived.

These conditions can be checked under relatively weak assumptions on the TARMA
model except A4. Indeed, A1 and A3 are trivially true, and it can be seen that A2, A5,
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and A6 are verified if the k ARMA models involved in (1) are stationary and invertible,
by proceeding like in Mélard (2021). This is because the Frobenius norm of the products
in (4) can then be bounded by a power of some constant Φ < 1 by using properties of the
eigenvalues of companion matrices.

It is unfortunately not possible to check (A4): it remains a condition. A natural
requirement is that the k ARMA models involved in (1) are identifiable (so each of them
has no common root for their autoregressive and moving average polynomials) but it is
not enough to guarantee the existence and invertibility of the information matrix.
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Appendix: the assumptions of Mélard (2021)

.
We use the notations introduced in Sections 2 and 3. We consider a homoscedastic

tdVARMA model of dimension ( (equal to p + q above) and denote Σ the covariance
matrix of the innovations Et supposed to be invertible (this is not the case here).

We suppose (A1) that the coefficient matrices Φti(β) et Θtj(β) are of class C3 in β
in an open set B which contains the true value β0; (A2) denoting ‖.‖F the Frobenius
norm of a matrix, that there exist positive constants Nl, l = 1, ..., 4, and 0 < Φ < 1
such that, for ν = 1, ..., t − 1, and i = 1, ...,m,

∑t−1
r=1 ‖Ψtr‖2F < N1,

∑t−1
r=1 ‖Ψtr‖4F < N2,∑t−1

r=ν ‖Ψtir‖2F < N3Φν−1,
∑t−1

r=ν ‖Ψtik‖4F < N4Φν−1 and three others for second and third
order derivatives; (A3) κ = E

(
vec(EtET

t ) vec(EtET
t )

T
)
= E

(
(EtET

t )⊗ (EtET
t )
)
exists

and does not depend on t; (A4) the limits limn→∞
1
n

∑n
t=1 Eβ0

(
∂ET

t (β)
∂βi

Σ−1 ∂Et(β)
∂βj

)
= Vij

exist for i, j = 1, ...,m, where the matrix V = (Vij)1≤i,j≤m is strictly positive definite;
(A5) 1

n2

∑n−1
d=1

∑n−d
t=1

∑t−1
r=1 ‖Ψtir‖F

∥∥Ψt+d,j,r+d

∥∥
F
= O

(
1
n

)
, i, j = 1, ...,m; (A6) Similarly

1

n2

n−1∑

d=1

n−d∑

t=1

[
t−1∑

r=1

M jiT
t0rrΞ(Σ)M

ij
tdrr +

t−1∑

r1=1

t−1∑

r2=1

M jiT
t0r2r1K!,!(Σ⊗ Σ)M ij

tdr1r2

+
t−1∑

r1=1

t−1∑

r2=1

M jiT
t0r2r1(Σ⊗ Σ)M ij

tdr2k1

]
= O

(
1

n

)
,

with a commutation matrix K!,!, Ξ(Σ) = κ − vec(Σ). vec(Σ)T − (Σ ⊗ Σ) −K!,!(Σ ⊗ Σ),
and, for r′, r′′ = r, r1, r2, M

ij
tfr′r′′ = vec(ΨT

t+f,i,r′+fΣ
−1Ψt+f,j,r′′+f ), f = 0, d, i, j = 1, ...,m.
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Résumé. Nous proposons un nouvel estimateur de la copule et de la densité de cop-
ule par des approximations de leurs projections orthogonales. Nous montrons que les
marges de l’estimateur de la densité de copule sont uniformes et nous étudions les pro-
priétés asymptotiques, notamment l’optimalité du point de vue minimax et maxiset. Une
méthode de sélection automatique permet de choisir l’ordre d’approximation. Nous con-
frontons les performances de ces estimateurs aux performances des estimateurs existants
dans la littérature. La méthode est illustrée sur un cas concret en assurance.

Mots-clés. Copule, Estimation non paramétrique, Minimax, Maxiset, Polynômes de
Legendre.

Abstract. Non parametric estimators of copulas and copula densities are obtained
by orthonornal projections. Their asymptotic properties are reviewed. We investigate the
optimality of both procedure in the minimax sense and maxiset approach. We provide a
data driven method to select the number of projections which allows these estimators to
be well adapted to all types of copulas. In particular, this selection makes it possible to
detect the cases of independence. A real dataset in insurance is studied.

Keywords. Copula estimators, Maxiset theory, Minimax theory, Legendre polyno-
mials, Nonparametric estimation.

1. Introduction

Consider a d-random vectorX = (X1, · · · , Xd)T with joint distribution functionH and
marginal distribution functions F1, · · · , Fd, that we assume to be continuous. According
to Sklar’s Theorem ([5]), there exists a unique d-variate function C such that

H(x1, · · · , xd) = C(F1(x1), · · · , Fd(xd)). (1)

The function C is called the copula associated to X. The copula is a joint distribu-
tion function on Id = [0, 1]d, with uniform margins and satisfying C(u1, · · · , ud) =
H(F−1

1 (u1), · · · , F−1
d (ud)), where, for j = 1, · · · , d, F−1

j (uj) = inf{xj;Fj(xj) ≥ uj}, is
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the quantile function of Fj. Assuming that for j = 1, · · · , d, Fj is differentiable, we can
express the joint density h of X as

h(x1, · · · , xd) = c (F1(x1), · · · , Fd(xd))
d∏

j=1

fj(xj), (2)

where for j = 1, · · · , d, fj is the marginal density of Xj and where

c =
∂dC

∂x1 · · · ∂xd
, (3)

is called the density copula of X.
In this work we first propose to revisit the nonparametric method for estimating

copula densities by considering an orthogonal shifted Legendre polynomials expansion.
In this sense, our approach lies between the Legendre multiwavelet procedure [2] and
the Bernstein method. More precisely, the basic idea developed here is to consider the
transformations Uj = Fj(Xj), for j = 1, · · · , d, which yield to a vector of uniform random
variables denoted by

U = (U1, · · · , Ud)
T .

Its joint distribution function has the form

HU(u1, · · · , ud) = H(F−1
1 (u1), · · · , F−1

d (ud)),

and clearly, U and X have the same structure of dependence with the same copula. We
deduce that

hU(u1, · · · , ud) = c(u1, · · · , ud), (4)

where hU denotes the joint density of U. This basic equality is the start of the construc-
tion of the density copula estimator, expressing c in a basis of orthogonal polynomials.
In addition, a new copula estimator is derived by simply integrating the polynomial ex-
pansion. The properties of these estimators are studied. Finally, both estimators seem to
outperform all others known in the statistical literature for a wide spectrum of scenarios.
Moreover, these estimators are very simple and easy to implement and their execution
time is very fast. Their interest is also demonstrated on a real dataset.

2. Construction of the estimators

Let us denote by µ the uniform measure on I = [0, 1] and by {Qm;m ∈ N} an
orthonormal basis of shifted Legendre polynomials satisfying

∫
Qm(x)Qk(x)µ(dx) = δmk,
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with δmk = 1 if m = k and 0 otherwise. For all x = (x1, · · · , xd)T ∈ Id and for all
m = (m1, · · · ,md)T ∈ Nd, we define

Qm(x) =
d∏

j=1

Qmj(xj),

and we write

ρm = E
(

d∏

j=1

Qmj(Fj(Xj))

)
. (5)

Proposition 1. Assume that
∑

m∈Nd

ρ2m < ∞. (6)

Then we have

c(u1, · · · , ud) =
∑

m∈Nd

ρmQm(u) (7)

C(u1, · · · , ud) =
∑

m∈Nd

ρm

d∏

j=1

∫ uj

0

Qmj(xj)µ(dxj). (8)

It is important to note that the sequence (ρm)m∈Nd characterizes the copula. In this
way it will be referred to as the copula coefficients. Since Q0 = 1 we have ρ0 = 1. The
particular case ρm = 0 for all m $= 0 coincides with the independent case. As seen in
(5), the sequence (ρm)m∈Nd contains all the polynomial correlations between the marginal
uniform random variables. In the bivariate case, that is when d = 2, the element ρm simply
expresses the correlation between Qm1(F1(X1)) and Qm2(F2(X2)). In the general case, by
orthogonality, we have E

(
Qmj(Fj(Xj))

)
= 0 for all mj > 0 and then ρm = 0 as soon as

d−1 components of m are equal to zero. Moreover, if for some integer j ∈ {1, · · · , d}, Xj

is independent to all over variables Xi, i $= j, then ρm = 0 as soon as mj > 0. Then the
copula coefficients can be used as an indicator of independence between the components
of X. In this sense, we also exhibit a link with the Spearman’s rho.

For any positive integer vector N = (N1, · · · , Nd)T we define the following N-th order
approximations:

c[N](u) =
∑

m≤N

ρm

d∏

j=1

Qmj(uj)

C [N](u) =
∑

m≤N

ρm

d∏

j=1

∫ uj

0

Qmj(xj)µ(dxj),
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where the inequality m ≤ N means that mj ≤ Nj for all j = 1, · · · , d. We write m $≤ N
when m does not satisfy this inequality. If we observe a n-sample X1, · · · ,Xn, of iid
random data, with Xi = (Xi1, · · · , Xid)T having joint distribution function H, then we
can estimate the quantity ρm by

ρ̂m =






1 if m = 0,
0 if exactly d− 1 components of m are zero,

1

n

n∑

i=1

d∏

j=1

Qmj(F̂j(Xij)), else,
(9)

where F̂j(x) =
1

n

n∑

i=1

1(Xij ≤ x).

A N-th order nonparametric estimator of the copula density c is given by

ĉ[N](u1, · · · , ud) =
∑

m≤N

ρ̂m

d∏

j=1

Qmj(uj). (10)

By integration, we get a N-th order nonparametric estimator of the copula function as
follows

Ĉ [N](u1, · · · , ud) =
∑

m≤N

ρ̂m

d∏

j=1

∫ uj

0
Qmj(xj)µ(dxj). (11)

Note that the integration of Legendre polynomials and the uniform measure for µ yields
to a very simple expression of (11).

3. Data driven bandwidth selection

We propose to use a data-driven procedure based on the Least-Squares Cross-Validation
(LSCV) to select the optimal parameter N̂opt ([6],[4]). The bandwidth parameter is the
minimizer of the following function ([6],[4])

L̂SCV (N) =

∫

Id

(
ĉ[N](u)

)2
du− 2

m

m∑

i=1

ĉ[N]
−i

(
F̂1(Xi1), · · · , F̂d(Xid)

)
, (12)

yielding to the following estimator of N:

N̂opt = argmin
N∈Nd

L̂SCV (N).

where ĉ[N]
−i is the leave-one-out copula density estimator without the data point Xi =

(Xi1, · · · , Xid).

The proposition below gives an abridged form of L̂SCV (N) which is very useful to
diminish its computation time in the numerical study.

4
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Proposition 2.

L̂SCV (N) =
1

n2

∑

m≤N

(
n∑

i=1

d∏

j=1

Q2
mj

(
F̂j(Xij)

)
− n+ 1

n− 1

∑

k $=i

d∏

j=1

Qmj

(
F̂j(Xij)

)
Qmj

(
F̂j(Xkj)

))
.

4. Elementary properties of the estimators

Proposition 3. Let u ∈ Id. The copula estimator Ĉ [N] given by (11) satisfies the follow-
ing properties

i) Ĉ [N](u) = 0, for all u ∈ Id where at least one coordinate of u is zero.

ii) If u = (1, · · · , 1, ui, 1, · · · , 1) then Ĉ [N](u) = ui.

iii) Ĉ [0](u) =
d∏

j=1

uj.

Proposition 4. The copula density estimator ĉ[N] given by (10) satisfies the following
properties

i)

∫

Id
ĉ[N](u)µ(du) = 1 and

∫

Id−1

ĉ[N](x)µ(dx−j) = 1 with x−j = (x1, · · · , xj−1, uj, xj+1, · · · , xd)

iii) ĉ[0](u) = 1, for all u ∈ Id.

Theorem 1. Let (X, Y ) be a continuous bivariate random variable with copula C. Then
the Spearman’s rho, namely ρC coincides with the first copula coefficient defined by (5),
that is:

ρC = 12

∫ 1

0

∫ 1

0

C(u, v)dudv − 3 = ρ(1,1)

We can immediately deduce an estimator of the Spearman’s rho as follows:

ρ̂C = ρ̂(1,1) =
3

n

n∑

i=1

(2Ri − 1) (2Si − 1) .

where Ri and Si are the rank statistics of Xi and Yi respectively. This estimator is new
and could be compared to the ones given in [3].
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5. Minimax and maxiset results

Detailed Optimality results in the minimax/maxiset sense are available in [1].

Theorem 2. Let vn = n− b
b+2d , κ > 0 and (β1, · · · , βd) ∈ Rd

+. Then the maxiset of ĉ for
the rate of convergence vn, denoted by MS(ĉ, vn) is given by

MS(ĉ, vn) =
{
c ∈ L2([0, 1]d) /

∑

m∈Nd

ρ2m

(
1 +

d∑

j=1

m
βj

j

)
< κvn

}

An intensive simulation study shows the very good performance of both copulas and
copula densities estimators in comparison to a large panel of competitors. Main results,
numerical experiments and real data application can be found in [1].

6. Extension

These estimators will allow up new aspects of copula statistics, namely the construction
of equality tests. More precisely, we want to test hypothesis

H0 : C
X = CY against H1 : C

X $= CY.

where CX and CY are copulas associated to X = (X1, · · · , Xd) and Y = (Y1, · · · , Yd)
respectively. By the previous expansions, it is clear that H0 is equivalent to

H0 : ρ
X
j = ρYj , ∀j ∈ Nd\{0d}

We will test this equality using (9) and the problem can be seen as a multivariate sample
problem but with a copula point of wiew.
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Résumé. Talend développe des solutions de traitements de données massives et
d’ingestion de données pour ses utilisateurs. Il est important pour eux de pouvoir rapide-
ment s’assurer de la qualité des données manipulées, de détecter des données abérantes,
et de mettre en place des traitements adaptés. Différents produits (Talend Data Prepara-
tion, Talend Data Stewardship, Talend Pipeline Designer) permettent aux utilisateurs de
mettre en place manuellement des procédure de nettoyage et de préparation de données.
Notre objectif est d’accélerer la détection d’anomalies en découvrant de manière au-
tomatique des potentielles erreurs probabilistes. Nous développons une procédure de
détection d’anomalies basée sur l’apprentissage d’un réseau bayésien en prenant en compte
la présence potentielle de relations déterministes dans les jeux de données analysés.

Mots-clés. Réseaux bayésiens, déterminisme, détection d’anomalies, apprentissage
statistique

Abstract. Talend develops software solutions to manipulate and ingest massive
amount of data for its users. It is very important for them to quickly ensure the data
quality and to detect anomalies and deal with those accordingly. Several products (Tal-
end Data Preparation, Talend Data Stewardship, Talend Pipeline Designer) allows the
users to manualy build pipelines to clean and transform data. Our main goal is to acceler-
ate anomaly detection by automatically discovering probabilistic anomalies. We develop a
procedure of anomaly detection based on learning a bayesian network, taking into account
the possible presence of deterministic relationships within analysed datasets.

Keywords. Bayesian networks, determinism, anomaly detection, statistical learning

1 Data preparation and anomaly detection

Today, in every datascience project, a great amount of time is spent cleaning the data,
and in particular removing and cleaning anomalies. The definition of what is an anomaly
is in itself a challenge as an anomaly is often contextual. This is a reason why there
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is a very vast litterature about anomaly detection, coming from both statistics and CS
communities, as can be read in the following reviews [1,9,14]. For deterministic constraints
violation, a great amount of work has been done to detect functional dependencies (FDs)
errors and their extensions to non-canonical FDs [5]. For probabilistic anomalies, two
approaches dominate: most of existing successful methods are either distance-based [2,4],
or model-based [11,12]. In most of our customers’ data, one can found an arbitrary mix of
random and deterministic variables. We can face timeseries data, discrete or quantitative
data, and even non structured textual data. Not all data are random, and a lot of data
today is increasingly collected and generated by machines or software systems which rely
very often on relational data models. This causes deterministic relationships between
variables to be very common in our customers’ datasets. One way to detect probabilistic
anomalies is to learn a bayesian network model [7, 10]. Although we are interested in
detecting both deterministic and probabilistic errors, our intent is to build a graphical
model to detect probabilistic outliers given a prior knowledge of functional dependencies
in our datasets.

2 Learning a bayesian network in presence of deter-
minism to detect probabilistic anomalies

We decide to use bayesian networks which are a very flexible class of models that can
represent very compactly the joint distribution of a set of variables. These models have
been used to identify anomalies succesfully in various domains [3, 7, 10]. One challenge
is to learn those models in presence of determinism between variables. Determinism
can be seen as a degenerated relationship between tuple of variables. If X is a tuple
of random variables, Y a simple random variable, and P a probability distribution over
(X, Y ), the relationship X → Y is said to be deterministic iff there exists a function
f : V al(X) → V al(Y ) such that ∀(x, y) ∈ V al(X)× V al(Y ), P (Y = y|X = x) = Iy=f(x),
i.e. iff for any realization (x, y) of (X, Y ), we have y = f(x) [13]. It has been shown that
presence of determinism may induce false independence relations between variables and
therefore inducing non faithful models. We compare several bayesian networks learning
approaches to learn faithful models in presence of those deterministic relationships [8,13].
Another challenge remains in learning a robust bayesian network from real data, without
having a clean dataset as input [6]. We will therefore present our procedure to detect
probabilistic anomalies and show results for several datasets.
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Disentangling stellar-activity and planetary
signals using Bayesian high-dimensional analysis.

Bo Ning 1

1 Sorbonne Université, LPSM UMR 8001, 4, Place Jussieu 75252 Paris Cedex 05,
France

Résumé. Stellar activity, such as spots and faculae, provides a noise background that
may lead to false discoveries or poor mass estimates of small planets when using radial
velocity (RV) techniques, making it harder to detect Earth-like exoplanets. Spectroscopic
activity indices are often used to verify the authenticity of planet candidates. In this
talk, a Bayesian variable selection method (Ning et al., 2019) will be introduced that
can automatically search for activity-sensitive lines through pixels from a set of spectra.
Our method differs from those previously proposed methods, as it does not require the
manual selection of a set of lines before conducting an analysis and can dependencies
between lines are incorporated to the analysis. In the analysis, we not only consider the
S-index—the most widely used activity indicator—but also include additional indices,
including the Hα and NaD indices, the bisector inverse slope, and the full width at half
maximum. Machine-readable tables and the code of the statistical method are available
online. With stellar activity being the largest source of variability for next-generation
RV spectrographs, this work could be a step toward accessing the myriad information
available in high-precision spectra.

Mots-clés. Astrostatisics, Bayesian high-dimensional analysis, detecting exoplanets,
variable selection

1 Introduction

Recent improvements in RV spectrograph technology are trying to bring instrumental
noise levels below typical stellar noise levels in next-generation RV spectrographs, e.g.,
the EXtreme PREcision Spectrometer (EXPRES; Jurgenson et al. 2016). This leaves
stellar activity as the largest source of variability. Stellar activity, including spots and
faculae, can create velocity signals that confound planetary RV data.

In Ning et al. (2019), we propose a Bayesian variable selection method to identify
activity-sensitive lines, using the sparse linear regression model. The covariates in this
model are the pixels of the spectra and the response variable is an activity index. Unlike
the regular linear regression model, a sparsity assumption is imposed on the regression
coefficients. This assumption assumes that most regression coefficients will be very close
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to zero or exactly zero (not activity-sensitive) and only a small number are non-zero
(activity-sensitive). Because stellar activity can affect all the lines in the spectrum, the
sparsity assumption is used to find the subset of lines that are most sensitive to activity.

We apply this method to study HARPS spectra of α Centauri B using the S-index and
find many common activity-sensitive lines between our method and the method proposed
by Wise et al. (2018). Our method is not limited to the use of the five activity indicators
mentioned above. Other non-spectral indicators, like simultaneous photometric measure-
ments, can be used to identify activity-sensitive lines as well, as long as the nonspectral
indicators represent some manifestations of stellar activity in future studies. Moreover,
our method can be used in other important applications. For example, the results of
the proposed method can be used to identify differences in activitysensitive lines between
stars with different ages and compositions, or to provide more precise RV measurements
by removing activity-sensitive lines when constructing the cross-correlation function.

2 Method

Our sparse linear regression model is defined as:

Yt = Xtβ + εt, εt∼N(0, σ2
t Int), (1)

where each Yt is a nt×1 vector of an activity indicator, t = 1, . . . , T , T is the total number
of days in the dataset and

∑T
t=1 nt is the total number of spectra. Let Y = (Y ′

1 , . . . , Y
′
T )

′

be a
∑T

t=1 nt × 1 vector, which is normalized by removing the mean (centered) and then
dividing the standard derivation (scaled). Xt is an nt×p matrix containing the normalized
flux of a given spectrum, which is also centered and then scaled, and p is the total number
of pixels. β is an unknown p-dimensional sparse vector which needs to be estimated. Each
coordinate in β, denoted by βj, is the coefficient of the j-th pixel. The εts are independent
random errors, each of which follows a multivariate Gaussian distribution with variance
σ2
t Int , where Int stands for an nt × nt identity matrix.
We assume β is sparse—that is, only a limited number pixels are highly sensitive to

stellar activity. For each βj, the prior is a probability density constructed from a linear
combination of two distributions: a Laplace distribution with a relatively large variance
if a pixel j is selected as activity-sensitive (non-zero), and a Laplace distribution with
a very small variance if j is insensitive (zero). More explicitly, the spike-and-slab lasso
prior (Rockova and George, 2018) is a product of p mixtures of two probability densities,
defined as

(β|γ) ∼
p∏

j=1

[γjψ(βj|v1) + (1− γj)ψ(βj|v0)], (2)

where 0 < v1 $ v0, and ψ(βj|v) = v
2e

−v|βj | is the Laplace density with mean 0 and
variance 2v−2.
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The parameter γj ∈ {0, 1} is the weight, which determines whether the corresponding
parameter βj should be classified as zero or non-zero. When γj = 1, the density ψ(βj|v1)
is used for βj. When γj = 0, the density ψ(βj|v0) is used instead to force βj to be close
to 0 as v0 is very large. Since γj is unknown, for each γj, we choose a prior as follows:

(γj|θ) ∼ θγj(1− θ)1−γj . (3)

where θ ∈ (0, 1) is a hyperparameter.
We adopt a computationally feasible Expectation-Maximization (EM) algorithm to

compute the posterior. The EM algorithm is an optimization algorithm which contains
two steps: the expectation step (E-step) and the maximization step (M-step). In the
E-step, γ is treated as a latent variable, and the expectation is taken with respect to
the latent variable. In the M-step, the optimal values for the remaining parameters are
solved. The two steps are repeated with many iterations until the optimal solution which
maximizes the log-posterior is obtained.

3 Results

In this section, we highlight three major results found by using the method. First, we
found that not only the pixels around the center of the line are active, but some pixels
at the left side of the line are also variable (see Figure 1). It is interesting to observe
that the pixels at the left side of the line have negative values while the pixels around
the center of the line have positive values. The positive-valued pixels near the center may
indicate heating in the chromosphere causing emission in the core of Hα, but a physical
explanation for the negative pixels values on the left side of Hα is beyond the scope of
this work.

Second, a list of the top 40 lines identified for the five indices is provided. The result
for using the S-index in given in Table 1. In this table, a window size of ±1 Å is used
to determine if selected wavelengths belong to the same line, and the wavelength of the
pixel with the highest magnitude regression coefficient is given.

Last, we calculated the percentage of overlapping lines obtained by using the five
different activity indicators—S-index, NaD, Hα, the bisector inverse slope (BIS), and the
full width at half maximum (FWHM)—and found that NaD index and S-index had 75%
active lines that are overlapping (see Table 2). This result is expected by astronomers as
emission in the cores of the Ca II H & K lines and the NaD lines are both probing activity
in the lower chromosphere (Thatcher et al. 1991). BIS and FWHM are both expected
to probe granulation (Gray 2009) and we found that 71% of lines selected by these two
activity indicators are the same.
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Table 1: Wavelengths obtained from S-index.
Wavelength Species (VALD Depth) Note
4427.33 Fe I (0.97), Fe I (0.82), V I (0.11) 1
5110.41 Fe I (0.93), Fe I (0.72), Fe I (0.21), Fe I (0.16) 1
4461.66 Fe I (0.96) 1
5429.70 Fe I (0.92) 1
6562.79 H I (0.45) (H α), Co I (0.24) 1
4375.94 Fe I (0.97), Fe I (0.8), Ce II (0.14) 1
4340.31 Fe I (0.54), H I (0.48) (H γ), Fe I (0.43), Fe I (0.21), Fe I (0.18)
5895.81 Na I (0.9) 1
5397.13 Fe I (0.93), Fe I (0.52), Ti I (0.34) 1
6439.00 Ca I (0.77)
5204.46 Cr I (0.92), Fe I (0.9)
4957.57 Fe I (0.94), Fe I (0.91), Dy II (0.11)
6122.15 Ca I (0.8)
5012.08 Fe I (0.93), Fe I (0.67) 1
6496.94 Ba II (0.67), Ba II (0.47), Ba II (0.42), Ba II (0.39), Ba II (0.22)
5432.56 Mn I (0.74) 1
5098.76 Fe I (0.87), Fe I (0.74)
6162.12 Ca I (0.82)
6318.12 Fe I (0.72), Ca I (0.42), Ti I (0.14)
5434.52 Fe I (0.92) 1
4626.23 Cr I (0.9), Fe I (0.13)
5226.82 Fe I (0.88), Fe I (0.36) 1
5225.48 Fe I (0.87)
5497.59 Fe I (0.9), Y II (0.14) 1
5191.42 Fe I (0.88), Nd II (0.18)
5269.54 Fe I (0.94) 1
5506.80 Fe I (0.9) 1
4534.01 Ti II (0.9), Fe I (0.51), Co I (0.45), Cr I (0.15)
6462.49 Ca I (0.75)
5409.86 Cr I (0.89), Ti I (0.41)
5365.36 Fe I (0.75)
5446.94 Fe I (0.92), Fe I (0.81)
6219.23 Fe I (0.75)
5405.80 Fe I (0.93) 1
5262.30 Ca I (0.74)
5051.71 Fe I (0.92) 1
5281.74 Fe I (0.86), Ni I (0.22), Fe I (0.12)
4861.54 H I (0.49), Cr I (0.42) (H β) 1
4981.82 Ti I (0.91)
6495.08 Fe I (0.82)

The 1 indicates the wavelengths also selected by WDBP18’s method.4
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Figure 1: Selected wavelengths (the upper part) and regression coefficients (the lower
part) in Hα using S-index as the response variable.

Table 2: Fractional overlap between selected lines for different indicators with the total
number of lines selected on the diagonal. The tildes indicate our “within 1 Å” rule for
grouping pixels into lines may be slightly inaccurate.

Hα FWHM BIS NaD S
Hα ∼100 0.54 0.22 0.36 0.58

FWHM ∼440 0.71 0.72 0.63
BIS ∼63 0.35 0.76
NaD ∼67 0.75
S ∼273
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Abstract. A large number of supervised classification models have been proposed in the 
literature. In order to avoid any bias induced by the use of one single statistical approach, they 
are combined through a specific "stacking" meta-model. 
To deal with the case of a multiclass outcome and of categorical predictors, we introduce 
several improvements to stacking: combining models is done through PLS-DA instead of OLS 
due to the strong correlation between predictions, and a specific methodology is developed for 
the case of a small number of observations, using repeated sub-sampling for variables selection. 
Five very different models (Boosting, Bagging, Random Forest, ANN, SVM, KKNN and 
Sparse PLS-DA) are combined through this improved stacking, and applied in the context of 
the development of alternative strategies for safety evaluation where multiple in vitro, in silico 
and physicochemical parameters are used to classify substances in three classes : "ES = 
Extreme Strong", “WM = Weak Moderate” and "NS = Non-Sensitizer”. Results show that 
stacking meta-models have better performances than each of the seven models taken separately, 
and furthermore, stacking provides a better balance sensitivity and specificity. 

Keywords. Stacking meta-model, Multiclass outcome, Prediction, Sparse-PLSDA, Boosting, 
Bagging, Random Forest Artificial network, SVM, CART. 
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Résumé La malaria est une maladie avec un taux de mortalité qui reste
élevé en Afrique sub-saharienne. La transmission se fait via un moustique,
dont le développement et la reproduction sont favorisés par la présence de
plans d’eau. Afin d’étudier l’influence des plans d’eau sur le taux de transmis-
sion de la malaria, un riche jeu de données a été constitué dans le secteur du
barrage hydroélectrique de Gilgel Gibe dans le sud-ouest de l’Éthiopie. Il est
constitué de temps d’infection par la malaria d’enfants répartis en villages,
ainsi que de nombreuses covariables. Ces données ont déjà été analysées par
un modèle de fragilité structuré selon les villages, incluant la distance entre
l’enfant et le barrage comme covariable. Cependant, la proximité entre les
enfants n’est pas prise en compte. Afin de mieux prendre en compte cette
spécificité liées aux données, nous proposons un modèle de fragilité avec une
structure de corrélation spatiale. Les paramètres du modèle sont estimés en
maximisant la vraisemblance observée via un algorithme de type Expecta-
tion Maximization stochastique. La performance de l’estimateur est évaluée
sur des données simulées et des données réelles.

Mots-clés. Modèle de fragilité multivarié, corrélations spatiales, algo-
rithme Expectation Maximization stochastique, incidence de la malaria

Summary
Malaria remains a disease with high morbidity and mortality in Subsaha-

ran Africa, and more specifically in Ethiopia. The mosquito being the vector
of this disease, the presence of water bodies, favoring the reproduction and
breeding of the mosquito, strongly influences the rate of transmission. A
rich dataset has been put together in the area of the Gilgel Gibe hydroelec-
tric dam in south-western Ethiopia, including the malaria infection times of
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2037 children situated in different villages as well as many covariates. The
data has been analyzed by frailty models introducing the village as cluster to
accommodate for the correlation in the data and distance from the dam as
main risk factor. However, proximity between the children is not taken into
account. In order to consider this specificity in the data, we propose a frailty
model with a spatial correlation structure. The parameters of the model are
estimated by maximizing the observed likelihood via a stochastic Expecta-
tion Maximization algorithm. Parameter estimation is done on the malaria
dataset and simulated data to assess the performance of the estimator.

Keywords. Multivariate frality model, spatial correlation, stochastic
Expectation Maximization algorithm, malaria incidence

1 Contexte, problématique et données

La malaria est une maladie avec un taux de mortalité qui reste élevé en
Afrique sub-saharienne. Le parasite de la malaria est transmis d’homme à
homme par le moustique anophèle. Ce moustique est fortement dépendant de
l’eau à tous les stades de son développement (œuf, larve, nymphe) et pour sa
reproduction. De fait, la présence de plans d’eau, comme ceux liés à la con-
struction de barrages hydrauliques, peut potentiellement avoir un fort impact
sur l’incidence de la malaria. En 2003, le barrage hydroélectrique de Gilgel
Gibe a été construit dans le sud-ouest de l’Éthiopie. Afin d’étudier l’effet
du réservoir d’eau sur la propagation de la malaria, 16 villages à différentes
distances du barrage, variant entre 0,26 et 9,05 km, ont été sélectionnés. Au
total, 2037 enfants de moins de 10 ans ont fait l’objet d’un suivi hebdomadaire
entre juillet 2008 et juin 2010. Les temps d’infection par la malaria ont été
observés sur ces enfants avec censure, ainsi que de nombreuses covariables
descriptives. Pour plus d’information sur ces données, nous renvoyons aux
articles de Yewhalaw et al (2009), Getachew et al (2013). L’hypothèse princi-
pale de ces travaux était que plus on s’éloigne du barrage, plus l’incidence de
la malaria diminue. Les données ont été analysées via des modèles d’analyse
de survie pour mieux quantifier cet effet.

Les modèles de fragilité introduits par Vaupel et al (1979) sont une ex-
tension du modèle de Cox (1972) qui modélise le risque de survenue d’un
événement comme produit d’une fonction de risque de base et d’une fonc-
tion des covariables. Ces modèles permettent en outre de prendre en compte
l’hétérogénéité présente dans les données via des effets aléatoires non ob-
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servés. Ainsi un modèle de fragilité incluant l’effet ”village” comme ef-
fet aléatoire et la distance entre l’individu et le barrage comme facteur de
risque principal a été utilisé par Getachew et al (2013). Cependant, cette
modélisation soulève deux remarques. Premièrement, les résultats du modèle
de fragilité ne sont pas fiables lorsqu’il existe une forte corrélation entre la
covariable, ici la distance au barrage, et le groupe, ici le village, ce qui est le
cas dans ce jeu de données. Deuxièmement, le village est une structure ad-
ministrative qui ne rend pas forcément compte de la proximité géographique
entre individus.

Une alternative consiste à prendre en compte les distances entre individus
qui jouent un rôle important dans la transmission de la malaria. Un individu
infecté pose un risque à tous ceux qui sont dans son voisinage puisque tout
moustique qui le pique peut ensuite transmettre la maladie. Par conséquent,
nous proposons un modèle de fragilité avec une structure de corrélation spa-
tiale au niveau de l’individu.

2 Modèle de fragilité multivarié à corrélation
spatiale

Usuellement, les modèles de fragilité spatiaux modélisent les corrélations en-
tre groupes (cf. Li et Ryan (2002)). Nous proposons un modèle de fragilité
multivarié à corrélations spatiales au niveau de l’individu. On considère
une population de N individus. Pour 1 ≤ i ≤ N , le temps de survenue de
l’infection et le temps de censure pour l’individu i sont modélisés par des
variables aléatoires notées Ti et Ci respectivement. On observe alors pour
1 ≤ i ≤ N le temps censuré à droite et l’indicateur de censure notés re-
spectivement Xi et ∆i et définis par Xi = min(Ti, Ci) et ∆i = Ti≤Ci . Dans
la suite, on note X = (Xi)1≤i≤N et ∆ = (∆i)1≤i≤N . Le modèle de fragilité
multivarié à corrélations spatiales est défini pour 1 ≤ i ≤ N par :

hi(t|bi) = h0(t) exp(Zt
iβ + bi) i = 1, . . . , N où b = (bi)1≤i≤N ∼ NN(0,Γ)

où hi(t|bi) désigne le risque instantané de survenue de l’événement pour
l’individu i au temps t, h0(t) le risque de base au temps t, bi le vecteur de
fragilité de l’individu i, β le vecteur des paramètres de régression inconnu, Zi

le vecteur de covariables associées à l’individu i. Le vecteur de fragilité b suit
une distribution normale multivariée centrée avec une matrice de covariance
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notée Γ = σ2Σ(ρ) où σ2 est un facteur d’échelle et Σ(ρ) est la matrice de
corrélation structurée paramétrée par ρ > 0. Nous considérons les deux
structures suivantes :

Σ1(ρ) = exp(−ρD) et Σ2(ρ) =
1

1 +Dρ
(1)

où D = (dij) ∈ RN×N est telle que la composante dij correspond à la distance
entre l’individu i et l’individu j pour i %= j et dii = 0 par convention.

On suppose par ailleurs que la fonction de risque de base h0 est paramétrique
constante par morceaux pour prendre en compte l’effet saisonnier de l’incidence.
La fonction de risque de base est définie par h0(t) = hm pour t ∈ [τm−1, τm[
pour m ∈ [1,M ] où (τm)m∈[1,M ] est une suite strictement croissante et τ0 = 0.
Le modèle s’écrit alors :

h(t|bi) =
M∑

m=1

hm [τm−1,τm[(t) exp(Z
t
iβ + bi) (2)

Les paramètres à estimer sont θ = ((hm)1≤m≤M , β, σ2, ρ).

3 Estimation des paramètres

Nous estimons les paramètres du modèle par maximum de vraisemblance.
La log-vraisemblance complète des données s’écrit :

logLcomp(θ;X,∆, b) =
M∑

m=1

N∑

i=1

(
∆i

(
log(hm) [τm−1,τm[(Xi) + Zt

iβ + bi)
)

−H(Xi) exp(Z
t
iβ + bi)

)
+

N∑

i=1

log fΓ(bi)

où le hasard cumulé est noté H(Xi) =
∑M

l=1 hl(τl − τl−1) τl≤Xi +
∑M

l=1(Xi −
τl−1)hl τl−1≤Xi<τl . La vraisemblance observée est obtenue en intégrant la
vraisemblance complète par rapport au vecteur de fragilité b :

Lobs(θ;X,∆) =

∫
Lcomp(θ;X,∆, b)db

On définit θ̂ l’estimateur du maximum de la vraisemblance observée par
θ̂ = argmax Lobs(θ;X,∆). Le calcul de cet estimateur ne peut en général pas
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se faire directement, en particulier lorsque la vraisemblance observée n’admet
pas de forme analytique, ce qui est le cas dans le modèle de fragilité défini
dans la section 2. En pratique, nous calculons la valeur de l’estimateur via
un algorithme itératif stochastique de type Expectation Maximization.

4 Algorithme stochastique d’estimation

On applique l’algorithme MCMC-SAEM introduit par Kuhn et Lavielle (2004)
qui combine une méthode de Monte Carlo Markov Chain à l’algorithme
d’approximation stochastique de EM. Chaque itération de l’algorithme se
compose de trois étapes. A l’itération k :

S-step : une réalisation bk du vecteur de fragilité non observé est simulé selon
le noyau de transition d’une châıne de Markov convergente Πθk−1

ayant
comme distribution stationnaire la distribution conditionnelle du vecteur
de fragilité notée πθk−1

(.|X,∆).

πθk−1
(.|X,∆) =

Lcomp(θ;X,∆, b)

Lobs(θ;X,∆)

SA-step : On effectue une approximation stochastique sur la log-vraisemblance
complète :

Qk(θ) = Qk−1(θ) + γk(logLcomp(θ;X,∆, bk)−Qk−1(θ))

où la suite (γk) vérifie 0 ≤ γk ≤ 1,
∑

γk = +∞,
∑

γ2
k < +∞.

M-step : On met à jour les paramètres selon : θk = argmax
θ

Qk(θ)

Les quantités Q0 et θ0 sont initialisées arbitrairement. Sous des hypothèse de
régularité du modèle de fragilité et sous des hypothèses assurant l’ergodicité
de la chaine de Markov, la suite (θk)k générée par l’algorithme décrit ci-
dessus converge presque sûrement vers un point critique de la vraisemblance
observée (cf. Kuhn et Lavielle (2004)).

5 Expériences numériques

On analyse les temps de survenue de la malaria chez 2037 enfants. Les quatres
covariables considérées sont l’âge, le sexe, la structure du toit et la distance
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Table 1 – Estimations des paramètres et écart type entre parenthèses

βsex βage βd βroof (h1, h2, h3, h4, h5, h6)× 10−4 σ2 ρ
-0.0391 -0.0061 0.1057 0.0260 (5.40, 14.3, 3.98, 6.88, 2.42, 2.71) 0.364 0.794
(0.0659) (0.0201) (0.140) (0.0342) (0.48,0.97,0.22,0.49,0.11,0.18) (0.088) (0.11)

entre l’enfant et le barrage. Du fait de la grande dimension du vecteur de
fragilité et de l’hétérogénéité de ses composantes, l’étape de simulation est
délicate et nécessite l’utilisation de techniques adaptées à ce contexte. Ainsi
la simulation du vecteur bk à l’itération k de l’algorithme se fait via un
algorithme de Gibbs hybride adaptatif (cf. Atchadé et Rosenthal (2005)),
assurant un taux d’acceptation homogène selon toutes les composantes.

Nous avons testé la méthode d’estimation sur des données simulées selon
le modèle défini dans l’équation (2) et avons obtenu de très bons résultats.
Pour l’analyse des données de malaria, nous comparons plusieurs modèles
avec différentes fonctions de risque de base h0 et les structures de corrélation
présentées dans la section 2. Les modèles que nous comparons ont le même
nombre de paramètres et nous présentons donc les résultats du modèle qui
maximise la log-vraisemblance dans le tableau 1. L’estimation de h2 cor-
respond à la plus forte période de pluie et est associée à une plus grande
incidence. La présence de plans d’eau est plus importante pendant la grosse
saison de pluie et favorise la reproduction des moustiques et contribue donc
à propager plus facilement la malaria. Aussi, nous illustrons graphiquement
ce que représente l’estimation du paramètre de corrélation ρ dans la figure 1.
Cette estimation semble cohérente avec la distance maximum théorique que
parcours le moustique.
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Figure 1 – Représentation graphique de la corrélation en fonction de la dis-
tance basée sur l’estimation de ρ̂ = 0.794
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Résumé. Le Transfer Learning, parfois aussi appelé transfert de connaissances, a pour
objectif de réutiliser des connaissances d’une tâche source afin d’améliorer les performances
sur une autre cible qui lui est semblable. De nombreux résultats empiriques attestent
de l’utilité du transfert, mais peu de résultats théoriques existent pour les problèmes
de régression. Dans ce papier nous introduisons un cadre théorique pour le transfert
dans le cadre de la régression linéaire. Il est montré que la qualité du transfert pour
un nouveau vecteur x dépend de sa représentation sur une certaine base propre faisant
intervenir les paramètres du problème. Par ailleurs nous aboutissons à la construction
d’un test statistique permettant de prévoir si un modèle amélioré par transfert aura une
erreur de prévision plus basse que le modèle cible de base pour une nouvelle observation
x. L’efficacité du test est illustrée sur des données synthétiques ainsi que des véritables
données de consommation électrique.

Mots-clés. Régression linéaire, Transfer learning, Test statistique, Fine-tuning, Théorie
du transfert

Abstract. Transfer learning, also referred as knowledge transfer, aims at reusing
knowledge from a source dataset to a similar target one. While many empirical studies
illustrate the benefits of transfer learning, few theoretical results are established especially
for regression problems. In this paper a theoretical framework for the problem of param-
eter transfer for the linear model is proposed. It is shown that the quality of transfer for
a new input vector x depends on its representation in an eigenbasis involving the param-
eters of the problem. Furthermore a statistical test is constructed to predict whether a
fine-tuned model has a lower prediction quadratic risk than the base target model for an
unobserved sample. Efficiency of the test is illustrated on synthetic data as well as real
electricity consumption data.

Keywords. Linear regression, Transfer learning, Statistical test, Fine-tuning, Trans-
fer theory
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1 Introduction

On considère la situation où l’on cherche à réaliser des prévisions pour une tâche cible
T pour laquelle le nombre d’échantillons d’entrâınement est limité. Néanmoins nous
disposons également d’une tâche source S qui lui est apparentée et pour laquelle le nom-
bre d’échantillon est plus conséquent. Notre objectif est de tirer profit des données de
S afin d’améliorer les performances de prévision sur T (Weiss et al.; 2016). Pan et
Yang (2016) définissent quatre catégories du transfert: de paramètres, d’instances, de
features et de relations. Nous considérons dans notre papier le transfert de paramètre
dans le cadre de la régression linéaire. Le transfert pour la régression linéaire a déjà
été étudié a plusieurs reprises. Bouveyron et Jacques (2010) proposent une approche où
l’estimation des paramètres cible est obtenue par une transformation linéaire sous con-
traintes du paramètre source. Récemment Dar et Baraniuk (2020) ont étudié le transfert
de paramètres dans le cadre restreint où les variables explicatives sont générées de manière
i.i.d. selon une loi normale N (0, ID) où ID la matrice identité de taille D. Ils montrent
l’existence d’un phénomène de ”double double descente” où le transfert est bénéfique
dans les cas où les tâches sont sous ou sur-paramétrées. Chen et al. (2015) ont suggéré
une autre approche de transfert de paramètres pour le modèle linéaire obtenu par une
combinaison convexe ou matricielle des estimations source et cible. Dans le cas de cer-
taines hypothèses sur les données, cette combinaison a la garantie d’être meilleure que
l’estimateur cible seul. Néanmoins les papiers cités précédemment ont tous les point com-
mun de ne pas étudier une approche notable du transfer learning, à savoir le fine-tuning.
Par ailleurs les hypothèses faites sur les données sont souvent restrictives et rarement
vérifiées en pratique.

2 Gain du transfert

On considère deux tâches de régression linéaire indépendantes. Soit (XS, YS) le jeu de
données source de taille NS, où XS est la matrice du plan d’expérience de dimension
NS ×D, YS = XSβS + εS avec βS ∈ RD le coefficient à estimer et εS ∼ N (0, σ2

S INS) un
bruit i.i.d. Similairement nous avons le jeu cible (XT , YT ) de taille NT (avec NT $ NS)
où βT ∈ RD, XT ∈ RNT×D, YT = XTβT + εT et εT ∼ N (0, σ2

T INT ).

2.1 Fine-tuning

En notant Σν = X"
ν Xν et en supposant les Xν de rang colonne plein, l’estimateur habituel

obtenu en minimisant l’objectif des moindres carrés Jν(β) = 1
2 ‖Yν −Xνβ‖2 est β̂ν =

Σ−1
ν X"

ν Yν avec ν ∈ {S, T}. Néanmoins si le nombre d’échantillons cible NT est trop
faible, l’estimateur β̂T sera de mauvaise qualité. L’idée est donc de partir de l’estimateur
β̂S qui fournit une base solide et de l’ajuster sur la tâche cible. C’est dans cette optique
qu’une approche de fine-tuning à base de descente de gradient à pas fixe α sur la fonction

2

801

#



objectif JT (β) et partant de β̂S a été retenue. On peut prouver alors que l’estimateur β̂k

obtenu au bout de k itérations est donné par (1):

β̂k = Akβ̂S + (ID − Ak)β̂T (1)

où A = ID − αΣT . Il s’agit alors d’une forme particulière des estimateurs de la forme
β̂(W ) = W β̂S + (ID −W )β̂T mentionnés dans Chen et al. (2015).

2.2 Formulation du gain

La principale difficulté dans la littérature est de définir la notion de transfert bénéfique
et négatif. Dans le cadre d’un problème de prévision, il semble naturel de dire que le
transfert est bénéfique quand l’erreur de prévision obtenue avec le modèle enrichit par
transfert est inférieure à celle que l’on aurait uniquement avec ce qui est appris en cible
pour une nouvelle observation. Nous définissons donc le gain ∆Rk(x) quantifiant l’apport
du transfert pour un nouvel échantillon cible (x, y) ∈ RD × R par:

∆Rk(x) = E[(y − x"β̂T )
2]− E[(y − x"β̂k)

2] (2)

On peut alors prouver que le gain (2) prend la forme particulière:

∆Rk(x) = x"Hkx with Hk = σ2
T (Σ

−1
T − α2ΩkΣTΩk)− σ2

SA
kΣ−1

S Ak − AkBAk (3)

où Ωk = 1
αΣ

−1
T (ID − Ak) et B = (βT − βS)(βT − βS)". Ainsi quand ∆Rk(x) > 0, le

transfert sera bénéfique pour l’échantillon (x, y). On voit donc que le signe du gain va
dépendre de la représentation de x sur la base propre associée à la matrice Hk, puisque
le gain sera positif pour les vecteurs dans la somme des espaces propres de Hk associés
aux valeurs propres positives. En fonction de la représentation de x sur ces espaces, il
peut donc être judicieux ou non d’utiliser le modèle fine-tuned. Un problème immédiat
est donc de savoir pour quels x utiliser le nouveau modèle. Par ailleurs le gain introduit
par (2) est généralisable à d’autres estimateurs tels que ceux de Chen et al. (2015).

3 Test

Il serait naturel de chercher un estimateur de x"Hkx. Néanmoins après plusieurs essais,
une telle estimation est souvent de mauvaise qualité et inutilisable.

3.1 Formulation du test

C’est pour cela que nous considérons plutôt le problème de prévoir si le gain sera positif
ou non pour un x donné, ce qui peut se résumer sous la forme d’un test d’hypothèse.
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On peut alors montrer que le test donné par (4) est approximativement de niveau a pour
tester l’hypothèse nulle H0 : {∆Rk(x) ≤ 0} contre l’alternative H1 : {∆Rk(x) > 0}:

( σ̂2
T

σ̂2
S

x"(Σ−1
T − α2ΩkΣTΩk)x− ρ2

∥∥Akx
∥∥2

x"AkΣ−1
S Akx

> q1−a
)

(4)

où les σ̂2
ν désignent les estimateurs habituels de la variance q1−a est le quantile d’ordre

1− a de la distribution F(NT −D,NS −D) de Fisher et ρ ≥ ‖βT − βS‖ /σT .

3.2 Choix des hyperparamètres α, k et ρ

Trois quantités doivent être calibrées avant l’utilisation du test: le pas de gradient α, le
nombre d’itérations k et enfin la constante ρ. Le choix du pas α n’est pas crucial puisqu’il
peut être compensé par un nombre suffisant d’itérations k (tant qu’il est suffisamment
petit pour assurer la convergence). Après de nombreux essais expérimentaux, α = α∗/5
avec α∗ = 2/

(
λmax(ΣT ) + λmin(ΣT )

)
(où λmax(ΣT ) et λmin(ΣT ) désignent respectivement

les valeurs propres maximales et minimales de la matrice ΣT ). Le choix de k se fait en
minimisant empiriquement le 2e terme à droite de (5) qui permet de maximiser le gain:

∆Rk(x) = −2σ2
T x"Σ−1

T xDKL(Nk||NT )− σ2
T x"Σ−1

T x ln
( x"Vkx

σ2
T x"Σ−1

T x

)
(5)

Enfin le choix de ρ se fait en évaluant la précision et le rappel du test (4) sur un jeu de
validation. Les valeurs obtenues ainsi seront notées k̂ et ρ̂.

4 Simulations numériques

4.1 Données simulées

On cherche à estimer les coefficients d’un polynôme cible PT (x) = βT,0 + βT,1x+ βT,2x2 +
βT,3x3 où βT = (−1;−1.8; 1.2; 1)". On dispose de NT = 60 observations i.i.d. yT,i =
PT (xT,i) + εT,i avec xT,i ∈ [−3, 1]. D’autre part nous disposons de NS = 600 données
source yS,i = PS(xS,i) + εS,i avec xS,i ∈ [0, 3] et σ2

S = σ2
T = 1. Les coefficients βS sont

obtenus en rajoutant un bruit N (0, 0.32) à ceux de βT . Cet exemple a l’avantage d’être
facilement visualisable et intuitif. Nous avons pris α = α∗/5 et k et ρ obtenus via les
procédures décrites Section 3.2. Le vrai polynôme PT ainsi que ses estimations obtenues
via β̂T , β̂k et deux estimateurs issus de Chen et al. (2015) sont représentés Fig. 1. On
observe ainsi en 1.(a) que le fine-tuning permet d’avoir une meilleur estimation que le
modèle cible pur, ce qui est confirmé par le gain en (b) notamment quand x ≥ 0.
La p-value du test est tracée en fonction de x en Fig. 2. Elle est grande sur les plages de
x où l’apport du transfert semblait moindre graphiquement. Typiquement on utiliserai
ŷT = x"β̂T quand elle est supérieure à 0.05, et ŷk = x"β̂k sinon.
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(a) Superposition de PT et ses esti-
mations.

−2 −1 0 1 2

−1
.0

−0
.5

0.
0

0.
5

1.
0

1.
5

2.
0

x

Δ
R

k(x
)

k=50
k=k̂
Chen ωorcl
Chen Wλ
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Figure 1: Comparaison des estimations de PT et du gain.
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Figure 2: P-value du test en fonction de x (k = k̂).

Les résultats obtenus sur ces données polynomiales ont été confortés sur des vraies données
de consommation électrique issues de la compétition GEFCOM2012, illustrant l’intérêt
pratique du test.

4.2 Gain en fonction des paramètres du problème

La formulation du gain (3) est qu’elle permet également d’interpréter les bénéfices du
transfert en fonction des paramètres du problème Nν , σ2

ν , D et la distance ‖βT − βS‖.
Il est déjà clair que le gain diminue quand ‖βT − βS‖ augmente (les tâches deviennent
dissimilaires) ou quand σ2

T diminue (estimation en cible plus facile). Par ailleurs on
s’attendrait que le gain soit élevé quand le nombre d’échantillons cible NT est petit,
le source NS est grand. Ces hypothèses sont confirmées par la Figure 3 obtenues en
moyennant d’un nombre important de simulations où les lignes de Xν et x sont tirés i.i.d.

5

804

#



de N (0, ID). Les zones rouges correspondant à un gain positif sont obtenues pour NT

petit. On remarque par ailleurs l’importance du choix de k, puisque k = 10 itérations de
gradient permet de rendre le transfert exclusivement positif, mais un k trop important
efface les bénéfices apportés par β̂S.
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(a) k = 0
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(b) k = 10
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Figure 3: Phases de transfert en fonction de NS, NT and k.

Les résultats présentés dans ce papier ont été approfondis récemment. Ainsi la formulation
du gain présenté ici donne également lieu à un phénomène analogue à celui mentionné
par Dar et al. (2020), avec un gain qui tend vers l’infini quand D → NT (qui ne nécessite
donc pas l’hypothèse de rang plein des Xν). Par ailleurs le rôle de α et de k peut être
mieux compris en calculant E[∆Rk(x)] dans le cadre des variables gaussiennes.
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Analyse statistique des signaux EEG/MEG pour la
cognition et les interfaces cerveau-ordinateur

Théodore Papadopoulo

Université Côte d’Azur, INRIA, France.
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Résumé. L’électroencéphalographie et la magnétoencéphalographie sont deux méthodes
qui permettent de mesurer des traces de l’activité électrique du cerveau. Ces mesures pren-
nent la forme de séries temporelles vectorielles avec quelques dizaines à quelque centaines
de capteurs qui fournissent des données à des fréquences de l’ordre de 256Hz à 2kHz.
Les signaux mesurés ne sont pas forcément naturels et sont très bruités. Leur analyse
(reconstruction de sources, classification, . . . ) est donc un véritable challenge et repose
souvent sur une analyse de signaux moyennés sur un certain nombre de réalisations, ce
qui masque souvent la variabilité intrinsèque de ces signaux. La prise en compte de ces
variabilités intra ou inter-sujet est cruciale notamment dans les cas où moyenner plusieurs
réalisations du signal n’est pas possible. C’est le cas des interfaces cerveau-ordinateur qui
doivent pouvoir classifier les signaux cérébraux pour les transformer en actions en temps-
réel. Mieux comprendre la variabilité des signaux EEG permettrait de s’affranchir (ou de
réduire le temps qui y est consacré) les phases de calibration qui permettent au système
d’apprendre les caractéristiques des sujets.

Mots-clés. Neurosciences, Interfaces Cerveau-Ordinateur, EEG/MEG, Classifica-
tion,

Abstract. Electroencephalography and magnetoencephalography are two methods
of measuring traces of the electrical activity in the brain. These measurements take the
form of vector time series with a few tens to a few hundred of sensors which provide data
at frequencies of the order of 256Hz to 2kHz. The measured signals are not necessarily
natural and are very noisy. Their analysis (reconstruction of sources, classification, . . . )
is therefore a real challenge and is often based on an analysis of signals averaged over a
number of realizations, which often masks the intrinsic variability of these signals. Taking
account of these intra or inter-subject variabilities is crucial, in particular when averaging
several realizations of the signal is not possible. This is the case with brain-computer
interfaces which must be able to classify brain signals to transform them into actions in
real-time. Better understanding the variability of EEG signals would allow to avoid (or
reduce the time devoted to it) the calibration phases which allow the system to learn the
specific characteristics of the subjects.

Keywords. Neurosciences, Brain-Computer Interfaces, EEG/MEG, Classification,
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1 Statistical analysis of EEG/MEG signals for cog-
nition and brain-computer interfaces

Electro-Encephalography (EEG) and Magneto-Encephalography (MEG) are two non-
invasive techniques for measuring (part of) the electrical activity of the brain. Nowa-
days, EEG is relatively inexpensive and is commonly used to detect and qualify neural
activity (epilepsy detection and characterisation, neural disorder qualification, BCI, . . . ).
MEG and EEG can be measured simultaneously (M/EEG) and reveal complementary
properties of the electrical fields.

The two techniques have temporal resolutions of about the millisecond, which is the
typical granularity of the measurable electrical phenomena that arise in the brain. This
high temporal resolution is what makes MEG and EEG attractive for the functional study
of the brain. Their spatial resolution, on the contrary, is rather poor as only a few hundred
of sensors can be placed around the head and acquired simultaneously (about 300-400
sensors for MEG and up to – but often much less – 256 sensors for EEG). Detecting and
extracting meaningful information from the measurements is a difficult task, because of
the low signal to noise ratio and the presence of ongoing cerebral activity (the notion of
“noiseless signal” does not exist).

In most cases, only a subset of that piece of data corresponding to “events of interest”
is analyzed in depth. These events of interest are all the more complicated to abalyse
that the signal to noise ratio (SNR) of M/EEG is poor.

1.1 Evoked potentials

In most traditional MEG or EEG cognitive experiments (notable exceptions are some
events related to epilepsy which have a high SNR), stimuli are presented multiple times
(each repetition is called a trial). The resulting measurements are aligned and averaged
in order to improve the signal to noise ratio (evoked potentials).

Such a procedure assumes that signals do not vary across trials, and that they can
easily be aligned, usually with respect to some “reference event”. This reference event
can be the onset of the stimulus presentation, or a measured subject reaction time. Such
alignment is not always possible because latencies of the brain responses may vary across
trials (and cumulative latencies make events far from the reference event more difficult to
align). Averaging also erases many details in the signal, to the point that some components
may disappear. Obviously, this may happen for events that are “not” time-locked to the
reference event. Attention and habituation are other sources of variability across trials:
while these may not be sufficient to make the events disappear in the average data, they
can affect the strength of the signal or its perceived duration. More severe is the case
of high frequency events that are not phase-locked across trials. Such events, even time-
locked to a reference event, tend to cancel out in the average data and thus are difficult to
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detect. They are usually best detected by averaging the time-power images corresponding
to the signal introduced in [9].

1.2 Single trial analysis

Since the seminal work of Lehmann&al on microstates [7], much effort is being devoted
in the community in order to be able to analyze single-trial measurements, or to segment
continuous strands of data into pieces within which the signals enjoy similar properties.
Statistical methods must be adapted to the multidimensionality of the data and hetero-
geneity of the dimensions (time, 3D space, trials, conditions, subjects). This analysis
of single-trial measurements is of particular importance for Brain Computer interfaces,
which have to detect such brain states in real time to transform them into commands.

1.3 Statistical tools used in M/EEG analysis

In this presentation, we will present some of these characteristics of EEG/MEG signals
and review a certain number of techniques that have been used to analyse such datasets.
While quite a few advanced techniques such as dictionary learning, deep-learning, optimal
transport. . . have been explored recently [4, 3, 6, 5, 8, 2], it is remarkable how well simpler
strategies such as LDA or CSP remain effective in practise, showing that some work is
still needed to understand and efficiently exploit the actual content of such data. An
remarkable exception is the Riemanian potatoe approach [1], which seems to consistently
improve over the current state-of-the-art.
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Preserved central model for faster bidirectional
compression in distributed settings
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Résumé. L’objectif de cette communication est de décrire une nouvelle approche pour
résoudre les contraintes de communication dans un problème d’apprentissage distribué avec
un serveur central. Nous proposons et analysons un nouvel algorithme qui effectue une
compression bi-directionnelle et atteint le même taux de convergence que les algorithmes
utilisant uniquement la compression en liaison montante (i.e., des travailleurs locaux vers le
serveur central). Pour obtenir cette amélioration, nous introduisons MCM, un algorithme tel
que la compression sur la liaison descendante n’impacte que les modèles locaux, tandis que
le modèle global est préservé. En conséquence, et contrairement aux travaux précédents,
les gradients sur les serveurs locaux sont calculés sur des modèles perturbés. Par conséquent,
les preuves de convergence sont plus difficiles à établir et nécessitent un contrôle précis
de cette perturbation. Pour l’assurer, MCM combine en outre la compression des modèles
avec un mécanisme de mémoire. Cette analyse ouvre de nouvelles portes, par exemple
en incorporant des modèles randomisés dépendants des travailleurs et une participation
partielle.

Mots-clés. Apprentissage fédéré, contraintes de communication, apprentissage dis-
tribué

Abstract. The goal of this communication is to describe a new approach to tackle
communication constraints in a distributed learning problem with a central server. We
propose and analyze a new algorithm that performs bidirectional compression and achieves
the same convergence rate as algorithms using only uplink (from the local workers to the
central server) compression. To obtain this improvement, we design MCM, an algorithm
such that the downlink compression only impacts local models, while the global model is
preserved. As a result, and contrary to previous works, the gradients on local servers are
computed on perturbed models. Consequently, convergence proofs are more challenging and
require a precise control of this perturbation. To ensure it, MCM additionally combines model
compression with a memory mechanism. This analysis opens new doors, e.g. incorporating
worker dependent randomized-models and partial participation.

Keywords. Federated Learning, Communication Constraints, Distributed Learning
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1 MCM, a new algorithm for bidirectional compression
In this work, we consider a setting using a central server that aggregates updates from
remote nodes. Formally, we have a number of features d ∈ N∗, and a convex cost function
F : Rd → R. We want to solve the following distributed convex optimization problem
using stochastic gradient algorithms:

min
w∈Rd

F (w) with F (w) =
1

N

N∑

i=1

Fi(w) , (1)

where (Fi)Ni=1 is a local risk function (empirical risk or expected risk in a streaming
framework). This applies to both instances of distributed and federated learning.

In the convex case, we assume there exists an optimal parameter w∗, and denote
F∗ = F (w∗). To solve this problem, we rely on a stochastic gradient descent (SGD)
algorithm. A stochastic gradient gik+1 is provided at iteration k in N to the device i in
!1, N", with a bounded variance E[||gik+1(w)−∇Fi(w)||2] ≤ σ2. This gradient oracle can
be computed on a mini-batch of size b to improve parallelization. This function is then
evaluated at point wk. In the classical centralized framework (without compression), for a
learning rate γ, SGD corresponds to:

wk+1 = wk − γ
1

N

N∑

i=1

gik+1(wk) . (2)

Gradient B

STEP 1
Local
Update

STEP 2
Aggregation & 
Global Update

STEP 3
Local Model

Update

Device A

First 
Compression

Uplink

Central 
server

Global Model

Device B

Device C

Device A

Device B

Device C
Second 

Compression
Downlink

Update B

Figure 1: Illustration of the bidirec-
tional compression framework with
“model compression”. At step 1, we
send a gradient, at step 2 we com-
municate a model difference.

An important issue of those frameworks is the
high communication cost between the workers and
the central server [4, Sec. 3.5]. This cost is a con-
cern from several points of view. First, exchanging
information can be the bottleneck in terms of speed.
Second, the data consumption and the bandwidth
usage of training large distributed models can be
problematic; and furthermore, the energetic and en-
vironmental impact of those exchanges is a growing
concern. Over the last few years, new algorithms
were introduced, compressing messages in the upload
communications (i.e., from remote devices to the
central server) in order to reduce the size of those
exchanges More recently, a new trend has emerged to
also compress the downlink communication: this is
bidirectional compression, as illustrated in Figure 1.

To perform downlink communication, existing
bidirectional algorithms [11, 14, 9, 5, 8, 3, 13] first
aggregate all the information they have received, compress them and then carry out the
broadcast. Both the main “global” model and the “local” ones perform the same update
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with this compressed information. Consequently, the model hold on the central server and
the one used on the local workers (to query the gradient oracle) are identical. However,
this means that the model on the central server has been artificially degraded : instead of
using all the information it has received, it is updated with the compressed information.

Here, we focus on preserving (instead of degrading) the central model: the update
made on its side does not depend on the downlink compression. This implies that the
local models are different from the central model. The local gradients are thus measured
on a “perturbed model” (or “perturbed iterate”: such an approach requires a more involved
analysis and the algorithm must be carefully designed to control the deviation between
the local and global models [6]. For example, algorithms directly compressing the model
or the update would simply not converge.

We propose MCM - Model Compression with Memory - a new algorithm that
1) preserves the central model, and 2) uses a memory scheme to reduce the
variance of the local model. We prove that the convergence of this method is
similar to the one of algorithms using only unidirectional compression.

Bidirectional compression consists in compressing communications in both directions
between the central server and remote devices. We use two potentially different compression
operators, respectively Cup and Cdwn to compress the message in each direction, as illustrated
in Figure 1. Roughly speaking, the update in eq. (2) becomes:

wk+1 = wk − γCdwn

(
1

N

N∑

i=1

Cup(gik+1(wk))

)
. (3)

However, this approach has a major drawback. The central server receives and aggregates
information 1

N

∑N
i=1 Cup(gik+1(wk)). But in order to be able to broadcast it back, it

compresses it, before applying the update. We refer to this strategy as the “degraded
update” approach. Its major advantage is simplicity, and it was used in all previous papers
performing double compression. Yet, it appears to be a waste of valuable information. In
this paper, we update the global model wk+1 independently of the downlink compression:

{
wk+1 = wk − γ 1

N

∑N
i=1 Cup

(
gik+1(ŵk)

)
.

ŵk+1 = Cdwn(wk+1)
(4)

However, bluntly compressing wk+1 in eq. (4) hinders convergence, thus the second part of
the update needs to be refined by adding a memory mechanism. We now describe both
communication stages of the real MCM, as the combination of eqs. (5) and (6).

Downlink Communication. We introduce a downlink memory term (Hk)k, which is
available on both workers and central server. The difference Ωk+1 between the model and
this memory is compressed and exchanged, then the local model is reconstructed from
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this information. The memory is then updated, with a learning rate α:





Ωk+1 = wk+1 −Hk ,
ŵk+1 = Hk + Cdwn(Ωk+1)
Hk+1 = Hk + αCdwn(Ωk+1).

(5)

Introducing this memory mechanism is crucial to control the variance of the local model
ŵk+1. To the best of our knowledge MCM is the first algorithm that uses such a memory
mechanism for downlink compression. This mechanism was introduced by Mishchenko
et al. [7] for the uplink compression.

Uplink Communication. The motivation to introduce an uplink memory term hi
k for

each device i ∈ !1, N" is different, and better understood. Indeed, for the uplink direction,
this mechanism is only necessary (and then crucial) to handle heterogeneous workers
[i.e., with different data distributions, see e.g. 8]. Here, the difference ∆i

k between the
stochastic gradient gik+1 at the local model ŵk (as defined in eq. (5)) and the memory term
is compressed and exchanged. The memory is then updated with a rate β:






∀i ∈ !1, N",∆i
k = gik+1(ŵk)− hi

k

wk+1 = wk − γ
N

∑N
i=1 Cup(∆i

k) + hi
k

hi
k+1 = hi

k + βCup(∆i
k).

(6)

Remark 1 (Rate α). It is necessary to use α < 1. Otherwise, the compression noise tends
to propagate and is amplified, because of the multiplicative nature of the compression noise.

As downlink communication can be more efficient than uplink, we consider distinct
operators Cdwn, Cup and allow the corresponding compressions levels to be distinct: there
exist constants ωup

C ,ωdwn
C ∈ R∗

+, such that the compression operators Cup and Cdwn satisfy
the two following properties for all w in Rd:

{
E[Cup/dwn(w)] = w ,

E[
∥∥Cup/dwn(w)− w

∥∥2
] ≤ ωup/dwn

C ‖w‖2 .

The higher is ωC, the more aggressive the compression is. This class of unbiased operators
encompasses sparsification, quantization and sketching.

Remark 2 (Related work on Perturbed iterate analysis). The theory of perturbed iterate
analysis was introduced by Mania et al. [6] to deal with asynchronous SGD. More recently,
it was used by Stich and Karimireddy [10], Gorbunov et al. [2] to analyze the convergence
of algorithms with uplink compressions, error feedback and asynchrony.

Remark 3 (Related work on double compression). We summarize in Table 1 the main
algorithms developed in order to carry out compression in distributed training and the
novelties of our approach.
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Table 1: Features of the main existing algorithms performing compression. eik (resp. Ek)
denotes the use of error-feedback at uplink (resp. downlink). hi

k (resp. Hk) denotes
the use of a memory at uplink (resp. downlink). Note that Dist-EF-SGD is identical to
Double-Squeeze but has been developed simultaneously and independently.

Compr. eik hi
k Ek Hk Rand. update point

Qsgd Alistarh et al. [1] one-way
ECQ-sgd Wu et al. [12] one-way !
Diana Mishchenko et al. [7] one-way !
Dore Liu et al. [5] two-way ! ! degraded
Double-Squeeze Tang et al. [11] two-way ! ! degraded
Dist-EF-SGD Zheng et al. [14] two-way ! ! degraded
Artemis Philippenko and Dieuleveut [8] two-way ! degraded

MCM & Rand-MCM two-way ! ! (!) non-degraded

Remark 4 (The randomization mechanism, Rand-MCM). We can extend the framework
to Rand-MCM, that includes randomization. It consists in performing an independent
compression for each device instead of performing a single one for all of them. As a
consequence, each worker holds a different model centered around the global one. This
introduces some supplementary randomness that stabilizes the algorithm. Formally, we
will consider N mutually independent compression operators Cdwn,i instead of a single one
Cdwn, and the central server will send to the device i at iteration k + 1 the compression
of the difference between its model and the local memory on worker i: Cdwn,i(wk+1 −H i

k).
This allows to incorporate worker dependent compression or partial participation.

2 Convergence results for MCM
We can provide convergence guarantees for MCM in three regimes: convex, strongly-convex
and non-convex. The analysis relies on controlling the variance of the local model with
respect to the global model depending on all previous gradients. The memory term
here plays a key role: without memory, the variance would increase with the number
of iterations. On the other hand, the learning rate α for the memory term has to be
controlled carefully. Indeed, if α is too large, the variance diverges: this phenomenon
is similar to the divergence observed in frameworks involving error feedback, when the
compression operator is not contractive.

Theorem 1. Consider the MCM update as in eq. (4). For an L-smooth function F , if
γ ≤ 1/(8ωdwn

C L) and α ≤ 1/(4ωdwn
C ), then for all k in N:

E[‖wk − ŵk‖2] ≤
4ωdwn

C γ2σ2(1 + ωup
C )

Nbα
+ 2ωdwn

C γ2

(
1

α
+

ωup
C
N

) k∑

t=1

(
1− α

2

)k−t

E ‖∇F (ŵt−1)‖2 .
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(a) X-axis in # iterations. (b) X-axis in # bits.

Figure 2: Quantum with b = 400, γ = 1/L. Best seen in colors.

The proof requires to control the different terms that contribute in the local model’s
variance. We can then derive the following convergence rate in the convex case.

Theorem 2 (Convergence of MCM in the convex case). For an L-smooth function F , for a
given K in N large enough, a step size γ = 1/(L

√
K), a given learning rate α = 1/(8ωdwn

C ),
after running K iterations, we have, with Φ = (1 + ωup

C )
(
1 +

64(ωdwn
C )2√
K

)
:

E[F (w̄K)− F∗] ≤
‖w0 − w∗‖2 L√

K
+

σ2Φ

NbL
√
K

.

Observe that the downlink compression constant only appears in the second-order term,
scaling as 1/K. In other words, the convergence rate is equivalent to the convergence rate
of Diana. It is also possible to provide convergence guarantees in the strongly-convex case
with steps scaling as ((µk)−1)1≤k≤K), and non-convex case.

3 Experiments
We here illustrate the performance of MCMon quantum a real dataset used for logistic
regression in a non-i.i.d. settings: 50.000 points, d = 66 features, N = 20 devices, γ = 1/L.
There are between 900 and 10500 points by devices, with a median at 2300. We compare
MCM with classical algorithms used in distributed settings: Diana, Artemis, Dore and of
course the simplest setting - SGD, which is the baseline. We plot the log of the excess loss
F (wk)− F∗, averaged on 5 runs, with error bars displayed on each figure (but not in the
“zoom square”), corresponding to the standard deviation of log10(F (wk)− F∗).
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Résumé. Nous présentons comment prendre en compte des données fonctionnelles
qualitatives, représentées par les trajectoires d’un processus de saut avec un temps continu
et un ensemble fini d’états. En tant qu’extension de l’analyse des correspondances mul-
tiples à un ensemble infini de variables, les codages optimaux des états dans le temps sont
approchés sur une base arbitraire finie de fonctions. Cela permet de réduire la dimension,
d’optimiser la représentation et de visualiser des données dans les espaces dimension plus
petites. Nous avons implémenté cette méthodologie dans le package R cfda disponible sur
le CRAN, nous présenterons dans cette communication comment celle-ci peut être mise
en œuvre sur des données réelles dans un contexte de classification non supervisée.

Mots-clés. données fonctionnelles ; données qualitatives ; processus stochastique ; ana-
lyse des correspondances multiples.

Abstract. We present how to take into account categorical functional data, repre-
sented by the trajectories of a jump process with a continuous time and a finite set of
states. As an extension of multiple correspondence analysis to an infinite set of variables,
the optimal codings of the states over time are approximated on an arbitrary finite func-
tion basis. This allows dimension reduction, representation optimization and visualisation
of data in smaller dimensional spaces. We have implemented this methodology in the R
package cfda available on the CRAN, we will present in this communication how it can
be implemented on real data in an clustering framework.

Keywords. functional data; categorical data; stochastic process; multiple correspon-
dence analysis.

1 Introduction to categorical functional data
Most literature devoted to functional data considers data as sample paths of a real-valued
stochastic process, X = {Xt, t ∈ T }, Xt ∈ Rp, p ≥ 1 where T is some continuous set.
Among a considerable record of papers on the subject, the monographs of Ramsay and
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Silverman [3] among others still remains a reference presenting the main methodologies for
visualisation, denoising, classification and regression when dealing with functional data
represented by real-valued functions.

We consider the case where the underlying stochastic model generating the data is
a continuous-time stochastic process X = {Xt, t ∈ T } such that for all t ∈ T , Xt is a
categorical random variable rather than a real-valued one.

Let (Ω, A,P) be a probability space, S = {s1, . . . , sm}, m ≥ 2, be a set of m states and
X = {Xt ; Xt : Ω −→ S, t ∈ T } be a family of categorical random variables indexed
by T . Thus, a path of X is a sequence of states sij and times points ti of transitions from
one state to another one : {(si1 , t1), (si2 , t2), . . .}, with sij ∈ S and ti ∈ T .

We call the sample paths of the process categorical functional data. Such type of data
is able to model real situations in different fields of applications: health and medicine
(status of a patient over time), economy (status of the market), sociology (evolution of
social status), and so on.

In Section 2 we present the theoretical background of the optimal encoding methodol-
ogy defining the principal components of the process X throughout the optimal encodings.
The approximation of the optimal encodings of the states into a basis of functions and
optimal representation of categorical functional data in lower dimensional spaces are de-
tailed. The implementation of the optimal encodings is presented throughout the cfda R
package in Section 3 where an application on a real data set (care trajectories for patients
diagnosed with severe infection) is performed in view of visualisation and clustering.

2 Extension of multiple correspondence analysis
Optimal encoding Without loss of generality, let suppose that T = [0, T ], with T > 0.
For x, y ∈ S and ∀t ∈ [0, T ], let denote by:

• 1x
t = 1 if Xt = x, and 0 otherwise,

• px(t) = P(Xt = x) and px,y(t, s) = P(Xt = x, Xs = y).

The general hypotheses considered in that framework are:

H1: the process X is continuous in probability, limh→0 P(Xt+h &= Xt) = 0

H2: for each time t ∈ [0, T ] (except possibly a finite discrete set of time points), any state
has a strictly positive probability to occur: px(t) &= 0, ∀x ∈ S, ∀t ∈ [0, T ].

In this framework, Deville [1] extends the multiple correspondence analysis to the
process X (seen as infinite random variables). This is related the following eigen-value
problem ∫ T

0

∑

y∈S
px,y(t, s)ay(s)ds = λax(t)px(t), ∀t ∈ [0, T ], ∀x ∈ S, (1)
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where {ax}x∈S are deterministic functions on [0, T ] that we call optimal encoding functions.
Under the hypothesis H1 and H2 it admits the sequence of eigenvalues {λj}j≥1 associated
to the optimal encoding eigen-functions {ax

j , x ∈ S}j≥1. The j-th principal component zj

is derived from the j-th optimal encoding functions {ax
j } as

zj =
∫ T

0

∑

x∈S
ax

j (t)1x
t dt, ∀i ≥ 1. (2)

Dimension Reduction. Let q ≥ 1, one obtains the best approximation of order q of
X (viewed as a vector process X = {1x, x ∈ S}) under the L2 norm, among all the linear
expansions of type

1x
t ≈

q∑

j=1
zja

x
j (t) 1

px(t) , ∀x ∈ S.

Thus, the q first principal components,

{z1, . . . , zq}, q ≥ 1,

allow for

• graphical representation of sample paths of X in Rq (especially for q = 2, one obtains
a 2-D representation of categorical functional data),

• fit of clustering and regression models with X as explanatory variables.

Discussion Technical details are not given here but can be found in [2]. The main idea
is to consider and expansion of the {ax}x∈S on some basis, limiting the problem to some
finite dimension problem thus solving a classical eigen-problem. One major interest for
such dimension reduction is that it permits to consider data in Rq rather than the initial
functional categorical data, and it gives a solution to perform clustering.

3 The cfda Package through an example
The cfda R package (available on the CRAN) provides functions to analyze categorical
functional data allowing to compute basic statistics such as transition tables or visualisa-
tion, and compute the optimal encodings. It uses ggplot2 package to display graphics and
the parallel and pbapply packages for code parallelization. Other packages for analyzing
sequences of categorical data exist, but not in a functional way.
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Real Dataset The cfda package is illustrated with the care dataset. It contains 2929
care trajectories for patients diagnosed with a severe infection. Each month from the
diagnosis of the infection, the follow-up of each patient is filled in using one of the following
4 states: “D”, the patient has not a medical follow-up, “C”, the patient has a medical
follow-up but no treatment, “T”, the patient has a medical follow-up with a treatment
but the infection is not suppressed and “S”, the patient has a medical follow-up with a
treatment and the infection is suppressed. A sample of the individuals from the care
dataset is plotted using the plotData function (see Figure 1a). Each line corresponds to
an individual of the dataset, the successive changes of states are represented by different
colors.

R> data(care)

Extract a Dataset Meeting the Constraints To compute the encodings, each indi-
vidual must have the same start and end time. This is not the case in the care dataset.
So, we select patients with a follow-up of at least 18 months and works from t = 0 to
t = 18 months. To restrict individuals to a maximal time value of 18 months, we use
the cut data function that has two parameters: data and Tmax, the maximal time value.
After applying this function, all individuals have Tmax as ending time.

R> duration <- compute_duration(care)
R> idToKeep <- names(duration[duration >= 18])
R> care2 <- cut_data(care[care$id %in% idToKeep, ], 18)

Optimal Encoding While it permits to performs basic statistics and visualisations,
the main contribution of cfda is the computation of an optimal encoding for categorical
functional data performed by the compute optimal encoding function. The two main
parameters are data, the dataset in the cfda format, and basisobj, a basisfd object cre-
ated using the different create.*.basis functions from the fda package. It also performs
bootstrap for computing a confidence interval on the computed encoding; associated pa-
rameters are computeCI, a logical indicating if bootstrap must be performed, nBootstrap,
the number of bootstrap samples, and propBootstrap, the proportion of individuals used
for each bootstrap sample. Other parameters are nCores the number of cores to use,
verbose, if TRUE, some information are printed during the process.

R> set.seed(42)
R> basis <- create.bspline.basis(c(0, 18), nbasis = 10, norder = 4)
R> fmca <- compute_optimal_encoding(care2, basis, computeCI = TRUE, nCores = 7)

Plot Functions Three plot functions are associated with the compute optimal encoding
function, the first argument of these functions is the output of compute optimal encoding.
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The first one, the plot function plots the encodings associated with a given eigenvector
(harm parameter, by default, the encodings associated with the first eigenvector are plot-
ted). If compute optimal encoding was run with parameter computeCI = TRUE, then
the confidence interval can be added on the plot using the parameter addCI = TRUE. A
subset of the states can be plotted by providing a vector with the state names to the
states parameter. The plotEigenvalues function plots the computed eigenvalues. The
last one is the plotComponent function that plots the individuals using the given com-
ponents (comp parameter, a vector of length 2 containing the components’ number). The
encodings are displayed in Figure 1c and the plot of the first factorial map is presented
in Figure 1b.

R> plotComponent(fmca, comp = c(1, 2), addNames = FALSE)
R> plot(fmca, addCI = TRUE)

Application to Clustering The proposed method produces numerical encoding for
categorical functional data. These encoding can be used for classical statistical methods
such that regression or clustering. In the following, we perform a hierarchical clustering to
find a structure in the care dataset. The clustering is performed with the first principal
components explaining at least 90% of the variance. The different clusters are associated
with the time spent in the different states after leaving the state "D" (cf. Figure 2). For
example, the cluster number 1 corresponds to individuals that have spent most of their
time (after "D") in the "C" state.
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Titre	:	Justice	et	IA,	un	dialogue	à	éclaircir		
	
Auteur	:	Laurence	Pécaut-Rivolier	
Conseiller	à	la	chambre	sociale,	Cour	de	cassation	
	
Résumé	:		
La	question	de	l’intelligence	artificielle	se	pose	de	manière	tout	à	fait	spécifique	s’agissant	du	
processus	juridictionnel.	La	première	particularité	est	que	l’institution	judiciaire	a	été,	pour	diverses	
raisons,	très	longtemps	réfractaire	à	toute	introduction	de	l’intelligence	artificielle	si	bien	qu’elle	en	
méconnait	fortement	le	fonctionnement	et	ne	s’est	pas,	jusqu’à	récemment,	impliquée	dans	les	
réflexions	sur	l’apport	de	l’intelligence	artificielle	en	matière	de	justice.	Ce	sont	donc	les	acteurs	
extérieurs,	cabinets	d’avocats,	instituts	privés,	qui	ont	élaboré	et	proposé	des	approches	des	
décisions	judiciaires	par	l’IA,	en	mettant	en	avant	des	objectifs	qui	ne	sont	pas	toujours	ou	pas	
exclusivement	ceux	poursuivis	par	l’institution	judiciaire.	La	seconde	particularité	vient	du	processus	
décisionnel		lui-même.	Bâti	sur	le	syllogisme	judiciaire,	il	nécessite	pour	un	grand	nombre	d’affaires	
un	mode	de	raisonnement	et	une	adaptation	à	chaque	cas	d’espèce	qui	n’est	pas	toujours	
compatible	avec	l’IA	.	Aujourd’hui,	alors	que	les	acteurs	judiciaires	commencent	à	s’intéresser	à	l’IA,	
la	question	est	donc	de	bien	déterminer	ce	qui	relève	de	l’apport	de	ce	qui	relève	du	risque,	et	
d’avoir	enfin	une	approche	pluridisciplinaire	en	ce	domaine.	
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Résumé. Nous présentons l’AdaptSgenoLasso, une nouvelle méthode de vraisem-
blance pénalisée pour la localisation de gènes, et qui s’avère être une variante du Sgeno-
Lasso. L’AdaptSgenoLasso repose sur le concept d’un génotypage sélectif qui est autorisé à
varier le long du génome. La version classique du génotypage sélectif, sur laquelle est basé
le SgenoLasso, consiste à génotyper uniquement les individus extrêmes, afin d’augmenter
le signal lié aux gènes. Cependant, comme le même pourcentage de sélection est appliqué
à chaque position du génome, le signal se voit augmenté d’un même facteur proportionnel
sur l’ensemble du génome. En considérant un génotypage sélectif qui varie le long du
génome grâce à l’AdaptSgenoLasso, nous permettons aux généticiens d’imposer plus de
poids à certains loci d’intérêt, connus pour être responsables de la variation de caractères
quantitatifs. Le signal est désormais propre à chaque locus.

Mots-clés. Apprentissage statistique, Détection de gènes, Processus gaussien, Test
d’hypothèses, Génotypage sélectif, Extrêmes

Abstract. We introduce here the AdaptSgenoLasso, a new penalized likelihood
method for gene mapping, which is a modified version of the SgenoLasso. AdaptSgeno-
Lasso relies on the concept of a selective genotyping that varies along the genome. The
“original version” of the selective genotyping on which the SgenoLasso is built on, con-
sists in genotyping only extreme individuals, in order to increase the signal from genes.
However, since the same amount of selection is applied at all genome locations, the signal
is increased of the same proportional factor everywhere. By considering a selective geno-
typing that varies along the genome thanks to the AdaptSgenoLasso, we allow geneticists
to impose more weights on some loci of interest, known to be responsible for variation of
the quantitative trait. The resulting signal is now dedicated to each locus.

Keywords. Statistical learning, Gene detection, Gaussian process, Hypothesis test-
ing, Selective genotyping, Extremes
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1 Contexte

On étudie une population backcross (A × B) où A et B sont deux lignées homozygotes
pures. On considère le problème de la détection de loci codant pour un caractère quan-
titatif, aussi appelés QTL (Quantitative Trait Loci), sur un chromosome donné. Le car-
actère est observé sur n individus et on note Yj, j = 1, · · · , n, les observations que l’on
suppose i.i.d. Le mécanisme de la mé̈ıose fait que parmi les deux chromosomes d’un in-
dividu, un est purement hérité de A alors que l’autre est formé de morceaux de A et de
morceaux de B du fait des crossing-overs. Le chromosome est représenté par le segment
[0, T ]. La distance sur [0, T ] est appelée distance génétique et est mesurée en Morgans. Le
génome X(t) d’un individu prend la valeur +1 si le chromosome recombiné est originaire
de A à la position t et prend la valeur -1 s’il est originaire de B. Le modèle admis pour
la structure stochastique de X(·) est dû à Haldane (1919):

X(0) ∼ 1

2
(δ+1 + δ−1), X(t) = X(0)(−1)N(t)

où N(·) est le processus de Poisson standard sur [0, T ] représentant le nombre de crossing-
overs. De plus on suppose que m QTLs additifs influent sur le caractère quantitatif Y .
On note qs et t!s l’effet et la position du sième QTL, s = 1 · · ·m. On suppose un modèle
d’analyse de variance pour Y :

Y = µ+
m∑

s=1

X(t!s)qs + σε (1)

où ε est un bruit blanc gaussien. Dans le problème classique de détection de QTLs,
l’“information génome” est disponible uniquement à des positions fixes t1 = 0 < t2 <
... < tK = T , appelées marqueurs génétiques. Ainsi, d’ordinaire, une observation est
(Y, X(t1), ..., X(tK)) et le challenge réside dans le fait que le nombre m de QTLs m et
leurs positions t!1, ..., t

!
m sont inconnues. On notera t! = (t!1, ..., t

!
m). Dans cette étude,

nous considérons le problème classique, mais afin de réduire les coûts dus au génotypage,
un génotypage sélectif qui varie le long du génome est considéré. Décrivons tout d’abord
le concept du génotypage sélectif dans sa version originale, celle qui ne varie pas le long du
génome. Le génotypage sélectif consiste à génotyper (i.e. obtenir l’information génétique
aux marqueurs X(t1), · · · , X(tK)), uniquement les individus extrêmes (i.e. les individus
dont le phénotype Y est au delà d’un certain seuil: Y /∈ [S1

−, S
1
+]). Ce dispositif proposé

par Lebowitz et al. (1987) s’avère très employé en agronomie, car il permet d’optimiser
le génotypage et d’améliorer la puissance de détection. Afin d’introduire le génotypage
sélectif qui varie le long du génome, considérons désormais quatre seuils S1

−, S
2
−, S

2
+, S

1
+

appartenant à R tels que S1
− ≤ S2

− ≤ S2
+ ≤ S1

+. Comme dans le cadre du génotypage
sélectif classique, nous observons l’information génome à tous les marqueurs si et seule-
ment si Y est extrême, à savoir si Y ≤ S1

− ou Y ≥ S1
+. Cependant, nous considérons

2
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également une carte génétique discrète contenant seulement quelques marqueurs appar-
tenant à la carte dense originale (i.e. la carte comprenant tous les marqueurs), et nous ob-
servons à ces quelques positions, l’information génome des individus pour lesquels Y ≤ S2

−
ou Y ≥ S2

+. En d’autres termes, à ce nombre restreint de marqueurs, nous recueillons
l’information génome d’un plus grand nombre d’individus extrêmes. Intuitivement, cela
permet d’imposer des poids plus importants à certains loci (cf. Section 2) correspondant
à des gènes majeurs bien connus par les généticiens.

Afin de décrire les deux cartes génétiques plus précisement, notons T1
K l’ensemble

{t1, . . . , tK} de marqueurs sur la carte dense, et T2
K un sous espace de T1

K (i.e. T2
K ⊆ T1

K),
représentant les marqueurs sur la carte discrète. On notera #T2

K le cardinal de T2
K , et

σ(.) la fonction injective telle que σ : {1, . . . ,#T2
K} → {1, . . . , K}. De plus, nous im-

posons σ(k) < σ(k′) pour k < k′. Ainsi, T2
K désigne l’ensemble

{
tσ(1), tσ(2), . . . , tσ(#T2

K)

}
.

Nous imposerons également σ(1) = 1 et σ(#T2
K) = K, de telle sorte que les marqueurs

positionnés en 0 et en T (i.e. aux extrémités du chromosome) soient également localisés
sur la carte discrète. Si nous notons X(t) et X̃(t) les variables aléatoires telles que
X(t) = X(t)1Y /∈[S1

− , S1
+]

et X̃(t) = X(t)1Y ∈[S1
− , S2

−]∪[S2
+ , S1

+]
, alors dans notre problème,

une observation correspond à la donnée de
(
Y, X(t1), X(t2), ..., X(tK), X̃(tσ(1)), X̃(tσ(2)), ..., X̃(tσ(#T2

K))
)
.

Avec nos notations,

• quand Y /∈
[
S1
− , S1

+

]
, nous avons X(t1) = X(t1), ..., X(tK) = X(tK), ce qui signifie

que l’information génome est connue sur la carte dense T1
K (et a fortiori sur la carte

sparse T2
K).

• quand Y ∈
[
S1
− , S2

−
]
∪

[
S2
+ , S1

+

]
, nous avons X̃(tσ(1)) = X(tσ(1)), X̃(tσ(2)) =

X(tσ(2)), ..., X̃(tσ(#T2
K)) = X(tσ(#T2

K)), à savoir l’information génome est connue
uniquement sur la carte sparse T2

K .

• quand Y ∈
[
S2
− , S2

+

]
, nous avonsX(t1) = 0, ..., X(tK) = 0, et X̃(tσ(1)) = 0, X̃(tσ(2)) =

0, ..., X̃(tσ(#T2
K)) = 0, ce qui signifie que l’information génome est manquante à tous

les marqueurs (i.e. T1
K).

Nous observons dès lors n observations(
Yj, Xj(t1), Xj(t2), ..., Xj(tK), X̃j(tσ(1)), X̃j(tσ(2)), ..., X̃j(tσ(#T2

K))
)
pour j = 1, · · · , n;

supposées iid.
Avant de décrire nos résultats et notre nouvelle méthode de sélection de variables,

rappelons le concept de l’Interval Mapping (Lander et Botstein, 1989). Lorsqu’un seul
QTL est positionné sur le chromosome (i.e. m = 1 dans la formule (1)), l’Interval

3
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Mapping consiste à calculer le Test du Rapport de Vraisemblance (LRT) à chaque po-
sition t ∈ [0, T ], confrontant l’hypothèse nulle d’absence de QTL H0:“q1 = 0,” contre
l’alternative “q1 *= 0,”. Cela conduit à un processus de LRT Λn(.) et à un processus
de score Sn(.). Ces processus ont été étudiés en détail dans le passé dans la situation
de données complètes où tous les individus sont génotypés (e.g. Cierco C., 1998, Azäıs
et Wschebor, 2009, Chang et al., 2009, Azäıs et al, 2012), et plus tard dans le cadre
du génotypage sélectif classique (e.g Rabier, 2014, 2015). Le maximum de ces processus
correspond au LRT sur l’ensemble du chromosome, et la distribution asymptotique de
ces processus est désormais bien connue. Cependant la statistique du maximum s’avère
inappropriée lorsque m > 1. Ainsi, dans cette étude, nous proposons d’étudier, dans le
cadre du génotypage sélectif qui varie, la distribution asymptotique des processus de LRT
et de score sous l’alternative générale de m QTLs sur le génome. Cela nous permettra
d’introduire une nouvelle méthode de sélection de variables, l’AdaptSgenoLASSO, afin
d’identifier les nombreux QTLs le long du génome, à l’instar de la méthode du Sgeno-
Lasso (Rabier et Delmas, 2021), proposée récemment dans le cadre du génotypage sélectif
classique. Contrairement au Lasso (Tibshirani, 1996), le SgenoLasso présente l’avantage
de gérer efficacement les données extrêmes. De plus, nous avons montré qu’il présentait
de meilleurs performances que le récent RaLasso (Fan et al., 2017) qui modélise pour-
tant les dépendances entre les erreurs et les regresseurs. Ainsi, l’AdaptSgenoLasso, la
nouvelle variante du SgenoLasso permettant d’accorder plus d’importance à certains loci
bien connus, s’avère prometteuse.

Introduisons les notations suivantes:

γ1 := PH0

(
Y /∈

[
S1
−, S

1
+

])
, γ+

1 := PH0

(
Y > S1

+

)
, γ−

1 := PH0

(
Y < S1

−
)
, (2)

γ := PH0

(
Y /∈

[
S2
−, S

2
+

])
, γ+ := PH0

(
Y > S2

+

)
, γ− := PH0

(
Y < S2

−
)
, (3)

A1 := σ2
{
γ1 + zγ+

1
ϕ(zγ+

1
)− z1−γ−

1
ϕ(z1−γ−

1
)
}

, (4)

B := σ2 {γ + zγ+ϕ(zγ+)− z1−γ−ϕ(z1−γ−)} , A2 := B −A1 (5)

où ϕ(x) et zα désignent respectivement la densité d’une loi normale standard prise au
point x et le quantile d’ordre 1− α d’une loi normale standard.
Nos principaux résultats sont résumés dans la section suivante.

2 Résultats

Dans ce qui suit, on considère des valeurs de t distinctes des positions de marqueurs, i.e.
t ∈ [t1, tK ]\T1

K . Pour i = 1, 2, on définit t%,i and tr,i de la manière suivante:

t%,i = sup
{
tk ∈ Ti

K : tk < t
}

, tr,i = inf
{
tk ∈ Ti

K : t < tk
}
. (6)

En d’autres termes, en fonction de la carte, t appartient à l’intervalle de marqueurs
(t%,1, tr,1) ou (t%,2, tr,2).
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Theorem 1 Supposons que les paramètres (q1, ..., qm, µ, σ2) varient dans un compact, que
∃b > 0 tel que σ2 ≥ b > 0, et que m est fini. Soit H0 l’hypothèse nulle d’absence de QTL
sur [0, T ] et définissons les hypothèses alternatives suivantes:

Ha,t! : “il y a m QTL localisés respectivement en t!1, ..., t
!
m

d’effets q1 = a1/
√
n, ..., qm = am/

√
n où a1 *= 0, ..., am *= 0” .

Alors lorsque n tend vers l’infini, les processus Sn(.) et Λn(.) vérifient :

Sn(.) ⇒ Z(.) , Λn(.)
F.d.→ Z2(.) , supΛn(.)

L−→ supZ2(.) (7)

sous H0 et Ha,t!, où ⇒ et F.d. désignent respectivement la convergence faible et la con-
vergence des lois finies-dimensionnelles, et où Z(.) est le processus Gaussien de variance
1 tel que ∀t ∈ [t1, tK ]\T1

K :

Z(t) =

√
A1 ξ1(t)V1(t) +

√
A2 ξ2(t)V2(t)√

A1 ξ21(t) +A2 ξ22(t)
.

V1(.) et V2(.) sont des processus Gaussiens indépendants de variance 1 tels que

Vi(t) =
{
αi(t) Vi(t

%,i) + βi(t) Vi(t
r,i)

}
/ξi(t)

∀(tk, tk′) ∈ Ti
K × Ti

K Cov (Vi(tk), Vi(tk′)) = e−2|tk−tk′ | .

La fonction moyenne de Z(.) est nulle H0 et vérifie sous Ha,t!:

mZ,t!(t) =

√
A1 ξ1(t)mV1,t!(t) +

√
A2 ξ2(t)mV2,t!(t)√

A1 ξ21(t) +A2 ξ22(t)
.

Les αi(t), βi(t) et ξi(t) des fonctions connues et

mVi,t!(t) =
{
αi(t)mVi,t!(t

%,i) + βi(t)mVi,t!(t
r,i)

}
/ξi(t)

∀tk ∈ Ti
K mVi,t!(tk) =

√
Ai

σ2

m∑

s=1

as e
−2|t!s−tk| .

D’après le théorème précédent, en discrétisant le processus de score sur la position des
marqueurs, nous avons quand n est grand:

)Sn = )mZ,t! + )ε + oP (1)

où )Sn = (Sn(t1) , Sn(t2) , ... , Sn(tK))
′ , )mZ,t! = (mZ,t!(t1) , mZ,t!(t2) , ...,mZ,t!(tK))

′ et
)ε ∼ N(0,Σ) avec Σkk′ = Cov (Z(tk), Z(tk′)) .

Dans ce qui suit, on se place en déséquilibre de liaison complet, i.e. les m QTLs
sont localisés sur certains marqueurs. Ainsi, on recherchera des QTLs seulement aux
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emplacements des marqueurs. Grace aux spécificités de la fonction moyenne du processus
et après avoir décorrélé les composantes de )Sn en considérant la décomposition de Cholesky
Σ = AA′, on obtient la relation suivante :

A−1)Sn = A′ (∆1 , ... , ∆K)
′ + A−1)ε + oP (1) (8)

où ∆k =






0 si tk /∈ {t!1, . . . , t!m}
as

√
B

σ2 si tk ∈ {t!1, . . . , t!m} ∩ T2
K avec s l’indice tel que t!s = tk.

as
√

A1+A2ξ22(tk)

σ2 si tk ∈ {t!1, . . . , t!m} ∩ T1
K\T2

K avec s l’indice tel que t!s = tk.

Les QTLs placés sur les marqueurs de la carte discrète se voient amplifiés d’un facteur√
B/σ et d’un facteur

√
A1 +A2ξ22(tk)/σ sur la carte dense. Ainsi, contrairement au

génotypage sélectif classique où tous les loci disposent du même coefficient multiplicatif
(Rabier et Delmas, 2021), on voit que désormais les facteurs multiplicatifs diffèrent en
fonction de l’appartenance des loci aux 2 cartes.

Enfin, afin de trouver les ∆k non nuls, une méthode naturelle est d’utiliser la régression
pénalisée L1, appelée Lasso. Ainsi, en notant∆ := (∆1, ...,∆K)

′, l’estimateur AdaptSgeno-
Lasso s’écrit

∆̂AdaptSgenoLasso(λ,α) = argmin
∆

(∥∥∥A−1)Sn − A′∆
∥∥∥
2

2
+ λ ‖∆‖1

)
. (9)

Notons que l’on pourrait également accorder plus d’importance aux loci gènes majeurs
en couplant notre proche avec l’Adaptative Lasso. Cela correspondrait à imposer une
pénalité dans la formule (9) de la forme ‖W ′∆‖1 avec des poids Wk égaux à 1/

√
B sur la

carte T2
K (i.e. gènes majeurs) et 1/

√
A1 +A2ξ22(tk) sur la carte T1

K\T2
K .
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Résumé. Un nouveau système de subventions a été mis en place en Suisse en 2018 afin de 
soutenir financièrement les candidat/es aux examens fédéraux (formation professionnelle 
supérieure). Cette même année, 23’000 personnes se sont présentées aux examens fédéraux et un 
quart d’entre elles ont demandé la subvention. Cette étude a pour objectif d’examiner les 
caractéristiques de ses premiers bénéficiaires. L’impact sur la demande de subvention de caractères 
démographiques (sexe, âge, nationalité), de facteurs contextuels (région linguistique, type de 
commune) et de spécificités liées à la formation (par ex. domaine de formation et réussite à 
l’examen) a été évalué à l’aide de modèles de régression logistique. Les résultats ont montré que les 
variables liées à la formation étaient les plus significatives. La relativement faible performance des 
modèles estimés suggère cependant que l’intégration d’indicateurs sur la structure de la formation 
dans les différentes associations professionnelles devrait être évaluée pour mieux comprendre le 
profil des bénéficiaires.  

Mots-clés. Formation professionnelle supérieure, nouvelle subvention, régression logistique 

 

Abstract. A new subsidy system was introduced in Switzerland in 2018 providing financial 
support to candidates for federal (advanced) professional examinations (professional education at 
tertiary level). That same year, 23 000 people took the federal exams, and a quarter of them applied 
for the subsidy. The aim of this study is to examine the characteristics of the first beneficiaries. 
Logistic regression modelling was used to assess the impact of demographic characteristics (gender, 
age, nationality), contextual factors (language region, type of municipality) and training features 
(e.g. training fields and examination success) on the subsidy demand. The results showed that 
variables related to training were the most significant. The relatively poor performance of the 
estimated models suggests, however, that indicators on the structure of training in the different trade 
associations should be integrated in order to better understand the profile of beneficiaries. 

Keywords. Professional education, new subsidy, logistic regression 

 

1. Introduction 
Dans le système éducatif suisse, la formation professionnelle supérieure (FPS) est l’un des piliers 
du degré tertiaire au même titre que la formation délivrée dans les hautes écoles (voir annexe). Elle 
permet d’acquérir des qualifications en vue d’exercer des activités professionnelles complexes avec 
des responsabilités élevées. Dans le cadre du projet stratégique destiné à renforcer la FPS, la 
Confédération a mis en place un nouveau régime de financement axé sur la personne. Depuis 2018, 
les candidat/es aux examens fédéraux domiciliés en Suisse peuvent demander le remboursement de 
la moitié des frais déboursés pour les cours préparatoires commencés après le 1er janvier 2017, quel 
que soit le résultat obtenu à l’examen. En 2018, 23’000 personnes se sont présentées aux examens 
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fédéraux et près de 5’300 d’entre elles se sont vu rembourser la moitié des frais de cours 
préparatoire (23% des candidat/es; OFS, 2020a ; OFS, 2020b). Il s’agit des premiers bénéficiaires 
du nouveau système de financement axé sur la personne.  

De nombreuses études en éducation analysent les différences susceptibles de refléter des 
déséquilibres ou des inégalités mais peu sont disponibles pour les examens fédéraux ou la FPS. 
Néanmoins, on peut citer ici quelques éléments. Tout d’abord, plus d’hommes que de femmes 
suivent une FPS après une formation professionnelle initiale (32% et 23% respectivement; OFS, 
2020e). Cette différence se reflète aussi dans la part de population résidante de plus de 25 ans ayant 
achevé une FPS (18% des hommes et 11% des femmes ; OFS, 2020d). Ensuite, des différences ont 
été également observées entre régions linguistiques. La part de la population résidante de plus de 25 
ans ayant achevé une FPS était plus élevée dans la région de langue allemande (16%) comparée aux 
régions francophone et italophone (11-12%) (OFS, 2020d). 

La présente étude s’intéresse aux caractéristiques des premiers bénéficiaires de la subvention. 
Elle vise à répondre à la question d’étude suivante : Quels sont les facteurs qui caractérisent les 
candidat/es 2018 qui ont déposé une demande (et obtenu une subvention) par rapport aux autres? 
Sachant que toute personne satisfaisant les critères administratifs d’octroi reçoit la subvention, on 
tente de déterminer par une approche multivariée si la disposition d’une personne à faire une 
demande de subvention est influencée par des facteurs liés à la formation (p. ex. domaine de 
formation), par ses caractéristiques démographiques (p. ex. sexe et âge) ou encore par des facteurs 
contextuels (p. ex. région linguistique). Le nouveau système de financement se trouve dans sa 
période d’introduction. L'analyse du profil des premiers bénéficiaires pourrait identifier des 
déséquilibres dans cette période particulière entre les domaines de formation ou entre des groupes 
de personnes selon des caractéristiques contextuelles ou démographiques. 

2. Méthode 
Deux jeux de données principaux ont formé la base de l’analyse: l’ensemble des candidat/es aux 
examens fédéraux en 2018 (examens professionnels et professionnels supérieurs, domicile en 
Suisse) et l’ensemble des bénéficiaires de subventions octroyées jusqu’à fin 2019 pour ces mêmes 
examens. Les données sur les candidat/es étaient relevées par la statistique des diplômes 2018 
(SBA). Les données sur les bénéficiaires provenaient de la statistique du financement axé sur la 
personne en formation professionnelle supérieure (aHBB, demandes de subventions acceptées, 
après l’examen). Un appariement a été effectué entre la liste des candidat/es 2018 et celle des 
bénéficiaires afin de déterminer, dans chaque cas, si une subvention a été perçue. Une 
correspondance a été trouvée pour 99% des subventions reçues en 2018 et 96% de celles reçues en 
2019 pour des examens effectués en 2018. 

Les candidat/es aux examens fédéraux de métiers tels que policier/ère, agent/e de détention ou 
garde-frontière n’ont pas droit à la subvention fédérale car leur formation est subventionnée par les 
cantons. Ces environ 1'100 candidat/es ont donc été exclus de la population d’analyse. Par contre, 
une personne était présente plusieurs fois si elle pouvait demander plusieurs subventions (p. ex. 
candidat à deux brevets différents). Le jeu de données pour l’analyse comportait ainsi 
21'839 candidat/es aux examens fédéraux en 2018.  

Pour répondre à la question d’étude, l’analyse a été organisée en deux parties. Premièrement, 
une analyse descriptive des données a permis d’observer les caractéristiques des candidat/es et la 
proportion d’entre elles/eux ayant obtenu une subvention dans différents sous-groupes (taux de 
subvention). Les variables sélectionnées pour l'analyse ont été rassemblées en trois types. Le 
premier correspondait aux caractéristiques démographiques (sexe, âge et nationalité). Le second 
englobait les variables contextuelles (région linguistique et type de commune de domicile). Le 
dernier reflétait le cadre de la formation (domaine de formation selon la classification internationale 
ISCED-F 2013, examen professionnel ou examen professionnel supérieur ainsi que résultat à 
l'examen). Ce choix s’est porté sur les variables disponibles dans la statistique des diplômes et 
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usuelles dans la recherche sur l’éducation ; voir p. ex. CSRE (2018) et Backes-Gellner et al. (2020). 
Deuxièmement, des modèles de régression logistique ont permis d’évaluer le lien entre la 
probabilité d’avoir fait une demande (variable dichotomique, 1 pour demande de subvention) et les 
différentes variables explicatives. La relation entre les variables explicatives et la variable à 
expliquer a été testée par le chi-carré (test d’indépendance). La multicolinéarité entre les variables 
explicatives a été également évaluée avant de sélectionner les variables intégrées dans le modèle 
(variance inflation factor VIF < 10 ; Tuffery, 2010). Différents modèles ont été définis. Leur qualité 
globale a été mesurée par les critères d’information AIC et BIC, le likelihood ratio test et le pseudo-
R2 de McFadden ; celle des coefficients par le test de Wald (Peng et al, 2002 et Tuffery, 2010). 
Dans un objectif de parcimonie, les variables non significatives ont été exclues des modèles 
(stepwise avec l’AIC). L’objectif de l’étude était exploratoire. La précision (taux de vrais positifs et 
vrais négatifs), la spécificité (1 - taux de faux positifs) et la sensibilité (taux de vrais positifs) d’une 
prévision basée sur les modèles ont été cependant évaluées afin de mieux comprendre les 
caractéristiques des modèles estimés (table de classification sur la base des probabilités prédites). 
L’analyse a été effectuée dans R. Les valeurs p inférieures à 5% étaient considérées comme 
significatives. 

3. Résultats 
Les 21'839 candidat/es aux examens fédéraux étaient principalement des hommes (63%) et 44% 
avaient moins de 30 ans (cf. Tableau 1). La grande majorité des examens étaient des examens 
professionnels (83%). Le taux de subvention global était de 24% et variait entre les sous-groupes. 
On note par exemple que les femmes présentaient un taux plus élevé que les hommes (27% et 22% 
respectivement). Il en allait de même pour les candidat/es aux examen professionnels supérieurs 
comparés aux candidat/es aux examens professionnels (29% et 23%). Des différences étaient 
également observées entre les domaines de formation, avec notamment un taux de 9% pour Santé et 
protection sociale et 41% pour Marketing et publicité. Toutes les variables explicatives étaient 
significativement dépendantes de la variable à expliquer (« demande de subvention », test du chi-
carré, p < 0.01). Aucun problème de multicolinéarité n’a été détecté parmi les variables explicatives 
sélectionnées (VIF ≤ 1.6). 

Un modèle logistique de base a permis de faire le lien entre la demande de subvention 
(variable dichotomique) et les variables explicatives dans leur ensemble (cf. Tableau 2). Les trois 
facteurs liés à la formation étaient les plus significatifs. Venaient ensuite la région linguistique, le 
sexe, le type de commune, la classe d’âge et enfin la nationalité. Le Tableau 2 indique les odds ratio 
(OR) estimés. Parmi les domaines de formation, Santé et protection sociale ou Technologie et 
ingénierie montraient par exemple une propension aux demandes inférieure au groupe de référence 
(Gestion et administration) (OR<1) alors que l’inverse était observé pour Marketing et publicité 
ainsi que pour Finance, banque et assurances (OR>1). Les personnes se présentant aux examens 
professionnels supérieurs, celles domiciliées dans des communes intermédiaires ainsi que les 
femmes étaient également plus susceptibles de demander une subvention que les catégories de 
référence (OR>1). A l’inverse, les personnes ayant échoué à l’examen, celles de la région 
italophone ou encore celles de plus de 50 ans en avaient moins déposé (OR<1). 

Le modèle de base était significatif pour expliquer la variable « demande de subvention=1 » 
(likelihood ratio test, p < 0.001). Par contre sa capacité d’explication était plutôt faible. Le pseudo 
R2 ne valait en effet que 0.06. Un nouveau modèle a donc été estimé en ajoutant des interactions 
entre paires de variables explicatives. Ces interactions ont été testées puis un large choix ajouté au 
modèle. Après une sélection du type stepwise avec l’AIC, dix interactions ont été finalement 
conservées. Il s’agissait notamment du domaine de formation croisé avec le type d’examen, le sexe, 
la région linguistique et le résultat à l’examen. Le Tableau 3 permet de comparer le modèle de base 
et le modèle « étendu ». Ce dernier était significativement meilleur que le modèle de base 
(likelihood ratio test, p < 0.001). Par contre, malgré l’ajout de nombreuses interactions, le pseudo 
R2 restait faible (0.09). La prédiction basée sur le modèle correspondait à la vraie valeur dans plus 
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de trois-quarts des cas (précision = 77%). La part de prédiction correcte était élevée parmi les 
candidat/es n’ayant pas fait de demande (spécificité = 97%) et plus basse pour les candidat/es avec 
demande (sensibilité = 12%).  

 

Tableau 1 : Candidat/es et subventions pour les examens 2018 
Facteur Catégorie Nombre de 

candidat/es 
Part de  
candidat/es [%] 

Nombre de 
subventions 

Taux de 
subventions 
[%] 

Total   21839 100% 5206 24% 
            

Facteurs démographiques         
     

Sexe homme 13767 63% 3034 22% 
  femme 8072 37% 2172 27% 
      

Classe d’âge -29 9640 44% 2317 24% 
  30-39 7635 35% 1906 25% 
  40-49 3178 15% 733 23% 
  50+ 1385 6% 250 18% 
  missing 1 0% 0 0% 
      

Nationalité suisse 19316 88% 4664 24% 
  étrangère 2421 11% 524 22% 
  missing 102 0% 18 18% 
Facteurs contextuels           
      

Région linguistique Allemand 18171 83% 4363 24% 
  Français 3271 15% 793 24% 
  Italien 397 2% 50 13% 
      

Type de commune Urbain 12944 59% 3175 25% 
  Intermédiaire 4925 23% 1200 24% 
  Rural 3970 18% 831 21% 
Facteurs liés à la formation         
     

Type d'examen Examen prof. 18029 83% 4108 23% 
  Examen prof. supérieur 3810 17% 1098 29% 
      

Domaine de formation Arts, lettres, langues et sci. sociales 880 4% 239 27% 
  Comptabilité et fiscalité 1959 9% 642 33% 
  Finance, banque et assurances 1785 8% 666 37% 
  Gestion et administration 3237 15% 980 30% 
  Marketing et publicité 1007 5% 411 41% 
  Vente en gros et au détail 3078 14% 745 24% 
  Sciences nat., agri. et sc. vété 960 4% 97 10% 
  Technologie et ingénierie 4991 23% 872 17% 
  Santé et protection sociale 1615 7% 139 9% 
  Services 2327 11% 415 18% 
      

Résultat à l'examen réussi 15916 73% 4075 26% 
  pas réussi 5923 27% 1131 19% 

Note : subventions jusqu’à fin 2019. La région de langue romanche est incluse dans la région de langue allemande. 
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Tableau 2 : Modèle de base pour la demande de subvention pour les examens 2018. 
 Facteur  Catégorie Coefficient Ecart-

type 
Wald’s  

X2 
Odds ratio 

(OR) 
Intervalle 
95% OR 

Constante   -0.7814 0.0503 -15.533*** 0.46 (0.41-0.51) 
       

Sexe (réf.: homme) femme 0.1233 0.0372 3.318*** 1.13 (1.05-1.22) 
       

Classe d’âge  
  (réf.: -29) 

30-39 -0.0106 0.0378 -0.28 0.99 (0.92-1.07) 
40-49 -0.0561 0.0515 -1.09 0.95 (0.85-1.05) 

  50+ -0.1958 0.0789 -2.481* 0.82 (0.70-0.96) 
       

Nationalité (réf.: suisse) étrangère -0.0827 0.0543 -1.522 0.92 (0.83-1.02) 
       

Région linguistique  
  (réf.: Allemand) 

Français 0.0161 0.0467 0.345 1.02 (0.93-1.11) 
Italien -0.7614 0.1556 -4.893*** 0.47 (0.34-0.63) 

       

Type de commune  
  (réf. Urbain) 

Intermédiaire 0.0842 0.0406 2.073* 1.09 (1.00-1.18) 
Rural -0.0385 0.0465 -0.828 0.96 (0.88-1.05) 

       

Type d'examen (réf.: prof) Examen prof. supérieur 0.5204 0.0445 11.69*** 1.68 (1.54-1.84) 
       

Domaine de formation  
  (réf.: Gestion et administration) 

Arts, lettres, langues, sc.soc. -0.1835 0.0866 -2.12* 0.83 (0.70-0.99) 
Comptabilité et fiscalité -0.0133 0.0651 -0.204 0.99 (0.87-1.12) 
Finance, banque et assurance 0.2850 0.0631 4.519*** 1.33 (1.17-1.50) 
Marketing et publicité 0.3783 0.0760 4.977*** 1.46 (1.26-1.69) 
Vente en gros et au détail -0.3759 0.0580 -6.486*** 0.69 (0.61-0.77) 
Sciences nat., agri., sc. vét. -1.4436 0.1170 -12.334*** 0.24 (0.19-0.30) 
Technologie et ingénierie -0.7810 0.0576 -13.564*** 0.46 (0.41-0.51) 
Santé et protection sociale -1.6919 0.1008 -16.794*** 0.18 (0.15-0.22) 
Services -0.7461 0.0676 -11.035*** 0.47 (0.42-0.54) 

       

Résultat à l'examen (réf.: réussi) pas réussi -0.4197 0.0394 -10.653*** 0.66 (0.61-0.71) 
Note : ***p < 0.001; ** p < 0.01; * p < 0.05 
 

Tableau 3 : Comparaison des modèles sans et avec interactions pour la demande de subvention. 
  Modèle sans interaction (base) Modèle avec interactions (étendu) 
Facteurs de base Sexe, classe d'âge, nationalité, région linguistique, 

type de commune, type d’examen, domaine de 
formation et résultats à l’examen 

Sexe, classe d'âge, nationalité, région linguistique, 
type de commune, type d’examen, domaine de 
formation et résultats à l’examen 

Interactions - Domaine:type d'examen, Domaine:sexe, 
Domaine:région ling., Classe d’âge:type examen, 
Domaine:rés. examen, Sexe:rés. examen, Type 
commune:rés. examen, Région ling. :type commune, 
Sexe:type examen, Sexe:région ling. 

AIC/BIC 22616/22784 21941/22573 
Log Likelihood -11286 -10891 
Likelihood ratio test (df) 1316.5 (20)*** 2106.3 (78)*** 
Pseudo R2 (McFadden) 0.06 0.09 
Différence entre les deux modèles likelihood ratio test (df) 789.89 (58)*** 

Note : ***p < 0.001; ** p < 0.01; * p < 0.05 
 

4. Discussion 
Cette étude avait pour objectif de caractériser les premiers bénéficiaires de la nouvelle subvention 
axée sur la personne en formation professionnelle supérieure. Les résultats complètent ceux obtenus 
par OFS (2020a, 2020b). 

Les facteurs liés à la formation (domaine de formation, type d’examen et résultats à l’examen) 
ont été identifiés comme ayant le plus d’impact sur la demande de subvention. Les différences entre 
les domaines de formation pourraient être liées à la structure de la formation et au degré 
d’adaptation au nouveau système. En effet, une partie des candidat/es n’ont pas pu faire de demande 
car ils n’avaient fréquenté que des cours commencés avant 2017. On pense notamment au domaine 
Santé et protection sociale pour lequel les formations sont plutôt longues par rapport aux autres 
domaines (OFS, 2020c). Les différences entre domaines pourraient se réduire à l’avenir. Le peu de 
demandes de celles/ceux ayant échoué à l’examen pourrait provenir d’un problème dans la 
communication (la subvention peut aussi être demandée si l’examen n’est pas réussi) ou d’une 
tendance à demander la subvention après avoir répété l’examen.  

Les facteurs contextuels et démographiques étaient également significatifs mais de moindre 
importance. Des explications sur le peu de demandes parmi les candidat/es de la région italophone 
pourraient être explorées du côté de spécificités régionales (communication incluse). La dynamique 
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dans le choix de la FPS et celle dans la demande de subvention semblent différentes. En effet, la 
population de la région italophone opte moins pour la FPS que la région germanophone (OFS, 
2020d) et ses candidat/es ont aussi moins profité de la subvention. Quant aux femmes, elles 
choisissent moins la FPS que les hommes (OFS, 2020d ; OFS, 2020e) mais ont plus profité de la 
subvention. 

La qualité des modèles laisse supposer que des variables manquent pour expliquer la demande 
de subvention. La grande majorité des candidat/es étant employé/es (env. 96% ; OFS, 2020c), des 
facteurs explicatifs pourraient être considérés au niveau des associations professionnelles (ex. durée 
et structure des cours, communication sur les subventions) et des entreprises (ex. types de 
convention de formation entre employé/es et employeurs). 

Certaines limites de l'étude méritent l'attention. Premièrement, l’ensemble des candidat/es aux 
examens 2018 ayant fait une demande de subvention ne sera connu que fin 2020 (délai de 2 ans). Le 
nombre de demandes tardives devraient cependant être petit. Deuxièmement, les candidat/es ne 
satisfaisant pas aux critères pour faire une demande n’ont pas pu tous être identifiés a priori. Parmi 
eux se trouvaient ceux qui n’ont pas suivi de cours préparatoires (env. 5% ; OFS, 2020c) et ceux 
n’ayant fréquenté que des cours hors de la liste (p. ex. cours commencés avant 2017). Ces éléments 
sont liés à la structure de la formation.  

L’analyse pourrait être réitérée à l’avenir afin de voir si les déséquilibres perdurent. De plus, 
une analyse qualitative avec des expert/es ou des informations sur la structure de la formation 
permettraient d’affiner les connaissances sur le profil des bénéficiaires de la nouvelle subvention. 
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Annexe : la formation professionnelle supérieure en Suisse 
 

La formation professionnelle supérieure (FPS) fait partie du degré tertiaire du système éducatif 
suisse au même titre que les hautes écoles. Elle combine l’enseignement et la pratique 
professionnelle selon un système dual - formation en entreprise et en école - pour plus de 600 
professions.  

Un titre de la FPS s’acquiert soit par un examen fédéral (examen professionnel ou examen 
professionnel supérieur) soit par une formation en école supérieure. L’examen professionnel est 
sanctionné par un brevet fédéral (p. ex. Spécialiste en finance et comptabilité avec brevet fédéral) et 
l’examen professionnel supérieur par un diplôme fédéral (p. ex. Installateur/trice –électricien/ne 
diplômé/e). Une formation en école supérieure débouche sur un diplôme d’une école supérieure (p. 
ex. Infirmier/ère diplômé/e ES). Comme illustré sur la figure 1, la FPS a délivré un total d’environ 
26’500 diplômes en 2018. Ce nombre correspond à un tiers des 78’100 diplômes du degré tertiaire. 
Les brevets et diplômes fédéraux représentent env. deux tiers des diplômes de la FPS, et les 
diplômes des écoles supérieures un tiers. Le nombre total de candidat/es aux examens de la FPS 
était de l’ordre de 33’200, dont 23’500 pour les examens fédéraux (OFS, 2020f).  

La FPS relève de la compétence de la Confédération, en partenariat avec les cantons et les 
organisations du monde du travail. Les cours préparatoires aux examens fédéraux sont pour 
l’essentiel financés par le secteur privé (entreprises et personnes en formation) alors que les écoles 
supérieures sont principalement financées par les pouvoirs publics (cantons et Confédération). La 
préparation aux examens fédéraux dure en moyenne environ une année et demie à deux ans avec de 
grandes différences entre les domaines de formation. De même, les coûts de formation et le soutien 
des employeurs varie sensiblement entre les domaines de formation et au sein de ceux-ci (OFS, 
2020c). 

En 2018, la Confédération a renforcé son soutien à la formation professionnelle supérieure. 
Depuis cette année, les candidat/es aux examens fédéraux se voient rembourser la moitié des frais 
déboursés pour les cours préparatoires s’ils se sont présentés à un examen fédéral et quel que soit le 
résultat à l’examen (financement axé sur la personne). La demande peut être déposée jusqu’à deux 
ans après la notification du résultat de l’examen. Les cours peuvent être cumulés mais doivent tous 
avoir commencé après le 1er janvier 2017, avoir été payés par la personne et être présent sur la 
« liste des cours préparatoires » de l’année concernée (env. 5’000 cours). On notera que des cours 
subventionnés par les cantons sont exclus de la liste des cours (p. ex. formation pour la police).  

 

 
 

Figure 1 : Le degré tertiaire du système de la formation en Suisse et nombre de diplômes en 2018.  
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Résumé. Le but de ce travail est de développer une procédure de test non-asymptotique
qui détermine le rang de la matrice de diffusion dans un processus stochastique bi-
dimensionnel à partir d’observations discrètes de ce processus sur un intervalle de temps
fixe [0, T ] échantillonné avec un pas de temps ∆. Tout d’abord, nous construisons les
statistiques principales du test. Ces statistiques sont définies à l’aide de déterminants
de matrices aléatoires, comme proposé dans Jacod & Podolskij (2013). Nous montrons
que les performances du test basé sur ces statistiques sont limitées dans un cadre non
asymptotique, lorsque ∆ est fixe. Ensuite, nous montrons comment les performances du
test peuvent être améliorées en centrant les incréments du processus autour de leur valeur
attendue (terme de dérive). Enfin, nous déduisons la distribution des statistiques centrées
et montrons sous quelles conditions les erreurs de type I et de type II du test peuvent être
contrôlées.

Mots-clés. Tests statistiques, statistique de processus, modèle neuronal FitzHugh-
Nagumo, statistique non-asymptotique, matrices aléatoires

Abstract. The aim of this work is to develop a testing procedure which determines
the rank of the diffusion matrix in a two-dimensional stochastic process from discrete
observations of this process on a fixed time interval [0, T ] sampled with a fixed time
step ∆. First, we construct the main statistics of the test, given by a random matrix
determinant, as proposed in Jacod & Podolskij (2013). We show that the performance
of the test based on this statistics is limited in a non-asymptotic setting, when ∆ is
fixed. Then, we show how the performance of the test can be improved by centering the
increments of the process around their expect value (drift term). Finally, we derive the
distribution of the centered statistics and show under which conditions the Type I and
Type II errors of the test can be controlled.

Keywords. Statistical tests, statistics of the processes, neuronal FitzHugh-Nagumo
model, non-asymptotic statistics, random matrices
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1 Introduction

Consider a 2-dimensional process X = (X1, X2)T , defined by the solution of:

dXt = btdt+ σdWt, (1)

where bt = (b1t , b
2
t )

T is a non-constant drift vector and σ is a diagonal diffusion matrix
with constant coefficients σ1 and σ2 on the main diagonal, W is a 2-dimensional Brownian
motion. The goal is to construct the test of the following hypothesis:

H0 : σ
2
1σ

2
2 = δ

H1 : σ
2
1σ

2
2 ≥ δ,

where δ is some chosen ”sensitivity” threshold. H0 and H1 correspond roughly to the case
of the covariance matrix being of a full rank (i.e., (1) is elliptic) or not (hypoelliptic or
deterministic), as δ can be arbitrarily close to 0.

2 Existing works

In Jacod et al. (2008) and Jacod & Podolskij (2013) the principal statistics, determining
the ”noisiness” in the system, are defined as a sequence of the random matrix determinants

S =
1

n

n∑

i=1

detΦ2
i , (2)

where the matrices are constructed on the non-overlapping increments of the process X
as follows:

Φi =
1

∆

(
Xk

(2i+1)∆ −Xk
2i∆ Xk

(2i+2)∆ −Xk
(2i+1)∆

Xk
(2i+1)∆ −Xk

2i∆ Xk
(2i+2)∆ −Xk

(2i+1)∆

)
. (3)

In Jacod & Podolskij (2013) it is proven that asymptotically, as ∆ → 0, the statistics
S allow for identifying the rank of the covariance matrix of the process X. In practice,
however, the asymptotic setting is unreachable, since the time step ∆ is usually fixed to
a strictly positive value. In addition, if the variance coefficients are not zero, but very
different (for example, σ2 = 10σ1), the asymptotic test will fail to identify the difference
between the elliptic and hypoelliptic case.

3 Our approach and principal results

To overcome the difficulties described above, we propose to consider the adapted statistics,
defined as in (2), but with the matrices constructed as follows:

Φ̇i =
1

∆

(
Xk

(2i+1)∆ −Xk
2i∆ −

∫ (2i+1)∆

2i∆ bsds Xk
(2i+2)∆ −Xk

(2i+1)∆ −
∫ (2i+2)∆

(2i+1)∆ bsds

Xk
(2i+1)∆ −Xk

2i∆ −
∫ (2i+1)∆

2i∆ bsds Xk
(2i+2)∆ −Xk

(2i+1)∆ −
∫ (2i+2)∆

(2i+1)∆ bsds

)
. (4)
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In other words, we center each entry of the matrix Φi around its expected value, so that
we obtain a new matrix with centered Gaussian entries. In practice, the drift is often
unknown. However, it can be estimated either parametrically or non-parametrically. In
our experiments, conducted on FitzHugh-Nagumo neuronal model, we estimate it with
a least squares parameter estimation. In theoretical results, we assume the drift to be
known.

Our first result gives the cumulative distribution function of each summand of the
statistics S.

Proposition 1. Denote ṡi := det Φ̇2
i , where Φ̇2

i is defined in (4). Then, the following
holds for all i:

P (ṡi ≤ x) = 1−
(√

x

σ2
1σ

2
2

+ 1

)
e
−
√ x

σ2
1σ

2
2

Then, basing on this result we obtain the quantile for the test, defined in Section 1:

Theorem 1. Under H0 the following bound holds:

P0

(
Ṡ ≥ δ

(
1 +W

(
−α1/n

e

))2
)

≤ α,

where W denotes Lambert W function.

Theorem 1 gives us the following rejection rule of the test:

H0 is rejected if Ṡ ≥ zα,

where zα is defined as

zα := δ

(
1 +W

(
−α1/n

e

))2

. (5)

Finally, we obtain the control on the power of the test with the following result:

Theorem 2. For fixed levels of Type I and Type II risks α and β respectively and if

σ2
1σ

2
2 ≥ δ




1 +W

(
−α1/n

e

)

1 +W
(
− (1−β)1/n

e

)





2

,

the following inequality holds under H1:

P1

(
Ṡ ≤ zα

)
≤ β,

We conclude with a numerical study, conducted on neuronal FitzHugh-Nagumo model
(FitzHugh, 1961). We couple the test with a parametric estimator, which gives as an
accurate approximation of the drift term.
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A Bound on the expected runtime of the pDPA
algorithm for multiple changepoint detection
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Résumé. L’algorithme pDPA estime simultanément la position de K ruptures dans
un signal univarié en maximisant une vraisemblance. Le pDPA a une complexité au pire
quadratique en la taille des données mais en pratique elle est souvent log-linéaire. Dans
ce travail nous étudions l’espérance du temps de calcul du pDPA pour K = 1 rupture
: pDPA(1). Nous démontrons que pour des données (Y1, · · · , Yn) obtenues comme la
somme d’un signal constant par morceaux (µ1, · · · , µn) en D + 1 morceaux et d’un bruit
indépendant, identiquement distribué et de loi continue (ε1, · · · , εn) sa complexité est
en O(nD log( n

D+1)) ce qui correspond à la complexité observée empiriquement. Nous
obtenons ce résultat en faisant une connexion entre le nombre de ruptures candidates
enregistrées par pDPA(1) et l’enveloppe convexe de la marche aléatoire S1 = Y1 et Si+1 =
Si + Yi+1.

Mots-clés. Détection de ruptures multiples, élagage, marche aléatoire, enveloppe
convexe

Abstract. The pDPA algorithm jointly estimates the location of K changes in a
univariate signal by maximizing a likelihood. The pDPA has a quadratic worst-case com-
plexity but empirically it is often log-linear. In this work we investigate the expected
complexity of the pDPA algorithm ran for K = 1 changepoints: pDPA(1). We prove
that for data (Y1, · · · , Yn) obtained summing a piecewise constant signal in D + 1 pieces
(µ1, · · · , µn) plus some independent and identically distributed noise with a continuous
distribution (ε1, · · · , εn) pDPA(1) complexity is in O(nD log( n

D+1)). This match the em-
pirically observed complexity of pDPA(1). We obtain this result by making a connection
between the set of candidate changepoints stored by pDPA and the convex hull of the
random walk S1 = Y1 and Si+1 = Si + Yi+1.

Keywords. Multiple changepoint detection, pruning, random walk, convex hull
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1 Introduction

In the last decade many approaches have been proposed for detecting changes in mean, see
Truong et al. (2020) for a recent review of the area. One approach is to jointly estimate
the location of all change-points by maximizing a penalized likelihood. Computationally,
dynamic programming was proposed to solve this optimization. The problem can be
solved either for a fixed number of changepoints K (Fisher, 1958; Bellman and Kotkin,
1962; Auger and Lawrence, 1989) or a fixed penalty per changepoint λ (Jackson et al.,
2005).

Recently pruning rules were proposed to speed these algorithms. Killick et al. (2012)
proposed the PELT algorithm, implementing an inequality pruning rules, which reduces
time complexity from quadratic to linear in asymptotic regimes where the number of
changepoints increases linearly with the number of data. A functional pruning rule was
independently discovered by Johnson (2013) and Rigaill (2015) and implemented in the
pDPA and FPOP algorithm (Maidstone et al., 2017).

Assuming both pruning rules can be applied, functional pruning always prunes more
than inequality pruning, and empirically shows reduced time complexity in many situ-
ations. For example, it is shown in (Maidstone et al., 2017) that when we have data
with no changes, the PELT algorithm has quadratic complexity, but functional pruning
algorithms can have a log-linear complexity.

In this work, we study the number of candidate changepoints stored by the pDPA
algorithm ran for K = 1 changepoints: pDPA(1). We prove that when we have data with
no changes and an identically distributed and continuous distribution noise pDPA(1) store
at most 2

∑n
i

1
i candidate changes. Using this bound we recover the observed log-linear

complexity of the pDPA(1) algorithm. Considering data with D changes and again an
identically distributed and continuous distribution noise we prove that pDPA(1) stores at

most 2 n
D

∑ n
D
1

1
i changes.

2 Expected complexity of pDPA(1)

2.1 Data and definitions

We consider n datapoints with i in {1, ..., n}

Yi = µi + εi, (1)

where εi are i.i.d with a continuous distribution and µi is a piecewise constant signal in
D + 1 pieces with changes τ0 = 0, τ1, . . . τD, τD+1 = n and for i in (τd−1, τd] µi = θd. We
also define the length of the d-th segment ld as ld = τd − τd−1.

We define the random walk S as follow S1 = y1 and Si+1 = Si + yi+1.
We will often consider subsets of the data i : j = {i, · · · , j} and define Yi:j as

{Yi, · · · , Yj}. Similarly we define Si:j as the sequence {Si, · · · , Sj}.
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2.2 Cost of a segmentation and pDPA with K = 1 change

We define the cost of a segmentation in two of i : j = {i, · · · , j} with a change at τ and
means µ1 and µ2:

Cτ (yi:j, µ1, µ2) =
τ∑

t=i

(yt − µ1)
2 +

j∑

t=τ+1

(yt − µ2)
2.

By convention for j we take Cj(yi:j, µ1, µ2) =
∑j

t=i(yt − µ1)2.
The pDPA algorithm ran for 1 change (pDPA(1)) optimize this least square cost for

1 : n:

min
τ,µ1,µ2

{
τ∑

t=1

(yt − µ1)
2 +

n∑

t=τ+1

(yt − µ2)
2

}
= min

τ,µ1,µ2

{Cτ (y1:n, µ1, µ2)} .

In details the pDPA does so by updating the following quantity

P̃1:n(µ2) = min
τ,µ1

{Cτ (y1:n, µ1, µ2)} . (2)

P̃1:n(µ2) is a piecewise quadratic function in µ2. A critical quantity of pDPA(1) is the
number of pieces or intervals of P̃1:n(µ2). This number is directly related to the number
of changepoints τ actually reaching P̃1:n(µ2) defined as follows.

IP (y1:n) =

{
τ | ∃µ2, ∀τ ′ ∈ (1 : n) \ {τ}, min

µ1

C1:n,τ (µ1, µ2) < min
µ1

C1:n,τ ′(µ1, µ2)

}
. (3)

The number of elements of this set: #IP (y1:n) control the complexity of the algorithm.
Our goal is to bound its expectation. To this end, we consider a slight modification of
the pDPA(1) problem.

2.3 A slightly modified problem

Rather than optimizing the value µ1 of the first segment as in the pDPA(1) (see equation
(2) we let it free and define:

M̃(yi:j, µ1, µ2) = min
τ ∈ i+1:j

{Ci:j,τ (µ1, µ2)}. (4)

We can define the set of changes reaching M̃(yi:j, µ1, µ2) as follows

IM(yi:j) = {τ | ∃µ1, µ2, ∀τ ′ ∈ (i+ 1 : j) \ {τ}, Ci:j,τ (µ1, µ2) < Ci:j,τ ′(µ1, µ2)} . (5)

It will make sense to consider the case µ1 > µ2 and µ1 < µ2 separately. Therefore we
also define the following sets:

I+
M(yi:j) = {τ | ∃µ1 < µ2, ∀τ ′ ∈ (i+ 1 : j) \ {τ}, Ci:j,τ (µ1, µ2) < Ci:j,τ ′(µ1, µ2)} ,

I−
M(yi:j) = {τ | ∃µ1 > µ2, ∀τ ′ ∈ (i+ 1 : j) \ {τ}, Ci:j,τ (µ1, µ2) < Ci:j,τ ′(µ1, µ2)} .
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2.4 Some properties on IM(yi:j)

It is straightforward to see that the candidate stored by the pDPA(1), IP (y1:n), are in
IM(y1:n) and we get the following lemma.

Lemma 2.1.
IP (y1:n) ⊆ IM(y1:n) = I+

M(y1:n) ∩ I−
M(y1:n) (6)

Furthermore using following identity

Cτ (yi:j, µ1, µ2)− Cτ ′(yi:j, µ1, µ2) = (µ1 − µ2)

(
2

τ ′∑

τ+1

yi − µ1 − µ2

)
(7)

we get the following inclusion lemma.

Lemma 2.2. For i ≤ j ≤ k

I+
M(yi:k) ⊂ I+

M(yi:j) ∩ I+
M(yj+1:k) (8)

I−
M(yi:k) ⊂ I−

M(yi:j) ∩ I−
M(yj+1:k) (9)

Proof. Consider any τ in (i+ 1 : j) ∩ I+
M(yi:k), using equation (7) we get that

∃µ1, µ2, ∀τ ′ ∈ (i+ 1 : j) \ {τ}, Ci:j,τ (µ1, µ2) < Ci:j,τ ′(µ1, µ2),

and therefore τ is also in I+
M(yi:j).

The following lemma relates these sets to the convex hull of Si:j.

Lemma 2.3. The set of τ in I+
M(yi:j) are the extreme points of the largest convex minorant

of the sequence Si:j. By symmetry, the set of τ in I−
M(yi:j) are the extreme points of the

smallest concave majorant of Si

Proof. Using equation (7), we get that if τ ′ is in I+
M(yi:j) it must be that for any τ and

τ ′′ ȳτ+1:τ ′ < ȳτ ′+1:τ . This is equivalent to for all τ and τ ′′: Sτ ′−Sτ

τ ′−τ < Sτ ′′−Sτ ′
τ ′′−τ ′ .

2.5 Expectation on the number of changepoints stored by pDPA(1)

Here is our my main lemma bounding the number of candidate changes stored by pDPA(1).

Lemma 2.4. Considering data defined as in equation (1) We get

E(#I+
P (y1:n)) ≤ E(#I+

M(y1:n)) =
D+1∑

d=1

ld∑

1

1/t ≤ (D + 1)
n/(D+1)∑

1

1/t

Proof. The first inequality is given by lemma 2.1. We then use lemma 2.2 to get that

I+
M(y1:n) ⊆ ∩

k∈1:K
I+
M(yτk−1:τk)

and apply results of Andersen (1955); Abramson (2012) on the number of extreme points
of random-walks.
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2.6 Conclusion

From this we recover that the pDPA(1) will store at most O((D + 1) log( n
D+1)) change-

points and we recover the overall O(n(D + 1) log( n
D+1)) complexity. In the rest of the

presentation, we will demonstrate that our bound is tight in the sense there are some data
defined as in equation (1) for which this complexity is achieved.

We also empirically study the complexity of pDPA(1) as a function of n and D for
various types of signals. Below we describe three such signals with an i.i.d Gaussian noise
of variance 1.

no-change-case We considered µi = 0 for all i and vary n in {212, · · · , 2i, · · · 224}. We
observed in figure 1-(left) that the average runtime of pDPA(1) is quasi-linear in n.

stair-case We considered stair-case signals of size n = 105 and D segments with a de-
terministic mean µi = )Di/n*. We obvserved in figure 1-(middle) that the average
runtime is almost linear in D.

random-case We also considered signals of size n = 105 with D segments of equal
length with the mean of each segment sampled independently from a Gaussian
distribution of variance 100. We observed in figure 1-(right) a reduced average
runtime and limited linear dependency in D compared to the stair-case showing
that our complexity is, at least in some cases, pessimistic.

As a function of n As a function of D As a function of D
stair-case random-case
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Figure 1: Empirical average runtime of pDPA(1) (left) as a function of n for signals
without changes and n in [212, 224] (middle) as a function of D in [1, 2000] for a stair-case
signal (right) as a function of D for signal with D equal-length segments with randomly
picked means and D in [1, 2000]. In all three panels, dots represent the runtime (on a
laptop with four 2.10 GHz cores) for one simulated signal and the blue line the fit using
a simple linear model.
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Krigeage Monte Carlo : prise en compte de
données localisées aux mêmes points.

Luc Rongiéras 1,2 & Emilie Chautru 2

1 CCR, 157 Boulevard Haussmann 75008 Paris, lrongieras-prestataire@ccr.fr
2 MINES ParisTech, Université PSL, Centre de Géosciences, 35 rue Saint Honoré

77300 Fontainebleau, emilie.chautru@mines-paristech.fr

Résumé. L’estimation d’une fonction aléatoire en un point de l’espace peut être don-
née par les méthodes de Krigeage, qui visent à construire une interpolation linéaire des
données. En pratique, il est possible que la géolocalisation comporte des erreurs. On s’in-
téresse ici au cas particulier où plusieurs données sont géolocalisées à tort au même point.
Dans ce cas, les méthodes classiques de Krigeage ne sont plus applicables. Nous proposons
ici de les adapter à ce contexte particulier en nous inspirant des approches Monte-Carlo.
En considérant les géolocalisations aléatoires, l’approche développée consiste à en simu-
ler plusieurs réalisations. Pour chacune d’entre elles, les poids de Krigeage sont calculés,
puis les résultats sont moyennés. Une étude sur données simulées illustre l’efficacité de la
méthode pour estimer la structure de dépendance spatiale. Elle est enfin appliquée à des
données assurantielles.

Mots-clés. Géostatistique, Monte-Carlo, Krigeage, Simulation, Erreur de localisation.

Abstract. The estimation of a random function at a spatial location can be given
by Kriging methods, which aim to build a linear interpolation of the available data. In
practice, the observations may suffer from a misplacement of their true location. A deep
interest is taken here in the case where they are mistakenly assigned to a single point
in space. In that case, classic Kriging methods are not applicable. We propose to adapt
them to this particular context, using the scheme of Monte Carlo approaches. Considering
all locations as random, it consists in first simulating several of their realizations, then
computing the Kriging weights for each of these simulations and finally averaging them.
A study with simulated data illustrates the efficiency of the estimation of the variogram
based on this method. Then, it is applied to insurance data.

Keywords. Geostatistics, Monte-Carlo, Kriging, Simulation, Location error.

1 Introduction
Soit (Ω,F ,P) un espace probabilisé. L’objet d’intérêt est une fonction aléatoire Z dé-

finie sur un espace d’indexes D ⊂ R2, supposée stationnaire du second ordre.
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1.1 Cadre standard
Supposons que Z est observée en N ∈ N∗ points de l’espace xN = (x1, ..., xN) ∈

DN ; on note ZN = (Z(x1), ..., Z(xN)) le vecteur de données. La méthode du Krigeage
ordinaire propose d’estimer (interpoler) la valeur de Z en un point quelconque x0 ∈ D
par une combinaison affine des données. Précisément, on cherche un vecteur de poids λ =
(λ1, . . . ,λN) ∈ RN et une constante λ0 ∈ R tels que l’estimateur Ẑ(x0) = λ0 + λTZN est
sans biais, i.e. E[Ẑ(x0)−Z(x0)] = 0, et d’erreur quadratique moyenne E[(Ẑ(x0)−Z(x0))2]
minimale.

Lorsque tous les points d’observation x1, . . . , xN sont distincts, la solution à ce pro-
blème d’optimisation est unique (Chilès et Delfiner, 2012, section 3.4.1 pp.163-164) et
s’exprime en fonction du variogramme (ou semivariogramme) :

γ :
D ×D −→ R+

(x, x′) &−→ 1
2V[Z(x)− Z(x′)].

Plus précisément, λ0 = 0 et le vecteur λ optimal dépend des valeurs {γ(xi, xj)}0≤i,j≤N .
Ainsi, λ = λ(xN , x0) est fonction des positions initiales xN et de la position cible x0, dont
la connaissance est cruciale.

1.2 Cadre d’étude
Lorsque les localisations xN et x0 sont erronées, le Krigeage ordinaire ne peut plus

être appliqué directement. Des méthodes prenant en compte une potentielle erreur de lo-
calisation ont ainsi été développées, notamment dans Chilès (1976) puis Gabrosek (2002),
ou encore de manière plus extensive dans Gabrosek (1999). Cependant, à notre connais-
sance, aucune ne considère le cas où plusieurs positions sont assignées à un même point
de référence. Certaines méthodes, telles que l’utilisation d’un modèle gaussien discret,
s’approchent de cette configuration spécifiques. Néanmoins, une différence reste notable,
que ce soit dans les hypothèses initiales ou dans les objectifs.

Or ce cas de figure peut apparaître, en particulier, dans des données d’assurance im-
mobilière. Ces dernières peuvent en effet être divisées en n ∈ !1, N" groupes, auxquels
sont affectées des localisations de référence xn = (x1, ..., xn). Par exemple, des bâtiments
peuvent être référencés au centre de leur quartier.

Dans ce cas, la fonction de référencement τ : !1, N" → !1, n" est généralement connue.
Pour un indice i ∈ !1, N", τ(i) correspond à l’indice de la position xτ(i) à laquelle la
position réelle xi est référencée. Pour chaque j ∈ !1, n", on a donc mj := Card(τ−1({j}))
positions réelles référencées en xj. Comme illustré en figure 1, on peut alors définir une
série de voisinages A1, ..., An ⊂ D deux à deux disjoints autour des positions de référence
telle que

∀i ∈ !1, N", ∀j ∈ !1, N", τ(i) = j ⇐⇒ xi ∈ Aj.

2
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Figure 1 – Exemple schématique d’une configuration possible de regroupement de localisations : les
points noirs représentent les positions réelles, les points rouges les positions de référence et les cercles
rouges des voisinages possibles.

Notre objectif dans ce cadre est le suivant : pour toute localisation de référence x0 et
son voisinage A0, on cherche à estimer Z(x0) pour un point x0 choisi aléatoirement dans
A0.

2 Méthode
Les positions réelles xN , x0 étant inconnues, on les suppose aléatoires, de lois dont les

supports correspondent à leurs voisinages A1, ..., An, A0 respectifs. En notant λ : DN ×
D → RN la fonction de poids optimale obtenue dans le cadre classique, nous proposons
de chercher un estimateur λ̂ de λ(xN , x0) indépendant des positions réelles. On souhaite
qu’il soit sans biais et minimise la quantité

E
[∥∥∥λ(xN , x0)− λ̂

∥∥∥
2
]
,

ce qui est obtenu pour λ̂ = E[λ(xN , x0)] sous réserve que ces quantités existent. Ce sera
le cas en particulier sous les conditions énoncées dans le théorème 2.1 suivant.

Théorème 2.1 Soit Z une fonction aléatoire stationnaire isotrope du second ordre de
variogramme γ dérivable sur R∗

+ possédant un effet de pépite γ0 > 0. Supposons qu’elle
est observée en N ∈ N∗ localisations aléatoires, admettant une densité bornée. Alors tous
les moments des N poids de Krigeage existent.

Néanmoins, le calcul de E[λ(xn, x0)] peut s’avérer fastidieux, si bien qu’on lui préfèrera
son équivalent empirique par souci de simplicité.

La méthode de Krigeage Monte-Carlo suit finalement le pseudo-code suivant :
1. Simuler p ∈ N∗ jeux de localisations (x(1)

N , x(1)
0 ), ..., (x(p)

N , x(p)
0 )

2. Pour chaque simulation q ∈ !1, p", calculer les poids de Krigeage λ(q) := λ(x(q)
N , x(q)

0 )
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3. Calculer la moyenne λ̂ = 1
p

∑p
q=1 λ

(q) et en déduire l’estimateur Ẑ(x0) = λ̂TZN .
Le théorème 2.1 et la loi des grands nombres assurent la convergence presque-sûre de

l’estimateur empirique vers E[λ(xn, x0)]TZN .

3 Application sur données simulées : pertinence de l’es-
timation du variogramme

Lorsque l’on souhaite proposer une estimation via Krigeage de Z(x0), il est nécessaire
de connaître le variogramme γ. En pratique, le variogramme théorique n’est pas connu et
est remplacé par une estimation. Dans le cadre du Krigeage Monte-Carlo, l’estimation du
variogramme est perturbée par l’ignorance des localisations réelles.

Plusieurs variogrammes peuvent être estimés et choisis pour représenter la structure
spatiale. Lorsque les données sont connues, on estime un variogramme γ̂réel. Dans le cadre
du Krigeage Monte-Carlo, on peut choisir pour la simulation de positions q le variogramme
calculé à partir des localisations simulées γ̂(q). Il est également possible de calculer la
moyenne empirique de Z aux localisations de référence xj avec mj > 1, et d’utiliser les
résultats pour construire un variogramme. Cette méthode nous donne le variogramme
agrégé γ̂agr. Ces techniques sont comparées en figure 2 dans le cadre de données simu-
lées d’un champ gaussien avec un variogramme théorique exponentiel de portée 0.6. On
remarquera que Z étant faiblement stationnaire, son variogramme ne dépend que de la
distance euclidienne entre les couples de points qu’il prend en entrée ; on peut alors le
représenter comme une fonction d’une seule variable.

Figure 2 – Comparaison des estimateurs des variogrammes γ̂réel (en noir), γ̂agr (en bleu) et γ̂(q) (en
rouge) en fonction de la distance entre les points de l’espace, calculés de manière non-paramétrique (à
gauche) puis paramétrique (à droite).

Que l’estimation soit paramétrique ou non, on retrouve les mêmes tendances :
— γ̂agr garde l’effet de pépite mais sous-estime γ̂réel,
— γ̂(q) surestime γ̂réel pour les petits écarts (notamment l’effet de pépite) mais reste

proche aux alentours de la portée.
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4 Application sur données réelles : estimation de la sur-
face des appartements dans la ville de Lyon

L’application de la méthode d’estimation par Krigeage Monte-Carlo peut s’effectuer
dans différents cadres dès lors que plusieurs localisations sont référées au même endroit.
Cela peut-être dû à une incertitude sur des capteurs lors de la collecte de données pour
une variable physique, la perte d’information concernant une des dimensions de l’espace
d’index. D’autres configurations peuvent être imaginées.

On se place maintenant dans un cadre d’étude assurantiel avec des données réelles.
L’espace d’index D considéré est une projection locale (Lambert93) de la ville de Lyon.
La fonction aléatoire Z est la surface des appartements.

Certaines études exploratoires préliminaires nous amènent à supposer Z stationnaire
du second ordre et isotrope. On choisit un échantillon de N = 7000 données pour les-
quelles on connaît la surface, et un échantillon de 1000 données pour lesquelles on cherche
à l’estimer.

L’estimation est effectuée en considérant p = 30 simulations de localisations dans les
disques de rayon ρ = 4m autour de leurs positions de référence. Le variogramme utilisé
γ̂agr est construit en prenant la moyenne des surfaces aux mêmes localisations.

On retient alors deux indicateurs d’intérêt :
— L’écart-type σ̂µ des 1000 erreurs d’estimation par Krigeage Monte-Carlo de l’échan-

tillon test. Il représente la variabilité sur D de l’estimation par Krigeage Monte
Carlo.

— La moyenne µ̂σ des 1000 écarts-types de l’erreur d’estimation, calculés sur les 30
simulations pour chaque localisation de référence. Il représente la moyenne de la
variabilité d’estimation induite par les simulations des localisations sur D.

En parallèle, on construit σ̂Z qui est l’écart-type des erreurs d’estimation obtenues en
choisissant la moyenne de l’ensemble des 7000 données d’apprentissage comme estimateur
constant de la surface des appartements. On obtient les résultats fournis en Table 1.

µ̂σ σ̂µ σ̂Z

1.26 27.49 29.80

Table 1 – Résultats du Krigeage Monte Carlo appliqué au calcul de la surface des ap-
partments de la ville de Lyon.

La faible valeur de µ̂σ indique que l’estimation de la surface des appartements pour
chaque simulation de localisation change peu sur D. De ce fait, on peut choisir un nombre
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simulations p relativement faible afin d’accélérer le processus de calcul.

La quantité σ̂µ est légèrement plus faible que σ̂Z , ce qui suggère que l’estimateur par
Krigeage Monte-Carlo est meilleur que celui, naïf et constant, reposant sur la moyenne
des données d’apprentissage, mais garde une valeur ajoutée limitée. Cela couplé au fait
que µ̂σ est faible nous laisse penser que la structure spatiale est difficile à exploiter dans
ce jeu de données, sans doute en raison de la présence d’un fort effet de pépite inhérent.

5 Conclusion et perspectives
Les résultats obtenus via la méthode de Krigeage Monte Carlo sont encourageants. Elle

dépend toutefois de certains paramètres, en particulier du variogramme théorique, de la
zone et du nombre de simulations, ou encore du nombre de localisations regroupées, dont
l’influence exacte reste à étudier précisément. En outre, des améliorations peuvent être
apportées dans l’estimation du variogramme : un mélange entre les estimateurs agrégé γ̂agr
et aléatoire γ̂(q) pourrait peut-être nous permettre de mieux en estimer le comportement
à l’origine.

Enfin, cette méthode permet d’étendre le Krigeage Ordinaire à un cadre non considéré
initialement. Il serait intéressant de regarder s’il est possible d’adopter un schéma similaire
pour des méthodes nécessitant des hypothèses plus souples, comme le Krigeage Universel
ou Krigeage disjonctif. L’extension au cas non-stationnaire pourrait également permettre
d’appliquer le Krigeage Monte Carlo à une plus grande catégorie de fonctions aléatoires,
ie : modèles de mélange spatial, fonctions aléatoires IRF-k, ...
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Estimation of the average treatment effect of
the restricted survival time with censored data

and missing values
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Résumé Nous nous intéressons à l’estimation de l’effet moyen du traitement sur le
temps de survie limité de données censurées à droite, à partir d’une étude observationnelle.
Nous examinons et comparons différentes méthodes d’estimation causale telle que les
méthodes de probabilité inverse, la méthode de la formule-g, ainsi que des méthodes
multiples robustes. À partir d’une étude de simulation approfondie, nous soulignons
leurs différences avec des méthodes populaires telles que Kaplan-Meier, Kaplan-Meier
ajusté. Nous proposons différentes approches pour gérer les valeurs manquantes dans les
covariables. Notre étude est motivée par une étude médicale sur l’effet de la transfusion
sur la mortalité à un an pour des patients en soins intensifs.

Mots-clés
Inférence causale, Analyse de survie, Données censurées, Données manquantes, ro-

buste, Données de santé, soins intensifs
Abstract. We are interested in the estimation of the average treatment effect of the

restricted survival time on right-censored data from an observational study. We review
and compare different causal estimation methods such as inverse probability methods,
the g-formula method, as well as multiply robust methods using an extensive simulation
study and highlight their differences with popular methods such as Kaplan-Meier or the
adjusted Kaplan-Meier. We propose different approaches to deal with missing values in
covariates. Our study is motivated by a medical study on the effect of transfusion on
one-year mortality for patients in intensive care.

Keywords.
Causal inference, Survival analysis, Censored data, Missing data, Multiply robust,

health data, ICU

1 Introduction

Our study is motivated by a medical application where the aim is to estimate the effect
of transfusion on the survival time (1-year mortality) for patients in intensive care unit
(ICU). The data can be defined as right-censored survival data, also known as time to
event data, where patients are followed over a certain period only and there is a drop in
follow-up, leading to censorship.
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The gold standard for estimating the effect of a treatment on an outcome in randomized
clinical trials (RCTs) in which the treatment is given independently to the patient’s
features. However, in some domains such as in intensive care, it may not be possible to
conduct a RCT due to ethical or practical reasons. We, therefore, rely on observational
data, where the allocation of the treatment is not under control, and we need to take
into account confounding biases in the estimation. In observational medical studies, as in
many studies, missing values in the covariates are ubiquitous and occur for many reasons
(measures that have not been recorded, the state of the patient was such that it was not
possible to make the measurement, etc..). Naive methods such as complete case can lead
to the deletion of almost all data while imputation methods can distort the distributions.
Hence, we encounter three types of possible biases in the estimation: due to the allocation
of the treatment, due to the missing data, and due to the censoring process and need to
design appropriate strategies to estimate the effect of the treatment?

In the presentation, we review and detail three classes of consistent estimators of the
restricted mean survival time. We highlight their differences with classical methods such
as Kaplan-Meier or the adjusted Kaplan-Meier that do not have a causal interpretation
on observational data and compare the estimators with an extensive simulation study.
Finally, we illustrate their different behaviors on the medical data that underline the
importance of discussing their underlying assumptions.

2 Estimators of the restricted mean survival time

2.1 Setting

We observe an independent and identically distributed sample (Oi, · · · , On) with Oi =(
Xi, Ai,∆i, T̃i

)
where X is a p dimensional covariate, A ∈ {0, 1} is the binary treatment,

T̃ is the right-censored event time, i.e., T̃ = T ∧ C where T is the event time, C the
censoring time, ∆ is the event type for which we assume that {∆ = 1} means that the
event of interest occurred and {∆ = 0} indicates uncensored observation. We consider
the potential outcome framework (rubin) where we define the potential outcome (T1, T0)
as the event times that would have been observed had we assigned treatment respectively
control to each observation.

As we focus on the observational study setting, we make the following four assumptions
on the failure time T for identifiability of the average treatment effect.

Assumption 1. (Consistency) T = A · T (1) + (1− A) · T (0) almost surely.

Assumption 2. (Unconfoundedness) {T (0), T (1)} ⊥ W | X.

Assumption 3. (Positivity) 1 > p(A = a | X = x) > 0 & p(C ≥ t | X = x,A = a) > 0
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Assumption 4. (Conditionally independent censoring) T ⊥ C | X,A.

Given τ a threshold time, we want to estimate the treatment effect defined as:

θ = E[T (1) ∧ τ − T (0) ∧ τ ].

It is generally called the restricted mean survival time (RMST), the expected survival time
restricted to a time τ . This parameter [3, 6, 7] has a more straightforward interpretation
compare to the hazard ratio that is widely used in practice. Indeed for τ = 365 days, for
instance, a 10-day improvement in RMST due to treatment means 10 more days alive on
average during one year; this may be more directly interpretable than a hazard ratio.

2.2 Estimators

We propose an in-depth review that compares different estimators of restrictive mean
survival time and discusses their underlying assumptions. We focus on three classes of
estimators as in the uncensored causal inference framework: G-formula, inverse proba-
bility weighting (IPW), and augmented inverse probability weighting methods. These
estimators rely on different combination of what is called nuisance models, namely an
outcome model F (a, x) = E[T ∧ τ |X = x,A = a] computed with a model of the sur-
vival function, a treatment model e(x) = E[A = 1 | X = x] and a censoring model
SC(t, x, a) = p(C ≥ t | X = x,A = a). The models for the conditional survival function
and the censoring function can be estimated either using non-parametric approaches using
Kaplan-Meier and Nelson-Aalen method, semi-parametric approaches using cox regression
but also fully parametric approaches with accelerated Failure Time models. Recently have
been developed survival forest regression [4]. These different models are based on different
assumptions and may not be consistent estimators of the nuisances parameters.

The first class of estimators, G-formula estimator, is solely based on the outcome
model:

θ̂G−formula(τ) =
1

n

n∑

i=1

(
F̂ (1, Xi)− F̂1n (0, Xi)

)
.

The second class of estimators uses inverse probability of censoring or/and treatment
weights (IPW). We detail one estimator in this class, that is obtained from the inverse
probability of treatment weights estimator in the case of uncensored data:

θ̂IPW(τ) =
1

n

n∑

i=1

1
{
T̃i ≤ τ, ∆̃i '= 0

}

ŜC
(
T̃i | Ai, Xi

) Ti ∧ τ(τ)

(
Ai

ên (Xi)
− 1− Ai

1− ên (Xi)

)
.

Both classes lead to consistent estimators of the RMST when the nuisance terms are
consistently estimated.
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The third class of method rely on augmented inverse probability methods and enjoy
better statistical properties: they are known to be multiple robust [5, 7, 10, 11] meaning
for instance that the RMST estimator will be consistent if either only the model of the
outcome or the models of the censoring and the treatment are consistent. A recent
promising estimator in this class is the survival causal forest [11].

3 Missing data

We extend the previous estimators so that they can handle missing covariate in order
to have a complete methodology for users to estimate the effect of the treatment from
incomplete observational data. Although there are many methods available in the litera-
ture to deal with missing values, there are only a few strategies available in the context
of treatment effect estimation for observational data (under unconfoundedness) [9]. Note
that these approaches are dedicated to uncensored data and have not been considered in
the framework of RMST estimation.

Under the assumption of random censoring and classical assumptions on the missing
values mechanism (MAR, MCAR), we consider a multiple imputation method in which
several imputed data-sets are generated and the RMST estimators are applied on each of
the imputed data-sets. Then we combine the results using the Rubin’s Rules[1].

And as an alternative, and under modified identifiability assumptions and no assump-
tion on the missing value mechanism, when using survival forest and regression with ran-
dom forest, we consider the missing incorporated in attributes (MIA) imputation method
[8]. Indeed random forests [2] can handle semi-continuous variables therefore allowing for
missing values in the data.

4 Simulation study

We compare the results of the different estimators with different data-generating pro-
cesses for time-to-event outcomes and missing information in the covariates. We change
the data generating process to challenge the different assumptions concerning the uncon-
foundedness, the positivity assumptions, and the random censoring. We also numerically
compare the different estimators with the standard approach used in clinical trials that
do not necessarily identify the estimand given the assumption in observational study:
Kaplan-Meier method or adjusted Kaplan-Meier methods.

For the simulations we generate Oi = (Xi, Ai,∆ = 1(Ti ≤ τ), T̃ = T ∧τ). We generate
a baseline covariate vectors, X ∈ Rn as multivariate normal with mean µ ∈ Rn, and
variance Σ ∈ Rn×n, then we simulate the treatment indicator A using a logistic regression
given the covariates. Finally, we simulate the censoring probability and the survival
probability from a proportional hazard models.
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Figure 1: Boxplot of the results of 100 simulations for different estimators of the RMST
(the true value of the RMST is the dotted line) . The treatment and the censoring is

here taken independent of the survival time.

5 Application

The study is motivated by a dataset of patients joining ICU and include in the study.
We have 1557 patients followed from their entry in ICU to one year after discharge. We
observe a drop in follow-up for some patients after discharge. The patients are described
by their clinical signs and biology at inclusion in the study, and then regularly for their
all stay in ICU, by their medication before inclusion, by their chronic treatment, and by
their comorbidities and the diagnosis at inclusion. The covariates can be quantitative and
categorical and the percentage of missing values varies from 45 % for some clinical signs to
0 %. During their stay in ICU after inclusion, 663 patients received a transfusion and 894
didn’t receive a transfusion. We are interested in estimating the effect of this transfusion
on the 1-year mortality in terms of RMST. The allocation of the treatment was decided
from a set of observed covariates, some covariates are responsible for the allocation of the
treatment and also related to mortality. Therefore the allocation of the treatment is not
under control, and we need to take into account confounding biases in the estimation. We
use the estimators described above to estimate the effect and most methods point to a
negative effect of the transfusion on the 1-year mortality.
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Résumé. Nous utilisons des méthodes d’apprentissage statistique afin de construire
des intervalles de prévision sur des courbes de charge électrique individuelles à partir
de variables clients. Plus précisément, nous utilisons un auto-encodeur pour faire de
la réduction de dimension sur les courbes. Nous appliquons des réseaux de neurones
bayésiens pour estimer la fonction de régression expliquant la couche latente de l’auto-
encodeur à l’aide des informations clients. Nous adaptons ces méthodes pour un cas
d’usage EDF sur la prévision de consommation d’électricité de clients non résidentiels du-
rant les heures d’ensoleillement, pour du dimensionnement de panneaux photovoltäıques.

Mots-clés. Apprentissage profond, autoencodeurs, production solaire, réduction de
dimension, statistique bayésienne

Abstract. We use machine learning methods to build prediction intervals on individ-
ual electrical load curves using customers information. Specifically, an autoencoder is used
to reduce the dimension on the curves. Bayesian neural networks are used to estimate
the regression function between the latent space of the autoencoder and the customers’
information. Using the posterior predictive distribution we describe two possibilities for
obtaining prediction intervals. We adapt the methods to a use-case from EDF concern-
ing the prediction of electricity consumption of non-residential customers during hours of
sunlight, for sizing of the customers’ potential photo-voltaic installations.

Keywords. Autoencoders, Bayesian analysis, deep learning, dimensionality reduc-
tion, solar output generation. . .

1 Introduction

The opening of the French electricity market allows utility companies like EDF to develop
innovative services for their non residential customers such as retail stores or farming
businesses.

We present an industrial use case designed to build prediction intervals on annual
load curves at half hourly period for non residential customers while emphasizing on
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the prediction of hours of sunlight for photovoltaic sizing of potential installations. The
prediction intervals are obtained for each half-hour of the curves.

Our dataset contains two categories of customers segmented according to their contract
power, namely C2 and C4 consumers. The proportion of both categories is the following:
93% of C2 consumers and 7% of C4 consumers. We wish to predict the C4 customers’
load curves using their billing information and their similarities with the C2 customers,
as the C4 subset is too small. Despite sharing some resemblance, the C2 and C4 have
different off-peak hours span, our models are designed to acknowledge those specificities.
Precisely, we apply fine tuning to our models, a transfer learning technique where the
models are first pre-trained on the C2 subset, and then the learned parameters on C2 are
used as initialization for training of the model on C4. For training, we consider a subset
containing 80% of the C4 consumers and the remaining C4 constitutes the testing subset,
used to test and evaluate the methods. The C2 customers have bigger consumption
volumes than the C4 yet we are interested in the load profile rather than the volume,
thus all the load curves are normalized.

Following the industrial stake to correctly predict hours of sunlight, we use a weighted
loss function where the weights are built from solar power generation data collected from
several solar power plants over a year at half hourly period. The data are then aggregated,
and scaled to obtain the set of weights for which the sum equals 1. Areas of interest are
shown for one customer’s load curve on Figure 1 [Left]. An example of the constructed

Figure 1: [Left] Load curve of one customer for ten days [Brown], areas highlighted [Blue]
show the hours of sunlight, typically between 6 a.m. and 20 p.m. [Right] Solar weights
for January 1 [Red] versus July 1 [Yellow]

weights is given on Figure 1 [Right]. They are higher in the summer than in the winter, as
sun exposure is greater, and are equal to zero at night. We refer to them as solar weights
in the rest of the paper, and denote them (wsol

i )1≤i≤n.
Considering Y and Ŷ are respectively a load curve and its prediction, both of size n.

The solar Mean Absolute Error (MAE) Esol, is defined by:

Esol(Y, Ŷ ) =
n∑

i=1

|Yi − Ŷi|× wsol
i , (1)

The solar MAE, introduced in (1), is used subsequently as the loss function to optimize
during training of an autoencoder we apply to reduce the dimension of the load curves.
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It is also used as our evaluation method to compare the models tested on the C4 testing
subset.

The methodology is described in Section 2. Section 3 contains the application of the
methods to EDF data.

2 Methodology for calculating prediction intervals

To reduce the dimension of the load curves, we apply an autoencoder as in Royer et al.
(2020). The autoencoder takes the load curves X as inputs, and aims at reconstructing
them first by encoding them into a lower dimensional space denoted I also called the
latent space. Then it decodes the latent space I, using a decoding function d, back into
the original space of the curves.

The autoencoder is first trained on the C2 subset of load curves, using the solar MAE,
and fine-tuned on the C4 training subset. We denote X = (Xk)1≤k≤m the original load
curves, I = (Ik)1≤k≤m the latent space, and m the number of observations.

Then, we model the latent space I using the customers’ billing variables V . Consid-
ering the following multi-target nonlinear regression model:

E(I|V ) = f(V ), (2)

we estimate the regression function f from the (Ik,Vk)1≤k≤m observations using Bayesian
neural networks. f is constituted of several layers. For instance, a one hidden layer
feedforward neural network, with the variables V as the inputs and the latent space I as
the outputs is:

h1 = σ1(WT
1 · V ),

I = σ2(WT
2 · h1), (3)

h1 is the output of the hidden layer, σp the nonlinear transformations, also called activation
functions (here, ReLU function), Wp are the parameters of the neural network, and
1 ≤ p ≤ 2. For a more in-depth review of neural networks and deep learning, refer to
Goodfellow et al. (2016).

In a Bayesian setting, the parameters Wp follow a prior distribution, however in the
context of neural networks, it is complicated to incorporate prior knowledge to this prior
distribution. Hence, the chosen prior for the neural networks weights in our study is the
standard multivariate normal distribution W ∼ N (0, Id), where Id is the identity matrix.
The posterior distribution is :

p(W|I, V ) =
exp(− 1

2W
TW)p(I,V |W)

p(I,V ) . (4)

Variational inference is used to approximate the posterior distribution (see Blei et al.
(2016)).

We consider the two following models:
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• BayesNN1: a one hidden layer Bayesian neural networks, as described in (3).

• BayesRN1: a nine hidden layers Bayesian neural network, containing residual
connections, as introduced by He et al. (2015), designed to prevent the vanishing
gradient issue occurring when training deep neural networks.

They are trained on the C2 training subset and fine-tuned on the C4 training subset. From
the estimated models, there are two ways for predicting the curve of a new customer using
its estimated latent space. The first is described in Royer et al. (2020), where we have a
strong industrial constraint to find the prediction amongst the library of existing curves.
We do so by searching for the nearest neighbor’s curve in the latent space I. The second
way relies on decoding the estimated latent space.

Assuming that, for a new customer, their billing variables Vnew are known, the pre-
dictive distribution of Înew is defined by:

p(Inew|I,V ,Vnew) =
∫
W p(Inew|W,Vnew)p(W |I,V) dW. (5)

We simulate from p(Inew|I,V ,Vnew) a sample Îposnew = (Îposnewj
)j=1,...,J . Both methods de-

scribed for predicting the load curve Xnew are adapted to build the prediction intervals.

1. For each j = 1, . . . , J , we calculate the indexes of the nearest neighbors of Îposnewj
:

k̂Ij = argmin
1≤k≤m

|Ik − Îposnewj
|. (6)

We denote K ⊂ {1, . . . ,m} the set of values taken by the sample (k̂Ij)j=1,...,J (i.e.
the sample with no repetitions). We approximate the posterior distribution with
the empirical distribution pk on the indexes k ∈ K. For each time t = 1, . . . , n, we
compute the quantiles of the discrete distribution with support {Xk(t), k ∈ K} and
of probability (pk)k∈K.

2. We decode each (Îposnewj
)j∈{1,...,J} with the autoencoder:

X̂pos
newj

= d(Îposnewj
), j = 1, . . . , J. (7)

For each time t = 1, . . . , n, we compute the empirical quantiles of the sample
(X̂pos

newj
(t))j∈{1,...,J}.

For both methods, we set a level of confidence of 80% and compute the 10th and 90th
quantiles. Figure 2 provides a summary of the full methodology.
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X = (Xk)1≤k≤m

Encoding Reduced load curves I = (Ik)1≤k≤m

Nonlinear regression: E(I|V ) = f(V )V

Estimation f̂ with Bayesian neural networks

Sample Îposnewj , j = 1, . . . , JVnew Decoding d

Compute the empirical quantiles of

the sample (X̂pos
newj (t))j=1,...,J .

(7)For fixed t
Compute the empirical quantile of

the discrete law of (Xk(t), pk), k ∈ K
(6)

Figure 2: Outline of the two strategies for obtaining prediction intervals.

3 Results and discussion

Implementation is done using TensorFlow (Abadi et al. (2015)) and TensorFlow Proba-
bility (Dillon et al. (2017)).

Table 1 displays the median and mean errors obtained on the C4 testing subset when
adopting either of the two methods: predicting the load curves, by searching for the
nearest neighbor’s load curve or decoding the predicted reduced load curve using the
autoencoder, with BayesNN1 and BayesRN1. When decoding the samples, fine tuning
improves the performances of both models. However, when searching for the nearest
neighbor’s load curve, fine tuning deteriorates the results. It is possible that decoding the
samples with the autoencoder trained with fine tuning compensates these deterioration.
The lowest errors are obtained in both cases with the BayesRN1 model, thus we show
some results on the intervals obtained using this model.

Table 1: Prediction errors are displayed for both models on the C4 testing subset, for the
two methods. The minimum is highlighted with an asterisk.

Esol(Xnew,Xk̂I
) Esol(Xnew, X̂new)

Without fine-tuning With fine-tuning Without fine-tuning With fine-tuning
Median Mean Median Mean Median Mean Median Mean

BayesNN1 0.431 0.462 0.466∗ 0.499∗ 0.519∗ 0.583∗ 0.493 0.552
BayesRN1 0.409∗ 0.451∗ 0.503 0.559 0.572 0.639 0.464∗ 0.526∗

Results obtained for credible intervals are shown on Figure 3. We see that proportion
of half-hours for a given curve, for which the true value is within the intervals, obtained
with the first method is quite high both with and without fine tuning, as in median it is
over 0.85 (see Figure 3 [Left, Pink]). With the second method, this proportion is smaller,
as the median lies between between 0.55 and 0.58 with and without fine-tuning.
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Those results have to be put in perspective with the average length of intervals shown
on Figure 3 [Right], as the average length of intervals obtained from the first method are
wider than those obtained with the second method. Consequently, those intervals may
be imprecise.

Figure 3: [Left] Proportions of the 80% prediction intervals containing the true observa-
tion on the C4 test subset, obtained with both methods. [Right] Average width of the
80% prediction intervals. From the samples of the posterior predictive distribution of
the BayesRN1 model (with fine-tuning [Bottom] and without fine-tuning [Top]), [Pink]
Intervals obtained from the discrete distribution on k̂I and [Blue] from decoding the sam-
ples.

Adding variables to the model relative to sizing of photo-voltaic installations could
be a way to improve performances of the models. The decoding method for obtaining
intervals is promising for future research, and may be applied for load profiling.
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RÈsumÈ. Ce travail est consacrÈ principalement ‡ líÈtude de problËme du test
díhypothËse concernant líexistence de la pÈriodicitÈ dans un processus autoregressive ‡
valeurs entiËres díordre p, (INAR (p)), basÈ sur un opÈrateur díamincissement binomial
et conduit par une suite de variables alÈatoires indÈpendantes suivant une distribution
non spÈciÖÈe. Nous commenÁons díabord par Ètablir la propriÈtÈ de normalitÈ asympto-
tique locale (LAN), ensuite nous montrons la propriÈtÈ de linÈaritÈ asymptotique locale
concernant la suite centrale du processus sous-jacent. En utilisant ces rÈsultats, nous
construisons un test localement asymptotiquement optimal, pour líhypothËse nulle díun
processus (INAR (p)) classique contre líhypothËse alternative díun processus pÈriodique-
ment corrÈlÈ (PINAR (p)). Les performances du test Ètabli sont montrÈes via une Ètude
de simulation intensive et une application sur un ensemble de donnÈes rÈelles.
Mots-clÈs. Processus pÈriodiquement corrÈlÈ INAR (p), propriÈtÈ (LAN), propriÈtÈ

de linÈaritÈ asymptotique, test optimal.
Abstract. This work is devoted mainly to the study of the periodicity testing prob-

lem in an integer-valued autoregressive (INAR (p)) process, based on binomial thinning
operator, and driven by a sequence of independent random variables with an unspeciÖed
distribution. Local asymptotic normality (LAN) property is established, under some mild
conditions. Moreover, the local asymptotic linearity property of its central sequence is
veriÖed. Using these results, we construct a locally asymptotically optimal (e¢cient) test,
for the null hypothesis of classical INAR (p) process against an alternative of periodically
correlated (PINAR (p)) process. The performances of the established test are shown via
an intensive simulation study and an application on real data sets.
Keywords. Periodically correlated INAR (p) process, local asymptotic normality,

asymptotic linearity property, optimal test.

1 Introduction and notations

The periodic integer-valued autoregressive (PINAR)model has been introduced to model
counting phenomena that evolve over time with a seasonal structure. The distribution of
a parametric PINAR (p) process is mainly described by two blocs of parameters, namely
a periodic vector auto-regression coe¢cient and a periodic probability distribution on
positive integers belonging to a parametric family, called an innovation distribution.
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This work focuses on obtaining local asymptotic normality (LAN) property in order to
test the presence of the periodicity in a p-order integer-valued autoregressive (INAR (p))
model.The periodic p-order integer-valued autoregressive (PINARS (p)) model is deÖned
by the following di§erence stochastic equation:

yt =

pX

i=1

't;i ! yt!i + "t; t 2 Z; (1:1a)

where the underlying non-negative integer-valued process fyt; t 2 Zg, is periodically cor-
related, in the sense of Gladyshev (1963) with period S (where S % 2; is a strictly positive
integer, and the smallest positive integer such that 't+rS;i = 't;i, r 2 Z+).
The innovation process, f"t; t 2 Zg, is a periodic sequence of independent non-negative
integer-valued random variables, which is supposed to be independent of yt!i and 't;i!yt!i.
Letting '

s
=
"
's;1; 's;2; :::; 's;p

#0
be the the p&column vector of the auto-regression pa-

rameters, and 1s = (1s;1; 1s;2; :::; 1s;q)
0 be the q&column vector of the parameters of the

innovation law. So, we deÖne the p+q&column vector 3s =
$
'0
s
;10s

%0
2 (0; 1)p'A ( Rp+'

Rq+, s = 1; 2; : : : ; S, in order to deÖne the global vector of the parameters of the model (1:1)
of dimension (p+ q)S, 3 = (301; 3

0
2; :::; 3

0
S)
0. Here f"t; t 2 Zg is distributed with some dis-

crete distribution belonging to the parametric family
&
G)s

''1s = (1s;1; 1s;2; :::; 1s;q)
0 2 A ( Rq+

(
,

for s = 1; 2; : : : ; S, and where A is an open, convex subset of Rq+. Finally the symbol " ! "
stands, as usual, the binomial thinning operator proposed by Steutel and Van Harn (1979),
which is deÖned as follows:

't;i ! yt!i =
) Pyt!i

k=1 Yk;t;i;
0;

if yt!i > 0;
if yt!i = 0:

(1:1:b)

Note that the sequences of (i:i:d) random variables of counts fYk;t;i; k 2 N; t 2 Z; i = 1; : : : ; pg
are mutually independents. fYk;t;igk2N;t2Z;i=1;:::;p are Bernoulli variables with periodic suc-
cess probability 's;i 2 (0; 1) ; s = 1; 2; : : : ; S and i = 1; : : : ; p, which are independent of
the innovation process.
Local structure of the parameters. Denoting by H(n)

g (3) a sequence of null hy-

potheses under which
n
y
(n)
t ; t 2 Z

o
is a sequence of realizations of an integer-valued

process satisfying the model (1:1) ; with a (p+ q)&vector parameters 3 =
"
';10

#0
="

'1; '2; : : : ; 'p;11; 12; :::; 1q
#0
and deÖning the (p+ q)S&vector parameters 3 = 1)

30 = (30; 30; 30; :::; 30)
0, where 1 is the S&dimensional vector (1; 1; :::; 1)0. Similarly, de-

noting H(n)
g

$
3(n)

%
the sequence of alternative hypotheses under which the sequence

n
y
(n)
t ; t 2 Z

o
is a sequence of realizations of a process satisfying the periodic integer-valued

autoregressive model (1:1) ; with a (p+ q)S&vector parameters 3(n) =
$
3
(n)0
1 ; 3

(n)0
2 ; :::;

3
(n)0
S

%0
where 3(n)s =

$
'(n)
s
;1

(n)0
s

%0
with 1(n)s =

$
1
(n)
s;1 ; 1

(n)
s;2 ; :::; 1

(n)
s;q

%0
, s = 1; :::; S where

2
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'
(n)
s;i = 'i +

<
(n)
ip
n
+
>
(n)
s;ip
n

and 1
(n)
s;j = 1j +

?
(n)
jp
n
+
h
(n)
s;jp
n
; i = 1; 2; :::; p, j = 1; 2; :::; q

and s = 1; :::; S, with the identiÖcation conditions >(n)S;i = &
PS!1

s=1 >
(n)
s;i ; i = 1; :::; p

and h(n)S;j = &
PS!1

s=1 h
(n)
s;j ; j = 1; :::; q, or equivalently 3(n) = 3 + K n!1=2! (n), where the

[(p+ q)S]' [(p+ q)S] squared matrix K is given by

K =

0

BBB@

I(p+q)$(p+q)
... I(p+q)(S!1)$(p+q)(S!1)

I(p+q)$(p+q)
I(p+q)$(p+q) &I(p+q)$(p+q) + + + &I(p+q)$(p+q)

1

CCCA

[(p+q)S]$[(p+q)S]

;

where I(p+q)$(p+q) indicates the (p+ q)'(p+ q) identity matrix, and the (p+ q)S&vector

column ! (n) is given by ! (n) =
$
$(n)0;H

(n)0
1 ; :::;H

(n)0
S!1

%0
where

$(n)0 =
$
<
(n)
1 ; : : : ; <

(n)
p ; ?

(n)
1 ; :::; ?

(n)
q

%0
2 Rp+q; H(n)

s =
$
>
(n)
s;1 ; : : : ; >

(n)
s;p ; h

(n)
s;1 ; :::; h

(n)
s;q

%0
2 Rp+q;

for s = 1; :::; S & 1, such as sup
n

"
! (n)0 ! (n)

#
< 1. The global local perturbations of the

parameters '1; '2; :::; 'p; 11; 12; :::; 1q can be decomposed in to two component types,

namely : the local non-periodic perturbations <(n)1 ; <
(n)
2 ; :::; <

(n)
p ; ?

(n)
1 ; ?

(n)
2 ; :::; ?

(n)
q and the

quantities >(n)s;1 ; >
(n)
s;2 ; :::; >

(n)
s;p ; h

(n)
s;1 ; h

(n)
s;2 ; :::, h

(n)
s;q , s = 1; :::; S, which can be interpreted as

local periodic perturbations of the parameters '1; '2; :::; 'p; 11; 12; :::; 1q, respectively.

Letting C(n) be the (p+ q)S ' (p+ q)S matrix given by C(n) =
1
p
n
K, one can easily

rewrite the sequence of alternative hypotheses in the form H
(n)
g

"
3 + C(n)! (n)

#
.

The present paper contributes to constructing while following the Le Cam (1960)
methodology, an e¢cient parametric test of the existence of periodicity in the INAR (p)
process. This Le Camís methodology allows for more precise and more general results
under milder technical assumptions than, for instance, traditional Lagrangian multiplier
testing procedures. The test we are obtaining is asymptotically valid under a large class
of distributions, and locally asymptotically most stringent at some selected distribution.

2 Local asymptotic normality

Several researchers were interested in derivation of the LAN property for various time
series models (see, Koul and Schick (1997), Linton (1993), Allal and Melhaoui (2006),
Benghabrit and Hallin (1998), Bentarzi and Hallin (1996), and many others). To obtain
the (LAN) property concerning our PINARS (p) process, while following the same frame-
work in Sadoun and Bentarzi (2021). We need the following deÖnitions and notations.
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Let y(n) =
$
y
(n)
1 ; : : : ; y

(n)
n

%
be a realization of a Önite size n of a stationary integer-valued

process fyt; t 2 Zg satisfying (1:1a). Denote by 4
(n)
g

$
3(n)

%
= 4

(n)
g (3+ C(n)! (n)), the loga-

rithm of the likelihood ratio of the calculated conditional likelihood Ln
"
3jy0; y(n)

#
under

H
(n)
g (3) versus Ln

$
3(n)jy0; y(n)

%
under H(n)

g

$
3(n)

%
, which is given by:

4
(n)
g

"
3 + C(n)! (n)

#
=

SP
s=1

m!1P
2=0

logP 3
(n)
s

(ys!1+%S ;:::;ys!p+%S);ys+%S
&

SP
s=1

m!1P
2=0

logP
3s

(ys!1+%S ;:::;ys!p+%S);ys+%S
+ oP (1) ;

=
SP
s=1

m!1P
2=0

log
$$$
~i=1;:::;pBiny"s!i+%S ;'(n)s;i

%
~G

)
(n)
s

%
(ys+2S)

%

&
SP
s=1

m!1P
2=0

log
$$$
~i=1;:::;pBiny"s!i+%S ;'s;i

%
~G)s

%
(ys+2S)

%
+ oP (1) ;

where Biny"s!i+%S ;'s;i, which stands as usual for the binomial distribution with parameters
's;i 2 (0; 1) and y%s!i+2S 2 Z+ with the point mass function by"s!i+%S ;'s;i, the notation$
~i=1;:::;pBiny"s!i+%S ;'s;i

%
~ G)s indicates the convolution of the sum of Biny"s!i+%S ;'s and

G)s .
Proposition 2:1. Under some regularity conditions and under H(n)

g (3), we have:

i) Taylor expansion in probability of 4(n)g
$
3(n)

%

4
(n)
g

"
3 + C(n)! (n)

#
= F (n)

0
8(n) (3)&

1

2
F (n)

0
9*

(n)
(3) F (n) + oP (1) ;

where the (p+ q)S' (p+ q)S square matrix 9*(n) (3) is the variance matrix of the score
vector (also called central sequence) 8(n) (3).
ii) Local Asymptotic Normality of the central sequence 8(n) (3)

8(n) (3)
d! N(p+q)S

$
0;9*

(n)

(3)
%
:

where 4(n)g
"
3 + C(n)! (n)

#
= log

$
dP

(n)

3+7(n)! (n)

.
dP

(n)
3

%
which represent the Radon-Nikodym

derivative.is nonsingular and where 4(n)g (3 + 1p
n
F (n)) = log

$
dP

(n)

3+7(n)! (n)

.
dP

(n)
3

%
which

represent the Radon-Nikodym derivative.

3 Local asymptotic e¢cient test

Among the di§erent consequence of the (LAN) property, we have the following result:

8(n) (3)) N(p+q)S

$
0;9*

(n)
(3)
%
under H(n)

g (3) ,

8(n) (3)) N(p+q)S

$
9*

(n)
(3) F (n);9*

(n)
(3)
%
under H(n)

g

"
3 + C(n)F (n)

#
.

Let us note G = 9* (3)
4
$

H

5
, with $(n) ! $ and H(n) ! H as n!1, then the testing

problem of the null hypothesisH(n)
g (3) versus the local alternativeH(n)

g

"
3 + C(n)! (n)

#
, i.e.,
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testing a time-invariant INAR (p) process, against a S&periodic PINARS (p) process
given by (1:1a), becomes, quite simply, a testing problem tied to the experiment of
Gaussian position. More precisely : testing the null hypothesis

H0;g : N
"
G0;9

* (3)
#
;

4
G0 = 9

* (3)

4
$

0

55
,

versus the alternative one

H1;g : N
"
G;9* (3)

#
;

4
G = 9* (3)

4
$

H

5
;H 6= 0

5
.

The following proposition establish a locally asymptotically optimal test (so called most
stringent test) to test H0;g versus H1;g.

Proposition 3:1. Under some regularity conditions, the test rejects the null hypothesis
H
(n)
g (3) whenever:

bQ(n)g
$
b3
(n)
%
= b8

(n)0 $b3
(n)
%$
9*

(n)
$
b3
(n)
%%!1

b8
(n)
$
b3
(n)
%
> I2(p+q)S;1!);

is such that :
(i) has asymptotic level 1 under H(n)

g (3),
(ii) has asymptotic power:

1&F
$
I21!); (p+ q)S;H

09*
(n)
$
b3
(n)
%
H
%
; under H(n)

g

"
3 + C(n)! (n)

#
;

where F
"
I21!); r; v

#
denotes the non central chi-square distribution function with r degrees

of freedom and non-centrality parameter v;
(iii) is locally asymptotically most stringent test against H(n)

g

"
3 + C(n)! (n)

#
.

4 Numerical illustration

The performances of the constructed e¢cient test are shown at Örst through a simulation
study and reported in Table 1, where we have examined the power (and level) of our test
by considering several time series with two di§erent periods, S = 2 and S = 4. The
periodic and the classical INAR (1) data-generating processes are given for s = 1; : : : ; S
under the follows form : 3s = ('s; 1s)

0 ; s = 1; ::; S)
yS2+s = 's ! yS2+(s!1) + "S2+s
yS2+s = 's ! yS2+(s!1) + "S2+s

with "S2+s  P (1s) ;
with "S2+s  G (exp (&1s)) :

Indeed, a periodic INAR2 (1) process, M1, and a periodic INAR4 (1) process, M2,
are used to simulate time series of small, moderate and relatively large sizes (n =
100; 150; 200; 300; and 400; 600; 800). The sets of parameter values are chosen such that
the underlying models are periodically stationary, where the periodically stationary con-
dition applies here is the su¢cient condition : 's 4 1; s = 1; : : : ; S and

QS
s=1 's < 1, and

for each model cited above we use two types of distributions for the innovation process
f"tgt2Z+ ; namely Poisson P (1t) and Geometric G (e

!)t), where for Geometric case 1t is
chosen such as 1t ' e!x; x 2 N%. The true parameter values of these models are:
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Model M1 3 = [301; 3
0
2]
0
= [(:9; 4) ; (:2; 1)]0 ;

3 = [301; 3
0
2]
0
= [(:9; exp (&4)) ; (:2; exp (&1))]0 :

Model M2 3 = [301; :::; 3
0
4]
0
= [(:9; 6) ; (:1; 1) ; (:6; 3) ; (:4; 4:5)]0 ;

3 = [301; :::; 3
0
4]
0
= [(:9; exp (&6)) ; (:1; exp (&1)) ; (:6; exp (&3)) ; (:4; exp (&4:5))]0 :

Table 1
Empirical powers and levels of the e¢cient tests N for the level 5%

n
100
"

150
"

200
"

300
"

400
"

600
"

800
"

M1
g(!t;P)
g(!t;G)

:8917
:9594

:9694
:9937

:9920
:9995

:9994
1

1
1

1
1

1
1

M2
g(!t;P)
g(!t;G)

:9214
:9469

:9597
:9771

:9832
:9904

:9975
1

:9995
1

1
1

1
1

For the real data example, we consider the seasonal data set of 365 observations, consisting
on the daily counts of daytime road accidents in Schiphol area, in Netherlands for the
year (2001). The logical variables d) which equal to 1 each time we reject H0, the powers
and the sizes of the test N1); N

2
) for each level 1 are given in Table 2 below as follows:

Table 2
Statistics values, powers and sizes for PINARS (1) models

& '!2 (P) '22 (P) d! (P) "1! (P) "2! (P) '!2 (G) '22 (G) d! (G) "1! (G) "2! (G)

S = 5
& = 5%
& = 10%

13:85
13:63

15:51
13:36

0
1

:3410
:4913

:0547
:0111

13:16
13:55

15:51
13:36

0
1

:4498
:6033

:0562
:0974

S = 7
& = 5%
& = 10%

33:67
39:65

21:03
18:54

1
1

:9281
:9620

:0547
:0111

27:03
29:89

21:03
18:55

1
1

:9316
:9667

:0562
:0974
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Détection de ruptures dans les signaux EMG de
l’activité musculaire du trapèze supérieur.
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Résumé. Nous nous intéressons à l’étude du développement de la myalgie du muscle
trapèze en milieu de travail. Les données recueillies sont des signaux EMG (électromyogra-
phique) de l’activité musculaire du trapèze supérieur de 30 participants en bonne santé,
sans cervicalgie chronique, effectuant différentes activités informatiques lors d’une journée
expérimentale. Dans le but de la détection de rupture, nous nous plaçons dans le cadre de
la détection séquentielle où l’on admet que le signal EMG arrive point par point, en temps
réel. Ensuite, nous considérons la statistique CUSUM basée sur le score pour détecter des
changements de régime dans l’activité musculaire. Notre méthodologie de détection prend
en charge l’estimation des paramètres (moyenne et variance du régime pré-changement)
d’une manière online sur le signal EMG. Les résultats de détection ont permis ensuite de
caractériser les différents types d’activités.

Mots-clés. Activité du muscle trapèze, signal temporel EMG, détection séquentielle
de rupture, statistique CUSUM basée sur le score.

Abstract. We are interested in studying the development of myalgia of the trape-
zius muscle in the workplace. The data collected are EMG (electromyographic) signals of
upper trapezius muscle activity from 30 healthy participants without chronic neck pain,
performing different computer activities on an experimental day. For the purpose of brea-
king detection, we place ourselves within the framework of the sequential detection where
we admit that the EMG signal arrives point by point, in real time. Next, we consider
the score-based CUSUM statistic to detect diet changes in muscle activity. Our detection
methodology supports the estimation of the parameters (mean and variance of the pre-
change regime) in an online way on the EMG signal. The detection results then made it
possible to characterize the different types of activities.

Keywords. Trapezius muscle activity, EMG time signal, Sequential change-point de-
tection, CUSUM statistic based-score.

1 Contexte
Dans ce travail, nous proposons d’appliquer une méthodologie de détection de rup-

tures on-line sur des données réelles de santé. Les données de santé ont été fournies par
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l’institut de recherche INRS de Nancy. Elles concernent les signaux temporels EMG (élec-
tromyographiques) de l’activité musculaire du trapèze supérieur de 30 sujets effectuant
différentes activités bureautiques au cours d’une journée expérimentale. Le recueil des
données s’inscrit dans le cadre d’une étude sur le risque de développement de la myalgie
du muscle trapèze en milieu de travail (Veiersted et al [1] ; Goudy et al. [2]).

La méthodologie de détection séquentielle de ruptures requiert le choix d’une statis-
tique récursive, un seuil de détection et une règle d’arrêt. Dans notre application, nous
utilisons la version semi-paramétrique de la statistique classique des sommes cumulées
(CUSUM) basée sur la fonction de score (Page [3] ; Tartakovsky et al. [4]). Pour le choix
du seuil de détection, nous utilisons la méthode analytique basée sur les inégalités de
Wald (1945) pour fixer un seuil constant (Sahki et al. [5]). Et quant à la règle d’arrêt,
nous utilisons la règle corrigée (Sahki et al. [6]) de la règle adoptée basiquement par la
procédure CUSUM, dans le but de minimiser les fausses alarmes. La règle d’arrêt corrigée
consiste à signaler une détection si seulement si la statistique de CUSUM dépasse le seuil
pendant un temps c prédéterminé.

La procédure de détection séquentielle basée sur le score, exige la connaissance des
paramètres de moyenne µ0 et de variance σ2

0 du régime pré-changement, et la définition
de l’objectif de détection (type et niveau de la rupture que l’on souhaite détecter). Nous
proposons dans ce travail, un algorithme de détection séquentielle de ruptures permettant
d’estimer les paramètres du régime pré-changement (µ0, σ2

0) d’une façon online sur le signal
EMG. A chaque instant, l’algorithme permet de détecter une rupture d’augmentation ou
de diminution pour le type (moyenne et/ou variance) et le niveau de la rupture recherchés.

Notre objectif est la détection de changements de régime dans l’activité musculaire
du trapèze, et la caractérisation des différentes activités bureautiques effectuées durant la
journée expérimentale.

2 Données électromyographiques - EMG
L’activité musculaire du trapèze est évaluée par la technique de l’électromyographie

de surface, permettant de quantifier l’activité électrique des muscles qu’entraînent les
contractions musculaires volontaires.

Dans le but de faciliter le processus de détection, nous avons effectué un traitement
du signal, qui comprend une transformation logarithmique et un lissage en calculant la
moyenne par lots successifs de R = 4 points (lissage sur 1 seconde). A la fin du lissage,
une activité de 50 minutes couvre 3000 points. Nous présentons sur la Figure 1 le signal
EMG lissé de la première activité du sujet 1.
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Figure 1 – Signal EMG lissé de la première activité du sujet 1.

3 Détection de changements d’activité musculaire
Soit X1, ..., Xt l’échantillon associé au signal EMG (RMS-RVE) séquentiellement ob-

servée jusqu’à l’instant t.

3.1 Statistique, seuil de détection et règle d’arrêt
Tartakovsky et al. [4] proposent une fonction de score S(X1, ..., Xt) calculée en fonction

des observations, pour la détection de rupture sur la moyenne et/ou la variance. Elle est
définie par :

St(δ, q) = C1 · Yt + C2 · Y 2
t − C3, (1)

où Yt = (Xt − µ0)/σ0 sont les données centrées et standardisées à l’instant t sous le
régime pré-changement, et

C1 = δ · q2, C2 =
1−q2

2 , C3 =
δ2·q2
2 − log(q),

avec δ = (µ1 − µ0)/σ0 and q = σ0/σ1.

Les paramètres δ et q sont respectivement la différence de moyenne et le ratio de va-
riance que l’on voudrait détecter. Ils sont définis en fonction de notre objectif de détection.

La statistique CUSUM (Page [3]) basée sur le score est définie de manière récursive
au temps t comme suit :

Wt(δ, q) = max{0, Wt−1(δ, q) + St(δ, q)}, t ≥ 1; W0(δ, q) = 0. (2)

La W-statistique (2) est calculée en fonction de la moyenne et de la variance dans le
régime pré-changement (µ0, σ2

0) et de l’objectif de détection (δ, q).
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Notons que sans changement de régime, le score St a une espérance négative alors
qu’elle devient positive après changement. C’est pourquoi la règle d’arrêt consiste à si-
gnaler une détection lorsque la statistique de test dépasse un seuil.

Dans l’application, nous utilisons l’inégalité de Wald [7] pour déterminer le seuil
constant de Wald hW (α). Il est donné après avoir fixé le taux instantané de fausse alarme
toléré α, en respectant :

hW (α) = − ln(α). (3)

La procédure corrigée signale l’existence d’une rupture lorsque la statistique de détec-
tion dépasse le seuil de détection pendant un temps c ≥ 1, c étant un paramètre à fixer à
l’avance (c = 1 ⇔ règle d’arrêt classique). Le temps de la détection est donné par :

T c
hW (α) = min

t≥1
{t+ c− 1;

t+c−1⋂

i=t

(Wi(δ, q) ≥ hW (α))} (4)

3.2 Estimation des paramètres de chaque régime
L’algorithme doit inclure la période de l’estimation des paramètres pré-ruptures (µ0,

σ2
0) au début du traitement et après chaque détection. Voici les détails sur cette méthode

d’estimation de µ0 et σ2
0 :

— La moyenne µ0 est estimée au début et réestimée après chaque détection sur la
partie du signal de longueur L points.

— La variance σ2
0 est estimée par une méthode pseudo-bayesienne comme suit :

Soit ŝ20 l’estimateur de la variance sur les L premiers points du signal. Et ŝ2k l’es-
timateur de la variance sur les L points du signal suivant la kème détection. A la
kème détection, l’estimateur de σ2

k est calculée itérativement comme suit :

σ̂2
0,0 = ŝ20

σ̂2
0,k =

σ̂2
0,k−1 + ŝ2k

2
, k = 1, 2, ...

Dans la pratique, nous devons fixer à priori un ensemble de paramètres pour pouvoir
appliquer l’algorithme de détection. Cet ensemble comprend le choix de l’objectif de dé-
tection (q, δ), du temps d’attente de la règle d’arrêt corrigée (c) et la longueur des données
d’estimation (L).

A chaque transition, l’algorithme de détection comprend d’abord une période d’esti-
mation sur un temps L, puis la procédure de détection de rupture. Lorsque la statistique
dépasse le seuil et que la rupture est signalée, au temps T , nous considérons à posteriori
que le régime a changé en T − c, de sorte nous estimons les paramètres (µ0 et σ2

0) de
ce nouveau régime à partir de T − c. Nous montrons un exemple dans Figure 2. Dans
celui-ci, L = 90, c = 100. Et on signale l’alarme au temps T = 346, ce qui correspond à
un changement de régime au temps Cpt = 246.
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Figure 2 – Exemple de détection sur le signal EMG d’une activité. L’objectif de détection
est sur la moyenne (q = 1) pour un niveau σ0δ = 0.69. (A) : le signal dans le premier régime
et la période d’estimation L = 90 dans le deuxième régime, après la détection de diminution à
l’instant Cpt = 246. Les moyennes estimées dans le premier et second régime sont données par les
segments verts. (B) : W-statistique calculée dans le premier régime (ligne bleue), et signalement
de la rupture produite à l’instant Cpt = 246 au temps d’arrêt T = 346.

3.3 Résultats
Nous présentons dans la Figure 3, un exemple de détection sur une activité entière du

sujet 1. Sur cet exemple, nous avons détecté 14 ruptures de moyenne (8 d’augmentation
et 6 de diminution).

Figure 3 – Résultats de détection sur la première activité du sujet 1. Les ruptures d’augmenta-
tion (resp. de diminution) sont marquées par des lignes verticales bleues (resp. grises). Les lignes
horizontales vertes sont les moyennes estimées dans chaque régime.
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Les résultats de détection de la Figure 3 ont été obtenus en utilisant le Seuil Constant
de Wald (Seuil-CW). Nous présenterons lors de la communication les résultats de détection
en utilisant le seuil instantané empirique dynamique (Seuil-IED) que nous avons proposé
dans Sahki et al. [5]. Dans ce papier, nous avons présenté des des résultats de détection
sur des données simulées.

Les résultats de détection dans chaque activité de chaque sujet ont permis la carac-
térisation des différents types d’activités en fonction du nombre et de l’amplitude des
ruptures. Nous présenterons les résultats lors de la communication.

Références
[1] Kaj Bo Veiersted, Mikael Forsman, Gert-Åke Hansson, and Svend Erik Mathiassen.

Assessment of time patterns of activity and rest in full-shift recordings of trapezius
muscle activity–effects of the data processing procedure. Journal of Electromyography
and Kinesiology, 23(3) :540–547, 2013.

[2] N Goudy and L McLean. Using myoelectric signal parameters to distinguish between
computer workers with and without trapezius myalgia. European journal of applied
physiology, 97(2) :196–209, 2006.

[3] Ewan S Page. Continuous inspection schemes. Biometrika, 41(1/2) :100–115, 1954.
[4] Alexander G Tartakovsky, Aleksey S Polunchenko, and Grigory Sokolov. Efficient com-

puter network anomaly detection by changepoint detection methods. IEEE Journal
of Selected Topics in Signal Processing, 7(1) :4–11, 2012.

[5] Nassim Sahki, Anne Gégout-Petit, and Sophie Wantz-Mézières. Performance study of
change-point detection thresholds for cumulative sum statistic in a sequential context.
Quality and Reliability Engineering International, 36(8) :2699–2719, 2020.

[6] Nassim Sahki, Anne Gégout-Petit, and Sophie Wantz-Mézières. Détection statistique
de rupture dans le cadre online. In JdS 2019-51èmes Journées de Statistique, 2019.

[7] Abraham Wald. Sequential tests of statistical hypotheses. The annals of mathematical
statistics, 16(2) :117–186, 1945.

[8] Alexander G Tartakovsky, Boris L Rozovskii, Rudolf B Blažek, and Hongjoong Kim. A
novel approach to detection of intrusions in computer networks via adaptive sequential
and batch-sequential change-point detection methods. IEEE Transactions on Signal
Processing, 54(9) :3372–3382, 2006.

6

876

#



Space-time trends detection and dependence
modelling approaches by functional

Peaks-Over-Thresholds. Application to
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Abstract. In this paper, we propose a method for estimating trends in extreme spatio-
temporal processes using both information from marginal distributions and dependence
structure. We combine two statistical approaches of extreme value theory allowing on
the one hand to handle temporal and spatial non-stationarities via a tail trend function
with a spatio-temporal structure in the marginal distributions and by modelling on the
other hand the dependence structure by a latent stationary process using generalized !-
Pareto processes. This methodology for trend analysis of extreme events is applied to
precipitation data from Burkina Faso. We show that a significant increasing trend for the
50 and 100 years return levels in some parts of the country.
Keywords: Non-stationary POT, Generalized !-Pareto process, Space-time Extremes,
Dependence Modelling, Trends detection, Climate Change.

Résumé. Dans cet article, nous proposons une méthode pour estimer les tendances
dans les extrêmes de processus spatio-temporels en utilisant à la fois des informations
provenant des distributions marginales et de la structure de dépendance. Nous combi-
nons deux approches statistiques de la théorie des valeurs extrêmes permettant d’une part
de prendre en compte les non-stationnarités temporelles et spatiales via une fonction de
tendance de queue à structure spatio-temporelle dans les distributions marginales et en
modélisant d’autre part la dépendance spatiale à l’aide d’un processus stationnaire latent
en utilisant les processus !-Pareto généralisés. Cette méthodologie d’analyse des ten-
dances des événements extrêmes est appliquée aux données de précipitations du Burkina
Faso. Nous montrons que les niveaux de retour à 50 et 100 ans montrent une croissance
significative dans certaines zones du pays.
Mots-clés: POT non stationnaire, processus !-Pareto généralisé, extrêmes spatio-temporels,
dépendance spatiale, détection de tendance, changement climatique.
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1 Introduction
Climate extremes occur in a non stationary framework due to the action of climate change.
To study extremes in this framework, the Extreme value Theory initially designed for
independent or stationary processes must be extended. Several works focus on that topic,
some of them present transform a non-stationary time series into a stationary series for
which classical EVT can be applied ([1],[7]). A frequently alternative for addressing non-
stationarity in EVT models is to include covariates, mostly space and time, to the model
the parameters ([2],[11]). These approaches work marginally and do not take spatial
dependence into account. Recently some forms of non-stationary dependence structures,
have been studied by [8],[10], in the framework of spatial max-stable processes. Although
attractive, these spatial models are very computationally expensive for large dimensions.
And alternative for max-stable modelling is the modelling of threshold exceedances. The
spatial Peak Overs Threshold (POT) approach introduced in a stationary framework by
[6], and generalized by [5],[4] that have defined the family of generalized !-Pareto process
are good candidates for modelling the spatial dependence structure of extremes of spatio-
temporal processes.

In this paper we propose a methodology coupling two statistical approaches of EVT,
non-stationarity is handled in the marginal distributions via a trend function with spatio-
temporal structure([7]) while the spatial dependence structure is modelled using a func-
tional POT model([3, 4]) to obtain a flexible spatio-temporal method of threshold ex-
ceedances to assess presence of trends in the extremes. We aim at evaluating trend in
extreme precipitation in sub-Saharan Africa by these means, and we illustrate theses
evolution by representing non stationary high return levels over the area.

2 Methodology

2.1 Space-time trends modelling
Let X = {Xt(s), s ∈ S, t ∈ T} be a continuous non-stationary space-time stochastic pro-
cess with sample paths in the family of continuous functions C(S × T ) equipped with
the uniform norm ‖ . ‖∞, where S × T ⊂ Rd × R+ and C+(S × T ) its restriction to non-
negative functions deprived of the null function. In practice X is observed at each stations
s1, · · · , sm and at dates t = 1, · · · , n. Let Ft,s be the continuous univariate marginal dis-
tribution with a common right endpoint xF and Z = {Z(s), s ∈ S} an unobserved latent
stationary stochastic process with sample paths in C(S × T ) satisfying the proportional
tail condition such that

lim
x→xF

P (Xt(s) > x)

P (Z(s) > x)
= cθ

(
t

n
, s

)
,with,

1

m

m∑

j=1

∫ 1

0

cθ (u, sj) du = 1, u ∈ [0, 1] , (1)
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where cθ : [0, 1]×S −→ ]0,∞[ is assumed to be a continuous and positive function depend-
ing on a parameter vector θ ∈ Θ ⊂ R, called tail trend function or skedasis function ([6, 7]).
The skedasis function describes the evolution of extreme events jointly in space and time.
Moreover we assume that the continuous marginal distributions FZ of the latent process
has the same right endpoint xF . FZ is in the maximum domain of attraction condition
for some constant γ ∈ R and appropriate real normalization constants aZ > 0, uZ ∈ R.
Thanks to equation(1) and the convergence of {Z(s), s ∈ S} exceedances to a GPD distri-
bution we deduce a pseudo-sample of {Zt(s)} from observations of {Xt(s), s ∈ S, t ∈ T}
in the following manner ([7]):

Ẑt(sj) =

{
ĉθ

(
t

n
, sj

)}−γ̂
[
Xt (sj)−

{
ĉθ
(
t
n , sj

)}γ̂ − 1

γ̂
(âZ − γ̂ûZ)

]
, (2)

j = 1, · · · ,m ; t = 1, · · · , n,

where γ̂, âZ , ûZ and ĉθ are respectively consistent estimators of γ, aZ , uZ and cθ which we
will discuss later in the section (2.2).

The modelling is then focused on the evaluation of the extreme spatial dependence
structure in Z using functional POT([5],[3, 4]). In the multivariate and spatial framework
a threshold exceedance for a random function Z = {Z(s), s ∈ S} is defined by [5] to be
an event of the form {!(Z) > u} for some u ≥ 0, where ! : C(S) −→ R+ is a continuous
and homogeneous non-negative risk function. The risk function ! can be for instance
the maximum, minimum, average or value at a specific point s0 ∈ S. As in ([6]), we
assume that the stationary process Z is a general functional regular variation process.
Under minimal assumptions on the risk function and for n large enough, the conditional
distribution of !-exceedance for some threshold u ≥ 0 of the normalized process can be
approximated by a generalized !-Pareto process, i.e for some an and bn functions ([4])

P

{⌊
Z − bn
! (an)

⌋
∈ A | !

(
Z − bn
! (an)

)
≥ u

}
−→ P {W# ∈ A} , n −→ ∞, (3)

where W# is a non-degenerate stochastic process over S and belongs to the family of
generalized !-Pareto processes with tail index γ.

2.2 Statistical inference
Marginal parameters of the process γ and an of the latent stationary process Z can be
estimated by maximizing the independence log-likelihood taking ûZ = !(bn) = q1−α{!(Z)}
a high quantile of !(Z). Assuming the dates of exceeding the marginal thresholds ûZ form
a Poisson process, its density is the trend function parameter cθ which is estimated using
maximum likelihood method, assuming a parametric log-linear model as in ([9]).

The inference on the spatial dependence structure of the latent stationary process, is
driven by modelling the angular component of !-Pareto process ([5], [3]) by a log-Gaussian
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process with stationary increments within the framework of a Brown-Resnick model. The
parameters of the isotropic semi-variogram are estimated using the gradient scoring rule
method ([3]).

The non-stationary m-period return levels of the process X at each location xm(s) are
evaluated inverting the equation(2) from return levels calculated from Z, zm(s).

xm(s) = zm(s)ĉθ(tm, s)
γ̂ +

ĉθ(tm, s)γ̂ − 1

γ̂
(âZ − γ̂ûZ) , s ∈ S, (4)

tm = 1 +
nxm

n
with nx the number of days in the year and n the size of the sample

observed. zm(s) are calculated at each site by extrapolating the marginal parameters on
the whole area.

3 Main Results
This study uses time series of daily precipitation measurements from 1957 to 2016 pro-
vided by ten synoptic stations extracted from the Burkina Faso climatological database.
These stations have been selected to ensure good spatial uniformity and representative-
ness of different climatic regimes and data quality. In order to limit the problems related
to seasonal rainfall cycles, on each station we worked from the sub-series corresponding
to rainy days that is the period from May to October. Figure (1) shows the estimated
trend function cθ by a log-linear model for the ten stations. The frequencies of extreme
precipitation are increasing in areas such as Ouahigouya, Bogande, Boromo, Gaoua, and
Po. On the other hand, at the Ouagadougou and Fada stations, extreme rainfall frequen-
cies tend to decrease (θ < 0). Figure (2) shows the non-stationary return levels xm(s)
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ouaga dori ouahigouya dedougou bogande
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Figure 1: Local adjustment of evolution of the frequencies of extreme precipitation by a
log-linear model trend cθ.
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Figure 2: Trends of stationary and non-stationary return levels at reference stations
calculated with a log-linear tail trend function.

together with the stationary return levels zm(s) for six reference stations.
The map of non-stationary return level for a return period m = 50 and 100 years are

displayed in Figures (3). The extreme precipitation are likely to be observed on average
at least once every 50 years (resp. 100 years), will be particularly intense in the Sudanian
and Sudano-Sahelian zone and less intense in the Sahelian zone, with a potentially quite
strong spatial dependence within a radius of 200 km. The southwest and eastern region
of the country will be most affected by extreme precipitation.
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Figure 3: Maps of the non-stationary 50-years return levels(left) and 100-years return level
(right) obtained by extrapolating the information from the log-linear tail trend function
and the dependence structure.

4 Conclusion
In this study we proposed a new flexible methodology for trend detection in the extremes
capable of capturing marginal non-stationarities and the dependence structure between
margins using generalized !-Pareto processes. We calculated the non-stationary return
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levels of precipitation in Burkina Faso and exhibit some regions in which there may be a
significant increasing or decreasing of extreme precipitation.
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Résumé. La digestion des protéines est un processus dynamique complexe au cours
duquel les molécules de protéines sont progressivement fragmentées en peptides sous
l’action d’enzymes telles que la pepsine. Cette enzyme pourrait couper préférentiellement
certaines séquences peptidiques plutôt que d’autres selon les propriétés physico-chimiques
de ces séquences. Les dispositifs expérimentaux in vitro permettent de reproduire la di-
gestion, afin d’identifier par la suite les peptides libérés à différents temps d’observation
à l’aide de la spectrométrie de masse. Cependant, cette approche ne permet pas de
déduire de manière certaine qu’un peptide a été coupé ou non par la pepsine entre deux
temps d’observation. L’estimation d’un modèle de régression de la probabilité de coupure
d’une séquence par la pepsine doit tenir compte de cet étiquetage incertain de la variable
réponse. Nous proposons un algorithme d’estimation de type Expectation-Maximization,
consistant à alterner l’estimation du modèle de régression et la correction adaptative
des valeurs de la variable réponse. En application à des données expérimentales, nous
démontrons que cet algorithme conduit à de meilleures estimations des modèles de re-
gression, et une meilleure interprétabilité biologique des résultats issus de la sélection de
variables explicatives au sein du profil de propriétés physico-chimiques.

Mots-clés. Digestion, Données incomplètes, Peptidomique, Regression logistique con-
ditionnelle, Spéctrométrie de masse.

Abstract. Proteins digestion is a complex and dynamic process during which protein
molecules are progressively reduced into peptides through the action of enzymes such
as pepsin. This enzyme may preferentially cleave some peptide sequences rather than
others depending on the physico-chemical properties of these sequences. Experimental in
vitro systems make it possible to reproduce digestion in order to subsequently identify
the peptides released at different observation times using mass spectrometry. However,
this approach does not allow to state with certainty on the cleavage or not of a peptide
by pepsin between two observation times. The estimation of a regression model of the
probability for a sequence to be cleaved by pepsin must consider this uncertain labelling of
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the response variable. We propose an Expectation-Maximization algorithm which consists
in alternating the estimation of the regression model and the adaptive correction of the
response variable values. In application to experimental data, we show that this algorithm
leads to better estimates of regression models, and a better biological interpretability
of the results resulting from the selection of explanatory variables within the profile of
physico-chemical properties.

Keywords. Digestion, Mislabeled data, Peptidomics, Conditional logistic regression,
Mass spectrometry.

1 Introduction

Les dispositifs expérimentaux de digestion in vitro permettent de simuler les processus
de digestion en environnement contrôlé, les aliments cibles et les enzymes d’intérêt étant
choisis, divers paramètres des phases gastriques et intestinales étant fixés. Dans le cas
d’aliments protéiques, la spectrométrie de masse permet d’observer l’action des enzymes
en identifiant les fragments de protéine, les peptides, libérés au cours du temps. Ces pep-
tides sont des séquences de résidus d’acides aminés résultant de la coupure par une enzyme
d’une séquence plus grande, définissant ainsi une filiation entre peptides. L’objectif de ces
dispositifs expérimentaux est de comprendre la dynamique de génération par l’enzyme de
sous-séquences en cascade, à partir de coupures successives des protéines introduites en
début d’expérience. En particulier, une des questions majeures est celle de la spécificité ou
non de l’action de la pepsine (protéase de la phase gastrique). On entend ici par spécificité
le fait que la coupure d’une séquence de résidus d’acides aminés n’interviendrait pas au
hasard mais répondrait à des lois physico-chimiques favorisant une coupure à certains
endroits plutôt que d’autres.

D’un point de vue statistique, on peut voir cette question comme un problème d’es-
timation d’un modèle de régression liant la probabilité de coupure d’une séquence de
résidus d’acides aminés à des propriétés physico-chimiques de cette séquence décrites par
un profil de variables explicatives. A titre d’illustration, ce profil de variables explicatives
peut contenir le nombre de résidus d’acides aminés de la séquence, le nombre de résidus
d’acides aminés chargés ou encore un indice d’hydrophobie.

2 Modèle de régression logistique conditionnel

Si sijk désigne une séquence de résidus d’acides aminés observée au temps tj et pouvant
être clivée au temps tk, avec tj ∈ {0.5, 2, 5, 10, 20, 30}, tk ∈ {2, 5, 10, 20, 30, 60} et tk > tj,
alorsX(sijk) = (X1(sijk), . . . , Xp(sijk))′ est le profil de variables explicatives de la séquence
sijk, de dimension p ≥ 1. Par ailleurs, Y (sijk) est la variable réponse qui prend la valeur
1, si la séquence sijk a été coupée par l’enzyme entre tj et tk, 0 sinon. Des études

2

884

(



préalables incitent à proposer le modèle de régression logistique additif suivant, reliant la
probabilité π(sijk) = P(Y (sijk) = 1 | X(sijk) = x(sijk)) au profil x(sijk) observé pour sijk,
dans lequel les effets marginaux de chaque variable explicative sont décrits de manière
non-paramétrique :

logit
(
π(sijk)

)
= β(ijk)

0 +
p∑

r=1

f (ijk)
r

(
xr(sijk)

)
, (1)

où β(ijk)
0 ∈ R et f (ijk)

r est une fonction décrivant l’effet marginal de Xr(sijk) sur π(sijk).

On fait l’hypothèse que les profils de variables explicatives restent les mêmes au cours
du temps mais que les paramètres et fonctions d’effet du modèle (1) peuvent être différents
selon l’intervalle [tj; tk] sur lequel on modélise la probabilité de coupure. On estime donc
de manière séparée et indépendante les modèles de coupure aux différents intervalles
d’observation.

Pour une séquence sijk de résidus d’acides aminés observée au temps tj, le fait qu’aucune
sous-séquence de sijk ne soit observée à tk sera dans la suite considérée comme une con-
dition suffisante pour affirmer que sijk n’a pas été coupée par l’enzyme entre tj et tk et
donc que Y (sijk) = 0. En revanche, si au moins une sous-séquence de sijk est observée à
tk, l’affirmation que Y (sijk) = 1 repose le plus souvent sur une incertitude. En effet, les
sous-séquences de sijk observées à tk peuvent aussi résulter de la coupure par l’enzyme
d’autres séquences également observées à tj. L’estimation du modèle (1) repose donc sur
des observations partielles de la variable réponse Y (sijk), pour toutes les séquences sijk
observées au temps tj.

Cette situation particulière de données manquantes s’apparente à celle introduite
par Breslow et al. (1978) pour une problématique d’estimation de modèle de survie
en épidémiologie. Sous l’hypothèse qu’une seule séquence parmi les candidates pourrait
avoir généré les sous-séquences observées, le modèle de régression logistique conditionnel
proposé par Breslow et al. (1978) serait approprié. Par ailleurs, plus récemment, Hung et
al. (2017) introduisent également un modèle de régression logistique dans lequel seule une
version approximative de la variable réponse est observée. Dans le cas présent, on propose
d’aborder l’estimation du modèle (1) comme un problème d’estimation en situation de
données manquantes, le mécanisme générant l’absence de données étant non-ignorable.

3 Estimation itérative

En première approximation, on peut choisir de considérer que si au moins une sous-
séquence de sijk est observée à tk alors Y (sijk) = 1. Cette approximation conduit sans
ambigüıté à des valeurs observées de Y (sijk) pour toutes les séquences sijk et permet d’en
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déduire une estimation du modèle (1) par la méthode usuelle du maximum de vraisem-
blance.

Pour aller au-delà de cette première approximation, toujours dans le cas où au moins
une sous-séquence de sijk est observée à tk, on identifie la liste exhaustive C(sijk) =
{c1(sijk), . . . , cK(sijk)} des séquences candidates à la coupure, toutes observées à tj, et
sur lesquelles l’action de l’enzyme a pu générer les sous-séquences de sijk observées à
tk. La séquence sijk est donc un élément particulier de C(sijk) et, par convention, on
considèrera que c1(sijk) = sijk. Même si la notation ne le laisse pas parâıtre par souci de
simplicité, K = K(sijk) n’est pas le même selon la séquence sijk.

Si ce nombre K de séquences candidates est plus grand que 1, on ne peut pas affirmer
avec certitude que Y (sijk) = 1, mais seulement qu’il existe c ∈ C(sijk) tel que Y (c) = 1.
On en déduit la probabilité conditionnelle π(sijk | C(sijk)) que Y (sijk) = 1 :

π(sijk | C(sijk)) = P
(
Y (sijk) = 1 | ∪c∈C(sijk) [Y (c) = 1]

)
,

=
P
(
Y (sijk) = 1

)

P
(
∪c∈C(sijk)[Y (c) = 1]

) .

Par souci de simplicité, la notation ci-dessus omet le conditionnement ∩c∈C(sijk)[X(c) =
x(c)] par les profils de variables explicatives des séquences candidates.

Sous l’hypothèse d’indépendance entre les coupures par la pepsine des séquences can-
didates, on obtient :

π(sijk | C(sijk)) =
π(sijk)

1−
∏

c∈C(sijk)
(
1− π(c)

) .

L’observation des séquences de résidus d’acides aminés au temps tk et la connaissance
préalable des paramètres du modèle (1) permettent donc d’estimer la probabilité que la
séquence sijk ait été coupée entre tj et tk. On propose ici d’actualiser la valeur observée
de Y (sijk) selon la règle suivante : si π(sijk | C(sijk)) ≥ 0.5, alors Y (sijk) = 1 et Y (sijk) =
0 sinon. Après actualisation des valeurs obervées de la variable réponse pour toutes
les séquences observées à tj, l’estimation du modèle (1) peut elle-même être actualisée.
L’alternance d’actualisation des valeurs observées de la variable réponse et de l’estimation
du modèle se répète ainsi jusqu’à convergence.

4 Illustration

On se contente ici de présenter quelques résultats illustrant l’application de la méthode
présentée ci-dessus à des données expérimentales visant à décrire l’action de la pepsine au
cours de la digestion de protéines. La Table 1 donne les nombres de séquences considérées
comme coupées ou non par la pepsine entre 30s et 2mn de digestion, pour chacun des
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trois cycles nécessaires pour estimer le modèle de la probabilité de coupure à partir d’un
profil de 38 variables explicatives.

Peptides non
coupés

Peptides
probablement

coupés

Peptides
probablement
non coupés

Peptides
coupés

Initialement 584 147 0 14
Après 1er cycle 584 92 55 14
Après 2ème cycle 584 81 66 14
Après 3ème cycle 584 75 72 14

Table 1: Valeurs observées de la variable réponse après chaque itération de l’algorithme.

Pour 147 séquences peptidiques parmi les 745 identifiées à 30s, les données ne per-
mettaient pas d’affirmer avec certitude qu’elles avaient été coupées par la pepsine avant
2mn de digestion. Au bout de 3 cycles, un peu moins de 49% de ces 147 séquences ont
finalement été identifiées comme étant non coupées. Au delà du 3ème cycle, il n’y a plus
d’évolution des valeurs observées de la variable réponse.

Tous les modèles de coupure ont ainsi été améliorés, au sens d’un critère d’Akaike du
modèle final plus faible. Les modèles présentent également une complexité moins impor-
tante que lors de la première estimation, avec des courbes d’effets marginaux désormais
plus interprétables biologiquement. A titre d’exemple, La Figure 1 montre l’estimation
initiale et finale, après trois itérations, de la fonction décrivant l’effet marginal du point
isoélectrique d’un peptide sur la probabilité de coupure par la pepsine en début de diges-
tion (entre 30s et 2mn après le début). L’estimation finale révèle un effet plus marqué
que celle obtenue par l’approximation initiale.
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Figure 1: Courbe partielle du modèle pour le point isoelectrique (A) sans ajustement des
valeurs observées de la variable réponse et (B) après 3 cycles d’actualisation/estimation

Globalement, une valeur élevée du point isoelectrique d’un peptide, donc chargé posi-
tivement, favoriserait sa coupure par la pepsine. Ce résultat est cohérent avec la présence
de deux résidus d’acides aminés fortement chargés négativement dans le site actif de la
pepsine (Sepulveda et al., 1975), qui pourrait donc avoir une affinité particulière pour les
peptides chargés positivement.
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Abstract. We study a likelihood ratio test for testing a general class of CHARN
models. The LAN property is established for the family of likelihoods under study. The
test is proved to be optimal.

Keywords. Times series, changepoint, likelihood ratio test, LAN, optimality.

Résumé. Nous étudions un test du rapport de vraissemblance pour tester une classe
générale de modèles CHARN. La propriété LAN est établie pour la famille des vraissem-
blances considérées. L’optimalité du test est prouvée.

Mots-clés. Séries chronologiques, rupture, test du rapport de vraisemblance, LAN,
optimalité.

1 Introduction
We consider X1, . . . , Xn, observations generated by the CHARN model "Conditional Het-
eroskedastic Autoregressive Nonlinear" [1]

Xt = T (ρ0 + γ ! ω(t);Xt−1) + V (Xt−1)εt, t ∈ Z (1)

where (Xt)t∈Z is a locally stationary ergodic process, (εt)t∈Z is a standard white noise
with knowing density function f , Xt = (Xt, . . . , Xt−d+1)

#, T and V are real smooth
functions and V > 0, ρ#0 ∈ Rp, γ =

(
γ#
1 , . . . , γ

#
k+1

)# and for every j = 1, . . . , k + 1, γj ∈
Rp, ω(t) = (1[τ0,τ1)(t),1[τ1,τ2)(t), ...,1[τk−1,τk)(t),1[τk,τk+1)(t))

# = (ω1, . . . ,ωk+1) ∈ {0, 1}k+1.
We assume that, for every j = 1, . . . , k, nj(n) represents the number of observations in
[τj−1, τj), τ0 = 1 < τ1 < · · · < τk+1 = n. We suppose that, as n −→ +∞, nj(n) −→
+∞ and nj(n)

n −→ αj. Fj is the disribution function of Xj on [τj−1, τj). For every Π =(
Π#

1 , . . . ,Π
#
k+1

)# ∈ Rp(k+1) and Θ =
(
Θ#

1 , . . . ,Θ
#
k+1

)
∈ Rp(k+1),

Π!Θ = Π1Θ1 + · · ·+ Πk+1Θk+1
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and for any β and β̃ ∈ Rp(k+1),

β ◦ β̃ = β̃ ◦ β =








β1,1
...

β1,p





...


βk+1,1

...
βk+1,p









◦








β̃1,1
...

β̃1,p





...


β̃k+1,1

...
β̃k+1,p









=








β1,1β̃1,1

...
β1,pβ̃1,p





...


βk+1,1β̃k+1,1

...
βk+1,pβ̃k+1,p









∈ Rp(k+1)

stands for the Hadamard product [2].
We aim to test

H0 : γ = γ0 against H(n)
1 : γ = γn = γ0 + β

/√
n, where γ0 and β ∈ Rp(k+1)

∗ (2)

In this purpose, we used the likelihood ratio test.
Our primary goal is to verify that τj, j = 1, . . . , k, are instants of change or not. This
work is preliminary to the construction of a method for testing weak changes.
The changepoint theory was started by Page [3]. He used the cumulative sum (CUSUM)
to detect the changepoints in the mean of independent observations. Since then, there
has been a lot of work on changepoints see, eg. [4], [5], [6], [7].

2 Asymptotics
In the present paper, we investigate the case where the functions T, V and f are known,
as well as the nuisance parameter ρ0.

2.1 Likelihood ratio test
The log-likelihood ratio test Θn for H0 against H(n)

1 , can be expressed as follow

Θn = Θ1n −Θ2n + oP (1), (3)

where

• Θ1n =
1√
n

n∑

t=1

{
1

V (Xt−1)
β#N(γ0,Xt−1)φf [εt(γ0)]

}

• Θ2n =
1

2n

n∑

t=1

{
1

V 2(Xt−1)
β#M(γ0,Xt−1)βφ

′
f [εt(γ0)]−

1

V (Xt−1)
β#H(γ0,Xt−1)βφf [εt(γ0)]

}
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• M(γ0,Xt−1) = N(γ0,Xt−1)N#(γ0,Xt−1)

• N(γ0,Xt−1) = ω(t) ◦Dγ

[
T (γ0,Xt−1)

]

• Dγ[T (γ0,Xt−1)] =
(
∇γ1 [T (γ0,Xt−1)], . . . ,∇γk+1

[T (γ0,Xt−1)]
)#

∈ Rp(k+1)

• ∇γi [T (γ0,Xt−1)] =

(
∂T

∂γi,1
(γ0,Xt−1),

∂T

∂γi,2
(γ0,Xt−1), . . . ,

∂T

∂γi,p
(γ0,Xt−1)

)#

∈ Rp is

the gradient of T with espect to γi

• H(γ0,Xt−1) = ω(t)ω(t)# ◦Hγ(γ0,Xt−1)

• H(γ̃,Xt−1) =





H1(γ̃,Xt−1) 0 . . . 0
0 H2(γ̃,Xt−1)

. . . ...
... . . . . . . 0
0 . . . 0 Hk+1(γ̃,Xt−1)




∈ Rp(k+1)×p(k+1)

• Hi(γ̃,Xt−1) = ω2
i





∂2T

∂γ2
i,1

(γ̃,Xt−1) . . .
∂2T

∂γi,p∂γi,1
(γ̃,Xt−1)

... . . . ...
∂2T

∂γi,1∂γi,p
(γ̃,Xt−1) . . .

∂2T

∂γ2
i,p

(γ̃,Xt−1)




∈ Mp(R) for i =

1, . . . , k + 1.

where
εt (γ) =

Xt − T (ρ0 + γ ! ω(t),Xt−1)

V (Xt−1)
.

2.2 LAN property
After finding the expression of the likelihood ratio test, we must find its distribution. To
compute the distribution of the test under the null hypothesis, we need to establish the
LAN property stated in [5]. To do this, we proved that, under H0,

Θ2n −→
n−→+∞

η(γ0, β)

2
(4)

and

Θ1n −→
n−→+∞

N (0, η(γ0, β)), (5)
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where

η(γ0, β)) =
k+1∑

j=1

αj

∑

1≤h≤m≤p

βj,hβj,mηj,2(γ0),

ηj,2(γ0) = I(f)

∫

R

( 1

V (x)

)2 ∂T

∂γj,h
(γ0, x)

∂T

∂γj,m
(γ0, x)dFj(x) < ∞,

I(f) =

∫

R
φ2
f (x)f(x)dx < ∞.

We considered the central sequence Πn(γ0, β) expressed as follow

Πn(γ0, β) = Θ1n =
1√
n

n∑

t=1

{
1

V (Xt−1)
β#N(γ0,Xt−1)φf [εt(γ0)]

}
. (6)

Based on the previous results and under H0, we can write

(
Πn(γ0, β)

Θn

)
law−→ N

((
0

−η(γ0, β)

2

)
,

(
η(γ0, β) η(γ0, β)
η(γ0, β) η(γ0, β)

))
. (7)

By returning to testing H0 against H(n)
1 , we consider the following statistic of test:

Tn(γ0, β) =
Πn(γ0, β)

π̂n(γ0, β)
(8)

where

• π̂n(γ0, β) =
√
η̂n(γ0, β),

• η̂n(γ0, β) =
k+1∑

j=1

α̂j

∑

1≤h≤m≤p

β̂j,hβ̂j,mη̂j,2(γ0),

• η̂j,2(γ0) = I(f)

∫

R

1

V 2(x)

∂T

∂γj,h
(γ0, x)

∂T

∂γj,m
(γ0, x)dFj(x)

• η̂j,2(γ0) is an estimator of ηj,2(γ0) and α̂j is an estimator of lim
n−→+∞

nj(n)

n
.

As n −→ +∞, under H0, we have

Tn(γ0, β)
law−→ N (0, 1).
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From (7), by the Le Cam’s third lemma (proposition 4.2 in [5]), under H(n)
1 , we can write

Πn(γ0, β)
law−→ N (η(γ0, β), η(γ0, β)).

We show that, when n −→ +∞, under H0,

π̂n(γ0, β) −→ π(γ0, β).

This convergence remains true under H(n)
1 by contiguity.

By using Le cam’s third lemma, we conclude that under H(n)
1 , as n −→ +∞,

Πn(γ0, β)

π(γ0, β)
law−→ N (π(γ0, β), 1).

Then, under H(n)
1 , as n −→ +∞, we have

Πn(γ0, β)

π̂n(γ0, β)
law−→ N (π(γ0, β), 1).

We used in this section many mathematical tools in order to analyse the asymtotic be-
havior of our test under the null and the alternatives hypotheses.

2.3 Power of the test
To calculate the power of our test statistic , we need to derive the asymptotic cumulative

distribution of
Πn(γ0, β)

π̂n(γ0, β)
.

From simple computation, one has:

lim
n−→+∞

P
(Πn(γ0, β)

π̂n(γ0, β)
> zα

∣∣H(n)
1

)
= 1− Φ(zα − π(γ0, β)),

where Φ is the cunulative distribution function of a standard Gaussian distribution and
zα is its (1− α)-quantile, α ∈ [0, 1].
By using section 4.4.3 of [5], the test based on Tn(γ0, β) is locally asymptotic optimal.

3 Conclusion
The aim of the present work is a preliminary study to a new changepoint detection method
that we are currently investigating as a generalisation of Ngatchou-Wandji and Ltaifa [8].
The likelihood ratio test studied here is optimal. The LAN property is an important tool
to find the distribution of the test under the local alternatives.
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Résumé. Les modèles graphiques Gaussiens sont largement utilisés pour l’analyse de
données génomiques. Une difficulté majeure réside dans le nombre de variables mesurées,
qui excède en général le nombre d’observations de plusieurs ordres de grandeur. Pour
cette raison, une réduction du nombre de variables est souvent réalisée avant de procéder
à l’inférence de graphes. Nous proposons une nouvelle méthode permettant d’inférer si-
multanément une structure de clustering hiérarchique, et les graphes décrivant la structure
d’indépendance à chaque niveau de la hiérarchie. Cette méthode repose sur la résolution
d’un problème d’optimisation convexe combinant une pénalité de type lasso graphique,
avec une pénalité fused lasso. Nous résolvons ce problème à l’aide d’un algorithme re-
posant sur le lissage de Nesterov, et présentons des résultats initiaux de simulation sur
des données réelles.
Mots-clés. Modèles graphiques Gaussiens, clustering hiérarchique, fused lasso

Abstract. Gaussian graphical models are widely used for the analysis of genomic data.
A major difficulty lies in the number of measured variables, which generally exceeds the
number of observations by several orders of magnitude. For this reason, a reduction of the
number of variables is often performed before proceeding to graph inference. We propose
a new method allowing to simultaneously infer a hierarchical clustering structure, as well
as the graphs describing the structure of independence, at each level of the hierarchy.
This method is based on solving a convex optimization problem combining a graphical
lasso penalty, with a fused type lasso penalty. We solve this problem using an algorithm
based on Nesterov’s smoothing, and present initial results on real data.
Keywords. Gaussian graphical models, hierarchical clustering, fused lasso

1 Introduction

Graphical models (Lauritzen, 1996) allow to visually synthesize scientific content through
modular networks, and are used in several fields ranging from social sciences to genetics
and economics.
Let X = (X1, . . . , Xp) be a p-dimensional Gaussian random vector, with mean µ and
covariance matrix Σ.
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The conditional independence structure of X is characterized by a graph G = (V,E),
where V = {1, . . . p} is the set of vertices and E the set of edges, uniquely determined
by the support of the precision matrix Ω = Σ−1 (Dempster, 1972). In other words, for
any two vertices i, j ∈ V , the edge (i, j) belongs to the set E if and only if Ωij "= 0. In
addition, Ωij = 0 if and only if the i-th and j-th variables are conditionally independent
given the others.
The inference of Gaussian graphical models thus boils down to inferring the support Ω,
which is generally assumed to be sparse, leading to sparse graph inference (Meinshausen
and Bühlmann 2006, Friedman et al. 2008).
See, e.g., Fan (2016) for a review of sparse graph inference methods. In addition to
sparsity, structural assumptions on the underlying graph structure are often used during
the inference task. For instance, clustering structures (Ambroise et al. 2009, Tan et
al. 2013, Devijver and Gallopin 2017, Cheng et al. (2017)).
We propose a novel method to estimate simultaneously a hierarchical clustering structure,
and graphical models depicting the conditional independence structure between meta-
variables, at each level of the hierarchy. The procedure is based on a convex optimization
problem with a hybrid penalty term combining a graphical lasso and a fused lasso penalty.
In the spirit of convex hierarchical clustering, introduced by Hocking et al. (2011), the
hierarchy is obtained by spanning the entire regularization path. We solve the optimiza-
tion problem using an efficient convex optimization algorithm based on the continuation
of Nesterov’s smooting technique (Hadj-Selem et al. 2018), and present initial results on
real data.

2 Multiscale Graphical Lasso

High-dimensional inference of Gaussian graphical models often relies on sparse estima-
tion of the precision matrix. The neighborhood selection introduced by Meinshausen et
Bühlmann (2006) is a well known example which estimates the network structure by re-
gressing each variable in the data set on the others, and applying lasso regularization.
Let the n × p-dimensional matrix X contains n independent observations of a Gaussian
p-dimensional vector. Let’s denote β̂ = (β̂i)1≤i≤p ∈ Rp×p the estimator of regression
coefficients; Meinshausen et Bühlmann (2006) define β̂ through the convex program

β̂ = argmin
β∈Rp×p

βi
i=0 for all i

{
p∑

i=1

1

n
||Xi −Xβi||22 + λ||βi||1

}
.

The neighborhood selection approach enjoys many favorable theoretical and empirical
properties, and is robust to high-dimensional problems. However, in settings where the
number of variables greatly exceeds the number of observations, as it is the case in genomic
data analysis (number of samples ∼ 100 and number of variables ∼ 1e4), inferring clusters
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of variables prior or simultaneously to graph inference is often necessary, for the sake of
both statistical sanity and interpretability.
We revisit the neighborhood selection method of Meinshausen et Bühlmann (2006) with
the addition of a group-fused lasso type penalty, which allows simultaneous inference of
a graphical model and a hierarchical clustering of the variables.
The addition of fused type term in the inference of graphical models has been studied by
authors such as Danaher et al. (2014), Ganguly et al. (2014) with a prior knowledge on
the structure of the variables or observations. Meixia et al.(2020) proposed a likelihood-
based method to infer also simultaneously clustering structure and a network using a
l1-norm fused norm.
We propose to minimize the following pseudo-likelihood which combines lasso and group-
fused lasso penalties:

f(β;X) =
p∑

i=1

1

n
||Xi −Xβi||22 + λ1

p∑

i=1

||βi||1 + λ2

∑

i<j

||βi − τij(βj)||2, (1)

where τij is a transposition which replaces the difference βij −βjj by βij −βji. In addition
to the lasso penalty term on βi, we have therefore introduced a group-fused lasso penalty
term on the pairwise differences. This penalty sums up the l2-norm of the pairwise
differences between regression vectors, forcing them to be identical as λ2 increases. Thus,
in the spirit of convex clustering introduced by Hocking et al. (2011), we get a hierarchical
clustering structure by spanning the regularization path obtainted by varying λ2 while
λ1 is fixed. Note that in the remaining of the paper, we will consider the transposition
notation as implicit for the sake of simplicity.
We construct meta-variables for each cluster according to the approach defined in Park
et al. (2006), which regress a response variable on the mean variables of the clusters.
Thus, for each level of the clustering hierarchy, our clusters are replaced by the average
of the variables that compose them. This has the advantage of reducing the number
of parameters to be estimated as we go up in the hierarchy, but also of synthesizing
the information by filling the clusters with representative variables. The representative
variables are the average of the group variables.

3 Continuation of Nesterov’s Smoothing (CONESTA)

Minimizing our convex optimization problem

argmin
β∈Rp×p

βi
i=0 for all i

f(β;X), (2)

can be casted in the framework of the CONESTA solver (Hadj-Selem et al., 2018).
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CONESTA solver addresses a very general class of optimization problems including many
group-wise penalties. The function that it minimizes has the form

f(β) = g(β) + λ1h(β) + λ2s(β),

where g(β) is a least square criterion with ridge loss, h(β) is a penalty whose proximal is
know (for example the $1 loss) and s(β) is a $1,2 loss of the form

s(β) =
∑

φ

‖Aφβφ‖2,

where Aφ are linear operators and βφ subvectors of vec(β). CONESTA then approaches
the l1,2-norm with a smooth function which gradient is known after applying a Nesterov
smoothing. The smoothing parameter is then updated dynamically with respect to the
distance to the minimum of the cost function. As this minimum is not known, CONESTA
proposes an upper bound of the distance to the minimum using the duality gap. A FISTA
(Beck and teboulle, 2009) algorithm is then used to solve the optimization problem for a
fixed value of the smoothing parameter.
Our graphical inference problem can be reformulated for the CONESTA solver by speci-
fying the linear operators AΦ for the $1,2 group norm:

s(β) =
∑

φ

‖Aφβφ‖2 =
∑

i<j

||βi − βj||2 =
∑

i<j

||Aijvec(β)||2 (3)

where Aij is a p× p2 matrix defined by

Aij(k, $) =






1, if $ = (i− 1)p+ k,

−1, if $ = (j − 1)p+ k,

0, otherwise.

4 Numerical illustration

We illustrate our new method for inference of multiscale Gaussian graphical model, with
an application to the analysis of microbial associations from the American Gut project.
The dataset used is a subset composed of n = 25 samples and p = 127 microbial opera-
tional taxonomic units counts. We normalized the data by applying the centered log-ratio
normalization as proposed by Kurtz et al. (2015) and also by Rau (2017).
We fix starting values of l1-norm and l12-norm penalties at 1e−4. They are increased
iteratively as we get higher in the hierarchy. The threshold for OTUs fusion, that is
euclidean distance between regression vectors, is fixed to 1e−5.
The visualization of estimated graphs is proposed for three levels in the hierarchy in
Figure 1. For each level, an associated network is availble. This allows as we go up in the
hierarchy to compress the information.
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(a) Dendrogram. (b) Cluster assignments and independence
graphs for k = 127 (graphical lasso) k = 81

and k = 41 clusters.

Figure 1: Variable fusions and graphical models for three different compression scales.
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Résumé. Afin d’identifier la connectivité fonctionnelle entre neurones, des travaux
précédents (dans [5] notamment) ont utilisé des processus de Hawkes pour modéliser les in-
tensités conditionnelles des trains de spikes et ont reconstruit la connectivité fonctionnelle
par moindres carrés pénalisés. On propose ici une nouvelle méthode de construction des
matrices du même problème Lasso obtenu et l’utilisation d’un autre solveur, qui semble
plus efficace, pour une amélioration du temps de calcul.

Mots-clés. Neurosciences, processus de Hawkes, Lasso, connectivité fonctionnelle,
méthode d’active set

Abstract. To identify the functional connectivity between neurons, previous works
(see [5] in particular) have used Hawkes processes to model conditional intensities of spike
trains and have reconstructed functional connectivity by penalized least square method.
We propose here a new method to construct the matrices in the same resulting Lasso
problem and the choice of another solver, which seems to be more efficient, to improve
computational times.

Keywords. Neuroscience, Hawkes processes, Lasso, functional connectivity, active
set method

1 Présentation du problème

Le but est d’étudier la connectivité fonctionnelle entre neurones, qui est un enjeu im-
portant en Neurosciences. La présente étude est basée sur l’enregistrement simultané
des temps d’émission des potentiels d’action, ou spikes, de M neurones. Comme cela a
été présenté dans [5], on considère M trains de spikes simultanés, modélisés comme des
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processus de Hawkes multivariés. L’intensité du i -ième train de spikes N i a la forme
suivante

λiptq “

¨

˝νi `
Mÿ

j“1

ÿ

TPNj ,Tăt

hjÑipt ´ T q

˛

‚

`

, @ t, @i P v1,Mw.

Le coefficient νi est le taux de décharge spontané du i -ième train de spikes, donnant la
fréquence moyenne d’apparition d’un nouveau spike en l’absence d’excitation ou d’inhibition,
et la fonction hjÑi, qui dépend du temps, modélise l’interaction excitatrice ou inhibitrice
du j -ième train sur le i -ième. On suppose que les fonctions hjÑi sont constantes par
morceaux sur une partition de K intervalles de taille δ, telles que:

hjÑi “
Kÿ

k“1

akjÑi ϕk où ϕk “ 1ppk´1qδ,kδs.

Les coefficients pνiq et pakjÑiq doivent être estimés, pour tous pi, jq P v1,Mw2 et k P v1, Kw.
Le code neuro-stat1, inclus dans le package R UnitEvents2, introduit dans [5], permet

de retrouver une estimation sparse des coefficients pνiq et pakjÑiq et donc du graphe de
connectivité fonctionnelle (où l’existence d’une connexion entre j et i correspond à la
non nullité de hjÑi). De plus, le code permet aussi, en fonction de différentes phases de
l’enregistrement, d’estimer différents jeux de paramètres et différents graphes (typique-
ment on peut alors associer un graphe à un comportement animal).

Ici nous nous intéressons à l’amélioration de l’algorithme sur une plage de temps fixée
pTmin, Tmaxs.
De manière générale, on se focalise sur le critère des moindres carrés suivant, que nous
pénaliserons ensuite:

ż Tmax

Tmin

λi
2ptq dt ´ 2

ż Tmax

Tmin

λiptq dN i
t

où λi est un candidat intensité de la forme

λiptq “ νi `
Mÿ

j“1

ÿ

TPNj ,Tăt

hjÑipt ´ T q, @ t, @i P v1,Mw,

avec hjÑi “
Kÿ

k“1

akjÑi ϕk

Soit ψl
tpϕkq la fonction prévisible définie par:

ψl
tpϕkq “

ż t´

´8
ϕkpt ´ uq dN l

u “
ÿ

Tăt,TPN l

1ppk´1qδ,kδspt ´ T q, (1)

1https://github.com/ybouret/neuro-stat
2https://sourcesup.renater.fr/frs/?group_id=3267
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on en déduit de (1) que λi s’écrit donc sur le dictionnaire des fonctions prévisibles sous la
forme suivante

λiptq “ νi `
Mÿ

j“1

Kÿ

k“1

akjÑi ψ
j
t pϕkq

En introduisant comme dans [5] les matrices b et G, de dimension p1`MKq-by-M (resp.
p1`MKq-by-p1`MKq), et en notant αpl, kq “ 1`pl´1qK`k, l’indice dans v2, 1`M Kw,
pour k P v1, Kw et l P v1,Mw, on voit que le critère des moindres carrés devient

´2 Tbi β ` TβG β @i avec

bi
αpl,kq “

ż Tmax

Tmin

ψl
tpϕkq dN i

t et bi
1 “ # tT P N i, T P pTmin, Tmaxsu ,

Gαpl1,k1q,αpl2,k2q “
ż Tmax

Tmin

ψl1
t pϕk1qψl2

t pϕk2qdt, Gαpl,kq,1“
ż Tmax

Tmin

ψl
tpϕkq dt et G1,1“Tmax´Tmin

(2)

En suivant [3], on pénalise par une norme l1 à poids tels que d est une matrice de dimension
p1 ` MKq-by-M définie à partir de µ2 (de même dimension) et µA vecteur de taille
p1 ` MKq.

On utilise la même définition que [5] pour d, dans laquelle on prend γ “ 3.

di “ a
2γ clog µ2i ` γ

3
clog µA, @i P v1, 1`MKw, clog “ logpp1`MKqMq

pµAqαpl,kq “ sup
tPpTmin,Tmaxs

|ψl
tpϕkq|, pµAq1 “ 1,

pµ2qiαpl,kq “
ż Tmax

Tmin

`
ψl
tpϕkq

˘2
dN i

t , pµ2qi1 “ #
"
T P N i, T P pTmin, T

maxs
(
.

(3)

On suit la même procédure que dans [5] et l’on doit résoudre un ensemble de problèmes
Lasso de dimension p1`M Kq, pour tout i P v1,Mw, pour obtenir les coefficients akjÑi

ai
BL “ arg min

βPRp1`MKq
´2 Tbi β ` TβG β ` 2 Tdi |β|

avec ai
BL “ pνi, a11Ñi, a

2
1Ñi, ¨ ¨ ¨ , aK1Ñi, a

1
2Ñi, ¨ ¨ ¨ , aKMÑiq

et |β| “ p|β1|, |β2|, ¨ ¨ ¨ , |βMK |, |β1`MK |q
(4)
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2 Nouvelle méthode et résultats

La méthode mise en œuvre dans [5], dans le code neuro-stat, est coûteuse en temps calcul
et utilisable uniquement dans le logiciel R, ce qui conduit à certaines limitations. En effet,
cette méthode utilisait des calculs d’intégrales de fonctions constantes par morceaux pour
définir les matrices intervenant dans le problème d’estimation. Si Ntot désigne le nombre
total de spikes, la complexité était alors en OpM NtotK2q pour G et en OpM NtotKq
pour pb, µA, µ2q.

L’objectif est de considérer ici entre 1 000 et 10 000 neurones, soit un nombre supérieur
à celui considéré dans [5]. La référence est le BlueBrain project3 qui simule des colonnes
corticales d’environ 10 000 neurones.

La nouvelle méthode présentée ici utilise, comme la précédente, des fonctions à support
borné mais est moins coûteuse: on utilise la portée A “ Kδ de telle sorte que l’influence
du spike τ1 est nulle sur le spike τ2 si |τ1´τ2|ąA. Dans la nouvelle méthode de calcul,
T est un tableau de taille Ntot, contenant les valeurs des temps de spikes dans l’ordre
croissant et indépendamment des neurones; neur est un tableau de même taille que T
contenant le numéro de neurone du spike correspondant. La Figure 1 illustre la nouvelle
méthode utilisée pour calculer G, b, µ2 et µA, où l’on passe en revue chacun des spikes
et l’on affecte sa contribution à l’indice approprié de la quantité à calculer.

bins and scope
for this spike

Tmin

(beginning of the
time window)

Tmax

(end of the
time window)

time

scope
neuron 1 spike

neuron 3 spike
neuron 2 spike

1st
bin

2nd
bin

δ

Figure 1: Exemple pour M“3 neurones et K“5 bins

Par exemple, on obtient pour les différents termes de G définie dans (2):
Pour tous l P v1,Mw, k P v1, Kw, on a

G1,αpl,kq “
ÿ

θPN l,
pTmin´AqďθăTmax

pmin pTmax, k δ ` θq ´ max pTmin, pk´1q δ ` θqq ,

3https://www.epfl.ch/research/domains/bluebrain/
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On obtient pour tous pk1, k2q P v1, Kw2, pl1, l2q P v1,Mw

Gαpl1,k1q,αpl2,k2q “
ÿ

pθ,τqPpN l1ˆN l2 q,
pTmin´AďθăτăTmaxq

pmin pθ`k1δ, τ`k2δ, T
maxq ´ max pθ`pk1´1qδ, τ`pk2´1qδ, Tminqq

Le calcul de G est décrit en Figure 2 (avec une numérotation des indices commençant
à 0).

Figure 2: Nouvel algorithme pour G

On calcule les autres quantités définies dans (2) et (3) en suivant le même procédé.

Les Figures 3 et 4 montrent une comparaison des temps de construction de G entre
neuro-stat et la nouvelle méthode, sur deux exemples, le premier à Ntot fixé (Ntot »
9.0 106), simulant des processus de Poisson; le second tel que Ntot“M νpTmax ´ Tminq où
ν est une fréquence donnée (ν “ 20 Hz), simulant des processus de Hawkes sur l’intervalle
de temps p0, 100s avec le code SPIKES (voir [6]). La nouvelle méthode est plus efficace.
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Pour le calcul des estimateurs définis dans (4), on utilise désormais la méthode d’Active
Set semblable à celle expliquée dans [1] afin de réduire les temps calculs. Pour chaque
problème Lasso intermédiaire, on utilise un solveiur LARS (cf [2]).

Sur la Figure 5, le test considéré ici est un processus de Hawkes utilisant le code
SPIKES [6] sur (0,100] avec un taux de décharge spontanée de 10 Hz pour chaque neurone
et un nombre moyen de connexions pour chaque neurone égal à 25. Pour la reconstruction,
on choisit δ “ 0.02 s. Après comparaison à neuro-stat, les valeurs numériques obtenues
sont identiques entre les deux méthodes (à la précision numérique près).

Figure 3: Comparaison des temps calcul de
G - K “ 2 et 5 - Test 1

Figure 4: Comparaison des temps calcul de
G - K “ 1 et 2 - Test 2

Figure 5: Comparaison des temps calcul
des estimateurs - Test 3
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En utilisant des trains de spikes simulés à l’aide du code SPIKES décrit dans [6], une
série de tests a été menée sur des réseaux de grande taille, entre 5 000 et 20 000 neurones.
Le Tableau 1 présente les caractéristiques de chaque réseau.

M nombre de spikes Tmin (s) Tmax (s) taux de
décharge (Hz)

coefficients
d’interaction

5 000 20 410 540 0 100 20 25
10 000 85 572 676 0 100 20 25
10 000 107 032 361 0 100 75% à 20 Hz,

12.5% à 10 Hz,
12.5% à 40 Hz

25

10 000 128 228 049 0 100 50% à 10 Hz,
50% à 50 Hz

25

15 000 121 800 711 0 100 20 25
20 000 163 450 693 0 100 20 25

Table 1: Description des réseaux

Le Tableau 2 montre les temps calcul obtenus pour les trains de spikes du Tableau 1.

test M temps calcul
pour G (s)

temps
pour b (s)

temps
pour
muA (s)

temps
pour mu2

(s)

temps pour
estimateur
BOL (s)

mémoire
max (Go)

1 5 000 5 405.72 2 190.49 0.34 1 736.79 691.82 3.06
2 10 000 34 395.4 14 432 1.37 23 605.3 2 181.3 11
3 10 000 53 100.8 21 491.7 1.71 42 457.8 2 083.58 11
4 10 000 69 998.9 30 334.2 2.05 64 523.9 2 254.43 11
5 15 000 74 096.1 30 063.3 1.95 48 759.5 6 087.92 26
6 20 000 134 760 56 184.6 2.64 90 188.4 11 492 47

Table 2: Temps calcul pour les exemples du Tableau 1
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3 Conclusion et perspectives

On a expliqué comment améliorer le temps de calcul de la matrice G par rapport à
la méthode précédente et on a montré des résultats de comparaison. On procède de
manière semblable pour améliorer les temps calcul pour b, µ2 et µA. Les temps calcul
des estimateurs du problème Lasso ont aussi été réduits en utilisant la méthode d’Active
Set.

Des premiers tests pour des nombres de neurones élevés ont été menés. L’article [4] est
une référence récente présentant des résultats de reconstruction de la connectivité pour
des réseaux allant jusqu’à 10 000 neurones, à l’aide des corrélations croisées.
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Résumé. Nous proposons un cadre théorique pour l’étude du problème de l’apprentissage
d’une fonction réelle qui satisfasse à des critères d’équité. Ce cadre est bâti sur la notion
d’amélioration relative de niveau α de la fonction de régression, que nous introduisons à
partir de la théorie du transport optimal. Le cas α = 0 correspond au problème de régres-
sion sous contrainte de “Parité Démographique”, tandis que nous retrouvons le problème
usuel de régression pour α = 1. Les valeurs intermédiaires α ∈ (0, 1) nous permettent
d’interpoler de manière continue entre les deux cas pré-cités pour étudier les propriétés de
prédicteurs partiellement équitables. Au sein de ce cadre, nous quantifions de manière
précise le coût, en terme de risque, induit par l’introduction de la contrainte d’équité.

Mots-clés. Régression, équité, transport optimal, arbitrage.
Abstract. We propose a theoretical framework for the problem of learning a real-

valued function which meets fairness requirements. This framework is built upon the
notion of α-relative (fairness) improvement of the regression function which we introduce
using the theory of optimal transport. Setting α = 0 corresponds to the regression
problem under the Demographic Parity constraint, while α = 1 corresponds to the classical
regression problem without any constraints. For α ∈ (0, 1) the proposed framework allows
to continuously interpolate between these two extreme cases and to study partially fair
predictors. Within this framework we precisely quantify the cost in risk induced by the
introduction of the fairness constraint.

Keywords. Regression, fairness, optimal transport, trade-off.

1 Introduction
Data driven algorithms are deployed in almost all areas of modern daily life and it becomes
increasingly more important to adequately address the fundamental issue of historical

∗Titre alternatif : Sur la théorie des déblais et de remblais pour l’éthique en intelligence artificielle.
§Cette note présente quelques résultats de Chzhen and Schreuder (2020). Nous renvoyons le lecteur

vers cet article pour une étude plus détaillée de ce problème et pour accéder aux preuves des résultats
énoncés.
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biases present in the data (Barocas et al., 2019). The goal of algorithmic fairness is to
bridge the gap between the statistical theory of decision making and the understanding of
justice, equality, and diversity. The literature on fairness is broad and its volume increases
day by day, we refer the reader to (Barocas et al., 2019, Mehrabi et al., 2019) for a general
introduction on the subject and to (del Barrio et al., 2020, Oneto and Chiappa, 2020) for
reviews of the most recent theoretical advances.

Basically, the mathematical definitions of fairness can be divided into two groups (Dwork
et al., 2012): individual fairness and group fairness. The former notion reflects the principle
that similar individuals must be treated similarly, which translates into Lipschitz type
constraints on possible prediction rules. The latter defines fairness on population level
via (conditional) statistical independence of a prediction from a sensitive attribute (e.g.,
gender, ethnicity). A popular formalization of such notion is through the Demographic
Parity constraint, initially introduced in the context of binary classification (Calders et al.,
2009). Despite of some limitations (Hardt et al., 2016), the concept of Demographic Parity
is natural and suitable for a range of applied problems (Köeppen et al., 2014, Zink and
Rose, 2019).

In this work we study the regression problem of learning a real-valued prediction func-
tion, which complies with an approximate notion of Demographic Parity while minimizing
expected squared loss.

Unlike its classification counterpart, the problem of fair regression has received far less
attention in the literature. However, as argued by Agarwal et al. (2019), classifiers only
provide binary decisions, while in practice final decisions are taken by humans based on
predictions from the machine. In this case a continuous prediction is more informative
than a binary one and justifies the need for studying fairness in the regression framework.

Notation For any univariate probability measure µ we denote by Fµ (resp. F−1
µ ) the

cumulative distribution function (resp. the quantile function) of µ. For two random
variables U and V we denote by Law(U | V=v) the conditional distribution of the random
variable U | V=v and we write U

d
= V to denote their equality in distribution. For

any integer K ≥ 1, we denote by ∆K−1 the probability simplex in RK and we write
[K] = {1, . . . , K}. For any a, b ∈ R we denote by a∨b (resp. a∧b) the maximum (resp. the
minimum) between a, b. We denote by P2(Rd) the space of probability measures on Rd

with finite second-order moment.

2 Problem statement
We study the regression problem when a sensitive attribute is available. The statistician
observes triplets (X1, S1, Y1), . . . , (Xn, Sn, Yn) ∈ Rp × [K] × R, which are connected by

2

910

#



the following regression-type relation

Yi = f ∗(X i, Si) + ξi , i ∈ [n] , (1)

where ξi ∈ R is a centered random variable and f ∗ : Rp × [K] → R is the regression
function. Here for each i ∈ [n], X i is a feature vector taking values in Rp, Si is a sensitive
attribute taking values in [K], and Yi is a real-valued dependent variable. A prediction is
any measurable function of the form f : Rp × [K] → R. We define the risk of a prediction
function f via the L2 distance to the regression function f ∗ as

R(f) := ‖f − f ∗‖22 :=
K∑

s=1

wsE
[
(f(X, S)− f ∗(X, S))2 | S = s

]
, (Risk measure)

where E[ · | S=s] is the expectation w.r.t. the distribution of the features X in the
group S = s and w = (w1, . . . , wK)# ∈ ∆K−1 is a probability vector, which weights the
group-wise risks.

For any s ∈ [K] define ν∗
s as Law(f ∗(X, S) | S=s) – the distribution of the optimal

prediction inside the group S = s. Throughout this work we make the following assumption
on those measures, which is, for instance, satisfied in linear regression with Gaussian
design.

Assumption 2.1. The measures {ν∗
s}s∈[K] are non-atomic and have finite second moments.

Regression with fairness constraints
Any predictor f induces a group-wise distribution of the predicted outcomes Law(f(X, S) |
S=s) for s ∈ [K]. The high-level idea of group fairness notions is to bound or diminish an
eventual discrepancy between these distributions.

We define the unfairness of a predictor f as the sum of the weighted distances between
{Law(f(X, S) | S=s)}s∈[K] and their common barycenter w.r.t. the Wasserstein-2 distance

U(f) := min
ν∈P2(R)

K∑

s=1

wsW
2
2

(
Law(f(X, S) | S=s), ν

)
. (Unfairness measure)

In particular, since the Wasserstein-2 distance is a metric on the space probability distri-
butions with finite second-order moment P2(Rd), a predictor f is such that U(f) = 0 if
and only if it satisfies the Demographic Parity (DP) constraint defined as

(
f(X, S) | S = s

) d
=

(
f(X, S) | S = s′

)
, ∀s, s′ ∈ [K] . (DP)

In the literature those predictions that do not satisfy the DP constraint often called as
those that produce Disparate Impact. Exact DP is not necessarily desirable in practice
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and it is common in the literature to consider relaxations of this constraint. In this work
we introduce the α-Relative Improvement (α-RI) constraint – a novel DP relaxation based
on our unfairness measure. We say that a predictor f satisfies the α-RI constraint for
some α ∈ [0, 1] if its unfairness is at most an α fraction of the unfairness of the regression
function f ∗, that is, U(f) ≤ αU(f ∗). Importantly, the fairness requirement is stated
relatively to the unfairness of the regression function f ∗, which allows to make a more
informed choice of α.

Formally, for a fixed α ∈ [0, 1], the goal of a statistician in our framework is to build
an estimator f̂ using data, which enjoys two guarantees (with high probability)

α-RI guarantee: U(f̂) ≤ αU(f ∗) and Risk guarantee: R(f̂) ≤ rn,α,f∗ .

The former ensures that f̂ satisfies the α-RI constraint. In the latter guarantee we seek the
sequence rn,α,f∗ being as small as possible in order to quantify two effects : the introduction
of the α-RI fairness constraint and the statistical estimation.

3 Oracle α-relative improvement
The natural question that we address is: assuming that the underlying distribution of
X | S and the regression function f ∗ are known, which prediction rule f ∗

α minimizes the
expected squared loss under the α-RI constraint U(f ∗

α) ≤ αU(f ∗)?
This section is devoted to the study of the α-relative improvement f ∗

α on population
level, that is, in this section we study

f ∗
α ∈ argmin {R(f) : U(f) ≤ αU(f ∗)} , ∀α ∈ [0, 1] . (2)

The characterization of f ∗
0 (no fairness relaxation) was provided by (Chzhen et al.,

2020, Le Gouic et al., 2020), we include their result to keep the presentation self-contained.

Theorem 3.1. Let Assumption 2.1 be satisfied, then

min
{
R(f) :

(
f(X, S) | S = s

) d
=

(
f(X, S) | S = s′

)
∀s, s′ ∈ [K]

}
= U(f ∗) . (3)

Moreover, the distribution of the minimizer of the problem on the l.h.s. is given by

argmin
ν∈P2(R)

K∑

s=1

wsW
2
2 (Law(f

∗(X, S) | S=s), ν) .

An important consequence of Theorem 3.1 is that it puts the risk R and the unfairness
U – two conflicting quantities – on the same scale. In particular, it allows to measure both
fairness and risk using the same unit measurements, hence, study the trade-off between the
two. However, Theorem 3.1 says nothing about the whole family of oracle α-RI {f ∗

α}α∈[0,1]
The next result establishes a closed form solution to the minimization Problem (2) under
Assumption 2.1 for any value of α ∈ [0, 1].
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Theorem 3.2. Let Assumption 2.1 be satisfied, then for all α ∈ [0, 1] and all (x, s) ∈
Rp × [K] (up to a set of null measure) it holds that

f ∗
α(x, s) =

√
αf ∗

1 (x, s) + (1−
√
α)f ∗

0 (x, s) .

Recall that f ∗ = f ∗
1 , hence the α-relative improvement f ∗

α is the point-wise convex
combination of exactly fair prediction f ∗

0 and the regression function f ∗
1 . Besides, setting

α = 0 we recover the result of Chzhen et al. (2020), Le Gouic et al. (2020) as a particular
case of our framework. The set of oracle α-RI {f ∗

α}α∈[0,1] satisfies the following properties.

1. Risk and fairness monotonicity: if α ≤ α′, then R(f ∗
α) ≥ R(f ∗

α′) and U(f ∗
α) ≤

U(f ∗
α′).

2. Point-wise convexity: for all α,α′ ∈ [0, 1] and all τ ∈ [0, 1] it holds that τf ∗
α+(1−

τ)f ∗
α′ ∈ {f ∗

α}α∈[0,1]. Moreover τf ∗
α + (1− τ)f ∗

α′ = f ∗
ᾱ with ᾱ = (τ

√
α + (1− τ)

√
α′)2.

3. Order preservation: for all s ∈ [K],x,x′ ∈ Rp, if f ∗(x, s) ≥ f ∗(x′, s), then for all
α ∈ [0, 1] it holds that f ∗

α(x, s) ≥ f ∗
α(x

′, s).

The first property is intuitive and does not require the result of Theorem 3.2. The second
property can be directly derived using the expression of f ∗

α and it describes additional
algebraic structure of the family {f ∗

α}α∈[0,1] . The third group-wise order preserving
property of f ∗

α is particularly attractive. Its proof is straightforward after the observation
that Fν∗s and

∑K
s′=1 ws′F

−1
ν∗
s′

are non-decreasing functions and the fact that the composition
of two non-decreasing functions is non-decreasing. For the special case of α = 0, this
observation has already been made in (Chzhen et al., 2020) and a practical algorithm
that follows the group-wise order preservation property was proposed by Plečko and
Meinshausen (2020). In words, this property says: given any two individuals x,x′ ∈ Rp

from the same sensitive group s ∈ [K], if the optimal prediction f ∗(x, s) for x is larger
than that for x′, then across all levels α of fairness parameter the oracle α-RI f ∗

α is not
changing this order.

3.1 Risk-fairness trade-off on the population level
The next key result of our framework establishes the risk-fairness trade-off provided by
the parameter α ∈ [0, 1] on the population level. In particular, it establishes a simple
user-friendly relation between the risk and unfairness of α-relative improvement. Note that
such a result is not available neither for UTV nor for UKS, due to fundamentally different
geometries of the squared risk and the aforementioned distances.

Theorem 3.3. Let Assumption 2.1 be satisfied, then for any α ∈ [0, 1] it holds that

R(f ∗
α) = (1−

√
α)2R(f ∗

0 ) = (1−
√
α)2U(f ∗) . (4)
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0 0.25 0.5 0.75 1
α

R
(f

∗ α
)

high U(f∗)

moderate U(f∗)

low U(f∗)

U
(f

∗ α
)

Risk and unfairness of oracle α-relative improvements (α-RI)

Figure 1: Risk R and unfairness U of α-RI oracles {f ∗
α}α∈[0,1]. Green curves (decreasing,

convex) correspond to the risk, while orange curves (increasing, linear) correspond to
the unfairness. Each pair of curves (solid, dashed, dashed dotted) corresponds to three
regimes: high, moderate, and low unfairness of the regression function f ∗ respectively.

Observe that f ∗
0 , which is the optimal fair predictor in terms of DP, has the highest

risk and the lowest unfairness, while the situation is reversed for f ∗
1 ≡ f ∗ – the risk is the

lowest and the unfairness is the highest. Since the function α → (1−
√
α)2 grows rapidly

in the vicinity of zero, even a mild relaxation of the exact fairness constraint (α = 0)
yields a noticeable improvement in terms of the risk while having a low unfairness inflation.
That is, one can find a prediction f whose unfairness U(f) is smaller than that of f ∗ by a
constant multiplicative factor, without a large increase in risk. For instance, the risk of
f ∗
1/2 is only around 8.5% of the risk of f ∗

0 , while its fairness is two times better than that
of f ∗. This observation is illustrated in Figure 1.

4 Conclusion
This work introduces a new way to measure violation of Demographic Parity using the
Wasserstein barycenter formulation. We showed that the risk-fairness trade-off in this
context is completely described by one and only one parameter – the unfairness of the
regression function f ∗.
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BIATHLON 
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Résumé. Le biathlon est un sport olympique combinant du ski de fond et du tir, avec une 
pénalité pour chaque cible ratée. Les biathlètes concourent dans différents formats de course, 
notamment la poursuite. Durant cette course, ils poursuivent le vainqueur du sprint de la veille avec 
un temps de départ équivalent aux résultats du sprint. Ce format de course met en jeu des qualités 
comme la tactique ou la gestion de la pression émotionnelle due aux face-à-face qui ne sont pas 
présentes dans des courses contre-la-montre comme le sprint. Pourtant, les classements de la 
poursuite sont très fortement corrélés à ceux du sprint, ce qui empêche une remontée spectaculaire 
après un sprint raté. Nous présentons ici un nouveau classement pour la poursuite afin de pallier ce 
problème.  Ce système de classement simple est basé sur des comparaisons avec les précédentes 
poursuites. Il est ensuite comparé à la version actuelle du classement des poursuites sur une course 
puis sur différentes saisons de coupe de monde, à partir d’une base de données de 148 poursuites 
masculines. Le nouveau classement modifie fortement le classement d’une poursuite mais ces 
modifications sont lissées à l’échelle d’une saison entière. Les avantages et limites de ce classement 
sont ensuite discutés, ouvrant la voie à une modification du classement des poursuites permettant de 
le rendre plus juste et de favoriser les surprises et le suspense dans ces courses.  

Mots-clés. Biathlon, Poursuite, Système de classement. 

 

Abstract. Biathlon is an Olympic sport combining cross-country skiing with rifle shooting, 
giving a penalty for each target miss. The biathletes ran different race formats, including the pursuit 
race. During this race, the biathletes chase the leader with a start time identical to the result of the 
sprint race previously achieved. So, pursuit involves different skills (such as tactics or management 
of emotional pressure) that are not present during races with an interval-start procedure like sprint. 
Nevertheless, final pursuit rankings are strongly correlated to sprint ones, which prevents a 
spectacular comeback after a disappointing sprint race. We present here a new pursuit ranking 
system to solve this issue. This simple new ranking system is based on comparisons with previous 
pursuit results. The current and the new rankings were then compared on a single pursuit ranking 
and different pursuit world cup rankings, using a database of 148 results from men pursuit world 
cups. The new ranking was shown to strongly modify a single pursuit ranking but these 
modifications were smoothed on a whole world cup season. Advantages and limitations of the new 
ranking system are discussed, paving the way to a fairer modification of the current pursuit ranking 
to increase surprise and suspense in biathlon pursuit races.     

Keywords: Biathlon, Pursuit race, Ranking system. 

 

1. Introduction 
Le biathlon est un sport olympique dans lequel on combine 3 à 5 tours de ski de fond avec du tir. 
Entre chaque tour de ski, les biathlètes essaient d’atteindre 5 cibles situées à 50 mètres en alternant 
entre les positions couchée et debout. Une pénalité (en temps ou en distance supplémentaire à 
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parcourir) est ensuite donnée pour chaque cible manquée. Le biathlète avec le plus petit temps final 
remporte la course.  Plusieurs formats de course existent : l’individuelle, le sprint, la poursuite et la 
mass-start (International Biathlon Union, 2020). Lors des poursuites, les 60 meilleurs biathlètes du 
sprint poursuivent le vainqueur du sprint avec un temps de départ identique à celui de l’arrivée du 
sprint (i.e. si le 2nd arrive 12s après le vainqueur lors du sprint, il partira avec 12s de retard à la 
poursuite). La poursuite, comme la mass-start, comprend donc des confrontations directes, où les 
biathlètes se battent entre eux et non pas contre le temps.  Dans ces courses, la tactique joue un rôle 
majeur, ainsi que la gestion de ses émotions lors des ultimes sessions de tirs qui décident bien 
souvent du podium final (Vickers et al., 2007). Aussi, se placer de manière optimale dans un 
peloton est un critère essential durant ces courses (Laaksonen et al., 2018). Enfin, lors des 
poursuites, le temps de ski a moins d’impact sur le résultat final que lors du sprint (Laaksonen et al., 
2018). On s’attend donc à ce que la poursuite ne récompense pas les mêmes qualités que le sprint. 
 
Le biathlon n’a été que très rarement étudié de manière scientifique, mis à part pour l’impact de 
certains paramètres sur la précision des tirs (Josefsson et al., 2020) ou l’influence des différentes 
phases sur les résultats des individuelles ou des sprints (Luchsinger et al., 2019). Malgré leurs 
particularités, la poursuite et la mass-start demeurent quasiment non étudiées. Récemment, 
Luchsinger et al. (2020) ont tout de même démontré que le résultat des sprints jouait à plus de 50% 
dans ceux de la poursuite. Ce résultat, combiné au fait que les sprints représentent 40% des courses, 
implique que plus de 55% du résultat final de la coupe du monde est directement imputable au 
sprint. De plus, les qualités spécifiques liées à la poursuite ne sont que très rarement récompensées 
par les classements actuels, principalement cachées par l’importance des résultats en sprint. Un 
nouveau classement pour la poursuite, qui permettrait de minorer l’influence du sprint, serait donc 
d’un intérêt tout particulier. Différents classements ont été développées dans bien des sports (voir 
par exemple Kovalchik (2020) ou la revue de Wunderlich et Memmert (2020)) mais, à notre 
connaissance, aucun ne s’adapte facilement au contexte très spécifique de la poursuite en biathlon. 
  

2. Méthodologie 
Les résultats finaux des sprints et des poursuites sont disponibles publiquement sur la base de 
données de l’IBU https://biathlonresults.com/. Les résultats ont été collectés le 15 Décembre 2020 
en partant de la saison 2001/2002, ce qui nous a donné 148 courses. Toutes les poursuites ont été 
collectées et rassemblées afin de donner la Figure 1, dans laquelle nous pouvons voir le classement 
d’arrivée de la poursuite en fonction de certains classements de départ, égal au classement final du 
sprint. Cette figure met une nouvelle fois en lumière l’importance du rang de départ pour la 
poursuite dans le résultat final.  

Nous proposons donc de définir un nouveau classement plus juste pour la poursuite. Ce classement 
est basé sur un simple calcul de quantile. Pour un biathlète démarrant la poursuite au rang , le 
quantile  est calculé en fonction de la position de son rang d’arrivée  dans la distribution des 
rang d’arrivée de tous les précédents biathlètes avec le rang de départ . Certaines de ces 
distributions sont représentées dans la Figure 1. 
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Figure 1. Diagrammes en bâtons du classement final actuel des poursuites en fonction de six 
différents rangs de départ. 

Plus précisément,  est donné par la formule suivante 

 

où    est le rang final du biathlète avec le rang de départ  à la poursuite . Les quantités 
 sont ensuite ordonnées, ce qui permet d’obtenir le nouveau classement de la poursuite 

 En cas d’égalité, le meilleur rang d’arrivée à la poursuite est privilégié, ce qui assure que le 
premier à franchir la ligne d’arrivée sera également le premier au nouveau classement. Cette 
formule est relativement naturelle : en effet, si  est égal à zéro (resp. 1) cela signifie que, durant 
les 148 poursuites, aucun biathlète avec ce rang de départ n’a obtenu de meilleur (resp. pire) rang 

 et que, par conséquent, ce biathlète mérite un très bon (resp. très mauvais) nouveau classement 
final pour la poursuite.  

3. Résultats 

Nous étudions tout d’abord l’influence du nouveau classement sur une poursuite spécifique, celle 
qui a eu lieu en 2019 à Annecy-Le Grand Bornand. Les résultats sont donnés dans le Tableau 1. 

 

Classement actuel 
pour la poursuite  Nom 

Classement 
du sprint 

Nouveau classement 
pour la pousuite Gain 

1 BOE Johannes Thingnes 4 1 0 
2 FILLON MAILLET Quentin 3 5 -3 
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3 CHRISTIANSEN Vetle 13 2 1 
4 BOE Tarjei 2 25 -21 
5 DOLL Benedikt 1 42 -37 
6 JACQUELIN Emilien 20 4 2 
7 FOURCADE Martin 12 12 -5 
8 BJOENTEGAARD Erlend 5 24 -16 
9 PEIFFER Arnd 21 10 -1 

10 SCHEMPP Simon 32 3 7 
12 DALE Johannes 6 38 -26 
32 BORMOLINI Thomas 60 6 26 

Tableau 1. Classement du sprint et nouveau et actuel classement pour la poursuite pour la course 
d’Annecy-Le Grand Bornand en 2019 pour certains biathlètes (pour le tableau complet voir Servien, 
2021). Le gain est la différence entre le nouveau et l’actuel classement de la poursuite. 

La corrélation entre le rang de départ et le rang final actuel (resp. le nouveau rang final) de la 
poursuite est de 0.82 (resp. 0.20), ce qui met en lumière l’influence diminuée du sprint sur le 
nouveau classement de la poursuite. Si nous regardons les principales modifications, nous pouvons 
voir que T. Boe, B. Doll, E. Bjoentegaard ou J. Dale perdent plus de 15 rangs avec le nouveau 
classement ce qui illustre le fait que leurs bons classements actuels sont principalement dus à leurs 
bons résultats en sprint. D’un autre côté, E. Jacquelin, S. Schempp, and T. Bormolini ont réalisé de 
belles performances durant la poursuite (resp. 14, 22, 28 rangs gagnés durant la course) et méritent 
leurs meilleurs classements en utilisant le nouveau système. Par exemple, T. Bormolini serait classé 
6e en utilisant le nouveau classement alors que, dans les 148 poursuites précédentes, aucun biathlète 
partant 60e n’a fait mieux que 10e avec le classement actuel. A l’échelle d’une course, l’influence 
du sprint semble donc amoindrie et des remontées plus spectaculaires sont possibles. 

Nous allons maintenant étudier l’influence de ce nouveau classement à l’échelle d’une saison de 
coupe du monde, pour les 10 dernières saisons. Tout d’abord les corrélations entre les rangs de 
départs et les rangs actuels sont en moyenne de 0.74 avec le classement actuel mais seulement de 
0.06 avec le nouveau classement. Ensuite si on regarde les éventuelles modifications à l’échelle de 
la saison, il y a plus de biathlètes marquant des points (i.e. finissant dans les 40 premiers d’au moins 
une poursuite) avec le nouveau classement pour les 10 saisons qu’avec l’actuel, avec une hausse 
moyenne de 11 biathlètes. Au niveau du nombre de points marqués, les différences entre le 1er et 
les rangs de 2 à 10 sont également plus faibles en moyenne avec le nouveau classement. Ces 
classements plus serrés auraient donné lieu à plus de suspense lors des courses finales de la saison.  

Si l’on regarde les modifications sur les podiums finaux des coupes du monde, on peut remarquer 
qu’elles sont plus faibles que ce qu’on aurait pu attendre en voyant les modifications créées à 
l’échelle d’une seule course. En effet, en comparant les classements actuels et nouveaux sur les 10 
dernières saisons, nous avons 7 fois le même vainqueur, deux fois une inversion de places entre le 
premier et le second et la dernière fois le 4e du classement actuel passant 1er avec le nouveau 
classement. Il y a seulement deux podiums parfaitement identiques mais, si on regarde les biathlètes 
sur ces podiums, 23 sur 30 sont communs aux deux classements. Ceci permet de mettre en avant 
une majorité de traits communs entre les deux modes de classement même si certaines situations 
individuelles peuvent être fortement modifiées. Comme exemple le plus marquant nous avons un 
biathlète qui était 3e avec le classement actuel et qui se retrouve 16e avec le nouveau classement, ce 
qui met en avant l’importance de ses bonnes performances en sprint dans ses bons classements en 
poursuite.  

Il est à noter que ces modifications peuvent également avoir un impact majeur sur le classement 
général de la coupe du monde (incluant les 4 différentes épreuves). En effet, en 2019/2020, J. Boe 
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s’est finalement imposé au classement général avec seulement 2 points d’avance sur M. Fourcade. 
Avec le nouveau classement de la poursuite, ce serait M. Fourcade qui se serait imposé avec la 
même marge. Bien sûr, ceci est de la science-fiction car l’utilisation de ce nouveau classement 
aurait probablement modifié le comportement des biathlètes mais cela permet de remarquer qu’il est 
possible de diminuer l’impact du sprint dans le classement général de la coupe du monde (J. Boe en 
avait gagné 4 cette année-là) en utilisant le nouveau classement de la poursuite, notamment les 
années où le classement général est très serré. 

Plus de détails sur les résultats sont disponibles dans Servien (2021). 

4. Discussion 

Le principal avantage du nouveau classement est bien entendu la moindre importance donnée aux 
résultats du sprint dans le résultat final. En effet, même le 60e à la fin du sprint a une chance de 
monter sur le podium ce qui permettrait aux futures poursuites de gagner en surprise et en suspense 
et diminuerait l’influence démesurée du sprint dans le classement général de la coupe du monde. 
Ensuite, si le nouveau classement modifie en profondeur le résultat de chaque course, il modifie 
largement moins les résultats finaux à l’échelle d’une saison de coupe du monde de poursuite. Ceci 
paraît logique dans la mesure où, même si certaines qualités sont spécifiques à chaque format de 
course, cela reste du biathlon avec du ski de fond et du tir. Par conséquent, les meilleurs biathlètes 
restent les mêmes, le nouveau classement permettant de définir la poursuite comme une discipline à 
part entière avec des vrais spécialistes, pas seulement comme une petite perturbation des résultats 
du sprint. 

Des critiques peuvent cependant être faites au nouveau classement présenté ici. En effet, il est plus 
compliqué que le classement actuel et nécessite quelques centièmes de secondes de calcul alors 
qu’avec le classement actuel, si on passe la ligne 3e on est 3e. Mais cette critique doit être atténuée. 
Tout d’abord, le vainqueur du nouveau classement est bien le premier qui passe la ligne et est par 
conséquent connu immédiatement. Ensuite, pour le sprint ou l’individuelle (ou dans d’autres sports 
comme le ski alpin ou le décathlon), les rangs finaux ne sont connus que quand le dernier 
participant coupe la ligne d’arrivée. Il est également possible, à chaque temps de passage, de 
calculer très vite le nouveau classement afin d’informer les biathlètes en temps réel de leur 
classement comme cela est fait actuellement. 

Une autre limite est le fait que, quand plusieurs biathlètes ne prennent pas le départ de la poursuite 
ou abandonnent en cours de course, cela fait artificiellement monter les performances des biathlètes 
franchissant la ligne finale de la poursuite en bas de classement. Cela peut donc donner des bons 
nouveaux classements non mérités car principalement dus à un nombre important d’abandons et non 
pas à une importante remontée durant la course. Ceci peut être facilement réglé en intégrant le 
nombre de biathlètes finissant chaque course dans le calcul de . Néanmoins, cela complexifie un 
peu la formule et donc, afin de la garder simple et compréhensible et comme ce genre de cas est rare 
et n’influence que peu les meilleurs rangs du nouveau classement, cela n’a pas été pris en compte 
ici. 

En conclusion, nous pouvons donc dire que le nouveau classement présenté ici est moins corrélé au 
classement du sprint que le classement actuel. Certaines limites demeurent mais, si elles sont 
considérées comme rédhibitoires, elles peuvent être corrigées sans difficulté. Cette communication 
ouvre donc la voie à un nouveau classement plus juste pour la poursuite en biathlon qui permettrait 
d’augmenter facilement les surprises et le suspense dans ces courses. 
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Joint work with Alexandre Brouste, Chunhao Cai and Longmin Wang.

Détection d’une rupture dans les processus autorégressifs à bruits
gaussiens dépendants.

Dans une modélisation chronologique, la détection d’une rupture au sein des coefficients
gouvernant la distribution du processus est un domaine d’étude très important. Il permet
de prévenir des erreurs de prévisions mais surtout d’affiner la procédure d’estimation des
paramètres sur l’échantillon non concernée pas une rupture. Nous nous proposons dans cet
exposé de présenter une procédure statistique pour déterminer un changement de paramètre
au sein d’un processus autorégressif généré par des bruits gaussiens stationnaires. Nous
expliquerons dans un premier la procédure statistique répondant à ce problème dans le cas
d’un processus autorégressif classique généré pas des bruits blancs puis nous expliquerons
comment généraliser ce test dans le modèle à bruits gaussiens stationnaires. Nous illustrerons
au fur et à mesure de la présentation les divers résultats via des simulations.

Testing for the change of the mean-reverting parameter of an
autoregressive model with stationary Gaussian noise.

The problem of testing wether or not a change has occurred in the parameter value of an
autoregressive (AR) models has been considered in [4] where the noise of the AR model is
supposed to be white and weakly stationary with finite fourth moment. In particular, the first
order AR model has been intensively studied In diverse fields of statistical applications, scien-
tists have observed the long memory phenomenon where correlations between observations
decay slower that independent data or AR models. Long memory phenomenon appearing in
macro-level economic time series or in insurance springs from aggregation of short-memory
models. It could also be found throughout spatial models via partial differential equations
or critical phenomena in physics

In this talk, the detection of a change in the mean-reverting parameter of an AR(p) model
with stationary Gaussian noise is studied.

In the classical case of testing for a change in an AR process with white noise, invariance
principle with strongly mixing condition [7] and the application of Horvàth’s extension of
Darling-Erdös result for the maximum of a k-dimensionnal Ornstein-Uhlenbeck process [6]
are used. But in our setting, the proof relies on the linear martingale filtering [1, 3], almost-
sure refinements of the estimates of the filtered process [8] and an invariance principle without
strongly mixing conditions [5].

Basics for the martingale filtering of an AR(p) model with regular stationary Gaussian noise
are reminded. Then, the main result concerning the convergence of the likelihood ratio test
statistics to the Gumbel extreme value distribution is given. Simulations for observation
samples of finite size are also done. Details of these results are shown in [2].
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Modèles de mélange pour le partitionnement avec
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Résumé Pour traiter les données manquantes, les méthodes existantes s’appliquent
rarement au cas de valeurs manquantes informatives de type MNAR (Missing Not At Ran-
dom) qui, bien que fréquent en pratique, nécessite la prise en compte de la distribution
du processus qui cause le manque dans tout traitement statistique des données. Dans un
cadre d’apprentissage non-supervisé, nous étudions les modèles de mélange pour partition-
ner des données (quantitatives et/ou catégorielles) contenant des variables manquantes de
type MNAR. Pour ce faire, nous modélisons la le mécanisme de données manquantes, à
l’aide de différentes distributions, pouvant dépendre des classes sous-jacentes et/ou des va-
leurs des variables manquantes elles-mêmes. Nous menons une étude théorique exhaustive
de l’identifiabilité des paramètres du modèle de mélange, ainsi que de ceux du processus
de manque. Afin de procéder au partitionnement des données, nous proposons des algo-
rithmes EM ou SEM pour chacun des processus de manque proposé. Nous illustrons les
méthodes sur données simulées et réelles.

Mots-clés. Modèle de mélange, Données Manquantes MNAR, Identifiabilité, Algo-
rithmes EM et Stochastique EM.

Abstract. To deal with missing data, existing methods rarely apply to the case of
informative missing values of the MNAR (Missing Not At Random) type which, though
frequent in practice, requires consideration of the distribution of the process that causes
the missinness in any statistical analysis of the data. In an unsupervised learning fra-
mework, we study mixture models to partition (quantitative and/or categorical) data
containing missing MNAR-type variables. To do so, we model the missing data mecha-
nism, using different distributions, which may depend on the underlying classes and/or
the values of the missing variables themselves. We conduct an exhaustive theoretical study

{aude.sportisse,claire.boyer}@sorbonne-universite.fr, {christophe.biernacki,gilles.celeux,julie.josse}@inria.fr
fabien.laporte@polytechnique.edu, matthieu.marbac-lourdelle@ensai.fr
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of the identifiability of the parameters of the mixture model, as well as those of the mis-
singness process. In order to partition the data, we propose EM or SEM algorithms for
each of the proposed missing processes. We illustrate the methods on simulated and real
data.

Keywords. Mixture models, MNAR Missing data, Identifiability, EM and SEM al-
gorithms.

1 Introduction et contexte

Un problème récurrent en statistique est celui des données manquantes : sur un
échantillon d’individus, pour lesquels un certain nombre de variables sont mesurées, plu-
sieurs valeurs peuvent manquer.

Notons Y ∈ Rn×d le jeu de données complet (seulement partiellement connu). La
présence de données manquantes est encodée à l’aide d’une matrice C = (cij)1≤i≤n,1≤j≤d ∈
Rn×d telle que cij = 1 si Yij est manquant, cij = 0 sinon. Les valeurs des variables
observées (resp. des valeurs manquantes) pour l’individu i sont regroupées dans le vecteur
yobsi (resp. ymis

i ). En supposant un modèle de mélange pour les données Y , notre but
est d’estimer une partition (inconnue) des n individus en K groupes. Cette partition
peut être encodée à l’aide de la matrice Z = (z1| . . . |zn)T ∈ {0, 1}n×K dont la i-ème
ligne zi = (zi1, . . . , ziK)T ∈ {0, 1}K est un vecteur indicateur de groupe pour le i-ème
individu, avec zik = 1 si yi appartient à la classe k, et zik = 0 sinon. Dans ce contexte de
classification non-supervisée, les données manquantes ne sont pas seulement les valeurs
ymis
i mais également les étiquettes de la partition zi.
En toute généralité, les données manquantes peuvent être de différents types (identifiés

par [1]) :
— manquantes complètement aléatoirement (MCAR) si la probabilité qu’une obser-

vation soit manquante est la même pour toutes les observations :

P(ci | yi, zi;ψ) = P(ci;ψ), ∀yi,

en notant ψ le paramètre du mécanisme de données manquantes ;
— manquante aléatoirement (MAR) si l’absence d’une observation dépend seulement

des variables observées :

P(ci | yi, zi;ψ) = P(ci | yobsi ;ψ), ∀ymis
i ;

— manquante non aléatoirement (MNAR) si l’absence d’une observation dépend des
valeurs des variables manquantes (et possiblement également des variables ob-
servées).
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Dans la plupart des travaux, les données manquantes sont supposées M(C)AR, facili-
tant ainsi l’établissement de garanties théoriques : le mécanisme à l’origine des données
manquantes est dit ignorable, i.e. l’étude ne requiert pas la prise en compte de la distri-
bution P(ci | yi, zi;ψ) [2] du manque.

En pratique, il est pourtant très fréquent que les données manquantes soient MNAR.
Par exemple, dans un sondage, l’absence des observations sur une variable représentant
le salaire peut s’expliquer par la réticence des personnes avec haut revenu à dévoiler leur
salaire. Dans le cas MNAR, ignorer le mécanisme conduirait à biaiser l’étude statistique,
le mécanisme est alors dit non-ignorable : la distribution P(ci | yi, zi;ψ) doit être modélisée
et prise en compte.

Dans la suite, nous souhaitons procéder au partitionnement, à l’aide de modèles de
mélange, de données MNAR.

2 Modélisation des données

Modèle de mélange. Afin de partitionner les données, nous supposons que leur dis-
tribution est régie par un modèle de mélange [3] de K composantes (K étant inconnu).
Plus formellement, les données y1, . . . , yn sont considérées i.i.d. générées selon la loi de
densité suivante :

f(yi; π, θ) =
K∑

k=1

πkfk(yi; θk),

où πk = P(zik = 1) est la proportion du groupe étiqueté k ∈ {1, . . . , K} (avec
∑K

k=1 πk = 1
et πk > 0 pour tout k ∈ {1, . . . , K}), fk(· ; θk) est la densité des données conditionnelle-
ment à appartenir au groupe k, paramétrée par θk. Les paramètres du modèle de mélange
sont donc π = (π1, . . . , πK) et θ = (θ1, . . . , θK). Les variables en jeu peuvent être continues,
catégorielles ou mixte.

Nous supposons que les données peuvent contenir des données manquantes MNAR. Ce
type de mécanisme est aussi bien non-ignorable pour l’estimation de la loi de mélange que
pour la tâche de clustering. Dans ce cas, la modélisation de P(ci | yi, zi;ψ) est nécessaire
et nous fondons notre inférence sur la vraisemblance observée complète suivante

L(π, θ,ψ;Y obs, C) =
n∏

i=1

K∑

k=1

∫

Ymis
i

P(ci | yi, zik = 1;ψ)P(yi, zik = 1; π, θ)dyi,

où Ymis
i = {ỹ = (ỹi1, . . . , ỹid) ∈ Yi : ỹobs = yobs}. En maximisant la vraisemblance,

l’intérêt est double : nous pouvons estimer les paramètres de la densité du modèle de
mélange et les utiliser pour en déduire un partitionnement des données.
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Modèle du mécanisme de données manquantes. Pour la distribution du processus
de manque P(ci | yi, zi;ψ), nous déclinons plusieurs modèles à partir du modèle général
suivant :

P(cij = 1 | y, zik = 1;ψ) = ρ(αkj + βkjyij), (1)

avec ψ = (α, β) et ρ la fonction de répartition d’une loi continue (e.g. les fonctions sigmöıde
ou de répartition de loi normale, pour des modèles logistique ou probit).

Le paramètre αkj représente l’effet moyen du lien entre la présence de valeur manquante
pour la variable j et l’appartenance de l’individu correspondant à la classe k (i.e. cet effet
peut ne pas être le même pour toutes les variables). Le paramètre βkj représente l’effet
direct du manque sur la variable j, qui peut dépendre à la fois de la classe k et de la
valeur de la variable elle-même.

3 Etudes théorique et numérique

Le modèle (1) a le mérite d’être général et d’inclure de nombreuses situations, mais
le grand nombre de paramètres (2Kd) afférents et leur estimation s’avèrent difficile à
appréhender.

Identifiabilité du modèle. Théoriquement, nous montrons que le modèle (1) ne per-
met pas l’identifiabilité des paramètres (π, θ,ψ) de la loi du mélange et du mécanisme dans
le cas où les données seraient catégorielles. L’identifiabilité reste cependant possible dans
le cas continu. Nous étudions précisément ces questions d’identifiabilité pour toutes les
déclinaisons du modèle suivant le type de données en jeu, mais aussi suivant les fonctions
de lien ρ.

Estimation. De par la complexité de la tâche, l’utilisation d’un algorithme SEM [4]
devient nécessaire avec une étape SE utilisant un algorithme de Gibbs et l’introduction
d’une nouvelle variable latente. Nous proposons et explicitons des algorithmes EM [5] et
SEM pour traiter tous les sous-modèles de (1), pour des données continues, catégorielles
ou mixtes. Nous éprouvons les méthodes numériquement en testant leur stabilité à des
erreurs de modélisation et leur capacité de sélection du nombre de classes K.

Etude d’un sous-modèle. Un cas particulier du modèle général (1) peut s’écrire
comme suit

P(cij = 1 | y, zik = 1;ψ) = ρ(αk), (2)

pour lequel l’effet du manque sur la variable j ne dépend qu’exclusivement du groupe
sous-jacent. Théoriquement, l’identifiabilité des paramètres (π, θ,ψ) est assurée dans les
cas continu, catégoriel et mixte. Numériquement, ce modèle a de très bonnes performances
en pratique, même dans les cas d’un effet omis du manque dépendant de la variable j.
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4 Contributions

Les principales contributions de ce travail sont consignées ici :

— Nous présentons et illustrons un inventaire pertinent de distributions pour le pro-
cessus de manque MNAR dans le cadre de la classification non-supervisée reposant
sur un modèle de mélange.

— Nous menons une étude exhaustive de l’identifiabilité des paramètres du modèle
de mélange (π, θ) et des paramètres du processus du manque ψ, sous certaines
conditions (notamment sur le type des données et des fonctions de lien régissant la
distribution du mécanisme de données manquantes). C’est un véritable enjeu dans
le cadre de données MNAR, car il est fréquent que les modèles conduisent à des
paramètres non-identifiables [6].

— Pour chaque modèle ou sous-modèle, un algorithme EM ou SEM est proposé,
implémenté, et mis à disposition pour la reproducibilité des travaux.

— Sur données synthétiques, les différents modèles sont comparés, en terme d’ICL [7]
et d’ARI [8], avec (i) un partitionnement faisant une simple hypothèse de données
MCAR et (ii) des méthodes de partitionnement en deux étapes après complétion
des données (les données sont d’abord imputées et des algorithmes de partitionne-
ment classiques sont lancés sur le jeu de données complété). En particulier, nous
montrerons la flexibilé du modèle MNAR (2) ne modélisant que l’effet du manque
dépendent de la classe k.

— Les expériences numériques incluent également un traitement sur données réelles
contenant des variables manquantes : nos méthodes sont testées sur le jeu de
données médicales Traumabase [9].

Références

[1] Donald B Rubin. Inference and missing data. Biometrika, 63(3) :581–592, 1976.

[2] Roderick JA Little and Donald B Rubin. Statistical analysis with missing data, volume
333. John Wiley & Sons, 2014.

[3] Geoffrey J McLachlan and Kaye E Basford. Mixture models : Inference and applica-
tions to clustering, volume 38. M. Dekker New York, 1988.

[4] G. Celeux and J. Diebolt. The SEM algorithm : a probabilistic teacher algorithm
derived from the EM algorithm for the mixture problem. Computational Statistics
Quarterly, 2 :73–82, 1985.

[5] A.P. Dempster, N. M. Laird, and D. B. Rubin. Maximum likelihood from incomplete
data via the em algorithm (with discussion). Journal of the Royal Statistical Society
B, 39 :1–38, 1977.

5

928

!



[6] G. Molenberghs, C. Beunckens, C. Sotto, and M. G. Kenward. Every missingness not
at random model has a missingness at random counterpart with equal fit. Journal of
the Royal Statistical Society B, 70 :371–388, 2008.

[7] C. Biernacki, G. Celeux, and G. Govaert. Assessing a mixture model for clustering
with the integrated completed likelihood. IEEE Transactions on Pattern Analysis and
Machine Intelligence, 22 :719–725, 2000.

[8] G. Schwarz. Estimating the dimension of a model. Annals of Statistics, 6 :461–464,
1978.

[9] Simon I Hay, Amanuel Alemu Abajobir, Kalkidan Hassen Abate, Cristiana Abbafati,
Kaja M Abbas, Foad Abd-Allah, Rizwan Suliankatchi Abdulkader, Abdishakur M
Abdulle, Teshome Abuka Abebo, Semaw Ferede Abera, et al. Global, regional, and
national disability-adjusted life-years (dalys) for 333 diseases and injuries and healthy
life expectancy (hale) for 195 countries and territories, 1990–2016 : a systematic ana-
lysis for the global burden of disease study 2016. The Lancet, 390(10100) :1260–1344,
2017.

6

929

#



When OT meets MoM: Robust estimation of
Wasserstein Distance

Guillaume Staerman1 & Pierre Laforgue 2 & Pavlo Mozharovskyi1 & Florence
d’Alché-Buc1

1LTCI, Télécom Paris, Institut Polytechnique de Paris, surname.name@telecom-paris.fr
2 DSRC & Dept. of Computer Science, Università degli Studi di Milano, Italy,

pierre.laforgue@unimi.it

Abstract. Originated from Optimal Transport, the Wasserstein distance has gained
importance in Machine Learning due to its appealing geometrical properties and the
increasing availability of efficient approximations. It owes its recent ubiquity in generative
modelling and variational inference to its ability to cope with distributions having non
overlapping support. In this work, we consider the problem of estimating the Wasserstein
distance between two probability distributions when observations are polluted by outliers.
To that end, we investigate how to leverage a Medians of Means (MoM) approach to
provide robust estimates. Exploiting the dual Kantorovitch formulation of the Wasserstein
distance, we introduce and discuss novel MoM-based robust estimators whose consistency
is studied under a data contamination model and for which convergence rates are provided.
Beyond computational issues, the choice of the partition size, i.e., the unique parameter
of theses robust estimators, is investigated in numerical experiments. Furthermore, these
MoM estimators make Wasserstein Generative Adversarial Network (WGAN) robust to
outliers, as witnessed by an empirical study on two benchmarks CIFAR10 and Fashion
MNIST.

Keywords. Optimal transport, Robust estimation, Medians-of-Means.

1 When OT meets MoM: Robust estimation of Wasser-
stein Distance

Computing distances between probability distributions has become a central question
in numerous modern Machine Learning applications, ranging from generative modeling
to clustering. Optimal Transport (OT) [1, 2] offers an appealing and insightful tool
to solve this problem, building upon the Wasserstein distance. Given two probability
distributions, the latter is defined in terms of the solution to the Monge-Kantorovich
optimal mass transportation problem. Interestingly, it relies on a ground distance between
points to build a distance between probability distributions [3]. For that reason, the
Wasserstein distance stands out from the divergences usually exploited in generative
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modeling, like the f-divergences [4, 5], by its ability to take into account the underlying
geometry of the space, capturing the difference between probability distributions even
when they have non-overlapping supports. This appealing property has been successfully
exploited in Generative Adversarial Networks (GANs) [6, 7, 8], as well as in Variational
Autoencoders (VAEs) [9], where the Wasserstein distance can advantageously replace
an f-divergence as the loss function. Many other applications [10, 11, 12] rely on the
entropic-regularized approximations introduced by [13], which has considerably alleviated
the inherent computational complexity of the Wasserstein distance in the discrete case,
by drawing on the Sinkhorn-Knopp algorithm. A common feature to almost all these
works is that the Wasserstein distance is estimated from finite samples. While this
problem has long been theoretically studied under the i.i.d. assumption [14, 15, 16], it has
never been tackled through the lens of robustness to outliers, a crucial issue in Reliable
Machine Learning. Indeed, data is nowadays collected at a large scale in unmastered
acquisition conditions, and through a large variety of devices and platforms. The resulting
datasets often present undesirable influential observations, whether they are errors or
rare observations. The presence of corrupted data may heavily damage the quality of
estimators, calling for dedicated methods such as JS/TV-GANs [17] in the particular case
of robust shift-parameter estimation, Robust Divergences in variational inference [18], or
more general tools from robust statistics [19].

The aim of this work is to propose outliers-robust estimators of the Wasserstein distance,
and illustrate their application in generative modeling. To that end, we explore how to
combine a Median-of-Means approach with Optimal Transport. The Median-of-Means
(MoM) is a robust mean estimator firstly introduced in complexity theory during the 1980s
[20, 21, 22]. Following the seminal deviation study by [23], MoM has lately witnessed
a surge of interest, mainly due to its attractive sub-gaussian behavior, under the sole
assumption that the underlying distribution has finite variance [24]. Originally devoted to
scalar random variables, MoM has notably been extended to random vectors [25, 26, 27]
and U -statistics [28, 29]. As a natural alternative to the empirical mean, MoM has become
the cornerstone of several robust learning procedures in heavy-tailed situations, including
bandits [30] and MoM-tournaments [31]. A more recent line of work now focuses on MoM’s
ability to deal with outliers. Aside from concentration results in a contaminated context
[32, 33], it has yielded promising applications in robust mean embedding [34], and the
more general MoM-minimization framework [35].

In this paper, we introduce and study outliers-robust estimators of the Wasserstein
distance based on the MoM methodology. Our contribution is threefold:

• Focusing on the Kantorovich-Rubinstein duality [36], we present three novel MoM-
based estimators, leveraging in particular Medians of U -statistics (MoU). In the
realistic setting of contaminated data, we show their strong consistency, and provide
non-asymptotic bounds as well.

• We propose a dedicated algorithm to compute these three estimators in practice.
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Applied on a parametric family of Lipschitz functions, e.g. neural networks with
clipped weights, it performs a MoM/MoU gradient descent algorithm. A sensitivity
analysis of the unique parameter of these estimators is also provided throught
numerical experiments on toy datasets.

• We robustify WGANs (w.r.t. outliers) using a MoM-based estimator as loss function.
We show the benefits of this approach through convincing numerical results on two
contaminated well known benchmarks: CIFAR10 and Fashion MNIST.

————————————————————–
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Résumé. Les processus ponctuels ou de comptage sont utilisés pour modéliser des
données de type événements temporels ou points de l’espace, comme les catastrophes
climatiques, les échanges de messages entre individus ou les transactions financières.
Parmi ces processus stochastiques, le modèle de Hawkes est l’un des plus populaires
pour modéliser une dépendance par rapport au passé du processus. Dans ce travail, nous
nous intéressons plus particulièrement aux processus de Hawkes nonlinéaires multivariés,
qui permettent de caractériser des effect d’excitation et d’inhibition entre les différentes
dimensions du processus. Dans un contexte general de nonlinearité lipschitzienne et dans
un cadre d’estimation bayésienne non-paramétrique, nous contrôlons le taux de concen-
tration de la distribution a posteriori sur les paramètres, sous des hypothèses standards
sur la distribution a priori et le modèle. De ces résultats nous déduisons aussi le taux de
convergence d’estimateurs bayésiens.

Mots-clés. Processus de Hawkes nonlinéaires, estimation bayésienne non-paramétrique,
taux de concentration.

Abstract. Point processes are counting processes that are widely applied to model
event-type data such as natural disasters, online message exchanges or financial transac-
tions. The Hawkes model is a very popular point process model in which the probability
of occurrences of new events depend on the past of the process. Originally introduced to
model the occurrences of earthquakes, it is notably used in neuroscience for spike trains
modelling and in genetics for modelling the location of regulatory elements in the DNA.
In this work we consider general nonlinear multivariate Hawkes processes, that can in
particular account for excitation and inhibition phenomena between the dimensions of
the process. In the context of Lipshitz nonlinearity and in a nonparametric Bayesian esti-
mation framework, we characterize the concentration rate of the posterior distribution on
the parameters, under mild assumptions on the prior distribution and the model. These
results also lead to convergence rates of Bayesian estimators.

Keywords. Nonlinear Hawkes processes, nonparametric Bayesian estimation, con-
centration rates.
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1 Nonlinear Hawkes processes

A temporal univariate point process is a counting process (Nt)t≥0, where Nt denotes the
number of events that have occurred until time t. It can be alternatively described by
a sequence of event times (T1, T2, . . .) on R+. The probability of events’ occurrences is
characterized by a conditional intensity function (λt)t, which is informally the infinitesimal
rate of event, i.e

λtdt = P[Nt has a jump in [t, t+ dt]|Gt− ],

where Gt− is the history of the process up to t. In the self-exciting (linear) Hawkes model,
the intensity has the following form

λt = ν +

∫ t−

t−A

h(t− s)dNs = ν +
∑

t−A≤Ti<t

h(t− Ti).

The parameter ν > 0 denotes the background - or spontaneous - rate of events. The
function h : R −→ R+ is called the self-exciting function and is assumed to be integrable
and to have a bounded support in [0, A] where A > 0 is the memory length of the process.
In this simple model, past events can only increase the probability of future occurrences
(excitation phenomenon) and lead to the so-called clustering effect of events. This process
is also related to continuous Galton-Watson trees [1].

More generally, in multivariate point processes, each dimension represents an entity,
a location or a type of event - it is equivalent to a marked point process with finite mark
space. In the nonlinear Hawkes model, inter-dependencies between the process’ dimen-
sions can be excitating and inhibiting. For K ∈ N\{0}, let N = (Nt)t = (N1

t , . . . , N
K
t )t

be a Hawkes process, where each component Nk
t records the number of events that have

occurred until time t at location k. The conditional intensity (λt)t = (λ1
t , . . . ,λ

K
t )t is a

non-linear functional of some parameters f = ((νk)Kk=1, (hlk)Kk,l=1):

λk
t (f) = φk

(
νk +

K∑

l=1

∫ t−

t−A

hlk(t− s)dN l
s

)
, k ∈ [K]. (1)

For (l, k) ∈ [K]2, the influence of componentN l onto componentNk is parametrized by the
interaction function hlk : R −→ R. It can be decomposed into an excitating contribution -
i.e. its positive part h+

lk = max(hlk, 0) - and its inhibiting contribution - i.e. its negative
part h−

lk = −min(hlk, 0). Finally, the link function φk : R → R+ is a non-negative and
non-decreasing function.

More formally, we consider a probability space (X ,G,P) and (Gt)t and G such that
Gt = G0∨σ(Ns, s ≤ t) with Gt ⊂ G and G0 ⊂ G. (Nt)t is a Hawkes process with parameter
f = ((νk)Kk=1, (hlk)Kk,l=1) if

i. almost surely, for all k, l, (Nk
t )t and (N l

t)t never jump simultaneously;

ii. for all k the intensity process (λk
t (f))t of (N

k
t )t is given by (1).
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Under certain assumptions on the parameters f and the link functions φk’s, there exists
almost surely a unique non-explosive pathwise process [2]. The process is also a renewal
process and the regeneration times have exponential moments [3].

In this work, we intend to cover a large range of nonlinear Hawkes models, by consid-
ering Lipschitz link functions of the form :

φk(x) = θk + ψ(x), (2)

with θk ≥ 0 and ψ : R → R+. We typically require that ψ(.) is L-Lipschitz with L > 0
and ∀x ∈ R,ψ(x) ≤ a + bmax(x, 0), a ≥ 0, b ∈ [0, 1]. Such nonlinear Hawkes models
have been notably applied on spike-train data and are able to model resting states called
refractory periods1. The parameters θk’s can be seen as small baseline spiking rates for
neurons. Several choices of functions ψ can be found in the literature [4], and include,
along to their shifted and scaled variants,

• the Rectified Linear Unit (ReLU): ψ1(x) = max(x, 0),

• a clipped exponential: ψ2(x) = min(ex,Λ),Λ > 0,

• the sigmoid function: ψ3(x) =
ex

1+ex ,

• the softplus: ψ4(x) = log(1 + ex).

2 Bayesian estimation framework

We assume that we observe a stationary Hawkes process with true parameters f0 =
((ν0

k)
K
k=1, (h

0
lk)

K
k,l=1), θ0 = (θ0k)

K
k=1 on [−A, T ] with T > 0 and σ(Ns, s < 0) ⊂ G0. We

consider two types of estimation problems, namely estimating the parameters f0 and
estimating the link parameters θ0 = (θ0k)k∈[K] - given that the general form of the link
functions φk’s is known.

• Scenario 1 : the parameter θ0 is known and we aim at estimating f0, with mild
conditions on ψ.

• Scenario 2 : the parameter θ0 is unknown, and we aim at estimating (f0, θ0). This
scenario is particularly challenging and our work only covers the case of the standard
nonlinear model ψ1(x) = max(x, 0).

To guarantee stationarity, we assume that the spectral norm of the matrix S0 =
(L‖h0

lk‖1)Kl,k=1 is strictly less than 1, where we denote ‖h‖1=
∫∞
−∞|h(x)|dx. The following

conditions on f0 and the link function are sufficient to identify the parameters.

Assumption 2.1

1. There exists I ⊂ R+ a compact subset such that for any k ∈ [K], [ν0
k−max

l
h0−
lk ∞, ν0

k+

max
l

h0+
lk ∞] ⊂ I and ψ−1 is Lipschitz on I.

1A refractory period is a time interval during which a neuron is unlikely to be activated
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2. If there exists x∗ ∈ R such that ψ(x∗) = 0, then for any (l, k) ∈ [K]2, ‖h0−
lk ‖∞<

ν0
k − x∗.

3. If there exist Λ ∈ R and M ∈ R such that ∀x ≥ M,ψ(x) = Λ, then for any
(l, k) ∈ [K]2, ν0

k + ‖h0+
lk ‖∞< Λ.

Assumption 2.2

1. ∀ε > 0, ∃M > 0, ∀x ≤ M,ψ(x) ≤ ε.

2. For any k ∈ [K], there exists l ∈ [K], ‖h0−
lk ‖∞> 0 and there exists x1 < x2 and

c! > 0 such that ∀x ∈ [x1, x2], h
0−
lk (x) ≥ c!.

While in Scenario 1, only Assumption 2.1 is used for the estimation of f0, in Scenario 2,
Assumption 2.2 will guarantee that both f0 and θ0 can be estimated from the observations.

We denote P0 the stationary distribution of N , P0(.|G0) its conditional distribution
given G0 and E0 the expectation associated with P0. For f = ((νk)Kk=1, (hlk)Kk,l=1) and
θ = (θk)Kk=1, the log-likelihood of the observation (Nt)t∈[0,T ] has the following expression.

LT (f) :=
K∑

k=1

[∫ T

0

log(λk
t (f))dN

k
t −

∫ T

0

λk
t (f)dt

]
,

The parameter spaces in our estimation scenarios are either F or F ×Θ defined as:

H = {(hlk)
K
l,k=1; ‖hlk‖∞< ∞, support(hlk) ⊂ [0, A], ∀k, l ≤ K, ‖S‖< 1};

F = {f = ((νk)
K
k=1, (hlk)

K
k,l=1); 0 < νk < ∞, ∀k ≤ K, (hlk)lk ∈ H};

Θ = RK
+ ,

with ‖S‖ the spectral norm of S = (L‖hlk‖1)Kl,k=1, and the L1-metric:

‖f − f ′‖1 =
K∑

k=1

|νk − ν ′
k|+

K∑

k=1

K∑

l=1

‖hlk − h′
lk‖1, f, f ′ ∈ F ,

‖θ − θ′‖1 =
K∑

k=1

|θk − θ′k|, θ, θ′ ∈ Θ.

In Scenario 1, we consider a prior distribution Π on F and, as in Donnet et al. [5],
the (pseudo)-posterior distribution for F ⊂ F

Π(F |N) =

∫
F exp(LT (f))dΠ(f)∫
F exp(LT (f))dΠ(f)

.

In Scenario 2, the prior and posterior distributions are defined on F×Θ, with the adequate
modifications in the previous expression.
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3 Main results

Our main theorems characterize the asymptotic properties of the posterior distribution
Π(.|N) under mild assumptions on the prior distribution. Informally, given a sequence εT
going to 0 and a ”good enough” prior distribution, the posterior distribution concentrates
on balls of radius εT wrt the L1-distance around the true parameters f0 (resp. (f0, θ0) in
Scenario 2).

We define

B(εT ) = {f ∈ F ; ν0
k + εT ≥ νk ≥ ν0

k , h
0
lk + εT ≥ hlk ≥ h0

lk, ∀k, l ∈ [K]2}.

In Scenario 2, we also define B̄(εT ) = {(f, θ) ∈ B(εT , B)×Θ; max
k

|θk − θ0k|≤ εT}.

Theorem 3.1 Let N be a Hawkes process observed on [−A, T ] with parameters f0 =
((ν0

k)
K
k=1, (h

0
lk)

K
k,l=1), link function ψ L-Lipschitz and θ0 = (θ0k)

K
k=1 verifying Assumption

2.1. Let εT = o(1) be a positive sequence such that log3 T = O(T ε2T ).

1. If θ0 is known (Scenario 1), let Π be a prior distribution on F satisfying the following
conditions for T large enough.

(A0) There exist c1 > 0 such that Π(B(εT )) ≥ exp−c1T ε2T .

(A1) There exist subsets HT ⊂ H such that

Π(Hc
T ) = o(e−(κT+c1)T ε2T ),

with κT = O(log2 T ).

(A2) There exist ζ0 > 0 and x0 > 0 such that logN (ζ0εT ,HT , ||.||1) ≤ x0T ε2T .

If for some k ∈ [K], θ0k = 0, we further assume either that ψ is positive and
√
ψ

and logψ are Lipschitz on R− or either that

lim sup
T→∞

1

T
E0

(∫ T

0

1λk
t (f0)>0

λk
t (f0)

dt

)
< +∞. (3)

Then for any MT −→ +∞,

E0 [Π(‖f − f0‖1> MT εT |N)] = o(1).

2. If θ0 is unknown and ψ(.) = max(., 0) (Scenario 2), let Π be a prior distribution on
F×Θ. We assume that Assumptions 2.2, (A0), (A1), (A2) where B(εT ) is replaced
by B̄(εT ) are satisfied and (3) holds. Then for any MT −→ +∞,

E0 [Π(‖f − f0‖1+‖θ − θ0‖1> MT εT |N)] = o(1).
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Assumptions (A0), (A1), (A2) are standard assumptions of the general framework of
Ghosal & van der Vaart [6]. (A0) gives a lower bound on the prior mass on balls centered
at the true parameter; (A1) allows to consider growing subsets of the parameter space
called sieves that concentrates most of the prior mass; (A2) bounds the complexity of
those sieves. In the case where θ0k = 0 for some k ∈ [K], we need additional assumptions
on the true model. In particular, for ψ(.) = max(., 0), (3) is a condition on the conditional
intensity of the true model which cannot be trivially expressed by general conditions on
the parameters.

Finally, we deduce the convergence rate of the posterior mean estimators

f̂ = EΠ[f |N ] =

∫

F
fdΠ(f |N) (Scenario 1),

(f̂ , θ̂) = EΠ[(f, θ)|N ] =

∫

F×Θ

(f ⊗ θ)dΠ((f, θ)|N) (Scenario 2).

Corollary 3.2 Under the assumptions of Theorem 3.1, if
∫
F‖f‖1dΠ(f) < +∞ (resp.∫

F×Θ(‖f‖1+‖θ‖1)dΠ((f, θ)) < +∞ in Scenario 2), then for any MT −→ +∞,

P0

[
‖f̂ − f0‖1> MT εT

]
= o(1).

In addition, in Scenario 2, P0

[
‖θ̂ − θ0‖1> MT εT

]
= o(1).
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Assessing the impact of covariates in simplicial
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Résumé. Nous considérons le problème de l’évaluation des impacts d’une variable ex-
plicative donnée dans un modèle de régression comportant des variables compositionnelles,
c’est-à-dire des vecteurs à composantes positives contenant une information relative. De
tels modèles sont fréquents dans beaucoup d’applications (géochimie, microbiome). Nous
présentons de nouveaux types d’interprétation et les comparons avec des interprétations
plus classiques. Elles sont basés sur la théorie des dérivées de fonctions d’un simplex vers
un simplex et conduisent à des calculs d’élasticités et de semi-élasticités.

Mots-clés. variables compositionnelles, regression simpliciale, semi-élasticités, elas-
ticités.

Abstract. We consider the question of evaluating the impact of a given explanatory
variable in a regression model involving compositional variables, i.e. vectors with positive
components carrying a relative information. Such models are frequent in many applica-
tions (geochemistry, microbiome). We present new types of interpretations and compare
them with more classical ones.They are based on the theory of simplicial derivatives and
lead to the computation of elasticities and semi-elasticities.

Keywords. compositional variables, simplicial regression, semi-elasticities, elastici-
ties.

1 Introduction

Simplicial regression models are linear regression models containing compositional vector
variables on the right hand side, or left hand side or on both sides of the regression
equation. Compositional vectors are vectors with positive components for which we want
to assess the role of the relative components (ratio of components) and possibly separately
the role of the total volume (sum of the components). These type of variable are very
frequent in applications: market shares in marketing, vote shares in political analysis,
concentrations of different elements in geochemistry, time-use patterns in epidemiology,
microorganisms composition in microbiome studies. Compositional vectors are usually
associated to their representant in the unit simplex space SD (D ∈ N) of positive vectors
whose components add up to one. Assessing the impact of explanatory variables in such
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a model is not straightforward since changing one component in such a vector cannot be
done “all things equal” because all other components are also affected.

Wang et al. (2013) and Morais et al. (2018) consider this question when both dependent
and independent variables are of a compositional nature. Müller et al. (2016) propose
a different approach when the compositional variable is on a single side. Trinh et al.
(2018) and Nguyen et al. (2021) present applications to nutrition and political science
when the dependent is compositional. Coenders and Pawlowsky-Glahn (2020) and Trinh
et al. (2020) focus on the case when the explanatory is compositional. Finally, Morais
and Thomas-Agnan (2020) develop an interpretation based on elasticities in the general
framework including the case when the total is also involved in the equation. This paper
first summarizes these point of views and then goes beyond by proposing alternatives.

2 Models and notations

For a vector Ž of volumes (amounts) in R+D, the corresponding vector of shares (parts)
in SD is obtained by closure is Z = C(Ž) = (z1/T, · · · , zD/T ) where T =

∑D
i=1 zi. The

simplex SD is equipped with usual operations ⊕ and # and the Aitchison geometry, see
e.g. Pawlowsky-Glahn and Buccianti (2011). We denote by YYY the dependent variable, XXX
any compositional explanatory variable and Z any non-compositional explanatory vari-
able.The parameters of the models are denoted bbb for vectors and BBB for matrices. We
distinguish between the following two types of models

1. the dependent Y is compositional

YYY i = b0b0b0

Q⊕

q=1

BBBq !XXXqi

K⊕

k=1

bbbk # Zk ⊕ εεεi, i = 1, ..., n (1)

2. the dependent Y is not compositional

Yi = a+
DX−1∑

k=1

b∗kX
∗
i,k + εt = a+ < bbb,XXX i >A +εi,

where XXX i, bbb ∈ SD, <,>A is Aitchison inner-product and XXX∗
i is a transformation of

XXX i into coordinate space by an ilr, alr, or clr transformation (see Pawlowsky-Glahn
et al. (2015) for example).

3 Elasticities

Elasticities are natural tools in some regression models involving logarithm transforma-
tions and they are widely used in econometrics. For two variables X and Y , in a log-linear
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model of the type log Y = a+ bX + ε, the semi-elasticity ∂E log Y
∂X = b corresponds to the

parameter b and measures the relative increase of Y after an increase of one unit of
X. Similarly, in a log-linear model of the type Y = a+ b logX + ε the semi-elasticity
∂EY

∂ logX = b corresponds to the parameter b and measures the absolute increase of Y after
a relative increase of one per cent of X. We will show that (semi-) elasticities are also
natural tools in simplicial regression models because they are linked to simplicial deriva-
tives. Let us first consider a linear path in the simplex. Let (em)Dm=1 is the canonical basis
of SD with em = C(1, · · · , e, · · · 1). For δ ∈ R, let δ # em be a simplex-increment and
Z = C(Ž1, · · · , ŽD) ∈ SD an initial vector of volumes and corresponding shares. Then

Z(h) = Z⊕ δ # em = C(Z1 exp 0, · · · , Zm exp δ, · · · , ZD exp 0)

Hence for small δ

• if l $= m, Zl(δ)−Zl

Zl
∼ −δZm

• if l = m , Zm(δ)−Zm

Zm
∼ δ(1− Zm)

Therefore adding h # em results in increasing share Zm by (1 − Zm)δ per cent while
decreasing the other shares by δZm per cent.

For a simplex-valued function f : R+ −→ SD mapping x̌ (→ y, Egozcue et al. in
Pawlowsky-Glahn and Buccianti (2011) show that

∂⊕f(x̌)

∂x̌
= lim

δ→0

1

δ
# (f(x̌+ δ)) f(x̌)) = C

(
exp

(
∂ log f(x̌)

∂x̌

))′

Similarly, for a function of a simplex variable f : RD
+ −→ Rk, mapping x̌ (→ y, Barcelo-

Vidal et al. in Pawlowsky-Glahn and Buccianti (2011) show that

∂f(x)

∂⊕x
= (lim

δ→0

1

δ
(f(x⊕ δ # em)− f(x)))Dm=1 =

∂f(x̌)

∂ log(x̌)

Finally, to a function f : SD1 −→ SD2 , from the simplex SD1 to the simplex SD2 , mapping
x (→ y there corresponds a function f : RD1+ −→ SD2 , mapping x̌ (→ y, such that
f(x) = f(x̌) with x = C(x̌). Then Morais and Thomas-Agnan (2020) show that

∂⊕f(x)

∂⊕x
= lim

δ→0

1

δ
(f(x⊕ δ # em)− f(x))

= C
(
exp

(
∂ log f(x̌)

∂ log x̌

))′

Morais and Thomas-Agnan (2020) also give further Taylor approximations linking deriva-
tives in the simplex with elasticities and semi-elasticities. They also provide formulas for
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expressing these as a function of model parameters, obtained by applying the above results
to the function mapping the explanatory to the conditional expectation of the dependent,
when conditinal expectation is understood in a sense adapted to simplex valued random
variables.

4 Relationship between elasticities interpretations and
others

We first prove that, when only Y is compositional, the semi-elasticity interpretation is very
similar to the classical odds ratio interpretation in logistic regression, the relative increase
of odds ratio being replaced here by the relative increase of a ratio of shares, constant
throughout observations. We demonstrate a strong relationship with the interpretation in
Müller et al. (2016) using pivot coordinates and considering finite increments rather than
infinitesimal ones. We also compare with the interpretation proposed in Wang et al. (2013)
in the case of both dependent and explanatory compositional which yields a share-ratio
changes (“relative elasticities” ) interpretation. The advantages of our method is that
we work directly in the simplex and there is no need to make a reference to a particular
coordinate system. Moreover we get three possible interpretations

1. the simultaneous change in the whole set of shares

2. the relative dominance of one component with respect to the geometric mean of the
others

3. the relative change of share-ratios

For the case of a compositional explanatory variable, we compare with Coenders and
Pawlowsky-Glahn (2020) who discuss several reparametrizations and their corresponding
interpretation. Their results are coherent with ours. They differ in the fact that they
consider finite increments. We have a generic treatment for all parametrizations and we
can consider more general changes in the simplex.

Finally, we consider models including a total variable and models involving spatial
dependence in which we are able to derive elastiticities computations.

5 Conclusion

We demonstrate that the elasticity/semi-elasticity approach to explanatory variable im-
pact evaluation is a natural tool in simplicial regression models and is easy to implement.
We explicit its relationships with former interpretations found in the literature.
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Résumé. Le Machine Learning connâıt un succès croissant dans de nombreuses ap-
plications : défense, cybersécurité, etc. Cependant, les modèles sont souvent très com-
plexes. Cela est problématique, en particulier pour les systèmes critiques, car les util-
isateurs finaux doivent comprendre les décisions d’un algorithme (par exemple, pourquoi
une alerte a été déclenchée). Une solution consiste à proposer une interprétation pour
chaque prédiction individuelle en fonction de la contribution des attributs. Les valeurs de
Shapley, issues de la théorie des jeux coopératifs, permettent de distribuer équitablement
les contributions pour chaque attribut afin de comprendre la différence entre une valeur
prédite pour une observation et une valeur de base (par exemple la prédiction moyenne
d’une population de référence). Si ces valeurs présentent de nombreux avantages, elles
présentent un inconvénient majeur : la complexité pour les calculer augmente exponen-
tiellement avec le nombre de variables. Dans cet exposé, nous présentons ShapKit, un
module Python développé par Thales et disponible en Open Source. Nous appliquons
ShapKit sur un cas d’utilisation de la cybersécurité.

Mots-clés. Explication locale, Interprétabilité, Valeurs de Shapley.

Abstract. Machine Learning is enjoying an increasing success in many applications:
defense, cyber security, etc. However, models are often very complex. This is problematic,
especially for critical systems, because end-users need to fully understand the decisions of
an algorithm (e.g. why an alert has been triggered or why a person has a high probability
of cancer recurrence). One solution is to offer an interpretation for each individual predic-
tion based on attribute relevance. Shapley Values, coming from cooperative game theory,
allow to distribute fairly contributions for each attribute in order to understand the dif-
ference between a predicted value for an observation and a base value (e.g. the average
prediction of a reference population). While these values have many advantages, includ-
ing their theoretical guarantees, they have a strong drawback: the complexity increases
exponentially with the number of features. In this talk, we will present and demonstrate
ShapKit, a Python module developed by Thales and available in Open Source dedicated to
Shapley Values computation in an efficient way for local explanation of machine learning
model. We will apply ShapKit on a cybersecurity use case.

Keywords. Interpetability, Local explanation, Shapley Values.
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1 Introduction

Machine Learning models are used for various applications with already successful results.
Unfortunately, a common criticism is the lack of transparency associated with these al-
gorithm decisions. This is mainly due to a greater interest in performance (measurable
on specific tasks) at the expense of a complete understanding of the model. This results
in a lack of knowledge of the internal working of the algorithm by the developer and the
end user. The most obvious consequences are a difficulty to correct the algorithm by
an expert and limiting its adoption by operational staff. Moreover, the European Com-
mission has imposed by legal means, with the General Data Protection Regulation, this
transparency constraint on companies whose algorithms learn from personal data com-
ing from European citizens. The challenge that companies are facing today is to bring
Artificial Intelligence into production. The transition from conclusive laboratory tests
to a production environment is not easy. To ensure that the model generalizes well on
new data, a good human/machine interaction is highly appreciated. There is no single
definition of interpretability or explainability concerning model prediction (e.g. see the
excellent introductory book [1]). We can separate methods into two dimensions [2]. If the
method is local or global, and if its approach is model agnostic or on the contrary inher-
ent to it. A global method aims at explaining the general behaviour of a model, whereas
a local method focuses on each decision of a model. The agnostic category (also called
post-hoc explanation) considers the model as a black box. On the other hand, inherent
or non-agnostic methods can modify the structure of a model or the learning process to
create intrinsically transparent algorithms. Naturally, the best strategy is to find a model
that is both completely transparent by design and sufficient in terms of accuracy. Unfor-
tunately, the most effective machine learning models tend to be less transparent because
their degrees of complexity are high.

In this talk, we focus on local explanation and model-agnostic approaches. Moreover,
we search some contrastive explanation, that means we want to compare our instance
with a sub-population of instances. Finally, we assume that we work on tabular data
with meaninful features. We present ShapKit, a Python module dedicated to this task
and illustrate its use on a cyber security use case.

2 Shapley Values as local additive explanation: a
technical perspective

Local explanation focus on a single instance and examine what the model predicts for
this input, and explain why. If the Machine Learning is globally too complex to be well
approximated by simplest models, locally the prediction might only depend linearly or
monotonically on some features. This the idea behind LIME [3]. This approach has a
major drawback: we do not guarantee the efficiency in the sense that we do not insure
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that the prediction is equal to the sum of the contributions of each feature nor some others
nice properties. In Collaborative Game Theory, Shapley Values [4] allows to distribute a
reward fairly among players according to their contribution to the win in a cooperative.
The Shapley Value of a player j is a fair share of the global wealth v(M) produced by all
players together:

φj(M, v) =
∑

S⊂M\{j}

(d− |S|− 1)!|S|!
d!

(v(S ∪ {j})− v(S)) , (1)

with |S| = cardinal(S), i.e. the number of players in coalition S, M a set of players of
dimension d, v : P (M) → Rv such as v(∅) = 0. The range Rv can be % or a subset of %
and if S ⊂ M, v(S) is the amount of wealth produced by coalition S when they cooperate.
The Shapley Values are the only indices which respect the four following properties :

• Additivity: φj(M, v + w) = φj(M, v) + φj(M, w) for all j, with v : P (M) → Rv

and w : P (M) → Rv ;

• Null player: if v(S ∪ {j}) = v(S) for all S ⊂ M\{j} then φj(M, v) = 0;

• Symmetry: φπj(πM, πv) = φj(M, v) for every permutation π on M;

• Efficiency:
∑

j∈M φj(M, v) = v(M).

Shapley Values offer a solution of local explanation from additive feature importance
measure class ensuring desirable theoretical properties (see e.g. [5], [6]). A prediction can
be explained by assuming that each feature value of the instance is a “player” in a game
where the prediction is the payout. The objective is to fairly distribute the payout around
all features to obtain the prediction. We can make the following correspondence between
Game Theory and model interpretability:

• The features are the players;

• The model f̂ is the game;

• The feature attribution is the gain attribution.

A major challenge for Shapley Values computing is the number of calculus to perform: the
potential coalition, and so this number, grows exponentially in function of the number of
features. Some approaches to approximate them has been proposed. In this talk, we only
focus on generic approximation. [6] and [7] propose a Monte Carlo approximation. The-
oretic properties can be find in [8], using some concentration inequalities. The objective
of [9] is to reduce the number of times the costly reward function is asked and propose
an optimized version of the algorithm proposed by [6] which divides by two the use of
the reward function v. Moreover, this strategy can be combined with stratified sampling
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(e.g. [10], [8]) in order to reduce the number of iterations required. An alternative way
of computation of Shapley Values consists to use the equivalence between Equation (1)
and the Weighted Least Square (WLS) problem (see e.g. [5], [11], [9]). [9] gives the
theoretical properties in term of approximation errors for this algorithm. Moreover, they
propose a method based on an optimization trick of the Monte Carlo estimator. The
implementation of these algorithms is proposed in shapkit Python module 1.

3 ShapKit overview

shapkit is a Python module to use Shapley Values as local explanation of Machine Learning
model. The method is a post-hoc explanation, so the user does not have to change her
usual pipeline. Firstly, the user trains as usual the model and then defines her reward
function fc (e.g. simply set by the model output):

f c = lambda x : model . p r ed i c t p roba (x )

The user selects an instance of interest x for which she need more interpretation and
picks also one or several reference(s) (instance or dataset of individuals). If the number
of features is not too high (said lower than 10), then the exact Shapley Values can be
computed.

t rue shap = ShapleyValues ( x=x , f c=fc , r e f=r e f e r e n c e )

If the dimension is too high, the user can use some approximation approaches:

• Monte Carlo algorithm:

mc shap = MonteCarloShapley (x=x , f c=fc , r e f=r e f e r en c e , n i t e r =1000)

• Batch Monte Carlo algorithm: If the reward function fc can handle data set of
inputs, the batch version of Monte Carlo algorithm is more efficient as it calls the
reward function only once:

mc shap batch = MonteCarloShapleyBatch (x=x , f c=fc , r e f=r e f e r e n c e
, n i t e r =1000)

• Projected Stochastic Gradient Descent algorithm:

s gd e s t = SGDshapley (d , C=y .max( ) )
sgd shap = sgd e s t . sgd (x=x , f c=fc , r e f=r e f e r e n c e

, n i t e r =5000 , s tep =.1 , s t ep type=” sq r t ” )

1https://libraries.io/pypi/shapkit
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4 Application: explanation of a machine learning model
that performs detection network intrusion

We are interested by the detection network intrusions protects a computer network from
unauthorized users, including perhaps insiders. The objective is to build a predictive
model capable of distinguishing between illegitimate (intrusions) and legitimate connec-
tions and to be able to understand the prediction made for an observation. This second
task is important for the operational who uses the model, to be able to detect some false
positive and effectively categorise the attacks. We use the KDD Cup 1999 Data 2, which
includes a wide variety of intrusions simulated in a military network environment. The fea-
tures are the basic features of individual TCP connections (e.g. number of seconds of the
connection, type of protocol, etc.), some content features within a connection suggested
by domain knowledge (e.g. number of failed login attempts, number of “root” accesses,
etc.) and traffic features computed using a two-second time window (e.g. number of con-
nections to the same host as the current connection in the past two seconds, number of
connections to the same service as the current connection in the past two seconds, etc.).
We focus on DoS attacks, without distinguishing between the different categories of DoS
attacks. Denial-of-service attack is a cyber-attack in which the attacker seeks to make a
machine or network resource unavailable to its intended users by temporarily or indefi-
nitely disrupting services of a host connected to the Internet. Denial of service is typically
accomplished by flooding the targeted machine or resource with superfluous requests in
an attempt to overload systems and prevent some or all legitimate requests from being
fulfilled. The data are labelled: one class for the normal connection and the second for
DoS attack, whatever the type of attacks it is (smurf, syn flood, etc.). A ML model is
trained to distinguish between normal connection and DoS attacks. In this talk, we will
use Shapley Values with two objectives: understand what are the important elements
that leads to an alert and use these elements to try to refine the characterization of the
attack undergone.
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Résumé. On considère un problème de minimisation du risque en apprentissage

statistique où la distribution P ′ de l’échantillon d’apprentissage diffère de celle du test P .

Lorsque le ratio de vraisemblance Φ = dP/dP ′ est connu, on montre que la procédure du

minimisation du risque empirique peut être étendue à ce problème de transfer learning

en utilisant les mêmes idées que celles de l’échantillonnage préférentiel. Lorsque Φ est

inconnu, en pratique, la vraisemblance a souvent une forme simple explicite et peut être

estimée directement à l’aide des Z ′
i et d’une information auxiliaire sur la population P . On

montre alors que la capacité de généralisation de notre approche est conservée en injectant

les estimations Φ(Z ′
i) dans la version pondérée du risque empirique. On présente quelques

applications numériques pour mettre en avant le potentiel de la méthode.

Mots-clés. Apprentissage statistique, Risque empirique, Echantillonnage préférentiel

Abstract. We consider statistical learning problems when the distribution P ′ of the

training set differs from the test distribution P involved in the risk one seeks to minimize.

When the likelihood ratio Φ(z) = dP/dP ′(z) is known, we show that Empirical Risk

Minimization (ERM) approach extends to this specific transfer learning setup using the

same idea as that behind Importance Sampling. When Φ is unknown, we show that in

practice it often takes a simple form and can be directly estimated from the Z ′
i’s and

some auxiliary information on the statistical population P . We then prove that the

generalization capacity of the approach aforementioned is preserved when plugging the

resulting estimates of the Φ(Z ′
i)’s into the weighted empirical risk. Numerical results

provide empirical evidence of the relevance of our approach.

Keywords. Empirical risk minization, Importance sampling, Transfer learning
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1 The framework of ERM

The standard empirical risk minimization problem (ERM) is the following: Z is a random

variable (rv) valued in a space Z with distribution P , Θ is a parameter space and ! :

Θ× Z → R+ is a loss function. Then, the risk one seeks to minimize is : ∀θ ∈ Θ,

RP (θ) = EP [!(θ, Z)] . (1.1)

In practice P is unknown and learning is based on the sole observation of an independent

and identically distributed (iid) sample Z1, . . . , Zn drawn from P and the risk (1.1) may

be replaced by its empirical counterpart:

R̂P (θ) =
1

n

n∑

i=1

!(θ, Zi) = RP̂n
(θ), (1.2)

where P̂n = (1/n)
∑n

i=1 δZi is the empirical measure of P and δ is the Dirac measure. The

performance of minimizers of (1.2) can be studied by means of concentration inequalities,

quantifying the fluctuations of the maximal deviations supθ∈Θ |R̂P (θ) − RP (θ)| under
complexity assumptions for the functional class F = {!(θ, ·) : θ ∈ Θ}, see [3]. The poor

control of the data acquisition process in the big data era leads to the risk of jeopardizing

the generalization ability of the algorithms; see [4]. In particular, bias selection issues

in machine-learning are now the subject of much attention in the literature, see e.g. [1],

[5], [6] and [7], since it creates discriminations in the algorithms, see [2]. To tackle this

problem, we consider the case where the iid sample Z ′
1, . . . , Z

′
n available for training is not

drawn from P but from another distribution P ′, with respect to which P is absolutely

continuous, and the goal pursued is to set theoretical grounds for the application of ideas

behind Importance Sampling (IS) methodology to extend the ERM approach to this

learning setup.

2 Weighted ERM (WERM)

We start by investigating conditions guaranteeing that values for the parameter θ that

nearly minimize (1.1) can be obtained through minimization of a weighted version of the

empirical risk based on the Z ′
i’s, namely

R̃w,n(θ) = RP̃w,n
(θ), (2.1)
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where P̃w,n = (1/n)
∑n

i=1 wiδZ′
i
and w = (w1, . . . , wn) ∈ Rn

+ is a certain weight vector.

Of course, ideal weights w∗ are given by the likelihood function Φ(z) = (dP/dP ′)(z):

w∗
i = Φ(Z ′

i) for i ∈ {1, . . . , n} and in this simple case EP ′ [RP̃w∗,n
(θ)] = RP (θ), so that

generalization bounds for the RP -risk excess of minimizers of the empirical risk with

ideal weights can be directly established by studying the concentration properties of the

empirical process related to the Z ′
i’s and the class of functions {Φ(·)!(θ, ·) : θ ∈ Θ}

(see section 2.1). However, the importance function Φ is unknown in general, just like

distribution P . As highlighted in Section 2.2, in far from uncommon situations, the (ideal)

weights w∗
i can be estimated from the Z ′

is combined with auxiliary information on the

target population P .

2.1 Known importance function

Consider the situation where Φ is known, insofar as we shall subsequently develop tech-

niques aiming at mimicking the minimization of the ideally weighted empirical risk

R̃w∗,n(θ) =
1

n

n∑

i=1

w∗
i !(θ, Z

′
i), (2.2)

namely the (unbiased) IS estimator of (1.1) based on the instrumental data Z ′
1, . . . , Z

′
n.

The following result describes the performance of minimizers θ̃∗n of (2.2).

Lemma 2.1 Assuming that ! and Φ are both bounded functions, with probability at least

1− δ, we have: ∀n ≥ 1,

RP (θ̃
∗
n)−min

θ∈Θ
RP (θ) ≤ 4||Φ||∞E [R′

n(F)] + 2||Φ||∞ sup
(θ,z)∈Θ×Z

!(θ, z)

√
2 log(1/δ)

n

where R′
n(F) denotes the Rademacher average associated to the class of function F .

Note that when P = P ′, we have Φ ≡ 1 and the bound stated in Lemma 2.1 simply

describes the performance of standard empirical risk minimizers.

2.2 Unkown importance function

While it is clear that the situation where the likelihood ratio is known is unrealistic,

as illustrated by the example below, in many statistical learning problems with biased
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training distribution, Φ takes a simplistic form and can be easily estimated from the Z ′
i’s

combined with auxiliary information on P .

Binary classification with varying class probabilities. Let Z = (X, Y ), Y being a

binary variable valued in {−1,+1} and the rv X takes its values in a measurable space

X and models some information hopefully useful to predict Y . The parameter space Θ

is a set G of measurable mappings g : X → {−1, +1} and the loss function is given

by !(g, (x, y)) = I{g(x) )= y} for all g in G and any (x, y) ∈ X × {−1, +1}. The

distribution P of the random pair (X, Y ) may be described by the triplet (p, F+, F−)

where p = P{Y = +1} and Fσ(dx) is X’s conditional distribution given Y = σ1 with

σ ∈ {−, +}. We assume the common hypothesis p′ < p where p is supposed to be known.

The likelihood function takes the simple following form Φ(x, y) = I{y = +1} p
p′ + I{y =

−1} 1−p
1−p′

def
= φ(y), which reveals that it depends on the label y solely, and the ideally

weighted empirical risk process is

R̃w∗,n(g) =
p

p′
1

n

∑

i:Y ′
i =1

I{g(X ′
i) = −1}+ 1− p

1− p′
1

n

∑

i:Y ′
i =−1

I{g(X ′
i) = +1}. (2.3)

In general the theoretical rate p′ is unknown and one replaces (2.3) with

R̃ŵ∗,n(g) =
p

n′
+

∑

i:Y ′
i =1

I{g(X ′
i) = −1}+ 1− p

n′
−

∑

i:Y ′
i =−1

I{g(X ′
i) = +1}, (2.4)

where n′
+ =

∑n
i=1 I{Y ′

i = +1} = n−n′
−, ŵ

∗
i = φ̂(Y ′

i ) and φ̂(y) = I{y = +1}np/n′
++I{y =

−1}n(1− p)/n′
−. The stochastic process above is not a standard empirical process but a

collection of sums of two ratios of basic averages. However, the following result provides

a uniform control of the deviations between the ideally weighted empirical risk and that

obtained by plugging the empirical weights into the latter.

Lemma 2.2 Let ε ∈ (0, 1/2). Suppose that p′ ∈ (ε, 1− ε). For any δ ∈ (0, 1), we have

with probability larger than 1− δ:

sup
g∈G

∣∣∣R̃ŵ∗,n(g)− R̃w∗,n(g)
∣∣∣ ≤

2

ε2

√
log(2/δ)

2n
,

as soon as n ≥ 2 log(2/δ)/ε2.

Consequently, minimizing (2.4) nearly boils down to minimizing (2.3). Combining Lem-

mas 2.2 and 2.1, we immediately get the generalization bound stated in the result below.
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Theorem 2.3 Let ε ∈ (0, 1/2). Suppose that p′ ∈ (ε, 1 − ε). Let g̃n be any minimizer

of R̃ŵ∗,n over class G. For any δ ∈ (0, 1), we have with probability at least 1− δ:

RP (g̃n)− inf
g∈G

RP (g) ≤
2max(p, 1− p)

ε

(
2E[R′

n(G)] +
√

2 log(2/δ)

n

)
+

4

ε2

√
log(4/δ)

2n
,

as soon as n ≥ 2 log(4/δ)/ε2; where R′
n(G) = (1/n)Eσ[supg∈G |

∑n
i=1 σiI{g(X ′

i) )= Y ′
i }|].

Such theoritical control of the weighted version of the ERM extends to numerous pratical

cases such as multiclass classification, Positive-Unlabeled learning, et cetera.

3 Numerical experiments

A natural extension of binary classification is multiclass classification in a stratified pop-

ulation : Y and Y ′ take values in {1, . . . , J}, J ≥ 1, and each labeled observation

(X, Y ) belongs to a certain random stratum S in {1, . . . , K} with K ≥ 1. Again, the

distribution P of a random element Z = (X, Y, S) may be described by the parameters

{(pj,k, Fj,k) : 1 ≤ j ≤ J, 1 ≤ k ≤ K} where Fj,k is the conditional distribution of X given

(Y, S) = (j, k) and pj,k = P(X,Y,S)∼P{Y = j, S = k}. Then, we have

dP (x, y, s) =
J∑

j=1

K∑

k=1

I{y = j, s = k}pj,kdFj,k(x),

and considering a distribution P ′ with Fj,k ≡ F ′
j,k but possibly different class-stratum

probabilities p′j,k, the likelihood function becomes

dP

dP ′ (x, y, s) =
J∑

j=1

K∑

k=1

pj,k
p′j,k

I{y = j, s = k} def
= φ(y, s).

Note that Theorem 2.3 extends to the latter case. We now focus on the MNIST dataset

consisting of 60000 images for training and 10000 images for testing, labels being the

value of the digits so that K = 10. There is no class bias in the original dataset so bias

between classes is induced (see Figure (1)) using the power law strategy as follows

p′k =
γ− #K/2$

σ(k) pk
∑K

l=1 γ
− #K/2$

σ(k) pk
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where 0 ≤ γ ≤ 1 is a strata bias parameter. The optimization dynamics are summarized in

Figure (2). We report the median over 100 runs of these values for the test set and a fixed

random sample of the train set. For the test set, we represent 95% confidence-intervals in

a lighter tone. The x-axis corresponds to the number of iterations of the learning process.

It appears that for the uniform weights, we see that the misclassification rate is pretty

low for the train set, but poor for the test set. By reweighting the instances, we favor low

error over the test set, which gives a miss probability reduced by half.

Figure 1: Comparison pk’s and p′k’s.
Figure 2: Dynamics for the class

reweighting experiment with MNIST.
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Résumé. Les mélanges de Poisson ont de nombreuses applications pour plusieurs
champs de recherche. Par exemple, en écologie, ils permettent de modéliser des popula-
tions d’espèces en présence de surdispersion. Il existe cependant une infinité de mélanges
possibles. Ce travail propose une stratégie pour choisir la loi de mélange à l’aide de la
théorie des valeurs extrêmes. Pour ce faire, on présente les résultats associés à la théorie des
valeurs extrêmes dans le cas discret ainsi que les catégories de mélanges possibles. Finale-
ment, on propose à l’aide de ces résultats un arbre de décision permettant de sélectionner
quel type de mélange de Poisson est adéquat pour l’ajustement des données.

Mots-clés. Mélange Poisson, Théorie des valeurs extrêmes discrètes, Méthode des
excès.

Abstract. Poisson mixtures are widely used in many fields of research. For example,
in ecology, they are used to model overdispersed species’ population. However, there is
a lot of possibilities to choose from. We present in this paper a strategy to adequately
choose the mixed distribution using extreme value theory. We present this theory in the
discrete case and apply it to Poisson mixtures. Finally, we suggest a decision tree that
will allow to select what type of mixture is adequate for the data.

Keywords. Poisson mixture, Discrete extreme value theory, Peak-over-threshold.

1 Introduction

En écologie, modéliser et prédire la distribution des espèces est essentiel pour antici-
per l’impact des changements climatiques et des pressions humaines sur la diversité des
écosystèmes. Une approche est de supposer que l’abondance d’une espèce est distribuée
selon une loi de Poisson dont l’intensité dépend de caractéristiques environnementales.
Cette dernière requiert cependant une forte hypothèse : l’égalité entre l’espérance et la
variance. Or, en raison de différents facteurs (dispersion limitée, compétition entre espèces
ou autres), les données d’abondance présentent régulièrement une surdispersion ce qui
tend à violer cette propriété. Cette surdispersion se manifeste soit par un excès de zéros,

1

959

!



soit par des valeurs extrêmes, les deux phénomènes n’étant pas exclusifs. Dans ce cas, un
modèle de Poisson s’ajustera mal aux données.

Une stratégie, pour prendre en compte cette surdispersion, repose sur l’utilisation de
modèles de mélanges finis ou non (Karlis et Xekalaki, 2005). Celle-ci consiste à supposer
que l’intensité de la loi de Poisson, λ, n’est plus une valeur fixe (inconnue) mais est, elle-
même, aléatoire. De tels modèles permettent d’avoir une plus grande variance et sont en
mesure d’observer plus de zéros ou des valeurs extrêmes. Karlis et Xekalaki (2005) listent
jusqu’à 30 exemples de modèles de Poisson en mélange selon le choix de la distribution
du paramètre λ. D’un point de vue général, toutes lois dont le support est positif sont
candidates. À l’heure actuelle, il ne semble pas exister d’études et de travaux permettant
de choisir la ou les distributions les mieux adaptées. Ainsi, ce travail a pour but de répondre
à ce besoin en proposant une méthode permettant de choisir, au regard des données,
une famille de lois adéquates. Précisément, nous proposons dans ce travail une approche
permettant de choisir les lois de mélange en se référant au comportement en queue de la
distribution des observations. Pour cela, on rappelle des éléments de la théorie des valeurs
extrêmes et de la situation particulière du cadre discret, l’application de cette théorie aux
mélanges de Poisson et enfin nous présentons une stratégie de choix de mélange.

2 Théorie des valeurs extrêmes

La théorie des valeurs extrêmes s’intéresse à l’étude de valeurs très grandes et rares et
propose des méthodes paramétriques pour analyser le comportement en queue d’une distri-
bution quelconque. Une approche classique est basée sur l’étude des excès d’un échantillon.
Plus précisément, soit X ∼ F une variable aléatoire (continue ou discrète) dont le sup-
port est fini ou non. On appelle un excès, la quantité X − u|X > u où u est un seuil
fixé. Pickands (1975) démontre que s’il existe une suite σ(u) strictement positive telle que
σ(u)−1(X−u)|X > u converge vers une distribution non-dégénérée H lorsque u tend vers
le point terminal du support, alors H sera une distribution Pareto généralisée (GPD).
Cette distribution est définie par sa fonction de survie :

Hγ,σ(y) =

{(
1 + γ y

σ

)−1/γ
si γ #= 0

exp
(
− y

σ

)
sinon

dont le support est R+ si γ ≥ 0 ou
[
0;−σ

γ

]
si γ < 0, où σ et γ sont les paramètres d’échelle

et de forme respectivement. Dans le cas où la convergence a lieu, on dit que la distribution
deX est dans le domaine d’attraction des maximums. Il existe trois domaines d’attraction,
selon que γ soit négatif, nul ou positif. Ces trois domaines se nomment respectivement le
domaine de Weibull, de Gumbel et de Fréchet. Chaque domaine caractérise le compor-
tement en queue de façon unique (Resnick, 1987). Dans ce travail, seuls les domaines de
Gumbel et Fréchet, dont le support est infini, seront spécifiquement étudiés.

2

960

F&



Bien que la théorie des valeurs extrêmes soit très générale, on peut constater des
différences lorsqu’on se place dans le cas continu ou discret. Alors qu’il est relativement
aisé de démontrer l’existence d’une suite normalisante dans le cas continu, cela n’est plus
vrai dans le cas discret. Les contre exemples sont nombreux. On peut citer parmi d’autres
les lois de Poisson, binomiale négative, ou géométrique. Anderson (1970) puis Shimura
(2012) ont étudié ce phénomène et démontrent qu’une condition nécessaire afin qu’une
loi discrète F soit dans un domaine d’attraction est que celle-ci soit à queue longue.
Cette propriété est définie par la limite 1−F (x+1)

1−F (x) → 1 lorsque x → ∞. Or cette condition
n’est pas satisfaite en général. Cependant, lorsque cette limite existe et tend vers une
valeur entre (0, 1), Anderson (1970) et Shimura (2012) ont démontré que de telles lois
seront ”proches” du domaine de Gumbel. Autrement dit, ils démontrent que si la variable
aléatoire discrète était, en fait, continue, alors on se retrouverait dans le domaine Gumbel.
La stratégie qu’on propose repose sur ce résultat clé.

3 Mélanges Poisson et domaine d’attraction

Pour choisir la loi de mélange, on souhaite connâıtre le comportement en queue du
mélange résultant selon le domaine d’attraction de la loi de λ. Perline (1998) propose
deux classes de mélanges associées aux domaine de Fréchet et Gumbel. Dans la première,
il démontre que si on utilise une loi dans le domaine de Fréchet satisfaisant une condition
suffisante nommée Von Mises (Resnick, 1987), alors le mélange sera également dans le
domaine de Fréchet. Plusieurs lois classiquement utilisées dans le domaine de Fréchet sa-
tisfont cette condition, par exemple l’inverse-gamma ou la demi-Cauchy. Pour la deuxième
classe, Perline (1998) démontre que si la loi de λ est dans Gumbel et satisfait aussi la
condition suffisante ainsi qu’une condition sur le taux de défaillance, alors le mélange
Poisson sera aussi dans Gumbel. À titre d’exemple, la log-normale permettra au mélange
d’être dans cette classe. On nommera respectivement ces deux classes de mélanges par
Fréchet et Gumbel.

Cependant, plusieurs lois dans le domaine de Gumbel ne produiront pas de mélange qui
seront éléments de cette deuxième classe. Par exemple, la loi gamma satisfait seulement
la condition de Von Mises et lorsqu’on l’utilise pour λ, le mélange Poisson produira une
binomiale négative. Cette dernière, malheureusement, ne possède aucun domaine d’at-
traction. Or la binomiale négative est classiquement usitée pour l’analyse de données de
la comptage et il serait important d’avoir une classe de mélange qui la décrit. Pour ce
faire, on a étudié les mélanges qui utilisent des lois similaires à la gamma. On dit qu’une
loi continue avec densité f a un comportement gamma si

lim
x→∞

f(x)

C(x)xαe−βx
= 1

où C(x) est localement bornée sur (0,∞) et à variation lente, c’est-à-dire limt→∞
C(tx)
C(t) = 1
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(Bingham et al., 1987), α ∈ R et β > 0.

Cette définition donnée par Willmot (1990) inclut, entre autre, l’inverse-Gaussienne,
l’exponentielle et, évidemment, la gamma. Avec ce type de lois, on peut décrire le com-
portement de plusieurs mélanges qui ne sont pas inclus dans les classes de Perline (1998).
En effet, on démontre deux résultats clés : les lois à comportement gamma sont dans le
domaine d’attraction de Gumbel et le mélange Poisson résultant n’aura aucun domaine
d’attraction. Précisément on montre le théorème suivant :

Théorème 1 (Valiquette (2020)). Soit X un mélange Poisson de distribution FX , sup-
posons que la loi de λ, notée F , a un comportement gamma, alors :

1. F est dans le domaine de Gumbel.

2. Pour tout entier k, limx→∞
1−FX(x+k)
1−FX(x) =

(
1

1+β

)k

∈ (0, 1). En particulier, pour

k = 1, FX n’est pas à queue longue et donc ne possède aucun domaine d’attraction.

Malgré l’absence de domaine d’attraction, ces mélanges peuvent être décrits par leurs
comportement en queue. En effet, comme mentionné en section 2, ces mélanges seront,
dans un sens, ”proches” du domaine de Gumbel. Ainsi, on propose d’ajouter une troisième
classe à celles de Perline (1998) qu’on nomme Pseudo-Gumbel. Ces trois classes permet-
tront de choisir le mélange adéquat aux données de comptage. On donne quelques exemples
de mélange et leur classe selon la loi de λ en table 1.

Loi sur λ Domaine (Loi) Mélange Classe (Mélange)

Demi-Cauchy Fréchet Poisson demi-Cauchy Fréchet
Inverse-gamma Fréchet Poisson inverse-gamma Fréchet
Log-Gaussienne Gumbel PLG Gumbel
Weibull(α, β) Gumbel Poisson-Weibull Gumbel (si α < 1

2)
Gamma(α,β) Gumbel Binomiale négative Pseudo-Gumbel

Inverse-Gaussienne Gumbel Sichel Pseudo-Gumbel

Table 1 – Domaines d’attraction. Quelques exemples

4 Choix de mélange Poisson

L’idée principale de notre stratégie est d’utiliser les trois classes de mélanges afin de
bien choisir la loi pour le paramètre d’intensité λ. Dans cette section, on décrit en détail
les étapes à suivre et on peut visualiser cette stratégie à l’aide d’un arbre de décision (voir
Figure 1). Pour cela, on commence par identifier si les données de comptage appartiennent
à un domaine d’attraction. Pour vérifier cette propriété, il faut fixer un seuil suffisamment
élevé et ajuster une GPD aux excès. On aura deux situations possibles : l’ajustement
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des excès est adéquat ou non. Il existe plusieurs méthodes pour procéder à une telle
vérification. Par exemple cela peut être un graphique Quantile-Quantile (Coles, 2001)
ou un test d’ajustement bootstrap (Villaseñor-Alva et Gonzàlez-Estrada, 2009). Dans la
première situation, cela signifie que les données possèdent un domaine d’attraction. Dans
ce cas, il serait préférable d’utiliser une loi pour λ qui permette de préserver le domaine
d’attraction. Ceci revient à utiliser des lois qui correspondent aux classes de Perline (1998).
Si l’estimation est adéquate avec γ = 0, on devrait choisir une loi qui permet de rester
dans Gumbel tel que la log-normale. Dans le cas où l’estimation est strictement positive,
alors il faudra choisir une loi dans le domaine de Fréchet comme la demi-Cauchy.

Cependant si on se retrouve dans la deuxième situation, c’est-à-dire les excès ne sont
pas ajustés adéquatement par la GPD, alors les données discrètes ne possèdent pas de
domaine d’attraction. Or, il serait possible qu’elles soient ”proches” du domaine de Gum-
bel. Pour tester si c’est bien le cas, on ajoute aux données un bruit aléatoire d’une uni-
forme(0,1) afin de les rendre continues. Cette technique se nomme jittering en anglais et
possède de nombreuses applications (Nagler, 2018). En réajustant une GPD à ces nou-
veaux excès continus avec un paramètre de forme fixé à γ = 0, on vérifie si cette fois c’est
adéquat. Si c’est bien le cas, on se retrouve dans la classe Pseudo-Gumbel et l’utilisation
de loi à comportement gamma est recommandée. Par exemple l’utilisation de l’inverse-
Gaussienne pour λ permet d’être dans cette situation. Si au contraire l’ajustement n’est
toujours pas adéquat, alors il faudra procéder à une analyse différente pour choisir le
mélange.

Figure 1 – Arbre de décision pour choisir les lois de mélange potentielles
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5 Discussion et perspectives

L’arbre de décision a été validé par simulation en utilisant plusieurs lois de mélanges
selon les différentes classes. Pour différents représentants des trois catégories, la pratique
semble concorder avec la théorie lorsqu’on étudie des lois dont la variance est raisonnable.
Néanmoins, lorsqu’on étudie par exemple la log-normale avec des paramètres d’échelle
qui produisent une très forte variance, il n’est pas rare de conclure que cette loi parti-
culière appartient au domaine de Fréchet et non à celui de Gumbel. Ainsi, il se pourrait
en pratique que l’on confonde ces deux classes lorsque la variance est trop importante.
Cet aspect devrait être étudié plus en détail, par exemple en ajustant directement sur
un ensemble de données simulées et sur des cas d’étude. Finalement, il serait pertinent
d’ajouter à cette approche des covariables et d’étudier si celle-ci peut être étendue au
cadre de la régression.

Remerciements : Ce travail a été soutenu par le projet GAMBAS financé par l’agence
nationale de la recherche (ANR-18-CE02-0025).

Bibliographie

Anderson, C.W. (1970). Extreme Value Theory for a Class of Discrete Distributions with
Applications to some Stochastic Processes, Journal of Applied Probability, 7, pp. 99-113.
Bingham, N.H., Goldie C.M. and Teugles J.L. (1987). Regular Variation, Cambridge Uni-
versity Press.
Coles, S. (2001). An Introduction to Statistical Modeling of Extreme Values, Springer.
Karlis, D. and Xekalaki, E. (2005). Mixed Poisson Distributions, International Statistical
Review, 73, pp. 35-58.
Nagler, T. (2018). A Generic Approach to Nonparametric Function Estimation with Mixed
Data, Statistics and Probability Letters, 137, pp. 326-330.
Perline, R. (1998). Mixed Poisson Distributions Tail Equivalent to their Mixing Distribu-
tions, Statistics and Probability Letters, 38, pp. 229-233.
Shimura, T. (2012). Discretization of Distributions in the Maximum Domain of Attraction,
Extremes, 15(3), pp. 299-317.
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Villaseñor-Alva, J.A. and Gonzàlez-Estrada, E. (2009). A Bootstrap Goodness of Fit Test
for the Generalized Pareto Distribution, Computational Statistics and Data Analysis, 53,
pp. 3835-3841.
Willmot, G.E. (1990). Asymptotic Tail Behaviour of Poisson Mixture with Applications,
Advances in Applied Probability, 22, pp. 147-159.

6

964

#



Comportement asymptotique de tests de Sobolev
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Résumé. Dans ce travail, nous considérons le problème de test d’uniformité sur
l’hypersphère unité de Rp. Nous obtenons de nouveaux résultats sur le comportement
asymptotique de tests de Sobolev sous des contre-hypothèses locales à symmétrie rota-
tionnelle.

Mots-clés. Données directionnelles, tests d’uniformité, tests de Sobolev.

Abstract. In this work, we tackle the problem of testing uniformity on the unit
hypersphere of Rp. We obtain new results on the asymptotic behavior of Sobolev tests
under rotationally symmetric alternatives.

Keywords. Directional data, uniformity tests, Sobolev tests.

1 Directional data and testing for uniformity

Directional statistics are dealing with observations that belong to the unit hypersphere
Sp−1 := {u ∈ Rp : ‖u‖2 = u′u = 1} of Rp or more generally on compact Riemannian man-
ifolds. Instances of directional data happen in meteorology (wind directions), astronomy
(directions of cosmic rays, positions of stars), paleomagnetism (remanence directions),
biology (protein structure, studies of animal navigation), forest sciences (directions of
wildfire propagation), medicine (head normal vectors), and text mining (quantitative rep-
resentation of documents in high-dimensional hyperspheres), to cite but some. Classical
monographs on directional statistics are Watson (1983) and Mardia and Jupp (2000); a
recent book that overviews the usage of some modern methods in directional statistics is
Ley and Verdebout (2017).

When modeling directional data, that is, unit-norm multivariate vectors, a first natural
question is to ask whether the directions at hand are uniformly distributed or, on the
contrary, whether there exist modes of variation significantly different from uniformity.
On the basis of n i.i.d. observations U1, . . . ,Un with common distribution P on Sp−1, the
problem we tackle in this work is the problem of testing H0 : P ≡ Unif(Sp−1) against
H1 : P $= Unif(Sp−1), where Unif(Sp−1) stand for the uniform probability measure on
Sp−1. We study in this work tests belonging to the class of Sobolev tests for this problem.
Sobolev tests are introduced in the next Section.
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2 Sobolev tests

The class of so-called Sobolev tests has been introduced by Beran (1968, 1969) and Gine
(1975). Sobolev tests are obtained using the eigenfunctions of the Laplace–Beltrami op-
erator (or Laplacian) ∆ acting on Sp−1. Using the n-tuple of observations U1, . . . ,Un, a
Sobolev test rejects the null hypothesis of uniformity H0 for large values of

Sn :=
1

n

n∑

i,j=1

∞∑

k=1

v2k〈tk(Ui), tk(Uj)〉, (2.1)

where u → tk(u) is a mapping from Sp−1 to the space of eigenfunctions associated
with the kth non-zero eigenvalue of the Laplacian, the vk’s are weights and 〈f, g〉 :=∫
Sp−1 f(u)g(u) dµ(u) denotes the inner product on L2(Sp−1, µ) (µ is the surface area mea-
sure on Sp−1). An explicit form for 〈tk(Ui), tk(Uj)〉 on Sp−1 exists. More precisely, given
u,v ∈ Sp−1,

〈tk(u), tk(v)〉 =
{

2 cos(k∠(u,v)), if p = 2,(
1 + 2k

p−2

)
C(p−2)/2

k (u′v), if p > 2,
(2.2)

where cos∠(u,v) = u′v and Cα
k denote the Gegenbauer polynomial of index α and order

k. Well-known Sobolev tests are

• the Rayleigh test. Taking v1 = 1 and vk = 0 for k ≥ 2 in (2.1) we obtain the
Rayleigh test statistic on Sp−1 given by

Rn =
p

n

n∑

i,j=1

U′
iUj. (2.3)

Under H0, Rn is asymptotically χ2
p distributed.

• the Bingham test. When U ∼ Unif(Sp−1), then E[UU′] = 1
pIp. The Bingham test

evaluates this latter sphericity property of U by the test statistic

Bn :=
np(p+ 2)

2

(
tr(S2)− 1

p

)
,

where S := 1
n

∑n
i=1 UiU′

i is the empirical covariance matrix of the Ui’s. Under H0,
Bn is asymptotically χ2

(p−1)(p+2)/2 distributed. The statistic Bn is obtained by letting
v2 = 1 and vk = 0 for k $= 2 in (2.1).

While much is known about the asymptotic behavior of several Sobolev tests under
the null hypothesis of uniformity and when the dimension is fixed, less is known about the
asymptotic behaviour of such tests under local alternatives, even under the rotationally
symmetric alternatives defined in the next section.
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3 Asymptotic results for the Rayleigh test

In this section, we present several results obtained in Cutting et al. (2017). We consider
specific alternatives to the null of uniformity over the p-dimensional unit sphere Sp−1,
namely rotationally symmetric alternatives. A p-dimensional unit vector U is said to be
rotationally symmetric about θθθ(∈ Sp−1) if and only if OU is equal in distribution to U
for any orthogonal p× p matrix O satisfying Oθθθ = θθθ. We actually restrict to rotationally
symmetric densities of the form

u ,→ cp,κ,ff(κu
′θθθ), x ∈ Sp−1, (3.4)

where θθθ(∈ Sp−1) is a location parameter, κ(> 0) is a concentration parameter, and the
function f : R → R+ is monotone strictly increasing, twice differentiable at 0, and
satisfies f(0) = f ′(0) = 1. Consider triangular arrays of observations Uni, i = 1, . . . , n,
n = 1, 2, . . . where the random vectors Uni, i = 1, . . . , n take values in Spn−1. More
specifically, for any θθθn ∈ Spn−1, κn > 0 and f as above, we will denote as P(n)

θθθn,κn,f
the

hypothesis under whichUni, i = 1, . . . , n are mutually independent and share the common
density u ,→ cpn,κn,ff(κn u′θθθn); P

(n)
0 will denote triangular arrays of uniformly distributed

observations. We have the following result.

Proposition 3.1 Let (pn) be a sequence in {2, 3, . . .}. Let (θθθn) be a sequence such that
θθθn ∈ Spn−1 for all n, (κn) be a positive sequence such that κn = O(

√
pn
n ). Then, the

sequence of alternative hypotheses P(n)
θθθn,κn,f

and the null sequence P(n)
0 are mutually con-

tiguous.

The sequences κn of the form κn = O(
√

pn
n ) therefore characterize the high-dimensional

contiguous alternatives to the uniform distribution. We also obtain in Cutting et al.
(2017) the following result.

Proposition 3.2 Let (pn) be a sequence in {2, 3, . . .} and let (θθθn) be a sequence such that
θθθn ∈ Spn−1 for all n. Let κn = τn

√
pn/n, where the positive sequence (τn) is O(1) but

not o(1). Then, as n → ∞ under P(n)
0 ,

log
dP(n)

θθθn,κn,f

dP(n)
0

= τn∆
(n)
θθθn

− τ 2n
2

+ oP(1), (3.5)

where ∆(n)
θθθn

:=
√
pn√
n

∑n
i=1 U

′
niθθθn is asymptotically standard normal. In other words, the

model {P(n)
θθθn,κ,f

: κ ≥ 0} is locally asymptotically normal at κ = 0 with central se-

quence ∆(n)
θθθn

, Fisher information 1, and contiguity rate
√
pn/n.

Proposition 3.2 entails that the test φ(n)
θθθn

rejecting the null at asymptotic level α whenever

∆(n)
θθθn

=
√
npn X̄

′
nθθθn > zα (3.6)
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is locally asymptotically most powerful for the considered problem. The Rayleigh test
is not locally and asymptotically optimal for testing uniformity against specified-θθθn ro-
tationally symmetric alternatives. It is actually blind to the contiguous alternatives. It

detects alternatives with κn = O(p
3/4
n√
n ). We show in Cutting et al. (2017) that it is lo-

cally and asymptotically most powerful for the unspecified-θθθn problem within the class of
rotation-invariant tests.

4 Perspectives

High-dimensional results dealing with the asymptotic behavior of the Bingham test have
been obtained in Cutting et al. (2020). Our objective in a near future is to extend the
results obtained in Cutting et al. (2017) and Cutting et al. (2020) to the entire class of
Sobolev tests.
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Résumé. Des variables aléatoires à queue de type Weibull sont définies comme des
variables aléatoires positives dont la queue droite se comporte de manière similaire à celle
d’une variable aléatoire de Weibull. Nous introduisons des variables aléatoires de queue
Weibull généralisées, des extensions qui ont une propriété de stabilité. Nous étudions la
préservation des paramètres de queue de ces variables aléatoires sous des opérations telles
que la multiplication, la puissance et la combinaison linéaire.

Mots-clés. Lois à queue de type Weibull, Lois généralisé à queue de type Weibull,
Sous-Weibull, Stabilité

Abstract. Weibull-tail random variables are defined as non-negative random variables
whose right tail behaves similarly to that of a Weibull random variable. We introduce
generalized Weibull-tail random variables, extensions which have a property of stability.
We study the preservation of tail parameters under operations like multiplication, power,
and linear combination.

Keywords. Weibull-tail, Generalized Weibull-tail, Sub-Weibull, Stability

1 Introduction

The study of the distributional tail behavior arises in many applied probability models of
different areas, such as hydrology (Strupczewski et al., 2011), finance (Rachev, 2003) and
insurance risk theory (Ahmad et al., 2020). Since in most cases exact distributions are not
available, deriving asymptotic relationships for their tail probabilities becomes essential.
In this context, an important role is played by so-called Weibull-tail distributions (Gardes
et al., 2011; Gardes and Girard, 2016).

A random variable X is called Weibull-tail with tail parameter β > 0 if its cumulative
distribution function F satisfies

F (x) = 1− F (x) = e−xβ l(x), for x > 0, (1)

where l(x) is a slowly-varying function, i.e. it is a positive function such that

lim
x→∞

l(tx)

l(x)
= 1, for all t > 0.
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We note X ∼ WT(β). The family of Weibull-tail distributions includes a variety of
fundamental distributions such as Gaussian (β = 2), exponential and gamma (β = 1),
Weibull (β > 0), to name a few.

Some of the commonly used techniques to study the tail behavior is to consider prob-
ability tail bounds such as sub-Gaussian, sub-Exponential, or their generalization to sub-
Weibull distributions (Vladimirova et al., 2020; Kuchibhotla and Chakrabortty, 2018).
A non-negative random variable is called sub-Weibull with tail parameter θ > 0 if its
survival function is upper-bounded by that of a Weibull distribution:

F (x) ≤ ae−bx1/θ
, for x > 0 and some a, b > 0. (2)

This property ensures the existence of the moment generating function as well as bounds
on moments. In contrast, the Weibull-tail properties characterize the survival or density
functions without a hand on moments.

While tail parameters in Equation (1) and (2) of Weibull-tail and sub-Weibull prop-
erties are different, we can find some connections. Notice that for any constants a, b > 0
there exists a slowly-varying function l(x) = b − log a

xβ so that ae−bxβ
= e−xβ l(x). It means

that if random variable X is sub-Weibull with parameter θ = 1/β > 0, satisfying Equa-
tion (2), then survival function of X is upper-bounded by a Weibull-tail distribution with
tail parameter β, satisfying Equation (1). If random variable X is Weibull-tail with tail
parameter β, then from Potter’s bounds, for a1, a2 > 0 we have

a1e
−xβ1 ≤ F (x) = e−xβ l(x) ≤ a2e

−xβ2 ,

or WT(β) ⊂ SubW(1/β2) and WT(β) %⊂ SubW(1/β1) for x big enough and ∀(β1, β2) such
that 1/β2 < 1/β < 1/β1.

In this work, we study the properties of Weibull-tail random variables and intro-
duce their stable extensions, i.e. generalized Weibull-tail random variables. Firstly, we
show that multiplication by a constant doesn’t change a random variable tail parameter
(Lemma 2.1). A power of a Weibull-tail and generalized Weibull-tail random variable re-
sults into a distribution with a tail parameter divided by the power (Lemma 2.1). Further,
Theorem 2.1 confirms that a sum of generalized Weibull-tail random variables (includ-
ing the dependent ones) remains generalized Weibull-tail of tail parameter equal to the
minimum among those of the terms. In addition, we consider a product of independent
generalized Weibull-tail random variables in Theorem 2.2.

2 Weibull-tail properties

We begin by introducing the concept of a generalized random variable of the Weibull tail,
which has an additional stability property:
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Definition 2.1 (Generalized Weibull-tail). A random variable X is called generalized
Weibull-tail with tail parameter β > 0 if its survival function F is bounded by Weibull-
tail functions of tail parameter β with possibly different slowly-varying functions l1 and
l2:

e−xβ l1(x) ≤ F (x) ≤ e−xβ l2(x), for x > 0. (3)

We note X ∼ GWT(β).

If X ∼ WT(β) with slowly-varying function l, then by taking l1 = l2 = l, we have
equality in Equation (3) andX ∼ GWT(β). Therefore, Weibull-tail family of distributions
is a subset of generalized Weibull-tail distributions of the same tail parameter: WT(β) ⊂
GWT(β).

Lemma 2.1 (Power and multiplication by a constant). Let non-negative random vari-
able X be Weibull-tail (generalized Weibull-tail) with tail parameter β, then aXb is Weibull-
tail (generalized Weibull-tail) with tail parameter β

b for a, b > 0.

Proof. For a, b > 0, the tail of Y = aXb is P
(
aXb ≥ y

)
= P

(
X ≥

(
y
a

)1/b)
.

If X is Weibull-tail with tail parameter β, then P (X ≥ x) = e−xβ l(x), where l is a
slowly-varying function. It implies

P
(
aXb ≥ y

)
= e−yβ/b l̃(y),

where l̃(y) = l((y/a)1/b)
aβ/b

is a slowly-varying function.

If X is generalized Weibull-tail with tail parameter β, then e−xβ l1(x) ≤ P (X ≥ x) ≤
e−xβ l2(x), where l1 and l2 are slowly-varying functions. It implies

e−yβ/b l̃1(y) ≤ P
(
aXb ≥ y

)
≤ e−yβ/b l̃2(y),

where l̃i(y) =
li((y/a)1/b)

aβ/b
, i = 1, 2 are slowly-varying functions.

Theorem 2.1 (Sum of generalized Weibull-tail RVs). Let non-negative (possibly depen-
dent) random variables X and Y be generalized Weibull-tail of parameters βx and βy.
Then, X + Y is generalized Weibull-tail of the parameter min{βx, βy}.

Proof. For any two distributions X and Y we have an upper bound

P(X + Y ≥ z) ≤ P(X ≥ z/2 ∪ Y ≥ z/2) ≤ P(X ≥ z/2) + P(Y ≥ z/2).

For non-negative random variables X and Y we have P(X + Y ≥ z) ≥ P(X ≥ z) and
P(X + Y ≥ z) ≥ P(Y ≥ z). By combining these two inequalities we have a lower bound
P(X + Y ≥ z) ≥ max{P(X ≥ z),P(Y ≥ z)}.
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Thus, for survival function FΣ of sum of random variables X and Y with survival
functions FX and F Y , the following inequality holds

max{FX(z), F Y (z)} ≤ FΣ(z) ≤ 2max{FX(z/2), F Y (z/2)}. (4)

If those random variables are generalized Weibull-tail with tail parameters βx and βy, then
there exist slowly-varying functions l1 = max{lx1 , l

y
1} and l2 = min{lx2 , l

y
2} with lx1 , l

x
2 , l

y
1 , l

y
2

being slowly-varying function in the lower and upper bounds of generalized Weibull-tail
X and Y respectively, such that

e−zβ l1(z) ≤ max{FX(z), F Y (z)} ≤ e−zβ l2(z),

where β = min{βx, βy}. Hence, Equation (4) is transformed into

e−zβ l1(z) ≤ FΣ(z) ≤ e−zβ l̃2(z),

where l̃2(z) =
l2(z/2)
2β

(
1− 2β log 2

zβ

)
is slowly-varying. Thus, the survival function of the sum

X + Y is upper and lower-bounded by some Weibull-tail functions from family WT(β)
where β = min{βx, βy}.

Theorem 2.2 (Product of generalized Weibull-tail RVs). The product of two independent
non-negative generalized Weibull-tail random variables X and Y with tail parameters βx

and βy is generalized Weibull-tail with tail parameter β such that 1
β = 1

βx
+ 1

βy
.

Proof. Consider two independent non-negative generalized Weibull-tail random variables

with tail parameters βx = 1
θx

and βy =
1
θy
, X ∼ GWT

(
1
θx

)
and Y ∼ GWT

(
1
θy

)
.

We want to prove that for some slowly-varying functions l1 and l2 the following holds
for the product survival function :

e−z
1

θx+θy l1(z) ≤ FXY (z) = P(XY ≥ z) ≤ e−z
1

θx+θy l2(z). (5)

1. Upper bound. Firstly, notice that from the concavity of the logarithm for any u, v > 0
and p ∈ (0, 1) we have ln(pu+(1− p)v) ≥ p ln u+(1− p) ln v. Then pu+(1− p)v ≥
upv1−p. The change of variables x = up, y = v1−p implies

px1/p + (1− p)y1/(1−p) ≥ xy. (6)

From Equation (6), the upper bound of the product tail is

P(XY ≥ z) ≤ P
(
pX1/p + (1− p)Y 1/(1−p) ≥ z

)
.

Lemma 2.1 implies that pX1/p ∼ GWT
(

p
θx

)
and (1 − p)Y 1/1−p ∼ GWT

(
1−p
θy

)
.

Taking p = θx
θx+θy

and 1 − p = θy
θx+θy

, on the right-hand side we have a sum of two
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independent generalized Weibull-tail random variables with tail parameter 1
θx+θy

.
According to Theorem 2.1, this sum is generalized Weibull-tail with the same tail
parameter 1

θx+θy
. It means that there exists slowly-varying function l2 such that the

tail of product XY is upper-bounded by

P(XY ≥ z) ≤ e−z
1

θx+θy l2(z). (7)

2. Lower bound. For independent non-negative X and Y we have

P(XY ≥ z) ≥ P
(
X ≥ z

θx
θx+θy

)
P
(
Y ≥ z

θy
θx+θy

)
.

Since X and Y are generalized Weibull-tail, it implies that

P(XY ≥ z) ≥ e−z
1

θx+θy l1(z), (8)

where l1(z) = lx1(z
θx/(θx+θy)) + ly1(z

θy/(θx+θy)) with lx1 and ly1 being slowly-varying
functions in the lower bounds of generalized Weibull-tail X and Y , is slowly-varying.

Combining together Equations (7) and (8) with Definition 2.1 implies the statement
of the theorem.

Since a Weibull-tail random variable is a particular case of a generalized Weibull-tail
random variable, a sum or a product of Weibull-tail random variables will also give a
generalized Weibull-tail random variable.

Example 2.1 (Sum of Gaussian and exponential RVs). A convolution of GaussianN (0, σ2)
and exponential Exp(λ) distributions can be written in the following form: fΣ(z) =

e
−λz+λ2σ2

2 +log λ
2+log

(
1+erf

(
z−λσ2
√

2σ

))

, where erf(x) = 2√
π

∫ x

0 e−y2dy is the error function. Since

erf
(

z−λσ2
√
2σ

)
→ 1 when z → ∞, for big enough z the convolution fΣ(z) ∼ e−λz+K with

K > 0. Then, there exists a slowly-varying function l such that fΣ(z) ∼ e−zl(z). It
means that the convolution of Gaussian and exponential distributions is WT(1), like the
exponential one which is heavier among exponential and Gaussian.

3 Conclusion and discussion

We introduce a notion of a generalized Weibull-tail distribution, an extended version of
Weibull-tail distribution with a property of stability. We showed that a sum of general-
ized Weibull-tail distributions (including dependent) is generalized Weibull-tail with tail
parameter equal to a tail parameter of the heaviest distribution among them.
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Here we considered only non-negative distributions, i.e. the right tail. The theory
might be generalized to distributions on R by taking into account the left tails. In that
case one can include asymmetric distributions where left and right tails have different tail
parameters.

In application to Bayesian neural networks, Vladimirova et al. (2019) proved that
hidden units, or neurons, follow a sub-Weibull distribution (Vladimirova et al., 2020;
Kuchibhotla and Chakrabortty, 2018) where the tail parameter depends on depth. Future
work will study the applicability of Weibull-tail properties to Bayesian neural networks.

References

Ahmad, Z., Mahmoudi, E., Hamedani, G., and Kharazmi, O. (2020). “New methods
to define heavy-tailed distributions with applications to insurance data.” Journal of
Taibah University for Science, 14(1), 359–382.

Gardes, L. and Girard, S. (2016). “On the estimation of the functional Weibull tail-
coefficient.” Journal of Multivariate Analysis , 146, 29–45.

Gardes, L., Girard, S., and Guillou, A. (2011). “Weibull tail-distributions revisited: a new
look at some tail estimators.” Journal of Statistical Planning and Inference, 141(1),
429–444.

Kuchibhotla, A. K. and Chakrabortty, A. (2018). “Moving beyond sub-Gaussianity in
high-dimensional statistics: applications in covariance estimation and linear regression.”
arXiv preprint arXiv:1804.02605 .

Rachev, S. T. (2003). Handbook of heavy-tailed distributions in finance: handbooks in
finance, Book 1 . Elsevier.

Strupczewski, W. G., Kochanek, K., Markiewicz, I., Bogdanowicz, E., Weglarczyk, S.,
and Singh, V. P. (2011). “On the tails of distributions of annual peak flow.” Hydrology
Research, 42(2-3), 171–192.

Vladimirova, M., Girard, S., Nguyen, H., and Arbel, J. (2020). “Sub-Weibull distri-
butions: generalizing sub-Gaussian and sub-Exponential properties to heavier tailed
distributions.” Stat , 9(1), e318.

Vladimirova, M., Verbeek, J., Mesejo, P., and Arbel, J. (2019). “Understanding priors in
Bayesian neural networks at the unit level.” In International Conference on Machine
Learning , 6458–6467. PMLR.

6

974

#



An extension of Fellegi-Sunter record linkage
model for mixed-type data with application to

SNDS

Thanh-Huan Vo 1, Guillaume Chauvet 2, André Happe 3, Emmanuel Oger 4,
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Résumé. Le couplage probabiliste d’enregistrements est un processus de combinai-
son de données provenant de différentes sources, lorsque ces données se réfèrent à des
entités communes et que les informations d’identification ne sont pas disponibles. Fellegi
et Sunter ont proposé un cadre de couplage probabiliste d’enregistrements quand les in-
formations d’identification ne sont pas disponibles. Cependant, cette méthode n’utilise
qu’une comparaison binaire entre les variables d’appariement. Dans nos travaux, nous
proposons une extension de ce modèle notamment lorsque les données d’appariement con-
tiennent différents types de variables (binaires, catégorielles et continues). Nous proposons
un modèle de mélange de distributions discrètes pour gérer les variables d’appariement
catégorielles avec une faible prévalence, et un modèle de mélange de distributions gamma
gonflées en zéro pour gérer les variables d’appariement continues. Les estimations du
maximum de vraisemblance pour les paramètres du modèle sont obtenues au moyen de
l’algorithme ”Expectation Conditional Maximization” (ECM). Grâce à une étude de sim-
ulation de Monte Carlo, nous évaluons à la fois l’estimation de la probabilité postérieure
pour qu’une paire d’enregistrements soit une correspondance, et la qualité de prédiction
des paires d’enregistrements appariés. Les premiers résultats de la simulation indiquent
que les méthodes proposées donnent de bons résultats par rapport aux méthodes exis-
tantes. La prochaine étape consistera à appliquer la méthode proposée à un jeu de données
réel, afin de trouver les patients correspondants dans les données des registres SNDS
(Système National des Données de Santé) et GETBO (Groupe d’étude de la Thrombose
de Bretagne Occidentale).

Mots-clés. Couplage d’enregistrements probabilistes, algorithme ECM, modèle de
mélange, loi gamma gonflée en zéro
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Abstract. Probabilistic record linkage is a process of combining data from different
sources, when such data refer to common entities and that identifying information is not
available. Fellegi and Sunter proposed a probabilistic record linkage framework that takes
into account multiple non-identifying information but is limited to simple binary com-
parison between matching variables. In our work, we propose an extension of this model
especially when matching data contains different types of variables (binary, categorical
and continuous). We develop a model of mixture of discrete distribution for handling
comparison values of low prevalence categorical matching variables, and a mixture of hur-
dle gamma distribution for handling comparison values of continuous matching variables.
The maximum likelihood estimates for model parameters are obtained by means of the
Expectation Conditional Maximization (ECM) algorithm. Through a Monte Carlo simu-
lation study, we evaluate both the posterior probability estimation for a record pair to be
a match, and the prediction of matched record pairs. The first simulation results indicate
that the proposed methods perform well as compared to existing methods. The next step
will be to apply the proposed method to real datasets, which aim to find corresponding
patients in SNDS (Système National des Données de Santé) and GETBO (Groupe d’étude
de la Thrombose de Bretagne Occidentale) register data.

Keywords. Probabilistic record linkage, ECM algorithm, mixture model, hurdle
gamma distribution

1 Introduction

Electronic health records have become more and more popular in medical fields, and the
ability to exchange this information can help in providing better care for patients as well
as richer sources for researchers. Record linkage is a process of combining data from
different sources that refer to the same entity. The process is straightforward if each
record contains a unique identifier such as Social Security Number. However, some large
health databases may not contain such identifying information. Therefore, Fellegi and
Sunter (1969) proposed a probabilistic record linkage framework that takes into account
multiple non-identifying information such as names, and postal code.

Although this model is widely performed in many applications, when unique identifiers
are unavailable or when data contain errors, its simple binary comparison has a limita-
tion when some matching variables are binary and with a low prevalence (e.g. medical
diagnoses, see Hejblum et al., 2019). Another limitation is that most probabilistic record
linkage models only make use of simple binary or categorical comparison values even if
the matching variables are continuous.

In this article, we propose a linkage model adapted from Fellegi and Sunter framework
and which handle such cases. We aim at better taking into account the nature of matching
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variables (e.g., low-prevalence binary, or continuous), so as to improve the performances
of record linkage.

2 Probabilistic record linkage model

Consider two databases A and B containing nA and nB records respectively, and with
elements in common. Following the terminology in Fellegi and Sunter (1969), each possible
record pair (XA,i, XB,j) with

XA,i = (X1
A,i, . . . , X

K
A,i) ∈ A, i = 1, . . . , nA,

XB,j = (X1
B,j, . . . , X

K
B,j) ∈ B, j = 1, . . . , nB

either belongs to the set of true matched pairs noted byM , or to the set of true unmatched
pairs noted by U .

The strategy begins by comparing K matching variables of all records XA,i, with all
records XB,j leading to nA × nB comparison vectors γij =

{
γ1
ij, . . . , γ

k
ij, . . . , γ

K
ij

}
, where

γk
ij = hk(Xk

A,i, X
k
B,j) and hk is a comparison function for the k−th matching variable

which can be defined in different ways depending on the type of matching variables (see
Christen, 2012). The most common way consists in a binary comparison, i.e.

γk
ij = hk(Xk

A,i, X
k
B,j) =

{
1 if Xk

A,i = Xk
B,j,

0 if Xk
A,i $= Xk

B,j.
(1)

Because we assumed that each record pair belongs to one of two latent classes (the
matched pairs M or the unmatched pairs U), the distribution of comparison vectors γ for
each pair is assumed to follow a mixture model

P(γ) = P(γ|M)P(γ ∈ M) + P(γ|U) [1− P(γ ∈ M)] . (2)

Once all the parameters of the model are estimated, the record pairs may be ordered
and classified into matches, non-matches or possible matches based on either matching
weights P(γij |M)

P(γij |U) or posterior probabilities of matching qij ≡ P(M |γij) = P(γij |M)p
P(γij |M)p+P(γij |U)(1−p) .

Although the matching scores and the posterior probabilities produce the same ordering
for record pairs (Larsen and Rubin, 2001), the posterior probabilities are preferable in our
application because they may be useful for further analyses (Lahiri and Larsen, 2005).

3 An extension of the Fellegi-Sunter model

In this article, we aim at developing the Fellegi-Sunter model by making better use of low
prevalence categorical matching variables and of continuous variables.
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3.1 Comparison approaches

Let Xk be a categorical matching variable taking L different values, which means that
the comparison function for this variable may take L2 values. For example, a comparison
of a binary matching variable may lead to four possible realizations and a comparison
function can be defined as follows

hk(0, 0) = 0, hk(0, 1) = 1, hk(1, 0) = 2, and hk(1, 1) = 3. (3)

Because the agreement on the low prevalence value is much more informative than the
agreement on the others, our comparison approach aims at using this information while
the simple binary comparison (1) method does not distinguish them. Hejblum et al.
(2018) propose a Bayesian record linkage framework making use of a similar idea, and
which is efficient in case of a large number of low-prevalence binary matching variables.
However, their model is designed for binary variables only, while our comparison approach
can be combined with other types of matching variables (e.g., continuous).

If the number of matching variables and/or the number of categories is large, the num-
ber of parameters to be estimated is L2−1, which may be too large in practice. This num-
ber may be reduced by assigning a same comparison value for the agreement/disagreement
of categories which have roughly a same proportion. For instance, we may reduce the com-
parison values given in (3) as

hk(0, 0) = 0, hk(0, 1) = hk(1, 0) = 1, and hk(1, 1) = 2. (4)

Now, let us consider the case of a continuous variable Xk. For example date variables
(e.g., admission to the hospital, or medical act) are common in medical datasets. They
may be seen as continuous counting variables, by converting each date into a duration
from a specified origin. Even if an individual is present in both datasets, a lag between
dates is likely to appear. The simple binary comparison is therefore not appropriate. In
this article, we propose to define γk

ij = d(Xk
A,i, X

k
B,j), where d is a predefined distance,

which can naturally take into account the time lags.
In summary, the comparison vectors in our model can include both categorical and

continuous comparison values.

3.2 Estimation of parameters

Let

γij =
(
γ1
ij, . . . , γ

K1
ij , γK1+1

ij , . . . , γK1+K2
ij

)
(5)

be a mixed type comparison vector which includes K1 categorical comparison values
γ1
ij, . . . , γ

K1
ij and K2 continuous distances γ

K1+1
ij , . . . , γK1+K2

ij . Following the Fellegi-Sunter
framework, these comparison vectors are assumed to follow the mixture model (2).
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Under the conditional independence assumption between fields of the comparison vec-
tor (Winkler, 2000), we have

P(γij|M) =
K1∏

k=1

P(γk
ij|M)

K1+K2∏

k=K1+1

P(γk
ij|M) (6)

P(γij|U) =
K1∏

k=1

P(γk
ij|U)

K1+K2∏

k=K1+1

P(γk
ij|U) (7)

For the first term in the right-hand side involving K1 categorical comparison values of the
comparison vector γij, we define

mk
s = P(γk

ij = s|M),
∑

s∈Sk

mk
s = 1, and uk

s = P(γk
ij = s|U),

∑

s∈Sk

uk
s = 1

for Sk is the set of all possible categorical comparison values for the kth variable. Then
we have

P(γk
ij|M) =

∏

s∈Sk

(mk
s)

1
γkij=s , and P(γk

ij|U) =
∏

s∈Sk

(Uk
s )

1
γkij=s for k = 1, . . . , K1.

For the second part in the right-hand side of equations (6 ) and (7) which involves K2

continuous values of the comparison vector γ, we define

P(γk
ij|M) ∼ fk(φk

M),

and P(γk
ij|U) ∼ fk(φk

U)

for k = K1 + 1, . . . , K2. The distribution fk needs to be postulated, depending on the
characteristics of the continuous matching variables and the chosen distance. In our
simulation studies, we model fk by means of a hurdle Gamma distribution. To find the
maximum likelihood estimates for parameters, we apply the the Expectation Conditional
Maximization (ECM) algorithm (Meng and Rubin, 1993).

4 Simulation studies

For ease of interpretation, our proposed approaches are evaluated and compared to ex-
isting approaches over scenarios for binary and continuous variables separately. We will
consider two databases A and B containing nA and nB individuals and K matching vari-
ables. We assume that there is no duplicate in both databases and that all individuals
in B have corresponding individuals in A. To be realistic, we also introduced errors for
data in B and the distribution of error depends on type of each matching variable.
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When there are only binary matching variables, we compare the method proposed
by Hejblum et al. (2019) to the Fellegi-Sunter model with different comparison methods
(1), (4) and (3). When there are only continuous matching variables, we compare the
Fellegi-Sunter model using hurdle gamma distribution for continuous comparison values
to this model using discrete distribution for categorical comparison values.

The record linkage procedures are evaluated by means of two common criteria for
an imbalance classification problem which are True positive rate (Sensitivity or Recall)
and Positive predictive value (Precision). From the record linkage results of different
considered cases, there is a significant improvement of the Fellegi-Sunter model with our
proposed comparison approaches compared to the model with simple binary comparison.

5 Application

The SNDS database is the French national health database that includes all health in-
surance and hospital data. It is therefore of major interest for research. The GETBO is
a registry database that collects information of venous thromboembolism cases in Brest,
France. These databases have common information on demographic data such as month
and year of birth, gender and some medical acts. The objective is to link the registry
data to SNDS at the patient level, when no common individual identifier is available. Our
proposed approach will be performed on these databases.
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Résumé. Le but de ce travail est d’étudier la règle de classification du plus proche
voisin pour des données spatialement dépendantes. Certaines conditions de mélange spa-
tial sont considérées, et dans de telles structures spatiales, la règle du plus proche voisin
est suggérée pour classer des données spatiales sous des hypothèses modérées. La consis-
tance et la consistance forte de la règle sont établies. Les résultats de ce travail étendent
des précédents résultats obtenus dans le i.i.d. cas au cas spatial.

Mots-clés. Règle de Bayes, données d’apprentissage, règle du plus proche voisin,
condition de mélange, consistance.

Abstract. The purpose of this work is to investigate the k-nearest neighbor classifi-
cation rule for spatially dependent data. Some spatial mixing conditions are considered,
and under such spatial structures, the well known k-nearest neighbor rule is suggested to
classify spatial data. We established consistency and strong consistency of the classifier
under mild assumptions. The main results of this work extend the consistency result in
the i.i.d. case to the spatial case.

Keywords. Bayes rule, training data, k-nearest neighbor rule, mixing condition,
consistency.

1 k-nearest neighbor rule for spatial training data

Analysis of spatial data arises in various areas of research including agricultural field
trials, astronomy, econometrics, epidemiology, environmental science, geology, hydrology,
image analysis, meteorology, ecology, oceanography and many others in which the data of
interest are collected across space. One of the most fundamental issues in spatial analysis is
classification and pattern recognition. For example, in remote sensing technology or digital
geography information, we need somehow to classify spatial data into patterns or images
into types. The aim of the present work is to investigate whether the classical k-nearest
neighbor classifier can be extended to classify spatial data. The use of the k-nearest
neighbor (k-NN) method in the spatial case is due to Tran (1993) for density estimation.
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The real interest in the k-NN method comes from the nature of the smoothing parameter.
Indeed, in the traditional kernel method, the smoothing parameter is the bandwidth,
which is a real positive number. Here, the number of neighbors k is the smoothing
parameter and it takes its values in a discrete set. The main difficulties with the kernel
method appear when data are sparse; choosing the number of neighbors allows to avoid
this problem and is adapted to the concentration of the data. Consistency of kernel-based
rules on temporally or spatially dependent data has recently been investigated by Younso
(2017, 2018, 2019, 2020) in finite and infinite-dimensional space. In the present work, we
will establish the (strong) consistency of the k-nearest neighbor classifier based on spatially
dependent training data. Let {(Xi, Yi)}i∈ZN be a strictly stationary random field defined
on some probability space (Ω,F ,P) and taking values in Rd × {0, 1}. In the problem of
classification, for each i ∈ ZN , Xi is a vector of features and Yi is the label (class) of Xi.
A point i = (i1, ..., iN) ∈ ZN will be referred to as a site. For n = (n1, ..., nN) ∈ (N∗)N ,
we define the rectangular region In by In = {i ∈ ZN : 1 ≤ il ≤ nl, ∀l = 1, ..., N}. We
will write n → ∞ if min1≤l≤N nl → ∞. Define n̂ = n1 × ... × nN = card (In) . In a new
site j, one wishes to predict the label Yj of an observation Xj. The pair (Xj, Yj) may be
described by µ, the probability measure for Xj, and η(x) = E (Yj/Xj = x), the regression
of Yj on Xj = x. Assume that for each i ∈ ZN , (Xi, Yi) has the same distribution as the
pair (X, Y ). We create a classifier g : Rd −→ {0, 1} mapping Xj into the predicted label
of Xj. The error rate, or risk, of a rule g is L(g) = P{g(Xj) (= Yj}. This is minimized by
the rule

g∗(x) =

{
0 if P{Yj = 0|Xj = x} ≥ P{Yj = 1|Xj = x}
1 otherwise,

whose error rate L∗ = L(g∗) is called the Bayes risk and g∗ is called the Bayes rule
(see Devroye, Györfi and Lugosi (1996)). This optimal rule depends on the distribution
of (Xj, Yj) which is generally unknown. We use the data Dn = {(Xi, Yi) : i ∈ In} to
construct a classifier gn(x). The set Dn is called training sample. The spatial version of
the classical k-NN rule is given by

gn(x) =





0 if

∑

i∈In

wniYi ≤ 1/2

1 otherwise,
(1)

where wni = wni(x;Dn) is 1/k if Xi is one of the k-nearest neighbor of x in Dn and wni

is zero otherwise with k = k(n) is a sequence of positive integers satisfying

k −→ ∞ and k/n̂ −→ 0 as n → ∞. (2)

According to (1), to classify a new obsevation Xj = x, the k-NN rule adopts the majority
case of its k numbers of neighbors as the class suggested. To break tie, if Xi and Xi′ are
equidistant from x, one chooses Xi if ‖i − j‖ < ‖i′ − j‖ with ‖.‖ denotes the Euclidean
norm. We assume that X has a density f , so that we can avoid messy technicalities
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necessary to handle distance ties. Denote Ln = P (Yj (= gn(Xj)) the probability of error
by gn(x). The best we can expect from gn(x) is to achieve the Bayes risk. The classifier
gn(x) is called consistent if ELn −→ L∗ as n → ∞ and it is called strongly consistent
if Ln −→ L∗ as n → ∞ with probability one. Under l’assupmtion (2), the consistency
of the k-NN rule when the training dataset is i.i.d. was proved by Stone (1977). In this
work, we investigate both the consistency and strong consistency of gn when the training
dataset is spatially dependent.

1.1 Mixing conditions

Let A and C be two sub σ-algebras of F . The α-mixing coefficient between A and C is
defined by

α = α(A, C) = sup
A∈A,C∈C

|P(A ∩ C)− P(A)P(C)|

and the β-mixing coefficient is defined by

β = β(A, C) = E sup
A∈A

|P(A|C)− P(A)]|.

Let {Zi}i∈ZN be a random field on (Ω,F ,P) and taking values in some space (Ω′,F ′). For
any E,E ′ ⊂ ZN with finite cardinals, we denote by B(E) and B(E ′) the Borel σ-algebras
generated by {Zi}i∈E and {Zi}i∈E′ respectively. The random field {Zi}i∈ZN is said to be
α-mixing (strongly mixing) if

α(t) = sup
dist(E,E′)≥t

α
(
B(E),B(E ′)

)
↓ 0 as t → ∞,

where
dist(E,E ′) = inf

i∈E,j∈E′
‖i− j‖

and ‖.‖ denotes the Euclidean norm. The above α-mixing condition may be satisfied by
many spatial models and examples can be found in Neaderhouser (1980) and Rosenblatt
(1985). The random field {Zi}i∈ZN is said to be β-mixing ( absolutely regular) if

β(t) = sup
dist(E,E′)≥t

β
(
B(E),B(E ′)

)
↓ 0 as t → ∞.

The two mixing coefficients α and β are related by the inequality 2α ≤ β (see Rio (2000)).
Consequently, any β-mixing random field is α-mixing one.

1.2 Main results

In the following theorem, we investigate consistency of the k-nearest neighbor rule.
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Theorem 1. Suppose that Dn are observations of α-mixing random field such that α(t) =
O(t−θ) with θ > N. Suppose in addition that (2) is satisfied and that as n → ∞,

k/
√
n̂ −→ ∞. (3)

Then, as n → ∞,
ELn −→ L∗.

Theorem 1 extends the consistency of the k-nearest neighbor established by Devroye,
Györfi and Lugosi (1996) to the spatial case. Observe that the additional condition (3) is
weaker than that used by (Bosq and Lecoutre (1987), Theorem II.3, p. 234) in the i.i.d.
regression estimate case. In the following theorem, we investigate strong consistency of
the k-nearest neighbor rule.

Theorem 2. Suppose that Dn are observations of strictly stationary β-mixing random
field such that β(t) = O(t−θ) with θ > 2N and that (2) and (3) are satisfied. Suppose
in addition that there is an integer p = p(n) ∈ [1,min1≤l≤N nl/2] such that as n → ∞,
p → ∞,

n̂/(p log n̂) −→ ∞ (4)

and ∑

n̂∈(N∗)N

k−1n̂β(p) < ∞. (5)

Then, as n → ∞,
Ln −→ L∗ with probability one.

Observe that if we take for example p = n̂γ, the additional (4) and (5) are satisfied for
some 2/θ < γ < 1.

1.3 Selection of the best nearest neighbor

The choice of the number of neighbors k is an essential point of the k-NN method. It is
desirable for k to be odd to make ties less likely. We use the cross-validation criteria to
approximate the best k. With this criteria, the dataset will be splitted into three parts:
training data, cross-validation data, and test data. We use training data for finding
nearest neighbors ( integer numbers being greater than

√
n̂ according to (3)), we use

cross-validation data to find the best value of k and finally we test our model on totally
unseen test data. For sparse data sets, leave-one-out (LOO or LOOCV) may need to be
used.
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Estimation de la fonction de variance par
agrégation de type sélection modèle

Ahmed ZAOUI
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Résumé. Dans ce travail, nous nous intéressons à l’estimation de la fonction de va-
riance en régression par agrégation de type sélection modèle (MS). Le but de la procédure
MS est de sélectionner le meilleur estimateur parmi un ensemble de prédicteurs. Le prédicteur
sélectionné est alors appelé MS-estimateur. La construction de MS-estimateur repose sur
une procédure en deux étapes. Dans une première étape, à partir d’un premier échantillon,
nous construisons des estimateurs de la fonction de variance par la méthode basée sur les
erreurs résiduelles. Dans une deuxième étape, nous les agrégeons à l’aide d’un deuxième
échantillon. Nous établissons la consistance de MS-estimateur vis-à-vis du risque L2 et
illustrons ses performances numériques sur simulations.

Mots-clés. Agrégation, Régression, Méthode basée sur les erreurs résiduelles.

Abstract. In this work, we focus on the variance function estimation in regression
by model selection aggregation MS. The aim of the MS procedure is to select the best
estimator from a set of predictors. The selected predictor is then called MS-estimator. The
construction of MS-estimator relies on a two-step procedure. In the first step, from a first
sample, we construct estimators of the variance function by the residual-based method. In
the second step, we aggregate them using a second sample. We establish the consistency
of MS-estimator with respect to the L2 risk and illustrate its numerical performances on
simulations.

Keywords. Aggregation, Regression, Residual-based method.

1 Introduction

Nous introduisons tout d’abord le modèle de régression. Dans ce cadre, une donnée
observée est de la forme (X, Y ) où X ∈ Rd est la variables explicative et Y ∈ R est la
variable à prédire associée à l’entrée X telle que

Y = f ∗(X) + ζ,

où ζ est la variable de bruit satisfaisant E[ζ|X] = 0 et E[ζ2] < ∞. Dans la suite, nous
notons f ∗(x) = E [Y |X = x] la fonction de régression et σ2(x) = E [(Y − f ∗(X))2|X = x]
la fonction de variance conditionnelle pour tout x ∈ Rd.
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L’estimation de la fonction de variance conditionnelle joue un rôle important en
régression, notamment pour mesurer la volatilité ou le risque en finance (Anderson et
al (1997)), ou encore pour la construction d’un intervalle de confiance pour la fonction
de régression (Hart (1997)). Plus récemment, dans le cadre de la régression avec option
rejet, (Denis et al (2020)) ont montré que le prédicteur optimal repose sur une seuillage de
la fonction de variance. Dans ce travail, nous proposons une méthode d’agrégation pour
estimer la fonction de variance.

Dans la littérature, de nombreuses méthodes sont proposées pour estimer la fonction de
variance conditionnelle. Les deux méthodes les plus populaires sont la méthode directe et
la méthode basée sur les erreurs résiduelles. La méthode directe (Härdle et al(1997)) repose
sur une décomposition de la fonction de variance conditionnelle σ2 qui est réécrite comme
la différence des deux premiers moments conditionnels, σ2(X) = E[Y 2|X = x]−(E[Y |X =
x])2. Elle consiste à estimer séparément les deux termes du côté droit. La méthode
basée sur les erreurs résiduelles consiste en deux étapes. Dans une première étape,
nous construisons un estimateur f̂ de la fonction de régression f ∗. Dans une deuxième
étape, un estimateur de σ2 est obtenu en résolvant le problème de régression où la variable
d’entrée estX et la variable à prédire est (Y −f̂(X))2. Pour plus de détails, nous renvoyons
à Ruppert et al (1997), Fan et al (1998), Kulik et al (2011) et Denis et al (2020). Dans
ce travail, nous nous concentrons sur la méthode basée sur les erreus résiduelles pour
estimer la fonction de variance, car cette procédure fournit de bonnes garanties théoriques
et numériques.

L’agrégation est une approche populaire en apprentissage statistique pour estimer f ∗

dans le modèle de régression. Pour plus de détails, nous renvoyons à Nemirovski (2000),
Tsybakov (2003), Yang (2004) et Tsybakov (2014). Une méthode très utilisée en pratique
est l’agrégation par sélection de modèle (MS). Étant donné un dictionnaire d’estimateurs
de la fonction de régression, MS consiste, sur la base d’un échantillon d’apprentissage, à
sélectionner au sein du dictionnaire le meilleur prédicteur. Dans ce travail, nous appliquons
le principe de la méthode MS pour estimer la fonction de variance. À notre connaissance,
ce travail est le premier à étendre la notion d’agrégation à l’estimation de σ2.

Notations. Soit p ≥ 2 un entier, [p] := {1, · · · , p}. Soit N un entier, pour toute fonction
f : Rd → R, nous définissons la norme empirique ‖f‖2N = 1

N

∑N
i=1 |f(Xi)|2.

2 Agrégation de type sélection modèle

Cette section est dédiée à l’estimation de la fonction de variance par MS et à l’étude de
la consistance de la procédure proposée. Nous rappelons que nous nous concentrons sur
la méthode basée sur les erreus résiduelles pour estimer la fonction de variance.
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2.1 Méthode

Dans cette section, nous décrivons l’algorithme d’estimation de la fonction de variance
σ2 en utilisant une méthode agrégation de type sélection modèle. L’estimateur résultant
est appelé MS-estimateur. Nous introduisons d’abord deux échantillons d’apprentissage
indépendants : Dn = {(Xi, Yi), i = 1, · · · , n} et DN = {(Xi, Yi), i = n + 1, · · · , n + N}
qui consistent en n et N copies indépendantes et identiquement distribuées de (X, Y ). La
méthode que nous proposons est en deux étapes. Dans la première étape, nous considérons
M1 estimateurs de la fonction de régression f̂1, · · · , f̂M1 basée sur Dn. Ensuite, nous uti-
lisons le deuxième échantillon DN pour estimer f ∗ par MS : nous sélectionnons l’indice
optimal ŝ

ŝ ∈ argmin
s∈[M1]

RN(f̂s), avec RN(f̂s) =
1

N

N∑

i=1

|Yi − f̂s(Xi)|2 ,

et le MS-estimateur de la fonction de régression, noté f̂MS, est donné comme suit

f̂MS := f̂ŝ.

Dans une deuxième étape, étant donné l’estimateur f̂MS (f̂ŝ) construit sur DN , nous
construisonsM2 estimateurs de la fonction de variance σ2, construits à partir de Dn, par la
méthode basée sur les erreurs résiduelles. Ces estimateurs sont notés σ̂2

ŝ,1, · · · , σ̂2
ŝ,M2

.
Enfin, sur la base de DN , nous sélectionnons l’indice optimal, noté m̂, comme suit

m̂ ∈ argmin
m∈[M2]

R̂N(σ̂
2
ŝ,m) où R̂N(σ̂

2
ŝ,m) =

1

N

N∑

i=1

|Ẑi − σ̂2
ŝ,m(Xi)|2

avec Ẑi =
(
Yi − f̂MS(Xi)

)2

. Par conséquent, le MS-estimateur de la fonction de variance,

noté σ̂2
MS, est défini comme suit

σ̂2
MS := σ̂2

ŝ,m̂.

2.2 Résultat principal

Cette section est consacrée à l’étude du risque L2 de σ̂2
MS. SoitR(f̂s) = E

[
|Y − f̂s(X)|2

]

le risque quadratique pour f̂s pour tout s ∈ [M1]. Nous définissons s∗ comme suit

s∗ ∈ argmin
s∈[M1]

R(f̂s)

Nous introduisons également les hypothèses suivantes :

Hypothèse 1. Les fonctions f ∗ et σ2 sont bornées.
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Hypothèse 2. Pour tout s ∈ [M1] et tout m ∈ [M2] , f̂s et σ̂2
s,m sont bornés.

Hypothèse 3 (Hypothèse de séparabilité). Il existe δ0 > 0 telle que

δ∗(Dn) = min
s #=s∗

{|R(f̂s)−R(f̂s∗)|} > δ0 .

Hypothèse 4. Y est borné ou Y satisfait le modèle gaussien

Y = f ∗(X) + σ(X)ξ,

où ξ ∼ N (0, 1) est indépendante de X.

Ces hypothèses jouent un rôle crucial sur l’étude de la consistance de σ̂2
MS. Nous pouvons

à présent établir notre résultat principal :

Théorème 1. Soit f̂MS et σ̂2
MS les MS-prédicteurs de f ∗ et σ2 respectivement. Sous les

Hypothèses 1, 2, 3 et 4, il existe deux constantes absolues C1 > 0 et C2 > 0 telle que

E
[
|σ̂2

MS(X)− σ2(X)|2
]
≤ E

[
min

m∈[M2]
EX

[
|σ̂2

s∗,m(X)− σ2(X)|2
]]
+C1

√
min
s∈[M1]

E
[
‖f̂s − f ∗‖2N

]
+

C2φ
MS
N (M1) , (1)

où

φMS
N (M1) =






(
log(M1)

N

)1/4

si Y est borné;
(

log(M1)
N

)1/8

sinon.

Théorème 1 donne une borne supérieure pour le risque L2 de σ̂2
MS. Le premier terme

dans le côté droit de l’équation (1) représente le biais de MS-estimateur σ̂2
MS qui dépend

de s∗, tandis que le deuxième est du à l’erreur d’estimation de la fonction de régression
f ∗. Le troisième terme est un terme de variance qui est d’ordre ; (log(M1)/N)1/4 dans le
cas où Y est borné et (log(M1)/N)1/8 dans le cas où Y n’est pas borné. Cette vitesse
lente est du au fait que l’estimation de la fonction de variance repose sur f ∗ que l’on doit
également estimer.

3 Simulations

Dans cette section, nous étudions les performances numériques de MS-estimateur σ̂2
MS.

La construction de σ̂2
MS est détaillée en section 2.1. Nous introduisons deux ensembles

F = {f̂s}6s=1 et Σ =
{
σ̂2
ŝ,m

}6

m=1
(dont la construction repose sur f̂MS) qui contiennent

six estimateurs construits à partir des algorithmes des forêt aléatoire (rf), des k-plus
proches voisins (K-PPV), du Lasso, et des machines à vecteurs de support (svm) basés
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sur les noyaux de type base radiale, polynomiale et sigmöıde. Pour les algorithmes svm
et rf, nous utilisons respectivement les packages R, e1071 et randomForest avec des
paramètres par défaut. Pour K-PPV et Lasso, nous utilisons le package FNN et glmnet
respectivement. La sélection de l’entier k et du coefficient de pénalité λ est effectuée par
validation croisée. Enfin, les performances de l’estimateur σ̂2

MS sont évaluées comme suit.
On répète indépendamment 100 fois les étapes suivantes :

(i) On simule trois ensembles de données Dn, DN et DT avec n,N ∈ {100, 1000}, et
T = 1000.

(ii) À partir de Dn, nous construisons les estimateurs constituant F , puis à partir de
DN , nous calculons f̂MS. Ensuite à partir de Dn et f̂MS, nous calculons les estimateurs
constituant Σ et puis nous calculons σ̂2

MS sur DN .

(iii) À partir de Dn ∪ DN : dans un premier temps, nous calculons les estimateurs
constituant F ; dans un deuxième temps, pour chaque estimateur f̂s de F nous
calculons les estimateurs {σ̂2

s,m}1≤m≤6 pour les six procédures.

(iv) Enfin, sur DT , nous calculons l’erreur empirique L2 (Êrr) de l’agrégat σ̂2
MS et de

tous les estimateurs de la fonction de variance σ2 obtenus à l’étape (iii). Nous
choisissons le meilleur estimateur parmi eux que l’on l’appelle σ̂2

Best.

À partir de ces estimations, nous calculons la moyenne et l’écart-type de Êrr. Pour notre
étude numérique, nous considérons le modèle suivant

Y = f ∗(X) + σ(X)ξ,

où ξ ∼ N (0, 1) indépendant à X. Nous considérons deux modèles
• Modèle 1 : soit X une distribution uniforme sur [0, 1]3 telle que

1. f ∗(X) = cos(2X1) +X2

2. σ2(X) = 1
4 (0.1 + exp(−7(X1 − 0.2)2) + exp(−10(X2 − 0.8)2 + exp(−20(X3 − 0.9)2)

• Modèle 2 : soit X = (X1, · · · , X10) une distribution uniforme sur [0, 1]10 telle que

1. f ∗(X) = 0.01 +X1 +X2 +X3 +X10

2. σ2(X) =
(
0.9 + (X1(1−X2))

1
2 sin

(
2.1π

X3+0.05

)
+ 0.1 exp (−550(X7 − 0.8)2)

)2

.

Le modèle 1 est un modèle multivarié dans lequel la fonction de variance prend des
valeurs relativement modérées (0.030 ≤ σ2(X) < 0.765). Par contre pour le modèle 2 qui
est aussi un modèle multivarié, la fonction de variance peut prendre de grandes valeurs
(σ2(X) ∈]0, 4.432], avec 41.5% des valeurs sont supérieures à 1). Le modèle 2 est donc un
modèle où l’estimation de la fonction de variance est difficile.

Le résultats sont donnés dans le tableau 1. Nous faisons deux observations. Premièrement,
lorsque n etN sont assez grands, le MS-estimateur σ̂2

MS a des performances similaires à celles
du meilleur estimateur σ̂2

Best qui est construit à partir Dn ∪DN . Deuxièmement, nous re-

marquons dans le tableau 1, que pour le Modèle 1, l’erreur empirique Êrr de σ̂2
MS converge
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Table 1 – Moyenne et écart-type de l’erreur empirique L2 des deux estimateurs.
n = N = 100 n = 100, N = 1000 n = 1000, N = 100 n = N = 1000

MS Best MS Best MS Best MS Best

Model Êrr Êrr Êrr Êrr Êrr Êrr Êrr Êrr

Model 1 0.03 (0.023) 0.01 (0.004) 0.02 (0.013) 0.01 (0.001) 0.02 (0.022) 0.01 (0.001) 0.006 (0.002) 0.004 (0.000)
Model 2 0.61 (0.167) 0.45 (0.031) 0.53 (0.112) 0.41 (0.029) 0.46 (0.120) 0.40 (0.028) 0.43 (0.034) 0.37 (0.033)

plus rapidement vers σ̂2
Best que pour le Modèle 2. En effet, nous avons d’une part avec le

Modèle 1, pour n = N = 100, Êrr(σ̂2
MS) = 0.03 et pour n = N = 1000, Êrr(σ̂2

MS) = 0.006.

D’autre part, nous avons avec le Modèle 2 pour n = N = 100, Êrr(σ̂2
MS) = 0.61 et pour

n = N = 1000, Êrr(σ̂2
MS) = 0.43. Finalement, nous concluons que plus la fonction de

variance prend de grandes valeurs, plus son estimation devient difficile.
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Résumé. Nous proposons dans cette communication une méthode de construction
totalement automatique d’histogrammes irréguliers basée sur le principe du Minimum
Description Length. Couplée à une heuristique d’optimisation, notre approche permet une
construction en O(n log n) pour n observations ce qui la rend applicable à des données très
volumineuses, contrairement aux méthodes existantes de même nature. Une évaluation
expérimentale sur des données synthétiques et réelles montre les atouts de notre approche
par rapport à celles de l’état de l’art.

Mots-clés. Histogramme, estimation de densité, sélection de modèle
Abstract. We present in this paper a new fully automated method for irregular

histogram construction based on the Minimum Description Length principle. Associated
to a greedy search heuristic, our method scales in O(n log n) for n observations and can be
applied to large scale data sets, contrarily to existing work. An experimental evaluation
on synthetic and real data shows the strengths and limitations of our approach compared
to state-of-the-art methods.

Keywords. Histograms, density estimation, model selection

1 Construction automatique d’histogrammes
Malgré leur défauts, les histogrammes restent un outil populaire d’estimation de densité,

notamment en raison de leur interprétation visuelle simple. Leur emploi systématique
est notamment facilité par l’utilisation de règles simples pour les construire : beaucoup
de logiciels statistiques se contentent de proposer des histogrammes réguliers, avec des
intervalles de longueurs égales, et de choisir le nombre d’intervalles au moyen de règles
simples comme la vénérable règle de Sturges [8] ou celle de Freedman-Diaconis [3]. Cepen-
dant pour des distributions complexes, comme celles à queues lourdes, des histogrammes
à intervalles de longueurs variables sont plus adaptés et il existe assez peu de méthodes
complètement automatiques pour adapter le nombre d’intervalles et les points de coupure
aux données (cf [2, 6] pour deux états de l’art sur ces méthodes).

Nous proposons dans cette communication une nouvelle méthode de ce type. Comme
dans la plupart des travaux s’attaquant à ce problème, nous considérons la construction
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d’un histogramme comme un problème de sélection de modèle. Ce type de problème
est généralement résolu par une stratégie de maximum de vraisemblance pénalisé. Les
pénalités retenues dans les méthodes les plus efficaces comme [6] s’appuient sur des résultats
théoriques mais aussi sur des considérations heuristiques et expérimentales.

Nous utilisons dans cette communication une approche similaire basée sur le principe du
Minimum Description Length (MDL) et notamment sur le « maximum de vraisemblance
normalisé » utilisé dans [4] pour dériver un critère de sélection de modèle (Normalized
Maximum Likelihood, NML) adapté aux histogrammes irréguliers. Ce critère donne des
résultats convaincants sur des distributions simples mais présente deux limitations : il
dépend d’un paramètre de précision et son optimisation est coûteuse en temps de calcul.

Nous proposons un nouveau critère inspiré de NML et de type MDL, qui l’améliore
sur deux points. Dans sa version simple, nommée Enum, ce critère est plus rapide à
calculer que le NML. Dans sa version plus complexe, nommée G-Enum, le critère permet
d’automatiser le choix de la précision de l’estimation. Nous proposons en outre une
heuristique d’optimisation qui conduit à une construction d’un histogramme en O(n log n)
pour n observations (contre un temps polynomial pour NML).

Nous consacrons la suite de cette communication à la présentation du critère proposé
et à celle d’une évaluation comparative de ses performances comparées à l’état de l’art.

2 Histogrammmes G-Enum
2.1 Formulation du problème

Nous considérons un échantillon de n observations xn = (x1, ..., xn) sur l’intervalle
[xmin, xmax]. On note ε la précision de représentation des données : il s’agit du paramètre
à régler dans le NML. Chaque observation xj ∈ xn est approchée par un élément de
x̃j ∈ X = {xmin + tε; t = 0, ..., E} où E = xmax − xmin

ε
.

On considère des histogrammes construits à partir de la grille C obtenue à partir des
milieux de paires de valeurs consécutives de X , comme dans [4]

C = {xmin + ε/2 + tε; t = 0, ..., E − 1},

avec c0 = xmin − ε/2 et cK = xmax + ε/2. Ces points de coupure définissent E cellules
élémentaires de longueur ε, que nous appelons ε-bins (voir figure 1). Ils constituent les
éléments de base des intervalles d’un histogramme : chaque combinaison de ε-bins en K
intervalles, avec K allant de 1 à E, définit un modèle d’histogramme. Dans cet éventail de
possibilités, notre objectif est de sélectionner un ensemble de K − 1 points de coupure
C = (c1, ..., cK−1), ck ∈ C tels que [xmin − ε/2, xmax + ε/2] soit partitionné en K intervalles
{[c0, c1], ]c1, c2], ..., ]cK−1, cK ]} adaptés à la distribution réelle des données (voir figure 1).
Chaque intervalle k a un effectif de hk observations et une longueur Lk = ck − ck−1, qui
est un multiple de ε : ∀k, ∃ Ek ∈ N∗ tel que Lk = Ek · ε.
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Figure 1 – Un choix possible d’intervalles, avec leurs effectifs et longueurs

Un histogramme est entièrement défini par le choix du nombre d’intervalles, l’ensemble
des points de coupure qui les définissent et les effectifs associés.

2.2 Formalisation d’un critère granularisé pour les histogrammes
Les critères proposés sont donnés sans justification dans la table 1 pour des raisons de

place. Ils sont obtenus en interprétant l’approche MDL comme une recherche de maximum
a posteriori. Chaque critère comprend un terme de vraisemblance et un terme de codage
ou d’a priori sur les paramètres du modèle (ici l’histogramme). Dans la table, ces deux
termes sont réorganisés pour faire apparaître les différences entre les trois critères.

Le critère Enum est directement issu de ce point de vue bayésien sur le MDL et préserve
certaines propriétés d’optimalité du Maximum de vraisemblance Normalisé [1]. Par rapport
au critère NML, il évite un terme complexe à calculer, log Rn

M la complexité paramétrique
[4]. En outre la pénalisation induite est croissante avec le nombre d’intervalles.

Afin d’automatiser le choix du seul paramètre des méthodes NML et Enum, nous intro-
duisons une version avec une granularité G à optimiser : un intervalle d’histogramme est
maintenant constitué de Gk g-bins, chaque g-bins étant elle même constituée de g = E

G
ε-bins. On découple ainsi la précision de représentation des données (les ε-bins) de la
précision de représentation des histogrammes (les g-bins). On peut ainsi fixer ε autour de
la précision machine, g étant optimisé dans la procédure de sélection de modèle. Le critère
obtenu est baptisé G-Enum.

2.3 Heuristiques de recherche
L’algorithme de programmation dynamique proposé pour optimiser le critère NML

est optimal, mais il nécessite un temps de calcul en O(E3) [4]. Nous utilisons diverses
heuristiques de recherche, s’appuyant notamment sur l’additivité des critères et sur une
stratégie gloutonne de fusion d’intervalles adjacents. La complexité est ainsi réduite en
O(n log n). Pour limiter l’impact de cette approche sur la qualité des histogrammes obtenus,
nous utilisons des post-optimisations heuristiques comme des découpages et combinaisons
des intervalles une fois un optimum local atteint.
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Table 1 – Comparaison des termes entre critères

Critère Termes d’indexation Termes multinomiaux Termes d’indexation des
bins

NML [4] log
(

E

K − 1

)

log Rn
M + log nn

h1
h1 · · · hK

hK

K∑

k=1
hk log Ek

Enum log ∗K +

log
(

E + K − 1
K − 1

) log
(

n + K − 1
K − 1

)

+log n!
h1!...hK !

K∑

k=1
hk log Ek

G-Enum log ∗K + log∗ G +

log
(

G + K − 1
K − 1

) log
(

n + K − 1
K − 1

)

+log n!
h1!...hK !

∑K
k=1 hk log Gk + n log E

G

où log ∗K est le codage universel des nombres entiers proposé par Rissannen [5]

3 Évaluation expérimentale
3.1 Protocole et métriques

Nous évaluons notre stratégie par comparaison avec une sélection de méthodes concur-
rentes automatiques (règles de Sturges et Freedman-Diaconis [3], taut strings [2], RMG [6]
et Bayesian blocks [7]) sur plusieurs échantillons de 6 types de distribution. Ces méthodes
sont testées sur des échantillons de tailles croissantes, allant de n = 10 à n = 105 ou
n = 106.

Les résultats sont comparés selon trois métriques : le nombre d’intervalles, le temps de
calcul et la distance de Hellinger par rapport au modèle de distribution. Afin d’évaluer la
variabilité des résultats, nous présentons les moyennes et les écarts types calculés sur un
total de 10 d’expériences pour une distribution donnée et une taille d’échantillon donnée.

On donne ici un extrait de cet ensemble volumineux d’expériences (les tests sur des
données réelles allant jusqu’à 25 millions d’observations ne sont pas présentés).

3.2 Résultats clés
Comparaison entre méthodes MDL

Les histogrammes NML et Enum sont interchangeables en termes de nombre d’intervalles
et de distance de Hellinger, et ce quel que soit l’algorithme choisi pour optimiser les
critères. Toutefois, en termes de temps de calcul, il y a un avantage significatif à préférer

4

995

(



l’heuristique de recherche et les critères énumératifs plus simples. Les histogrammes G-Enum
prennent un peu plus de temps à calculer mais produisent des estimations légèrement
meilleures en termes de distance de Hellinger et ne nécessitent pas de fixer ε de façon
spécifique.

Comparaison avec d’autres méthodes de l’état de l’art (tables 2 et 3)
Les autres méthodes ont des meilleurs résultats dans les cas spécifiques pour lesquels

elles ont été conçues. Bien qu’ils soient rarement en première place pour chaque type
de distribution, les histogrammes G-Enum sont toujours parmi les meilleurs estimateurs,
et ce sans la forte variabilité des autres méthodes. Parmi les histogrammes irréguliers,
G-Enum se distingue comme le plus parcimonieux en nombre d’intervalles. Il s’agit d’une
qualité importante pour l’analyse exploratoire car cela facilite l’interprétation des résultats.
G-Enum est également de loin la plus rapide des méthodes irrégulières, ce qui la rend
adaptée aux jeux de données de grande taille.
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Table 2 – Comparaison des distances de Hellinger sur différents jeux de taille n = 104

Distribution G-Enum NML [4] BB [7] TS [2] RMG [6] FD [3] Sturges
Normale 0.045 ± 6 · 10−4 0.046 ± 0.002 0.047 ± 0.002 0.040 ± 0.002 0.034 ± 0.002 0.033 ± 0.002 0.055 ± 0.002
Cauchy 0.061 ± 0.004 0.074 ± 0.003 0.064 ± 0.002 0.045 ± 0.005 0.064 ± 0.001 0.138 ± 0.002 0.862 ± 0.036
Uniforme 0.024 ± 0.001 0.050 ± 0.005 0.025 ± 0.004 0.031 ± 0.015 0.029 ± 0.011 0.082 ± 0.011 0.028 ± 0.002
Triangle 0.039 ± 0.002 0.038 ± 0.0025 0.039 ± 0.001 0.084 ± 0.024 0.084 ± 0.029 0.032 ± 0.002 0.049 ± 9 · 10−4

4 triangles 0.037 ± 0.002 0.038 ± 0.003 0.040 ± 0.003 0.078 ± 0.029 0.069 ± 0.026 0.032 ± 0.002 0.043 ± 4 · 10−4

6 gaussiennes 0.057 ± 0.002 0.059 ± 0.002 0.060 ± 0.002 0.040 ± 0.001 0.052 ± 0.002 0.060 ± 0.001 0.142 ± 0.013

Table 3 – Comparaison des temps de calcul (en secondes) sur différents jeux de taille n = 104

Distribution G-Enum NML [4] BB [7] TS [2] RMG [6] FD [3] Sturges
Normale 0.014 ± 0.003 2.724 ± 0.283 5.785 ± 0.479 0.014 ± 0.002 1.239 ± 0.085 0.002 ± 2.10−4 6.10−4 ± 2.10−4

Cauchy 0.028 ± 0.006 121.60 ± 4.99 3.250 ± 0.112 0.116 ± 0.205 0.906 ± 0.107 0.009 ± 0.014 0.001 ± 0.003
Uniforme 0.015 ± 0.002 0.168 ± 0.012 5.989 ± 0.167 0.011 ± 0.002 1.387 ± 0.139 0.002 ± 3.10−4 6.10−4 ± 2.10−4

Triangle 0.014 ± 0.005 0.169 ± 0.005 5.962 ± 0.113 0.015 ± 0.002 1.291 ± 0.091 0.002 ± 2.10−4 6.10−4 ± 2.10−4

4 triangles 0.012 ± 0.006 0.103 ± 0.027 3.004 ± 0.245 0.013 ± 0.006 0.954 ± 0.138 0.002 ± 0.005 0.0 ± 0.0
6 gaussiennes 0.017 ± 0.002 1.91 ± 0.085 4.165 ± 0.369 0.048 ± 0.005 1.056 ± 0.077 0.006 ± 0.008 0.002 ± 0.005

Table 4 – Comparaison du nombre d’intervalles sur différents jeux de taille n = 104

Distribution G-Enum NML [4] BB [7] TS [2] RMG [6] FD [3] Sturges
Normale 16.30 ± 0.46 15.60 ± 1.02 15.90 ± 1.04 72.50 ± 4.41 39.70 ± 7.34 62.40 ± 2.29 15.0 ± 0.0
Cauchy 30.90 ± 2.43 23.60 ± 1.02 29.40 ± 1.56 144.90 ± 9.26 29.50 ± 1.57 110711.90 ± 132580.43 15.0 ± 0.0
Uniforme 1.0 ± 0.0 2.80 ± 0.60 1.30 ± 0.90 3.70 ± 5.44 1.70 ± 1.80 22.0 ± 0.0 15.0 ± 0.0
Triangle 12.50 ± 0.92 13.60 ± 0.66 12.60 ± 0.66 48.0 ± 5.85 33.70 ± 8.25 32.10 ± 0.30 15.0 ± 0.0
4 triangles 11.20 ± 0.75 12.00 ± 0.77 10.90 ± 0.70 42.30 ± 4.90 27.60 ± 8.0 30.80 ± 0.40 15.0 ± 0.0
6 gaussiennes 28.90 ± 1.22 27.30 ± 1.49 27.00 ± 2.00 134.90 ± 9.37 100.40 ± 11.60 66.40 ± 2.42 15.0 ± 0.0
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Résumé. Les évènements climatiques extrêmes ont un impact sociétal important,
particulièrement les fortes précipitations. De récents événements dramatiques, comme la
tempête Alex qui a frappé le nord de l’Italie et le sud-est de la France, mettent en lumière
l’intérêt de mieux connaitre ce type d’évènement extrêmes afin d’adapter les infrastruc-
tures. Au regard du sous-échantillonage inhérent aux extrêmes, la création de régions
cohérentes permettrait d’améliorer l’inférence des modélisations de ces extrêmes. Nous
proposons une nouvelle dissimilarité adaptée aux extrêmes, fondée sur les distributions de
probabilités bivariées et des marginales, que nous appliquons à un algorithme de parti-
tionnement. Les résultats obtenus sur des données quotidiennes françaises, de 1976 à 2015,
sont cohérents d’un point de vue climatologique. L’algorithme développé est disponible
sous forme d’un package R.

Mots-clés. partitionnement, valeurs extrêmes, Théorie des Valeurs Extrêmes, diver-
gence de Kullback-Leibler, dépendance de queue, précipitations, climat

Abstract. Climate extremes have a strong societal impact, especially extreme rain-
falls. Recent dramatic events, like Alex Storm that stroke northern Italy and South-East
of France, emphasize the need of a good knowledge of extreme events to adapt infrastruc-
tures. In light of subsampling inherent to extremes, the creation of coherent regions would
improve the inference of models for these extremes. We propose a new dissimilarity tai-
lored for extremes, based on bivariate and marginals probability distributions, and plug
it into a clustering algorithm. Obtained results on daily French data, from 1976 to 2015,
are climatologically consistent. The developed algorithm is available in the form of an R
package.

Keywords. clustering, extreme values, Kullback-Leibler divergence, tail dependence,
rainfall, climate
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1 Introduction
De récents événements dramatiques, comme la tempête Alex qui a frappé le nord de

l’Italie et le sud-est de la France durant l’automne 2020, mettent en lumière l’intérêt
de mieux modéliser les évènements extrêmes de pluie afin d’adapter les infrastructures.
Le cadre de la théorie des valeurs extrêmes (EVT, Fisher et Tippett (1928), Pickands
(1975), Coles (2001) et plus récemment Davison et Huser (2015)) est fréquemment utilisé
pour ces applications climatiques. La question est généralement : quelle est la distribution
de probabilité sous-jacente aux pluies extrêmes dans un lieu donné (par exemple, Mar-
seille) ? Le peu de données disponibles pour les extrêmes amène naturellement à chercher
des groupes de stations météo semblables dans leurs extrêmes, afin de les regrouper et
améliorer l’inférence de leurs modélisations.

Nous nous intéressons dans cette étude au développement d’une telle méthode de
partitionnement, par la construction d’une dissimilarité adaptée. La définition de stations
similaires peut prendre principalement deux directions : la dépendance temporelle (une
forte pluie à Marseille s’accompagne généralement d’une forte pluie à Aix-En-Provence) ou
la loi de distribution marginale de ces extrêmes. Les approches proposées dans Bernard
et al. (2013), Bador et al. (2015), Saunders et al. (2020) s’intéressent à la dépendance
temporelle. Les études axées "Regional Frequency Analysis" (RFA), comme Carreau et
al. (2017), s’intéressent, elles, plutôt uniquement aux distributions des lois marginales.
Ici, nous proposons une méthode combinant les deux concepts.

Notre objectif est de développer une telle méthode qui soit non-paramétrique et qui
puisse passer à l’échelle convenablement sur de grands jeux de données. Nous avons à
notre disposition un jeu de données Météo-France contenant les volumes de précipitations
quotidiennes dans 174 stations, de 1976 jusqu’à 2015.

Figure 1 – Couverture des 174 stations Météo-France stations constituant le jeu de
données de précipitations quotidiennes, du 01/01/1976 au 31/12/2015. Les différentes
couleurs représentent les grandes régions climatiques de pluies extrêmes, d’après Pluies
extrêmes en France métropolitaine : un peu de géographie (p. d.).

2

999

(



Sur la figure 1 nous superposons les principaux climats de pluies extrêmes françaises.
Ce découpage a été obtenu par la connaissance climatique du terrain. Cependant, en pra-
tique, nous n’avons pas toujours cette connaissance (une maille plus fine, des résultats de
simulations de précipitations futures ou tout simplement nous n’y avons pas facilement
accès). De plus, ce découpage est en réalité plus flou que sur notre figure 1 : les zones ad-
jacentes à plusieurs régions ne sont pas classifiables. Ainsi, notre objectif est justement de
proposer une méthode non-supervisée qui renvoie un tel découpage. Le fait de l’appliquer
à ces données nous permettra de nous comparer au découpage de Météo-France.

2 Méthode
Nous proposons une dissimilarité prenant en compte d’une part la proximité des lois

marginales des excès (proche de ce qui est fait en RFA), et d’autre part la dépendance
temporelle de ces excès (similaire à la dissimilarité utilisée dans Bernard et al. (2013),
Bador et al. (2015), Saunders et al. (2020)).

La proximité des lois marginales est évaluée à l’aide de l’estimateur de la Kullback-
Leibler des excès, proposé par Naveau et al. (2014). Cet estimateur estime la quantité
définie en (1), qui compare les variables aléatoires X et Y , de fonction de répartition
respectives F et G, au-dessus d’un seuil u.

K(fu, gu) = −L(fu; gu)− L(gu; fu) (1)

avec :
L(fu; gu) = Ef

[
log

(
G (X)

G (u)

)
|X > u

]
+ 1

La dépendance temporelle est quant à elle estimée via le coefficient de dépendance
de queue résiduel, χ̄, introduit par Ledford et Tawn (1996) (voir également Coles et al.
(1999)). Pour X et Y deux variables aléatoires de fonction de répartition respectives F
et G, nous estimons χ̄(q) défini dans (2).

χ̄ = lim
q→1

χ̄(q) = lim
q→1

log (P{X > F−1(q)}P{Y > G−1(q)})
log (P{X > F−1(q), Y > G−1(q)}) − 1 (2)

Deux types de paramètres sont alors à choisir : les seuils définissant les excès (u et q)
pour obtenir des estimateurs, et le paramètre λ représentant le poids de chacune de ces
deux comparaisons dans la dissimilarité finale.

Pour des raisons d’interprétabilité, de praticité du choix des paramètres et de passage
à l’échelle, nous utilisons l’algorithme des k-médoides (ou PAM, Partitioning Around
Medoids), proposé par Kaufman et Rousseeuw (1987).

La figure 2 synthétise le déroulement de notre procédure, les éléments verts représen-
tant l’apport proposé.
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Figure 2 – Schéma de la méthode proposée. Les éléments verts indiquent la contribution.

Nous proposons enfin une procédure pour choisir les paramètres de seuil et λ, basée
sur l’indice de Rand (voir Rand (1971)).

Les détails techniques de cet exposé seront bientôt disponibles dans Zaffran et Naveau
(2021).

3 Résultats
Les résultats obtenus, dont un échantillon est représenté en figure 3, sont cohérents

avec les climats français : nous retrouvons nettement la vallée du Rhône et le bassin
méditerranéen (groupe rouge), le Nord et le bassin parisien (groupe bleu). L’Aquitaine
est conservée au sein d’un même groupe en permanence (groupe vert ou violet).

Le paramètre λ représente le poids de la contribution de la dépendance des margi-
nales : plus il est élevé, plus elle est importante et moins la contribution de la dépendance
temporelle l’est.

Lorsque nous comparons avec les résultats obtenus via la méthode de Bernard et
al. (2013), nous remarquons que nous obtenons des groupes beaucoup moins compacts
spatialement. La prise en compte des lois marginales permet de retrouver plus finement
les régions climatiques que Bernard et al. (2013), par rapport à la carte de Météo-France,
voir figure 1. En effet, nous retrouvons le climat méditerranéen (groupe rouge) ainsi que
le climat océanique plus ou moins altéré (groupe vert puis violet).

D’autre part, l’intégration de la dépendance temporelle amène plus de stabilité et de
compacité aux bords : pour λ = 0.75 (figure 3c) le groupe violet semble moins cohérent
climatiquement que les groupes violets et verts pour des λ plus faibles (figures 3b et 3a),
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(a) λ = 0.25 (b) λ = 0.5 (c) λ = 0.75

Figure 3 – Partitionnements obtenus pour différentes valeurs de λ dans la dissimilarité.
Σ en légende correspond au coefficient de silhouette (Rousseeuw, 1987) moyen : plus il est
proche de 1, mieux sont classifiés les points, et inversement si il est proche de -1.

c’est-à-dire lorsqu’on augmente la contribution de la dépendance temporelle.
L’analyse de la stabilité des groupes obtenus lorsqu’on augmente le seuil u, basée sur

une quantité proche de l’indice de Rand (Rand, 1971), nous fait préférer le partitionnement
de la figure 3b.

4 Conclusion
Nous avons proposé une méthode non-paramétrique et adaptable pour des grands jeux

de données qui retrouve avec succès des groupes climatologiquement cohérents. Cette
méthode mélange un critère d’extrêmes bivariés (dépendance temporelle) à un critère sur
les lois marginales. Notre algorithme a été implémenté dans un package R.

La méthode pourrait être facilement appliquée à d’autres jeux de données, comme :
— des résultats de simulation climatiques pour analyser l’évolution des groupes avec

le temps ;
— des données plus locales, comme la région de Montpellier et des Cévennes, qui est le

berceau d’épisodes de précipitations très intenses, appelées les "pluies cévenoles" ;
— d’autres types de données, comme le vent ou la température, grâce aux faibles

hypothèses de notre procédure.
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Résumé. Nous présentons ici un modèle qui vise l’estimation de quantiles extrêmes
dans le cadre de la régression. Plus précisément, nous nous concentrons sur l’estimation de
quantiles élevés de la distribution d’une variable Y en fonction d’une configuration de co-
variable donnée dans Rd. Le modèle présenté s’inspire de celui des extrêmes hétéroscedastiques.
Il consiste à supposer la proportionalité asymptotique entre la queue de distribution de
Y et celle de Y sachant X = x. Nous construisons et étudions la normalité asymptotique
d’estimateurs des paramètres du modèle pour en déduire les propriétés asymptotiques
d’un estimateur du quantile de type Weissman.

Mots-clés. valeurs extrêmes, estimation quantile, mesures empiriques.

Abstract. We are interested in extreme quantile estimation in the regression frame-
work. We estimate high quantile of the distribution of a random variable Y given a certain
setup of covariate X in Rd. The model presented here is inspired by the heteroscedastic
extremes and consist to assume the asymptotic proportionality between the tail distribu-
tion of Y and the conditional tail distribution of Y given X = x. We build estimators
of each model parameter and study the asymptotic normality. Consequently we deduce
asymptotic properties about a Weissman-Type quantile estimate.

Keywords. Extreme values, Quantile estimation, Empirical measure.

1 Position du problème

L’objectif de ce travail est l’estimation des quantiles d’une variable aléatoire réelle Y
conditionnellement aux valeurs prises par un vecteur aléatoire X dans Rd. En notant Fx

la fonction de répartition de Y sachant X = x ∈ Rd, le quantile conditionnel d’ordre αn

est défini par
q(α|x) = F←

x (1− αn),
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avec F←
x l’inverse généralisée de Fx. Dans cette étude, nous nous intéressons au cas où αn

tend vers 0 lorsque n crôıt. De tels quantiles sont qualifiés d’extrêmes. Dans ce contexte
il est alors nécessaire d’extrapoler les queues de distributions (conditionnelles et non con-
ditionnelles) de Y .

En l’absence de covariables le problème est déjà bien étudié. Par exemple, I Weiss-
man utilise en 1978 l’approximation Pareto des distributions à queues lourdes pour estimer
de tels quantiles. Il existe d’autres exemples d’estimateurs des quantiles extrêmes, que
l’on peut retrouver dans la monographie de de Haan et Ferreira par exemple. Ce cas
étant connu, l’objectif pour estimer des quantiles conditionnels est alors de proposer un
modèle dans lequel il est possible de relier les queues de distribution conditionnelle et non
conditionnelle. Le modèle que nous proposons alors est inspiré du modèle des extrêmes
hétéroscedastiques proposé par John Einmahl, Laurens de Haan et Chen Zhou de 2016
au sens où nous supposons, asymptotiquement, l’existance d’un coefficient de proportion-
nalité entre la queue de distribution de Y conditionnellement à X = x et la distribution
de Y non conditionnelle.

2 Le modèle des queues proportionnelles

2.1 Présentation du modèle

Soient (X, Y ) un couple de variables aléatoires à valeurs dans Rd × R. L’hypothèse
principale du modèle des queues proportionnelles est

lim
y→+∞

1− Fx(y)

1− F (y)
= σ(x) uniformément en x ∈ Rd, (1)

oú σ est appelé fonction skedasis et F désigne la fonction de répartition de Y . Par
intégration, on remarque que σ est une PX-densité.

La seconde hypothèse est la bien nommée condition des valeurs extrêmes du premier
ordre. Comme nous nous concentrons sur le cas des distributions à queues lourdes, cette
condition peut alors être exprimée comme suit :

lim
t→∞

U(tx)

U(t)
= x−1/γ , x ≥ 1,

avec U(t) = F←(1− 1/t) et γ > 0.
Ces deux hypothèses combinées conduisent au fait que toutes les distributions condition-
nelles Fx sont à queues lourdes avec le même indice des valeurs extrêmes γ. Autrement
dit, γ ne dépend pas de x ∈ Rd. Ce qui est peu restrictif dans le cas des distributions à
queues lourdes. En effet, dans la pratique, on pourrait ajuster le modèle des queues pro-
portionnelles localement, sur des zones où l’indice des valeurs extrêmes varie peu et peut
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alors être assimilé à une constante. De plus, cette conséquence nous fournit un moyen
commode de tester l’adéquation d’un jeu de données à ce modèle. Il est difficile de vérifier
si un jeu de données satisfait l’hypothèse de proportionnalité des queues, alors qu’il est
plus simple de vérifier si l’indice γ reste constant sur Rd.

Dans ce modèle, le comportement des extrêmes est dirigé par deux paramètres. L’indice
des valeurs extrêmes γ > 0, duquel dépend leur intensité, et σ qui influence leur répartition
ainsi que leur fréquence. Il est donc naturel d’estimer ces deux paramètres. De plus, nous
considérerons également la version intégrée de la fonction skedasis,

C(x) =

∫

{u≤x}
σ(u)PX(du), x ∈ Rd, (2)

avec u ≤ x la comparaison de vecteurs composante par composante. Cette fonction, bien
plus facile à estimer que σ, nous permettra de construire des tests alors que la fonction
skedasis interviendra dans l’estimation de quantile.

Pour des raisons techniques, il est nécessaire de faire des hypothèses sur les vitesses de
convergence dans nos hypothèses. Plus exactement, supposons l’existence d’une fonction
A, tendant vers 0 lorsque y → ∞, telle que

sup
x∈Rd

∣∣∣∣
1− Fx(y)

σ(x)(1− F (y))
− 1

∣∣∣∣ = O

(
A

(
1

1− F (y)

))
(3)

et

sup
z> 1

2

∣∣∣∣
1− F (zy)

z−α(1− F (y))
− 1

∣∣∣∣ = O

(
A

(
1

1− F (y)

))
. (4)

Remarquons que les hypothèses (1) et (3) sont en réalité équivalentes. Seule l’hypothèse
(4) est restrictive. En effet, cette hypothèse est plus forte que les classiques conditions
du premier ordre en extrême mais tout de même plus souple que les conditions du second
ordre.

2.2 Estimation des paramètres

Soient (Xi, Yi)1≤i≤n des copies i.i.d de (X, Y ). Nous construisons nos estimateurs avec les
observations (Xi, Yi) pour lesquelles Yi dépasse un seuil yn. Ce seuil, (yn)n∈N, peut être
déterministe, aléatoire ou basé sur les données. Il doit néanmoins dépendre de la taille de
l’échantillon n ≥ 1 de la façon suivante

yn
P→ ∞ et Nn

P→ ∞,

avec Nn :=
∑n

i=1 I{Yi>yn} le nombre d’excès, potentiellement aléatoire. On estime l’indice
des valeurs extrêmes γ > 0 avec un estimateur de type Hill

γ̂n =
1

Nn

n∑

i=1

log

(
Yi

yn

)
I{Yi>yn}.
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La fonction C est estimée grâce à une fonction de répartition empirique avec uniquement
les observations correspondantes à un excès

Ĉn(x) :=
1

Nn

n∑

i=1

I{Yi>yn, Xi≤x}, x ∈ Rd.

Tout d’abord considérons la normalité asymptotique jointe de γ̂n et Ĉn, c’est-à-dire

vn

(
Ĉn(·)− C(·)

γ̂n − γ

)
L−→

n→+∞
W, (5)

avec W une mesure de probabilité Gaussienne sur L∞(Rd)× R, et vn → +∞ une vitesse
déterministe.

Théorème 1 Sous les hypothèses (3) et (4), supposons que yn/yn → 1 en probabilité
pour une suite déterministe yn telle que pn := F̄ (yn) satisfaisant

pn → 0, npn → +∞ et
√
npn

1+εA

(
1

pn

)
→ 0 pour un ε > 0.

Alors, la normalité asymptotique (5) est vérifiée pour

vn :=
√
npn and W L

=

(
B
N

)
,

avec B un C-pont Brownien sur Rd et N une variable aléatoire normale centrée de vari-
ance γ2 indépendante de B.

Remarque 1 Il est aussi possible d’établir une version bootstrap de ce théorème. C’est-
à-dire d’obtenir la normalité asymptotique jointe de version pondérée des estimateurs γ̂n
et Ĉn lorsque les données sont fixées. Ce résultat nous permet alors de tester l’adéquation
d’un échantillon au modèle des queues proportionnelles en testant si γ est constant. Le
niveau et la puissance du test d’adéquation ainsi construit ont été étudiés par simulation.

Nous proposons ensuite un estimateur à noyau pour estimer σ ponctuellement en x ∈ Rd:

σ̂n(x) = n

∑n
i=1 I{|x−Xi|<hn}I{Yi>yn}∑n

i=1 I{|x−Xi|<hn}
∑n

i=1 I{Yi>yn}
,

avec hn la largeur de la fenêtre. Dans la suite, nous étudierons les estimateurs uniquement
pour des seuils déterministes.

Théorème 2 Soit yn → ∞ une suite déterministe et pn := F̄ (yn). Soit hn → 0 telle que

npnh
d
n → +∞,

√
npnhd

nA

(
1

pn

)
→ 0.

Supposons que f et σ sont toutes deux continues et positives dans un voisinage de x ∈ Rd.
Alors, sous l’hypothèse (3), on a

√
npnhd

n

(
σ̂n(x)− σ(x)

)
L−→

n→+∞
N

(
0,

σ(x)

f(x)

)
.
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3 Estimation des quantiles extrêmes

Dans le cadre du seuil déterministe, un estimateur du quantile inspiré par celui de Weiss-
man s’écrirait

q̂(αn) := yn

(
p̂n
αn

)γ̂n

.

avec p̂n := 1
n

∑n
i=1 I{Yi>yn} = Nn

n un estimateur pn = P(Y > yn) dépendant de la distri-
bution non conditionnelle de Y .
Pour estimer un quantile extrême, développons le lien entre les distributions conditionnelle
et non conditionnelle fourni par le modèle des queues proportionnelles. L’hypothèse (1)
nous fournit

q(αn | x) ∼ q

(
αn

σ(x)

)
lorsque n → ∞.

Ce qui conduit à considérer l’estimateur

q̂(αn|x) := q̂

(
αn

σ̂n(x)

)
= yn

(
p̂nσ̂n(x)

αn

)γ̂n

.

La normalité asymptotique de cet estimateur peut alors être déduite de celle de γ̂n et de
σ̂n(x).

Théorème 3 Sous les hypothèses des Théorèmes 1 et 2, si
√
hd
n log(pn/αn) → +∞ et

log(nαn) = o(
√
npn) on a alors

√
npn

log(pn/αn)
log

( q̂(αn|x)
q(αn|x)

)
L−→

n→+∞
N

(
0, γ2

)
.
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Résumé. L’épidémie du virus de l’immunodéficience humaine (VIH), découverte il y a
35 ans est toujours active en France. Pour suivre la dynamique de la transmission du VIH
et évaluer l’impact des campagnes de prévention, le principal indicateur est l’incidence. Une
méthode d’estimation de l’incidence du VIH est basée sur les valeurs des biomarqueurs au mo-
ment du diagnostic et de leur dynamique au cours du temps depuis l’infection. L’estimation
de l’incidence du VIH à partir des biomarqueurs nécessite au préalable de modéliser leur dy-
namique depuis l’infection à l’aide de données longitudinales externes. L’objectif des travaux
présentés ici est d’estimer la dynamique conjointe de deux biomarqueurs d’infection récente
du VIH à partir des données de la cohorte PRIMO. Nous avons modélisé conjointement la dy-
namique des deux biomarqueurs TM et V3 à l’aide d’un modèle multi-réponses non linéaire
à effets mixtes. Les paramètres ont été estimés en utilisant une inférence bayésienne de type
Hamiltonien de Monte Carlo. Cette procédure a d’abord été appliquée aux données réelles de
la cohorte PRIMO. Dans une étude de simulation, nous avons ensuite évalué les performances
de la procédure bayésienne pour estimer les paramètres du modèle multi-réponses non linéaire
à effets mixte.

Mots-clés. Modèle non linéaire à effets mixte, Modèle multi-réponses, Inférence de type
Hamiltonien, Biomarqueurs du VIH

Abstract. Since the discovery of the human immunodeficiency virus (HIV) 35 years ago,
the epidemic is still ongoing in France. To monitor the dynamics of HIV transmission and as-
sess the impact of prevention campaigns, the main indicator is the incidence. One method to
estimate the HIV incidence is based on biomarker values at diagnosis and their dynamics over
time. Estimating the HIV incidence from biomarkers first requires modeling their dynamics
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since infection using external longitudinal data. The objective of the work presented here is
to estimate the joint dynamics of two biomarkers from the PRIMO cohort. We thus modeled
the dynamics of two biomarkers (TM and V3) using a multi-response nonlinear mixed-effect
model. The parameters were estimated using Bayesian Hamiltonian Monte Carlo inference.
This procedure was first applied to the real data of the PRIMO cohort. In a simulation study,
we then evaluated the performance of the Bayesian procedure for estimating the parameters of
multi-response nonlinear mixed-effect models.

Keywords. Nonlinear mixed models, Multi-response model, Hamiltonian Monte Carlo in-
ference, HIV biomarkers

1 Introduction
La transmission du virus de l’immunodéficience humaine (VIH) est toujours une question de
santé publique préoccupante dans la plupart des pays. Il est important d’évaluer la dynamique
du VIH en estimant son incidence. L’incidence, définie comme le nombre de nouvelles infec-
tions au cours d’une période donnée, est un indicateur épidémiologique majeur pour surveiller la
dynamique d’une maladie et évaluer l’impact des campagnes de prévention. Depuis plusieurs
années, plusieurs méthodes statistiques ont été développées pour estimer l’incidence du VIH
selon les différents types de données collectées: cohortes, enquêtes transversales ou systèmes de
notification. En France, le système de notification obligatoire des diagnostics de séropositivité
VIH a été mis en place en mars 2003 par Santé publique France. Associée aux données de
surveillance des nouveaux diagnostics VIH, une surveillance biologique a également été mise
en place pour recueillir deux biomarqueurs appelés TM et V3, qui permettent la distinction
entre les infections récentes (moins de 6 mois en moyenne) et celles plus anciennes (plus de 6
mois en moyenne).
Sur la base de ces données de notification du VIH, des méthodes d’estimation d’incidence ont
été proposées, basées sur les valeurs des biomarqueurs au moment du diagnostic et sur la con-
naissance de leur dynamique depuis l’infection . [Sommen et al., 2011, Le Vu et al., 2010]. Au
préalable, la dynamique des deux biomarqueurs doit d’abord être estimée sur la base de données
longitudinales externes, en utilisant par exemple des modèles non linéaire à effets mixtes. Ces
types de modèles sont très largement utilisés pour modéliser la dynamique de biomarqueurs
[Tuerlinckx et al., 2006, Gad and El Kholy, 2012].
Dans ce travail, nous modélisons conjointement la dynamique des biomarqueurs TM et V3
en utilisant un modèle non linéaire à effets mixtes. Nous avons considéré un effet aléatoire
pour chaque biomarqueur et une corrélation des effets aléatoires pour prendre en compte la
corrélation des deux biomarqueurs. Les paramètres ont été estimés en utilisant une inférence de
type Hamiltonien de Monte Carlo (HMC).
À notre connaissance, ce travail est la première tentative d’étudier conjointement la dynamique
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de deux biomarqueurs dans un modèle bayésien non linéaire à effets mixtes. Pour modéliser la
dynamique de ces marqueurs biologiques, nous avons utilisé les données de la cohorte ouverte
PRIMO-ANRS C06 [Desquilbet et al., 2002]. Cette cohorte comprend 298 volontaires infectés
avec le VIH au stade d’infection primaire ayant une date d’infection connue ou estimée. Un
suivi longitudinal des patients a eu lieu pendant toute la période de la cohorte avec la collecte
des valeurs des biomarqueurs TM et V3.
Nous avons d’abord estimé les paramètres du modèle à partir des données de la cohorte PRIMO-
ANRS C06, puis simulé des données les plus proches possibles des données réelles afin de
valider la procédure d’estimation et le choix des lois a priori. La section 2 décrit le modèle
bayésien. Les données et les résultats de la cohorte PRIMO ANRS C06 sont présentés dans les
sections 3 et 4, respectivement. La section 5 présente la validation de la procédure avec l’étude
de simulation. Enfin, nous discutons des avantages de ce modèle et de son utilité pour estimer
l’incidence.

2 Modèle

2.1 Spécification du modèle
Nous proposons une version simplifiée du modèle développé par Sommen et al. [Sommen et al.,
2011]. Soient Y1

i =
(

Y 1
i1, ...,Y

1
i, j, ...,Y

1
ini

)
et Y2

i =
(

Y 2
i1, ...,Y

2
i j, ...,Y

2
ini

)
les valeurs des biomar-

queurs TM et V3 respectivement, où j représente la jeme ( j = 1, ...,ni) mesure pour un individu
i au temps calendaire ti j, et Yi = (Y1

i ,Y2
i )

T . On suppose que les deux biomarqueurs TM et V3
sont mesurés au même temps calendaire ti j. Soit ui le temps d’infection connu (ou estimé par
le clinicien) pour l’individu i. Nous considérons le modèle multi-réponses non linéaire à effets
mixtes suivant pour les observations Y 1

i j et Y 2
i j:

Y 1
i j = gb1(ti j −ui,a1

i )+ ε1
i j

Y 2
i j = gb2(ti j −ui,a2

i )+ ε2
i j

Les fonctions gb1(.) et gb2(.) représentent la dynamique moyenne de la concentration des
biomarqueurs TM et V3 depuis le temps d’infection ui. Ces fonctions dépendent de deux
vecteurs de paramètres: b1 pour le biomarqueur TM et b2 pour le biomarqueur V3, et d’effets
aléatoires ai = (a1

i ,a2
i ) supposés suivre une distribution gaussienne avec une moyenne de zéro

et une matrice de variance-covariance Σa =

(
σ2

a1 σa1a2

σa1a2 σ2
a2

)
. Nous considérons un unique effet

aléatoire par biomarqueur. L’effet aléatoire permet de prendre en compte la variabilité individu-
elle de l’évolution de la concentration des biomarqueurs TM et V3. La corrélation entre les deux
biomarqueurs est prise en compte à travers la corrélation de leurs effets aléatoires. Les erreurs
de mesure εi j = (ε1

i j,ε2
i j) sont indépendantes et supposées suivre une distribution gaussienne de

moyenne zéro avec des variances respectives σ2
ε1 et σ2

ε2 . De plus, nous supposons que ai et εi j
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sont indépendants. Une approche bayésienne a été proposée pour l’estimation des paramètres
et la validation du modèle. Pour la fonction gbk(.), nous avons considéré trois familles de fonc-
tions sigmoı̈des. Ces familles de fonctions dépendent de paramètres fixes bk = (bk

1,b
k
2,b

k
3)

T ,
k = 1 pour le biomarqueur TM et k = 2 pour le biomarqueur V3. Elles dépendent aussi d’effets
aléatoires a = (a1,a2,a3)T , mais comme indiqué ci-dessus, nous considérons un unique effet
aléatoire par fonction. Cela se traduit par le fait qu’un seul effet aléatoire a1, a2 ou a3 sera placé
sur l’un des paramètre fixe b1, b2 ou b3.

Dans ce qui suit, nous avons considéré la même famille de fonctions gk
b pour les deux biomar-

queurs afin d’interpréter les résultats de la même manière. Le choix de la place de l’effet
aléatoire sur les paramètres fixes b1, b2 ou b3 (a1,a2,a3) se fait en examinant toutes les pos-
sibilités pour chacune des 3 fonctions sigmoı̈des. Nous avons testé les 3 familles de fonctions
et pour chaque famille de fonctions nous avons testé les 3 places possibles de l’effet aléatoire,
ceci représentant 9 modèles différents.

2.2 Spécifications des lois a priori
Dans le modèle décrit dans la section précédente, les paramètres à estimer sont les vecteurs
b1, b2, les composantes de la matrice de variance-covariance Σa des effets aléatoires, et les
variances σ2

ε1 et σ2
ε2 des erreurs de mesure. Pour tous ces paramètres nous devons spécifier la

distribution des lois a priori. Comme nous n’avions pas d’information sur ces lois a priori issue
de précédentes études, nous avons utilisé des lois a priori faiblement informatives. Nous avons
suivi les recommandations de Gelman et al. [Gelman et al., 2013a] pour choisir une distribution
normale N (0;10000) comme a priori faiblement informatif pour les paramètres fixes et une
distribution uniforme avec une grande borne supérieure U (0;10000) pour les paramètres de
variances et de covariances.

2.3 Estimation et sélection du modèle
Les paramètres du modèle se trouvent dans un espace multidimensionnel, ce qui a orienté
notre choix vers une méthode de type Hamiltonien de Monte-Carlo (HMC) plutôt que vers
une méthode MCMC plus classique. A la différence du MCMC classique qui propose une
nouvelle position des paramètres toujours centrée sur la position actuelle, le HMC propose une
distribution des paramètres qui change en fonction de la position actuelle. Le HMC détermine
la direction dans laquelle la distribution a posteriori augmente, appelée son gradient, et déforme
la distribution des paramètres vers le gradient.[Kruschke, 2015]. Nous avons utilisé le critère
WAIC [Watanabe, 2009, 2010] pour comparer les différents modèles que nous avons testés.
Comme indiqué dans la section ci-dessus, l’objectif était de choisir un modèle qui optimisait le
mieux la place des effets aléatoires. Nous avons utilisé ce critère pour sélectionner le modèle
optimal. Ce critère est interprété de la même manière que le critère AIC. Le modèle final est
celui correspondant à la valeur de WAIC la plus faible.
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3 Données de la cohorte PRIMO ANRS C06
La cohorte ouverte PRIMO-ANRS C06 a recruté 298 volontaires infectés par le VIH entre
novembre 1996 et septembre 2007 dans 66 hôpitaux français [Desquilbet et al., 2002]. Après
avoir donné leur consentement écrit, les patients ont été inclus dans la cohorte s’ils étaient au
stade d’infection primaire du VIH avec ou sans symptômes. De plus, les patients devaient être
naı̈fs d’antirétroviraux pour être inclus dans la cohorte.
Après leur inclusion, les patients ont été suivis cliniquement et biologiquement au premier mois,
au troisième mois, au sixième mois, puis tous les six mois. À chaque visite, la concentration
des anticorps TM et V3 a été mesurée.
Une première étude pour estimer la dynamique des biomarqueurs à partir de cette cohorte dans
un cadre fréquentiste a déjà été réalisée par Sommen et al. [Sommen et al., 2011] et a impliqué
248 patients et 585 observations avec un suivi maximum de 550 jours depuis l’infection. Pour
l’analyse actuelle, 272 patients et 812 mesures ont été inclus, avec un suivi maximal de 975
jours depuis l’infection après avoir exclu les patients sans aucune mesure de marqueur et ceux
avec une concentration d’anticorps plate au fil du temps (c’est-à-dire non progresseurs). Cette
nouvelle analyse a donc été réalisée avec plus de patients, plus d’observations et un temps de
suivi plus long. Parmi ces 272 patients, 134 avaient une unique mesure de marqueur, 8 en
avaient deux, 12 en avaient trois, 47 en avaient quatre, 13 en avaient cinq, 33 en avaient six et
25 avaient sept mesures de marqueurs avec un suivi maximal de 975 jours depuis l’infection.
Les biomarqueurs TM et V3 sont censurés à la valeur 70 en raison de la saturation du signal
lorsqu’il y a une très forte réaction positive des biomarqueurs.

4 Résultats

4.1 Hypothèses
Les estimations du modèle sur données réelles impliquaient quatre chaı̂nes de 20000 itérations,
après exclusion d’un échauffement de la même taille. Pour vérifier que les quatre chaı̂nes con-
vergeaient vers les mêmes valeurs de paramètres à partir de valeurs initiales très différentes,
nous avons utilisé le critère de Gelman-Rubin [Gelman et al., 2013b]. Toutes les estimations
ont été réalisées à l’aide du logiciel R version 3.5.1 et notamment avec le package brms créé
par Burkner [Burkner, 2017].

4.2 Résultats sur les données PRIMO
L’estimation a été réalisée à partir de mesures répétées des biomarqueurs TM et V3 de la cohorte
PRIMO-ANRS C06. Nous avons testé 3 familles de fonctions sigmoı̈des en faisant varier la
place de l’effet aléatoire sur le paramètre b1, b2 ou b3 (a1,a2,a3). Nous avons sélectionné le
modèle final parmi les 9 modèles testés en utilisant le critère WAIC.
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4.3 Validation du modèle sur données PRIMO
Pour évaluer la qualité de l’ajustement du modèle final que nous avons sélectionné, nous avons
comparé les trajectoires individuelles observées dans la cohorte PRIMO avec celles prédites par
le modèle pour tous les individus. Nous avons estimé les effets aléatoires de chaque individu
par le mode a posteriori, c’est à dire en connaissant les données.
La Figure 1 présente les trajectoires individuelles observées dans la cohorte PRIMO avec celles
prédites par le modèle pour neuf individus choisis avec sept observations. Les neuf individus ont
été choisis aléatoirement. Nous avons pris les neuf premiers individus de la cohorte qui avaient
sept mesures de marqueurs. Les trajectoires prédites sont proches des trajectoires observées
pour les neuf individus. Les trajectoires prédites sont proches des trajectoires observées pour
tous les autres individus sauf pour quatre individus. Ces quatre individus n’ont pas convergé car
leurs valeurs de biomarqueurs n’avaient pas une dynamique classique de sigmoı̈de.

Figure 1: Valeurs des biomarqueurs TM et V3 observés (cercle plein pour TM et cercle vide
pour V3) et trajectoires prédites (courbe pleine pour TM et pointillé pour V3) pour 9 sujets de
la cohorte PRIMO-ANRS C06

5 Etude de simulation

5.1 Données simulées
L’étude de simulation visait à créer un ensemble de données réalistes qui était aussi proche
que possible de la dynamique des biomarqueurs TM et V3 observée dans la cohorte PRIMO
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ANRS Cohorte C06 afin de vérifier que le modèle ne présentait aucun problème de calcul et
qu’il reflétait correctement le modèle mathématique choisi. Le but de la simulation consistait
également à vérifier la correcte spécification des lois a priori et valider la procédure d’estimation
bayésienne. L’étude de simulation était basée sur 200 bases de données simulées avec chacune
272 individus comme dans la cohorte PRIMO.

5.2 Résultats des simulations
Pour évaluer le comportement des estimations bayésiennes, nous avons effectué 200 simulations
et calculé les indicateurs classiques tels que l’erreur quadratique moyenne empirique (RMSE),
la moyenne empirique, le biais relatif absolu (ARB) et le taux de couverture (CR) de l’intervalle
de crédibilité à 95% pour chacun des paramètres estimés. Nous avons utilisé quatre chaı̂nes pour
chacune des 200 simulations, et à chaque fois, les chaı̂nes convergeaient vers les mêmes valeurs
de paramètres.
Pour l’étude de simulation, le biais relatif absolu est compris entre 0% et 8% , les RMSE se
situent entre 0,11 et 2,1 et le taux de couverture est compris entre 90% et 98% . De même que
pour les données de la cohorte PRIMO, nous avons évalué la qualité de l’ajustement de notre
modèle sur les données simulées. Nous avons comparé les trajectoires individuelles observées
dans la simulation et celles prédites par le modèle pour tous les individus, en estimant les ef-
fets aléatoires individuels par le mode a posteriori. Les trajectoires prédites sont proches des
trajectoires observées pour tous les individus des 200 bases de données simulées.

6 Discussion
Le modèle bayésien multi-réponses non linéaire à effets mixtes présenté dans ce travail est
une alternative à l’approche fréquentiste pour estimer la dynamique conjointe de deux biomar-
queurs. Les avantages de cette méthode sont qu’elle estime précisément les paramètres de
modèles multi-réponses non linéaires à effets mixtes, en tenant compte de la corrélation entre
les deux biomarqueurs, ce qui n’est pas le cas pour les autres méthodes actuellement proposées
pour ce type de modèle [Lachos et al., 2013, Bazzoli et al., 2010, Lavielle and Mentré, 2007].
De plus, ce type de modèle ne repose pas sur des hypothèses fortes. Un second avantage de
cette méthode est le temps de calcul raisonnable (2 heures). Une limite de ce modèle est la
difficulté de choisir les lois a priori, bien que cela soit le cas pour toute estimation bayésienne.
Cependant, il est important d’observer que le modèle converge toujours malgré la spécification
des lois a priori non informative.
L’étude de simulation a donné de bons résultats, puisque nous avons obtenu des valeurs faibles
de biais absolu relatif, d’erreur quadratique moyenne et à l’inverse nous avons obtenu des taux
de couverture corrects, ceci pour tous les paramètres. Si nous supposons que les données réelles
sont proches des données simulées, on s’attend alors à obtenir des estimations ”aussi fiables”
avec le modèle et les spécifications des lois a priori. Les résultats obtenus sur les données
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simulées confirment que le modèle bayésien n’a pas de problème de calcul et que les lois a priori
choisies sont pertinentes. On peut donc dire que la procédure d’estimation bayésienne de type
Hamiltonien de Monte Carlo fonctionne correctement pour estimer ce type de modèle. Cette
méthode nous permet ainsi d’estimer précisément les paramètres d’un modèle multi-réponses
non linéaire à effets mixtes. Ce modèle permet de modéliser conjointement la dynamique des
deux biomarqueurs d’une manière précise et rapide. L’approche n’est pas basée sur des hy-
pothèses fortes spécifiques aux valeurs des biomarqueurs TM et V3. En conséquence, ce travail
pourrait potentiellement fournir un cadre pour appliquer ce modèle à d’autres biomarqueurs en
modifiant la fonction gb, qui modélise l’évolution des anticorps.
Dans la notification obligatoire du VIH, les biomarqueurs TM et V3 sont collectés pour chaque
individu au moment du diagnostic. En termes de perspectives, cette modélisation sera utilisée
pour estimer l’incidence du VIH sur la base des valeurs des biomarqueurs TM et V3 fournies
par la notification obligatoire du VIH au moment du diagnostic.
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Résumé. Les techniques de quantification du risque naturel se sont largement démocratisées
ces dernières années. Elles sont encore toutefois majoritairement limitées à la simple util-
isation de catalogues d’évènements historiques, dont la taille excède rarement 40 à 50
ans, ainsi qu’à l’exploitation de modèles numériques, impliquant de lourds calculs tout
en n’étant pas fiable pour l’extrapolation. La théorie des valeurs extrêmes définit les
principes d’analyse statistiques nécessaires à l’estimation de la fréquence d’évènements
rares tout en donnant un cadre formel pour extrapoler au-delà des niveaux historiques
d’intensité. Toutefois son application s’est jusque-là principalement limitée au cadre uni-
varié. Ainsi, une majorité des études traitant du risque naturel ont négligé sa nature
spatio-temporelle.

Dans cette présentation, nous introduisons une extension de l’analyse de dépassements
de seuil au cadre fonctionnel, dans lequel il est possible de caractériser un évènement
extrême complexe à travers une notion généralisée d’excès, et décrivons ensuite la limite
de leur queue de distribution, appelée processus de r-Pareto généralisé. Nous présentons
un modèle dérivé de fonctions aléatoires log-Gaussiennes qui utilise les structures clas-
siques de covariance pour caractériser la dépendance extrémale. Ensuite, nous décrivons
un générateur stochastique d’évènements extrêmes, capable de quantifier la récurrence
d’évènements passés ainsi que d’en générer des nouveaux dont l’intensité va au-delà des
niveaux historiques. La méthodologie est ensuite appliquée à plusieurs risques naturels
tels que les tempêtes et la pluie.

Mots-clés. Analyse de dépassements de seuil, Extrêmes spatio-temporels, Processus
de r-Pareto généralisé, Risque naturel.

Abstract. Estimating the risk of single occurrences of natural hazards has become
important in recent decades, but up until now it has been largely limited to re-using cat-
alogues of historical events, which usually do not exceed 40 to 50 years in length, and to
numerical models, which require heavy computation and are often unreliable for extrap-
olation. Extreme value theory provides statistical methods for estimating the frequency
of past extreme events as well as for extrapolating beyond observed severities, but it has
mostly been focused on studying univariate quantities. Consequently the majority of its
applications to natural hazards have neglected their spatio-temporal characteristics.
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We present an extension of peaks-over-threshold analysis to functions which allows one
to define complex extreme events as special types of exceedances, and then obtain their
limit tail distribution, namely the generalized r-Pareto process. We focus on a specific
model based on log-Gaussian random functions using classical covariance structures to
characterize extremal dependence. Then, we describe a stochastic weather generator for
extreme events, capable of quantifying the recurrence of past events as well as generating
completely new ones. The methodology is applied to several natural hazards such as
windstorms and rainfall.

Keywords. Generalized r-Pareto process, natural hazards, peaks-over-threshold anal-
ysis, spatio-temporal extremes.

1 Extended summary

Extreme Value Theory (EVT) provides a theoretical framework to describe and model
tails of statistical distributions within which estimating the frequency of past extreme
events as well as to extrapolating beyond observed severities is possible. These have
been extensively studied in a univariate framework (Fisher and Tippett, 1928; Gnedenko,
1943; Davison and Smith, 1990) especially for independent identically distributed repli-
cates, and applications have been developed in fields such as finance, insurance, hydrology
and telecommunications (Hosking and Wallis, 1987; Katz et al., 2002; Embrechts et al.,
1997). Due to recent extreme events, there has been a surge of interest in environmen-
tal applications, motivated by the necessity to better understand the impact of global
warming. Floods, windstorms, heatwaves have a complex spatio-temporal structure that
cannot be modelled using univariate extreme value theory.

Max-stable processes (de Haan and Ferreira, 2006, Section 9.2), which provide a func-
tional extension of the generalized extreme value distribution (Coles, 2001, p.47-48), have
successfully been used to study the extremal behaviour of monthly and annual maxima,
but applications have been limited due to the mathematical and computational complex-
ity of such models (Huser and Davison, 2013). Also, the study of maxima discards a
fair amount of information, making detection of mixtures in tail behaviour very difficult.
For example, in some regions, rainfall can be divided into two classes: convective rain,
which is local and marginally very intense, and cyclonic spells generating larger spatial
accumulations of water but with lower local intensities. These phenomena are driven by
different independent weather conditions that may both cause severe floods and their tail
marginal distribution and spatio-temporal structure are likely to differ. With block max-
ima, marginally intense events naturally dominate and thus impose a focus on convective
rainfall, while disregarding potential extreme cyclonic events. For risk mitigation, study-
ing extremes of different natures is crucial, and max-stable processes are inappropriate
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for modelling such complex phenomena, since taking maxima largely eliminates certain
types of events.

Univariate peaks-over-thresholds analysis, associated to the generalized Pareto distri-
bution, define extreme events as exceedances over a threshold. In this context, reduc-
tion of multivariate datasets to univariate structural variables, such as max(X1, X2) or
X2

1 +X2
2 , on which generalized Pareto distributions are fitted (Coles and Tawn, 1994), is

common to study complex multivariate extreme events. However, this approach does not
give insight on the combination of events yielding an exceedance and is hindered by the
fact that different univariate summaries may lead to different tail behaviour. One way
to understand these differences is to suppose that the observations are generated by an
underlying mixture of generative processes, which are disentangled by computing these
univariate summaries. Thus if the summary captures only one of these processes, for
instance only cyclonic rain, it is not surprising that we obtain different tail behaviours.
Functional peaks-over-threshold analysis generalizes this methodology for a better under-
standing of the underlying dependence structure and gives a theoretical foundation to
detect mixtures of tail behaviour through different definitions of exceedances tailored to
the type of extreme events of interest.

In univariate extreme value theory, the generalized Pareto distribution gives a unified
framework to describe directly the tail decay of the original data, and encompasses the
Weibull, Gumbel and Fréchet tail decay regimes. This work provides a similar unified
formulation for functional peaks-over-threshold analysis under the assumption that the
process has the same tail decay over its domain. In this context, we extend Dombry and
Ribatet (2015) by introducing the generalized r-Pareto process, allowing more flexible
excess definitions and generalized Pareto tail margins. The generalized r-Pareto process
is the only limit of exceedances of a properly rescaled regularly varying process and for
some specific definitions of exceedance, it can be factorized to enable simulation of events
with a fixed intensity, i.e., events for which the risk measure equals a pre-determined
return level.

We first review classical results for univariate extremes and introduces functional
peaks-over-threshold analysis. We present convergence results for the three possible
regimes of tail decay, under a generalized regular variation hypothesis, i.e., for a stochas-
tic process X, we assume that there exist a tail index ξ ∈ R and sequences of functions
an > 0 and bn such that

nPr

{(
1 + ξ

X − bn
an

)1/ξ

∈ ·
}

→ Λ(·), n → ∞,

where Λ is a non-zero measure on the space of non-negative continuous functions. We
then introduce the class of generalized r-Pareto process, characerized by

P = r(a)ξ−1Rξ W

r(W )
+ b− ξ1a,
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where R is a unit Pareto random variable, W is a stochastic process on the space of
continuous functions with unit norm and a > 0 and b are continuous functions. For
linear risk functionals, we prove that generalized r-Pareto processes are the only limit
of increasingly large r-exceedances, i.e., events {r(X) > u} with increasing threshold
u ∈ R. The previous result is then applied to develop of stochastic weather generator
of windstorms over Europe. Finally we illustrate the importance of risk definition when
studying the risk of flooding in the city of Zurich.
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Filtre de Kalman, application à la prévision en
ligne de consommation d’électricité
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Résumé. L’électricité étant une énergie qui se stocke difficilement, un enjeu crucial
chez EDF est la prévision de la consommation électrique pour produire au plus proche
de ce qui est consommé. L’évolution du comportement des consommateurs ainsi que
l’ouverture à la concurrence du marché électrique rend les séries temporelles étudiées non
stationnaires, motivant la mise au point de modèles qui évoluent au cours du temps. Nous
nous intéressons à un modèle espace-état linéaire gaussien, résolu par les célèbres formules
récursives de Kalman. Nous étudions l’algorithme dans le cas statique (modèle linéaire
gaussien), pour lequel on présente une borne sur le risque cumulé, ouvrant la voie à une
analyse du cas dynamique. On applique le filtre de Kalman au problème de la prévision
de consommation pendant la rupture du confinement de 2020. Dans le cadre de notre
application, de nombreux modèles utilisés en opérationnel reposent sur les modèles additifs
généralisés (GAM). En figeant les effets non linéaires du modèle GAM, nous mettons en
évidence un gain par filtrage de Kalman sur le modèle linéaire obtenu.

Mots-clés. Filtre de Kalman, consommation électrique

Abstract. As electricity is difficult to store, a crucial issue at EDF is to predict the
electricity load in order to produce as close as possible to what is consumed. Changes
in the consumer’s behavior along with the introduction of competition in the electricity
market make the demand non stationary. Thus there is a need for adaptive models
of prediction. We consider a linear gaussian state-space model yielding the well-known
Kalman recursive formulae. We analyse the Kalman Filter in the static case (linear
gaussian model), where we derive a bound on the cumulative risk holding with high
probability, paving the way to the analysis of dynamic settings. We experiment the
Kalman Filter in the context of electricity load forecasting during the lockdown of Spring
2020. In this application, operational models rely on generalized additive models (GAM).
We freeze non-linear transforms and we show a predictive gain using Kalman filtering on
the linear model obtained.

Keywords. Kalman Filter, electricity consumption
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Algorithm 1: Filtre de Kalman

1. Initialisation: θ̂1 ∈ Rd, P1 positive semi-définie.

2. Itération: pour tout t,

(a) Prévision: ŷt = θ̂!t xt.

(b) Mise à jour de θ̂: θ̂t+1 = θ̂t +
Ptxt

x!
t Ptxt+σ2 (yt − θ̂!t xt).

(c) Mise à jour de P : Pt+1 = Pt − Ptxtx!
t Pt

x!
t Ptxt+σ2 +Q.

1 Le modèle espace-état

On se place dans un cadre en ligne, où l’on prévoit de façon itérative yt ∈ R à l’aide
de variables explicatives xt ∈ Rd ainsi que des valeurs passées (xs, ys)s<t. L’objectif est
de produire une prévision ŷt à chaque étape en vue de minimiser l’erreur quadratique∑

t(yt − ŷt)2.
La régression linéaire est un modèle statique qui permet de prévoir yt sachant xt. Cela

consiste à estimer yt par θ!xt pour un certain θ ∈ Rd. Le paramètre θ peut être obtenu,
entre autres, par moindres carrés ordinaires qui donnent l’optimum de la perte empirique,
ou bien par régression LASSO ou Ridge qui régularisent les moindres carrés ordinaires.

Dans un cadre dynamique, on considère le modèle espace-état suivant:

Equation d’espace: yt = θ!t xt + εt,

Equation d’état: θt+1 = θt + ηt,

où (εt)t et (ηt)t sont des bruits blancs gaussiens centrés de variance/covariance respectives
σ2 et Q. Lorsque le modèle est bien spécifié, et si les paramètres σ2, Q ainsi qu’un prior
θ1 ∼ N (θ̂1, P1) sont connus, le filtre de Kalman (Algorithme 1) permet d’obtenir de façon
récursive les valeurs de

θ̂t = E[θt | (xs, ys)s<t], Pt = E[(θt − θ̂t)(θt − θ̂t)
T | (xs, ys)s<t].

On en déduit alors yt ∼ N (θ̂!t xt, σ2 + x!
t Ptxt). Voir par exemple Durbin et Koopman

(2012) pour la preuve des formules de Kalman.

2 Cas statique

On étudie le cas dégénéré où Q = 0 (de Vilmarest et Wintenberger, 2020). Il est à noter
que l’estimateur θ̂t renvoyé par l’Algorithme 1 ne dépend alors que de θ̂1, P1/σ2 et l’on
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utilise donc σ2 = 1. Le filtre de Kalman est équivalent à une régression ridge pour un
paramètre décroissant de régularisation:

Proposition 1. Pour toute séquence (xt, yt), si θ̂1 ∈ Rd, P1 $ 0, l’algorithme 1 donne

θ̂t = arg min
θ∈Rd

(
1

2

t−1∑

s=1

(ys − θ!xs)
2 +

1

2
(θ − θ̂1)

!P−1
1 (θ − θ̂1)

)
, t ≥ 1 .

Ainsi, le poids de la régularisation L2 décrôıt en 1/t. Dans le cadre adversarial, une
borne de regret a été obtenue par Cesa-Bianchi et Lugosi (2006), mais elle nécessite de
borner yt. On se place dans un cadre stochastique qui consiste à minimiser le risque plutôt
que la perte, et l’on suppose les données indépendantes et de même loi:

Hypothèse 1. Les observations (xt, yt)t sont des copies indépendantes de (x, y), E[xx!]
est positive définie et x est borné presque sûrement par Dx.

Sous l’hypothèse 1, on définit le risque L(θ) = E
[
(y − θ!x)2

]
. Pour obtenir un

problème bien défini, on suppose:

Hypothèse 2. Il existe θ# ∈ Rd tel que L(θ#) = inf
θ∈Rd

L(θ).

Enfin, on n’a pas besoin de supposer que L(y | x) = N (θ#!x, σ2) (modèle bien spécifié),
mais on suppose qu’on n’en est pas trop loin: d’une part y est sous-gaussien condition-
nellement à x, et d’autre part l’erreur d’approximation est bornée:

Hypothèse 3. La distribution de (x, y) vérifie l’existence de

• σ2
sg > 0 tel que pour tout s ∈ R, E

[
es(y−E[y|x]) | x

]
≤ e

σ2
sgs

2

2 p.s.

• Dapp ≥ 0 tel que |E[y | x]− θ#!x| ≤ Dapp p.s.

On obtient alors une forte propriété de convergence de l’estimateur θ̂t vers θ#. Avec
grande probabilité, l’algorithme est piégé dans une région locale autour de l’optimum en
un temps pour lequel on peut obtenir une borne non-asymptotique.

Proposition 2. Si les hypothèses 1, 2, 3 sont vérifiées, alors pour tout ε, δ > 0, on a
τ(ε, δ) = O (ε−1 ln δ−1 ln(ε−1 ln δ−1)) tel qu’on a simultanément

∀t > τ(ε, δ), ‖θ̂t − θ#‖ ≤ ε ,

avec probabilité supérieure à 1− δ.

Grâce à cette convergence de l’algorithme, on décompose en deux le risque cumulé.
Jusqu’à τ(ε, δ), on borne grossièrement le risque par O(τ(ε, δ)3), puis on utilise une analyse
beaucoup plus fine lorsque l’algorithme est localisé autour de l’optimum, ce qui nous
permet d’obtenir un terme dominant optimal:
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Figure 1: À gauche: profil hebdomadaire de la consommation d’électricité. On observe
un comportement différent entre les jours ouvrés, le samedi et le dimanche. On se focalise
ensuite à 20h-20h30 pour présenter la dépendance de la consommation d’électricité en la
position dans l’année (variable linéaire allant de 0 à 1 du 1er Janvier au 31 Décembre) au
centre, et en la température à droite.

Théorème 3. Si les hypothèses 1, 2, 3 sont vérifiées, alors pour tout ε, δ > 0, on a
simultanément pour tout n ≥ 1,

n∑

t=1

L(θ̂t)− L(θ#) ≤ Cd
(
σ2
sg +D2

app + ε2D2
x

)
lnn+O(ln δ−1) +O(τ(ε, δ)3) ,

avec probabilité au moins 1− δ, pour une constante universelle C.

Il est à noter que l’algorithme ne dépend pas de ε et qu’on peut le choisir de sorte à
optimiser la borne, donc décroissant en n.

Cette étude du risque cumulé est motivée par le passage au cas dynamique. En effet,
si l’on suppose les données non stationnaires, il faudrait se comparer à un θ#t non constant.
Pour imposer une certaine régularité sur ce paramètre optimal, il serait raisonnable de
supposer que le modèle espace-état est bien spécifié, et on comparerait θ̂t à θt. En ce sens,
dans le cas statique, on s’est comparé à θ# minimisant le risque.

3 Prévision de consommation électrique en 2020

On s’intéresse à la consommation électrique de la France à un pas demi-horaire pen-
dant la crise de 2020, voir Obst et al. (2020). On affiche Figure 1 la dépendance de la
consommation à des variables calendaires ainsi qu’à la température.
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Figure 2: Évolution de l’erreur du modèle à 18h-18h30. On compare le GAM entrâıné
jusqu’en Septembre 2019 (GAM offline) avec une version adaptée par filtre de Kalman
(Section 3.2).

3.1 Modèle additif généralisé

On utilise un modèle additif généralisé (GAM), voir Pierrot et al. (2011), très utilisé
pour prévoir la consommation électrique chez EDF. Il consiste à prévoir la consommation
comme une somme de fonctions non nécessairement linéaires des différentes variables
explicatives. Formellement, on écrit

ŷt =
d∑

i=1

fi(x
(i)
t ) ,

où les fonctions fi sont décomposées sur des bases de spline. Les différents paramètres du
modèle sont les variables calendaires, la température (ainsi que des lissages), et les valeurs
précédentes de la consommation électrique.

Cependant, ce modèle est peu performant au Printemps 2020 à cause du confinement
en place en France. En particulier, la consommation a chuté brusquement ce qui a entrâıné
une sur-prévision importante des modèles non adaptatifs, voir Figure 2. On observe en
effet que le modèle additif non adaptatif dérive de façon très brutale au moment du
confinement, puis la consommation semble se normaliser progressivement au cours de
l’été. On se propose d’adapter le modèle au cours du temps, et le modèle obtenu subit
certes une rupture au moment du confinement mais corrige le biais en quelques semaines.
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3.2 Filtre de Kalman

Pour faire évoluer le modèle au cours du temps, il est naturel de le corriger à l’aide d’une
combinaison linéaire en les fi comme dans Ba. et al. (2012). Cependant plutôt que
d’utiliser une pondération exponentielle pour accorder plus d’importance aux données les
plus récentes, on utilise le modèle espace état suivant:

yt = θ!t f(xt) + εt,

θt+1 = θt + ηt.

Les formules du filtre de Kalman nous permettent d’estimer récursivement l’état. Il
n’existe pas de méthode idéale pour optimiser les paramètres du filtre de Kalman: les vari-
ance/covariance σ2, Q des bruits, ainsi que le prior θ̂1, P1. En effet, la log-vraisemblance
et la log-vraisemblance complète ont des optima locaux non globaux. On cherche donc
des heuristiques qui permettent d’obtenir de bonnes valeurs des hyper-paramètres, sans
garantie d’optimalité. En ce sens, on a essayé d’appliquer l’algorithme Expectation-
Maximization, un algorithme itératif qui permet d’obtenir un maximum local de la log-
vraisemblance complète. Cependant on a obtenu de meilleurs résultats avec une grid
search sur Q diagonale, dans laquelle on a procédé de façon itérative en choisissant à
chaque étape le coefficient qui améliorait le plus la vraisemblance.

On présentera les résultats obtenus par différents choix des hyper-paramètres, et l’on
comparera avec les performances obtenus par d’autres modèles adaptatifs.
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Résumé. La vraisemblance empirique est une méthode majeure d’inférence statis-
tique amplement étudiée lors des vingt dernières années. Ses développements rapides
s’expliquent par d’importantes propriétés garanties par le fait que la vraisemblance em-
pirique associe la flexibilité des approches non paramétriques à l’efficacité des méthodes
de vraisemblance. Dans ce travail, nous considérons un modèle de régression semi-
paramétrique single-index avec un processus stationnaire α-mélangeant. L’objectif est
d’étudier sous quelles conditions le rapport de vraisemblance empirique converge encore
vers une distribution khi-deux afin de tester la valeur des paramètres du modèle. Notons
que de nombreux modèles entrent dans la classe considérée, parmi eux on peut citer les
modèles de régression où les erreurs sont des différences de martingales ou des processus
ARCH, les modèles CHARN (qui englobent des processus simples mais courants comme
des AR).

Mots-clés. Noyau, processus faiblement dépendants, série temporelle non linéaire,
inférence paramétrique, statistique pivotale,. . .

Abstract. The empirical likelihood inference is extended to a class of semiparametric
models for stationary, weakly dependent series. A partially linear single-index regression
is used for the conditional mean of the series given its past, and the present and past values
of a vector of covariates. A parametric model for the conditional variance of the series is
added to capture further nonlinear effects. We propose suitable moment equations which
characterize the mean and variance model. We derive an empirical log-likelihood ratio
which includes nonparametric estimators of several functions, and we show that this ratio
behaves asymptotically as if the functions were given.

Keywords. Kernel smoothing, α−mixing, Nonlinear time series, Nuisance function,
Parametric inference, Pivotal statistic,. . .

We aim modeling and doing inference for one-dimensional time series (Yi) given a
vector-valued time series (Vi) and the past values of Yi and Vi, i ∈ Z. For this purpose
we propose flexible semiparametric models for conditional mean and conditional variance
of Yi. Formally, let (Zi) be a strictly stationary and strongly mixing sequence of random
vectors with Zi = (V !

i , εi)! ∈ RdX+dW × R where Vi = (X!
i ,W

!
i )! ∈ RdX × RdW . Let
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(Fi) be its natural filtration. For any positive integer r, we denote the r lagged values of

Zi by Z{r}
i = (V !

i−1, Yi−1, . . . , V !
i−r, Yi−r)!.

Let us consider the semiparametric model defined by

Yi = µ(Vi; γ,m) + εi with µ(Vi; γ,m) = l(Xi; γ1) +m(W!
i γ2), (1)

where
E[εi | Vi,Fi−1] = 0, (2)

and
E[ε2i | Vi,Fi−1] = σ2(Vi, Z

{r}
i ; β), (3)

γ = (γ!
1 , γ

!
2 )

!, θ = (γ!, β!)! and m(·) is an infinite dimensional parameter. Thus θ
gathers the finite dimensional parameters, and our interest will focus on this vector, while
m(·) is considered as a nuisance parameter. The value of r, as well as the real-valued
functions l(·) and σ2(·), are given. Moreover, the functions we consider for σ2(·) do not
require to know the infinite dimensional parameter m(·). Let θ0 and m0(·) denote the
true values of the finite and infinite-dimensional parameters of the model, respectively.
The vector Vi may include common random variables and/or lagged values of Yi, as well
as exogenous covariates. We call a model defined by (1)-(3) a CHPLSIM which stands
for Conditional Heteroscedastic Partially Linear Single-Index Model. The methodology
we will propose in the sequel allows us to replace (3) by a higher order moment equation,
or to add higher order moments to (3).

CHPLSIM is related to the model proposed by [14] in the case of independent observa-
tions following the same distribution. Our model covers a wide class of models for weakly
dependent and independent data. First, with l(Xi; γ1) = X!

i γ1, CHPLSIM includes the
partially linear single-index model (PLSIM) [2] in which the errors εi are independent and
identically distributed (i.i.d.) variables and Vi are independent covariates. Such semipara-
metric models were originally used to overcome the curse of dimensionality inherent to
nonparametric regression on Wi by making use of a single-index W!

i γ2. The PLSIM in-
cludes the partially linear models with a single variable in the nonparametric part. Our
non-i.i.d. framework allows for heteroscedasticity in the errors of PLSIM, with the con-
ditional variance of the errors possibly depending of both the covariates and the lagged
errors values. For instance, it allows martingale difference errors, as considered by [5] and
[7]. [24] considered a model defined by (1) for strongly mixing stationary time series, with
identity function l(·), Xi = Wi and Wi admitting a density. Their study focuses on the
estimation of the parameters in the conditional mean function using kernel smoothing,
without investigating the conditional variance, as allows condition (3). In the same type
of model, using local linear smoothing, [23] allowed for Xi not necessarily equal to Wi

and, at the price of a trimming, relaxed the condition of a density for Wi to a density
for the index W!

i γ2. More recently, using orthogonal series expansions, [6] extended the
model defined by (1) to the case where Xi = Wi is a multi-dimensional integrated process.
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Model (1)-(2) is also related to and extends a large class of location-scale type models
called conditionnal heteroscedastic autoregressive nonlinear (CHARN) models [9, 10].
CHARN models include many well-known models widely used with application areas as
different as foreign exchange rates [1] or brain and muscular wave analysis [11]. For general
nonlinear autoregressive processes, we refer to the book of [20] for the basic definitions as
well as numerous applications on real data sets. More generally, nonparametric techniques
for nonlinear AR processes can be found in the review of [8]. CHPLSIM allows for a
semiparametric specification of the conditional mean and for exogenous covariates.

We are interested in inference on the finite dimensional parameter θ constituted of
finite-dimensional parameters from both the conditional mean and the conditional vari-
ance functions. When the interest focuses on the parameters of the conditional mean,
it suffices to consider equations (1)-(2) with a fully nonparametric conditional variance
σ2(·). However, in the time series context, modeling the variance can be important, for
instance for forecasting purposes. For our inference purpose, we propose a semiparametric
empirical likelihood approach with infinite-dimensional nuisance parameters. Empirical
likelihood (EL), introduced by [17, 18], is a general inference approach for models speci-
fied by moment conditions. Under the assumption of independence between observations,
empirical likelihood has been used for inference on finite dimensional parameters into
regression models and unconditional moment equations. See [19]; see also the review of
[4].

Under i.i.d. data assumption, [21, 22] and [15] study the conditions implying that the
empirical likelihood log-ratio (ELR) still converges to a chi-squared distribution for the
partially linear model. Due to the curse of the dimensionality, the performances of the
nonparametric estimators decrease dramatically with the number of variables. [25] and
[28] show that, if the density of the index is bounded away from zero, the ELR converges
to a chi-squared distribution and thus permits parameter testing, for single-index model
and PLSIM respectively (see also [27]).

The aim of this paper is to propose a novel general semiparametric regression frame-
work for EL inference which allows for dependent data. Some related cases have been
considered in the literature. For instance, the ELR with longitudinal data has been con-
sidered by [26], for the partially linear model, and by [13], for PLSIM. In their framework,
the convergence of the ELR is guaranteed by the independence between individuals for
which a finite bounded number of repeated observations are available. Empirical likeli-
hood has also been used for specific models in times series (see the review of [16]; see also
[3]). Most of the methods developed in this context are based on a blockwise version of
empirical likelihood, first introduced by [12]. A large amount of generalizations have been
proposed in the literature depending on the type of dependency. We refer to [16] for an
overview of those techniques of blocking. However, in such an approach, one has to tune
additional parameters such as the number, the length or the overlapping of the blocks,
which might be a complex task.

Our contribution is the extension of the EL inference approach to the case of CH-
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PLSIM defined by (1)-(3), for weakly dependent data. This extension is realized without
imposing the density of the index bounded away from zero, as it is usually assumed in
the literature in the case of i.i.d. data. See, for instance, [28], [27] and [14]. Such a very
convenient, though quite stringent, condition implies a bounded support for the index, a
restriction which makes practically no sense in a general time series framework. To obtain
our results, a preliminary crucial step before using EL consists in building a fixed number
of suitable unconditional moment equations equivalent to conditional moment equations
defining the regression model. By the definition of these unconditional moment equa-
tions, our approach will not require a blocking data technique. Then, we follow the lines
of [19], with the difference of the presence of infinite-dimensional nuisance parameters. We
show that the nonparametric estimation of the nuisance parameters does not affect the
asymptotics and the ELR still converges to a chi-squared distribution. The negligibility
of the nonparametric estimation effect is obtained under mild conditions on the smooth-
ing parameter. [3] studied the EL inference for unconditional moment equations under
strongly mixing conditions, with the number of moment equations allowed to increase
with the sample size. Since conditional moment equations models could be approximated
by models defined by a large number of unconditional moment equations, in principle, [3]
could also consider semiparametric models. However, the practical effectiveness of their
approach remains an uninvestigated issue.

Our work is organised as follows. First we consider the profiling approach for the nui-
sance parameter m(·) and the identification issue for the finite-dimensional parameters.
Next, we establish the equivalence between our model equations and suitable uncondi-
tional moment estimating equations. The number of unconditional equations is given
by the dimension of the vector of identifiable parameters in the (CH)PLSIM. Then we
establish Wilks’ Theorem in our context. Our methodology is illustrated by numerical
experiments and an application using daily pollution data inspired by the study of [14].
All details are available on ArXiv: https://arxiv.org/abs/2006.06350

————————————————————————-
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Résumé. Nous nous intéressons à des tests d’hypothèse pour des panels de proces-
sus semi-Markoviens, motivés par une application en analyse sensorielle. Pour modéliser
les différentes sensations perçues au cours de la dégustation d’un produit, Lecuelle et
al. (2018) ont proposé d’utiliser les processus semi-Markoviens. Pour déterminer si
deux produits testés sont perçus différemment, un test statistique basé sur le rapport
de vraisemblance a été construit et étudié par simulations (Frascolla et al. 2020). Nous
étudions dans ce travail la convergence asymptotique lorsque le nombre L de trajectoires
tends vers l’infini des estimateurs du maximum de vraisemblance des paramètres des
processus semi-Markoviens et la distribution asymptotique du rapport de vraisemblance.
Nous considérons deux modèles d’observation pour chaque trajectoire : celui d’un proces-
sus semi-Markovien absorbant et celui où chaque trajectoire est composée d’un nombre
aléatoire de transitions.

Mots-clés. Analyse sensorielle, Estimateur du maximum de vraisemblance, Processus
semi-Markoviens, Statistique asymptotique, Test du rapport de vraisemblance

Abstract. We are interested in hypothesis testing for panels of semi-Markov pro-
cesses motivated by an application in sensory analysis. To model the different sensations
perceived during the tasting of a product, Lecuelle et al. (2018) have considered semi-
Markov processes. To determine if two tested products are felt differently a statistical
test based on the likelihood ratio has been built and studied by simulations (Frascolla et
al. 2020). The aim of this work is to study the asymptotic convergence of the maximum
likelihood estimators of the parameters of the semi-Markov processes and the asymptotic
distribution of the likelihood ratio when the number L of trajectories tends to infinity. We
consider two observation designs for each trajectory: one with an absorbing semi-Markov
process and one where each trajectory is composed of a random number of transitions.

Keywords. Sensory analysis, Maximum likelihood estimator, Semi-Markov processes,
Asymptotic statistics, Likelihood ratio test

1 Introduction

Ce travail est motivé par une application en analyse sensorielle dont l’objectif est de mieux
comprendre les préférences des consommateurs. Lors d’une étude d’analyse sensorielle,
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différents produits d’une même catégorie sont testés et les sujets indiquent la séquence
des sensations perçues au cours du temps parmi une liste de descripteurs. Pour prendre
en compte la dynamique du modèle (les transitions d’un descripteur vers un autre) et les
temps de séjour associés, Lecuelle et al. (2018) ont proposé de modéliser ces données par
des processus semi-Markoviens.

Les processus semi-Markoviens sont une généralisation des châınes de Markov et per-
mettent de considérer des modèles plus flexibles pour la loi des temps de séjour. Les
livres de Limnios et Oprişan (2001) et de Barbu et Limnios (2008) présentent la théorie
des processus semi-Markoviens et leur application en fiabilité et analyse de l’ADN.

Une des principales questions en analyse sensorielle est de déterminer si deux pro-
duits testés sont différents. Pour répondre à cette question, un test statistique basé sur
le rapport de vraisemblance a été proposé dans Frascolla et al. (2020) avec trois ap-
proches pour déterminer la zone de rejet : deux approches basées sur des techniques de
ré-échantillonnage (bootstrap paramétrique et permutations) et une approche asympto-
tique basée sur la loi du rapport de vraisemblance en supposant de manière intuitive
qu’elle suivait une loi du χ2, ce qui a été vérifié sur des simulations. L’objectif de ce
travail est de montrer la consistance des estimateurs de vraisemblance et leur normalité
asymptotique puis d’étudier la loi asymptotique du rapport de vraisemblance.

2 Modèle et notations

2.1 Définition des processus semi-Markoviens

Soit Z = (Zt)t∈R+ un processus stochastique à valeur dans E = {1, . . . , D} avec D < +∞.
Soient J = (Jn)n∈N la suite des états visités par Z et X = (Xn)n∈N∗ la suite des temps de
séjour associés.

Nous supposons que le processus (Jn, Xn)n≥1 vérifie la propriété de Markov, pour
t ∈ T = [0,+∞[, " ∈ E et j #= ",

P(Jn+1 = j,Xn+1 ≤ t | J0, . . . , Jn, X1, . . . , Xn) = P(Jn+1 = j,Xn+1 ≤ t | Jn).

Le processus (Jn, Xn)n≥1 est un processus de renouvellement de Markov tandis que le
processus donnant l’état visité à chaque instant t est appelé processus semi-Markovien
(voir par exemple Limnios et Oprişan, 2001).

La loi du processus semi-Markovien est caractérisée par sa distribution initiale α =
(α1, . . . ,αD) avec αj = P(J0 = j), j = 1, . . . , D et par son noyau semi-Markovien

Qij(t) = P(Jn = j,Xn ≤ t | Jn−1 = i)

avec la convention X0 = S0 = 0.
La matrice de transition de la châıne de Markov (Jn)n≥1 est notée P et est constituée

des éléments pij = P(Jn = j | Jn−1 = i), pour i #= j ∈ E × E et pii = 0 pour tout i ∈ E.
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Soit Wij(t) la fonction de répartition des temps de séjour vérifiant :

Wij(t) = P(Xn ≤ t | Jn−1 = i, Jn = j), t ≥ 0, i #= j.

Par la propriété de Markov on a Qij(t) = pijWij(t). On suppose que les distributions des
temps de séjour appartiennent à une famille paramétrique de densité. Pour i #= j ∈ E×E,
on note f(t; θij) la densité du temps de séjour de Xn|Jn−1 = i, Jn = j avec θij ∈ Rd. On
note θ = (θij, i #= j ∈ E × E).

Ainsi, la distribution du processus semi-Markovien Z est caractérisée par le vecteur
des paramètres (α0,P0,θ0).

2.2 Les différents modèles d’observation considérés

On considère des panels constitués de L trajectoires indépendantes, S1, . . . , SL, issues
du même processus semi-Markovien de paramètre (α0,P0,θ0) où une séquence S est
constituée des différents états visités par le processus et des temps de séjour associés.

Deux modèles d’observation sont considérés : un premier modèle où chaque séquence
est constituée d’un nombre aléatoire de transitions et un second modèle où l’espace d’état
contient un état absorbant et chaque séquence s’arrête une fois qu’elle a atteint cet état
absorbant. Dans le premier cas, on note M le nombre aléatoire de transitions et on
suppose que M est strictement positif et d’espérance finie. Dans le deuxième cas on
suppose que l’état absorbant est accessible et on ré-ordonne les états de E de sorte que
l’état absorbant soit le dernier état, c’est-à-dire l’état D. On suppose de plus que le
processus débute dans un état non absorbant, c’est-à-dire αD = P(J0 = D) = 0, et on
note τ le nombre de transitions jusqu’à absorption. La variance et l’espérance de τ pour
des châınes de Markov absorbantes sont finies (voir Kemeny et Snell (1976) par exemple).

Le choix d’étudier ces deux différents modèles repose sur leur application en analyse
sensorielle. En effet, pour certaines études d’analyse sensorielle, l’étude prend fin une
fois que le sujet clique sur un bouton ”STOP” qui peut être considéré comme un état
absorbant. Pour d’autres études, elle prend fin quand le sujet ne ressent plus rien dans
ce cas on a un nombre aléatoire de transitions.

Dans le cas d’un processus semi-Markovien avec un nombre aléatoire M de transitions,
la vraisemblance d’une séquence S = {j0, x1, j1, . . . , jM−1, xM , jM} s’écrit : L(S;α,P,θ) =

αj0

∏M
k=1 pjk−1jkf

(
xk; θjk−1jk

)
. Le processus de comptage N (!)

ij donnant le nombre de tran-

sition de i vers j pour une séquence " s’écrit N (!)
ij =

∑m!−1
n=0 1{J(!)

n =i,J
(!)
n+1=j} et celui donnant

le nombre de visite de l’état i pour une séquence " noté N (!)
i s’écrit N (!)

i =
∑m!−1

n=0 1{J(!)
n =i}

avec m! le nombre de transitions observées pour la trajectoire S!.
Dans le cas d’un processus semi-Markovien absorbant, la vraisemblance de la séquence

séquence S = {j0, x1, j1, . . . , jτ−1, xτ , jτ} est L(S;α,P,θ) = αj0

∏τ
i=1 pji−1jif

(
xi; θji−1ji

)
.

Les processus de comptage N (!)
ij et N (!)

i s’écrivent alors N (!)
ij =

∑τ!−1
n=0 1{J(!)

n =i,J
(!)
n+1=j} et

N (!)
i =

∑τ!−1
n=0 1{J(!)

n =i}.
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3 Convergence asymptotique de l’estimateur du max-
imum de vraisemblance

La vraisemblance des L séquences s’écrit L(S1, . . . , SL;α,P,θ) =
∏L

l=1 L(Sl;α,P,θ) où
L(S!;α,P,θ) est la vraisemblance de la séquence ". Soit Q̂L(α,P,θ) la valeur moyenne
de la log-vraisemblance, sur les trajectoires S1, . . . , SL, définie par :

Q̂(α,P,θ) =
1

L

L∑

!=1

lnL(S!;α,P,θ)

=
1

L

L∑

!=1

ln
(
α
j
(!)
0

)
+ Q̂P(P) + Q̂θ(θ) (1)

avec

Q̂P(P) =
1

L

L∑

!=1






∑

i∈E

D−1∑

j=1
j $=i

[
N (!)

ij ln(pij)

]
+
∑

i∈E

(
N (!)

i −
D−1∑

k=1

N (!)
ik

)
ln

(
1−

D−1∑

j=1

pij

)





et

Q̂θ(θ) =
1

L

L∑

!=1

∑

i,j∈E
j $=i

[ ∑

k∈{N(!)
ij }

ln
(
f(x(!,k)

ij ; θij)
)]

.

où {N (!)
ij } = {1, . . . , N (!)

ij } si N (!)
ij ≥ 1 et {N (!)

ij } = ∅ sinon et x(!,k)
ij le temps de séjour dans

l’état i avant d’aller dans l’état j pendant la visite numéro k.
On remarque à partir de (1) que la maximisation de la log-vraisemblance en (α,P,θ)

s’effectue de manière indépendante pour chaque ensemble de paramètres. On note α̂, P̂
et θ̂ les estimateurs de α, P et θ.

L’étude des propriétés asymptotiques de l’estimateur du maximum de vraisemblance
peut donc être effectuée en trois parties en analysant séparément chaque ensemble de
paramètres. L’estimateur α̂ est simplement l’estimateur du maximum de vraisemblance
pour une distribution multinomiale (voir Trevezas et Limnios 2011 par exemple).

La difficulté liée à l’estimation des paramètres P et θ provient du fait que les somma-
tions s’effectuent sur un nombre aléatoire d’indices, qui n’est pas nécessairement indépendant
des variables aléatoires étudiées. Il faut également que les conditions classiques assurant
la convergence des estimateurs du maximum de vraisemblance soient vérifiées : condi-
tions sur la loi des temps de séjour (voir les Lemmes 2.2, 2.4 et le Théorème 2.1 Newey
et McFadden (1994)) et condition que les pij soient compris dans l’intervalle ]0, 1[.

Pour les deux modèles d’observation la consistance de P̂ découle de la loi forte des
grands nombres, du ”continuous mapping theorem” et de l’identité de Wald (voir Gut
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2009, Chapitre 1). Concernant l’estimation du paramètre θ, l’identité de Wald et les
théorèmes de Newey et McFadden (1994) permettent de démontrer la convergence en
probabilité de θ̂ vers θ0. Le théorème central limite et le théorème d’Anscombe pour le
cas multidimensionnel (voir Gut 2009) permettent d’obtenir la normalité asymptotique
de P̂. La normalité asymptotique de θ̂ est obtenue grâce au Théorème 3.1 de Newey et
McFadden (1994) appliqué à Q̂θ(θ).

4 Test du rapport de vraisemblance pour comparer
deux populations

On suppose maintenant que les L trajectoires proviennent de deux populations, et on
dispose de deux échantillons de taille L1 et L2 issus de deux processus semi-Markoviens
Z1 et Z2 caractérisés par les vecteurs de paramètres (α1,P1,θ1) et (α2,P2,θ2). On
souhaite tester l’égalité des lois de ces deux processus et on considère les hypothèses :

H0 : (α1,P1,θ1) = (α2,P2,θ2)

H1 : (α1,P1,θ1) #= (α2,P2,θ2).

La statistique de test basée sur le rapport de vraisemblance, notée LR s’écrit :

LR =

∏L1

i=1 L(S1
i ; α̂, P̂, θ̂)

∏L2

i=1 L(S2
i ; α̂, P̂, θ̂)

∏L1

i=1 L(S1
i ; α̂1, P̂1, θ̂1)

∏L2

i=1 L(S2
i ; α̂2, P̂2, θ̂2)

avec (α̂1, P̂1, θ̂1) l’estimateur du maximum de vraisemblance sous H1 pour le premier
échantillon, (α̂2, P̂2, θ̂2) l’estimateur du maximum de vraisemblance sous H1 pour le
deuxième échantillon et (α̂, P̂, θ̂) l’estimateur du maximum de vraisemblance sous H0

pour les deux échantillons.
Nous étudions également le cas de l’égalité partielle en se concentrant uniquement sur les
probabilités de transition ou sur la distribution des temps de séjour grâce à deux tests
partiels. Dans ce cas, la statistique de test est simple grâce à la structure multiplicative
de la vraisemblance qui permet de restreindre le calcul du rapport de vraisemblance sur
un sous-ensemble des paramètres.

Dans le cas du test partiel sur le paramètre P, les hypothèses sont :

H0 : α1 = α2,P1 = P2,θ1 = θ2

H1 : α1 = α2,P1 #= P2,θ1 = θ2.

Le rapport de vraisemblance devient alors,

LR =

∏L1

i=1 L(S1
i ; P̂)

∏L2

i=1 L(S2
i ; P̂)

∏L1

i=1 L(S1
i ; P̂1)

∏L2

i=1 L(S2
i ; P̂2)

.
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Dans le cas du test partiel sur le paramètre θ, les hypothèses sont :

H0 : α1 = α2,P1 = P2,θ1 = θ2

H1 : α1 = α2,P1 = P2,θ1 #= θ2.

Le rapport de vraisemblance devient alors,

LR =

∏L1

i=1 L(S1
i ; θ̂)

∏L2

i=1 L(S2
i ; θ̂)∏L1

i=1 L(S1
i ; θ̂1)

∏L2

i=1 L(S2
i ; θ̂2)

.

Dans un contexte de taille d’échantillon aléatoire, en adaptant les preuves de Ferguson
(1996), on montre, sous des hypothèses classiques pour les lois des temps de séjour pour
le maximum de vraisemblance, que −2 ln(LR) converge en loi vers une loi du χ2.
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Introducing group-sparsity and orthogonality
constraints in RGCCA
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Résumé. RGCCA est une méthode flexible et rapide qui—généralisant de nom-
breuses méthodes existantes—permet l’analyse de données structurées en plusieurs blocs
hétérogènes. Nous présentons l’ajout dans RGCCA de deux nouvelles contraintes : une
contrainte de parcimonie de groupes et une contrainte d’orthogonalité sur les poids de
RGCCA. Ces deux contraintes ont pour but d’augmenter l’interprétabilité de l’analyse de
données de grande dimension qui possèdent une structure de groupe. Nous appliquons
cette nouvelle méthode—abrégée en gSGCCA—à l’analyse de données de gliome malin
pédiatrique structurées en trois blocs. Nous montrons sur ces données le gain en in-
terprétabilité apporté par les contraintes de parcimonie et d’orthogonalité.

Mots-clés. RGCCA, parcimonie, parcimonie de groupe, structure

Abstract. RGCCA—a fast and flexible method—generalizes many other well-known
methods in order to analyze data-sets comprising multiple blocks of variables. Here we
extend RGCCA by adding two new constraints to the RCCCA optimization problem: 1)
group sparsity and 2) orthogonality of the block weight vectors. These two constraints
facilitate the interpretability of the results when analyzing high dimensional data with a
group structure. We illustrate this new method—called gSGCCA—with the analysis of
pediatric high-grade glioma data: a set comprising three data blocks. This analysis shows
that these new constraints greatly improve the interpretability of the statistical analysis.

Keywords. RGCCA, sparsity, group-sparsity, structure

1 Introduction

Regularized Generalized Canonical Correlation Analysis (RGCCA) [8, 9, 3] is a recent
multiblock component method that generalizes traditional component-based two table
methods—such as partial least square correlation, redundancy analysis, and canonical
correlation—in order to analyze data sets comprising multiple blocks of data. Just like
with other component methods, RGCCA results are often difficult to interpret when there
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are (too?) many variables; to mitigate this problem, RGCCA has been extended to be-
come Sparse General Canonical Correlation Analysis (SGCCA) [7]: a version of RGCCA
that incorporate an !1-norm based constraint in order to generate sparse block weight vec-
tors. This sparsification constraint improves the interpretation of the results (because it
selects important variables) but at a cost: the block weight vectors are not orthogonal—a
pattern that often makes the results difficult to interpret. This trade-off between sparsity
and orthogonality is not specific to RGGCA: it affects all component based-methods, es-
pecially those based on the singular value decomposition (SVD) and its extensions (e.g.,
the generalized SVD, GSVD). Recently, however, we found that this trade-off could be
eliminated 1) for the SVD: the constrained SVD (CSVD) [4], combines orthogonality and
sparsity constraints to the plain SVD, and 2) for the GSVD (including block constraints on
observations and variables): as implemented in sparse Multiple Correspondence Analysis
(sMCA) [5].

Here, we propose to extend the approach used for the GSVD to create gSGCCA:
the version of RGCCA that includes 1) a group sparsity constraint (and it associated
group sparse projection), and 2) an orthogonality constraint on the block weight vectors.
To do so, we applied the same group projection as in sparse MCA, combined with an
orthogonality projection with projections onto convex sets (POCS) [1]. We illustrate
gSGCCA with the analysis of the pediatric glioma data used in [7].

2 Method

Group sparse GCCA (gSGCCA) is defined as the following optimization problem:

argmax
a1,a2,...,aJ

f (a1, a2, . . . , aJ) =
J∑

j,k=1
j !=k

cjkg (cov (Xjaj,Xkak))

subject to






‖aj‖2 = 1

‖aj‖Gj ≤ sj
aj ⊥ Aj

, ∀j = 1, . . . , J.

(1)

where X1, . . . ,XJ are J centered blocks of data, the function g is defined as any continu-
ously differentiable convex function, and the design matrix C = {cjk} is a symmetric J×J
matrix of non-negative elements describing the network of connections between blocks
that are to be taken into account. Moreover, a1, . . . , aJ are block weight vectors (i.e.. the
weights applied to each block to obtain the block components), A1, . . . ,AJ are the previ-
ously estimated weight vectors combined into matrices, G1, . . . ,GJ are the groups of vari-
ables for a block, s1, . . . , sJ are positive scalars controlling the group sparsity constraint
for the block weight vectors, and the group norm is defined as: ‖x‖G =

∑G
g=1 ‖xιg‖2,

where xιg is the subvector of x that contains only the elements of group Gj. The !1,2-ball

2
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associated with this norm is noted B1,2(·). In the next section, we present a monotone
convergent algorithm for solving optimization Problem (1).

2.1 The gSGCCA algorithm

The maximization of function f over the parameter vectors a = (a1, . . . , aL), is imple-
mented using cyclic Block Coordinate Ascent (BCA [2]); a procedure that updates in turn,
each of the parameter vectors while keeping the others fixed. Specifically, let∇jf(a) be the
partial gradient of f(a) with respect to aj. We want to find an update âj ∈ Ωj = {‖aj‖2 =
1, and ‖aj‖Gj ≤ sj, and aj ⊥ Aj} such that f(a) ≤ f(a1, ..., aj−1, âj, aj+1, ..., aJ). Be-
cause f is a continuously differentiable multi-convex function and because a convex func-
tion lies above its linear approximation at aj for any ãj ∈ Ωj, the following inequality
holds:

f(a1, ..., aj−1, ãj, aj+1, . . . , aJ) ≥ f(a) +∇jf(a)
#(ãj − aj) := !j(ãj, a). (2)

On the right-hand side of (2), only the term ∇jf(a)#ãj is relevant to ãj and, so, the solu-
tion maximizing the minorizing function !j(ãj, a) over ãj ∈ Ωj is obtained by considering:

âj = argmax
ãj∈Ωj

∇jf(a)
#ãj = argmin

ãj∈Ωj

‖∇jf(a)− ãj‖22. (3)

This last equality follows from ‖aj‖2 = 1 as aj ∈ Ωj. This core optimization problem
is a projection onto the intersection between the ball defined by the groups, the !2-ball,
and the space orthogonal to the already estimated block weight vectors, assembled in Aj.
This projection on B1,2(sj)∩B2(1)∩A⊥

j is performed using POCS with two components:
the projection onto the intersection of the group ball and the !2-ball, and the projection
onto the orthogonal spaces defined by the already estimated loading vectors combined in
the matrix Aj. The complete gSGCCA algorithm is presented in Algorithm 1.

3 Application on glioma data

We applied gSGCCA to the glioma data previously analyzed with SGCCA ([7, 6]). This
data-set comprises three blocks of variables: 1) gene expression data (GE), 2) comparative
genomic hybridization data (CGH) and, 3) the location of the tumor in the brain. Here,
we focused on the analysis of only six groups of genes highly associated with different
types of brain tumors and with brain tumor development. The six groups are defined
similarly for both the GE and CGH blocks. For this analysis, we used three different
versions of RGCCA: 1) a classical three-block RGCCA with a complete design (i.e., all
blocks are inter-connected); 2) a structured version of RGCCA where each group of genes
is a block (here the design is complete within each type of data, GE or CGH, and all the

3

1044

#



0.00 0.25 0.50 0.75 1.00
value

PRC2_EZH2_UP.V1_DN

PRC2_EZH2_UP.V1_UP

VERHAAK_GLIOBLASTOMA_CLASSICAL

VERHAAK_GLIOBLASTOMA_MESENCHYMAL

VERHAAK_GLIOBLASTOMA_NEURAL

VERHAAK_GLIOBLASTOMA_PRONEURAL

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

PRC2_EZH2_UP.V1_DN

PRC2_EZH2_UP.V1_UP

VERHAAK_GLIOBLASTOMA_CLASSICAL

VERHAAK_GLIOBLASTOMA_MESENCHYMAL

VERHAAK_GLIOBLASTOMA_NEURAL

VERHAAK_GLIOBLASTOMA_PRONEURAL

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

PRC2_EZH2_UP.V1_DN

PRC2_EZH2_UP.V1_UP

VERHAAK_GLIOBLASTOMA_CLASSICAL

VERHAAK_GLIOBLASTOMA_MESENCHYMAL

VERHAAK_GLIOBLASTOMA_NEURAL

VERHAAK_GLIOBLASTOMA_PRONEURAL

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

PRC2_EZH2_UP.V1_DN

PRC2_EZH2_UP.V1_UP

VERHAAK_GLIOBLASTOMA_CLASSICAL

VERHAAK_GLIOBLASTOMA_MESENCHYMAL

VERHAAK_GLIOBLASTOMA_NEURAL

VERHAAK_GLIOBLASTOMA_PRONEURAL

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

Figure 1: Comparison of the block weight vectors, summarized by groups, without sparsity
constraints (upper graphs) or with a maximum sparsity constraint (lower graphs), for the
GE block (on the left) and the CGH block (on the right).
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Figure 2: Factor scores of three different versions of RGCCA. Left: the two first dimen-
sions of RGCCA applied to a 13 block dataset, 6 blocks for the GE functional groups, 6
blocks for the CGH functional groups and 1 block for the response, followed by a principal
component analysis of the resulting GE and CGH block components. Middle and right:
the first dimension of CGH (y-axis) as a function of the first dimension of GE (x-axis).
Middle: RGCCA with no sparsity. Right: gSGCCA with maximum sparsity.
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Data: X1, . . . ,XJ , G1, . . . , GJ , ε, R, s1,", . . . , sJ,".
Initialization: ∀j = 1, . . . , J,Aj ← [ ];
Result: The estimated weight vectors combined into matrices A1, . . . ,AJ

for ! = 1, . . . , R do
Initialize a0

j for all j;
s ← 0;

while
∥∥a(s+1)

j − a(s)
j

∥∥ ≥ ε, ∀j = 1, . . . , J do
for j = 1, . . . , J do

Compute the inner component:

∇s
jf ← 1

n
Xt

j

[
j−1∑

k=1

cjkg
′ (cov

(
Xja

s
j ,
′ Xka

s+1
k

))
Xka

s+1
k +

J∑

k=j+1

cjkg
′ (cov

(
Xja

s
j ,Xka

s
k

))
Xka

s
k

]

Compute the outer weight:

as+1
j ← proj

(
∇s

jf,B1,2(sj,") ∩ B2(1) ∩A⊥
j

)

end
s ← s+ 1 ;

end

∀j = 1, . . . , J,Aj ←
[
Aj, a

(s+1)
j

]
;

end
Algorithm 1: General algorithm of gSGCCA implementing group-sparsity and or-
thogonality of the block weight vectors.

GE and CGH blocks are connected to the location block), and 3) gSGCCA with maximum
sparsity and a complete design (like option 1).

The block weight vectors are shown in Figure 1 for Versions 1 and 3. Each functional
group is represented by its norm. This figure shows that incorporating a group-sparsity
constraint in RGCCA greatly improves the interpretability of the block weight vectors
because with gSGCCA only a handful of groups were selected for each dimension of GE
and CGH.

The block components are shown on Figure 2, which shows that the improvement
in interpretability for the loadings–––observed on the block weight vectors—comes at
the cost of a diminished class separation observed on the observations (this effect occurs
because sparsifying the loadings automatically reduces the variance of the observations
factor scores).
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4 Conclusion and perspectives

We present in this paper a new method—called gSGCCA—that adds group-sparsity and
orthogonality constraints to RGCCA. The application of gSGCCA to a medical example
illustrates that, compared to the original RGCCA, gSGCCA provides results easier to
interpret.

Future work will focus on developing a user friendly framework for the selection of
the sparsity parameters to achieve some optimum trade-off between sparsity and predic-
tion performance. We will also work on including metrics in gsGCCA to generalize its
application to a wider range of data types.
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Résumé. La région méditerranéenne est victime de plusieurs catastrophes naturelles
telles que les pluies intenses qui peuvent déclencher des inondations dévastatrices. Pour
cette raison, des scénarios à haute résolution spatio-temporelle sont nécessaires pour met-
tre en œuvre des outils d’aide à la décision pour une meilleure gestion des ressources et
des risques. La théorie des valeurs extrêmes (EVT) est une branche de la statistique
qui fournit un cadre approprié pour la modélisation de tels événements. Par ailleurs,
la distribution des précipitations est non-stationnaire dans l’espace vue l’hétérogénéité
spatiale de la zone méditerranéenne. Pour prendre en compte la non-stationnarité spa-
tiale, les paramètres de la distribution peuvent être considérés comme des fonctions de
covariables. Ces fonctions peuvent être mises en oeuvre avec des modèles non linéaires
non paramétriques flexibles tels que les réseaux de neurones artificiels (ANN). L’enjeu
principal dans cette analyse est la sélection du niveau de complexité de l’ANN (i.e. le
nombre de neurones cachés) et le choix optimal des covariables fournis en entrée de l’ANN.
Trois sites sont considérés formant un gradient d’aridité nord-sud. Les résultats présentés
concernent principalement le site le plus au sud en Tunisie centrale.

Mots-clés. Événements de précipitations intenses, non-stationnarité spatiale, théorie
des valeurs extrêmes, réseaux de neurones artificiels.

Abstract. The Mediterranean region is a victim of several natural disasters such as
heavy rains which can trigger devastating floods. For this reason, scenarios with high spa-
tiotemporal resolution are required to implement decision tools for a better management
of resources and risks. Extreme value theory (EVT) is a branch of statistics that provides
a suitable framework for the modeling of such events. Besides, the distribution of precip-
itation is non-stationary in space owing to the spatial heterogeneity of the Mediterranean
area. To take into account spatial non-stationarity, the parameters of the distribution
can be considered as functions of covariates. These functions may be implemented with
flexible non-parametric non-linear models such as Artificial Neural Networks (ANN). The
main issue in this analysis is the selection of the level of complexity of the ANN (i.e.
the number of hidden neurons) and the optimal choice of covariates used as inputs to
the ANN. Three sites are considered to form a north-south aridity gradient. The results
presented mainly concern the southernmost site in central Tunisia.

Keywords. Intense precipitation events, spatial non-stationarity, extreme value the-
ory, artificial neural networks.
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1 Introduction

The Mediterranean region is known for its critical vulnerability to climate change. Among
hydrometeorological processes, we are interested in the study of extreme precipitation
events. The irregularity of precipitation events and their high spatiotemporal variability
lead to problems of water resources scarcity. Thus, rainfall scenarios with high spatiotem-
poral resolution are necessary to implement decision support tools for better management
of resources and risks. The main goal of this work is to put forward a spatial interpolation
analysis to characterize intense precipitation events in a Mediterranean context.

2 Presentation of study sites

Three Mediterranean sites that form a north-south aridity gradient are included in our
study: part of the French Mediterranean, the Cap Bon in North-East Tunisia and the
Merguellil catchment in central Tunisia. Daily rainfall totals are available for each regions.
To reduce the effect of spatial heterogeneity, we identify stations in the French region
sharing a Mediterranean climate by K-means clustering. Each station is characterized
by a vector of standardized high quantiles of annual maxima together with altitude and
latitude. The stations retained as Mediterranean are indicated in blue in Figure 1a.

(a) Stations with a Mediterranean
climate in blue.

(b) Average cumulative precipitation
over the rainy season (October-April).

Figure 1: French Mediterranean region.

After preliminary analyzes and building on previous work, e.g. Tramblay and Hertig
(2018), we define the rainy season for this region from October to April. For the two
Tunisian regions, all the stations are kept since the region is smaller and does not include
more than one type of climate. The rainy season for both Tunisian regions is the period
from October to March (Mekki I. 2003; Lacombe G. 2007). In this work, temporal non-
stationarity modelling is bypassed by sampling only over months that belong to the rainy
season. In this case, we will assume that temporal non-stationarity does not need to be
managed further.
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(a) Merguellil (b) Lebna, Cap Bon

Figure 2: Average cumulative precipitation during the rainy season (October-March) in
the Tunisian regions.

3 Methodology

3.1 Extreme value theory

Extreme Value Theory (EVT) is the branch of statistics that provides suitable tools
for extreme value analysis (Coles, 2001). We are interested to estimate the behavior of
the upper tail of the distribution that concerns large events. Suppose that X1 . . . Xn

is a sequence of independent random variables from F a distribution function. Mn =
max{X1 . . . Xn} is the maximal value of the random variables. The fundamental theorem
of Fisher and Tippett gives an asymptotic result to characterize the maximum of a sample.
Suppose that there exist cn > 0 and dn ∈ R two sequences of real numbers, such that:

lim
n→∞

P

(
Mn − dn

cn
≤ x

)
= G(x) (1)

where G is a non-degenerate distribution function that can be expressed as the generalized
extreme value (GEV) distribution:

G(z) = exp−
[
1 + ξ

(
z − µ

σ

)]−1/ξ

+

(2)

defined for the values of z for which 1+ξ(z−µ)/σ > 0 and (µ, σ, ξ) are the location, scale
and shape parameters, respectively. Each distribution corresponds to a different behavior
of the maximum controlled by the shape parameter ξ.

The block maxima approach consists in sampling the observed maximum over a block,
often chosen to correspond to a period of one year. To summarize extreme behavior from
the distribution function, we can consider the upper quantiles of a high order. To estimate
these quantiles for the GEV, we invert equation (2) such that G(zp) = 1−p to get a return
level zp which should be exceeded by the annual maximum with a probability p.
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3.2 Spatial non-stationarity for extremes

The spatial and temporal variability in the region is explained by the presence of moun-
tainous and hilly landforms and by the maritime and desert influences depending on the
wind fields. This is why the previous assumption of stationarity of the annual maxima Mn

is not true in practise. To take into account spatial non-stationarity, we can consider that
the parameters of the model vary as a function of geographical covariates (Blanchet and
Lehning 2010). We propose to use an artificial neural network (ANN) with a feed-forward
architecture to implement the function that estimates the GEV parameters. The ANN
has the ability to represent flexible relationships between input and output variables. It
can model spatial non-stationarity by considering that the parameters of the distribution
are the outputs of the network that vary in space as a function of covariates.

Let x = {x1, . . . xn} be the input variables (or covariates). For each neuron j with an
activation function h, transforms m linear combination of the inputs and gives as output:

zj = h(
n∑

i=1

wjixi + wj0), (3)

Where j = 1, . . . ,m. wji is the weight of the hidden layer connecting the neuron j with the
ith component of the input vector, and wj0 is the bias of the neuron j (i.e. a constant). The
function h(.) is a nonlinear activation function usually taken as the hyperbolic tangent.
The zj are linearly combined to give the activation of the output units, with activation
function σ and with k = 1 . . . K, K is the total number of outputs :

yk = σ(
m∑

j=1

wkjzj + wk0) (4)

4 Preliminary results

As a first step, the GEV distribution parameters, see (2), for each region are estimated
based on maxima per rainy season at each station separately. Mn(s) is a rainy season
maxima for station s on year n which is assumed to follow a GEV distribution with the
parameters (µs, σs, ξs) to be estimated with the L-moments method. In Figure 3, the
resulting GEV parameter estimates are presented for the Merguellil catchment.

As a second step, the 20 year return levels computed from the local GEV parameters
estimated at the first step are interpolated spatially. To this end, we use an ANN as
described in 3.2. The main issue with ANN is the choice of the number of hidden units.
With too few hidden units, the ANN is biased and the fitting is not achieved because it
does not have enough flexibility. In contrast, with a large number of units, the fitting
becomes very sensitive to the variance, i.e. it reaches the overfitting phenomenon. The
solution is to check a compromise between these two aspects: underfitting and overfitting.
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(a) Location (b) Scale (c) Shape

Figure 3: Estimation of GEV parameters by station.

This is achieved by selecting the number of hidden units corresponding to the lowest
validation error as computed by the leave-one-out scheme, also known as jackknife.

With the covariate set fixed to the x-y-z coordinates, we applied the leave-one-out
scheme to select the optimal number of hidden units for this particular covariate set. We
obtained the graph of training and validation error (Figure 4b). In this case, the selected
number of hidden units is nh = 0. The corresponding spatial interpolation of the 20 year
return levels is presented in Figure 4a.

(a) Interpolated 20 year return levels. (b) Training and validation errors.

Figure 4: Merguellil catchment : spatial interpolation of the 20 year return levels with a
fixed set of geographic covariates (x, y, z). The training and validation errors are computed
with the leave-one-out scheme for increasing number of hidden units.

To select an optimal covariate set, the above procedure is repeated for several can-
didate covariate sets. We propose to include the average precipitation totals during the
rainy season as an indication of climatic variability. This information is computed from
the CHIRPS reanalysis daily precipitation dataset. The climatic covariate derived from
CHIRPS is correlated with the x, y and z coordinates according to the Kendall correlation
coefficients in Figure 5a. The leave-one-out scheme was applied to different combinations
of these four covariates and presented in Figure 5b.
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The common choice of the optimal number of hidden units and the appropriate covari-
ates corresponds to the value of the minimum validation error. In our case, an ANN with
a single hidden unit using as covariates the y-coordinate and CHIRPS climatic covariate
is the optimal choice.

(a) Kendall correlation
for (x, y, z, chirps).

(b) Validation errors for each candidate covariate
sets.

Figure 5: Selection of the covariate set with the leave-one-out scheme.

5 On-going work

In order to translate properly the spatial non-stationarity for extreme distributions, we
propose to consider that the parameters of the GEV vary as a function of covariates
directly (with the so-called surface responses) rather than going through the punctual
estimation. Once we get to fit an ANN with the appropriate covariates, we aim to make
a comparison with a generalized linear model.
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Résumé. Un flux spatial correspond à un transfert entre deux unités géographiques
(une origine et une destination) de différentes quantités socio-démographiques (déplacements
de population de type domicile-travail, échanges monétaires, envois de fonds, etc.). Pour
modéliser de telles données, il faut tenir compte des caractéristiques observées à la fois
à l’origine et à la destination (O-D), ainsi que des covariables propres aux flux eux-
mêmes comme les distances géographiques entre origine et destination. Le modèle de
base est le modèle gravitaire qui peut être biaisé si les résidus sont spatialement auto-
corrélés. Dans ce travail, on considère le modèle d’interaction spatial (SIM) (LeSage et
Pace, 2008) et on présente une nouvelle procédure de décomposition des impacts margin-
aux (décomposition en origine/destination/intra/réseau/total dans la lignée de LeSage et
Thomas-Agnan, 2014, 2015). On s’intéresse également à la visualisation de ces impacts
à l’aide de graphiques statistiques. Le travail sera illustré par une application empirique
liée aux envois de fonds entre pays.

Mots-clés. Statistique spatiale, économétrie spatiale

Abstract. A spatial flow corresponds to a transfer between two geographical units (an
origin and a destination) of various socio-demographic quantities: population, monetary
exchanges, remittances, etc. For modelling such data, one needs to take into account
the characteristics observed at both origin and destination (OD) and also the covariates
related to the flows themselves like the geographical distances between O and D. The basic
model is the gravity model whose parameters can be biased if the residuals are spatially
autocorrelated. LeSage and Pace (2008) define the Spatial Interaction Models (SIM).
We present a new procedure (in line with LeSage and Thomas-Agnan, 2014, 2015) to
decompose the marginal impacts into origin, destination, intra, network, and total effect
and several statistical graphics for visualising these impacts. The work will be illustrated
by an empirical application related to the remittances between countries.

Keywords. Spatial statistic, spatial econometrics.

1

1054

(



1 Introduction

Flow data are frequent in regional science and represent movements of intangible entities
(such as information or knowledge) or tangible ones, such as people, goods or remittances
between two spatial locations. For instance, the top part of Figure 1 represents a Sankey
diagram for the remittances between geo-economic zones in 2017 and the bottom part
of Figure 1 represents a heatmap of the origin-destination (OD hereafter) matrix with
remittances flows, by country (Source : World Bank).
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Figure 1: On the top, Sankey diagram of the remittances flows, by geo-economic zones,
on the bottom, OD heatmap of the remittance flows, by country (World Bank, 2017)

Gravity models have been extensively used to model OD flow data, with applications
in migration, international trade, demography, tourism and transportation, among other
fields. In this work, we use the spatial interaction models (SIM hereafter) popularized by
LeSage and Pace (2008). LeSage and Thomas-Agnan (2014, 2015) demonstrate that, in
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the case of the SIM, the estimated parameters cannot be directly interpreted as marginal
effects or elasticities, and that the bidimensionality of the SIM, where both origin and
destination-level effects are often estimated for a variable, introduces further complica-
tions. Besides, they show how to calculate the marginal effects of explanatory variables
in the framework of the spatial interaction autoregressive model.

They distinguish between the origin effects, destination effects, intraregional effects,
and network/spillover effects, arising from changes in the characteristics/explanatory vari-
ables. Since they propose scalar summary measures for the four types of effects, their
development allows the interpretation of estimates in a manner similar to that used in
typical regression models.

Two common assumptions in the spatial interaction model applications computing
impact measures are that there is the same set of explanatory variables for the origins
and the destinations and the same list of locations, for both the origins and destinations.
Therefore, in this paper, we extend LeSage and Thomas-Agnan (2015) by relaxing the
previous two assumptions. Precisely, we allow for possibly different subsets of origin and
destination characteristics and for the possibility of a different list of locations for the
origins and destinations.

To illustrate our application, we rely on a sample of bilateral remittances (coming from
the World Bank). Our dataset comprises 67 source countries and 129 recipient countries
all over the world, for which workers’ remittances are reported in 2017.

2 General specification of a spatial interaction model

Let Y be the flow matrix, where the no columns represent the origins 1 to no, the nd rows
correspond to destinations 1 to nd and N = no × nd is the total number of OD flows:

Y =





o1 → d1 o2 → d1 ... ono → d1
o1 → d2 o2 → d2 ... ...

ono → dnd−1

ono → dnd



 (1)

We denote by Yi:j an OD flow from origin i to destination j. Two possible vector-
izations of the flow matrix Y are possible, depending on whether we stack the columns
(destination centric) or the rows (origin centric) of the flow matrix. In this paper, we
choose a destination centric ordering and denote by y, the flow vector, of length N × 1.
Hence, the first nd elements of y represent flows from origin 1 to all nd destinations. All
formulas below can to be adapted to the origin-centric scheme.

To write the model, it is convenient to use the Kronecker product
⊗

to express some
vectors and matrices, as it has the computational advantage to avoid storing multiple
copies of the same numerical value. For example, the characteristic of the origin i will
appear as an explanatory variable in all flows originating from i.
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Given a neighbourhood structure for the set of origins and destinations, several types of
neighborhood structures can be defined for the flows (see LeSage and Pace, 2008), namely,
structures capturing origin-based dependence, destination-based dependence and/or origin-
destination based dependence. To implement them, we define: OW of dimension no × no

for characterizing the proximity in the set of origins and DW of dimension nd × nd for
characterizing the proximity in the set of destinations. We can then obtain the three types
of neighborhood structures as follows: Wo = OW

⊗
Ind

is the origin based spatial neigh-
borhood matrix, Wd = Ino

⊗
DW is the destination based spatial neighborhood matrix,

Ww = OW
⊗

DW is the origin-to-destination based spatial neighborhood matrix. Note
that the three weight matrices Wo, Wd and Ww are of dimension N ×N.

We have two sets of characteristics for the spatial units: One set characterizing the
locations in the set of origins, and a second set characterizing the locations in the set of
destinations. For example, in the analysis of home to work commuting data, the factor
population size of a given area is a determinant of the flows originating from this location,
whereas the number of jobs in a given area is a determinant of the flows into this location.

Let OX be the matrix of origin characteristics and DX that of destination charac-
teristics. To allow for the Durbin aspect, some of the origin (respectively, destination)
characteristics may appear in their lagged form in the model and we denote them by OLX
(respectively, DLX). We now construct the following four matrices: Xo = OX

⊗
ιnd

,
characteristics of the spatial units which act as origins, Xd = ιno

⊗
DX, characteristics

of the spatial units which act as destinations, XLo = OLX
⊗

ιnd
, lagged characteristics

of the spatial units acting as origins, XLd = ιno

⊗
DLX, lagged characteristics of the

spatial units acting as destinations.
Let G be the matrix of variables characterizing both origin and destination (distance,

for example). Finally, the model in its reduced form can be written as

(IN×N − ρoWo − ρdWd + ρwWw)Y = Xoβo +Xdβd +XLoδo +XLdδd +Gγ + ε, (2)

where βo, βd, δo, δd and γ are vectors of parameters whose dimension correspond to the
number of variables in OX, DX, OLX, DLX and G, respectively.

Let A(W ) = (IN×N − ρoWo − ρdWd + ρwWw)−1 be the N ×N filter matrix. It could
be another filter for one of the nine flow submodels described in LeSage and Pace (2008).
To estimate the parameters of the model (2), we use the Bayesian and MCMC approach
(LeSage and Pace, 2009).

3 Impacts in the Spatial Interaction Durbin model

As Pace and LeSage (2008) point out, the classical interpretation of coefficients as marginal
effects in least square models cannot be directly extended to all spatial models. In an
ordinary linear model, the coefficient βr of a particular variable xr corresponds to the
partial derivative of the i-th component E(yi) of the expected dependent variable with
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respect to xir for any i (and hence constant across i). It is usually interpreted as the
increment of E(Y ) when the r-th explanatory variable increases by one unit (each com-
ponent), all other variables being held fixed. Note also that the partial derivative of the
i-th component E(yi) of the expected dependent variable with respect to xjr for j $= i is
equal to zero.

In the LAG model, it is easy to see that the cross partial derivative of the i-th com-
ponent E(yi) with respect to xjr for j $= i is not anymore equal to zero, implying that
the change of an explanatory variable for the i-th location will affect not only yi but all
the yj. Moreover, the effect on E(yi) of increasing by one unit the j-th component of an
explanatory variable xjr is no longer constant across locations i (see example in figure 2).
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Figure 2: Impacted flows due to a change of x in France

In a spatial interaction model, LeSage and Thomas-Agnan (2015) show that changing
a characteristic may have an intra-regional effect, an origin effect, a destination effect,
an indirect effect and an overall effect. Let Rr

i:j,t := ∂E(yi:j)
∂xtr

be the marginal impact of
variable r measured at location t on the flow from i to j. Then these effects are expressed
as follows: Rr

i:j,t =
∑no

k=1 Ai:j,k:tβo +
∑nd

l=1 Ai:j,t:lβd

1. Mean origin effect of X.r : OEr = 1
no

∑no

k=1

∑nd
j=1,j #=k R

r
k:j,k

2. Mean destination effect of X.r: DEr = 1
nd

∑nd
k=1

∑no

i #=k,i=1 R
r
i:k,k

3. Network effect of X.r: For the network effect, we average over all possible locations t;
therefore, the normalizing factor will be m = no if X is an origin characteristic and
m = nd if X is a destination characteristic: NEr = 1

m

∑m
k=1

∑no

i #=k,i=1

∑nd
j #=k,j=1 R

r
i:j,k
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Finally, if X acts at the same time as an origin characteristic and as a destina-
tion characteristic, we will need to add the two effects thus obtaining, NEr =
1
nd

∑n
k=1

∑
i #=k

∑
j #=k R

r
i:j,k +

1
no

∑n
k=1

∑
i #=k

∑
j #=k R

r
i:j,k

4. Total effect of X.r: TEr = DEr +OEr +NEr

Different representations of the impacts can be done. For instance, Figure 3 represents
the OD, DE and NE group by country due to a change of the explanatory variable GDP
per capita.
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Figure 3: Summarizing the impacts by country
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Générateur d’Euler conditionnel pour les séries
chronologiques

Carl REMLINGER 1,2 & Joseph MIKAEL 2,3 & Romuald ELIE 1

1 Université Gustave Eiffel
2 EDF Lab

3 FiME (Laboratoire de Finance des Marchés de l’Energie)

Résumé. Nous proposons un générateur de séries temporelles reposant sur une dis-
crétisation d’Euler. Plus précisément, nous développons un générateur Euler conditionnel
(CEGEN) qui minimise une distance entre les distributions conditionnelles induites par
les processus. Dans le cas de processus d’Itô, nous montrons qu’en utilisant la métrique
de Bures, atteindre une faible erreur fournit une estimation précise des termes de drift
et de volatilité des processus sous-jacents. Des tests sur des processus usuels mettent en
évidence comment la discrétisation d’Euler et l’utilisation de la distance de Wasserstein
permettent à notre modèle de surpasser l’état de l’art des générateurs de séries tempo-
relles Yoon et al. (2019). Nous observons qu’en grande dimension CEGEN retrouve les
bonnes structures de covariance. Enfin, nous illustrons comment notre modèle peut être
combiné à un simulateur Monte Carlo en utilisant le transfer learning dans un contexte
où il y a peu de données.

Mots-clés. série temporelle, modèle génératif, distance de Wasserstein, métrique de
Bures

Abstract. We propose a generator for time series based on an Euler discretization.
More precisely, we develop a conditional Euler generator (CEGEN) which minimizes a
distance between the conditional distributions induced by the processes. In the case of
Itô processes, we show that using the Bures metric, achieving a low error provides an
accurate estimate of the drift and volatility terms of the underlying processes. Tests on
usual processes highlight how Euler’s discretization and the use of Wasserstein distance
allow CEGEN to surpass the state of the art of time series generators Yoon et al. (2019).
We observe that in large dimension CEGEN finds the good covariance structures. Finally,
we illustrate how our model can be combined with a Monte Carlo simulator using transfer
learning in a context where there is little data.

Keywords. Time series, Generative model, Wasserstein distance, Bures Metric

1 Introduction
Les simulations Monte Carlo de séries temporelles sont largement utilisées dans di-

verses applications industrielles comme la prise de décision, le contrôle stochastique, ou

1

1060

*



encore la prédiction. Elles sont abondamment employées dans le secteur financier pour les
stress tests du marché Sorge (2004), le contrôle des risques et la couverture, Buehler et al.
(2019) et Fécamp et al. (2020), ou pour la mesure d’indicateurs de risque usuels comme
la Value-at-Risks (Jorion (2000) par exemple).

La conception d’un modèle réaliste et interprétable reste une tâche fastidieuse et prin-
cipalement manuelle, qui nécessite des hypothèses de modélisation sur la dépendance
temporelle des variables. Il est nécessaire de sélectionner un type de modèle, tels que les
modèles ARMA, GARCH, Black-Scholes ou Heston qui sont des références très courantes
dans l’industrie. Il n’est donc pas simple de mettre à jour ces modèles lorsque des données
d’un nouveau type sont observées, par exemple l’apparition de prix négatifs sur les mar-
chés de l’électricité, une crise économique ou sanitaire modifiant la structure du marché
ou de nouvelles conditions météorologiques. Cela amène naturellement au développement
de générateurs plus souples et fiables pour les séries chronologiques.

Les méthodes génératives telles que Variational Auto Encoders (VAE) de Kingma et
Welling (2013) et Generative Adversarial Networks (GAN) de Goodfellow et al. (2014)
affichent des résultats prometteurs pour les données financières, voir Xu et al. (2018).
Le développement de méthodes génératives similaires appliquées aux séries temporelles
est particulièrement attrayant car il apprendrait directement un modèle de diffusion à
partir des données, sans hypothèses de modélisation sous-jacentes. Cependant, en raison
de la structure temporelle complexe et éventuellement non stationnaire de la série chro-
nologique initiale, de telles méthodes génératives sont difficiles à appliquer en tant que
telles. La figure 1 représente deux processus générés et illustre l’une des difficultés : le

Figure 1 – À droite, un ensemble de mauvaises trajectoires générées où à chaque date
les marginales correspondent avec le processus original affiché à gauche.

générateur est capable d’apprendre correctement les distributions marginales à chaque
date, mais n’arrive pas à capturer la dynamique du processus. Une modélisation efficace
de séries chronologiques apparaît donc comme un équilibre entre retrouver les marginales
et capturer la structure temporelle.
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2 Contributions
Pour répondre à ces difficultés, nous construisons des générateurs reposant sur un

schéma d’Euler en nous concentrant sur la structure générale des processus d’Itô. Cette
représentation nous permet de fournir une formulation mathématique rigoureuse du pro-
blème et d’envisager des contraintes pertinentes sur le générateur. L’utilisation de ce
schéma pourrait également être généralisé en ajoutant des sauts ou des structures d’auto-
corrélation. Nous introduisons un nouveau générateur (CEGEN) reposant sur les densités
conditionnelles et la distance de Wasserstein-2, capable de rivaliser avec l’état de l’art
Time Series GAN (TSGAN) proposé par Yoon et al. (2019). Nous fournissons une preuve
théorique qu’une bonne précision sur la fonction de perte conditionnelle introduite im-
plique une estimation correcte des coefficients du processus d’Itô. Des tests numériques
comparant l’approche GAN et celle conditionnelle sont réalisés jusqu’à la dimension 20, et
montrent de bons résultats à la fois sur les métriques de structure temporelle et sur les mé-
triques de distribution marginale. Enfin, nous démontrons la robustesse des performances
de notre générateur avec une situation réaliste. Un praticien n’a pas assez de données pour
entraîner correctement un générateur mais a un modèle cohérent A qui doit être amélioré
avec des données historiques. Nous illustrons comment notre générateur peut utiliser le
transfer learning en commençant son apprentissage sur A et en affinant ses paramètres
avec une faible quantité de données historiques.

3 Résultats
Afin de permettre une formulation mathématique solide qui ouvre un large choix

possible d’applications, nous représentons notre série temporelle comme un processus
d’Itô X = (Xti)i=1..N ∈ Rd×N observé sur l’espace t0 < t1 < ... < tN , avec ∆t := ti+1 − ti.

dXt = bX(t,Xt)dt+ ΣX(t,Xt)dWt,

où b : Rd+1 → Rd, ΣX : Rd+1 → Md×d et W est un Brownien de dimension d. La
discrétisation d’Euler en fonction du temps (sur les (ti)i) du processus ci-dessus est donnée
par :

Xti+∆t = Xti + bX(ti, Xti)∆t+ ΣX(ti, Xti)∆W 1
ti

où ∆W i
t ∼ N (0,∆tId).

Nous cherchons un générateur gθ qui simule une série temporelle aléatoire Y à la date
ti étant la plus proche de X en terme de distribution et de dynamique. Nous proposons
de concevoir un générateur, reposant sur sur des densités conditionnelles, qui modélise les
coefficients de drift bY et de volatilité ΣY qui apparaissent dans l’équation suivante :

Yti+∆t = Yti + gbθ(ti, Yti)∆t+ gΣθ (ti, Yti)∆W 2
ti
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Cette modélisation permet de construire un algorithme pratique car nous pouvons com-
parer directement les drifts et les volatilités dans les cas où bX et ΣX sont connus. Nous
précisons que le générateur gθ n’a jamais connaissance des vrais coefficients bX and ΣX

durant l’entraînement.
La difficulté qui se pose lorsque nous essayons d’appliquer des générateurs à des séries

temporelles vient de la nécessité de trouver le juste équilibre entre l’estimation marginale
et la structure temporelle. Avec le conditionnement nous parvenons à obtenir un modèle
qui allie ces deux propriétés avec peu d’hypothèses :

Proposition 3.1 Soient ε > 0 et z ∈ Rd tel que zj ∈ [ajk, a
j
k+1] avec ajk < ajk+1. Soient bX ,

bY deux fonctions K-Lipshitz par rapport à la seconde variable, et ΣX ,ΣY deux fonctions
strictement positives et K-Lipshitz par rapport à la seconde variable. Supposons que pour
tout ti ∈ {t0, . . . , tN = T}, ∆t = ti+1 − ti,

W2

(
L(Xti+1 |(Xti ∈ [ak, ak+1])) , L(Yti+1 |(Yti ∈ [ak, ak+1])

)
≤ ε

Alors,

‖bjX(ti, z)∆t− bjY (ti, z)∆t‖22 ≤ ε+ (2K + 1)‖ajk+1 − ajk‖
2
2

De plus,
— si d = 1, ‖ΣX(ti, z)− ΣY (ti, z)‖22 ≤ ε+ 2K‖ak+1 − ak‖2.
— si d > 1 et Tr(ΣX(ti, z)ΣX(ti, z)T ) = Tr(ΣY (ti, z)ΣY (ti, z)T ) = α, alors

‖Σj
X(ti, z)− Σj

Y (ti, z)‖22 ≤
√
2ε

α
√
∆t

+ 2K‖ajk+1 − ajk‖
2
2.

L’approche supervisée de la méthode conditionnelle CEGEN, qui cherche à minimiser
la distance de Wasserstein entre les lois conditionnelles, surpasse le modèle semi-supervisé
TSGAN autant sur le plan des marginales que sur la structure temporelle, comme le
montre la figure 2. La variance entre les incréments ou la distance de Fréchet Heusel et
al. (2017) favorise le choix du générateur CEGEN. Des échantillons de trajectoires sont
affichés figure 3.

La situation réaliste évoquée en introduction met aussi en avant le modèle CEGEN.
Souvent, nous n’avons pas suffisamment de données pour entraîner un générateur. Lors-
qu’un modèle raisonnable est déjà disponible, nous pouvons utiliser des techniques d’aug-
mentation de données, via des méthodes de transfer learning, afin de commencer l’appren-
tissage du générateur. Ensuite pour affiner le modèle, nous l’entraînons avec des données
historiques. Nous comparons les quantiles des échantillons générés et observons qu’en al-
liant apprentissage par transfert et le générateur CEGEN, ce dernier surpasse le simulateur
de Monte Carlo.

4

1063

(%



Figure 2 – Gauche : Moyenne sur le temps de la distance de Fréchet entre les distri-
butions marginales. Droite : Moyenne sur le temps de la norme #2 entre les variances de
dXt et celles de dYt.

Figure 3 – Droite : Simulations Monte Carlo. Milieu : Trajectoires générées par TS-
GAN. Droite : Trajectoires générées par CEGEN.

4 Conclusion
Un générateur pour séries temporelles reposant sur le schéma d’Euler est proposé.

En utilisant les distributions conditionnelles le générateur montre de bons résultats en
terme de représentation des séries et résiste à la grande dimension. L’apprentissage par
transfert pour cette méthode met en évidence la souplesse et la rapidité du modèle à
s’adapter à un changement de régime. La formulation mathématique que nous proposons
permet de montrer qu’une erreur suffisamment faible donne une représentation fidèle des
séries chronologiques. Notre algorithme peut donc générer fidèlement des processus d’Itô
et permet un contrôle sur les termes de drift et de volatilité. La classe de ces processus est
suffisamment large pour modéliser la plupart des séries d’intérêt et pourrait être étendue
dans de prochains travaux à la classe des processus de Lévy.
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Détection d’individus atypiques en régression SIR
(sliced inverse regression)

Hadrien Lorenzo 1,2 & Jérôme Saracco 1,2,3

1 ASTRAL, INRIA BSO, 200 Avenue de la Vieille Tour, 33405 Talence, France
2 Institut de mathématiques de Bordeaux, UMR 5251 CNRS, 33400 Talence, France
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Résumé. La régression inverse par tranches (sliced inverse regression, SIR) considère un
modèle semi-paramétrique de régression entre une variable dépendante ! et une variable explica-
tive "-dimensionnelle # via un indice #′$ et une fonction de lien % . La direction du paramètre
"-dimensionnel $, appelée direction EDR (pour effective dimension reduction), est estimée via
la méthode SIR. Le paramètre fonctionnel % peut être estimé par un estimateur à noyau de
la régression en utilisant l’indice estimé. Cependant, si des observations atypiques (outliers)
sont présentes dans les données, cette méthodologie en deux étapes ne va plus fonctionner
correctement. L’objet de cette communication est de présenter trois méthodes computation-
nelles permettant de détecter les individus atypiques dans ce modèle semi-paramétrique de
régression. Le comportement numérique de ces méthodes (implémentées dans R) est illustré
avec des simulations. Un exemple sur données réelles est également présenté.

Mots-clés. Modèle semi-paramétrique de régression, régression inverse par tranches (sliced
inverse regression, SIR), estimateur non-paramétrique à noyau d’une courbe de régression,
détection d’individus atypiques/aberrants (outliers).

Abstract. Sliced inverse regression (SIR) considers a semiparametric regression model be-
tween a dependent variable ! and a "-dimensional explanatory variable # via a single-index
#′$ and link function % . The direction of the "-dimensional parameter $, called the effective
dimension reduction (EDR) direction, is estimated using SIR method. The functional param-
eter % can be estimated via kernel estimator using the estimated index. However, if outliers
are present in the data, this two-step methodology no longer works properly. The aim of this
communication is to present three computational methods in order to detect outliers in this
single-index model. The numerical behaviors of the proposed outlier detection methods, im-
plemented in R, are illustrated by a simulation study. An example based on a real data is also
presented.

Keywords. Semiparametric regression model, Sliced Inverse Regression (SIR), Kernel re-
gression, Outlier detection.
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1 Introduction

De nombreux modèles de régression paramétrique (comme le modèle linéaire gaussien) ont été
proposés dans la littérature afin d’étudier la relation entre une variable à expliquer ! ∈ R
et une variable explicative "-dimensionnelle # ∈ R". Cependant, trouver la bonne fonction
paramétrique de lien entre # et ! peut être parfois très complexe. Des modèles non-paramétrique
de régression ont alors été proposés, ces modèles sont clairement plus flexibles que les précédents
car seules sont faites des hypothèses de régularité sur la fonction de lien entre # et !. Mais, il est
bien connu que les estimateurs non-paramétriques (de type estimateurs à noyau par exemple)
souffrent du “fléau de la dimension” dès que la dimension " de # devient grande. Afin de con-
tourner ces problèmes des approches purement paramétriques ou purement non-paramétriques,
des modèles semi-paramétriques de type “single index” (permettant une réduction de la dimen-
sion de la partie explicative du modèle) ont été introduits.

Dans le cadre de la réduction de dimension, la plupart des auteurs supposent que # peut
être remplacée par une combinaison linéaire de ses composantes, le fameux index $′#, sans
perte d’information sur la distribution conditionnelle de ! sachant #. Une manière d’écrire
cette hypothèse est la suivante

! ⊥ # | $′# (1)

où la notation &1 ⊥ &2 | &3 signifie que la variable aléatoire &1 est indépendante de la variable
aléatoire &2 sachant les valeurs prises par la variable aléatoire &3. On peut également écrire (1)
sous la forme, par exemple, d’un modèle de régression semi-paramétrique à un index unique
avec un terme d’erreur additif :

! = % ($′#) + ', (2)

où % une fonction inconnue à valeurs réelles, la distribution de ' est arbitraire et inconnue,
et ' ⊥ #. Vu que la fonction de lien % est inconnue, le paramètre "-dimensionel $ n’est pas
totalement identifiable, seul le sous-espace linéaire engendré par $ est identifiable. Ce sous-
espace est souvent appelé l’espace EDR (pour effective dimension reduction en se référant à
l’article original de Duan et Li (1991) présentant la méthode SIR (sliced inverse regression)
qui permet d’estimer une base ( ∈ R" de cet espace EDR. On peut noter que cette réduction
de dimension peut être une étape très utile dans l’analyse des données disponibles vu que le
modèle (1) ne repose que sur très peu d’hypothèses structurelles. Par exemple, il n’est pas
nécessaire de prendre un terme d’erreur additif comme dans le modèle (2), ainsi les modèles
hétéroscédastiques sont potentiellement inclus dans cette modélisation. De plus, cette réduction
de dimension permet de visualiser le lien entre la variable à expliquer et l’indice via le nuage de
points croisant les !) et les indices estimés associés, ce qui fournit une information très utile à la
modélisation. Ainsi dans une seconde étape, des approches non-paramétriques standards (tels
les splines de lissages ou les estimateurs à noyau) peuvent être mises en oeuvre afin d’estimer
la fonction de lien % .

La méthode SIR est connue pour être une méthode pertinente et efficace en réduction de
dimension, beaucoup de travaux théoriques ont été faits sur cette méthode et de nombreuses
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extensions ont été proposées dans la littérature. Cependant peu d’attention a été portée sur la
sensibilité de SIR aux observations atypiques (outliers), alors que la théorie de SIR est fondée
des propriétés de la matrice de variances-covariances de l’espérance conditionnelle de # sachant
! (d’où la présence du terme “régression inverse” dans le nom de la méthode SIR). Il apparâıt
ainsi évident que la méthode SIR peut être sévèrement influencée par la présence d’observations
atypiques dans les données. Quelques méthodes SIR robustes ont été proposées. De même une
approche permettant de mettre en évidence les individus influents via les fonctions d’influence a
également été développée, mais cette dernière est extrêmement sensible en pratique au choix du
nombre * de tranches dans SIR, cet hyperparamètre * permettant de construire l’estimateur
de matrice d’intérêt dont une décomposition aux éléments propre dans la méthode SIR. Des
références bibliographiques sont disponibles dans Lorenzo et Saracco (2021).

Le but de cette communication est de proposer trois méthodes computationnelles per-
mettant de détecter des outliers dans le contexte d’un modèle de type SIR, à savoir un
modèle de régression semi-paramétrique à un seul indice, en prenant en compte l’estimation
de l’espace EDR via SIR et l’estimation de la fonction de lien % via un estimateur à noyau.
Plus précisément, un outlier correspond à une observation (#), !)) qui ne proviendrait pas du
modèle sous-jacent !) = % ($′#)) + '). Ainsi un outlier est ici une observation ne satisfaisant pas
la relation entre ! et # définie par le modèle semiparamétrique de régression (1). Un outlier (tel
que nous l’avons défini) peut clairement ne pas être atypique si l’on se focalise uniquement sur
sa valeur #) ou bien uniquement sur sa valeur !). Ainsi, par exemple, ce type d’outliers n’est
pas détectable en explorant uniquement la distribution des #). Notons que s’il y avait présence
d’outliers visibles dans l’échantillon des #), les individus correspondants auraient généralement
été détectés dans une étape préliminaire d’étude des données, et le jeu de données aurait alors
été “nettoyé” en conséquence avant de faire la modélisation avec un modèle de type SIR.

En pratique, il est toujours intéressant de détecter les outliers (plutôt que de développer
seulement des méthodes robustes), de les isoler et de comprendre pourquoi ces observations sont
atypiques ou aberrantes (mauvaises valeurs numériques ? individus hors normes ? ...). Une fois
que les outliers ont été identifiés, il convient alors de les supprimer de l’échantillon. Ainsi, sur
ces données “nettoyées”, il est à nouveau possible de mettre en oeuvre la méthodologie usuelle
d’estimation en deux étapes du modèle de régression sous-jacent : SIR pour estimer la direction
de $, suivie d’une estimation non-paramétrique de % . Le modèle est ainsi convenablement
estimé.

À la section suivante, les méthodes computationnelles de détection des outliers, appelées
MONO, TTR et BOOT ci-après, seront présentées. Ces méthodes utilisent les erreurs de
prédictions IB (in-bags) ou OOB (out-of-bags) et s’appuient sur des approches de type sous-
échantilonnage ou ré-échantillonnage afin de discriminer les outliers des observations “normales”
(i.e. qui ne sont pas hors normes). Elles ont été implémentées dans R et sont disponibles à
l’adresse suivante :

https://github.com/hlorenzo/outlierSIR
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2 Trois méthodes computationnelles de détection des
outliers dans la méthode SIR

Considérons l’échantillon + = {(#), !)), ) = 1, . . . , ,} de , individus parmi lesquels se trouvent
peut-être des individus atypiques ou outliers.

Pour chacune des trois méthodes proposées, le paramètre euclidien $ (plus précisément la
direction EDR () est estimé avec la méthode SIR usuelle (avec un nombre de tranches fixé à
* = 10) et la fonction de lien % est estimée avec un estimateur à noyau (avec un noyau Gaussien
et la largeur de fenêtre optimale choisie par Cross-Validation).

2.1 Une approche näıve : la méthode MONO

La méthode MONO repose sur les 3 étapes suivantes.

Etape 1. À partir de l’échantillon +,

1.a. Estimation de la direction EDR (. La méthode SIR classique fournit un estimateur
(̂SIR de (. Les indices correspondants {(̂′SIR#), ) = 1, . . . , ,} sont ensuite calculés.

1.b. Estimation des valeurs ajustées % ($′#)) pour ) = 1, . . . , ,. À partir de l’échantillon
{((̂′SIR#), !)), ) = 1, . . . , ,, les valeurs ajustées !̂) = %̂, ((̂′SIR#)) pour ) = 1, . . . , , sont
obtenues via l’estimateur à noyau de la régression %̂, (.).

Etape 2. Évaluation des erreurs associées.

Les erreurs considérées ici sont naturellement les résidus : pour ) = 1, . . . , ,, -̂) = !) − !̂).

Etape 2. Détection des outliers.

La détection de potentiels outliers est simplement basée sur la définition des outliers dans
le boxplot des erreurs en valeur absolue |-̂) | pour ) = 1, . . . , ,, i.e. les individus dont les
valeurs sont plus grandes que les troisième quartile plus 1,5 fois l’écart inter-quartile.

Le nom “MONO” donné à cette méthode reprend le fait que l’échantillon initial + a été utilisé
une seule fois, ainsi que le modèle semi-paramétrique sous-jacent.

2.2 La méthode TTR

Cette méthode repose sur la réplication d’échantillons d’apprentissage (training sample) et
d’échantillons de test (test sample) afin d’évaluer la “stabilité” du modèle estimé. Le nom
“TTR” de la méthode fait ainsi référence à Training Test Replications.

Soit . le nombre de réplications choisi par l’utilisateur. En pratique . = 2000 est largement
suffisant pour une taille d’échantillon raisonnable, i.e. , ≤ 500. Soit / ∈ [0, 1] la proportion de
l’échantillon qui va constituer l’échantillon test. Dans la suite, ce paramètre est fixé à / = 0.1,
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ainsi 90% des individus de l’échantillon initial + sont utilisés pour l’échantillon d’apprentissage
+train et les 10% restants constituent l’échantillon test +test. Notons que le tirage des individus
est fait à probabilité égale et sans remplacement.

Etape 1. Pour chaque réplication 0 (avec 0 = 1, . . . , .),

1.a. L’échantillon initial + est partagé en un échantillon d’apprentissage +(0)train et un
échantillon test +(0)test contenant respectivement (1 − /)% et /% des individus.

1.b. En utilisant +(0)train, la direction EDR est estimée (̂ (0)SIR et les indices associés {((̂ (0)SIR)′#), ) ∈
+(0)train} sont calculés.

1.c. Pour tous les individus )∗ ∈ +(0)test, l’erreur de prédiction de la variable à expliquer !
est calculée comme suit :

-̂(0))∗ = !)∗ − %̂ (0),

(
((̂ (0)SIR)′#)∗

)
,

où l’estimateur à noyau %̂ (0), (.) est construit sur l’échantillon {(((̂ (0)SIR)′#), !)), ) ∈
+(0)train}.

Etape 2. Evaluation des erreurs moyennes.

Pour chaque )∗ = 1, . . . , ,, la moyenne (sur les . réplications, lorsque l’individu )∗ est
présent dans l’échantillon test) des erreurs associées est calculée :

-)∗ =

∑.
0=1

$$$ -̂(0))∗

$$$ I[)∗∈+ (! )
test]∑.

0=1 I[)∗∈+ (! )
test]

.

Etape 3. Détection des outliers via une méthode de détection de rupture.

L’idée est de déterminer un point de rupture unique dans la séquence des erreurs moyennes
{-()∗) , )∗ = 1, . . . , ,} ordonnées par valeurs décroissantes (où l’indice ()∗) indique qu’il s’agit
de la )∗-ème statistique d’ordre de l’échantillon). En effet, s’il n’y a pas outliers, aucune
rupture ne devrait apparâıtre clairement dans cette séquence. D’un autre côté, en présence
d’outliers, les erreurs absolues moyennes correspondantes devraient naturellement être
significativement plus grandes que celles associées aux autres individus “normaux”. Ainsi,
recherche ce point de rupture (en moyenne et en variance) dans la séquence ordonnée des
erreurs absolues moyennes devrait intuitivement permettre de séparer les outliers des
autres observations. Pour cela, le package R changepoint a été utilisé (avec l’algorithme
de segmentation binaire) pour détecter un unique point de rupture.

Un individu associé à une erreur absolue moyenne (ordonnée) située avant le point de
rupture est alors considéré comme un outlier.
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2.3 La méthode BOOT

La méthode MONO considère les erreur IB (in-bag) et la méthode TTR les erreurs OOB (out-of-
bag). Alors que l’approche MONO peut souffrir de sur-apprentissage (overfitting), l’approche
TTR risque une perte significative de puissance (vu que l’échantillon d’apprentissage est un
sous-échantillon de l’échantillon initial) et ne prend pas en compte l’impact des erreurs IB. La
méthode BOOT va ainsi utiliser les erreurs IB dans cet objectif.

Des individus isolés, dans le nuage de points croisant les indices estimés et la variable à
expliquer !, qui ne sont pas des outliers sont généralement difficiles à prédire, notamment
lorsque ces individus ne sont pas dans l’échantillon d’apprentissage. Cependant, si un de ces
individus est inclus dans la base de données d’apprentissage, cela aura un effet bénéfique sur
le modèle estimé. En effet, ces individus seront alors mieux prédits alors que les individus non
isolés seront quant à eux toujours bien prédits puisque ces individus isolés sont en accord avec
le modèle de régression. Pour ces individus isolés, l’erreur OBB sera donc importante tandis
que l’erreur IB sera potentiellement faible. Ils seront appelées individus “borderline” dans la
suite. Par contre, les “outliers” sont toujours mal prédits avec des erreurs IB et OBB élevées,
et les individus “normaux” seront toujours bien prédits avec des faibles erreurs IB et OBB.

La méthode BOOT est basée sur deux règles de décision simples afin de discriminer trois
types d’individus (les observations “normales”, les observations “borderline”, et les outliers) en
utilisant l’erreur IB et sa transformation logarithmique.

La méthode BOOT repose sur des réplications “bootstrap” de +, d’où son nom. Soit 1 le
nombre d’échantillons “bootstrap” choisi par l’utilisateur. En pratique, 1 = 2000 est largement
suffisant pour un échantillon de taille raisonnable, i.e. , ≤ 500. Notons que les individus sont
tirés avec probabilité égale et avec remplacement.

Etape 1. Pour ( = 1, . . . , 1,

1.a. Un échantillon bootstrap +(() est tiré à partir de l’échantillon initial +. Soit ,(()) le
nombre de fois où l’observation ) est présente dans l’échantillon +(().

1.b. En utilisant l’échantillon bootstrap +((), la direction EDR (̂ (()SIR est estimée et les
indices associés {((̂ (()SIR)′#), ) ∈ +(() } sont calculés.

1.c. Pour chaque individu ) ∈ +((), les erreurs IB de prédiction de la variable ! sont
calculées :

-̂(()) = !) − %̂ ((),

(
((̂ (()SIR)′#)

)
,

où l’estimateur %̂ ((), (.) est construit sur l’échantillon {(((̂ (()SIR)′#), !)), ) ∈ +(() }.

Etape 2. Evaluation des erreurs moyennes.

Pour chaque ) = 1, . . . , ,, l’erreur moyenne associée est calculée sur les 1 réplications
(quand l’observation ) est présente au moins une fois dans l’échantillon bootstrap corres-
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pondant) :

-()) =

∑1
(=1

$$$ -̂(())

$$$ I[) tel que ,(")# ≥1]∑1
(=1 I[) tel que ,(")# ≥1]

.

Etape 3. Détection des outliers et des observations “bordeline”.

L’idée est de tout d’abord identifier parmi les erreurs {-()) , ) = 1, . . . , ,} celles qui sont
particulièrement élevées et qui vont naturellement correspondre aux “big” outliers. Pour
détecter ces individus fortement atypiques, l’échelle logarithmique est utilisée. Ensuite,
dans un second temps, l’échelle d’origine est utilisée afin d’identifier les possibles “small”
outliers restants, ces observations sont alors dites “borderline”.

3.a. La détection des (“big”) outliers potentiels est fondée sur la définition des outliers

dans le boxplot1 des log
(
-())

)
pour ) = 1, . . . , ,.

3.b. La détection de potentielles observations “borderline” est fondée sur la définition des
outliers dans le boxplot des -()) pour ) = 1, . . . , ,. Les observations “borderline” sont
alors définies comme les outliers courants qui n’ont pas été identifiées comme des
(“big”) outliers à l’étape 3.a. précédente.

Remarque. A l’étape 3.a., la transformation “log” est utilisée par défaut pour détecter
les potentiels outliers. Cependant, la transformation pertinente à considérer pour les
erreurs, -()) , ) = 1, . . . , ,, n’est probablement pas toujours le logarithme et peut dépendre
du modèle (inconnu) de régression sous-jacent (2), en particulier de la fonction de lien %
et de la distribution du terme d’erreur 2 .

3 Remarques finales

Lors de la présentation orale, ces trois approches de détection d’individus atypiques dans SIR
seront illustrées sur un exemple simulé et sur un jeu de données réelles. Les comportements
numériques des méthodes MONO, TTR et BOOT seront également comparés dans une étude
sur simulations. Ces résultats sont décrits dans Lorenzo et Saracco (2021).
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1déjà décrite dans la présentation de la méthode MONO
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Résumé. Dans ce travail, nous introduisons une méthode non paramétrique de bal-
ayage pour des données fonctionnelles indexées dans l’espace. Nous présentons une statis-
tique de balayage construite en utilisant la statistique de test de Wilcoxon-Mann-Whitney
pour des données de dimension infinie. Cette dernière est totalement non paramétrique
car elle ne suppose aucune distribution concernant les marques fonctionnelles. Ce test
de balayage semble puissant contre toute alternative d’agrégation. Nous appliquons cette
méthode à un ensemble de données pour extraire des caractéristiques de l’évolution dé-
mographique de provinces espagnoles.

Mots-clés. Détection d’Agrégats, Données Fonctionnelles , Espace de Hilbert, Statis-
tique de Balayage Spatiale, Test de Wilcoxon-Mann-Whitney.

Abstract. In this work, we introduce a nonparametric scan method for functional
data indexed in space. The scan statistic we present is derived from the Wilcoxon-Mann-
Whitney test statistic defined for infinite dimensional data. It is completely nonparametric
as it does not assume any distribution concerning the functional marks. This scan test
seems to be powerful against any clustering alternative. We apply this method to a data
set for extracting features in Spanish province population growth.

Keywords. Cluster Detection, Functional Data, Hilbert Space, Spatial Scan Statistic,
Wilcoxon-Mann-Whitney test.

1 Introduction
Cluster detection has become a fruitful area of statistics that has particulary expanded
in recent decades. It is used to identify aggregations of events in time and/or space.
One of the most popular cluster detection technique is the scan statistic which was firstly
introduced by Naus (1963). These scan statistics are used to decide whether exceptional
or not observing a cluster of events.
During the last decades, Kulldorff and Nagarwalla (1995) and Kulldorff (1997) proposed
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spatial scan statistics based on Bernouilli and Poisson models. They presented a method
based on the likelihood ratio and they tested the clusters’ statistical significance via a
Monte-Carlo procedure. In the multivariate case, scan statistics based on likelihood ratio
were recently tackled by Shen and Jiang (2014) and Cucala et al. (2017). However, in
these latter, the likelihood ratio used to construct the scan statistics are computed when
the data follow a Gaussian model. A natural question arises: how can we detect a spatial
cluster when the data are not Gaussian? In order to overcome this problem, researchers
consider the nonparametric procedures which are applicable in many cases where the data
are not drawn from a population with a specific distribution.
In the last few years, Jung and Cho (2015) and Cucala (2016) proposed separately a
nonparametric spatial scan statistic. In their works, they introduced a scan statistic in
the univariate setting which is based on the Wilcoxon-Mann-Whitney test. Very recently,
Cucala et al. (2019) proposed a nonparametric scan statistic in the multivariate setting
using the Wilcoxon-Mann-Whitney test introduced by Oja and Randles (2004).
Currently, the development of the sensoring allows us to work with huge datasets. Hence,
we have more and more access to functional data coming from various fields of applica-
tions like environmetrics, medecine and econometrics (see, Ramsay and Silverman (2005),
Ferraty and Vieu (2006)).
In the present work, we develop a nonparametric spatial scan statistic for functional data.
In Section 2, we explain how the use of the Wilcoxon-Mann-Whitney statistic proposed
by Chakraborty and Chaudhuri (2015) can give birth to a scan statistic. Then, to eval-
uate its statistical significance, we introduce a test procedure based on permutations. In
section 3, we apply the spatial scan statistic to simulated and real datasets.

2 Nonparametric spatial scan statistic in functional data

2.1 Statistic construction
Consider X a random element in a separable Hilbert space χ. We denote by ‖.‖χ a
norm on χ. Let X1, . . . , Xn be observations of X measured in n different spatial locations
s1, . . . , sn included in D ⊂ R2. Following the terminology of point process theory, D is
the observation domain and Xi is the mark associated to location si, for all i = 1, . . . , n.
Our goal is to detect a cluster of unusual marks, i.e. a spatial zone Z ⊂ D in which
the marks are abnormally higher or abnormally lower than elsewhere. In order to do
that, we will construct a scan statistic which is usually defined to be the maximum of a
concentration index observed in a collection of potential clusters using a variable window
(see, Nagarwalla (1996)).
In this work, without loss of generality, we consider the circular clusters introduced by
Kulldorff (1997). Hence, the set of potential clusters S is defined as follows:

S = {Di,j, 1 ≤ i ≤ n, 1 ≤ j ≤ n},
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where Di,j is the disc centred on si and passing through sj.
Recently, Chakraborty and Chaudhuri (2015) proposed an extension of the Wilcoxon-
Mann-Whitney test in the functional case using a spatial sign function defined as SGNx =
x/‖x‖χ for any non zero x ∈ χ and SGNx = 0 if x = 0.
Now, we suppose that X1, . . . , Xn are independent observations of X (this is a classical
assumption in scan statistics). Let Z ∈ S be any potential cluster of size nZ , where
nZ =

∑n
i=1 (si ∈ Z) and Zc its complement of size nZc = n − nZ . Assume that the

marks in Z and Zc respectively follow probability measures P and Q on χ. We suppose
that P and Q differ by a shift ∆ ∈ χ in the location. For testing the hypothesis H0 : ∆ = 0
against H1 : ∆ &= 0, a Wilcoxon-Mann-Whitney test statistic extension in such space is
defined as:

TWMW =
1

nZnZc

∑

{i:si∈Z}

∑

{j:sj∈Zc}

SGN{Xj−Xi} =
1

nZnZc

∑

{i:si∈Z}

∑

{j:sj∈Zc}

Xj −Xi

‖Xj −Xi‖χ
.

Chakraborty and Chaudhuri (2015) studied the asymptotic distribution of TWMW and
proved the following convergence theorem :
under H0, if nZ/n → γ ∈ (0, 1) as nZ , nZc → ∞, then

(nZnZc/n)1/2(TWMW) converges weakly to G(0,Γ),

where G(m,C) is the distribution of a Gaussian random element in χ with mean m ∈ χ
and covariance C. Since the covariance function Γ does not depend on nZ and nZc , we
can use

U(Z) := (nZnZc/n)1/2TWMW

as a concentration index to compare potential clusters having different population sizes.
Thus, the nonparametric functional scan statistic (NPFSS) is

ΛNPFSS = max
Z∈S

‖U(Z)‖χ

and the potential cluster detected, for which Λ NPFSS is obtained, is

Ĉ = arg max
Z∈S

‖U(Z)‖χ.

It is named the most likely cluster (MLC).

2.2 Rule of decision
After computing the scan statistic ΛNPFSS and the most likely cluster Ĉ, it is necessary
to evaluate its significance. However, the distribution, under H0, of a variable window
scan statistic has no analytical form. To overcome this problem, we used a strategy called
"random labelling", which was already used in numerous scan methods (see for example,
Cucala et al. (2019), Cucala (2017)). This method is based on random permutations and
leads to an unbiased estimation of the significance value, whatever the distribution of the
data.
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3 Application

3.1 Simulation study
In this section, we compared ΛNPFSS with the univariate spatial scan statistic introduced
by Cucala (2016), denoted by ΛNPUSS, which is applied to the mean values of the curves.
Artificial datasets were generated by using the geographic locations of the 94 french admin-
istrative areas named as "départements". Each location associated to each "département"
was defined as its administrative center. The true cluster, denoted by C, is a set of 8
"départements" in the Parisian area. We set χ = L2[0, 1]. For all i ∈ [1, 94], the functional
marks Xi are generated using the Karhunen-Loève decomposition and they are measured
at 101 equispaced points in [0, 1]. We have considered two different cases: (i) a Gaussian
distribution N (0, 1) and (ii) a Student distribution t(5). The probability measures of the
marks inside and outside the cluster C differ by a shift ∆(t) = ct, c ≥ 0 for all t ∈ [0, 1].
We generated 100 simulated datasets to see the performance of ΛNPFSS and ΛNPUSS and
we computed three distinct criteria: the power to detect a significant cluster, the true
positive (TP) rate and the false positive (FP) rate where a type I error equal to 5% was
condidered for the rejection of H0. The following Table 1 gives the results obtained.

Normal distribution Student distribution
c ΛNPFSS ΛNPUSS ΛNPFSS ΛNPUSS

0.0 Power 0.060 0.060 0.040 0.040
%TP 0.500 0.500 0.750 0.750
%FP 0.475 0.508 0.512 0.689

1.0 Power 0.210 0.180 0.170 0.150
%TP 0.810 0.799 0.743 0.725
%FP 0.259 0.307 0.276 0.300

2.0 Power 0.800 0.720 0.580 0.440
%TP 0.975 0.951 0.940 0.920
%FP 0.072 0.078 0.110 0.115

3.0 Power 1.000 0.980 0.929 0.880
%TP 0.995 0.989 0.977 0.964
%FP 0.021 0.051 0.047 0.065

Table 1: Power, %TP and %FP results of ΛNPFSS and ΛNPUSS when ∆(t) = ct in the cases (i)
and (ii).

As expected, both methods perform better when the cluster intensity c becomes larger
and our functional scan statistic gives better results since it exploits the whole information
contained in the curves (not only the mean values).

3.2 Application to real data
Here, we numerically illustrate how our scan statistic model can be applied to real data.
In particular, we considered data for extracting features in Spanish province population
growth presented in the study of Cronie et al. (2019).
We considered the demographical evolution of the Spanish province population provided
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by the Spanish Institute of Statistics (www.ine.es). The boundary and centre coordinate
data of the 47 provinces of Spain are obtained from the R package raster .
Our objective here is to detect a spatial area where the demographic evolution would
be significantly higher or lower. In order to identify such a cluster, we computed
the functional scan statistic on this dataset: ΛNPFSS = 2.72025. Based on T =
999 permutations, this value is highly significant and Ĉ is plotted in Figure 1A.
We can see the demographic evolution curves associated to Ĉ in the Figure 1B.

Figure 1: A) : The MLC is presented in red. B) : The demographic evolution curves (from
1998 to 2019) in each province are presented. In red : curves correspond to provinces inside the
MLC. In black : curves correspond to provinces outside the MLC.

We remark that the MLC includes 13 locations in the west of Spain (Asturias, Galicia,
Extremadura and the west of Castilla y León) in which the marks are significantly lower
than in the rest of the geographical area studied. We can see that this cluster includes the
provinces which have the lowest demographic evolution compared to the other provinces
of Spain. This can be explained by a higher mortality rate and a lower birth rate in these
regions which have been highly affected by the economic crisis.

4 Conclusion
In this work, we have proposed a nonparametric spatial scan statistic using the Wilcoxon-
Mann-Whitney two-sample test for functional data (see, Chakraborty and Chaud-
huri(2015)). This scan statistic allows to detect clusters in functional data indexed by
space without assuming anything about their distribution.
To do that, we decided to construct a nonparametric spatial scan statistic in the func-
tional case, similar to the one proposed by Cucala (2016) in the univariate case and the
one introduced by Cucala et al. (2019) in the multivariate case. First, we proposed a non-
parametric scan statistic for functional data in Hilbert space. Second, we defined how to
compute its significance using a Monte-Carlo procedure which provides an approximation
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to the null distribution. Then, we used artificial and real datasets to see the performance
of this scan test.
Recently, Frévent et al. (2020) proposed a parametric spatial scan statistic, denoted by
ΛPFSS, which is derived from the functional ANOVA test. In their work, they compared
ΛNPFSS with their statistic. They conclude, with simulation studies, that the nonpara-
metric methods performs better against non Gaussian data.
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